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Capítulo 1

Introducción

1.1. Contexto
Es indudable que la publicidad juega un rol importante en muchas de las actividades de la
sociedad actual; grandes compañías y pequeñas empresas recurren a este medio para pro-
mocionar sus productos, mejorar sus ventas y promocionar ideas, servicios o cualquier ítem
susceptible de ser negociado. Grandes multinacionales como Google generan grandes ingre-
sos a partir de la publicidad e incluso en Colombia en el año 2015 la inversión en publicidad
digital alcanzó la cifra de 380 mil millones de pesos 1.

La publicidad según se define en [1] es “una relación que permite a los proveedores
compartir información con los consumidores buscando un beneficio para ambos, pues educa
a estos últimos acerca de los productos y servicios disponibles que pueden satisfacer sus
necesidades y ayuda a los vendedores a crear un ambiente agradable para su acercamiento
con los clientes”.

Dentro del mundo de la publicidad, existe un nuevo paradigma que está tomando fuer-
za conocido como publicidad ubicua; ésta se define en términos simples como el uso de
la computación ubicua con fines publicitarios [2]. La computación ubicua nos presenta un
mundo donde las soluciones computacionales y los servicios de comunicación están dispo-
nibles en todo momento y en todo lugar [3], permitiendo la construcción de sistemas que
pueden adaptarse a los constantes cambios de su entorno y soportando las actividades diarias
de sus usuarios [4]. En este orden de ideas, las características esenciales de este paradigma
computacional (ubicuidad, interactividad y automatización) son ideales para transformar los
esquemas de publicidad tradicionales a través de mecanismos de comunicación simétrica,
personalización, medición precisa de audiencia, adaptación al contexto y persuasión.

Con base en lo anterior, la publicidad ubicua promueve una interacción con los usuarios
en un nivel más íntimo y personalizado, que permite entregar información relevante en el
momento oportuno [5]. En la actualidad, los dispositivos móviles modernos (Smartphones)
son claros candidatos para hacer frente a las limitaciones propias de la publicidad tradicional

1Reporte IAB Colombia, 2015
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Capítulo 1. Introducción

como la falta de personalización e interacción. Varios trabajos de investigación han aborda-
do sus propuestas de publicidad ubicua apoyándose en las características inherentes de este
tipo de dispositivos, como son, por ejemplo, la disponibilidad de información de perfiles,
interacción en redes sociales, sensores, entre otras.

Cabe destacar que una de las características fundamentales de la publicidad ubicua es su
sensibilidad al contexto. La información contextual, según Schillit [6], “se compone de tres
aspectos importantes: dónde estás, con quién estás y con qué recursos cuentas”, como puede
apreciarse, divide el contexto en tres partes: localización, naturaleza social, y las herramientas
para percibir datos del usuario; en el tema que aborda esta investigación, es de especial interés
el contexto social del usuario dado que el 69 % de las personas buscan opiniones para tomar
decisiones de compra o para informarse sobre algún producto, incluso el 54 % ha manifestado
que compraría un producto con opiniones negativas en internet, si se los recomienda un amigo
o familiar cercano [7].

En este sentido, las redes sociales en internet, definidas como: “servicios web que per-
miten a los usuarios (i) construir un perfil público o semipúblico, (ii) articular una lista de
usuarios con los que comparte una conexión y (iii) ver y conectar su lista de conexiones con
aquellas creadas por otros” [8], surgen como una alternativa interesante para conocer el con-
texto social del usuario, debido a que la mayoría de éstas animan a las personas a mantener
sus perfiles actualizados con información demográfica (género, edad, ciudad de residencia),
preferencias (ideología política, religión) y gustos (tipo de música, de películas, de libros,
etc.). Adicionalmente, los usuarios participan activamente en la generación de contenido su-
biendo fotos, videos, escribiendo opiniones o comentando opiniones de otros, convirtiendo a
estas redes en plataformas colaborativas [9]; es en esta información donde se centra la pre-
sente investigación, específicamente en la personalización de anuncios publicitarios tomando
como base el contexto social del usuario, principalmente sus redes sociales.

De acuerdo a lo anterior, el proceso de sugerir anuncios basados en información con-
textual social debe ser apoyado en sistemas de recomendaciones (SR), los cuales utilizan
técnicas de búsqueda y filtrado de información para guiar a un usuario en un camino perso-
nalizado de acuerdo a sus intereses en un gran espacio de opciones [10]. En [11] se presenta
una completa conceptualización de los SR y además se los clasifica en tres (3) grupos: 1) Ba-
sados en contenido: los cuales utilizan las características de los elementos que le han gustado
al usuario en el pasado para realizar las recomendaciones: 2) Filtrado Colaborativo: que se
basan en la similitud de usuarios y sus ratings para realizar las recomendaciones; 3) Híbridos:
los cuales son una combinación de los dos anteriores. Para esta investigación son de especial
interés los SR de filtrado colaborativo, específicamente aquellos que, además de los ratings,
agregan una dimensión adicional que incluye la fortaleza de la relación entre usuarios, infor-
mación que puede derivarse a partir de las redes sociales. Este tipo de sistemas se denominan
sistemas de recomendaciones basados en confianza [12]. Es importante recalcar la impor-
tancia que tienen estos sistemas en cuanto a la personalización de anuncios en ambientes de
publicidad ubicua.

2



1.2. Problema y motivación

1.2. Problema y motivación

Como se mencionó en la sección 1.1, la publicidad juega un papel trascendental en el comer-
cio moderno; empresas grandes, medianas y pequeñas arriesgan gran parte de sus ingresos en
estrategias que permitan promocionar sus productos y/o servicios para encontrar los nichos
de clientes adecuados a sus necesidades. Tradicionalmente se han utilizado medios masivos
como prensa, radio, televisión, publicidad impresa y últimamente publicidad web y móvil;
sin embargo hay factores comunes en todos estos métodos: la falta de personalización a los
gustos del usuario y a su contexto y la falta de interacción, lo cual ha llevado a los usuarios
a tener poco interés en los anuncios que se le presentan y a buscar, cada vez más, produc-
tos para bloquear la publicidad. La publicidad ubicua ofrece un nuevo paradigma que busca
transformar estos esquemas tradicionales pero trae implícitos una serie de retos que serán
analizados de acuerdo a las brechas identificadas en el estado del arte.

De acuerdo al estado del arte se puede concluir que los SR son el enfoque más apropiado
para generar recomendaciones personalizadas. Empero, los enfoques tradicionales de los SR
usan aproximaciones que solo toman en cuenta el espacio usuario x ítem y en entornos de
publicidad ubicua el contexto juega un papel muy importante, por lo tanto, se debe ampliar
ese espacio para que incluya el contexto. Si bien la información contextual que se puede
obtener de un usuario es bastante amplia, para el tema que ocupa esta investigación es de
mayor relevancia el contexto social. En los sistemas de recomendaciones tradicionales que
usan enfoques colaborativos, generalmente se trabaja con la similitud de usuarios anónimos
y en base a esto se generan las recomendaciones; sin embargo, en entornos publicitarios
tiene un alto impacto la opinión de las personas cercanas. Si bien diversas investigaciones
han trabajado en la inferencia de confianza a partir de información en redes sociales para
determinar el círculo social cercano del usuario, aún la inclusión de este tipo de datos en
el razonamiento de los algoritmos de recomendación para entornos de publicidad ubicua es
incipiente.

Como ejemplo, se puede pensar en un usuario que llega a una tienda de tecnología buscan-
do cambiar su smartphone. Es posible que la persona tenga en mente algunas características
que quiera de su celular, no obstante, la gran variedad de dispositivos dificultan tomar la de-
cisión de compra. En este caso, un sistema de recomendaciones basado en confianza puede
disminuir la carga cognitiva del usuario para tomar la decisión sobre qué smartphone com-
prar. Se puede pensar en un casi hipotético donde el usuario tiene instalada en su celular una
aplicación ofrecida por la tienda que, tomando como base los gustos del usuario, proporciona
recomendaciones de smartphones privilegiando las opiniones de sus amigos cercanos.

Con base en lo expuesto anteriormente, se plantea la siguiente pregunta para orientar el
proceso de investigación del presente trabajo: ¿Cómo procesar la información de confianza
que se puede inferir de las redes sociales para incorporarla en el razonamiento de un sistema
de recomendaciones para entornos de publicidad ubicua?
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Capítulo 1. Introducción

1.3. Objetivos

1.3.1. Objetivo general

Desarrollar un sistema de recomendaciones basado en confianza para entornos de publicidad
ubicua.

1.3.2. Objetivos específicos

Definir los parámetros que se utilizarán para inferir la confianza entre usuarios a partir
de la información disponible en redes sociales.

Diseñar un filtro colaborativo basado en confianza para entornos de publicidad ubicua.

Construir un piloto en el contexto de publicidad ubicua con el fin de evaluar la calidad
del filtro colaborativo desarrollado.

1.4. Metodología

La estructura básica de las actividades propuestas para el desarrollo del presente trabajo toma
como referencia la descomposición jerárquica WBS (Work Breakdown Structure) sugerida
por el Project Managament Institute (PMI), a través de su metodología PMBOK (Project
Management Base of Knowledge), específicamente en el área de gestión del alcance (Scope
Management) [13]. La Figura 1.1 muestra la descomposición en paquetes de trabajo. Los
procesos de ingeniería del software requeridos serán abordados a través de un extracto de la
metodología UP (Unified Process) [14].

1.4.1. WP1. Generación de la base inicial de conocimiento

Revisión del estado del arte.

Síntesis.

Construcción de la base teórica.

1.4.2. WP2. Definición de parámetros de redes sociales

Caracterización de perfiles de usuario.

Identificación y caracterización de patrones de interacción.
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1.5. Estructura del documento

1.4.3. WP3. Diseño del filtro colaborativo basado en confianza
Exploración de frameworks y algoritmos de filtrado colaborativo.

Formalización matemática de los parámetros de redes sociales dentro de un algoritmo
de filtrado colaborativo.

Implementación del filtro colaborativo basado en confianza.

1.4.4. WP4. Construcción del piloto y evaluación del filtro colaborativo
basado en confianza

Definición del entorno del piloto.

Puesta en marcha del piloto.

Estructuración del plan de pruebas offline y online 2.

Recolección de datos y análisis.

1.4.5. WP5. Publicación
Socialización en seminarios.

Elaboración de artículos.

Elaboración de la monografía.

1.5. Estructura del documento
Capítulo 1. INTRODUCCIÓN
Se define el problema, los objetivos de la investigación y la estructura del documento

Capítulo 2. ESTADO DEL ARTE
Se presenta un resumen de los trabajos relacionados con sistemas de recomendaciones para
publicidad ubicua, confianza y sistemas de recomendaciones basados en confianza.

Capítulo 3. SISTEMA DE RECOMENDACIONES BASADO EN CONFIANZA
Se describe la arquitectura de un sistema de recomendaciones clásico y el proceso de adapta-
ción para incluir confianza.

2Las pruebas offline son aquellas que se realizan con un conjunto predefinido de datos para tratar de simu-
lar el comportamiento de los usuarios con un sistema de recomendaciones y se utilizan para evaluar diferentes
algoritmos en un entorno controlado. Por otro lado las pruebas online se realizan con usuarios que interactúan
en tiempo real con el sistema y permiten evaluar el rendimiento del sistema a medida que cambia el comporta-
miento de los usuarios [15]
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Capítulo 1. Introducción

Figura 1.1: Descomposición en paquetes de trabajo. Fuente propia.

Capítulo 4. DISEÑO E IMPLEMENTACIÓN DEL ALGORITMO DE INFERENCIA
DE CONFIANZA
Se describen los parámetros seleccionados para inferir confianza en redes sociales y la im-
plementación del algoritmo utilizando PCA.

Capítulo 5. EXPERIMENTACIÓN
Se describen los pilotos implementados para la evaluación de los algoritmos implementados,
así como los resultados obtenidos

Capítulo 6. CONCLUSIONES Y TRABAJO FUTURO
Se analizan los resultados obtenidos, se detallan las principales contribuciones y se expone
un conjunto de recomendaciones para posibles trabajos futuros.
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Capítulo 2

Estado del arte

2.1. Metodología de vigilancia tecnológica

La revisión del estado actual del conocimiento se abordó a través de una perspectiva de vigi-
lancia tecnológica, la cual se define como "la búsqueda, detección, análisis y comunicación
de informaciones orientadas a la toma de decisiones sobre amenazas y oportunidades exter-
nas en el ámbito de la ciencia y tecnología" [16]. En términos generales, se abordaron cuatro
fases: i) planeación, donde fue definido el objetivo de la vigilancia, se identificaron las fuentes
de información más relevantes (ACM Digital Library, IEEE Xplore Digital Library,Google
Scholar y Author Mapper de Springer) y las palabras clave que orientaron el proceso de
búsqueda de información; ii) búsqueda y captación, a través de la cual se obtiene un corpus
compuesto por los papers más relevantes sobre la temática del proyecto; iii) análisis, en don-
de se realiza un estudio sobre la información del corpus construido en la fase anterior, de
acuerdo a los objetivos planteados para el esquema de vigilancia tecnológica. En las tablas
2.1, 2.2 se muestran algunos resultados del proceso, relacionando con la identificación de
artículos y países con mayor producción científica en las áreas seleccionadas. En las figuras
2.1, 2.2, 2.3, 2.4 y 2.5 se muestra la cantidad de publicaciones con cada término de búsqueda
y su evolución desde el año 2000 hasta el año 2016. Finalmente, en la figura 2.6 se muestran
las palabras clave que surgieron durante el proceso de vigilancia tecnológica. Finalmente, en
la fase iv) se socializan los resultados obtenidos.
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Término de
búsqueda

Author
Mapper

IEEE Xplore
Digital

Library

Google
Scholar

ACM Digital
Library

Trust
recommender

systems
1449 330 14400 272

Trust in social
networks

9532 1744 54700 696

Trust inference
algorithm 1832 89 19700 46

Pervasive
advertising 780 93 677 64

Social
recommender

systems
3683 1207 19300 2464

Tabla 2.1: Resultado total de referencias por término de búsqueda. Fuente propia.

País Publicaciones

Estados Unidos 3133

Reino Unido 1741

China 1549

Alemania 1528

Italia 985

Australia 141

Tabla 2.2: Número de publicaciones por país. Fuente. Author Mapper.
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2.1. Metodología de vigilancia tecnológica

Figura 2.1: Número de publicaciones por año para la frase "trust recommender systems".
Fuente. Author Mapper.

Figura 2.2: Número de publicaciones por año para la frase "trust in social networks". Fuente.
Author Mapper.
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Figura 2.3: Número de publicaciones por año para la frase "trust inference algorithm". Fuente.
Author Mapper.

Figura 2.4: Número de publicaciones por año para la frase "pervasive advertising". Fuente. Author
Mapper.
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2.1. Metodología de vigilancia tecnológica

Figura 2.5: Número de publicaciones por año para la frase "social recommender systems".
Fuente. Author Mapper.

Figura 2.6: Palabras clave asociadas con la vigilancia tecnológica. Fuente. Author Mapper.

De manera general, los resultados del proceso de vigilancia tecnológica se pueden resumir
en los siguientes puntos:
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Los sistemas de recomendaciones que incluyen información contextual -en este caso
de confianza- son un área de investigación actual y que va en aumento.

Modelar la confianza en sistemas computacionales ha sido un área de investigación tan
grande como los sistemas de recomendaciones. Múltiples definiciones se han aborda-
do en ámbitos tan dispares como métodos de autenticación basados en confianza de
agentes artificiales, hasta confianza entre personas en redes sociales.

Inferir confianza a partir de la información de redes sociales online, es un tema que
ha crecido de forma exponencial en los últimos 3 años. La ubicuidad de este tipo de
servicios y la cantidad de información suministrada por los usuarios, ha convertido a
las redes sociales en el foco de varias investigaciones.

Hasta el momento muchas investigaciones se han centrado en modelar confianza en una
OSN, sin embargo son pocas las que se han implementado en entornos con usuarios
reales.

La publicidad ubicua es un campo reciente de investigación que ha tenido un gran cre-
cimiento en los últimos años debido a la gran variedad de dispositivos interconectados
entre sí y al surgimiento del paradigma conocido como Internet de los Objetos (IoT).

Los países con el mayor número de publicaciones en el campo de sistemas de reco-
mendaciones basados en confianza son Estados Unidos y Reino Unido, sin embargo,
en los dos últimos años han aumentado considerablemente las investigaciones en este
campo en China, debido principalmente a la existencia de grandes redes sociales como
Weibo (222 millones de usuarios) o Qzone (645 millones de usuarios) y la información
que se puede obtener de las mismas.

Si bien existen trabajos que integran la confianza en sistemas de recomendaciones, no
se encontró un trabajo que se enfocara en la inferencia de confianza a partir de redes
sociales en un entorno de publicidad ubicua.

2.2. Trabajos relacionados
De acuerdo al contexto de investigación presentado anteriormente, los trabajos relacionados
se agruparon en tres áreas temáticas principales para facilitar su análisis y presentación: sis-
temas de recomendaciones para publicidad ubicua, confianza y sistemas de recomendaciones
basados en confianza.

2.2.1. Sistemas de recomendaciones para publicidad ubicua
Existen varias investigaciones relacionadas con sistemas de recomendaciones aplicados a
diferentes dominios, incluyendo recomendaciones de libros, películas, noticias e incluso pla-
nes vacacionales [17]-[20]. En este sentido, los sistemas de recomendaciones no son un tema
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nuevo de investigación, de hecho, varios proyectos han aprovechado los beneficios de estos
durante casi dos décadas, para llegar de una manera mucho más personalizada a sus usuarios
y facilitar el acceso a información relevante. Este tipo de sistemas han sido utilizados en un
sin número de campos, desde la recomendación de noticias como se observa en [20], hasta
en la realización de sistemas para la solución de preguntas como Yahoo! Answers [21], in-
cluyendo también los sistemas de recomendación de publicidad. [9] es un excelente ejemplo
de ello, sin embargo en este último no se ha tenido en cuenta el uso de publicidad ubicua.
Otro de los trabajos relevantes en este campo, es el realizado por [11], el cual presenta una
conceptualización muy completa de los sistemas de recomendaciones y un estudio del estado
del arte de los mismos. Cabe aclarar que ese trabajo no se centra en un sistema de recomen-
daciones en especial y por supuesto los sistemas para publicidad ubicua no son considerados.
[22] clasifica los sistemas de recomendaciones según el tipo de datos que se necesitan para
generar las predicciones; en su trabajo plantea que dado un set de usuarios U y un set de
items I, se distinguen cinco tipos de sistemas: demográficos [23], [24], basados en utilidad
[25], basados en conocimiento, y basados en contenido y filtrado colaborativo que son los
más comunes [26]-[30]. También se destaca el trabajo realizado en [31], el cual se convierte
en un punto de partida importante para todos los trabajos relacionados con los sistemas de
recomendaciones, pues combina una serie de artículos producto de investigaciones enfocadas
en este tipo de sistemas, pero no específicamente en el contexto de la publicidad, actualmente
se encuentra en su segunda edición.

Si bien puede parecer que las investigaciones realizadas hasta el momento en cuanto a
sistemas de recomendaciones son suficientes para abordar cualquier dominio, [32] señala
que “...el desarrollador de un sistema de recomendaciones para un dominio de aplicación
específico debería entender los requerimientos particulares del dominio, sus desafíos y sus li-
mitaciones de aplicación”; a partir de esta aseveración se puede concluir que, aunque hay un
núcleo común entre todos los sistemas de recomendaciones, el dominio de aplicación conlle-
va consigo dificultades propias que pueden convertirse en objeto de nuevas investigaciones.

En ese sentido, hay algunas investigaciones que se han enfocado en caracterizar el domi-
nio de la publicidad ubicua. Al respecto, [2] y [33] ofrecen una conceptualización importante
sobre esta área tanto desde el punto de vista de sus características y posibles aplicaciones co-
mo en la definición de los retos y posibilidades a los que se enfrenta. Ya en cuanto a entornos
reales de publicidad ubicua, [34] presenta una plataforma de publicidad que utiliza informa-
ción extraída del perfil de Facebook para presentar anuncios en entornos ubicuos, usando
una conexión Bluetooth que reconoce al usuario en un contexto específico; sin embargo, este
trabajo no utiliza una técnica formal de recomendaciones, simplemente se basa en análisis
de intereses del usuario y se limita al uso de Bluetooth como tecnología para identificarlo.
Igualmente, en [1] se ofrece un marco de referencia sobre el tipo de información que se pue-
de obtener de los usuarios para entregar anuncios personalizados, pero su enfoque está más
dirigido a la caracterización de usuarios que a la recomendación de anuncios.

Al analizar el conjunto de trabajos en área, se puede concluir que todavía existen brechas
que se deben superar, siendo las principales: la migración de un espacio usuario-ítem a un
espacio usuario-ítem-contexto en entornos de publicidad ubicua, y el considerar las redes
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sociales como punto de partida para acceder a la información de usuarios conocidos e inferir
el grado de confianza entre estos.

2.2.2. Inferencia de confianza

La confianza ha sido un área de investigación muy llamativa tanto desde las ciencias sociales
como desde las ciencias de la computación. Actualmente existen varias definiciones sobre
el concepto de confianza y cada una varía dependiendo del contexto en el cual se aplique
[35], [36]. Desde el punto de vista de las ciencias sociales, [37] argumenta que "la confianza
ocurre cuando un sujeto percibe un camino ambiguo, cuyo resultado puede ser bueno o malo,
y la ocurrencia de este resultado depende de las acciones de otra persona, si se recorre ese
camino se considera que hay confianza, de lo contrario no"; por su parte [38] divide la con-
fianza en 4 aspectos fundamentales: competencias (o capacidades), benevolencia, integridad
y previsibilidad. [39]-[41] mencionan la importancia de la confianza en el funcionamiento de
una sociedad y, finalmente, [42] argumenta que la confianza es un aspecto necesariamente
social. Desde el punto de vista de las ciencias de la computación, hay varias investigaciones
que ofrecen definiciones para la confianza, por ejemplo para Mui et al., la confianza es "una
expectativa subjetiva que un agente tiene sobre el comportamiento futuro de otro basado en
la historia de sus encuentros" [43]; [44] y [45] han propuesto definiciones similares. Por su
parte, [46]-[48] presentan la confianza como la base que permite a un sujeto (trustee) usar
o manipular recursos de otro sujeto (trustor) o que puede influenciar la toma de decisiones
para realizar una compra o utilizar un servicio. Finalmente, Grandison et al. señala que en
el contexto de la computación, la confianza se puede entender como: reputación, seguridad,
calidad de datos o servicios, credenciales o gestión de riesgos. Para el tema que aborda esta
investigación, son de especial interés las definiciones propuestas en [37] y [43] puesto que
están relacionadas con la naturaleza de los sistemas de recomendaciones, los cuales toman
decisiones basados en el historial de acciones de un usuario y de los usuarios parecidos a este
(similitud de usuarios).

Uno de los principales desafíos en este campo de investigación, ha sido cómo representar
la confianza en un un entorno computacional debido a la cantidad de factores que la afec-
tan, por lo tanto, para utilizarla como un valor numérico entre personas, la definición debe
enfocarse y simplificarse de acuerdo a las características del sistema [49], [50]; al respecto,
[51] propone un formalismo que se puede utilizar como parte de la estructura de un agente
de confianza articial, racional e inteligente y además proporciona mecanismos para enten-
der la confianza de una forma sencilla. Kosko e Isaka, establecen una escala numérica que
permite determinar la confianza entre dos agentes como se puede ver en la tabla 2.3, esta for-
ma de representar la confianza también se propone en [51]-[54]. Otro de los acercamientos
a la representación de confianza, es el que se presenta en [55]; en este trabajo se definen 6
dimensiones de la confianza las cuales se encuentran resumidas en la tabla 2.4.

Por otro lado, también es de interés referenciar aquellos trabajos que se han centrado en
métodos para calcular la confianza entre dos agentes. Al respecto, son varias las investiga-
ciones realizadas, por ejemplo, en [57], [58] ofrecen un enfoque que permite combinar la
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Valor de
confianza

Tipo de relación

+1 Confianza total

> 0.9 Confianza muy alta

0.75 a 0.9 Confianza alta

0.5 a 0.75 Confianza media-alta

0.25 a 0.5 Confianza media-baja

0 a 0.25 Confianza baja

−0.25 a 0 Desconfianza baja

−0.5 a −0.25 Deconfianza media-baja

−0.75 a −0.5 Desconfianza media-alta

−0.9 a −0.75 Desconfianza alta

< −0.9 Desconfianza muy alta

−1 Desconfianza total

Tabla 2.3: Estratificación de la confianza. Fuente. Fuzzy Thinking: The New Science of Fuzzy Logic [56]

información de la reputación individual y la de otras personas, mientras se tiene en cuenta
el contexto, esto permite a un agente determinar en quién confiar y para qué se puede con-
fiar. [59] proporciona métodos para calcular grados de confianza en presencia de información
conflictiva. En [60] y [61] se presentan trabajos que describen cómo es la reputación y cómo
esta afecta a los sistemas de recomendaciones. [62] y [63] utilizan ontologías para expresar
la información de confianza y reputación y logran cuantificarla para su uso en algoritmos que
permiten tomar decisiones entre dos entidades; esta cuantificación de confianza y sus algo-
ritmos asociados se denominan métricas de confianza. [64] sugiere que se puede calcular la
confianza a partir de las interacciones que dos agentes mantienen en una red de confianza, en
relación con este trabajo, varias investigaciones en el campo de la sociología han argumen-
tado que entre más transacciones haya entre dos individuos, mayor es la confianza presente
entre ellos ([65]-[69]), y [70], [71] manifiestan que se puede calcular la confianza entre per-
sonas en internet siempre y cuando las plataformas soporten aspectos sociales. Finalmente,
en [54], [57], [72]-[75] abordan los conceptos de confianza global, entendida como la repu-
tación de un agente en la red; y confianza local, entendida como la relación entre dos agentes
particulares.

Otro aspecto fundamental en el área de la confianza, son las redes sociales en internet
(OSN). [76] manifiesta la relación existente entre la confianza en redes offline y aquella pre-
sente en las OSN. Con respecto a las redes sociales offline, uno de los mayores aportes viene
de las investigaciones de Granovetter; en su trabajo "The Strenght of Weak Ties" [77], pre-
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Destino Representación Método Gestión Computación Propósito

Agentes Credenciales Identificación y
autenticación

Uso de una tercera parte
confiable

Valores discretos (poco
confiable, confiable,

neutro)
Humanos

Redes Firmas digitales Intercambio de
credenciales

Sistemas
descentralizados Valores continuos Agentes software

Servicios
Historial de

interacciones pasadas Reputación Mecanismos de votación
Algoritmos para calcular
eigenvalores o matrices
de adyacencia de grafos

Proveedores de servicios

Redes de confianza Confianza local Canales de comunicación

Ontologías Confianza global Protección de datos

Encontrar información
confiable

Tabla 2.4: Dimensiones de la confianza desde el punto de vista computacional. Aquellas
subrayadas son las de mayor relevancia para esta investigación dado el contexto de publicidad
ubicua y sistemas de recomendaciones Fuente. propia

senta el concepto de "fortaleza de la relación" y realiza un experimento donde se mide la
calidad de las ofertas de trabajo ofrecidas por personas conocidas y por personas cercanas,
además determina 4 factores que contribuyen a la fortaleza de la relación: tiempo, intensidad
emocional, intimidad y servicios recíprocos. De acuerdo a sus resultados, los lazos débiles
(los conocidos) son una mejor fuente de información que los lazos fuertes (los cercanos),
debido a que los círculos en los que se mueven son distintos y por lo tanto tienen acceso a
información que no se obtendría preguntando únicamente en su grupo cercano. Sin embargo,
en un entorno online, este razonamiento no es necesariamente cierto debido a que, si bien
puede que el grupo de personas cercanas frecuente los mismos espacios físicos, esto no im-
plica que accedan a los mismos espacios en internet. [78] presenta un estudio sobre preguntas
y respuestas en redes sociales, los resultados demuestran que hay poca correlación entre la
calidad de las respuestas y la fortaleza de los lazos y que, de hecho, las respuestas propor-
cionadas por las personas cercanas generalmente se calificaron como más interesantes y con
mayor contribución a la solución de la pregunta realizada.

Con respecto a las redes sociales online, varias investigaciones se han enfocado en inferir
confianza a partir de una OSN. Otros incluso han propuesto marcos conceptuales a partir de
los cuales se puede calcular la confianza que hay en estos entornos. En [79] se crea un dataset
a partir de calificaciones que daban los usuarios a parámetros predefinidos de un grupo de
amigos escogido al azar; a partir de este dataset proponen una lista de atributos clasificados
en 7 categorías y que, según la investigación, son los más relevantes para calcular la confianza
entre dos usuarios (En la sección 4.2 se detallan todos los parámetros utilizados para calcular
confianza en redes sociales). En [80], los autores sugieren un modelo que permite determinar
la fortaleza de la relación a partir de las interacciones entre usuarios tomando como base el
conjunto total de interacciones y no solo las que ocurren entre dos personas, además pro-
ponen un conjunto de variables que consideran son las más relevantes para la fortaleza de
la relación, y prueban este modelo utilizando datos reales de Facebook y Linkedin. En [81]
demuestran que la frecuencia de contacto en Facebook es el factor más relevante a la hora
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de determinar la fortaleza de la relación entre dos personas. [82] establece la relación entre
confianza y fortaleza de la relación definiendo la última como "confianza basada en conoci-
miento y experiencias". [83] y [84] siguen un enfoque similar e introducen el concepto de
transacciones, que al igual que el los dos casos anteriores, desarrolla modelos que permiten
inferir la fortaleza de la relación a partir de unas variables predefinidas. Cabe resaltar que
todos los trabajos en los que se hace inferencia de confianza a partir de redes sociales, toman
como base un conjunto común de variables que sirven como insumo para las investigaciones
futuras en esta área. Finalmente, en [85] se utilizan datos de Facebook recolectados mediante
una aplicación llamada itrust; la información de los usuarios se procesa y se genera una lista
de los amigos más confiables. Uno de los principales aportes es la utilización de una técni-
ca estadística llamada Principal Component Analysis (PCA), la cual permite determinar la
relevancia de las diferentes variables de confianza de forma personalizada para cada usuario.

Es importante recalcar el aporte de los trabajos anteriormente mencionados específica-
mente en cuanto a los marcos conceptuales que proponen para entender la confianza dentro
de los sistemas computacionales y los mecanismos de inferencia en distintos entornos in-
cluidas las redes sociales, sin embargo, no se encontró un modelo de inferencia de confianza
desarrollado específicamente para el contexto de la publicidad ubicua.

2.2.3. Sistemas de recomendaciones basados en confianza
En el contexto publicitario es de vital importancia tener en cuenta el entorno social del usua-
rio. Considerando que, de acuerdo con [1], uno de los principales retos de la publicidad es la
correcta caracterización de los usuarios, surgen las redes sociales como una alternativa que
permite conocer en gran detalle los gustos, disgustos e incluso los intereses de los usuarios.
Sin embargo, la información acerca de las preferencias de las personas no es suficiente para
ofrecer anuncios lo suficientemente personalizados para atraer la atención del usuario. En ese
sentido, combinar un sistema de recomendaciones con dicha información proveniente de re-
des sociales puede resultar en recomendaciones más relevantes y pertinentes para los usuarios
[86].

No son pocos los trabajos que han incluido la confianza dentro de los sistemas de re-
comendaciones [49], [87]-[98], y en años recientes ha aumentado el interés en esta área de
investigación [99]; trabajos como [87] y [100] demostraron que existe una correlación entre
confianza y la similitud utilizada en los sistemas de recomendaciones; otros han demostra-
do que la credibilidad de una recomendación está directamente relacionada con la experticia
y la confianza [101]-[109], además se ha demostrado que incluir confianza permite mejorar
problemas como el cold-start [110]-[113] y la calidad de las recomendaciones [114], [115].

De acuerdo con [8], los sistemas de recomendaciones basados en confianza se pueden
clasificar en dos grandes grupos: 1) aquellos que requieren que la confianza se exprese de
forma explícita por los usuarios y 2) aquellos que la calculan de forma automática.

En cuanto al primer grupo, [116] propone reemplazar el mecanismo de predicción de ra-
tings de los sistemas de recomendaciones tradicionales basados en filtrado colaborativo con
el uso de un algoritmo capaz de propagar la confianza en una red y de estimar el peso de ésta
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para utilizarlo en lugar de la similitud. Adicionalmente, realizan una comparación sobre un
dataset y demuestran que utilizar un sistema de recomendaciones basado en confianza es más
efectivo en términos de precisión que los sistemas tradicionales, especialmente para usuarios
que han proporcionado pocos ratings. [86] presenta FilmTrust, un sitio web que utiliza la
confianza obtenida de una red social propietaria para ofrecer recomendaciones de películas.
El trabajo se enfoca en cómo crear interfaces para representar las conexiones de los usuarios
con base en la información que ellos mismos han proporcionado de forma espontánea. Adi-
cionalmente se propone TidalTrust, un algoritmo para inferir confianza que se utiliza para
generar ratings personalizados para cada usuario; los resultados demuestran un rendimiento
superior de este algoritmo sobre los algoritmos de filtrado colaborativo basados en similitud.
Sobre este primer grupo cabe resaltar la incorporación del dominio de confianza en los algo-
ritmos tradicionales de filtrado colaborativo, sin embargo requieren que los usuarios expresen
de forma explícita los valores de confianza con otros miembros de la red y no se enfocan en
el contexto de la publicidad ubicua.

En cuanto al segundo grupo, el trabajo más sobresaliente es [117], el cual propone un fra-
mework de recomendación para redes sociales basado en filtrado colaborativo y confianza.
En esta investigación, son definidos dos métodos para calcular la similitud entre usuarios a
partir de la información disponible en Facebook: la primera se basa en la similitud de perfiles
(información demográfica, intereses, aplicaciones, etc.), y la segunda se basa en la confianza
(patrones de interacción entre usuarios). A partir de estos dos valores se obtiene un único va-
lor que denominan fortaleza de la relación, el cual se utiliza posteriormente en los algoritmos
de recomendaciones tradicionales. Además se propone un framework de recomendación don-
de se especifican los pasos necesarios para generar una recomendación a partir de Facebook.
Las principales brechas en este trabajo es que toman como base un dataset ya construido
con información de Facebook del 2006, no toman en cuenta la red actual y toda la infor-
mación adicional que permite obtener, además se enfocan en la recomendación de eventos o
aplicaciones y no en el dominio específico de publicidad ubicua.
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2.3. Brechas
Una vez realizado el proceso de análisis del estado actual del conocimiento, se pudieron

identificar algunas brechas en las cuales se enmarca esta investigación, estas se consignan en
la Tabla 2.5.

Área temática Brecha a superar

Sistemas de
recomendaciones para
publicidad ubicua

Migración de un espacio usuario-ítem a un espacio
usuario-ítem-contexto en entornos de publicidad ubicua.

La caracterización del dominio es vital para los sistemas
de recomendaciones de filtrado colaborativo, por lo cual
es necesario contar con un dataset apropiado. En la
revisión del estado del arte no se encontró con un dataset
específico para el contexto de la publicidad ubicua.

Confianza
No existe un modelo de inferencia de confianza aplicado
a sistemas de recomendaciones en entornos de publicidad
ubicua.

Sistemas de
recomendaciones basados
en confianza

Aunque la publicidad ubicua no es un área nueva de
investigación, el uso de confianza y específicamente de
sistemas de recomendaciones basados en confianza no ha
sido un tema ampliamente explorado.

Algunas investigaciones se han enfocado en tratar de
inferir el grado de confianza entre usuarios a partir de la
información de redes sociales como Facebook o Twitter,
sin embargo no se integra este tipo de información en un
algoritmo de recomendaciones para el dominio de la
publicidad ubicua.

Tabla 2.5: Brechas identificadas. Fuente propia.
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Sistema de recomendaciones basado en
confianza

3.1. Introducción
La presente investigación aborda 2 aspectos principales: inclusión de confianza en sistemas
de recomendaciones e inferencia automática de confianza en redes sociales. De acuerdo a lo
presentado en el capítulo 2, los sistemas de recomendaciones basados en confianza (TBRS)
son una área de investigación de creciente interés, debido a que se ha demostrado que las
recomendaciones que provienen de amigos tiene un gran impacto al momento de tomar deci-
siones de compra.

En este capítulo se describe la arquitectura de un sistema de recomendaciones clásico y
el proceso de adaptación para incluir confianza. El capítulo se encuentra organizado de la
siguiente manera: en la sección 3.2 se presenta Apache MahoutTM, el motor de recomenda-
ciones que soporta la presente investigación; en la sección 3.3 se ilustran los componentes
que conforman Mahout; en la sección 3.4 se presenta la arquitectura del sistema propues-
to; en la sección 3.5 se describe el dataset que se utilizó en el proceso de recomendación;
finalmente, el modelo matemático que soporta al sistema se presenta en la sección 3.6.

3.2. Apache MahoutTM

Mahout es una librería de machine learning de código abierto soportada por Apache. Este
proyecto inició en el 2008 como un subproyecto de Apache Lucene, el cual proporciona
algoritmos para búsqueda, minería de texto y recuperación de información. Inicialmente,
Mahout estaba enfocado en técnicas de clustering y clasificación, sin embargo después de
fusionarse con el proyecto Taste, incluyó algoritmos para implementar filtrado colaborativo.

Una de las características principales de Mahout, es su facilidad de adaptación; su estruc-
tura en componentes permite a los desarrolladores de sistemas de recomendaciones adaptar
los algoritmos a sus propias necesidades simplemente extendiendo las implementaciones ya
existentes, además, al estar escrito en Java, permite la portabilidad a distintos sistemas ope-

21



Capítulo 3. Sistema de recomendaciones basado en confianza

rativos. Adicionalmente, cuenta con una amplia documentación que se actualiza de forma
constante; el código del proyecto se encuentra disponible para descarga directamente desde
https://github.com/apache/mahout. En http://mahout.apache.org/ se
encuentra el detalle de los algoritmos implementados e información sobre las últimas versio-
nes y también cuenta con un libro enfocado en los desarrolladores de sistemas de machine
learning [118]. Estas características que hacen de Mahout uno de los frameworks más robus-
tos para la implementación de sistemas de recomendaciones, lo han llevado a ser ampliamente
usado tanto en entornos académicos como en la industria y fue el framework seleccionado
para esta investigación.

En el anexo A se encuentra una guía detallada para instalar y configurar Mahout en Ubun-
tu.

3.3. Componentes
De acuerdo a la clasificación presentada por [11], los sistemas de recomendaciones (RS) se
dividen en 3: Basados en contenido (CB), basados en filtrado colaborativo (CF) y los híbridos
que son una combinación de ambos (ver figura 3.1). Los sistemas de CF realizan recomen-
daciones al usuario activo en base a los ítems que a usuarios similares les han gustado en el
pasado. La similitud entre usuarios se calcula en base al historial de ratings [31]. Este tipo de
sistemas también recibe el nombre de "sistemas de recomendaciones basados en vecindad"
o "sistemas basados en correlación de personas" [119]. Por otro lado, los sistemas CB son
aquellos que recomiendan ítems similares a aquellos que al usuario activo le han gustado en
el pasado [31]. Esta similitud se calcula con base en las características asociadas de los ítems.
Por ejemplo, si a un usuario le gustó una película del género comedia, el sistema aprende que
puede recomendar otras películas de este género. Este comportamiento si bien puede tener un
alto grado de precisión, carece de un componente fundamental para el contexto de la publi-
cidad ubicua: la novedad. Debido a esto el enfoque de filtrado colaborativo se presenta como
una buena alternativa para el contexto que abarca esta investigación.

Mahout se enfoca en los sistemas de CF y proporciona un framework flexible, basado en
componentes para implementarlos y con un motor de recomendaciones que contiene diferen-
tes implementaciones de los algoritmos más utilizados en este campo.

La mejor forma de comprender las recomendaciones en Mahout es con un ejemplo senci-
llo [118]. Todo RS necesita datos de entrada en los cuales basarse para realizar la recomenda-
ción; estos toman la forma de preferencias, las cuales son asociaciones entre ítems y usuarios
(un ítem puede ser un libro, una película, una comida, etc). Cada preferencia consiste de un
identificador de usuario (userID), un identificador de ítem (itemID) y un valor numérico que
representa qué tanto le gusta el item al usuario, por ejemplo, en una escala de 1 a 5 (siendo 1
la representación de "no me gusta" y 5 la representación de "me gusta mucho"). Al conjunto
de preferencias se le denomina dataset. En la figura 3.2 se puede ver la representación de un
dataset.

Otra forma de representar el dataset se puede ver en la figura 3.3, esta abstracción se
conoce como modelo de datos (DM) y es uno de los componentes principales de Mahout; las
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Figura 3.1: Clasificación de los sistemas de recomendaciones. Fuente propia.

líneas continuas representan asociaciones positivas mientras que las punteadas representan
las negativas. Analizando el DM de la figura, se pueden obtener las siguientes tendencias:

1. Los usuarios 1 y 5 tienen gustos similares. A ambos les gusta el ítem 1, un poco menos
el ítem 2 y no les gusta el ítem 3

2. Los usuarios 1 y 4 tiene gustos similares. A ambos les gusta el ítem 1 y tienen un gusto
similar con el ítem 3.

3. Los usuarios 1 y 2 tienen gustos opuestos.

4. Los usuarios 1 y 3 no tienen gustos opuestos, sin embargo no se puede establecer una
similitud entre sus gustos.

El segundo componente involucrado en el proceso de recomendación, es la similitud. Este
componente calcula un valor numérico que determina qué tan parecidos son dos usuarios, uti-
lizando algoritmos como la correlación de Pearson; en el ejemplo anterior, se puede realizar
este razonamiento simplemente observando el DM, sin embargo para sistemas reales donde
el dataset tiene miles o millones de preferencias, es necesario contar con este tipo de técnicas.
Una vez calculada la similitud entre usuarios, aparece el tercer componente: la vecindad (N),
el cual se encarga de seleccionar el top-k de usuarios más similares. Para el ejemplo anterior,
el top-2 para el usuario 1, estaría conformado por los usuarios 5 y 4. Finalmente, el recomen-
dador toma la información de similitud, vecindad y ratings para generar una lista de ítems
interesantes y desconocidos para el usuario que solicita la recomendación; siguiendo con el
ejemplo anterior, para el usuario 1 la lista estaría conformada por los ítems 104, 105 y 106.
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Figura 3.2: Dataset de preferencias. Fuente. Mahout in Action [118].

La figura 3.4 ilustra los 4 componentes de un sistema de recomendaciones en Mahout y sus
relaciones.

En la siguiente sección se ilustra la arquitectura del sistema propuesto en esta investiga-
ción y en la sección 3.6 se presenta el modelo matemático de un sistema de recomendaciones
en Mahout y los cambios realizados para incluir confianza.

3.4. Arquitectura

Una vez comprendido el funcionamiento de Mahout y sus componentes; y de revisar el esta-
do del arte, se procedió a plantear la arquitectura de un sistema de recomendaciones basado
en confianza. En términos de desarrollo de software, la arquitectura se refiere a las repre-
sentaciones de alto nivel de un sistema, la disciplina para crear tales representaciones y la
documentación de las mismas. Estas estructuras permiten entender el sistema y las relaciones
entre sus componentes [120].
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Figura 3.3: Modelo de datos. Fuente. Mahout in Action [118].

Esta sección se divide en dos partes: en la primera se presentan las tecnologías selec-
cionadas para implementar el TBRS; en la segunda parte se propone una arquitectura de
referencia que incluye los siguientes diagramas según lo establecido en el Proceso Unificado
de Desarrollo (RUP) [14]:

Diagrama de componentes: muestra los módulos de sistema, sus dependencias y rela-
ciones.

Diagramas de actividades: representa los procesos realizados en el sistema para generar
las recomendaciones basadas en confianza.

Diagrama de clases: muestra las clases del sistema, sus atributos, operaciones y sus
relaciones.

Diagrama de despliegue: muestra la distribución física del sistema.

3.4.1. Tecnologías relacionados
En la sección 3.2 se presentó Mahout, el framework de recomendaciones que se utilizó para
implementar el TBRS. A continuación se detalla el proceso de selección de los algoritmos y
tecnologías utilizadas para desarrollar el sistema.

3.4.1.1. Java

Es un lenguaje de programación de propósito general, orientado a objetos y diseñado espe-
cíficamente para tener tan pocas dependencias como sea posible. Su intención es permitir a

25



Capítulo 3. Sistema de recomendaciones basado en confianza

Figura 3.4: Componentes de un sistema de recomendaciones en Mahout. Fuente. Mahout in Action
[118].

los desarrolladores "escribir una vez, ejecutar donde sea" (write once, run anywhere), es de-
cir, que el código compilado se puede ejecutar en cualquier plataforma. Como se mencionó
anteriormente, es el lenguaje en el cual está desarrollado Mahout.

3.4.1.2. Algoritmo de similitud

Una de las primeras decisiones para implementar cualquier sistema de recomendaciones, es la
selección del algoritmo de similitud. Inicialmente se debe definir si se utilizará una similitud
basada en ítems o basada en usuarios, en la tabla 3.1 se comparan los dos enfoques.

De acuerdo a las características del dataset (más detalles en la sección 3.5), inicialmente
se tiene un entorno con más ítems (anuncios publicitarios) que usuarios, sin embargo la base
de usuarios es mucho más dinámica que la de anuncios y esta tendencia puede cambiar.
Según lo anterior, y para un sistema de recomendaciones clásico, sería preferible un enfoque
basado en ítems, empero, para un TBRS las relaciones entre los usuarios son el nucleo del
sistema, además, para el contexto de la publicidad ubicua, la novedad es algo deseable. Por
estas razones se escogió el enfoque basado en usuarios.

Mahout incluye implementaciones de varios algoritmos enfocados en la similitud de usua-
rios, entre esos Pearson, Spearman y Distancia Euclidiana. Para escoger el más adecuado se
realizaron pruebas de precisión y recall sobre una versión inicial del dataset presentado en la
sección 3.5. La precisión y el recall son las métricas más utilizadas para evaluar la calidad de

26



3.4. Arquitectura

un sistema de recomendaciones, la primera se define como la cantidad de ítems recomenda-
dos que son relevantes mientras que la segunda se define como la cantidad de ítems relevantes
que son recomendados. La figuras 3.5 muestran los resultados de la evaluación.

Criterio Descripción

Precisión

Para sistemas con muchos más ítems que
usuarios, se prefiere un método basado en

usuario, en el caso contrario se prefiere uno
basado en ítems

Eficiencia

Cuando el número de usuarios excede el
número de ítems, un enfoque basado en
ítems requiere menos memoria y tiempo

para calcular las similitudes

Estabilidad

El enfoque basado en ítems es preferible en
entornos más estáticos (cuando la lista de
ítems es estática en comparación a la de

usuarios)

Novedad
Un enfoque basado en usuarios permite el

descubrimiento de diferentes tipos de ítems

Tabla 3.1: Comparación entre los enfoques basados en usuario y aquellos basados en ítem
Fuente. propia

Figura 3.5: Comparación de precisión para los algoritmos de Pearson, Spearman y distancia
Euclidiana. Fuente propia.
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En base a la figura anterior se decidió utilizar la correlación de Spearman como algoritmo
de similitud.

3.4.2. Descripción de la arquitectura
3.4.2.1. Diagrama de clases

En la figura 3.6 se presenta el diagrama de clases del TBRS propuesto.

Figura 3.6: Diagrama de clases de la solución. Fuente propia

Como se mencionó anteriormente, una de las fortalezas de Mahout es su facilidad de
adaptación. Las clases TrustRecommender y TrustNeighborhood extienden la fun-
cionalidad ya implementada en Mahout y añaden la dimension de confianza a los cálculos de
vecindad y recomendaciones (AbstractRecommender, UserBasedRecommender
y AbstractUserNeighborhood). Para la similitud de usuarios se utiliza la implemen-
tación SpearmanCorrelationSimilarity que ya viene incluida en Mahout.
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3.4.2.2. Diagrama de actividades

En la figura 3.7 se presenta el flujo que sigue el sistema para generar una recomendación
utilizando información de confianza; el flujo del lado izquierdo representa un sistema de
recomendaciones clásico y en azul se encuentran resaltados los procesos que se añadieron
para incluir la información de confianza. En el capítulo 4 se detalla el proceso para generar
un dataset de confianza a partir de información de Facebook.

3.4.2.3. Diagrama de componentes

En la figura 3.8 se muestran los componentes del sistema y sus relaciones. A diferencia
del RS clásico donde el data model solo contiene información de preferencias, en este caso
también proporciona información de confianza entre usuarios. Otra diferencia importante, es
que el algoritmo de vecindad no toma la información de preferencias del data model sino que
accede directamente a la información de confianza y al top-k de usuarios proporcionado por
el algoritmo de similitud.

3.4.2.4. Diagrama de despliegue

Finalmente, en la figura 3.9 se presenta el despliegue del sistema. Adicional a los elementos
mencionados en las secciones anteriores, aquí se presenta el módulo REST API, el cual se
implementó para permitir a cualquier tipo de cliente conectarse al sistema. En el capítulo 5
se presentan dos pilotos realizados para evaluar el TBRS propuesto donde los cliente son una
aplicación móvil para dipositivos Android y una aplicación para Smart TV.

3.5. Descripción del dataset de publicidad
Al pensar en publicidad ubicua, se deben tener en cuenta algunos aspectos importantes sobre
la caracterización del dominio. En la introducción al libro "Recommender Systems Hand-
book", Ricci et al. ([32]) señalan que “...el desarrollador de un sistema de recomendaciones
para un dominio de aplicación específico debería entender los requerimientos particulares del
dominio, sus desafíos y sus limitaciones de aplicación”; en este sentido, una de las principales
tareas para caracterizar el dominio de la publicidad ubicua era tener un dataset de anuncios
publicitarios.

Uno de los principales desafíos fue la falta de un dataset apropiado para el contexto que
aborda esta investigación. Muchos de los trabajos relacionados utilizan datasets públicos co-
mo el de MovieLens 1, Epinions 2 o Last.fm 3 para probar sus algoritmos, sin embargo nin-
guno es aplicable al dominio de la publicidad.

Para solventar esta carencia, se construyó una aplicación web donde estudiantes de la Uni-
versidad del Cauca podían publicar anuncios, luego, se realizaron diversas sesiones donde,

1Disponible para descarga en http://grouplens.org/datasets/movielens/
2Disponible para descarga en https://snap.stanford.edu/data/soc-Epinions1.html
3Disponible para descarga en http://grouplens.org/datasets/hetrec-2011/
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Figura 3.7: Diagrama de actividad de la solución. Fuente propia
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Figura 3.8: Diagrama de componentes de la solución. Fuente propia

mediante la misma aplicación, se les pedía a los participantes calificar al menos 10 anuncios
de distintas categorías. La primera versión de este dataset permitió evaluar distintos algorit-
mos de similitud y escoger el más apropiado para el dominio de la publicidad ubicua (ver
sección 3.4.1). En la tabla 3.2 se encuentra el resumen del dataset.

3.6. Modelo matemático
El filtrado colaborativo es un algoritmo de recomendación que basa sus predicciones en las
calificaciones o comportamiento de otros usuarios en el sistema, es decir, encuentra usuarios
cuyas calificaciones previas son similares a las de un usuario particular, y utiliza esa informa-
ción para predecir lo que le puede gustar a este usuario [121]. Tradicionalmente, los RS de
filtrado colaborativo utilizan una métrica de similitud para encontrar la vecindad del usuario
(el top-k de usuarios similares) y, basándose en las preferencias de esa vecindad, computa una
predicción para un ítem. El algoritmo de filtrado colaboratico está definida por la siguiente
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Figura 3.9: Diagrama de despliegue de la solución. Fuente propia

Resumen dataset

Usuarios 176

Anuncios 127

Ratings 10128

Tabla 3.2: Resumen del dataset. Fuente propia.

función de agregación conocida como la fórmula de Resnick [122]:

pa,i = r̄a +

∑n
u=1(ru,i − r̄u) ∗ Sa,u∑n

u=1 Sa,u
(3.1)

donde pa,i es la calificación predicha para un usuario a sobre un ítem i, r̄a representa la
calificación promedio para un usuario a, n es el tamaño de la vecindad y Sa,u es una métrica
de similitud entre usuarios, generalmente calculada con Pearson (PCC) o Spearman (SCC).
En la práctica, los RS de filtrado colaborativo muestran falencias relacionadas con la natura-
leza dispersa de los datos (los usuarios generalmente califican solo una pequeña porción de
los ítems disponibles), el problema del cold-start (usuarios nuevos que no han calificado su-
ficientes ítems para calcular una métrica de similitud) o, incluso más importante, la filosofía
misma del algoritmo de calcular similitud con usuarios anónimos. En varias investigaciones
se ha demostrado que las personas tienden a confiar más en las recomendaciones de perso-
nas en las que confían que en aquellas de usuarios anónimos [101]-[104], [106]-[109], [112],
[114], [115], [123], [124]; esto es una gran motivación para incorporar confianza en un filtro
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colaborativo tradicional. De acuerdo a la revisión de la literatura, se identificaron las dos for-
mas más comunes para incluir confianza en el algoritmo de recomendación: media ponderada
basada en confianza y filtrado colaborativo basado en confianza.

El primero redefine la estrategia de recomendación al calcular una media ponderada de
confianza; en vez de calcular la calificación promedio de un item para cada usuario similar,
se incluyen valores de confianza ta,u de tal forma que los usuarios con mayores valores de
confianza tengan más peso en la recomendación final.

pa,i =

∑
u∈n ta,i ∗ ru,i∑

u∈n ta,u
(3.2)

[86] propone un algorito llamado Tidal Trust, el cual utiliza la ecuación 3.2. De acuerdo a
sus resultados, la estrategia no ofreció un beneficio claro sobre el filtrado colaborativo clásico
en términos de precisión.

El segundo enfoque introduce una alternativa para el calculo de la similitud (Sa,u en la
ecuación 3.1), la cual intenta inferir un valor (Ta,u) en base a las relaciones del usuario en
una red de confianza (usando técnicas de propagación o agregación) y reemplaza la similitud
calculada mediante PCC o SCC por este valor de confianza.

pa,i = r̄a +

∑n
u=1(ru,i − r̄u) ∗ Ta,u∑n

u=1 Ta,u
(3.3)

[87] utiliza esta estrategia donde reemplaza la similitud por un valor obtenido mediante
la comparación de perfiles en una red de confianza. De acuerdo a sus resultados, este enfoque
permite dar una mayor credibilidad a las recomendaciones.

Aunque ambos enfoques muestran mejoras en las predicciones especialmente para usua-
rios controversiales y, ayudan a mejorar el problema de cold start, otras investigaciones como
[61], [123] y [116] han demostrado que una combinación de los valores de similitud (obte-
nida mediante PCC o SCC) y los valores de confianza, permite tener sistemas más robustos.
Este último es el enfoque escogido para esta investigación.

pa,i = r̄a +

∑n
u=1(ru,i − r̄u) ∗WTSa,u∑n

u=1Wa,u

(3.4)

En este casoWTSa,u no representa similitud o confianza sino una combinación de ambos
valores, como se muestra en la ecuación 3.5:

WTSa,u = αSa,u + βTa,u (3.5)

donde α + β = 1, Ta,u representa la confianza entre dos usuarios4 y Wa,u representa la
similitud entre usuarios calculada utilizando SCC. El procedimiento que se realiza es calcular
la similitud para un usuario y luego calcular el valor de confianza para ese mismo usuario,
una alternativa sería tomar primero la lista de usuarios confiables y luego calcular similitud

4en el capítulo 4 se describe la implementación del algoritmo de confianza
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como lo propone [61], sin embargo esto requiere un grupo de usuarios altamente conectado
para asegurar que con cada uno se pueda calcular un valor de similitud.

Desde la perspectiva de experimentación, los valores α y β son pesos que permiten cali-
brar el algoritmo variando la relevancia que se le da a Sa,u o a Ta,u.

En el capítulo 4 se presenta el algoritmo utilizado para calcular el valor Ta,U entre dos
usuarios tomando como base sus interacciones en Facebook.
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Capítulo 4

Diseño e implementación del algoritmo de
inferencia de confianza

4.1. Introducción
En el capítulo 3 se presentó la arquitectura y modelo matemático del TBRS propuesto. En
este capítulo se describe el proceso realizado para inferir un valor de confianza a partir de
la información obtenida de Facebook. El capítulo se encuentra organizado de la siguiente
manera: en la sección 4.2 se presenta un conjunto de parámetros obtenidos de redes sociales
que son relevantes para calcular confianza entre dos usuarios; en la sección 4.3 se introduce
el API para obtener información de Facebook; el grafo de confianza para el TBRS propuesto
y el dataset de confianza se ilustran en la sección 4.4; en la sección 4.5 se describe la imple-
mentación realizada para calcular confianza a partir de Facebook, la técnica estadística PCA
y el modelo matemático del algoritmo de inferencia; finalmente, en la sección 4.6, se detalla
el alcance y las restricciones del algoritmo propuesto.

4.2. Parámetros de confianza en redes sociales
En la sociedad humana, la confianza depende de una variedad de factores que no son fáciles
de modelar en un sistema computacional, por lo tanto, para utilizar la confianza como un
valor numerico, la definición debe enfocarse y simplicarse de acuerdo a las características
del sistema [49]. En el caso particular que aborda esta investigación, es de especial interés
la confianza entre personas en una red social, al respecto [55], [71], [76], [125] indican que
la confianza se puede manifestar mediante interacciones entre usuarios siempre y cuando las
plataformas mediante las cuales se comuniquen soporten aspectos sociales; en ese sentido,
para inferir confianza en una red social, es necesario identificar aquellos parámetros que
representan interacciones entre usuarios.

En investigaciones previas ([79], [80], [83], [84]) se han definido algunos conjuntos de
parámetros que pueden representar la confianza en una red social. La tabla 4.1 resume los
más relevantes encontrados en la literatura y sus correspondientes categorías.
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Intensidad
Palabras intercambiadas en el muro
Posts en el muro
Mensajes intercambiados por inbox
Actualizaciones de estado
Comentarios en fotos

Intimidad
Número de amigos
Días desde la última comunicación
Cantidad de palabras de intimidad en el muro o inbox
Apariciones juntos en fotos
Distancia entre hogares
Estado de relación

Duración
Días desde la primera comunicación

Servicios recíprocos
Links intercambiados en el muro
Aplicaciones en común

Estructurales
Amigos en común
Grupos en común
Similitud de intereses
Número de redes en común

Soporte emocional
Cantidad de palabras positivas
Cantidad de palabras negativas
Regalos intercambiados

Distancia social
Diferencia de edad
Diferencia de empleo
Diferencia educativa
Diferencias políticas y religiosas

Demográficas
Género
Número de aplicaciones instaladas
Número de mensajes en inbox
Número de posts en el muro
Número de comentarios en fotos
Número de comentarios en fotos

Tabla 4.1: Parámetros de confianza en redes sociales Fuente. propia
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Son varios los trabajos que se han apoyado en este conjunto de trabajos para sus propias
investigaciones. En [117], el framework propuesto por Chen y Fong, utiliza posts en el muro,
mensajes intercambiados por inbox, número de amigos, amigos en común y grupos en co-
mún. En [78], por ejemplo, utilizan palabras intercambiadas en el muro, días desde la última
comunicación, palabras de intimidad en el muro o inbox, días desde la primera comunicación,
amigos en comín y número de palabras positivas.

Para esta investigación se seleccionó un subset de 7 variables tomando como base el
trabajo realizado por Xiaoming Li ([85]), quien propuso un framework para inferir confianza
de un usuario A hacia un usuario B. La tabla 4.2 resume los parámetros seleccionados.

Mensajes intercambiados por inbox entre A y B
Likes (de B para A)

Etiquetas realizadas por A donde menciona a B
Etiquetas realizadas por B donde menciona a A

Etiquetas en común (publicaciones donde los dos usuarios aparecen etiquetados)
Comentarios (de B para A)

Publicaciones en el muro de A por parte de B

Tabla 4.2: Parámetros de confianza seleccionados Fuente. propia

En la sección 4.5 se presenta el algoritmo utilizado para inferir confianza a partir de los
parámetros seleccionados.

4.3. Graph API de Facebook

4.3.1. Introducción
La información de perfil disponible en un sistema de recomendaciones tradicional puede
proporcionar valores de similitud entre personas, sin embargo investigaciones previas han
demostrado que la información de interacción es una de las fuentes más importantes para
determinar la confianza en una OSN. Para esta investigación se seleccionó la red social Fa-
cebook. Otros trabajos han optado por desarrollar sus propias redes sociales, sin embargo, al
ser Facebook la red social más utilizada en la actualidad, permite acceder a información más
detallada y precisa que aquella que se le pueda pedir a un usuario en un entorno experimental.

Facebook proporciona a los desarrolladores una API con la cual se pueden consultar
datos, publicar nuevas historias, subir fotos y realizar la mayoría de tareas que se pueden hacer
directamente desde su plataforma: La Graph API. Su nombre viene de la idea de un "grafo
social" el cual representa toda la información de la red social. Este grafo está compuesto por:

Nodos: elementos como usuarios, fotos, páginas y comentarios.

Aristas: las conexiones entre esos elementos, por ejemplo, comentarios de una foto.
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Propiedades: información sobre los elementos, por ejemplo el cumpleaños de una
persona o el nombre de una página.

Esta API está basada en HTTP, por lo tanto funciona con cualquier lenguaje de progra-
mación que tenga una librería HTTP. Además ofrece una herramienta denominada Graph
API Explorer, la cual permite realizar peticiones directamente desde un navegador web sin
necesidad de implementar ninguna lógica adicional.

4.3.2. Formato de peticiones y respuestas
Cada nodo está identificado con un ID único el cual es utilizado para accederlo desde la
Graph API. El formato de petición para un nodo es el siguiente:

GET graph.facebook.com/{node-id}

En el caso de que se quiera acceder a la información de una arista:

GET graph.facebook.com/{node-id}/{edge-name}

Para acceder a ciertas propiedades de un nodo o arista se utiliza el siguiente formato de
petición:

GET graph.facebook.com/{node-id}?fields=<first-leve>{<second-level>}

Donde el parámetro <first-level> se refiere a propiedades o aristas del no-
do padre (node-id) y <second-level> se refiere a propiedades o aristas del nodo
<first-level>.

En cuanto al formato de respuestas, la Graph API utiliza JSON para entregar la informa-
ción solicitada. Aunque la respuesta varía dependiendo del nodo o arista que se desee leer, el
formato general es el siguiente:

{
"fieldname": {field-value},
...

}

Por ejemplo para la petición GET graph.facebook.com/me?fields=name,
id, se obtiene la respuesta

{
"name": "Juan Ospina",
"id": "576381956"

}

Donde me representa el nodo al cual se le hace la petición (me representa al usuario
actual) y name e id representan propiedades de este nodo.
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4.3.3. Permisos

La mayoría de peticiones deben estar firmadas con un "access token", el cual determina los
permisos que tiene una aplicación para acceder a cierta información de Facebook. Desde el
Graph API Explorer se pueden solicitar permisos para acceder a información como correo
electrónico, cumpleaños, fotos, entre otros.

4.3.4. Recolección de información

Para la presente investigación se utilizó el Graph API Explorer para recolectar información de
20 voluntarios de la Fundación Innovagen en Popayán. En total se recolectó la información
consignada en la tabla 4.3:

Nodo Descripción

Me Nombre e id del usuario

Feed
El feed representa el muro del usuario en Facebook. Se
recolectó información de likes, comentarios, autor de la
publicación y fecha de las últimas 500 publicaciones.

Fotos en las que ha sido
etiquetado

Se recolectó información de likes, comentarios y etiquetas
de las últimas 500 fotos en las que aparece el usuario

Fotos subidas por el usuario
Se recolectó información de likes, comentarios y etiquetas

de las últimas 500 fotos en las que aparece el usuario

Inbox
Se recolectó información de la cantidad de mensajes que
el usuario ha intercambiado con otros mediante el inbox

de Facebook.

Tabla 4.3: Información recolectada de Facebook Fuente propia

Es importante aclarar que toda la información recolectada fue con autorización de los
usuarios, además, todos los datos fueron anonimizados, de tal forma que solo los ID de los
usuarios se utilizaron, además, solo se tuvo en cuenta la cantidad de interacciones y no el
contenido.

En la sección 4.4 se describe el dataset generado con la información de Facebook, además
en el anexo B se encuentra la guía para generar y descargar la información directamente desde
el Graph API Explorer.
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4.4. Representación de la información de confianza

4.4.1. Introducción
Frente al problema de cómo representar la confianza en un sistema computacional, varias
investigaciones han abordado múltiples enfoques. Es común encontrar trabajos donde la con-
fianza es sinónimo de reputación, seguridad, calidad de datos o servicios, credenciales, ges-
tión de riesgo, entre otros [44]. Cada uno de estos enfoques tiene distintas maneras de repre-
sentar la confianza; como esta investigación toma el concepto de confianza como la fortaleza
de la relación entre dos personas, la mejor forma de representarla es mediante grafos [49],
[55], [92].

En matemáticas y ciencias de la computación, un grafo es un conjunto de objetos llama-
dos nodos que están unidos por enlaces llamados aristas. Generalmente son utilizados para
estudiar las relaciones entre unidades que interactúan entre sí [126]. En una red social, como
Facebook, las conexiones entre usuarios se pueden representar como un grafo, donde los no-
dos representan a los usuarios y las aristas la existencia de una conexión de amistad, además,
se puede añadir un peso a cada arista; los grafos donde se incluyen pesos son denominados
grafos ponderados [127].

4.4.2. Redes de confianza
Las aplicaciones web sociales generalmente permiten a las personas expresar su opinión so-
bre otros usuarios del sistema, a este tipo de aplicaciones se les denomina redes sociales;
un tipo especial de estas redes, son aquellas en las que existe un valor de confianza o des-
confianza entre usuarios, a estas se les denomina redes de confianza [8]. Un ejemplo de este
tipo de redes es CouchSurfing, una plataforma para ofrecer alojamientos; los usuarios pueden
crear un perfil e indicar si están dispuestos a ofrecer hospedaje, otros pueden buscar entre los
perfiles y determinar quiénes son más confiables; para esto, CouchSurfing proporciona varias
herramientas como referencias personales y relaciones de amistad, además, después de un
alojamiento, cada usuario puede indicar qué tanto confía o desconfía en el otro creando así
una gran red de confianza.

Facebook, por su parte, a pesar de ser una red social con millones de usuarios, no ofrece
de forma directa un valor de confianza entre sus usuarios, sin embargo, la información in-
tercambiada entre las personas mediante esta red social es un insumo suficiente para generar
una red de confianza entre sus usuarios.

4.4.3. Dataset de confianza
Antes de generar el grafo ponderado para Facebook, es necesario construir un dataset con
información entre las conexiones de los usuarios y la confianza entre ellos. Para generar este
dataset se procesaron los datos obtenidos mediante el Graph API Explorer, las características
del dataset se resumen en la tabla 4.4. En la siguiente sección se detalla el proceso para
obtener un valor de confianza entre dos usuarios.
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Resumen dataset

Usuarios 20

Conexiones de confianza
entre usuarios

175

Tabla 4.4: Resumen del dataset de confianza. Fuente propia.

En la figura 4.1, se muestra el grafo generado a partir del dataset. Para este propósito
se utilizó Gephi, una herramienta libre para el análisis de grafos. Gephi permite al usuario
interactuar con la representación de los datos, manipular las estructuras, personalizar los no-
dos y aristas con colores, y aplicar algoritmos para determinar conectividad, modularidad,
densidad, diámetro de la red y para detectar comunidades.

Figura 4.1: Grafo social de la Fundación Innovagen. Fuente propia

En el caso del grafo generado para la Fundación Innovagen, se aplicó un algoritmo de
detección de comunidad que permitió determinar la cohesión del grupo; en total se detectaron
3 comunidades representadas por los colores rojo, amarillo y verde. Adicional a la detección
de comunidad se calcularon los valores de grado promedio del grafo, distancia promedio,
diámetro, densidad y coeficiente de agrupamiento, la tabla 4.5 contiene los resultados.
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Medida Valor Descripción

Grado promedio 17.5

El grado de un nodo representa el número de
conexiones o aristas que este tiene con otros

nodos. Un valor de 17.5 en una red de 20 nodos
indica que, en promedio, cada usuario está

conectado a 17 personas de la red

Distancia promedio 1.5

La distancia de un grafo representa la distancia
promedio entre todos los pares de nodos. Entre

más grande sea el valor, indica una red con
grupos poco cohesionados; entre más cercano a

1 indica una red claramente cohesionada.

Diámetro 3

Representa la distancia máxima entre dos nodos
en la red, un grafo con distancia cercana a n− 1
donde n representa el número de nodos, indica
un grafo disperso; si la distancia es igual a 1
indica que todos los nodos están conectados

entre sí.

Densidad 0.589

La densidad mide qué tan cerca está un grafo de
estar completo (con todos los nodos conectados

entre sí), un valor de 1 representa un grafo
completo. En este caso el 58 % de los nodos

están conectados entre sí

Coeficiente de
agrupamiento 0.705

El coeficiente de agrupamiento es una medida
directa de la cohesión de un grupo, en este caso

se tiene un grupo con 70.5 % de cohesión

Tabla 4.5: Estadísticas del grafo de confianza. Fuente Gephi.

En la sección 5.2 se presenta un piloto realizado en el marco del proyecto doctoral a
cargo del PhD(c) Francisco Martínez denominado "SMARTA: Sistema de recomendaciones
soportado en un esquema de cooperación Smart TV - Smartphone para entornos de publicidad
ubicua" [128], un sistema diseñado para proporcionar recomendaciones grupales e individua-
les en un entorno de digital signage. Uno de los requerimientos para llevar a cabo el piloto,
era tener un grupo cohesionado de usuarios donde la mayoría de personas tuvieran valores
de confianza entre sí; el análisis del grafo realizado con Gephi permitió comprobar que los
voluntarios de la Fundación Innovagen cumplían con ese requerimiento y además, median-
te el análisis de comunidad, permitió la conformación de grupos de 3 personas (otro de los
requerimientos para la experimentación) donde la mayoría de sus miembros tuvieran valores
de confianza entre sí.

42



4.5. Algoritmo de inferencia de confianza

4.5. Algoritmo de inferencia de confianza

4.5.1. Procesamiento de información de Facebook
La información obtenida de los usuarios mediante el Graph API Explorer debe ser procesada
antes de ser incluida en el algoritmo de inferencia de confianza. Por cada usuario se tienen 4
archivos en formato JSON representando la siguiente información: publicaciones del muro y
fotos subidas por el usuario (ver figura 4.2), inbox (ver figura 4.3) y fotos en las que aparece
etiquetado (ver figura 4.4).

Figura 4.2: Representación en JSON de la información del muro y las fotos subidas por el
usuario. Fuente propia

Figura 4.3: Representación en JSON de los mensajes intercambiados entre dos usuarios por
inbox. Fuente propia
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Figura 4.4: Representación en JSON de las etiquetas en fotos. Fuente propia

Los archivos de cada usuario se almacenan en una carpeta identificada con el ID del
usuario, a su vez, esta carpeta se almacena dentro de otra denominada JSON como se ilustra
en la figura 4.5.

Figura 4.5: Organización de información JSON de la Fundación Innovagen. Fuente propia

En la figura 4.6 se presenta el flujo del algoritmo que genera el dataset de confianza
tomando como base la información de la carpeta JSON. La matemática asociada al proceso
resaltado en azul se presenta en la sección 4.5.2. Finalmente en la figura 4.7 se muestra una
representación de los datos procesados.

4.5.2. Modelo matemático
Una vez procesada la información de los usuarios, se definió un modelo matemático. El ob-
jetivo principal es proponer una ecuación que combine los distintos parámetros para calcular
un valor de confianza que luego pueda ser integrado en el sistema de recomendaciones pro-
puesto en el capítulo 3. A partir del trabajo de Chen et al. [117] y de acuerdo a la teoría de
utilidad basada en atributos múltiples (MAUT), se define que la confianza de un usuario A
hacia un usuario B se calcula de la siguiente forma:

TA,B = α

∑
IM

totIM
+β

∑
Likes

totLikes
+ γ

∑
TagsTo

totTagTo
+ δ

∑
TagsFrom

totTagsFrom
+

ε

∑
Cotags

totCotags
+ θ

∑
C

totC
+ φ

∑
WP

totWP

(4.1)

donde α+ β + γ + δ+ ε+ θ+ φ = 1, IM representa los mensajes intercambiados; C, los
comentarios; WP, las publicaciones en el muro; TagsTo, las etiquetas de A donde menciona
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Figura 4.6: Flujo del algoritmo para generar el dataset de confianza. Fuente propia
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Figura 4.7: Dataset de confianza generado. Fuente propia

a B; TagsFrom, las etiquetas de B donde menciona a A; Cotags, las etiquetas en común, y tot
es el prefijo que indica la cantidad total de interacciones para un parámetro particupar, por
ejemplo, totIM representa la cantidad total de mensajes intercambiados por un usuario con
todos sus amigos. Esta normalización tiene sentido cuando consideramos la frecuencia de
contacto entre dos individuos como un indicador claro de confianza [81], [129]. Un ejemplo
se muestra en la figura 4.8. Daniel y Jhoana son amigos de Juan y se desea medir la confianza
entre Juan y sus amigos. Las flechas representan 3 tipos de interacciones (tags, mensajes y
comentarios) y los números denotan la cantidad de interacciones. Si tomamos en cuenta las
interacciones como se muestran en la figura, se puede deducir que Juan confía más en Daniel
que en Jhoana, sin embargo, eso puede deberse a que Daniel es un usuario más activo que
Jhoana, por lo tanto se debe considerar el nivel de actividad de ambos usuarios. Tomando
como referencia los mensajes intercambiados y suponiendo que Daniel tiene un totIM = 50
y Jhoana un totIM = 8; al normalizar se puede observar que, mientras para Daniel los
mensajes intercambiados con Juan apenas representan el 20 % de sus mensajes, para Jhoana
representan aproximadamente el 63 %, lo cual demuestra el impacto del usuario activo. En
trabajos como el realizado por Li [85] se utiliza un enfoque similar para la normalización.

Figura 4.8: Interacciones entre usuarios. Fuente propia

Para la estimación de los valores α, β, γ, δ, ε, θ y φ se consideraron dos enfoques: 1) se
asigna un valor igual a cada peso y, mediante experimentación, se ajustan estos valores; 2)
Análisis de componentes principales (PCA). El primero no cuenta con un sustento matemá-
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tico fuerte, además es muy subjetivo y no se puede garantizar que los pesos que aplican a
una persona, apliquen a todo el conjunto de usuarios. PCA, por su parte, es una herramienta
matemática utilizada para transformar un número de variables correlacionadas en un conjun-
to menor de variables sin correlación llamadas componentes principales (PCs) [130]. Cada
PC es una combinación lineal de las variables originales; durante la transformación, la ma-
yoría de la información original se conserva. Para el caso que concierne esta investigación,
cada PC está compuesto de distintos tipos de interacciones cada una con un peso diferente, lo
que permite una mayor universalidad de la técnica y por lo tanto es la seleccionada para esta
investigación.

A continuación se presenta el proceso para obtener un valor de confianza utilizando PCA:

1. Cálculo de la matriz de interacciones: en la sección 4.5.1 se explicó el proceso para
generar la matriz de interacciones para un usuario i. En términos matemáticos se define
que para cada j ∈ Fi, donde Fi representa los amigos de i, se tiene un vector de
interacciones ~si,j = {s̃ki,j}, k = 1, 2, ..., 7. Si se considera cada vector ~si,j como una fila
de una matriz, existen |Fi| filas y 7 columnas (una por cada parámetro de interacción).
Esta matriz se normaliza de acuerdo a lo expuesto anteriormente. Se utilizará Z para
identificar esta matriz.

2. Calcular la matriz de covarianza: el propósito es encontrar las relaciones entre los con-
juntos de parámetros. A partir del resultado obtenido, se escogen los m eigenvectores
(u1 a um) que correspondan al top m de eigenvalores (λ1 a λm).

3. Calcular valor de confianza:

Ti,j =
m∑
i=1

λi∑
λm
∗ ui ∗ Zi,j (4.2)

Para esta investigación, el algoritmo implementado selecciona el top m eigenvectores
que representen el 85 % de la matriz original de interacciones.

4. Normalizar valor de confianza: para facilitar la inclusión de este valor en el sistema de
recomendaciones, se decidió normalizarlo en una escala [−1, 1]

Trustscore =
2 (Ti,j − PCAmin)

PCAmax − PCAmin
− 1 (4.3)

En la sección 5.2 se presentan los resultados de las pruebas de ground truth aplicadas a la
versión del algoritmo de confianza que utiliza PCA (ver ecuación 4.3).

4.6. Restricciones del algoritmo de inferencia de confianza
Desde la versión 2.0 de la Graph API se limita el acceso a cierta información del usuario

desde aplicaciones de terceros, sin antes pasar por aprobación de Facebook, aun cuando el
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usuario otorgue los permisos necesarios. Esta aprobación requiere tener la aplicación en pro-
ducción y al usarla en modo de prueba únicamente permite su uso para los desarrolladores
registrados en la plataforma. Debido a esto se suspendió el desarrollo de una aplicación pro-
pia y se utilizó el Graph API Explorer. Esta limitación en la recolección de información tiene
un impacto significativo en la escalabilidad del sistema a un entorno real pues se depende
de la aprobación de Facebook para utilizar la información, además, desde la versión 2.4, se
quitó la posibilidad de acceder a la información de inbox para aplicaciones que no sean de
la marca Facebook. Aquellas aplicaciones aprobadas por Facebook con permisos para leer el
inbox y que realicen consultas utilizando la versión 2.3 del API, solo podrán funcionar hasta
mediados del 2017, después de esa fecha deberán migrar a una nueva versión.
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Capítulo 5

Experimentación

En los capítulos 3 y 4 fue presentado el diseño e implementación de un sistema de recomen-
daciones basado en confianza y de un algoritmo de inferencia de confianza, sin embargo, para
evaluar que lo planteado satisface las hipótesis que rigen esta investigación, se deben realizar
pruebas técnicas en entornos offline y online.

En este capítulo se presentan dos pilotos de prueba realizados en el marco del proyecto
doctoral a cargo del PhD(c) Francisco Martínez denominado SMARTA, un sistema diseñado
para proporcionar recomendaciones grupales e individuales en un entorno de digital signage.
En el primer piloto se presenta un sistema de recomendaciones para entornos de digital signa-
ge soportado en un esquema de cooperación Smart TV - Smartphone. En el segundo piloto se
presenta un sistema de recomendaciones basado en confianza para el mismo tipo de entorno.
El framework de evaluación utilizado es aquel propuesto en [131], donde se establecen un
conjunto de métricas a evaluar y se diseñan experimentos para un entorno offline (utilizan-
do datasets y modelando el comportamiento de los usuarios) y para un entorno online (con
interacción directa de los usuarios).

5.1. Primer piloto: sistema de recomendaciones para entor-
nos de publicidad ubicua

El objetivo de este primer piloto fue probar los algoritmos de recomendaciones y alimentar el
dataset de publicidad. En la sección 3.4.1.2 se presentaron unos resultados de la evaluación
del algoritmo de similitud donde la correlación de Spearman dio mejores resultados que la
correlación de Pearson o la distancia euclidiana y por lo tanto fue la seleccionada para el
sistema. Aunque Spearman tiene un costo computacional mayor a los otros dos algoritmos,
debido a que primero ordena los ratings y luego les otorga un nuevo valor de acuerdo a su
posición en la lista, Mahout dispone de un mecanismo de caché que evita recalcular valores
de similitud previamente calculados.

En la figura 5.1 se presenta la arquitectura de este primer piloto, cabe resaltar que para el
contexto de esta investigación es de interés el módulo de recomendaciones. En [132], [133]
se encuentran los detalles de la implementación y los resultados generales del sistema.
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Figura 5.1: Arquitectura del primer piloto. Fuente [133]

Para este piloto, el sistema de recomendaciones es un filtro colaborativo clásico como el
presentado en la sección 3.3.

5.2. Segundo piloto: sistema de recomendaciones basado en
confianza

Como se mencionó al inicio de este capítulo, el piloto se encuentra enmarcado en un pro-
yecto denominado SMARTA, donde el TBRS es un componente fundamental pero no el úni-
co. SMARTA también está conformado por un middleware que soporta la interacción entre
smartphones y un Smart TV, y por un módulo que permite generar recomendaciones grupa-
les. La descripción detallada de estos componentes está por fuera del alcance de este trabajo,
en [134] se encuentran más detalles al respecto.

A modo de resumen, las siguientes son las principales funcionalidades implementadas en
el piloto:

1. Recomendación de anuncios para usuarios grupales que se encuentran observando la
pantalla del televisor: el grupo está limitado a 4 usuarios.
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5.2. Segundo piloto: sistema de recomendaciones basado en confianza

2. Recomendación de anuncios para usuarios individuales: el sistema calcula una lista
de anuncios recomendados para cada usuario que se encuentra en frente del televisor.
Cada usuario desde su smartphone puede acceder a información de los anuncios y
calificarlos.

3. Interacción básica entre un dispositivo móvil y el televisor: los usuarios pueden navegar
entre los anuncios que se presentan en el televisor directamente desde su celular.

4. Ratings implícitos y explícitos: los usuarios pueden calificar los anuncios que se les
presentan en el televisor o en el celular utilizando los botones de "me gusta" y "no me
gusta". Además, gracias a las capacidades del middleware, es posible generar califica-
ciones implícitas de acuerdo a las acciones del usuario (ej. solicitar más información
sobre un anuncio, ignorarlo, añadirlo a favoritos).

5. Publicar anuncios: los usuarios pueden publicar sus propios anuncios en el sistema
utilizando la aplicación móvil.

La presente investigación se enfoca en la funcionalidad presentada en punto 2: la genera-
ción de recomendaciones para individuos utilizando información de confianza. Con respecto
al propósito de la evaluación, el objetivo es validar las siguientes hipótesis: i) H1, es posible
obtener un valor de confianza con suficiente grado de precisión a partir de la información de
interacciones entre usuarios de Facebook; ii) H2, La inclusión de información de confianza en
el algoritmo de filtrado colaborativo mejora el balance precisión/novedad durante el proceso
de recomendación.

5.2.1. Tecnologías y herramientas
El resumen de las herramientas utilizadas para desarrollar el TBRS del piloto se encuentra en
la tabla 5.1.

Herramienta Descripción

Apache Mahout Framework de recomendaciones que soporta el TBRS desarrollado. Más información
en la sección 3.2.

Eclipse IDE for Java EE Developers Entorno de desarrollo para el servidor de recomendaciones y la aplicación móvil

Android SDK
Conjunto de librerías que permiten el desarrollo de aplicaciones para el sistema

operativo Android.

Graph API Explorer
Herramienta web de Facebook que permite realizar peticiones a Facebook sin

implementar ninguna lógica adicional. Se utilizó para recolectar la información de
interacciones de los participantes en el piloto. Más información en la sección 4.3.

Gephi Herramienta de análisis de grafos utilizada para analizar la red de confianza de los
participantes. Más información en la sección 4.4.3.

SPSS Software estadístico utilizado para determinar la significancia de los resultados
obtenidos

Tabla 5.1: Herramientas utilizadas en el desarrollo e implementación del segundo piloto. Fuente
propia.
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5.2.2. Arquitectura

En la figura 5.2 se presenta la arquitectura del segundo piloto, la cual es una evolución de la
que se presentó en la sección 5.1. Sin embargo en este caso el esquema de conexión entre
el Smart TV y los smartphones es distinto. Además se puede observar que el sistema de
recomendaciones incluye el dominio de la confianza (ver sección 3.4).

Figura 5.2: Arquitectura del segundo piloto. Fuente propia.

5.2.3. Pruebas offline

5.2.3.1. Algoritmo de inferencia de confianza

Para la evaluación del algoritmo de confianza, se definió una serie de pruebas que permi-
tieran determinar el conjunto idóneo de parámetros de interacciones en redes sociales (en
este caso particular Facebook) para posteriormente evaluar el algoritmo en un experimento
con voluntarios. El algoritmo se puso a prueba calculando el top 10 amigos de Facebook y
posteriormente realizando una prueba de ground truth para verificar su precisión.

Inicialmente se diseño una encuesta (ver figura 5.3) donde se preguntó qué parámetros
representan mejor la confianza que tienen con otra persona en Facebook. Por simplicidad
todos los parámetros relacionados con etiquetas se unieron en uno solo. La tabla 5.2 presenta
los resultados obtenidos, en total participaron 57 personas para un total de 145 votos para las
5 variables.
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5.2. Segundo piloto: sistema de recomendaciones basado en confianza

Parámetro Conteo % % Acumulado

Mensajes por Inbox 47 32 % 32 %

Comentarios 39 27 % 59 %

Publicaciones en el muro 31 21 % 81 %

Etiquetas 16 11 % 92 %

Likes 12 8 % 100 %

145

Tabla 5.2: Resultados de la encuentas de parámetros de confianza en Facebook. Fuente propia.

Figura 5.3: Encuesta de parámetros de confianza. Fuente propia.

Adicionalmente se definió un plan de pruebas que permitiera evaluar diferentes versiones
del algoritmo de confianza con el objetivo de determinar cuál permitía tener mejores resulta-
dos tomando como base PCA.

5.2.3.1.1. Pruebas iniciales Las pruebas iniciales para el algoritmo de confianza se reali-
zaron con los datos de una sola persona, el objetivo era determinar qué versiones del algorit-
mo mostraban mejores resultados. En total se realizaron 6 pruebas con diferentes variaciones
del algoritmo de confianza, en la tabla 5.3 se ilustran las configuraciones para las distintas
pruebas.
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Prueba Técnica Variables a considerar

1 PCA Mensajes, likes, comentarios y etiquetas

2 PCA Mensajes, comentarios y etiquetas

3 PCA Mensajes, etiquetas y publicaciones en el muro

4 PCA
Mensajes, comentarios y publicaciones en el

muro

5 PCA
Mensajes, comentarios, publicaciones en el

muro y etiquetas

6 PCA
Mensajes, comentarios, publicaciones en el

muro y likes

Tabla 5.3: Plan de pruebas iniciales para el algoritmo de confianza. Fuente propia.

Para cada una de las pruebas de la tabla anterior se generó una lista ordenada de amigos
de acuerdo a la confianza inferida por el algoritmo, posteriormente, se solicitó a un voluntario
ordenar las listas de acuerdo a la confianza real con cada persona, finalmente, se compararon
las dos listas para determinar la precisión. En las figuras 5.4, 5.5, 5.6, 5.7, 5.8, 5.9 se encuen-
tran graficados el ranking generado por el algoritmo vs el ranking realizado por el usuario,
entre más cercanas las curvas, más preciso el algoritmo. F1-F10 representan el top-10 de
amigos del usuario.

Figura 5.4: Prueba 1 PCA. Fuente propia.
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Figura 5.5: Prueba 2 PCA. Fuente propia.

. Fuente propia.

Figura 5.6: Prueba 3 PCA. Fuente propia.

Figura 5.7: Prueba 4 PCA. Fuente propia.
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Figura 5.8: Prueba 5 PCA. Fuente propia.

Figura 5.9: Prueba 6 PCA. Fuente propia.

Con base en los resultados de las pruebas anteriores, se pudo concluir lo siguiente:

El parámetro más relevante para determinar la confianza entre dos personas en Face-
book son los mensajes por Inbox

Los likes no tienen un impacto real en la confianza

Los mejores resultados para las pruebas iniciales se obtuvieron con las pruebas 4 (figura
5.7) y 5 (figura 5.8).

5.2.3.1.2. Pruebas de ground truth Una vez se realizaron las pruebas iniciales que per-
mitieron filtrar los algoritmos con peores resultados, se procedió a diseñar y ejecutar pruebas
de ground truth con un mayor volumen de usuarios,

Las pruebas de ground truth se dividen en 3 fases:

1. Recolección de datos de Facebook: cada uno de los participantes en el experimento
extrae su información de Facebook (ver sección 4.3 y anexo A).
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2. Análisis de la información recolectada: se analiza la información de los participantes
con el objetivo de extraer su top de amigos. En total para cada participante se tienen 4
listas de amigos, una para cada variación del algoritmo.

3. Encuestas: se le pide a los usuarios que validen la información del algoritmo con el
objetivo de determinar el más acertado.

Para generar la lista de amigos, se realiza una pequeña adaptación al algoritmo descrito en
la sección 4.5.1 para que, en vez de generar el dataset de confianza, genere un top de amigos.
En la figura 5.10 se presenta el proceso para generar el top-10 de amigos para un usuario.

Figura 5.10: Flujo para generar el top-10 amigos de Facebook. Fuente propia.

5.2.3.1.3. Resultados Este proceso se aplicó a 5 voluntarios de la empresa Smartsoft Play
quienes, una vez generada las listas, proporcionaron su propio ranking. En la tabla 5.4, se
resumen los resultados obtenidos en la prueba de Ground Truth.
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Diferencia Promedio
diferencia

Porcentaje
de aciertoU1 U2 U3 U4 U5

PCA Test 1 26 14 16 28 8 18,4 63 %

Test 2 20 20 16 24 8 17,6 65 %

Tabla 5.4: Resultados pruebas ground truth. Fuente propia.

La diferencia a la que hace referencia la tabla anterior, es resultado de la resta entre el
ranking del algoritmo y el ranking del usuario, la ecuación 5.1 ilustra el proceso.

dif =
10∑
i=1

(|rai − rui|) (5.1)

Donde rai representa el ranking otorgado por el algoritmo para el amigo i, y rui representa
el ranking otorgado por el usuario para el amigo i. La ecuación 5.2, muestra la forma para
calcular el porcentaje de acierto del algoritmo.

% acierto = 100 %−
¯dif

50
(5.2)

Donde ¯dif representa el promedio de las diferencias de los usuarios para una versión del
algoritmo y 50 representa la diferencia máxima, es decir, es el valor obtenido en caso de que
los rankings sean totalmente opuestos.

Para determinar si las diferencias entre los algoritmos son significativas, se realizo un test
t-student, para esto se plantean dos hipótesis.

Ho: no hay diferencias significativas entre las variables

H1: sí hay diferencias significativas entre las dos variables

Según el test realizado, el valor de significancia es mayor a 0.05, por lo tanto se acepta la
hipótesis Ho. Los resultados del test se presentan en la tabla 5.5.

Diferencias emparejadas
t gl sig.

(p)
Media Desviación

estándar
Media de

error estándar

PCA 1 &
PCA 2

0,8000 4,604 2,059 0,389 4 0,717

Tabla 5.5: Test t-student sobre las pruebas de ground truth para dos versiones del algoritmo
de inferencia de confianza. Fuente propia.

Con base en los resultados de las pruebas de ground truth, se pudo concluir lo siguiente:
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5.2. Segundo piloto: sistema de recomendaciones basado en confianza

No existe diferencia significativa entre las dos versiones del algoritmo PCA.

PCA presentó muy buenos resultados (porcentaje de acierto superior al 60 %) y, al ser
una técnica estadística que se adapta a la información de cada usuario, es más fácil
validar su universalidad.

En la investigación realizada por Xiaoming Li [85], los resultados presentados mues-
tran un porcentaje de acierto del algoritmo de 83 % utilizando PCA, pero considerando
únicamente la información de un usuario y tomando en cuenta solamente el top-5 de
amigos. En esas mismas condiciones, el algoritmo propuesto en este trabajo obtuvo un
resultado máximo de acierto de 100 % para el test 1 con PCA y de 83 % para el test 2.
Esto valida la hipótesis H1 planteada al inicio de la sección.

5.2.3.2. Sistema de recomendaciones

La segunda parte de las pruebas offline consitió en probar el sistema de recomendaciones con
el objetivo de determinar el efecto de la confianza y ajustar el filtro colaborativo propuesto.
Al igual que para la evaluación del algoritmo de confianza, se definió un conjunto de pruebas
en las cuales se varían los valores α y β de la ecuación 3.5. En la tabla 5.6 se ilustra el plan
de pruebas para el sistema de recomendaciones.

Variación del algoritmo

Test 1 α = 0, β = 1

Test 2 α = 0.1, β = 0.9

Test 3 α = 0.2, β = 0.8

Test 4 α = 0.3, β = 0.7

Test 5 α = 0.4, β = 0.6

Test 6 α = 0.5, β = 0.5

Test 7 α = 0.6, β = 0.4

Test 8 α = 0.7, β = 0.3

Test 9 α = 0.8, β = 0.2

Test 10 α = 0.9, β = 0.1

Test 11 α = 1, β = 0

Tabla 5.6: Plan de pruebas para el sistema de recomendaciones. Este mismo plan se aplicó
para las dos versiones del algoritmo descritas anteriormente. Fuente propia
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5.2.3.2.1. Métricas de novedad y precisión El objetivo de estas pruebas fue determinar
el efecto que tiene la confianza en un sistema de recomendaciones, específicamente en las
métricas de novedad y precisión.

La precisión es una de las métricas más utilizadas para evaluar sistemas de recomenda-
ciones y se define como la cantidad de ítems recomendados (Nr) que son relevantes, está
definida por la siguiente fórmula:

P =
Nr

N
(5.3)

Donde N representa el conjunto total de ítems.

En cuanto a la segunda métrica de interés, [135] propone un framework para la definición
de métricas de novedad y diversidad tomando en cuenta el ranking y la relevancia de los
ítems. Estas propiedades son importantes para el contexto de la investigación puesto que en
el dominio de la publicidad ubicua, el ranking y la relevancia toma en cuenta la forma como
los usuarios interactúan con las recomendaciones (el top de ítems tiene más posibilidades de
ser recomendado) y la subjetividad del usuario (qué tan relevante es el ítem para el usuario).
De acuerdo con los autores del trabajo mencionado, la novedad de una pieza de información
se refiere a "qué tan diferente es de lo que ha visto previamente un usuario" [135].

El framework de novedad propuesto por Vargas et al., se basa en tres relaciones funda-
mentales entre usuarios e ítems: i) descubrimiento, ej., un ítem es visto por un usuario; ii)
selección, ej., un ítem es usado, escogido o consumido por un usuario ; y iii) relevancia, ej.,
el usuario disfruta o encuentra útil el ítem. En términos de distribución de probabilidad, estas
relaciones se expresa de la siguiente forma:

p(choose) ∼ p(seen)p(rel) (5.4)

Dado un ranking de ítems R recomendado al usuario i, la novedad se puede expresar de
la siguiente forma:

m(R | Θ) = C
∑
t∈R

p(choose | i, u, R)nov(i | Θ) (5.5)

Donde C es una constante de normalización y Θ es una variable genérica de contexto para
considerar diferentes perspectivas en la definición de novedad. p(choose | i, u, R) refleja el
modelo de búsqueda asociado a la selección de ítems y nov(i | Θ) es un modelo de novedad
para ítems. Para el propósito de esta investigación, se utilizó un modelo de novedad de ítems
basado en popularidad, donde valores altos de novedad corresponden a ítems con los que
pocos usuarios han interactuado y valores bajos de novedad corresponden a los ítems más
populares. De acuerdo a las características del dominio, este enfoque no solo tiene sentido
para los usuarios sino también para los anunciantes: generalmente, los anunciantes van a
querer promocionar nuevos productos que al principio serán poco conocidos en el sistema
de recomendaciones, por lo tanto, una métrica de qué tan bien se comporta un sistema de
recomendaciones en estos casos puede ser útil para ellos.

La métrica de novedad entonces queda definida por las siguientes ecuaciones:
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nov(i | u) = C
∑
ik∈R

disc(k)p(rel | ik, u)(1− p(seen | ik)) (5.6)

En este caso, la métrica de novedad se puede entender como el número esperado de items
relevantes recomendados desconocidos para el usuario. La ecuación incluye un componente
de clasificación disc(k) que define una disminución logarítmica de acuerdo a la posición del
ítem en la lista:

disc(k) =
1

log2(k + 1)
(5.7)

También incluye un componente de relevancia p(rel | ik, u) que puede ser modelado
como un mapeo heurístico entre valores de ratings y la probabilidad de relevancia:

p(rel | ik, u) ∼ 2g(u,i) − 1

2gmax

g(u, i) = máx(0, r(u, i)− τ

(5.8)

g es una función de utilidad derivada de los ratings y τ represente el valor de indiferencia
de acuerdo con [136].

5.2.3.2.2. Ejecución de las pruebas Adicional a las variaciones establecidas en el plan de
pruebas, se generó un dataset de confianza mediante código tomando como base la totalidad
de usuarios del dataset de ratings, el cual se manipuló con el objetivo de determinar el efecto
de la confianza en distintos escenarios. La tabla 5.7 muestra los 4 escenarios de prueba.

Prueba Escenario

1
Todos los usuarios tienen relaciones de confianza con

todos

2 Todos los usuarios tienen algunas relaciones de confianza

3
Todos los usuarios tienen relaciones de confianza con
todos. La confianza es alta (> 0.75) según la escala

propuesta en [56].

4
Todos los usuarios tienen relaciones de confianza con

todos. La confianza es baja (< 0.5) según la escala
propuesta en [56].

Tabla 5.7: Escenarios de prueba para el sistema de recomendaciones
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5.2.3.2.3. Resultados En las figuras 5.11, 5.12, 5.13 y 5.14 se presentan los resultados de
las pruebas de precisión. En cada gráfica el eje Y representa el valor de la precisión y el eje X
las variaciones desde confianza 100 % (α = 0, β = 1) hasta similitud 100 % (α = 1, β = 0).

Figura 5.11: Test de precisión: Escenario 1. Fuente propia.

Figura 5.12: Test de precisión: Escenario 2. Fuente propia.

Figura 5.13: Test de precisión: Escenario 3. Fuente propia.
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Figura 5.14: Test de precisión: Escenario 4. Fuente propia.

En base a los resultados de precisión se puede concluir lo siguiente:

La confianza por sí misma no es suficiente para obtener valores adecuados de preci-
sión, por lo tanto es necesario combinarla con la similitud. Esto corrobora resultados
presentados en otras investigaciones.

Los escenarios donde todos los usuarios tienen un valor de confianza con todos, presen-
tan mejores resultados de precisión, siendo más notorio el caso donde existe confianza
alta.

En el escenario de prueba número 3 se muestra que la confianza por sí misma logra
valores de precisión superiores al 51 %.

Como paso siguiente, se evaluó la novedad con el objetivo de probar la hipótesis H2
que indica que la inclusión de confianza mejora el balance precisión/novedad. La prueba
consistió en tomar 50 usuarios del dataset de forma aleatoria y calcular la novedad para cada
uno tanto para el sistema de recomendaciones tradicional (α = 1, β = 0), como para el
TBRS propuesto (α = 0.5, β = 0.5). La tabla 5.8 muestra los resultados.

Prueba Media Tamaño de
la muestra

Desviación
estándar

Sistema de
recomendaciones

tradicional
0.18 50 0.058

TBRS 0.23 50 0.070

Tabla 5.8: Resultados de novedad incluyendo ranking y relevancia. Fuente propia

El valor de la media sugiere que el TBRS obtuvo mejores resultados desde una perspectiva
de novedad, además al analizar los datos de novedad para cada usuario, se observa que el
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TBRS presentó una mayor novedad en el 70 % de los casos. Para determinar si esta diferencia
en la media es estadísticamente significativa, se realizó un t-test. Los resultados se resumen
en la tabla 5.9.

Diferencias emparejadas
t gl sig.

(p)
Media Desviación

estándar
Media de

error estándar

Novedad
S100 &
Novedad
S50T50

-0,051 0,051 0,0072 -7,032 49 0,000

Tabla 5.9: Test t-student sobre los resultados de novedad. Fuente propia.

El p−valor = 0, indica que la diferencia entre las dos muestras es estadísticamente signi-
ficativa, lo cual corrobora la hipótesis H2. Este hallazgo indica que la inclusión de confianza
en el algoritmo de recomendación mejora el balance precisión/novedad. Sin embargo, es im-
portante contrastar estos resultados con las percepciones de usuarios reales. En la sección
5.2.4 se describe este proceso.

5.2.4. Pruebas online
5.2.4.1. Marco experimental

Si bien en las pruebas offline se corroboró la hipótesis H2, donde se plantea que la inclusión
de información de confianza en el algoritmo de filtrado colaborativo mejora el balance preci-
sión/novedad durante el proceso de recomendación. Es necesario validar los resultados en un
entorno real. A continuación se describe el marco experimental planteado para la evaluación
del piloto.

5.2.4.1.1. Objetivos

Evaluar el impacto que tiene la confianza sobre la precisión

Evaluar el impacto que tiene la confianza sobre la novedad

5.2.4.1.2. Caracterización del dominio

En el escenario real la tendencia marca la existencia de más usuarios que ítems.

Tareas básicas en las cuales se enmarca el sistema de recomendaciones de SMARTA;

• Encontrar algunos buenos ítems (contexto publicitario)

• Maximizar la utilidad (el grado de novedad es muy importante en el contexto
publicitario)
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Tipo de contenido: publicidad de productos y servicios.

Granularidad de las preferencias de usuario: para el usuario que interactúa con el siste-
ma, la escala será binaria ("me gusta" o "no me gusta"), sin embargo, las interacciones
del usuario con el sistema se mapean a una escala de 1 a 5, que será tomada como
rating para el sistema de recomendaciones.

5.2.4.1.3. Dataset En la sección 3.5 se describió el dataset de ratings utilizado en el siste-
ma de recomendaciones y, en la sección 4.4.3, se describió el proceso para generar un dataset
de confianza tomando en cuenta que uno de los requerimientos del piloto es tener un grupo
cohesionado de usuarios donde la mayoría de personas tuvieran valores de confianza entre sí;
para este caso particular los participantes fueron 20 voluntarios de la Fundación Innovagen.

5.2.4.1.4. Configuración de la prueba Inicialmente se dividieron los 20 voluntarios en
8 grupos de 3 personas (algunas personas forman parte de más de un grupo). Esta división se
realizó analizando el grafo social de la Fundación Innovagen (ver sección 4.4.3, figura 4.1).

Cada grupo participó en dos sesiones; durante la primera sesión, el sistema de recomen-
daciones utilizó un filtrado colaborativo clásico (α = 1, β = 0) mientras que en la segunda,
se utilizó el TBRS propuesto (α = 0, 5, β = 0, 5). En cada una de estas sesiones, los usuarios
interactuaron con el sistema entre 5 y 10 minutos. Como parte de la interacción, se realiza-
ron varias acciones como: navegar entre los anuncios (en el Smart TV y en el Smartphone),
calificar anuncios (en el Smart TV y en el Smartphone), obtener información de un anuncio
desplegado en el Smart TV para verlo en detalle en el Smartphone, añadir anuncio a la lista
de favoritos y finalmente indicar si le gusta o no un anuncio. La tabla 5.10 muestra el rating
asignado a cada una de estas interacciones .

Interacción Rating asignado

"Me gusta" explícito 5

Añadir a favoritos 4

Solicitar información del
anuncio 3

Ignorar ítem en la pantalla 2

"No me gusta" explícito 1

Tabla 5.10: Representación de interacciones del usuario en una escala de 1 a 5

5.2.4.2. Resultados

5.2.4.2.1. Influencia de la confianza sobre la precisión de las recomendaciones La fi-
gura 5.15a muestra los resultados de precisión para el filtro colaborativo clásico y para el
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TBRS, por su parte, la figura 5.15b muestra la diferencia de precisión entre ambos enfo-
ques (PCF − PTBRS), se puede observar que la gráfica siempre tiene valores positivos. Los
resultados son coherentes con lo observado durante los experimentos offline.

(a) Precisión CF vs Precision TBRS. Fuente propia.
(b) Diferencia de precisión PCF − PTBRS . Fuente
propia.

Figura 5.15: Resultados de precisión para las pruebas online. Fuente propia

Para corroborar si la diferencia es significativa estadísticamente, se realiza un test t-
student. La tabla 5.11 muestra que se obtiene un p-valor de 0, por lo tanto la diferencia
es significativa. El siguiente paso fue determinar si, al igual que en las pruebas offline, con
usuarios reales se obtenía una mejora en la novedad.

Diferencias emparejadas
t gl sig.

(p)
Media Desviación

estándar
Media de

error estándar

Novedad
S100 &
Novedad
S50T50

-0,051 0,051 0,0072 -7,032 49 0,000

Tabla 5.11: Test t-student sobre los resultados de precisión en las pruebas online

5.2.4.2.2. Influencia de la confianza sobre la novedad de las recomendaciones La ta-
bla 5.12 muestra un análisis estadístico descriptivo del efecto que tiene sobre la novedad
introducir confianza en el proceso de recomendación. La métrica de novedad toma en cuenta
los componentes de ranking y relevancia y fue calculada para cada una de las sesiones.
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5.2. Segundo piloto: sistema de recomendaciones basado en confianza

Sesión Media Desviación estándar Error estándar

1. α = 1, β = 0 0,6246 0,081 0,019

2. α = 0, 5, β = 0, 5 0,707 0,079 0,018

p-valor 0,011

Tabla 5.12: Análisis de impacto de la confianza sobre la novedad en las pruebas online

De acuerdo a estos resultados, la novedad se ve afectada de forma positiva cuando se
incluye el componente de confianza en el algoritmo de recomendación, lo cual es coherente
con los resultados observados en las pruebas offline y se comprueba la hipótesis H2. En el
siguiente capítulo se resumen las conclusiones y aportes de esta investigación, además se
presentan las limitaciones del trabajo y se señalan algunos puntos de partida para futuras
investigaciones.
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Capítulo 6

Conclusiones y trabajo futuro

6.1. Contribuciones del trabajo

6.1.1. Implementación de referencia

En el capítulo 3 se detalla el proceso para incluir valores de confianza en un sistema de
filtrado colaborativo, además se presenta una implementación de referencia para un sistema
de recomendaciones basado en confianza construido sobre Mahout y la matemática asociada.
Adicionalmente, en el capítulo 4 se definen los parámetros más relevantes para determinar
la fortaleza de la relación entre dos personas y se presenta un algoritmo de inferencia de
confianza que toma como base información de interacciones entre dos usuarios.

6.1.2. Datasets

Esta investigación contribuyó a la creación de un dataset para el contexto de la publicidad
ubicua y de un dataset de confianza basado en información de interacciones en Facebook.

6.1.3. Prototipos funcionales

Se plantearon dos prototipos funcionales: en el primero se evaluaron distintas opciones de
algoritmos de recomendación para un entorno de publicidad ubicua y se construyó un dataset
pertinente para este dominio. En el segundo prototipo se implementó un TBRS que toma
información de Facebook para calcular la confianza entre usuarios y posteriormente usar este
valor en el proceso de recomendación.

6.1.4. Publicaciones

Como resultado de esta investigación se tienen dos artículos publicados y uno actualmente
aprobado para publicación. En el anexo C se encuentran más detalles.
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6.2. Conclusiones

6.2.1. Conclusiones de la implementación del algoritmo de inferencia de
confianza

Si bien Facebook es una de las redes sociales más utilizadas y donde más datos se
generan, las recientes preocupaciones con respecto a la privacidad de los usuarios ha
limitado el acceso información relevante para el contexto de esta investigación. Inicial-
mente se planteó el desarrollo de una app móvil que, de forma automática, accediera
a la información del usuario para posteriormente calcular la confianza con sus amigos
y ofrecer las recomendaciones, sin embargo, debido a las limitaciones del API se optó
por recolectar los datos de forma manual utilizando el Graph API Explorer. Estos da-
tos fueron procesados y luego almacenados en un dataset de confianza que se utilizó
posteriormente para generar las recomendaciones.

La cantidad de interacciones entre dos personas permite determinar un valor de con-
fianza entre ellas, no obstante, al considerar una red de personas y la confianza entre
ellas, es necesario normalizar este valor de interacciones para evitar sesgos en el calculo
de confianza para usuarios muy activos en la red.

El parámetro más relevante para determinar la confianza entre dos personas en Face-
book, son los mensajes intercambiados por Inbox.

En el conjunto inicial de 7 parámetros de redes sociales se consideraron los likes, sin
embargo, la experimentación probó que no tienen un impacto real en la confianza entre
dos personas.

PCA presentó muy buenos resultados (porcentaje de acuerto superior al 60 %) y, al ser
una técnica estadística que se adapta a la información de cada usuario, es más fácil
validar su universalidad.

En una investigación previa ([85]), los resultados presentados muestran un porcentaje
de acierto del algoritmo de inferencia de confianza del 83 % utilizando PCA, pero con-
siderando únicamente la información de un usuario y tomando en cuenta solamente el
top-5 de amigos. En esas mismas condiciones, el algoritmo propuesto en este trabajo
obtuvo un resultado máximo de acierto de 100 % para el test 1 con PCA y de 83 % para
el test 2.

6.2.2. Conclusiones de la implementación del TBRS
Si bien por las características propias del dataset (más usuarios que ítems), un enfo-
que item-item hubiese sido el más apropiado; para un TBRS las relaciones entre los
usuarios son el nucleo del sistema, además, si se toma en cuenta el contexto de la pu-
blicidad ubicua, uno de los aspectos más importantes es la novedad. Por estas razones
se escogió un enfoque user-user.
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Los resultados de la comparación entre 3 diferentes enfoques para calcular similitud
basada en usuarios mostraron a Spearman como la mejor opción. Esto se debe a que los
datos no son lineales (Pearson funciona mejor cuando existe una relación lineal entre
dos variables), sino que los datos se pueden representar como una función monótona.

En la revisión de la literatura se encontraron diferentes alternativas para incluir con-
fianza en un sistema de recomendaciones. Varios propusieron reemplazar el valor de la
similitud por un valor de confianza calculado a partir del historial de ratings entre usua-
rios y la cantidad de buenas recomendaciones entre ellos, sin embargo, estos trabajos
no utilizaban información de redes sociales sino que extendían el algoritmo tradicional
de similitud. Trabajos más recientes optaron por incluir un valor de confianza calcu-
lado a partir de interacciones en redes sociales y combinar este valor con la similitud
tradicional. Este último fue el enfoque que se utilizó en esta investigación.

Existen datasets muy completos para los dominios de películas, música y opiniones. Sin
embargo ninguno caracteriza de forma adecuada el dominio de la publicidad ubicua.

La confianza por sí sola no es suficiente para obtener valores adecuados de precisión,
por lo tanto es necesario combinarla con la similitud.

Los escenarios donde el grafo de confianza tiene una densidad = 1 presentaron mejores
resultados de precisión, siendo más notorio el caso donde existe confianza alta.

En el escenario de prueba número 3 se muestra que la confianza por sí misma logra
valores de precisión superiores al 51 %.

Tanto en un entorno offline, como en pruebas con usuarios reales, la inclusión de con-
fianza mejoró el balance precisión/novedad.

El TBRS propuesto presentó mayor novedad que un filtro colaborativo clásico en más
del 70 % de los casos.

6.2.3. Análisis final

En este trabajo se propuso un sistema de recomendaciones basado en confianza para un en-
torno de publicidad ubicua. Para el componente de confianza incluido en el proceso de reco-
mendación se implementó un algoritmo de inferencia que toma como insumo la información
de interacciones de Facebook. Inicialmente se plantearon 7 variables: mensajes intercambia-
dos por inbox, likes, etiquetas de A a B, etiquetas de B a A, etiquetas en común, comentarios
y publicaciones en el muro. Los resultados de la investigación demostraron que los mensajes
intercambiados por inbox son el factor más relevante al momento de determinar la confianza
entre dos personas, además, se demostró que con 4 variables (mensajes intercambiados por
inbox, comentarios, etiquetas y publicaciones en el muro) se puede calcular con precisión la
confianza entre dos personas.
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En cuanto al sistema de recomendaciones, se propuso un enfoque que combina similitud
y confianza de tal forma que se pudieran varian los pesos de cada uno y así determinar la
mejor combinación del algoritmo. Se evaluó el sistema propuesto desde una perspectiva de
precisión/novedad en entornos offline y online. La experimentación demostró que incluir el
componente de confianza en la recomendación mejoró la novedad, sin embargo, el algoritmo
donde solo se tomó en cuenta la confianza y no la similitud, afectó considerablemente la
precisión. La combinación α = 0.5 y β = 0.5, donde α representa el peso de la similitud y β
el de la confianza, ofreció mejores resultados en cuanto al balance de precision/novedad.

6.3. Trabajo futuro
El dataset de anuncios generado es un buen punto de partida para futuras investigacio-
nes en el área de la publicidad ubicua. Nuevos trabajos pueden enfocarse en ampliar
este dataset para tener una base más robusta que permita probar sistemas de recomen-
daciones en el contexto de la publicidad ubicua.

En la práctica, la operación del algoritmo propuesto tiene varias restricciones debido
principalmente a la disponibilidad de información de interacciones. Para la experimen-
tación, el enfoque utilizado en esta investigación fue obtener la información de forma
manual utilizando el Graph API Explorer, sin embargo, las constantes actualizacio-
nes de la plataforma de Facebook prohibirán el acceso a este información a partir del
2017. Nuevos trabajos pueden enfocarse en inferir información de confianza en nuevas
redes sociales, como Instagram por ejemplo, donde el acceso a la información no se
encuentra tan restringido.

El algoritmo de inferencia de confianza propuesto se probó en un grupo limitado de per-
sonas. Futuras investigaciones pueden realizar pruebas exhaustivas con grupos grandes
de personas para validar la información aquí presentada

Actualmente el TBRS propuesto considera información de confianza y similitud, enten-
diendo la confianza como una relación entre dos personas; sin embargo nuevos trabajos
pueden evaluar el efecto incluir información de reputación en el proceso de recomenda-
ciones, donde la reputación de A es un valor global dado por el promedio de confianza
que tiene este usuario con todos los miembros de la red de confianza.
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Anexo A

Anexo A. Guía de instalación de Mahout

Esta guía de instalación se trabajó en conjunto con el estudiante de Maestría en Telemática
Víctor Garzón Marín.

A.1. Preparación del entorno
Se recomienda cumplir con los siguientes requerimientos:

a Sistema operativo:

Preferiblemente entornos basados en Unix (Mac OS o Linux), para esta guía se utilizará
Ubuntu 14.04.1. Por facilidad y para evitar tener que instalar un nuevo sistema opera-
tivo para completar la práctica, se instalará Ubuntu en una máquina virtual mediante
VirtualBox.

Nota: si ya tiene instalado Ubuntu en su computador puede omitir este paso.

I Para instalar VirtualBox se debe descargar desde la siguiente página https:
//www.virtualbox.org/wiki/Downloads.

II Una vez instalado se debe crear la nueva máquina virtual con sistema operativo
Ubuntu. Es recomendable crearla con los siguientes parámetros: 2GB de RAM y
disco duro de 12GB.

III Descargar Ubuntu de la siguiente página http://www.ubuntu.com/
download/desktop.

IV Iniciar la máquina virtual recién creada y cargar el ISO de Ubuntu cuando se lo
solicite. Seguir los pasos presentados en pantalla hasta completar la instalación
del nuevo sistema operativo. Al finalizar pedirá que reinicien la máquina virtual.

V Para poder trabajar a pantalla completa, es necesario instalar los Guest Additions:
$ sudo apt-get install build-essential module-assistant

linux-headers-$(uname -r) dkms↪→

$ sudo apt-get install virtualbox-guest-dkms
virtualbox-guest-utils virtualbox-guest-x11↪→
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$ sudo m-a prepare
$ sudo adduser YOUR_USERNAME vboxsf

VI Reiniciar la máquina virtual.

b Instalar Java.

I Descargar Java en el siguiente enlace http://www.
oracle.com/technetwork/java/javase/downloads/
jdk7-downloads-1880260.html. En el caso de esta guía se descar-
ga el archivo jdk-7u67-linux-i586.tar.gz (antes de descargar se debe aceptar la
licencia).

II Abrir un terminal y dirigirse a la carpeta donde se descargó Java.
$ cd /home/your_username/Downloads

III Copiar el paquete a /usr/local/lib y extraer su contenido.
$ sudo cp jdk-7u67-linux-i586.gz /usr/local/lib
$ sudo tar -xzvf jdk-7u67-linux-i586.gz

IV Añadir las variables de entorno de Java
$ cd /home/your_username
$ gedit .profile

Esto abre un archivo de texto donde se deben agregar las siguientes líneas al final:
export JAVA_HOME="/usr/local/lib/jdk1.7.0_67"
PATH="$JAVA_HOME/bin:$PATH"

V Reiniciar la máquina virtual

VI Verificar la correcta instalación
$ java -version

Se debería obtener la siguiente salida, en caso contrario se deben repetir los pasos
de la instalación para verificar en dónde se encuentra el error.

java version "1.7.0\_67"
Java(TM) SE Runtime Environment (build 1.7.0\_67-b01)
Java HotSpot(TM) Cliente VM (build 24.65-b04, mixed

mode)↪→

c IDE de desarrollo:

Para el desarrollo de esta práctica se utilizará Eclipse Indigo para Java EE el
cual se puede descargar en el siguiente enlace: http://www.eclipse.
org/downloads/packages/eclipse-ide-java-ee-developers/
indigosr2. Se recomienda descomprimir eclipse en la ruta /home/-
your_username/Mahout.

d Maven 2.2:

Se puede instalar Maven directamente desde Aptitude

74

http://www.oracle.com/technetwork/java/javase/downloads/jdk7-downloads-1880260.html
http://www.oracle.com/technetwork/java/javase/downloads/jdk7-downloads-1880260.html
http://www.oracle.com/technetwork/java/javase/downloads/jdk7-downloads-1880260.html
http://www.eclipse.org/downloads/packages/eclipse-ide-java-ee-developers/indigosr2
http://www.eclipse.org/downloads/packages/eclipse-ide-java-ee-developers/indigosr2
http://www.eclipse.org/downloads/packages/eclipse-ide-java-ee-developers/indigosr2


A.2. Convertir el proyecto Maven a Eclipse

$ sudo apt-get install maven

Se puede verificar la correcta instalación con el siguiente comando:

$ mvn --version

Este último comando debería retornar la versión que acabamos de instalar de Maven,
en caso contrario es necesario repetir los pasos de la instalación para verificar en dónde
se encuentra el error.

e Código fuente:

El código fuente de Mahout se puede descargar desde el siguiente enlace. Actual-
mente se encuentra en la versión 0.9 http://mirror.cogentco.com/pub/
apache/mahout/0.9/. Se recomienda descomprimir el código fuente en la ruta
/home/your_username/Mahout/workspace

A.2. Convertir el proyecto Maven a Eclipse

Al descargar el código fuentes, se obtendrá un paquete cuyo contenido es el proyecto
Maven (para este caso supondremos que la ruta del directorio al descomprimir el paquete
es /home/your_username/Mahout/workspace/mahout-distribution-0.9), para convertirlo a un
proyecto que es posible usar en Eclipse, debe realizarse un proceso de transformación

$ cd /home/your_username/Mahout/workspace/mahout-distribution-0.9/
$ mvn eclipse:eclipse

A.3. Configurar variables del sistema

Es necesario fijar una variable al classpath.

a En un terminal escribir:

$ mvn -Declipse.workspace=eclipse:add-maven-repo

Nota: este paso puede tomar varios minutos en realizarse

b Desde eclipse en el menú

I Window > Preferences > Java > Build Path > Classpath Variables

II Seleccionamos New y agregamos la variable M2_REPO con ruta /home/-
your_username/.m2/repository
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A.4. Importar el proyecto a Eclipse
Finalmente es necesario importar el proyecto a Eclipse desde donde ya se podrá empezar

a usar mahout como motor de recomendaciones.

a Desde el menú de Eclipse: File > Import > General Existing Projects into Workspace

b Escoger la ruta del proyecto y finalizar
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Anexo B. Recolección de Datos - Piloto
Smarta
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Recolección de Datos  Piloto Smarta 
 

1. Entrar a https://developers.facebook.com/tools/explorer  
2. Iniciar sesión con Facebook 
3. Una vez iniciada la sesión, aparecerá la siguiente pantalla 

 

 
 

4. Lo primero que se debe realizar es pedir un access token a Facebook para darle los                               
permisos necesarios para acceder a los datos. Los permisos que se deben dar son                           
user_likes, user_photos (como se ve en la imagen) 

 

 
Luego se da click en la pestaña que dice Extended Permissions y se exogen read_stream,                             
read_mailbox. Una vez seleccionados, seleccionar la opción Get Access Token. 

Anexo B. Anexo B. Recolección de Datos - Piloto Smarta
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5. Una vez se garantizan los permisos, se debe cambiar la versión del API a 2.0 

 
 

6. En el campo de texto ubicado al lado del botón Submit, ingresar la siguiente sentencia y 
presionar submit 

 
me?fields=id,name 

 
Esto nos retornará una respuesta similar a esta: 

 
{ 
  "id": "576381956", 
  "name": "Juan Ospina" 
} 

 
 

7. Crear una carpeta con el número del id del usuario (en mi caso es 576381956) 
8. Ingresar la siguiente sentencia y presionar submit: 

me/feed?fields=from,type,id,created_time,likes.limit(500){id,name},comments.limit(500
){id,from} 
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Copiar el texto resultante en un archivo de texto y guardarlo como feed.json en la carpeta 
creada en el paso anterior 

 
9. Ingresar la siguiente sentencia y presionar submit: 

me/photos?fields=likes.limit(500){id,name},comments.limit(500){from},tags.limit(100){
id,name},from 

 
Copiar el texto resultante en un archivo de texto y guardarlo como taggedPhotos.json en 
la carpeta creada en el paso 7 

 
10. Ingresar la siguiente sentencia y presionar submit: 

 
me/photos/uploaded?fields=likes.limit(500){id,name},comments.limit(500){from},tags.li
mit(100){id,name} 

 
Copiar el texto resultante en un archivo de texto y guardarlo como photos.json en la 
carpeta creada en el paso 7 

 
11. Cambiar a la pestaña FQL 

 

 
 

12. Ingresar la siguiente sentencia y presionar submit: 
 

SELECT message_count, recipients FROM thread WHERE folder_id=0 LIMIT 100 
 
Copiar el texto resultante en un archivo de texto y guardarlo como inbox.json en la 
carpeta creada en el paso 7 
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Publicaciones

Ficha técnica de publicaciones

Tipo de publicación Artículo de conferencia

Título
Enriching public displays ads recommendations using an

individual - group cooperation model

Autores
Martínez Pabón, F. O., Ospina Quintero J. C., Garzón

Marín V., Astaiza A. C., Muñoz Organero M., & Ramírez
González G. A.

Abstract

Ads recommendations delivery on digital signage
environments must consider group and individual profiles.

Although the ads recommendation precision is relevant
and frequently explored, a good serendipity/precision
balance must be a concern on Digital Signage context.
This paper introduces a public display recommender

system approach based on an individual-group
cooperation model implemented throughout a Smart TV –

Smartphone interaction scheme.

Nombre de la conferencia 3rd Intenational Symposium on pervasive displays

Año de publicación 2014

Editor ACM New York

Sitio de la conferencia Copenhaguen, Denmark

URL
http:

//dl.acm.org/citation.cfm?id=2617196

DOI 10.1145/2611009.2617196
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Ficha técnica de publicaciones

Tipo de publicación Artículo de revista

Título
Sistemas de recomendaciones para entornos de Digital

Signage soportado en un esquema de cooperación Smart
TV - Smartphone

Autores
Martínez Pabón, F. O., Garzón Marín V., Ibarra Samboní

J. J., Ospina Quintero J. C., & Caicedo Guerrero J.

Abstract

La publicidad en entornos de Digital Signage demanda el
enriquecimiento de la aproximación clásica de

recomendación orientada a individuos, a través de la
entrega de anuncios para un grupo de personas que

observa una pantalla pública. Aunque la precisión que se
pueda lograr en las recomendaciones es importante, lo es

aún más el grado de novedad que puedan percibir los
usuarios. Este balance puede obtenerse no solo a través de

la mejora de los algoritmos de recomendación, sino
también a través de un adecuado esquema de cooperación

multi-pantalla. En este sentido, el presente artículo
propone una aproximación para la construcción de un
sistema de recomendaciones para entornos de Digital

Signage soportado en un esquema de cooperación Smart
TV–Smartphone.

Nombre de la revista Revista Ingenierías Universidad De Medellín

Año de publicación 2014

URL
http://revistas.udem.edu.co/index.php/
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The use of pervasive computing technologies for
advertising purposes is an interesting emergent field for

large, medium and small companies. Although
recommender systems have been a traditional solution to

decrease users’ cognitive effort to find good and
personalized items, the classic collaborative filtering
needs to include contextual information to be more

effective. The inclusion of users’ social context
information in the recommendation algorithm,

specifically trust in other users, may be a mechanism for
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social circle. There is no consensus about the variables to
use during the trust inference process, and its integration
into a classic collaborative filtering recommender system

deserves a deeper research. On the other hand, the
pervasive advertising domain demands a recommender
system evaluation from a novelty/precision perspective.
The improvement of the precision/novelty balance is a
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In this article, we propose a novel approach for a
collaborative filtering recommender system based on

trust. We designed an algorithm to calculate a trust score
using an implicit trust inference mechanism from

Facebook interaction information; then, we included this
score in the collaborative filtering recommendation

algorithm. Additionally, we developed a digital signage
prototype using a multi-screen scheme for

recommendations delivery to evaluate our proposal using
a novelty/precision approach.
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