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Resumen

Una maquina de aprendizaje extremo (ELM) realiza el entrenamiento de una Red
Neuronal de una sola Capa que se propaga hacia adelante (SLFN) en menor tiempo
que el algoritmo de propagacion hacia atras. Una ELM define los pesos de entrada
y sesgos de una SLFN con valores aleatorios, lo cual ocasiona que su desempefo
disminuya. El presente trabajo de investigacion centra sus esfuerzos en definir cual
de tres (3) de los mejores algoritmos meta-heuristicos mono-objetivo especializados
en problemas de alta dimensionalidad de la competencia 2015 IEEE CEC (Congress
on Evolutionary Computation), a saber: Coevolucion cooperativa basada en
evolucion diferencial (DECC-G), Muestreo multiple de descendientes (MOS) e
Hibridacion iterativa de evolucion diferencial (DE) con busqueda local con reinicio
(IHDELS); consigue mejores resultados en exactitud o tiempo de una ELM. La
evaluacion de los algoritmos se realiz6 en conjuntos de datos de regresion vy
clasificacién reconocidos por la comunidad académica, utilizando como modelos de
validacion el método de retencion y validacion cruzada.

Los resultados arrojan a IHDELS como la mejor meta-heuristica de optimizacién
para el problema de la ELM entre los algoritmos evaluados, con un ranking de
3.5526 al aplicar las pruebas no paramétricas de Friedman con el método de
retencién en problemas de clasificacion. Superando los resultados obtenidos por el
algoritmo del estado del arte Memético-ELM (M-ELM) el cual obtuvo un ranking de
6.3289. Generando asi nuevo conocimiento en el area de la optimizacién del
entrenamiento de redes neuronales que utilizan la ELM.

David Sotelo, Daniela Veldsquez, Carlos Cobos PhD. (Director), Martha Mendoza PhD. (c) (Co-Directora) 10
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Capitulo 1

1. INTRODUCCION

1.1 PLANTEAMIENTO DEL PROBLEMA

Las redes de propagacion hacia adelante (Feedforward Neural Networks, FNN) son
un tipo de red neuronal que se caracterizan por conectar todas las neuronas de una
capa unicamente con las neuronas de la capa siguiente, es decir, el procesamiento
de la informacion se realiza de manera unidireccional, ofreciendo grandes ventajas
como aprendizaje rapido, facilidad de implementacién y minima intervencion
humana [1]. Una FNN con una unica capa intermedia se conoce formalmente como
Single-Hidden Layer Feedforward Network (SLFN).

En el estado del arte se reportan algoritmos que permiten realizar el entrenamiento
de las FNN, entre ellos un método denominado maquina de aprendizaje extremo
(Extreme Learning Machine, ELM) [2], que se especializa en el entrenamiento de
las SLFN’s. ELM es un algoritmo eficiente que a diferencia del algoritmo de
propagacion hacia atras (backpropagation, BP) evita el proceso iterativo (diferentes
épocas de entrenamiento) en el proceso de aprendizaje [3], el cual consume mucho
tiempo en problemas con una cantidad significativa de datos [4]. ELM ha sido usado
satisfactoriamente en diversas areas del conocimiento como la ingenieria
biomédica, la vision de computadoras, los sistemas de identificacion, entre otras [5].

La teoria de ELM indica que los pesos de entrada (pesos entre la capa de entrada
y la capa oculta) y los sesgos de la capa oculta se pueden asignar aleatoriamente
mientras que los pesos de salida (pesos entre la capa oculta y la capa de salida) se
deben asignar analiticamente por medio de la pseudoinversa de Moore-Penrose [4]
solo cuando la funcion de activacion de las neuronas de salida es lineal [6] y la
funcion de activacion de las neuronas de la capa oculta es continua e infinitamente
diferenciable [5].

Resultados experimentales muestran que definir los pesos de entrada y los sesgos
de la capa oculta en forma aleatoria afecta negativamente el desempefio de una
SLFN, tendiendo a obtener menores valores de exactitud en problemas de
clasificacion, mayores valores de error en problemas de regresion y a requerir mas
neuronas en la capa oculta que al utilizar otros algoritmos de aprendizaje [6]. Por lo
anterior, en [4] se us6 un algoritmo memético (algoritmo genético con optimizacion
local) que permite definir los pesos de entrada de una mejor forma y obtiene mejores
resultados que cuando se definen aleatoriamente.

Por otro lado, existen algoritmos de optimizacion especializados en problemas con
funciones multimodales continuas de alta dimensionalidad que no han sido
utilizados para resolver el problema de la definicion de los pesos de entrada en una

David Sotelo, Daniela Veldsquez, Carlos Cobos PhD. (Director), Martha Mendoza PhD. (c) (Co-Directora) 11
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ELM, pero que dadas sus caracteristicas podrian definir con mas exactitud sus
valores y obtener mejores resultados que los reportados en el estado del arte.

Entre estos algoritmos se encuentran MOS [7], DECC-G [8] e IHDELS [9] que fueron
los algoritmos que presentaron mejores resultados en la competencia de
optimizacion continua a gran escala en el 2015 |IEEE CEC (Congress on
Evolutionary Computation), donde se tienen en cuenta problemas continuos de
1000 y mas dimensiones y funciones unimodales, multimodales, separables y no
separables. Algunos de estos algoritmos ademas han sido recientemente utilizados
en el programa de ingenieria de sistemas de la Universidad del Cauca, para la
calibracion de modelos de trafico vehicular obteniendo excelentes resultados [10].

Considerando que el algoritmo propuesto en [4] mejora ostensiblemente los
resultados de una SLFN entrenada con ELM, pero que es un algoritmo sencillo que
no ha sido concebido para trabajar en alta dimensionalidad, en este proyecto se
consideré que usar los algoritmos meta heuristicos MOS, DECC-G e IHDELS
especializados en problemas de alta dimensionalidad y que han sido probados en
diferentes paisajes de las funciones de optimizacion se podrian obtener resultados
de entrenamiento superiores a los reportados en el estado del arte, y asi obtener
modelos de clasificacion y regresiéon mas exactos en la prediccion de cada una de
las areas de aplicacion.

Con lo anterior, en este proyecto se definid la siguiente pregunta de investigacion:
¢En qué medida el uso de los algoritmos meta-heuristicos disefiados para
problemas continuos de alta dimensionalidad MOS, DECC-G e IHDELS en el
proceso de definicion de los pesos de entrada en una SLFN entrenada con ELM
permite obtener mejores resultados en problemas de clasificacion o regresion o
reducir el tiempo de aprendizaje en comparacion con los métodos del estado del
arte?

1.2 APORTES DEL PROYECTO

Desde un punto de vista investigativo, las contribuciones de este proyecto estan
enfocadas en generar nuevo conocimiento en el area de la optimizacion del
entrenamiento de redes neuronales SLFN que usan ELM, utilizando la meta-
heuristica IHDELS especializada en alta dimensionalidad que arrojo los mejores
resultados en comparacion con las meta-heuristicas MOS, DECC-G y el algoritmo
M-ELM. Este aporte se hace teniendo en cuenta que no se encontré ningun reporte
de algoritmos de optimizacion para alta dimensionalidad enfocados al
entrenamiento de redes neuronales mediante ELM, en las bases de datos de IEEE,
ScienceDirect y Springer Link; y que el No-Free Lunch Theorem [11] establece que
dado un tipo de problema de optimizacion especifico, no se puede saber cual es la
mejor meta-heuristica de optimizacion para abordarlo, estas deben ser evaluadas y
comparadas experimentalmente.

Desde la perspectiva de innovacion, en el proyecto se implementaron las meta-
heuristicas de optimizacién para alta dimensionalidad MOS, DECC-G e IHDELS en
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un framework que permita el entrenamiento de SLFN que usan ELM. Este producto
gueda a disposicion de la comunidad académica, cientifica e industrial, con lo que
se espera que se pueda usar en diversos problemas de optimizacion de la vida real.

1.3 OBJETIVOS

A continuacion, se presentan los objetivos del proyecto conforme fueron aprobados
por el Consejo de la Facultad de Ingenieria Electrénica y Telecomunicaciones de la
Universidad del Cauca en el documento del anteproyecto.

1.3.1 Objetivo general

Definir la mejor meta heuristica de optimizacion mono-objetivo disefiada para
resolver problemas continuos de alta dimensionalidad (MOS, DECC-G e IHDELS)
que logra los mejores resultados en exactitud y/o tiempo en el entrenamiento de una
maquina de aprendizaje extremo.

1.3.2 Objetivos especificos

e Definir la linea base de comparacion del trabajo investigativo, contemplando los
algoritmos con mejores resultados en el entrenamiento de una ELM reportados
en el estado del arte, su implementacion, las métricas y problemas de
clasificacion y regresion con los que la comunidad académica realiza la
comparacion.

e Adaptar las meta-heuristicas seleccionadas (MOS, DECC-G e IHDELS) al
proceso de entrenamiento de una maquina de aprendizaje extremo,
implementarlas y probarlas en problemas de clasificacion y regresion.

e Evaluar el desempeno del entrenamiento de una ELM basado en los ftres
algoritmos meta-heuristicos y realizar un analisis comparativo de los resultados
obtenidos frente a la linea base soportando dicho analisis con las pruebas
estadisticas no paramétricas de Wilcoxon y Friedman.

1.4 RESULTADOS OBTENIDOS

A continuacion, se presenta un resumen de los resultados mas destacados que se
obtuvieron en este trabajo de grado:

* Monografia de trabajo de grado: Se refiere al presente documento el cual
presenta el estado del arte del problema y realiza una descripcion de los
algoritmos utilizados. Plantea la adaptacion realizada al problema como un
problema de optimizacion, presenta la integracion de los algoritmos
implementados y el problema de entrenamiento de redes neuronales con ELM
al framework JMetal. Por ultimo, expone los resultados obtenidos de la
implementacion de los algoritmos y su comparaciéon con los algoritmos
encontrados en el estado del arte.

= Aplicaciéon software: Modulo en el framework JMetal de Java para el
entrenamiento de una SLFN usando una maquina de aprendizaje extremo y los
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problemas implementados, asi mismo se incorpor6 al médulo de algoritmos en
JMetal los algoritmos IHDELS, MOS y DECC-G, los cuales fueron
implementados con el objetivo de poder optimizar un sin numero de problemas
siempre y cuando se encuentren definidos bajo ciertos parametros.

= Articulo: un articulo de la presente monografia que se espera publicar en evento
internacional. Ver ANEXO II.

1.5 ORGANIZACION DEL DOCUMENTO

A continuacion, se introducen los temas que se tratan en cada uno de los capitulos
del resto del documento.

Capitulo 2: Contexto tedrico y estado del arte. En este capitulo se presentan los
conceptos necesarios para la comprension del entrenamiento de una SLFN
mediante el algoritmo ELM y algunos algoritmos sobresalientes en la optimizacidn
del entrenamiento usando ELM.

Capitulo 3: Propuesta. Este capitulo explica la representacion del individuo y cémo
fueron utilizados los modelos de validacion dentro de la optimizacién. Ademas, las
modificaciones realizadas y la integracion de los algoritmos DECC-G, IHDELS y
MOS al framework JMetal.

Capitulo 4: Experimentacion. Este capitulo muestra las métricas utilizadas en el
afinamiento de parametros de las meta-heuristicas y las pruebas realizadas para
seleccionar el mejor conjunto de valores para su ejecucion. También, los resultados
obtenidos en la ejecucion con los conjuntos de datos de regresion y de clasificacion
en los dos modelos de validacion y un analisis estadistico usando las pruebas no
paramétricas de Wilcoxon y Friedman.

Capitulo 5: Conclusiones y trabajos futuros. En este capitulo se presentan las
conclusiones obtenidas a partir de los resultados de los experimentos. Ademas, los
trabajos futuros en la linea de investigacion.

Por ultimo, se presentan enumeradas todas las referencias bibliograficas utilizadas
en el desarrollo del presente trabajo de grado.
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Capitulo 2

2. CONTEXTO TEORICO Y ESTADO DEL ARTE

2.1 CONTEXTO TEORICO

La presente seccion del documento centra su atencion en exhibir los conceptos mas
significativos relacionados con el presente proyecto de investigacion, con la
intencidn de proveer claridad en la tematica aqui abordada; para mayor detalle de
estos se recomienda recurrir a las citas bibliograficas presentadas a través del
capitulo.

2.1.1 Redes neuronales de propagacion hacia delante

Las redes neuronales de propagacion hacia delante (Feedforward Neural Networks,
FNN) son un tipo de redes neuronales artificiales que topolégicamente no tienen
caminos cerrados [12], es decir, no existen ciclos en sus conexiones y consisten de
un numero de neuronas simples como unidades de procesamiento organizadas en
capas [13]. Una FNN se caracteriza por tener una capa de entrada, una o varias
capas ocultas y una capa de salida. Las neuronas en la capa de entrada no tienen
conexiones hacia ellas, las neuronas en la capa de salida no tiene conexiones
salientes de ellas [12], como se muestra en la Figura 1. La informacion se mueve
en una sola direccion desde las neuronas de la capa de entrada, a través de las
neuronas de las capas ocultas (si existen) hasta las neuronas de la capa de salida,
las neuronas estan unicamente conectadas hacia delante, no existen conexiones
hacia atras, por consiguiente no existe retroalimentacion entre las capas [13].

entrada Capa(s) oculta(s) Capa de salida

Figura 1 Representacion de una FNN.

Una FNN es un algoritmo de clasificacion o regresion inspirado en la biologia, todas
las neuronas de una capa estan conectadas con todas las neuronas de la capa
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contigua, estas conexiones no son iguales, cada conexion puede tener un peso
diferente; estos pesos codifican el conocimiento de la red neuronal [13].

2.1.1.1 Estructura de una FNN

Una FNN puede construirse de diferentes maneras, generalmente el usuario decide
la cantidad de neuronas en la capa de entrada (basado en los datos de entrada del
problema a resolver), la cantidad de neuronas en la capa de salida (basado en el
numero de clases del problema de clasificacion o una si es un problema de
regresion), el numero de capas ocultas y la cantidad de neuronas en cada una de
las capas ocultas. Existen algunas reglas para tomar adecuadamente estas
decisiones [13].

= Capa de entrada es el conducto por el cual se le presenta un patron a la red
neuronal, esta representa las condiciones para la cuales se lleva a cabo el
entrenamiento de la red neuronal. Cada neurona de la capa de entrada
representa una variable independiente que tiene una influencia sobre la salida
de la red neuronal [13].

= Capa de salida presenta un patron de salida el cual esta directamente
relacionado con la capa de entrada. El numero de neuronas en la capa de salida
debera estar relacionado con el tipo de trabajo de la red neuronal. Si la red
neuronal va a realizar una clasificacion en grupos, es recomendable tener una
neurona en la capa de salida por cada grupo a clasificar. Si la red neuronal va a
realizar la reduccion del ruido en una sefal entonces es probable que el numero
de neuronas en la capa de entrada coincida con el numero de neurona en la
capa de salida [13].

= Existen dos decisiones importantes a tomar alrededor de las capas ocultas: 1)
el numero de capas ocultas y 2) la cantidad de neuronas en cada capa oculta.
Una FNN con dos capas ocultas puede representar funciones con casi cualquier
forma, sin embargo, es dificil encontrar problemas que requieran dos capas
ocultas. Mas aun para muchos problemas practicos no existe razon alguna para
utilizar mas de una capa oculta [13]. En la Tabla 1 se presenta un resumen de
las diferencias que existen de acuerdo con el numero de capas ocultas.
Hay que mencionar ademas que el numero de neuronas en las capas ocultas es
una decision de gran importancia, la clave para la eficacia de una red multicapa
es que las neuronas en las capas ocultas aprendan a representar las variables
de entrada de una manera dependiente a la tarea [14], dado que estas capas
tienen una tremenda influencia en la salida de la red; tener pocas neuronas en
las capas ocultas puede ocasionar problemas en la deteccion de sefales en
datos de entrenamiento complejos, por otro lado tener muchas neuronas en las
capas ocultas incrementa el tiempo de entrenamiento y puede llevar a un
sobreajuste (overfitting), que ocurre cuando la red tiene una capacidad de
procesamiento tan alta que los datos de entrenamiento no son suficientes para
entrenar todas las neuronas de la capa oculta [13].
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Tabla 1. Resumen de resultados de una FNN segun el numero de capas ocultas.

Adaptado de [13]
Numero de | Resultados
capas ocultas
0 Representa funciones linealmente separables o decisiones
1 Aproxima arbitrariamente cualquier funcion que contenga una
asignacion continua de un espacio finito a otro.

2.1.1.2 Aplicaciones de las FNN

Las FNN tienen grandes aplicaciones en problemas del mundo real, siendo exitosas
en diferentes industrias gracias a que destacan por la identificacion de patrones o
tendencias en los datos lo cual las hace adecuadas para predicciones o prondsticos
como: prediccion de ventas, control de procesos, investigacion de clientes, gestion
de riesgos y marketing de objetivos. Las FNN también son un area de investigacion
llamativa en la medicina, se espera que tengan una amplia aplicacion en sistema
biomédicos en los proximos afos [13].

2.1.2 Algoritmo de propagacion hacia atras

El algoritmo de propagacion hacia atras (Backpropagation, BP) es uno de los
meétodos de entrenamiento de redes neuronales con mas popularidad, gracias a su
sencillez, la idea principal radica en definir una funcién de error y utilizar el descenso
del gradiente para encontrar el conjunto de pesos que optimiza una tarea especifica
[14].

El algoritmo BP es el mas comunmente implementado como procedimiento de
entrenamiento de las FNN, su objetivo es proveer un mecanismo que permita
actualizar los pesos de la red neuronal con base en la minimizacién del error,
usualmente se utiliza el descenso del gradiente. El error es definido como lo expresa
la Ecuacioén 1 [13].

1
E@) =5 ) (ta—00)?

deD

Ecuacion 1 Definicion del error en BP.

Donde d es un registro de los datos de entrenamiento D, t; es la salida esperada y
04 €s la salida de la red neuronal, finalmente w es el vector de pesos. El periodo de
aprendizaje depende del tamario de la FNN, los datos de entrenamiento, el numero
de patrones a aprender, el numero de épocas y el minimo error tolerable [13].

2.1.3 Maquina de aprendizaje extremo

Una maquina de aprendizaje extremo (Extreme Learning Machine, ELM) es un
algoritmo de entrenamiento utilizada solamente para las FNN con una unica capa
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intermedia conocidas como SLFN (Single-Hidden Layer Feedforward Network). En
una SLFN, los pesos entre las neuronas de entrada, el numero de neuronas en la
capa oculta y los sesgos de las neuronas de la capa oculta se inician aleatoriamente
(independientemente de los datos de entrenamiento) y luego el valor de los pesos
de la capa oculta a la capa de salida se calculan analiticamente basado en la seudo-
inversa de Moorse-Penrose [5]. La principal ventaja de entrenar un SLFN con ELM
es la velocidad del aprendizaje, la cual evita el proceso iterativo que se da con el
backpropagation [5].

2.1.3.1 Funcionamiento de una ELM
El modelo de entrenamiento basado en ELM se define a continuacion:
e Definir datos de entrenamiento

Definir los datos de entrada X y los datos de salida Y de la red neuronal, para asi
mismo establecer la cantidad de neuronas en la capa de entrada y la capa de salida,
correspondientemente.

X11 X12 . X1k X1j

Xp1 Xz e Xk X2
X = . . . . = [x1 xZ e xk]'xj = .

xm1 xmz e xmk xm]

Donde k es la cantidad de registros de entrenamiento, mientras que m corresponde
a la cantidad de atributos de los datos de entrenamiento; es decir cada columna x;
representa un registro de los datos de entrenamiento.

Y11 Y12 - Vik
Yu V2o - Vi

Donde [ corresponde al total de clasificaciones posibles de los datos de
entrenamiento, es decir cada columna representa la salida de un registro de los
datos de entrenamiento, por otro lado, cada fila representa una clasificacion, el valor
1 se ubica exactamente una vez por cada columna y se asigna en la fila a la cual
corresponda la clasificacion de dicho registro en los datos de entrenamiento, el resto
de los valores en una columna corresponderan al valor de -1. Para problemas de
regresion Y es un arreglo donde cada columna representa el valor esperado de
salida.

Una vez definidos los datos de entrenamiento se puede definir la SLFN que se
utilizara como clasificador, la cantidad de neuronas en la capa de entrada y la capa
de salida como se observa en la Figura 2.
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Figura 2 Definicion de una SLFN.

La cantidad de neuronas en la capa de entrada coincide con la cantidad de atributos
de los datos de entrada e igualmente la cantidad de neuronas en la capa de salida
corresponde con la cantidad total de clasificaciones, por otra parte la cantidad de
neuronas en la capa oculta es un valor que se toma de manera arbitraria, existen
algoritmos como Self Adaptative ELM [15], que busca la cantidad adecuada de
neuronas en la capa oculta para construir redes neuronales 6ptimas. Toma valores
aleatorios en los parametros de entrada y explora cual es la cantidad de neuronas
en la capa oculta que consigue que el desempefio de la red neuronal se optimice.

o Definir pesos de entrada y sesgos

Los pesos de entrada son definidos con valores aleatorios, representados en la
matriz w donde w;; es el peso entre la neurona i de la capa oculta y la neurona j de

la capa de entrada donde Vi = {1,2,...,h} Aj = {1,2,...,m}.

w11 Wiz -t Wiy w1
W31 W3y *° Waym w>

w = . . . . = : 'wl = [wll wlz . (Ulm]
Wpy Wpz - Wpy Wp

El vector de sesgos de la capa oculta se define como b, igualmente con valores
aleatorios, donde cada fila hace referencia al sesgo de la i-esima neurona de la

capa oculta.
b
I
b.h
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¢ Definir la funcién de activacidon de la capa oculta

Se define a g(x) como la funcién de activacion de la capa oculta, donde x € R. El
presente trabajo utiliz6 como funcién de activacion a la sigmoidal ver Ecuacion 2.
1

10 e )

Ecuacién 2 Funcién sigmoidal.

e Calcular la matriz de salida de la capa oculta

La matriz de salida de la capa oculta H se calcula con base a la cantidad de datos
de entrenamiento y los pesos de entrada. En H, cada columna representa la
multiplicacion de los pesos de entrada de la i-esima neurona de la capa oculta con
las neuronas de la capa de entrada mas el sesgo de la correspondiente neurona
oculta, ver Ecuacioén 3.

g(wixqs + b)) g(wyxy +by) ... g(wpxy + by)
o= g(a)lx.2 + by) g(a)zx.2 +by) .. g(a)hx.2 + by)
g(wixg +by) g(wyxy +by) ... g(wpxy + by)

Ecuacion 3 Matriz de salida de la capa oculta.

e Calcular los pesos de salida

Los pesos de salida 3 (pesos entre la capa oculta y la capa de salida) se calculan
como se especifica en la Ecuacion 4, donde H* es la inversa generalizada de
Moore-Penrose de Hy YT es la transpuesta de Y, donde g;;, representa el peso entre
la neurona i de la capa oculta y la neurona k de la capa de salidaVvi = {1,2,...,h} A
k={12,..,1}.

ﬁll ﬁlZ ﬁll
ﬁ: H+YT:: ﬁZl ﬁZZ ﬁZl
Bui Bz P

Ecuacion 4 Pesos de salida.

e Calcular la salida de la SLFN

La salida de la red neuronal esta denotada por T usando la Ecuacién 5 donde cada
columna j representa la salida de un registro de entrenamiento y cada fila
corresponde al total de clasificaciones posibles de los datos de entrenamiento. Por
cada columna se identifica en cual fila se encuentra el mayor valor y dicha fila sera
la clasificacion del j-esimo registro de entrenamiento.
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Ecuacion 5 Salida de la SLFN.

e Calcular la exactitud de salida de la SLFN

Para conocer la exactitud de la SLFN en problemas de clasificacion, T y Y son
contrastados, lo que implica verificar por cada columna que el mayor valor
corresponda a la misma fila tanto en T como en Y, es decir que la clasificacion de
cada registro de entrenamiento (el cual esta descrito en Y) sea el mismo que predijo
la red neuronal. Cada acierto es contado y al finalizar se calcula el promedio entre
aciertos sobre el total de registros de entrenamiento como se especifica en la
Ecuacioén 6.

aciertos
k

Ecuacion 6 Calculo de la exactitud de la SLFN.

exactitud =

Para calcular la exactitud en problemas de regresion, se comparan T y Y, se calcula
el error cuadratico medio entre la salida esperada y la salida de la red neuronal.

2.1.4 Algoritmos meta-heuristicos

Los algoritmos meta-heuristicos son métodos para encontrar soluciones optimas
con un costo computacional razonable, para encontrar soluciones optimas a un
problema complejo, es decir, en un problema donde el espacio de busqueda crece
exponencialmente, el objetivo es encontrar una solucion viable en un periodo de
tiempo aceptable [16], pero no existe garantia de que la mejor solucion (solucion
optima global) sea encontrada [17].

Una meta-heuristica se basa en dos conceptos importantes que son la
diversificacion y la intensificacion. El proceso de diversificacion se encarga de
generar varias soluciones explorando el espacio de busqueda global y
seleccionando la mejor solucion o varias de las mejores soluciones encontradas,
por otro lado la intensificacion se especializa en la busqueda de soluciones
candidatas en una region local aprovechandose del hecho que se ha encontrado
una buena solucién en dicha region [18].

Los algoritmos meta-heuristicos pueden ser clasificados de diversas maneras, entre
ellas: basados en poblaciones, los cuales utilizan varios individuos durante su
ejecucion o basados en trayectorias, donde se utiliza un unico individuo que se
mueve sobre el espacio de busqueda.

2.1.5 DECC-G

Coevolucion Cooperativa basada en Evolucion Diferencial (DECC-G, por sus siglas
en inglés) [8] es un algoritmo especializado en optimizacion de problemas de alta
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dimensionalidad que utiliza la coevoluciébn cooperativa para conseguir una
descomposicion del problema original en sub-problemas denominados
subcomponentes.

DECC-G se caracteriza por generar subcomponentes aleatoriamente en cada
iteracion aumentando la probabilidad de optimizar las variables que interactuan
entre si.

2.1.51 Coevolucion Cooperativa

La coevolucion cooperativa (CC) [19] es un marco de trabajo enfocado en la division
de un problema y la optimizacién de cada parte de este por separado. Aprovecha la
rapida convergencia de los algoritmos evolutivos en pequefia cantidad de
dimensiones, comunmente entre 100 y 1000 dimensiones. Para cumplir su objetivo
utiliza dos estrategias, que son: Optimizacion de subcomponentes, que optimiza
todos los subcomponentes de manera individual y la co-adaptacion que escoge
genes de varios subcomponentes de manera aleatoria y los evoluciona,
aumentando la probabilidad de optimizar genes que estén relacionados.

2.1.5.2 SaNSDE

Evolucién diferencial con busqueda auto-adaptativa de vecindario [20], SaNSDE, es
una mejora aplicada al algoritmo clasico de evolucion diferencial aplicando una
estrategia de busqueda de vecindario y adaptacion de los valores de tasa de cruce
y factor de escala cada vez que se obtiene una nueva generacion, ademas utiliza
varias técnicas para la mutacion, seleccionandolas conforme a los resultados
obtenidos en la poblacion anterior, realizando una exploracion mas variada del
espacio de busqueda.

Los nuevos valores de la tasa de cruce se obtienen dependiendo de las
caracteristicas de la generacion anterior y los nuevos valores para el factor de
escala se obtienen mediante un valor aleatorio que determina si utiliza una
distribucion Gaussiana o de Cauchy [20].

2153 DE

Evolucion diferencial (Differential Evolution, DE) [21], es un algoritmo evolutivo que
parte de una poblacion aleatoria con la que intenta abarcar la mayor cobertura del
espacio de busqueda, su caracteristica principal es su proceso de mutacion donde
se afnade la diferencia de pesos entre dos individuos a un tercero. Los individuos
mutados son sometidos a un proceso de cruce y un proceso de seleccion con el
correspondiente individuo de la generacidbn anterior para producir un
desplazamiento [8].

2.1.6 MOS

El muestreo multiple de descendientes, MOS [7] es un framework para el desarrollo
de algoritmos evolutivos dinamicos, exitoso por combinar diferentes tipo de técnicas
en problemas de optimizacién continua. El concepto de técnica se refiere a un
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mecanismo desacoplado del algoritmo principal para generar nuevos individuos, se
utilizan simultaneamente y es MOS el encargado de seleccionar entre las técnicas
disponibles cual es la mas apropiada de acuerdo al problema y al espacio de
busqueda [7].

MOS originalmente utiliza para la experimentacion como técnicas a: Solis and Wets
[22][21] y la busqueda local 1 de trayectorias multiple para la optimizacion global a
gran escala (MTS-LS1, Multiple trajectory search for large scale global optimization)
[23], estos mismas seran utilizadas en el presente trabajo de investigacion, sin
embargo MOS puede trabajar con cualquier algoritmo y con una cantidad
indeterminada de técnicas.

2.1.6.1 Solis and Wets

El algoritmo Solis and Wets [22] es un algoritmo de ascenso a la colina (o Hill
Climbing) que utiliza un paso adaptativo de acuerdo a las fallas y éxitos obtenidos
durante la ejecucion, su funcionamiento consiste en iniciar con una solucion
aleatoria y generar un vecindario alrededor de esta utilizando un vector de sesgos
y un vector de desviacion.

Este algoritmo realiza un paso adaptativo dependiendo de los fallos y aciertos de
las ejecuciones previas. Los valores de los genes de las soluciones obtenidas en el
vecindario son generados mediante una distribucion gaussiana con media cero (0)
y desviacion estandar variable, si realiza mas de dos aciertos (mejora del mejor) la
desviacion estandar para la generacion del nuevo vecindario se duplica, por el
contrario si falla mas de una vez (no mejora al mejor) la desviacion estandar para la
generacion del nuevo vecindario se reduce a la mitad [22].

21.6.2 MTS-LS1

MTS-LS1 es un algoritmo poblacional que implementa la busqueda local 1 de [23],
haciendo uso de arreglos ortogonales simulados (Simulated orthogonal array, SOA)
en la creacion de su poblacién inicial para distribuirla de forma uniforme sobre el
espacio de soluciones [23].

La busqueda local 1 de MTS recorre aleatoriamente las variables de cada individuo
y realiza modificaciones sobre estas de acuerdo a un rango de busqueda
establecido. El rango de busqueda parte inicialmente de la mitad del rango de cada
variable.

2.1.7 IHDELS

IHDELS (lterative Hybrid Differential Evolution with Local Search) es una hibridacion
iterativa del algoritmo de evolucién diferencial que integra busqueda local y aplica
reinicios, disefiado para resolver problemas de alta dimensionalidad. Es un
algoritmo que combina de manera iterativa un algoritmo basado en evolucion
diferencial (DE) y utiliza como factor de explotacion métodos de busqueda local (BL)

9.
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IHDELS ejecuta en cada iteracion el algoritmo SaDE y un método de BL con el
objetivo de que se complementen, la BL se selecciona segun la calidad de los
individuos que produjo en su ultima ejecucion; al ejecutar SaDE o una BL sus
parametros adaptativos inician con los valores de su ultima ejecucion, cuando no se
detecta una mejora significativa se aplica un mecanismo de reinicio segun sea el
caso.

IHDELS utiliza originalmente como BL al algoritmo MTS-LS1 (descrito en la seccion
2.1.6.2) y L-BFGS-B, pese a esto puede utilizar otros algoritmos de busqueda local.

21.71 L-BFGS-B

El algoritmo de memoria limitado BFGS con restricciones, es un algoritmo iterativo
cuasi-newton que utiliza memoria limitada para problemas de alta dimensionalidad,
tiene restricciones de la forma [; < x; < u; para cada variable de una solucion. L-
BFGS-B se basa en el método del gradiente y utiliza memoria limitada denotada
como By, para el calculo de la matriz Hessiana en el punto x;, consiguiendo que el
costo computacional de una iteracién del algoritmo se mantenga de orden n [24].
En cada iteracion las fases transcendentales del algoritmo son el calculo
generalizado del punto de Cauchy y la minimizacién del sub-espacio [25].

Dado que el calculo del gradiente implica el consumo de altas evaluaciones de la
funcién objetivo, este algoritmo no fue utilizado en el presente trabajo y se sustituyé
por el algoritmo de ascenso a la colina.

2.1.7.2 Ascenso alacolina

El algoritmo de ascenso a la colina, también conocido como Hill Climbing, es un
algoritmo de busqueda local relacionado con el ascenso del gradiente pero que no
implica conocer las derivadas o la matriz Hessiana. Evalua nuevos individuos en el
vecindario del individuo actual y se mueve a uno nuevo si este es mejor que el
actual, permitiendo alcanzar un 6ptimo local [26]. La busqueda en el vecindario se
realiza haciendo alteraciones (mutaciones) en las variables del individuo para
obtener una nueva solucion.

2.1.8 JMetal

JMetal [27] es un framework especializado en algoritmos meta-heuristicos,
desarrollado en java, por el departamento de ciencias de la computacion de la
Universidad de Malaga. Su fortaleza radica en su flexibilidad y extensibilidad
permitiendo que el problema y el algoritmo se encuentran desacoplados, de modo
que un algoritmo es capaz de resolver cualquier problema (siempre y cuando
cumpla con ciertas restricciones propias del framework). La version 5.2 de JMetal
se compone de 4 modulos:

e jmetal-core: Define la estructura principal para el desarrollo de meta-heuristicas.
La Figura 3 resume a brevedad como se define un algoritmo, problema y
solucién en el framework, Jmetal define como objetivos los resultados de la
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evaluacion de una solucion, en caso de ser un problema mono-objetivo la lista
de objetivos unicamente tendra un valor. Las variables son los diferentes valores
que representan a un individuo solucion. Los atributos son un conjunto de
valores adicionales propios del individuo como solucién de un problema en
particular y las restricciones dependiendo del tipo de problema definen cuales
son los valores validos de cada variable de una solucion.

jmetal-algorithm: Contiene todas las meta-heuristicas definidas dentro de
JMetal, tanto algoritmos multi-objetivos como mono-objetivos.

jmetal-problem: Comprende los problemas definidos dentro de JMetal.
jmetal-exec: Define la ejecucion de experimentos o ejecuciones simples de los
diferentes algoritmos y problemas en el framework.

La integracion de nuevos algoritmos y problemas se facilita gracias a la estructura
con la cual fue concebido. Un algoritmo se define usualmente para resolver un tipo
de problema, por ejemplo, problemas de valores enteros, binarios o decimales,
siendo esta la principal restriccion sobre la cual debe definirse un problema para
que un algoritmo lo pueda abordar.

Algorithm

+run(): void
+getResult(): Result

+50lves

«Interface»

«Interface» Solution
Problem
+copy(): Solution

+evaluate(solution: Solution): void +setObjective(index: int, value: double): void
+createSolution(): Solution +belongs +getObjective(index: int): double
+getNumberOfVariables(): int +getVariableValue(index: int): T
+getNumberOfObjectives(): int +setVariableValue(index: int, value: T): void
+getNumberOfConstraints(): int +getNumberOfVariables(): int

+getNumberOfObjectives(): int

Figura 3 Arquitectura de JMetal para la definicion de un algoritmo y un problema.

2.2 ESTADO DEL ARTE

La revision de la literatura sefala que para mejorar el rendimiento de una ELM se
han propuesto diferentes métodos, los cuales se encuentran en una de las
siguientes categorias [4]:

Enfoques no evolutivos: presentan un buen desempefio sin embargo los
parametros de entrada continuan siendo asignados aleatoriamente, como
consecuencia la exactitud en la clasificacion es baja.
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e Enfoques meta-heuristicos: son métodos de optimizacién inspirados en la
naturaleza (la mayoria de ellos) y se caracterizan por trabajar con una poblacion
de individuos a quienes se les aplican diferentes operaciones, por ejemplo, en
los algoritmos genéticos, las operaciones de cruce, mutacion y seleccion.

A continuacién, se presentan los trabajos previos mas relevantes para el presente
proyecto y que se encuentran en el enfoque meta-heuristico.

ELM Evolutivo (E-ELM): E-ELM es un enfoque hibrido propuesto en [28] en el
2005, el cual utiliza evolucién diferencial (meta-heuristica conocido por su eficiencia
en la localizacion de optimos globales) para la exploracion de los pesos 6ptimos de
entrada y los sesgos de la capa oculta, finalmente para el calculo analitico de los
pesos de salida utiliza la pseudoinversa de Moore-Penrose. E-ELM crea una
poblacidén con pesos y sesgos asignados aleatoriamente, después realiza el calculo
de los pesos de salida y determina la aptitud (fithess) de cada individuo por medio
de una funcion de costo; posteriormente se realiza la mutacion, cruce y seleccion
de los individuos, obteniendo asi una nueva poblacion que se evalua y segun su
aptitud puede remplazar individuos de la poblacion actual. El proceso se lleva a
cabo hasta que se cumple una de las condiciones de parada y el mejor individuo es
retornado. E-ELM no requiere que la funcion de activacion sea diferenciable y
generalmente logra un mayor rendimiento comparado con algoritmos como BP,
GALS [29] y ELM tradicional.

Optimizacién por enjambre de particulas ELM (PSO-ELM): PSO-ELM descrito
en [30] y presentado en el 2006; es un algoritmo hibrido que utiliza optimizacion por
enjambre de particulas (Particle swarm optimization, PSO) para optimizar los pesos
de entrada y los sesgos de la capa oculta y finalmente calcula los pesos de salida
como lo hace tradicionalmente ELM. PSO-ELM permite que el aprendizaje de una
red neuronal se dé en menor tiempo y al igual que el trabajo previo evita la
restriccion sobre la funcién de activacion en la capa oculta.

Ensamble ELM (EN-ELM): EN-ELM encontrado en [31] y presentado en 2010,
utiliza validacién cruzada sobre los datos de entrenamiento para evitar el
sobreajuste de los parametros, esto extiende el numero de predictores en el
ensamblado y garantiza estabilidad y una mejor toma de decisiones. El ensamble
se realiza tomando los pesos que estan disponibles para cada clasificador del ELM
después del entrenamiento. Estos pesos se normalizan mediante la norma de
Frobenius, los cuales se ordenan de manera ascendente, la primera mitad de estos
pesos se utilizan para tomar decisiones.

Algoritmo genético codificado en numeros enteros y optimizacion de
enjambre de particulas junto con la maquina de aprendizaje extremo (ICGA-
PSO-ELM): Presentado en 2011 [32], utiliza una combinacion de un algoritmo
genético y el algoritmo de enjambre de particulas acoplados a una ELM para la
clasificacion de cancer. El algoritmo utiliza un algoritmo genético codificado en
numeros enteros (ICGA) para seleccionar genes que seran los datos de entrada,
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estos genes se toman de todo el conjunto de datos de entrada, los mejores genes
son usados para entrenar la red neuronal mediante el algoritmo PSO-ELM que
optimiza los pesos de entrada y el numero de neuronas en la capa oculta con el gen
de datos de entrada obtenido por el ICGA.

Optimizaciéon basada en grupos para ELM (GSO-ELM): Es un ELM evolutivo
basado en una meta-heuristica denominada optimizacion de busqueda de grupos
(Group Search Optimization) propuesta en 2011 [33]. GSO se basa en el
comportamiento social de algunos grupos de animales para optimizar los pesos de
entrada y los sesgos de la capa oculta. En este trabajo se utilizaron dos estrategias:
la primera creando soluciones y la segunda obteniéndolas de tomar recursos
descubiertos por otros. El algoritmo GSO-ELM mostré resultados por encima de
todos sus competidores en conjuntos de datos reales.

Busqueda arménica (Harmony Search, HS) para ELM en prediccién de series
de tiempo hidrolégicas (HS-ELM): El algoritmo HS-ELM fue propuesto en 2012
[34] y define una manera de usar HS junto al algoritmo de entrenamiento ELM para
optimizar el numero de neuronas de la capa oculta, asi como también los pesos
entre las conexiones de las neuronas de la capa de entrada y la capa oculta. HS-
ELM es utilizado para prevision de revisiones en plantas hidrologicas con resultados
prometedores.

Evolucionando ELM con seleccién adaptativa de operadores y control de
parametros (Evo-ELM): Evo-ELM se presentdé en 2013 [35] y es un algoritmo
hibrido entre una variante de evolucion diferencial y ELM que permite optimizar los
parametros de entrada de una red neuronal. La variante del algoritmo de evolucion
diferencial selecciona el operador adecuado para la generacién de descendientes y
ajusta dinamicamente los parametros de control.

ELM basado en PSO y estrategias de agrupamiento o clustering (CPSOS-
ELM): CPSOS-ELM presentado en [36] en el aino 2013, es un enfoque evolutivo
hibrido que utiliza PSO como busqueda global con un método de agrupacion para
optimizar los pesos de entrada y los sesgos de la capa oculta. Utiliza un operador
para mejorar el desempefio de PSO y la velocidad de convergencia. CPSOS-ELM
demostrd obtener mejores resultados de rendimiento en clasificacién que el ELM
original en 3 de los 4 conjuntos de datos estudiados.

Evolucion diferencial para ELM (DE-ELM): DE-ELM es un algoritmo de
optimizacién evolutivo propuesto en 2014 [37] que utiliza validacion cruzada para
determinar los pesos de entrada 6ptimos de una ELM. En este trabajo se propone
un meétodo de clasificacion eficiente para imagenes espectrales basado en ELM. El
algoritmo de evolucion diferencial (DE) se utiliza para resolver el problema de
seleccidon de los pesos de entrada de una ELM. Los resultados del experimento
prueban que en la mayoria de los casos DE-ELM provee mayor exactitud de
clasificacion en relacion con los obtenidos por una maquina de soporte vectorial
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(Support Vector Machines, SVM), un clasificador reconocido por sus excelentes
resultados.

Busqueda armoénica diferencial auto adaptativa optimizada para ELM en
prediccion de series de tiempo financieras (SADHS-OELM): Este trabajo
propuesto también en 2014 [38] es un algoritmo de optimizacion que utiliza la
busqueda armonica (HS) para obtener mejores resultados en las SLFNs,
aprovechando la capacidad de generalizacion de las ELM junto con la capacidad de
aprendizaje global del algoritmo HS. Ha sido usado para la seleccion de los mejores
parametros de la capa oculta como son el sesgo de las neuronas de dicha capa y
el factor de regularizacion de los minimos cuadrados en el entrenamiento de una
SLFN mediante el algoritmo ELM. Fue aplicado en SLFNs de baja complejidad con
resultados prometedores.

ELM Memético (M-ELM): Este algoritmo fue propuesto mas recientemente en 2015
[4] e incorpora una busqueda local dentro de una busqueda global para obtener los
parametros Optimos de una red neuronal utilizando ELM. El algoritmo usa evolucién
diferencial para realizar la busqueda global en el espacio de soluciones y aplica
optimizacion local para explotar las zonas mas prometedoras. Este trabajo se
comparé contra ELM, EN-ELM, V-ELM, SaE-ELM y Evo-ELM y mostréo que sus
resultados en problemas de clasificacidn son mejores en términos de exactitud con
un tiempo de ejecucion competitivo, convirtiéndose en el método del estado del arte
para la definicion de pesos de la capa de entrada y sesgos de la capa oculta en una
SLFN que se entrena con ELM.
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Capitulo 3

3. PROPUESTA

3.1 INTRODUCCION

Este capitulo presenta la representacidén de un individuo solucion, las restricciones
de un individuo y finalmente la forma como fueron adaptados los tres algoritmos
meta-heuristicos para dar solucion al problema del entrenamiento de una SLFN
utilizando una ELM.

3.2 REPRESENTACION DE UN INDIVIDUO

Con base en lo descrito en la seccion 2.1.3 se desea representar los pesos de
entrada y sesgos de una SLFN, los cuales seran optimizados, para que a partir de
estos la ELM pueda calcular los pesos de salida y la salida de la red neuronal, en
otras palabras, se representara a w y b como parte de un individuo.

Una solucion sera representada por medio de un vector el cual almacena los valores
de los pesos de entrada y sesgos de la capa oculta como se muestra en la Figura
4. Se toman los pesos entre cada neurona de la capa oculta hacia las neuronas de
la capa de entrada y se adiciona el sesgo de la neurona de la capa oculta en
cuestion para representar una solucion del problema de la ELM. Los valores de un
individuo corresponden a valores decimales.

Wiy | Wiz | 0 | Wi | by | Wa1 | Wop | 0 | Wom | Dy | | Wpy | Whp |t | Wp | by

Figura 4 Representacion de un individuo

Incluir los valores de los sesgos entre los pesos de entrada o dejarlos todos al final
del vector no reporta un cambio significativo en la exactitud de los resultados [39].
Pero se toma la representacion presentada en Figura 4 ya que en ella quedan en
orden todos los pesos y sesgos de la neurona 1, luego de la neurona 2, y asi
sucesivamente con todas las neuronas de la capa oculta, dando mas orden vy
semantica al individuo.

3.3 RESTRICCIONES DE UN INDIVIDUO

La teoria de la ELM indica que los pesos de entrada y sesgos se conciben al generar
valores aleatorios con el rango de [ —1,1 ], por lo tanto, cada una de las variables
que representa un individuo debera adaptarse a dicho rango y los cambios sobre un
individuo deberan contemplar los valores maximos y minimos establecidos para su
correcta modificacion.

3.4 EVALUACION DE UN INDIVIDUO

La calidad de una solucion se evalua segun la exactitud obtenida durante el proceso
de entrenamiento. Si dos soluciones obtienen la misma exactitud, se decide cual de
las dos es mejor con base en la norma de Frobenius de los pesos de salida g, la
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cual fue utilizada en [40] para evaluar una solucién. Si una solucion tiene una norma
menor esa es mejor solucién. Este procedimiento se realizo solo para los algoritmos
DECC-G, MOS e IHDELS ya que el M-ELM no reporta el uso de la norma de
Frobenius durante la evaluacion de sus individuos.

Por otro lado, dado que existen problemas de clasificacion y de regresion la ELM
calcula la exactitud segun el tipo de problema; en el caso de problemas de
clasificacion se hace de acuerdo a la cantidad de aciertos obtenidos en el
entrenamiento como se expuso anteriormente en la Ecuacién 6, lo cual significa
que entre mayor sea el valor mejor sera una solucion. Para los problemas de
regresion una ELM calcula el error cuadratico medio entre la solucion esperada y la
computada por la red neuronal, y en este caso entre menor sea el valor obtenido
mejor es el resultado; con esto en mente se decidio unificar los problemas de
regresion y clasificacion para que en general entre mayor sea el valor obtenido
mejor sea la solucion (Maximizacion). Dicho esto, se configur6 la ELM
implementada para que al calcular la exactitud en problemas de regresion aplique
la Ecuacién 7, de la cual se obtienen valores entre (0,1].

1

exactitud = ——
1+ error

Ecuacién 7 Calculo de la exactitud en problemas de regresion.

Asi, la exactitud obtenida en problemas de regresion es un valor que entre mas se
aproxime a 1 indica que la red neuronal quedd mejor entrenada.

Se optd por tomar como parte de la funcidn objetivo la exactitud del entrenamiento,
dado que el trabajo M-ELM [4] asi lo reporta y se quiere realizar una comparacion
bajo las mismas condiciones.

3.5 CONJUNTOS DE DATOS

Los conjuntos de datos utilizados en el proyecto de investigacion se extrajeron del
repositorio de la Universidad de California en Irvine (UCI); la seleccion de los
conjuntos de datos de clasificacion se realizé teniendo en cuenta los presentados
en [4].

Los conjuntos de datos se procesaron para su uso dentro del proyecto, el cual
consistié en eliminar aquellos atributos que no eran necesarios para el aprendizaje
de la red neuronal, los valores categoricos se definieron como un numero entero y
los atributos se normalizaron entre los valores [-1, 1] excepto el atributo de clase.

Finalmente, cada conjunto de datos se dividi6 en dos archivos, uno para
entrenamiento y otro para pruebas, la divisidon se realizdé siguiendo la relacion
presentada en [4] que es aproximadamente 70% de las instancias para
entrenamiento y 30% de las instancias para pruebas; no se realizara un analisis de
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los conjuntos de datos en ningun subgrupo dado que en el presente trabajo se
propone realizar una comparacion bajo las mismas condiciones del trabajo [4].

El numero de instancias que se utilizaron para entrenamiento y pruebas de cada
conjunto de datos puede observarse en la Tabla 2y en |la Tabla 3.

Tabla 2. Division de los conjuntos de datos para problemas de clasificacion

Conjunto de datos | #Entrenamiento | #Pruebas
Banknote 922 450
Blood 500 248
Car 1152 576
Cardiotocography 1426 700
Chart 400 200
ClimateSimulation 324 216
Connectionist 138 70
Contraceptive 1000 473
Dermatology 244 122
Diabetes 576 192
Ecoli 224 112
Fertility 70 30
Glass 154 60
Haberman 204 102
Hayes 88 44
Hill 404 202
Indian 393 190
lonosphere 234 117
Iris 100 50
Knowledge 269 134
Leaf 230 110
Letter 15000 5000
Libras 260 100
Optdigits 3823 1797
Pen 7494 3498
Planning 109 73
QSARBiodegradation 705 350
Seeds 140 70
Shuttle 43500 14500
Spectf 179 90
Vertebral(2C) 210 100
Vertebral(3C) 210 100
Wdbc 379 190
Wilt 3226 1613
Wine 118 60
Wine(Red) 1066 533
Yeast 989 495
Zoo 70 31
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Tabla 3. Division de los conjuntos de datos para problemas de regresion

Conjunto de datos | #Entrenamiento | #Pruebas
AutoMpg 278 120
AutoPrice 111 48
BodyFat 176 76
Cpu 146 63
Housing 354 152
Sensory 403 173
Servo 116 51
Veteran 95 42

El esquema de cada uno de los archivos de entrenamiento y pruebas se caracteriza
por tener un registro en la primera linea del archivo que indique la cantidad de
instancias, la cantidad de atributos y el numero de clases, separadas entre si por un
espacio; los valores de la clase fueron ubicados al final de cada registro para facilitar
la manipulacién de los datos.

3.6 INTEGRACION CON EL FRAMEWORK JMETAL

Se definié dentro de JMetal un nuevo modulo denominado unicauca-ann el cual
enfoca sus esfuerzos en el problema de entrenamiento de SLFN usando ELM y se
espera que pueda abordar problematicas de las redes neuronales en general, de
alli su nombre (ANN, Artificial Neural Network).

3.6.1 Definicion del problema

El problema de entrenamiento de SLFN con ELM se definié de tipo Double, es decir,
las variables de una solucidn son representadas por medio de un arreglo que
contiene valores Double tal cual se expreso en la seccién 3.2.

El problema de la ELM, representado por la clase AbstractELMEvaluator como se
muestra en la Figura 5 es |la encargada de evaluar una solucion, para esto, debe
realizar su conversion apropiada a los correspondientes valores de los pesos de
entrada y los sesgo de una ELM, una vez estos se identifican se asignan
respectivamente a la ELM y esta se entrena, finalmente la exactitud obtenida en el
entrenamiento (la cual es calificada con valores entre 0 y 1, siendo 1 el valor mas
alto, donde todos los valores de entrenamiento fueron acertados) se asigna como
el objetivo de indice 0 (mono-objetivo) de la solucion estimada como lo indica la
Ecuacion 8; teniendo en cuenta que el problema fue definido como un problema de
maximizacion.

objective[0] = exactitud
Ecuacion 8 Evaluacion objetivo de una solucion.

El problema se encarga de gestionar los conjuntos de datos sobre los cuales se
realizan las evaluaciones, se manejan dos conjuntos de datos separados, uno sobre
el cual se realiza el entrenamiento denominado training_data_set, que utilizan los
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algoritmos para realizar la optimizacion de los pesos y sesgos de la red neuronal y
los datos de evaluacion testing data_set que se usan para conocer la exactitud que
obtiene la ELM una vez a terminado el proceso de optimizacién, precisando que
como se menciond previamente, entre los datos de entrenamiento y de evaluacion
no existe interseccion.

«Interface»
Problem AbstractGenericProblem

#numberOfVariables: int

+evaluate(solution: Solution): void <] #numberOfObijectives: int <}—_ -lowerLimit: List<Double>

+createSolution(): Solution S -upperLimit: List<Double>
+getNumberOfvariables(): int #numberOfConstraints: int

AbstractDoubleProblem

+getNumberOfObjectives(): int #name: String
+getNumberOfConstraints(): int
unicauca-ann /
ELM AbstractELMEvaluator
»accuracyf double #type: EvaluatorType
-elm_type: ELMType #name: String
:;:g;;fifﬁ:;sm itnt #input_weight: DenseMatrix
- #bias: DenseMatrix
-output_neurons: int - ; N )
-number data: int #lr}qu_welghtsA DenseMatrix
-bias_hidden_neurons: DenseVector #bias: DenseVector
-input_weight: DenseMatrix +elm #getInputWeightsBiasFrom(solution: DoubleSolution): void
-output_weight: DenseMatrix #getInputWeightBiasFrom(solution: double): void
-X: DenseMatrix #loadlnitialConfiguration(): void
-Y: DenseMatrix +train(): void
-tabular: DenseMatrix +test(): void
-T: DenseMatrix
+train(): void
+test(): void .
-calculate_output(H: DenseMatrix, numData int): DenseMatrix = Hestifig_data_set
-calculateH(X: DenseMatrix): DenseMatrix +training_data_set
-evaluate(tabular: DenseMatrix, TNetwork: DenseMatrix): double
-tabularOutput(y: DenseVector): DenseMatrix

. DataSet
nverse -
+flunction -path: String
-X: DenseMatrix
-Y: DenseMatrix

ELMFunction AbstractMoorePenroseMethod -number_classes: int
#value: double +loadInstances()

-calculate(A: DenseMatrix): DenseMatrix

+evaluate(x: double): double

Figura 5 Diagrama definicion del problema ELM en JMetal

3.6.2 Modelos de validacion

Para el presente trabajo de investigacion se decidid utilizar dos modelos de
validacion: entrenamiento-prueba y validacién cruzada; las cuales se caracterizan
por dividir los conjuntos de datos en dos partes que no se sobreponen entre si: la
primera es utilizada para el entrenamiento del modelo y la segunda para su
validacion, se denominan conjunto de entrenamiento y conjunto de pruebas
respectivamente [41].

La Figura 6 muestra como fueron desarrollados los modelos de validacion y expone
que ambos fueron utilizados en todos los conjuntos de datos tomados para el
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proyecto. La figura no muestra todos los conjuntos de datos debido a que quedaria
muy extensa, solo muestra a manera de ejemplo los conjuntos de datos de Iris, Ecoli
y Hill. A continuacién, se explica en mas detalle cada modelo de validacion.

AbstractELMEvaluator
(from unicauca-ann)

#type: EvaluatorType
#name: String
#input_weight: DenseMatrix
#bias: DenseMatrix
#input_weights: DenseMatrix
#bias: DenseVector

#getInputWeightsBiasFrom(solution: DoubleSolution): void
#getInputWeightBiasFrom(solution: double): void
#loadlnitialConfiguration(): void

+train(): void

+test(): void

AbstractCrossValidationEvaluator TrainingTestingEvaluator

-number_folders: int

-training_folders: List<DataSet>
-testing_folders: List<DataSet>
-makeFolders()

Iris Ecoli Hill

Iris Ecoli Hill

Figura 6 Diagrama de tipos de problemas

3.6.2.1 Entrenamiento-prueba

El modelo de entrenamiento-prueba conocido formalmente como método de
retencion, utiliza unicamente el conjunto de entrenamiento para ajustar el modelo,
al finalizar se valida utilizando el conjunto de prueba el cual nunca fue previamente
utilizado [42]. La funcidn objetivo se calcula a partir de la exactitud obtenida en el
entrenamiento del modelo, es decir: exactitud = entrenamiento ELM.

3.6.2.2 Validacion cruzada con k folders

El modelo de validacion cruzada con k folders divide el conjunto de entrenamiento
en k subconjuntos similares (o lo mas similares posibles) e iterativamente toma cada
uno de los k subconjuntos como conjunto de prueba y los otros k — 1 subconjuntos
se unen para formar el conjunto de entrenamiento [42].

En este caso, el calculo de la funcidn objetivo se hace a partir del promedio obtenido
de las pruebas realizadas sobre los k subconjunto de prueba, como lo indica la
Ecuacion 9. Esto quiere decir que en un problema de validacion cruzada una
evaluacion corresponde realmente a k evaluaciones del modelo ELM.
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K
1
exactitud = % z prueba ELM

=1

Ecuacion 9 Exactitud en validacion cruzada.

3.7 ADAPTACION DE DECC-G

DECC-G es una meta-heuristica que se caracteriza por resolver el problema al
dividirlo en pequefos sub-problemas. Su funcionamiento esta descrito en el
Seudocddigo 1 (tomado de [8]) y a continuacion, se explica detalladamente su
funcionamiento a través de un ejemplo.

Seudocddigo 1. Meta-heuristica DECC_G

Entrada: Numero de subcomponentes subcomponentes > 0,
Ciclos ciclos > 0,
Evaluaciones para SaNSDE FE > 0,
Evaluaciones para DE wFE > 0,
Problema a resolver problema

Salida: Mejor individuo encontrado mejor

1: poblacién = crearPoblacionAleatoria()

2: evaluar(poblacién)

3: n = problema.obtenerNumeroVariables()

4: s = n / subcomponentes

5: para i = 1 hasta ciclos

6: indices = crearSecuencia(n)

7 l1=0

8: us= -1

9: para j = @ hasta subcomponentes - 1

10: 1 =u+ 1;

11: u=1l+s-1

12: sublLista = indices(1l:u)

13: poblacion = SaNSDE(poblacién, FE, sublLista)
14: fin para

15: indices = crearSecuencia(subcomponentes, n)
16: mejor = encontrarMejor(poblacion)

17: aleatorio = encontrarAleatorio(poblacion)
18: peor = encontrarPeor(poblacion)

19: mejor = DE(WFE, mejor, indices)

20: aleatorio = DE(wWFE, aleatorio, indices)
21: peor = DE(WFE, peor, indices)

22: fin para

23: mejor = encontrarMejor(poblacion)

24 retornar mejor
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Supdngase que se tiene un problema donde los individuos tienen 12 variables, es
decir n = 12 (linea 3 en adelante); se defini6 que habra tres subcomponentes:
subcomponentes = 3, entiéndase como subcomponente un subconjunto de las
variables de los individuos. La dimensién de cada subcomponente en este caso sera
de s = 4 (linea 4 en adelante).

A continuacién, DECC-G crea una permutacion de 0 hasta n — 1 (linea 6), cada
valor corresponde a un subindice en las variables los individuos, las primeras s
variables conforman el primer subcomponente, las segundas s variables el segundo
subcomponente y asi para todos los valores del vector indices; para efectos del
ejemplo supongase que la permutacidn obtenida es la siguiente:

indices = {8,5,1,0,3,11,9,7,2,10,6, 4}

Seguido se crean los subcomponentes, cada uno con s variables tomadas del vector
indices distribuidas como se muestra en la Figura 7, donde m corresponde a la
cantidad de individuos de la poblacion.

x.
Xio Xi1 Xi2 Xi3 Xig Xis Xig Xi7 Xig Xjg Xjjo “i11

Figura 7 Representacion de los subcomponentes en DECC-G.

Cada color corresponde a un subcomponente; con esto, aunque SaNSDE
evoluciona sobre toda la poblacion que le entrega DECC-G vera a cada individuo
como si fuera un individuo con s variables, es decir al evolucionar sobre el primer
subcomponente unicamente lo hara sobre las variables resaltadas en color verde y
asi para el resto de subcomponentes (linea 9 a linea 14).

Al finalizar la evolucion sobre los subcomponentes se crea nuevamente una
secuencia de indices de tamafo subcomponente con valores entre [0,n — 1] (linea
15). Supdngase que el nuevo vector de indices es el siguiente:

indices = {3,6,1}

DECC-G selecciona tres individuos de su poblacion: el mejor, el peor y uno aleatorio
y DE para optimizar cada uno de estos individuos crea una poblacidén de pesos con
valores entre [0, 1] de m individuos y subcomponentes variables, de esta manera
DE evoluciona la poblacién de pesos y la evaluacion de cada individuo se realiza
como sigue:

Supongase que la Figura 8 es la poblacién de DE y la Figura 9 es el individuo que
esta optimizando.
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Xjo Xp1 Xi2

Xy | 02 [ 03 | 07

Xm

Figura 8 Representacion del a poblacion de DE en DECC-G.

Xio Xi1 Xip Xi3 Xia Xis Xig Xi7 Xig Xig Xjjp Xill

05|-02|03 (07 |09| 0 [02|-03|04]|-01|03]|08

Figura 9 Individuo a optimizar en DE.

Para la evaluaciéon del primer individuo de la poblacion de DE estos pesos deben
ser multiplicados con el individuo que se esta optimizando, asi: cada variable del
individuo de pesos debera multiplicarse con el valor en el individuo a optimizar
segun el indice que le corresponda en el vector indices, en el caso del ejemplo la
variable con indice 0 del individuo de pesos se multiplica con la variable de indice 3
del individuo a optimizar.

Los colores de la Figura 8 y Figura 9 corresponden a las variables que deben
multiplicarse entre si y da como resultado el individuo de la Figura 10, siendo este
el que se evalua

Xio Xi1 Xip Xz Xia Xis Xig Xi7 Xig Xjg Xjjp Yill

05|-014| 03 |014 09| 0o |006| 03|04 |-01]| 03 | 08

Figura 10 Multiplicacion del individuo con pesos.

Este procedimiento se realiza para con todos los individuos de la poblacion de DE
cuando se esta evolucionando un individuo.

3.7.1 Adaptacion de evolucion diferencial

El algoritmo evolucion diferencial se presenta en el Seudocdédigo 2 (tomado de [43])
donde la variable tamafioPoblacion (linea 2) corresponde al tamario de la poblacion
y la variable n (linea 2) corresponde a la cantidad de genes de un individuo de la
poblacion.

Como se encuentra especificado en [43], la reproduccion (linea 4) se realiza para
cada individuo de la poblacion, en ella se seleccionan 3 individuos aleatoriamente
(xi,» xi, ¥ x;,) de la poblacion actual asegurando que sean diferentes entre si y
diferentes al presente individuo x;, y aplicando la Ecuacién 10 se obtiene el
individuo v; que se conoce como individuo mutado. Ademas, a estos individuos x; y
v; se les aplica la Ecuacion 11 para obtener el individuo u; que se conoce como el
individuo de prueba o el individuo que competira contra x; por pasar a la siguiente
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generacion. En esta ecuacién, U;(0,1) corresponde a un numero aleatorio
uniformemente distribuido entre O y 1.

Seudocddigo 2. Algoritmo evolucion diferencial.

Entrada: Maximas evaluaciones maxEvaluaciones > 0,
Tasa de cruce CR > 0,
Factorde escala F > 0
Tamano poblacién tamanoPoblacion > 0

Salida: Mejor individuo encontrado mejor

poblacién = crearPoblacionAleatoria(tananoPoblacion)

evaluaciones = tamanoPoblacion

mientras evaluaciones < maxEvaluaciones hacer
poblacionDescendencia = reproduccion(poblacion)
poblacion = remplazo(poblacionDesdendencia)
evaluaciones = evaluaciones + tamanoPoblacion

fin mientras

mejor = encontrarMejor(poblacion)

retornar mejor

CoOoNORWN =

v =X, +F>!<(xi2 — Xi,

Ecuacion 10 Estrategia de reproduccion con el esquema DE/rand/1.

w) = {vi(j): siU;(0,1) < CR
' x; (), en otro caso

Ecuacion 11 Aplicacion de la tasa de cruce para un individuo en cada gen.

Finalmente, el reemplazo (linea 5) se realiza al terminar la generacion de todos los
individuos en la mutacion, para este procedimiento se comparan las aptitudes del
individuo u; y x;. Teniendo en cuenta que los u; fueron los obtenidos en la
reproduccion y los x; las soluciones de la poblacion actual se obtienen los x; que
seran los que pasan a la siguiente generacion. Los x; se calculan como se muestra
en la Ecuacion 12 donde f(u;) es el valor de aptitud de u; y f(x;) es el valor de
aptitud de x;.

,_ {ui, si f(u) > f(x)

x.
t Xi, en otro caso

Ecuacién 12 Reemplazo de un individuo.
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3.7.2 Adaptacion de SaNSDE

El algoritmo SaNSDE inspirado en evolucion diferencial, tiene como objetivo adaptar
los valores de factor de escala, tasa de cruce, probabilidad de seleccion de una
estrategia de mutacion y la probabilidad de seleccién del método de generacion del
factor de escala a medida que pasan las generaciones [20]. El funcionamiento
general de SaNSDE corresponde al presentado en DE en el Seudocédigo 2, pero
este recibe como parametros de entrada otra tasa de cruce CR, > 0 y factor de
escala F, > 0.

Por otro lado, SaNSDE incluye dos variables adicionales que son la probabilidad p
de seleccionar una estrategia de mutacion y la probabilidad de control de
distribucion fp. SaNSDE cuenta con dos estrategias de mutacion y dependiendo
del valor de p se ejecuta una u otra, de esta forma el individuo v; resultante en la
reproduccion de SaNSDE se define como se muestra en la Ecuacioén 13.

{Ecuacién 10, siU;(0,1) < p}
"~ |Ecuacién 14, en otro caso

Ecuacion 13 Seleccion de la estrategia de reproduccion.
Vi = xp+ F o (pese — x) + F * (3, — x4
Ecuacion 14 Estrategia de reproduccion con el esquema DE/current to best/1.

La Ecuacién 14 requiere que se seleccionen aleatoriamente 2 individuos (x;,, x;,)
de la poblacion diferentes entre si y diferentes al individuo actual (x;), un cuarto
individuo que es el individuo con mejor (x,.s;) valor de aptitud de la poblacién
seleccionada y un factor de escala F, el cual es un parametro auto-adaptativo.

La Ecuacidon 10 utiliza como factor de escala el parametro F pero en SaNSDE se
renombra por F; y es auto-adaptativo.

Al finalizar el periodo de aprendizaje, la probabilidad p se actualiza como se muestra
en la Ecuacién 15 donde ns1 es el numero de individuos generados por la
Ecuacién 10y agregados a la siguiente generacion, ns2 es el numero de individuos
generados por la Ecuacion 14 y agregados a la siguiente generacion, nf1 es el
numero de individuos generados por la Ecuacion 10 y descartados en la siguiente
generacion y nf2 es el numero de individuos generados por la Ecuaciéon 14 y
descartados en la siguiente generacion, todos estos valores inician en 0 y al finalizar
el calculo de p, los valores de ns1,ns2,nf1y nf2 son nuevamente fijados a 0.

nsl x (ns2 + nf2)
ns2 x (ns1l+ nf1) + nsl x (ns2 + nf2)

p =
Ecuacion 15 Actualizacion de la probabilidad p.

Los factores de escala se adaptan para cada descendiente generado en la
reproduccion y este se obtiene como muestra la Ecuacién 16 donde N;(0.5,0.3) es
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una distribucién normal con media 0.5 y desviacion estandar 0.3, U;(0, 1) es un valor
aleatorio entre 0 y 1 con una distribucion uniforme, fp es la probabilidad de escoger
una estrategia de generacion del nuevo valor de F, y §; es un valor obtenido de la
distribucion de Cauchy.

. {Ni(O.S,O.S), siU;(0,1) < fp}
L en otro caso

Ecuacion 16 Seleccion del método de céalculo del nuevo factor de escala.

Al finalizar el periodo de aprendizaje el nuevo valor de fp se calcula como se
muestra en la Ecuacién 17 donde fpns1 es el nimero de individuos cuyo factor de
escala fue generado con la distribucion normal y fueron agregados a la siguiente
generacion, fpns2 es el numero de individuos cuyo factor de escala fue generado
con la distribucion de Cauchy y fueron agregados a la siguiente generacion, fpnf1
es el numero de individuos cuyo factor de escala fue generado con la distribucion
normal, pero no fueron agregados a la siguiente generacion, fpnf2 es el numero
de individuos cuyo factor de escala fue generado con la distribucion de Cauchy,
pero no fueron agregados a la siguiente generacion, todos estos valores inician en
0 y al finalizar el calculo de fp los valores de las variables fpns1, fpns2, fpnfly
fpnf2 son devueltos a 0.

fonsl * (fpns2 + fpnf2)
fpns2 x (fpnsl + fpnfl) + fonsl * (fpns2 + fpnf2)

Ecuacién 17 Actualizacion de la probabilidad fp.

fr=

El cruce en SaNSDE se realiza como se especifica en la Ecuacion 11, la tasa de
cruce al igual que el factor de escala, se obtienen para cada individuo en el proceso
de reproduccion, cada uno de los valores generados para la tasa de cruce son
almacenados en un vector denominado CR,..., de la misma manera, la diferencia de
aptitud entre el individuo actual y el individuo generado se almacena en un vector
denominado f,.. donde f...(k) = f(k) — frew(k) y el nuevo valor de CR es
calculado como se muestra en la Ecuacién 18.

Ecuacién 18 Valor de la tasa de cruce en la siguiente generacion.

ICRyecl

CRm = z Wy * CRygp (k)
k=1

Ecuacién 19 Valor de CRm en la siguiente generacion.
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| frecl

Wi = rec (/| D freeh)
k=1

Ecuacion 20 Valor de wk para cada valor de CRrec.

Al terminar el calculo de CR para todos los individuos de la generacion actual, los
valores de los vectores CR,... Y frec S€ €liminan. Finalmente se realiza el reemplazo
de los individuos haciendo uso de la Ecuacion 12 comparando todos los individuos
de la poblacion con todos los individuos generados en la reproduccion y se
actualizan las evaluaciones.

3.8 ADAPTACION DE MUESTREO DE MULTIPLES DESCENDIENTES

La meta-heuristica MOS fue adaptada a JMetal y su funcionamiento general se
encuentra descrito en el Seudocddigo 3 (tomado de [7]).

Seudocddigo 3. Meta-heuristica MOS.

Entrada: Maximas evaluaciones maxEvaluaciones > 0,
Evaluaciones por iteracion FE > 0,
Técnicas tecnicas = {ty,tq, ..., t,}

Salida: Mejor individuo encontrado mejor
1:  evaluaciones = 0
2:  n = |tecnicas|
1
3. Vjradio_participacion; = -
4: mejor = ejecutarTecnicas(radio_participacion, FE, mejor)
5: evaluaciones = evaluaciones + FE
6: mientras evaluaciones < maxEvaluaciones hacer
lindividuos;|
1
7: Vjcalidad; = ———— 2 individuos;[i]. objetivo
| individuos; | =
8: V j radio_participacion; = PF(calidad;)
9: mejor = ejecutarTecnicas(radio_participacion, FE, mejor)
10: evaluaciones = evaluaciones + FE

11: fin mientras
12: retornar mejor

El algoritmo recibe como parametros el numero maximo de evaluaciones que se
desean ejecutar para realizar la optimizacion del problema, la maxima cantidad de
evaluaciones cada vez que las técnicas se ejecutan y las técnicas que se van a
emplear. Entiéndase a las técnicas como los algoritmos subordinados a utilizar.
MOS se encarga de determinar cual de las técnicas produce mejores individuos a
través del tiempo, otorgandole a la mejor técnica un porcentaje de participacion mas
alto en cada iteracion.
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El radio de participacion se refiere al porcentaje de evaluaciones de la funcidn
objetivo que cada técnica puede realizar en la iteracion actual; en la linea 3 del
Seudocddigo 3 se dividen los radios de participacion en las n técnicas a utilizar,
dado que es la primera iteracion, todas tienen el mismo porcentaje de participacion.

Las técnicas se ejecutan una después de la otra utilizando como entrada el mejor
individuo generado por la técnica anterior; la primera técnica que es ejecutada no
recibe ningun individuo como entrada y se encarga de generar segun sus
caracteristicas el primer individuo. Cuando MOS utiliza simultaneamente técnicas
poblacionales y no poblacionales, las técnicas poblaciones deberan asumir al mejor
individuo generado por la técnica anterior como el primer individuo de su poblacién
y generar el resto de individuos segun le corresponda, mientras que la técnica no
poblacional recibe de la poblacional el mejor individuo que este encontrd vy
evoluciona a partir de él.

La calidad de una técnica se computa como el promedio de las evaluaciones de
todos los individuos generados por la técnica, como se describe en la linea 7 del
Seudocddigo 3.

Los radios de participacion de una técnica son actualizados segun la calidad de los
individuos obtenidos en la iteracion anterior [7], aplicando la funcion de participacion
de la Ecuacion 21.
radio_participacion; + si i € )
PF(calidad-) = { . P .. P - 7 J
J radio_participacion; — A; en otro caso

Ecuacién 21 Funcién de participacion técnicas de MOS [7].

Donde Q corresponde al indice de las técnicas que obtuvieron la mejor calidad en
la iteracion anterior:
Q={l] calidad; = calidad ,, V1, m €[1,n]}

Ecuacién 22 Técnicas con mejor calidad MOS [7].

calidad e jor = max{ calidad; V j € [1,n]}
Ecuacién 23 Mejor calidad técnicas de MOS [7].

Ademas, A; representa el decremento de participacion de una técnica, excepto para
las mejores técnicas, el cual se computa como la diferencia relativa entre la mejor
calidad y la calidad de una técnica j [7], como lo indica la Ecuacién 24, donde § es
un factor de reduccion.

calidad e jor — calidad;

Aj: E * Calidadmejor * radioparticipacionj Vj € [1,71] I] ¢

Ecuacién 24 Calculo del decremento de participacion de una técnica MOS [7].
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Y n es el incremento de participacion de las mejores técnicas y se obtiene de la
Ecuacioén 25.

_ Yke o Ak
19

Ecuacion 25 Incremento de participacion de las mejores técnicas de MOS [7].

El presente trabajo utilizd6 como técnicas a MTS-LS1 (poblacional) y Solis and Wets
(no poblacional), no obstante, MOS puede ser utilizado con cuales quiera otros
algoritmos y no se restringe al manejo de solo dos técnicas, la integraciéon de MOS
a JMetal se realizd con esto en mente, de modo que cualquier algoritmo puede ser
utilizados como técnicas dentro de MOS, para conseguirlo MOS no recibe
directamente los algoritmos, sino que un algoritmo se envuelve dentro de una
Técnica que dadas las caracteristicas del algoritmo (como si es 0 no poblacional)
se encarga de realizar su configuracion a partir del individuo inicial que se le entrega
para que realice su evolucion.

La Figura 11 presenta el diagrama UML de la implementacion que se realizo para
que MOS pueda utilizar cualquier algoritmo de optimizacion como técnica, la clase
Technique se define como abstracta de modo que la manera de evolucionar de las
técnicas depende del algoritmo que esté implementando, cada instancia de una
técnica es especializada en realizar la ejecucion de su algoritmo. Asi para integrar
nuevos algoritmos dentro de MOS unicamente se debe crear la técnica
especializada en evolucionar dicho algoritmo.

«Abstract»
AbstractMOSHRH

+tgcniques

«Abstract»

Technique «Interface»

+algorithm Algorithm

-atributes: Hasmap
-offspring_population: List +run(): void
+getResult(): Result

+evolve(FE: int, best: Solution, p: Problem, c: Comparator): Solution
+calculateAverageFitnessOffspringPopulationSize(): double

7

MTSTechnique SolisAndWetsTechnique

Figura 11 Implementacion técnica de MOS.

La evolucidon de una técnica recibe: la cantidad de evaluaciones de la funcién
objetivo que se le asigndé segun su radio de participacion, la mejor solucion
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encontrada hasta el momento para evolucionar a partir de ella, el problema a
resolver y un comparador para determinar si se estda maximizando o minimizando
en el problema. La evolucion de una técnica retornara siempre la mejor solucion
encontrada.

Otra caracteristica de las técnicas es que, al terminar su ejecucion, debera guardar
cuales fueron los individuos que genero el algoritmo durante su evolucion, de los
cuales se calcula posteriormente el promedio de las evaluaciones de dichos
individuos.

3.8.1 Adaptacion de Solis And Wets

El algoritmo Solis and Wets se adapté a JMetal para utilizarse como una de las
estrategias que utiliza MOS en la optimizacion y su funcionamiento es el presentado
en el Seudocédigo 4 (tomado de [21]).

Como primer paso se inicializa el vector bias con ceros en todas sus dimensiones,
este vector tendra la misma cantidad de dimensiones como genes tenga el individuo
y se utiliza para guiar las nuevas soluciones hacia donde se haya encontrado la
mejor solucidn; también se inicializan los fallos y aciertos en cero y se crea una
solucion inicial con valores aleatorios.

Solis and Wets funciona como un algoritmo de ascenso a la colina, pero la longitud
del avance es adaptativa y se realiza en dos pasos: el primero se encuentra en la
linea 6 del Seudocddigo 4 que es generar un vecindario, la forma de generarlo se
muestra en el Seudocédigo 5 (tomado de [21]) y para la generacion de los vecinos
se utilizan la Ecuacién 26 y la Ecuacion 27.

X{i =x; +b; + d;

Ecuacion 26 Generacion del nuevo individuo por suma de la longitud del avance.
x; =x;— b; — d;

Ecuacion 27 Generacion del nuevo individuo por resta de la longitud del avance.

Donde x’ es un nuevo vecino, x es el individuo del cual se genera el vecino, b es el
vector bias y d es el vector de desviacion.

Luego se obtiene el mejor individuo generado en el vecindario y se procede a
comparar la aptitud de este contra la aptitud del mejor individuo como se muestra
en lalinea 6 del Seudocédigo 4, en caso de ser mayor la aptitud del nuevo individuo
generado, se actualiza el vector bias dependiendo de la estrategia que haya sido
utilizada para generar el individuo, si se utilizb la Ecuacion 26, bias se actualiza

como se muestra en la diasi= (0.2  bias;) + <O.4 * (desviaciondelindividuo, +
l

biasi))

Ecuacion 28.
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bias; = (0.2 = bias;) + <O.4 * (desviaciondelindividuol, + biasi))

Ecuacion 28 Actualizacion del vector bias por suma.

Si se utilizd la Ecuacion 27, bias se actualiza como se muestra en la Ecuacion 29.

bias; = bias; — (0.4 * (desviacion_del_individuo; + bias;))

Ecuacion 29 Actualizacion del vector bias por resta.

Seudocddigo 4 Algoritmo Solis And Wets.

Entrada: Maximas evaluaciones maxEvaluaciones > 0,

Desviacion estandar rho > 0,
Tamano del vecindario cantidad_vecinos > 0y par

Salida: Mejor individuo encontrado mejor

1 bias = 0

2: fallos = @, aciertos = @

3: mejor = crear_individuo()

4: evaluaciones = 0

5: mientras evaluaciones < maxEvaluaciones hacer
6: generar_vecindario(mejor)

7: mejor_del_vecindario = encontrar_mejor_en_vecindario()
8: si aptitud(mejor_del vecindario)>aptitud(mejor) entonces
9: actualizar_bias()

10: mejor = mejor_del vecindario

11: aciertos++

12: fallos = @

13: sino

14: fallos++

15: aciertos = 0

16: fin si

17: si aciertos > 2 entonces

18: rho = rho * 2

19: aciertos = 0

20: fin si

21: si fallos > 1 entonces

22: rho = rho / 2

23: fallos = @

24 si rho < 1 entonces

25: rho = 1

26: fin si

27: fin si

28: evaluaciones = evaluaciones + (cantidad vecinos * 2)
29: fin mientras

30: retornar mejor
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Y se sustituye el mejor individuo por el mejor individuo encontrado en el vecindario,
asi como también los fallos vuelven a cero y se registra un acierto, linea 10, 11y 12
del Seudocddigo 4.

En caso contrario, al no encontrar un individuo con un valor de aptitud mayor que el
mejor, se registra un fallo y los aciertos se vuelven a cero, linea 14 y 15 del
Seudocddigo 4.

Si se registran mas de dos aciertos seguidos, la desviacion estandar aumenta al
doble y los aciertos vuelven a cero; linea 18 y 19 del Seudocédigo 4, si se registra
mas de un fallo seguido, la desviacion estandar disminuye a la mitad y los fallos
vuelven a cero; linea 22 y 23 del Seudocédigo 4.

Seudocddigo 5 Generacion de vecinos en Solis and Wets.

Entrada: Cantidad de vecinos a generar cantidadVecinos > 0y par,
Individuo al que se quiere generar el vecindario individuo

Salida: El vecindario generado vecindario

vecinos_generados = 0

mientras vecinos_generados < cantidad_vecinos hacer
desviacién = obtener_desviacion()
vecinol; = (individuo; + bias; + desviacion;)
vecino2; = (individuo; — bias; — desviacion;)
vecindario.agregar(individuol)
vecindario.agregar(individuo2)
vecinos_generados += 2

fin mientras

0: retornar vecindario

SN RWN 2

El procedimiento obtener_desviacion() devuelve un vector del mismo tamafio como
genes tenga el individuo y cada uno de sus valores es generado mediante una
distribucion normal con media 0.5 y desviacion estandar rho.

3.8.2 Adaptacion de MTS-LS1

El algoritmo MTS-LS1 es poblacional y realiza la evolucion de sus individuos a
través de una busqueda local. La poblacion inicial se hace con base en un SOA los
cuales se edifican a partir de una secuencia ¢ que contiene una permutacion
aleatoriade 0,1, ...m — 1 donde m es el total de individuos de la poblacion. La matriz
SOA,, x» (donde n corresponde al total de atributos de una solucion) se llena
seleccionando secuencialmente los valores en ¢ y ubicandolos en la primera
columna del SOA4,, ., donde se selecciona una celda aleatoria y vacia de la dicha
columna, este proceso se aplica secuencialmente a las columnas del SOA,, . ,,; para
proveer mas claridad la construccion del SOA se explica en el Seudocddigo 6
(tomado de [23]).
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Seudocddigo 6 Construccion SOA.

Entrada: Total individuos m > 0,
Total atributos de las solucionesn > 0
Salida: Arreglo ortogonal simulado SOA,,
: c = crearSecuencia(m)
para i = 1 hasta m
j = obtenerFilaVaciakEnColumna(i,SOA)
SOA[i][]] = c[i]
fin para
retornar SOA

QLN =2

El algoritmo MTS-LS1 detallado en el Seudocddigo 7 (tomado de [23]) construye
un SOA, con base en él se asignan los valores de cada individuo, teniendo en cuenta
las restricciones que tiene cada variable de la solucidén segun lo indica la linea 5 del
Seudocddigo 7 y los individuos son evaluados. De cada individuo se sabra si ha
sido 0 no mejorado por la busqueda local, al inicio se asume que todos los individuos
han sido mejorados. Dada la naturaleza de los diferentes problemas se puede tener
que los limites superiores e inferiores de una solucion varien entre sus variables,
asi se establece un rango de busqueda por cada variable de cada individuo como
el promedio entre su limite superior y limite inferior, estos rangos de busqueda iran
variando con el tiempo.

La condicién de parada se hara cuando se alcancen las maximas evaluaciones
permitidas, en cada iteracion se recorreran todos los individuos. La busqueda local
retornara un grado el cual determina numéricamente que tan buenas fueron las
mejoras sobre el individuo.

Es importante resaltar que las evaluaciones se contaran dentro de la busqueda local
ya que cada individuo al que se le aplica la busqueda local realiza un numero
diferente de evaluaciones segun diferentes casos.

La busqueda local 1 detallada en el Seudocdédigo 8 (tomado de [23]), utiliza el
rango de busqueda de las variables del individuo y realiza cambios sobre estas
aleatoriamente. Se consideran los siguientes escenarios: 1) el cambio a la variable
cre6 un mejor individuo sobre la poblacion, 2) el individuo mejoro, pero no superé al
mejor; en estos escenarios significa que puede continuar a la modificacion de la
siguiente variable y 3) empeoro el individuo, en cuyo caso se realiza un nuevo
cambio sobre la variable para darle la oportunidad de mejora. En caso haber
mejorado un individuo se aumentara el grado de mejora, el cual indica qué tan
buenas fueron las modificaciones sobre el individuo. La principal caracteristica de
esta busqueda local es que, por cada variable del individuo, se realiza un cambio
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sobre una variable y se mide los efectos de dicho cambio; los cambios de una
variable se hacen unicamente teniendo en consideracion los rangos de busqueda
del individuo.

Seudocddigo 7 Algoritmos MTS-LS1.

Entrada: Total individuos m > 0,
Total atributos de las soluciones n > 0,
Limites inferiores de las variables de una solucion I,
Limites superiores de las variables de una solucion u,
Maximas evaluaciones maxEvaluaciones > 0
Salida: Mejor individuo encontrado mejor
1 SOA, xn = construirSOA(m, n)
2 para i = 1 hasta m
3 para j = 1 hasta n
4 x[1][3] = 1[i] + (u[i] - 1[1i]) * SOA[i][j] / (m - 1)
5: fin para
6: fin para
7 mejor = seleccionarMejor(x)
8 para i = 1 hasta m

10: mejorado[i] = verdadero

11: para j = 1 hasta n

12: rangoBusqueda[i][j] = (u[i] - 1[i])/2
13: fin para

14: fin para

15: evaluaciones = m

16: mientras evaluaciones < maxEvaluaciones hacer
17: para i = 1 hasta m

18: BusquedalLocall(x[i], rangoBusqueda[i])
19: fin para

20: fin mientras

21: mejor = seleccionarMejor(x)

22: retornar mejor
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e

Seudocddigo 8 Busqueda local 1.

Entrada: Individuo x;,

Rango de busqueda rangoBusqueda
Salida: Grado de las mejoras hechas al individuo grado
1: si mejorado[k] = falso entonces
2: para j = 1 hasta n
3: rangoBusqueda[k][j] = rangoBusqueda[i][j] /2
4. si rangoBusqueda[k][j] < 1le-3 entonces
5: rangoBusqueda[k][j] = (u[k] - 1[k]) * @.4
6: fin si
7: fin para
8: fin si
9: mejorado[k] = falso

10: grado = ©
11: secuencia = crearSecuencia(n)
12: para j = 1 hasta n

13: i = secuencia(j)

14 xi[i] = xx[i] - rangoBusquedal[k][1i]

15: si x; es mejor que el mejor individuo entonces
16: mejor = xj

17: grado = grado + BONUS_1

18: fin si

19: si la evaluaciodn x; es la misma entonces

20: restaurar el valor original de xy

21: si no

22: si la evaluacidn x, empeora entonces

23: restaurar el valor original de x

24: xi[i] = xx[i] + (rangoBusqueda[k][i] * ©.5)
25: si x; es mejor que el mejor individuo entonces
26: mejor = xj

27: grado = grado + BONUS 1

28: fin si

29: si la evaluacién x; no ha mejorado entonces
30: restaurar el valor original de x;

31: si no

32: grado = grado + BONUS_2

33: mejorado[k] = verdadero

34: fin si

35: si no

36: grado = grado + BONUS_2

37: mejorado[k] = verdadero

38: fin si
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39: fin si
40: fin para
41: retornar grado

3.9 ADAPTACION DE IHDELS

IHDELS es una meta-heuristica que iterativamente aplica un algoritmo basado en
DE como componente exploratorio y un algoritmo de busqueda local para la
explotacién; en el Seudocédigo 9 (tomado de [9]) se describe mas detalladamente
los componentes del algoritmo.

IHDELS parte de una poblacién aleatoria y de un individuo inicial que se construye
con las restricciones superiores e inferiores de cada variable del problema. La
seleccion de la busqueda local se hace como sigue: inicialmente todas las
busquedas locales son ejecutadas como se indica en la linea 5 del Seudocédigo 9
y se almacena para cada una la tasa de mejora, la cual se define con la Ecuacién
30[9]. En cada iteracion se aplica aquella busqueda local con mayor tasa de mejora.

. evaluacionAnterior —evaluacionNueva
TasaMejorag;, =

evaluacionAnterior

Ecuacion 30 Tasa de mejora de una busqueda loca enl IHDELS.

IHDELS mantiene un registro de la mejor solucion encontrada a la cual se le
denomina mejor, por otro lado, existe una solucion llamada mejorActual la cual
es utilizada para el calculo de la tasa de mejora y para guiar la busqueda en la
iteracion actual. IHDELS define un umbral que permite identificar cuando la tasa de
mejora ha sido significativa, para que esto suceda la tasa de mejora debe ser mayor
o igual al valor del umbral [9].

IHDELS define un mecanismo de reinicio de los parametros adaptativos de las BL
o de la poblacién en los siguientes casos [9]:

e Si al aplicar DE y la BL durante reinicios iteraciones inmediatamente
anteriores, la tasa de mejora no ha sido lo suficiente, el algoritmo se reinicia,
lo cual significa: 1) que el individuo mejorActual es alterado como lo indica
la linea 25 del Seudocddigo 9 donde rand; devuelve un numero aleatorio
entre [—0.05,0.05]; 2) la poblacién se reinicia aleatoriamente y 3) los
parametros adaptativos de las BL vuelven a su valor original.

e Sitras aplicar DE no hay una mejora, se reinicia aleatoriamente la poblacion.

e Si en la ejecucion de la BL no mejora nada, se reinician sus parametros
adaptativos.

El presente trabajo utiliza como BL a MTS-LS1 y Ascenso a la colina; su
implementacién se realizé teniendo en cuenta que las BL pueden variar tanto en
definicion como en cantidad. La Figura 12 es una representacion de la integracion
de una BL a JMetal; cada BL se encarga de calcular su tasa de mejora, asignarla
durante cada evolucidon y optimizar a partir de la poblacion que se le entrega,
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adicionalmente dado que cada busqueda local maneja diferentes parametros
adaptativos cada una debe realizar el reinicio de estos segun le corresponda.

Seudocddigo 9 Meta-Heuristica IHDELS.

Entrada: Maximas evaluaciones maxEvaluaciones > 0
Busquedas locales busquedasLocales.tamanio > 0
Numero reinicios reinicios > 0
Tamano poblacién tamanioPoblacion > 0
Numero de evaluaciones de DE FE_DE > 0
Numero de evaluaciones busqueda local FE_LS > 0
Valor umbral 0 < umbral < 1
Dominio de busqueda a < b
Salida: Mejor individuo encontrado mejor
: evaluaciones = 0
2 poblacién = crearPoblacionAleatoria(tamanioPoblacion)
3 evaluarPoblacion(poblacidn)
4 solucionInicial = (limiteSuperior + limiteInferior) / 2
5.  mejorActual = aplicarBusquedasLocales(solucionInicial)
6: mejor = mejorActual
7: contadorBL = ©
8 mientras evaluaciones < maxEvaluaciones
9 ant = mejorActual.evaluacion

10: mejorActual = SaDE(mejorActual,poblacién,FE_DE)
11: mejora = (ant - mejorActual.evaluacion) / ant

12: si mejora = @ entonces

13: poblacién = crearPoblacionAleatoria(tamanioPoblacion)
14: evaluarPoblacion(poblaciédn)

15: fin si

16: BL = seleccionarBL()

17: mejorActual = BL(poblacién, FE_BL, mejorActual)

18: mejor = seleccionarMejor(mejor, mejorActual)

19: si BL.tasaMejora = @ entonces

20: BL.reiniciarParametros()

21: fin si

22: si BL.tasaMejora < umbral entonces

23: contadorBL = contadorBL + 1

24: si contadorBL = reinicios entonces

25: mejorActual[i] = mejor[i] + rand; * 0.1 (b - a)
26: poblacién = crearPoblacionAleatoria(tamanioPoblacion)
27: evaluarPoblacion(poblacidn)

28: busquedasLocales.reiniciarParametros()

29: contadorBL = @

30 fin si

31: si no
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32: contadorBL = @
33: fin si

34: fin mientras

35: retornar mejor

LocalSearch

Algorithm

IHDELS

+ratio: double

+run(): void

+evolve(currentBest: Solution, population: List, FE: int): Solution .
+getResult(): Result

+restart(): void

LSHillClimbing LSMTSLS1

Figura 12 Implementacion de las busquedas locales en IHDELS.

Las busquedas locales utilizadas por este proyecto de investigacion fueron MTS-
LS1 y Ascenso por la colina; MTS-LS1 como busqueda local toma la solucidn
mejorActual como el mejor individuo encontrado y empieza la optimizacion a partir
de los individuos de la poblacion que se le indican. Ascenso a la colina al no ser un
algoritmo poblacional divide las evaluaciones que se le han asignado entre cada
uno de los individuos de la poblacién y los optimiza por separado, finalmente
selecciona el mejor individuo de la poblacion y lo compara contra mejorActual
retornando el mejor entre los dos.

3.9.1 Adaptacion de ascenso a la colina

El algoritmo ascenso a la colina es una técnica de optimizacion local, el
Seudocddigo 10 (tomado de [44]) describe a profundidad el funcionamiento del
algoritmo. Este inicia a partir de un individuo aleatorio y realiza una alteracion al
mejor individuo para asi obtener un vecino, si este individuo es mejor que mejor
entonces, el mejor individuo es remplazado; este proceso se lleva a cabo hasta
alcanzar la maxima cantidad de evaluaciones.

Seudocddigo 10 Algoritmo Ascenso a la colina.

Entrada: Maximas evaluaciones maxEvaluaciones > 0
Salida: Mejor individuo encontrado mejor
evaluaciones = 0
mejor = crearIndividuoInicial()
mientras evaluaciones < maxEvaluaciones
vecino = alterar(copia(mejor))
si vecino.evaluacion > mejor.evaluacion entonces
mejor = vecino
fin si
fin mientras
retornar mejor

CoOoNORWN =
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El algoritmo ascenso a la colina, al ser utilizado dentro de la meta-heuristica
IHDELS, no parte de un individuo aleatorio, en cambio lo hace desde el
mejorActual indicado por IHDELS y realiza la evolucion desde él.

La alteracién del mejor se puede realizar de diversas maneras, en general consiste
en cambiar en una pequeia proporcion las variables de un individuo; en este trabajo
se utilizd el método de convulsion uniforme limitada el cual afiade ruido a las
variables si una probabilidad p se cumple; de ser asi se busca un valor aleatorio
que al sumarlo con el valor actual de la variable no exceda sus limites permitidos y
se le adicionan a la variable [26], dicho procedimiento se explica a detalle en
Seudocddigo 11 (tomado de [44]).

Seudocddigo 11 Alteracion: Convulsion Uniforme Limitada.

Entrada: Solucion a alterar s,
Probabilidad de anadir ruido a un elemento p,
Radio del ruido r
Salida: Individuo alterado s
para i = @ hasta s.totalVariables
si p> aleatorioDistribuciénUniforme(®, 1) entonces
repetir
n = aleatorio(-r, r)
hasta limiteInferior < s;+ n < limiteSuperior
Si=S; +n
fin si
fin para
retornar s

CoONOORWN =

El ruido que se afade a una variable se escoge de un valor aleatorio entre [- 7, 7],
como se indica en la linea 4 del Seudocédigo 11. Si el valor de r es muy pequeno
el algoritmo marchara por un 6ptimo local y le resultara dificil dar un salto a otra
colina, ademas su velocidad de subida sera lenta. Por otro lado si el valor es muy
grande, el algoritmo rebotara mucho en el espacio de solucion y le sera dificil
converger cuando se esté acercando al pico de una colina; este valor permite
controlar el grado de exploracion del algoritmo [26].

3.9.2 Adaptacion de SaDE

El algoritmo SaDE es una modificacion del algoritmo evolucion diferencial, su
objetivo es adaptar los valores de la tasa de cruce, y la probabilidad de seleccion
del método de mutacién para el siguiente individuo [45], el funcionamiento general
corresponde al descrito en el algoritmo DE en el Seudocédigo 2, pero este recibe
como parametros de entrada adicionales otra tasa de cruce CR, > 0 y factor de
escala F, > 0.
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Por otro lado, SaDE incluye una variable adicional que es la probabilidad p de
seleccionar una estrategia de mutacion. SaDE cuenta con dos estrategias de
mutacion y dependiendo del valor de p se ejecuta una u otra, de esta forma el
individuo v resultante en la reproduccién se define como se muestra en la Ecuacion
13.

Para auto-adaptar la probabilidad p este algoritmo usa el mismo procedimiento que
utiliza SaNSDE en la seccion 3.7.2.

El factor de escala F en SaDE se calcula para cada individuo dentro de la
reproduccion y este valor se obtiene de la Ecuacién 31.

Fi = NL(OS, 03)
Ecuacién 31 Valor del factor de escala para un individuo.

Donde N;(0.5,0.3) es un valor aleatorio obtenido de una distribucion Gaussiana con
media 0.5 y desviacion estandar 0.3.

Al realizar el cruce se utiliza la Ecuaciéon 11 y el valor de CR es actualizado como
se muestra en la Ecuacion 32 donde N;(CR,,,0.1) es un valor aleatorio con media
CR,, y desviacion estandar 0.1, cada uno de los valores generados para CR se
almacena en un vector llamado CR,.., que se utilizara en la Ecuacion 33 para
calcular el valor de CRm en el siguiente periodo de aprendizaje.

CR; = N;(CR,,,0.1)

Ecuacion 32 Tasa de cruce para un individuo.

1 |CRrecl
CR,, = —— Z CR,..(k
m ICRreCI £ rec(k)

Ecuacién 33 Valor de CRm para la siguiente generacion.

Finalmente se realiza el reemplazo de los individuos haciendo uso de la Ecuacion
12 comparando todos los individuos de la poblacion con todos los individuos
generados en la reproduccién y se actualizan las evaluaciones.
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Capitulo 4

4. EXPERIMENTACION

El presente capitulo aborda como se llevd a cabo el proceso de experimentacion
sobre el conjunto de datos seleccionado; presentando la comparaciéon con el
algoritmo del estado del arte (Memético-ELM). Adicionalmente, incluye un resumen
del proceso de afinamiento de parametros que se realizé a las meta-heuristicas con
la idea de obtener mejores resultados de exactitud en el entrenamiento de la red
neuronal. Finalmente, se presentan los resultados obtenidos y los analisis
estadisticos que se realizaron a los mismos.

En este proyecto se optd por realizar unicamente 3.000 evaluaciones de la funcién
objetivo (EFOs), considerando que una ELM fue concebida para realizar el
entrenamiento de una SLFN en menor tiempo que el algoritmo Back Propagation.

La ejecucion de los algoritmos meta-heuristicos se realizoé en los computadores de
las salas de informatica de la Facultad de Ingenieria Electréonica vy
Telecomunicaciones de la Universidad del Cauca, cuyas caracteristicas son las
siguientes: procesador AMD A-10 a 3.2 GHz, 8 GB RAM y Windows 10.

4.1 AFINAMIENTO DE PARAMETROS

Las meta-heuristicas DECC-G, MOS e IHDELS fueron sometidas a un proceso de
afinamiento de parametros con el propdsito de encontrar el conjunto de valores que
mejor se ajusta al problema de entrenamiento de una SLFN con ELM y alcanzar
una mejor exactitud en el entrenamiento de la red neuronal.

El afinamiento de parametros se llevd a cabo utilizando arreglos de cobertura
(Covering Arrays, CA). Los CA son estructuras combinatorias representadas
matricialmente que formalmente se definen como CA(N,k,v,t), donde N es el
numero de filas del CA, k representa el numero de variables o columnas del CA, v
el numero de posibles valores (alfabeto o vocabulario) que puede tomar cada
variable o columa k y t el nivel de cobertura o fuerza. Se especifica como una matriz
de N filas y k columnas de modo que por cada conjunto de t columnas cada t-tupla
de v valores sea cubierto en el CA al menos una vez [46].

El numero de filas del CA indica el total de pruebas que se deben llevar a cabo para
garantizar que todas las posibles combinaciones con una fuerza t sean llevadas a
cabo. Por restricciones de tiempo del proyecto la fuerza t utilizada para el
afinamiento fue de 2. Los algoritmos meta-heuristicos manejan cada uno un
conjunto diferente de parametros que necesitan ser configurados, por esto el CA de
cada algoritmo es diferente; teniendo como caracteristica en comun que todos
fueron evaluados con t =2 y v =5 y cada configuracion fue ejecutada 30 veces,
esto ultimo con el propdsito de tener valores promedios que respondan a una
distribucion normal establecido por el teorema del limite central en estadistica. Estas
pruebas fueron aplicadas para los modelos de entrenamiento-prueba y validacion
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cruzada, de modo que se obtuvieron diferentes parametros para cada algoritmo
segun el tipo de modelo aplicado.

Todas las meta-heuristicas consideradas en este proyecto realizan la evolucion
trabajando conjuntamente con algoritmos de optimizacion internos, para conseguir
que estos operen adecuadamente el afinamiento de parametros se realiz6 de
manera conjunta, es decir los parametros de la meta-heuristica y de cualquier otro
algoritmo de optimizacion con el cual opere conjuntamente. Para la seleccion del
conjunto de parametros en los arreglos de cobertura se utilizé la prueba estadistica
no paramétrica de Friedman, para realizar la prueba los conjuntos de datos se
dividieron en dos subgrupos y no se obtuvo un valor de p valido en ninguna de estas,
por lo tanto los resultados no son estadisticamente significativos entre ellos, pero
como esto se realizd para encontrar la configuracion que obtuviera mejores
resultados de manera general, se optd solo por escoger la que menor ranking
presentaba sin que fuera propiamente validada por el test de Friedman.

4.1.1 Problemas de clasificacion

El afinamiento de parametros para problemas de clasificacion se selecciond con
base en aquellos que tuvieran una cantidad baja, media y alta de atributos y clases.
Se tomaron 20 conjuntos de datos para que el proceso no excediera el tiempo de
este proyecto, los conjuntos de datos seleccionados fueron: Banknote, Blood, Car,
Cardiotocography, Chart, Dermatology, Fertility, Haberman, Hayes, Hill, lonosphere,
Letter, Libras, Optdigits, Pen, QSARBIiodegradation, Shuttle, SPECTF, Wilt y Zoo.

4.1.2 Problemas de regresiéon

Los problemas de regresion seleccionados para este proyecto fueron ocho (8),
teniendo en cuenta que la cantidad es baja se decidid realizar el afinamiento
utilizando todos los problemas, con el objetivo de tener una cantidad suficiente de
datos que permitan tomar una decision acertada.

4.1.3 Afinamiento de los parametros de DECC-G

La meta-heuristica DECC-G se caracteriza por que en cada ciclo descompone el
problema en subcomponentes permitiendo que SaNSDE y DE evolucionen sobre
un problema de menor dificultad. Dado que se realizaron 3.000 EFOs era importante
garantizar que DECC-G pudiera realizar mas de un ciclo, asi el problema podria ser
descompuesto en varias ocasiones y obtener mejores resultados, con esto en
mente, las siguientes variables fueron configuradas como indica la Tabla 4 para asi
lograr que se llevaran a cabo al menos tres (3) ciclos en DECC-G, esto fue un
proceso llevado a cabo meticulosamente, cabe resaltar que SaNSDE y DE también
consumen EFOs durante la ejecucion de DECC-G y si estas variables no son
configuradas adecuadamente puede llegar a suceder que no se complete ni un ciclo,
ocasionando que el potencial del algoritmo no sea aprovechado.
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Tabla 4. Variables definidas por defecto en DECC-G

Valor
Variable Entrenamiento- Validacion
prueba cruzada
Tamafio poblacion 10 10
Numero de subcomponentes 10 6
Evaluaciones SaNSDE (FE) 70 30
Evaluaciones DE (WFE) 100 40

Por otro lado, existe una interoperabilidad entre DECC-G y sus algoritmos internos
y dado que estos si tienen parametros a los cuales se les pueda realizar el
afinamiento se utilizé el CA(t =2,k =6,v=5), en la Tabla 5 se muestra el CA
utilizado.

Tabla 5. CA (2, 6, 5)

#1(1)]1(2) | 3) | 4)[(5)](6) #1(1)]1(2) @) (4)](5)](6)
1/0]0[2[1][3]0 20| 3[4 ]1]2][4]0
2 0[1]0]2][4]1 21|40 |32 [1]2
3/of2[1]4][1]3 22| 4[1]4]4]0]0
4 0[3]3[0]4]0O 23/ 4[2]0]0[3]0
5/0[4[3]3[0]3 24| 4 [ 313 ]2]1
6 | 1]0[4]3[4]3 25| 4[4 ]2 ]1]4]4
7111 [1]1][3]2 26| 0 [4]|4]1]2]4
8| 1]2]2]2[2]4 27| 1 [4]4]0]1]3
9 |1[3]0of[1]0][3 28| 3 [ *]0[1][1]0
10[1][4[3]4[3]1 20| 2 [3 |2 [4]2]2
1"M[2]0o[1]0][0]4 30/1[2]*[3[]3]0
122 [ 1]2]0[1]1 3/4[0]0f0[2]3
13[ 223 ]1[4]1 32|/ 3[0]2[2]0]1
142 [3]4]2[3]3 3|2 [*]*[4]4]0
15[ 2 [ 4]0]3[4]2 4|0 [* | [*]*]2
163 [0][0|4[3]4 3|~ [1 ]~ [*]*]3
173 [1][3]3[2]4 6| [3]*[*]1]4
183 [2[4]0]0]2 37| [ 14 ]~*]1
19[3[3[2[3[1]3 3|~ [*[*[~]2]0

Los asteriscos (*) son comodines en el CA, siendo lugares que pueden tomar
cualquier valor permitido del vocabulario de su columna respectiva. La Tabla 6
define los valores permitidos para cada parametro, estos valores son los mismos
tanto para validacion cruzada (de aqui en adelante se referenciara con la
abreviatura CV) como para entrenamiento-prueba (de aqui en adelante se
referenciara con la abreviatura TT).
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Tabla 6. Vocabulario para CA de DECC-G

Parametro Valores
(1) Tasa de cruce para DE 0.2 1035 05 | 0.7 | 0.95
(2) Factor de escala para DE 02 | 035 ] 05 | 0.7 | 0.9
(3) Tasa de cruce 1 para SaNSDE 0.2 1035 05 | 0.7 | 0.95
(4) Factor de escala 1 para SaNSDE 0.2 1035 05 | 0.7 | 0.95
(5) Tasa de cruce 2 para SaNSDE 0.2 1035 05 | 0.7 | 0.95
(6) Factor de escala 2 para SaNSDE 0.2 1035 05 | 0.7 | 0.95

Para definir cual es la mejor configuracion de parametros se aplicd la prueba
estadistica no paramétrica de Friedman de NxN disponible en KEEL software, sobre
los resultados obtenidos. Dado que la matriz obtenida estaba compuesta por 20 filas
(conjuntos de datos) y 38 columnas (diferentes configuraciones del algoritmo), se
dificultd su procesamiento en la herramienta software, por esto, se decidio dividir el
analisis de los resultados de la siguiente manera: los resultados se dividieron en dos
partes y se realizo el test de Friedman sobre cada una de las partes por separado,
a partir del ranking obtenido de cada una de estas se seleccionaron las 5 mejores
configuraciones de cada parte y finalmente se realizo el test de Friedman sobre
estos 10 resultados para asi finalmente obtener la mejor configuracion.

Los resultados de los rankings obtenidos se presentan segun cada particion y el
ranking obtenido con las 10 mejores configuraciones de cada particion. Los
resultados completos del afinamiento de parametros para DECC-G se encuentran
en el ANEXO I.

Las tablas Tabla 7 y Tabla 8 muestran los resultados de las particiones realizadas
en problemas de clasificacion a DECC-G. Las mejores pruebas para cada tipo de
problema se resaltan en negrita. De aqui en adelante las tablas presentan cual es
el resultado de aplicar el vocabulario al CA segun cada prueba, el vocabulario se
remplaza segun correspondan en el CA, donde el valor O representa el parametro
1, el valor 1 el parametro 2 y asi sucesivamente.

Tabla 7. Ranking del afinamiento de parametros parte 1. Problemas de
clasificacion en DECC-G

# Parametros Ranking

M [ |G [ 4| (5|6 TT cv
1 /10.20 | 0.20 | 0.50 | 0.35 | 0.70 | 0.20 | 11.625 | 9.675
2 1020|035/ 020|050 0.95/035| 9.5 |11.775
3 10.20|0.50 | 0.35]0.95|0.35|0.70 | 10.325 | 11.075
4 10.20|0.70 | 0.70 | 0.20 | 0.95 | 0.20 | 8.65 | 9.175
51020 /0.95|0.70 | 0.70 | 0.20 | 0.70 | 9.225 | 9.275
6 035|020 |095]0.70 | 095|070 | 9.6 8.425
7 1035/0.35|0.35]035]0.70 | 050 | 9.15 | 9.875
8 [0.35/0.50 | 0.50 | 0.50 | 0.50 | 0.95 | 8.725 | 10.2
9 /{0.35/0.70 | 0.20 | 0.35]0.20 | 0.70 | 8.1 12.35
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101 0.35|0.95 | 0.70 | 0.95 | 0.70 | 0.35 | 10.075 | 7.025
1110.50 | 0.20 | 0.35 | 0.20 | 0.20 | 0.95 | 11.9 9.15

121 0.50 | 0.35 | 0.50 | 0.20 | 0.35 | 0.35 | 9.025 | 9.075
13 10.50 | 0.50 | 0.70 | 0.35 | 0.95 | 0.35 | 13.05 | 8.675
14 1 0.50 | 0.70 | 0.95 | 0.50 | 0.70 | 0.70 | 8.425 | 10.675
151 0.50 | 0.95 | 0.20 | 0.70 | 0.95 | 0.50 | 9.225 9.4

16 1 0.70 | 0.20 | 0.20 | 0.95 | 0.70 | 0.95 | 11.875 | 11.375
17 10.70 | 0.35 | 0.70 | 0.70 | 0.50 | 0.95 | 9.475 | 10.875
18 1 0.70 | 0.50 | 0.95 | 0.20 | 0.20 | 0.50 | 12.925 | 11.125
1910.70 | 0.70 | 0.50 | 0.70 | 0.35 | 0.70 | 9.125 | 10.8

Tabla 8. Ranking del afinamiento de parametros parte 2. Problemas de
clasificacion en DECC-G

# Parametros Ranking

M |2 | @ | @4 | (5 | (6 1T cv
20|/ 0.70 | 0.95 1 0.35 | 0.50 | 0.95 | 0.20 | 10.3 9.25
21/0.95]0.20 | 0.70 | 0.50 | 0.35 | 0.50 | 10.625 8.5
221095 0.35 | 0.95|0.95 | 0.20 | 0.20 | 10.025 | 9.825
23 1095|050 | 0.20 | 0.20 | 0.70 | 0.20 | 8.275 | 10.225
241095 0.70 | 0.35 | 0.70 | 0.50 | 0.35 | 9.525 | 10.275
25095095050 |0.35|095]|095| 9.925 | 8.975
26 | 0.20 | 0.95 | 0.95 | 0.35 | 0.50 | 0.95 8.8 12.1
27 1035|095 0.95|0.20 | 0.35]|0.70 | 8.85 11.75
28 | 0.70 | 0.35 | 0.20 | 0.35 | 0.35 | 0.20 8.8 11.7
29 1 0.50 | 0.70 | 0.50 | 0.95 | 0.50 | 0.50 | 10.675 | 8.15
30| 0.35|0.50 | 0.70 | 0.70 | 0.70 | 0.20 | 9.95 10.05
31/0.95|0.20 | 0.20 | 0.20 | 0.50 | 0.70 | 9.525 8.35
32| 0.70 | 0.20 | 0.50 | 0.50 | 0.20 | 0.35 | 10.35 9.45
33/ 0.50 | 0.50 | 0.35 | 0.95 | 0.95 | 0.20 | 11.575 | 9.55
34| 0.20 | 0.95 | 0.70 | 0.35 | 0.20 | 0.50 9.5 10.825
35/0.35|0.35|0.70 | 0.95 | 0.50 | 0.70 | 12.35 11.3
36| 0.20 | 0.70 | 0.50 | 0.70 | 0.35 | 0.95 | 10.15 | 8.325
3710.35|0.70 | 0.95 | 0.50 | 0.20 | 0.35 | 12.25 | 10.625
381 0.20 | 0.35 | 0.95 ] 0.20 | 0.50 | 0.20 | 8.55 | 10.775

A continuacion, la Tabla 9y la Tabla 10 presenta el ranking final para cada modelo
de validacion: validacion cruzada y entrenamiento-prueba respectivamente con
problemas de clasificacion.
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Tabla 9. Ranking final de CV. Problemas de clasificacion en DECC-G

# Parametros Ranking
M| @2 [ @) | @4 | (5 | (6 cv
10 1035095 | 0.7 |0.95| 0.7 | 0.35 | 4.925
29 05 | 07 | 05 |095| 05 | 05 4.95
2109 | 02 | 07 | 05 |035]| 05 5.375
6 [035] 02 |[095] 0.7 |0.95]| 0.7 5.45
31]095| 02 | 02 ] 02|05 ] 07 5.475
36| 02 | 0.7 | 05 | 0.7 | 0.35]|0.95| 5.475
13/ 05 | 05 | 0.7 |0.35 | 095|035 | 5.675
251095 |095| 05 [ 0.35]|0.95]|0.95 5.7
111 05 ][ 02 |035)] 02 | 0.2 | 095 | 5.925
12] 05 | 035)| 05 | 0.2 | 0.35]| 0.35 6.05

Tabla 10. Ranking final de TT. Problemas de clasificacion en DECC-G

# Parametros Ranking
M |2 | @) | @4 | (5 | (6 1T
9 /03] 07 | 02 ]035] 02 ] 07 5.1
38| 02 |035]095] 0.2 | 0.5 | 0.2 5.2
141 05 | 07 |095]| 05 | 0.7 | 0.7 5.325
26 | 0.2 |095[095|035| 05 | 095 | 5.375
23/ 09 ] 05 | 02 ] 02|07 ] 02 5.45
4 102 |07 |07 ]02]09]| 0.2 5.5
121 05 | 035 05 | 0.2 | 0.35| 0.35 5.55
8 |035] 05| 05|05 ]| 05 ]095 5.65
27 1035|095 |095| 0.2 |0.35]| 0.7 5.675
28] 0.7 |0.35] 0.2 |0.35]|0.35] 0.2 6.175

Por otro lado, la Tabla 11 y Tabla 12 muestran los resultados de las particiones
realizadas en problemas de regresion a DECC-G.

Tabla 11. Ranking del afinamiento de parametros parte 1. Problemas de regresion
en DECC-G
# Parametros Ranking
M@ | B3| @ |6 | (6 1T Ccv
11020]0.20]050)0.35|0.70 | 0.20 | 8.625 7.75
2 10201035020 | 0.50 | 0.95 | 0.35 | 8.5625 12.25
3 1020050 035|095 ]0.35]0.70 11.75 13
4 1020)0.7010.70 1 0.20 | 0.95| 0.20 | 13.1875 | 11.625
5 10.20]095]0.70 | 0.70 | 0.20 ] 0.70 8.5 14.0625
6 [0.35]0.20 | 095]0.70 | 0.95 | 0.70 | 4.6875 10.25
7 1035[035]035]035]0.70 | 0.50 | 11125 10.125
8 [0.35]/050 | 050]050]050)]09 | 8.625 10.625
9 1035[0.70 | 0.20 | 0.35 ] 0.20 | 0.70 | 9.4375 | 104375
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de alta dimensionalidad para el

10 1 0.35 | 0.95 | 0.70 | 0.95 | 0.70 | 0.35 | 11.0625 | 8.0625
1110.50 | 0.20 | 0.35 | 0.20 | 0.20 | 0.95 | 10.6875 | 6.875
12 1 0.50 | 0.35 | 0.50 | 0.20 | 0.35 | 0.35 | 12.875 | 8.5625
13 1 0.50 | 0.50 | 0.70 | 0.35 | 0.95 | 0.35 | 10.0625 | 8.625
14 1 0.50 | 0.70 | 0.95 | 0.50 | 0.70 | 0.70 | 7.4375 10.625
151 0.50 | 0.95 | 0.20 | 0.70 | 0.95 | 0.50 | 9.6875 | 6.4375
16| 0.70 | 0.20 | 0.20 | 0.95 | 0.70 | 0.95 | 12.125 13.875
17 1 0.70 | 0.35 | 0.70 | 0.70 | 0.50 | 0.95 | 8.1875 10

18 | 0.70 | 0.50 | 0.95 | 0.20 | 0.20 | 0.50 | 9.375 8

19 1 0.70 | 0.70 | 0.50 | 0.70 | 0.35 | 0.70 14 8.8125

Tabla 12. Ranking del afinamiento de parametros parte 2. Problemas de regresion

en DECC-G

# Parametros Ranking

M @ | @ | @ |6 | (6 1T cv
20| 0.70 | 0.95 | 0.35 | 0.50 | 0.95 | 0.20 | 10.0625 | 7.625
21/0.95|0.20 | 0.70 | 0.50 | 0.35 | 0.50 | 8.625 9.625
22 1095|035 0.95|095|0.20 | 020 | 7.8125 | 6.625
23/ 0.95|0.50 | 0.20 | 0.20 | 0.70 | 0.20 | 8.0625 | 12.125
2410.95|0.70 | 0.35 | 0.70 | 0.50 | 0.35 | 9.3125 12
25/0.95|0.95]0.50 | 0.35|0.95| 0.95| 8.5625 | 13.375
26| 0.20 | 0.95 | 0.95 | 0.35|0.50 | 0.95 | 6.375 13
27 10.35[0.95 ] 0.95 | 0.20 | 0.35 | 0.70 | 11.8125 | 9.9375
28 1 0.700.35 | 0.20 | 0.35 | 0.35 ] 0.20 | 10.625 | 9.125
291 0.50 | 0.70 | 0.50 | 0.95 | 0.50 | 0.50 | 13.6875 | 8.5625
30]/0.35] 050 | 0.70 | 0.70 | 0.70 | 0.20 | 10.875 | 8.8125
31/0.95]0.20 | 0.20 | 0.20 | 0.50 | 0.70 | 12.0625 | 8.875
320.70 | 0.20 | 0.50 | 0.50 | 0.20 | 0.35 | 8.4375 14.5
33/0.50 | 0.50 | 0.35 | 0.95 | 0.95 | 0.20 | 14.5625 | 10.3125
3410.20 | 0.95|0.70 | 0.35 | 0.20 | 0.50 | 7.875 9.25
35/0.35]0.35|0.70 | 0.95 | 0.50 | 0.70 | 7.5625 11
36| 0.20 | 0.70 | 0.50 | 0.70 | 0.35 | 0.95 | 10.875 | 9.5625
3710.35]0.70 | 0.95 | 0.50 | 0.20 | 0.35 12 5
38 10.20 | 0.35 | 0.95 | 0.20 | 0.50 | 0.20 | 10.8125 | 10.6875

Por ultimo, la Tabla 13 y Tabla 14 presenta el ranking final para cada tipo de
evaluacion: validacion cruzada y entrenamiento-prueba respectivamente, con
problemas de regresion.

Tabla 13. Ranking final de CV. Problemas de regresion en DECC-G

# Parametros Ranking
M |2 | @) | 4| (5 | (6 cv
37/035] 0.7 |[095]| 05 | 0.2 |0.35 4.5
111 05 ] 02 |035] 02 | 0.2 | 095 | 5.0625
151 05 |095]| 02 | 0.7 |0.95| 0.5 5.25
22 1095]0.35]095]095]| 02 | 0.2 5.4375
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18 0.7 | 0.5 1095 | 0.2 | 0.2 | 0.5 5.5
291 05 | 0.7 | 05 |09 | 05 | 05 5.625
20| 0.7 1095 |035| 0.5 095 | 0.2 5.8125
1102 02|05 |03 ] 07 | 02 5.8125
101035095 | 0.7 | 095 | 0.7 | 0.35 6
301035 05 | 07 | 07 | 0.7 | 0.2 6

Tabla 14. Ranking final de TT. Problemas de regresion en DECC-G

# Parametros Ranking
M |2 | @) | 4| (5 | (6) 1T

6 [035] 02 |[095] 0.7 |0.95]| 0.7 4.25
26 | 0.2 | 0.95|095[035]| 05 |0.95 4.5
34| 02 |095] 0.7 |035] 0.2 | 0.5 5.125
356/035]035] 0.7 |095| 05 | 0.7 5.25
141 05 | 07 |095]| 05 | 0.7 | 0.7 5.5
171 0.7 |035] 0.7 | 0.7 | 0.5 | 095 | 5.8125
22 1095|035 |095|095| 02 | 0.2 5.8125
23/ 09 | 05 | 02 ] 02| 07 ] 02 6.0625
2 102 |03 |02 ] 05 |09 |035]| 6.3125
5102 09|07 ]07 ]02]07 6.375

Se observa que la prueba 9 de TT y la prueba 10 de CV para problemas de
clasificacion y la prueba 6 de TT junto con la prueba 37 de CV para regresioén son
las que mejor ranking obtienen. De modo que para realizar el entrenamiento de una
ELM los parametros a utilizar seran los que se presentan en la Tabla 15.

Tabla 15. Parametros a utilizar en DECC-G

Parametro Clasificacion Regresién

1T Ccv 1T cv
(1) Tasa de cruce para DE 0.35 0.35 0.35 0.35
(2) Factor de escala para DE 0.7 0.95 0.2 0.7
(3) Tasa de cruce 1 para SaNSDE 0.2 0.7 0.95 0.95
(4) Factor de escala 1 para SaNSDE 0.35 0.95 0.7 0.5
(5) Tasa de cruce 2 para SaNSDE 0.2 0.7 0.95 0.2
(6) Factor de escala 2 para SaNSDE 0.7 0.35 0.7 0.35

4.1.4 Afinamiento de los parametros de MOS

Para la meta-heuristica MOS se defini6 el CA(t = 2,k = 4,v = 5), su configuracién
se puede encontrar en la Tabla 17.

El vocabulario utilizado para MOS se especifica en la Tabla 16.
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Tabla 16. Vocabulario para CA de MOS

Parametro Valores
(1) Numero de evaluaciones por iteracién (FE) | 100 | 150 | 200 | 250 | 300
(2) Factor de reduccion (%) 015 03 | 05 | 0.7 | 0.95
(3) Tamano del vecindario de Solis and Wets 4 8 12 16 20
(4) Rho de Solis and Wets 0.2 1035 05 | 0.7 | 0.95
Tabla 17. CA (2, 4, 5)

#1(1)](2)](3)](@4) #1(1)(2)][3)]@4)

110021 16 | 3 | 0 | 0 | 4

2 | 0|1 0] 2 171 3 | 113 ] 3

3,02 ]1]4 18 3 1 2 4]0

4 | 0)3]3]0 191 3 13123

5,04 ]3]3 20 3 |4 | 1|2

6 | 11043 21| 4 |1 0] 3|2

7 |1 1 1 1 22| 4114 | 4

8 |12 ]2 ]2 23, 41200

9 (1 /3]0 1 24| 4 | 3 113

10| 1 1 4|3 | 4 25| 4 | 4 2 |1

1] 2 0] 110 26| 0| 4 |4 |1

121 2 111210 2711410

3] 2 123 1 28| 3 | * * 1

14| 2 | 3 |4 | 2 29| 2 |3 ]2 |4

151 2 | 4]0 3 30 * | 2| *[3

La Tabla 18 describe los rankings obtenidos como resultados de la ejecucion de
cada configuracion para problemas de clasificacién y regresion. Los resultados
completos del afinamiento de parametros de MOS se pueden encontrar en el
ANEXO I.

Tabla 18. Ranking del afinamiento de parametros. Problemas de clasificacion y
regresion en MOS

# Parametros Clasificacion Regresién

(1) 2 | 3| @ 1T cv 1T cv
1] 100 | 015 | 12 | 0.35 13.575 13.2 17.75 16.5625
2 | 100 | 0.3 4 0.5 13.95 9.475 15 18.1875
3 | 100 | 0.5 8 |0.95 11.8 10.45 15.375 10.875
4 | 100 | 0.70 | 16 | 0.2 13.2 13.05 20 12
5| 100 | 0.95 | 16 | 0.7 12.125 14.65 12.125 9.6875
6 | 150 | 0.15 | 20 | 0.7 15.75 12.325 16.5 14.5625
7 | 150 | 0.3 8 |0.35 13.325 12.525 15.25 17
8 | 150 | 0.50 | 12 | 0.5 9.3 11.8 19.125 20.25
9 | 150 | 0.7 4 1035 16.725 12.175 14.8125 14.0625
10| 150 | 0.95 | 16 | 0.95 14.025 12.175 14.5 13.625
11] 200 | 015 | 8 0.2 16.4 18.5 10.5 20.625
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12 ] 200 | 0.30 | 12 | 0.2 15.925 15.225 19.5 15.8125
13| 200 | 0.50 | 16 | 0.35 13.2 16.375 15.4375 15.3125
14| 200 | 0.70 | 20 | 0.5 18.05 19.575 13.9375 17.6875
15| 200 | 0.95 | 4 0.7 17.175 19.85 14 18.5625
16 | 250 | 015 | 4 | 0.95 15.875 20.425 8.625 20.1875
171 250 | 0.30 | 16 | 0.7 18.325 19 10.625 16.1875
18| 250 | 0.50 | 20 | 0.2 17.9 16.275 17.875 16.125
19 2560 | 0.70 | 12 | 0.7 18.1 17.975 14.875 15.25

20| 250 | 095 | 8 0.5 17.8 20.275 12.5 16.1875
21] 300 | 015 | 16 | 0.5 16.3 16.275 14.375 17.875
22| 300 | 0.30 | 20 | 0.95 16.15 16.225 19 17.875
23| 300 | 0.5 4 0.2 17.525 19.1 17.25 8.4375
24| 300 | 0.7 8 0.7 17.35 19.725 15.875 8.9375
25| 300 | 0.95 | 12 | 0.35 21.55 18.9 14.625 19.625
26 | 100 | 0.95 | 20 | 0.35 15.65 12.95 20.375 13.375
27 150 | 095 | 16 | 0.2 14.575 12.2 17.8125 14.5625
28| 250 | 0.95 | 12 | 0.35 17.3 18.225 14.9375 15.25

29| 200 | 0.70 | 12 | 0.95 13.675 15.225 13.6875 17.3125
30| 100 | 0.5 8 0.7 12.4 10.875 18.75 13

Aqui la mejor configuracion para problemas de clasificacion se obtuvo con la prueba
8 para TT y la prueba 2 para CV; para los problemas de regresion las mejores
pruebas fueron la 16 para TT y la 23 para CV. A partir de esto se determina que los
valores a usar para los parametros de MOS son los presentados en la Tabla 19.

Tabla 19. Parametros a utilizar en MOS

Parametro Clasificacion Regresién
’ . . _ 1T cv 1T cv
E;)El;lumero de evaluaciones por iteracion 150 100 250 300
(2) Factor de reduccion (%) 0.5 0.3 0.15 0.5
@)etzamaﬁo del vecindario de Solis and 12 4 4 4
(4) Rho de Solis and Wets 0.5 0.5 0.95 0.2

4.1.5 Afinamiento de los parametros de IHDELS

Por ultimo, la meta-heuristica IHDELS fue afinada con el CA(t = 2,k = 12,v =5), la
representacion de este CA se describe en la

Tabla 20.
Tabla 20. CA (2, 12, 5)
# 1(1)1(21(3)|1(4)|(5 ()| (7)[(8)[(9)|(10) | (11) | (12)
1 01 0] 2 1 3101244 3 3 3
2 0 1 0 2 4 1 3| 4 4 1 0 2
3 0 2 1 4 1 3| 4 0 2 0 0 2
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El vocabulario definido para esta meta-heuristica se presenta en la Tabla 21.
Tabla 21. Vocabulario par CA de IHDELS

Parametro Valores
(1) Numero de evaluaciones adaren DE | 30 45 60 75 90
en IHDELS (FE_DE)
(2) Numero de evaluaciones a dar para | 30 45 60 75 90
una BL (FE_LS)
(3) Limite inferior del dominio de | -1 -08 | -06 | -04 | 0.2
bldsqueda (a)
(4) Limite superior del dominio de 1 0.8 | 0.6 0.4 0.2
budsqueda (b)
(5) Numero de reinicios 2 3 5 8 12
(6) Valor umbral 0011005011 ] 02 | 04
(7) Tasa de cruce 1 de SaDE 0.2 1035 05 | 0.7 | 0.95
(8) Factor de escala 1 de SaDE 0.2 1035 05 | 0.7 | 0.95
(9) Tasa de cruce 2 de SaDE 0.2 1035 05 | 0.7 | 0.95
(10) Factor de escala 2 de SaDE 0.2 1035 05 | 0.7 | 0.95
(11) Probabilidad de Ascenso por la| 0.2 | 0.35| 05 | 0.7 | 0.95
colina
(12) Radio del ruido de ascenso por la | 0.1 0.2 | 035| 0.6 | 0.85
colina

La Tabla 22 presenta unicamente el resultado de aplicar el vocabulario al CA
haciéndose asi por razones de espacio.

Tabla 22. VVocabulario aplicado al CA de IHDELS

# Parametros

M | @ | @) | 4| (B |6 |7 | (B8 [ (O |(10) (11) | (12)
1 30 30 | -0.60 | 0.80 8 0.01 1050 095109 070 0.70 | 0.6
2 30 45 -1 0.60 12 0.05]0.70 | 0.95 ] 0.95 | 0.35] 0.20 | 0.35
3 30 60 | -0.80 | 0.20 3 0.20 | 0.95 1 0.20 1 0.50 | 0.20 ] 0.20 | 0.35
4 30 75 | -0.40 1 12 0.01]10.20 | 0.20 | 0.35 | 0.20 | 0.95 | 0.1
5 30 90 | -0.40 | 0.40 2 0.20 1 0.35 1 0.95]10.70 | 0.50 ] 0.35 | 0.35
6 45 30 [ -0.20 | 0.40 12 0.20 1 0.35]0.35]0.50 | 0.50 | 0.20 | 0.1
7 45 45 | -0.80 | 0.80 8 0.10 1 0.20 | 0.70 1 0.35 | 0.50 | 0.50 | 0.2
8 45 60 | -0.60 | 0.60 5 0.40 1 0.35]0.701 050 | 0.70 ] 095 | 0.2
9 45 75 -1 0.80 2 0.20 | 0.95 1 0.35]10.20 | 0.95]0.50 | 0.6
10| 45 90 | -0.40 | 0.20 8 0.05]0.70 | 0.50 | 0.95 | 0.95 ] 0.95 | 0.85
11 60 30 | -0.80 1 2 0.40 | 0.35 1 0.50 | 0.35 ] 0.35] 0.20 | 0.85
12 60 45 | -0.60 1 3 0.05]0.9510.35]0.70 | 0.70 | 0.95 | 0.85
13 60 60 | -0.40 | 0.80 12 0.05]0.20 | 0.50 1050 | 0.95]1035]| 0.6
14 60 75 | -0.20 | 0.60 8 0.20 | 0.95 1 0.20 1 0.35 ] 0.20 ] 0.70 | 0.35
151 60 90 -1 0.40 12 0.10 | 0.50 | 0.70 | 0.50 | 0.20 | 0.20 | 0.85
16 75 30 -1 0.20 8 0.40 1 0.20 1 0.35]10.70 1] 0.20]10.35 | 0.2
171 75 45 | -0.40 | 0.40 5 0.40 | 0.95 1 0.95 ] 0.50 | 0.35] 0.50 | 0.85
181 75 60 | -0.20 1 2 0.10 | 0.50 | 0.35 ] 0.95 | 0.35]0.95 ] 0.35
David Sotelo, Daniela Veldsquez, Carlos Cobos PhD. (Director), Martha Mendoza PhD. (c) (Co-Directora) 66




Meta heuristica de optimizacion mono-objetivo continua de alta dimensionalidad para el

entrenamiento de una maquina de aprendizaje extremo

191 75 75 | -0.60 | 0.40 3 0.20 | 0.70 | 0.50 | 0.35 | 0.70 | 0.20 | 0.1
20| 75 90 | -0.80 | 0.60 12 10.01 1 0.70 | 0.35 | 0.70 | 0.95 | 0.70 | 0.1
21 90 30 | -0.40 | 0.60 3 0.10 | 0.50 | 0.50 | 0.70 | 0.95 | 0.20 | 0.2
22| 90 45 | -0.20 | 0.20 2 0.01 1 0.35 | 0.70 | 0.50 | 0.95 | 0.70 | 0.6
23| 90 60 -1 1 8 0.01 | 0.95 | 0.50 | 0.50 | 0.50 | 0.70 | 0.85
24 | 90 75 | -0.80 | 0.40 5 0.05 | 0.50 | 0.35 | 0.35 | 0.95 | 0.70 | 0.85
25| 90 90 | -0.60 | 0.80 12 10.40 | 0.95 | 0.95 | 0.95 | 0.20 | 0.50 | 0.1
26 | 30 90 | -0.20 | 0.80 5 0.40 | 0.70 | 0.20 | 0.70 | 0.95 | 0.50 | 0.85
27 | 45 90 | -0.20 1 3 0.20 | 0.20 | 0.95 | 0.70 | 0.35 | 0.70 | 0.2
28| 75 90 -1 0.80 3 0.01 | 0.35 | 0.20 | 0.20 | 0.35 | 0.20 | 0.6
29 | 60 75 | -0.60 | 0.20 5 0.10 | 0.70 | 0.95 | 0.35 | 0.50 | 0.35 | 0.6
30 | 45 60 | -0.80 | 0.40 8 0.01 | 0.70 | 0.95 | 0.20 | 0.20 | 0.95 | 0.6
31 90 30 -1 1 5 0.20 | 0.70 | 0.70 | 0.20 | 0.95 | 0.95 | 0.35
32| 75 30 | -0.60 | 0.60 2 0.05 | 0.20 | 0.20 | 0.20 | 0.50 | 0.50 | 0.35
33| 60 45 | -0.20 | 0.20 12 10.01 | 0.50 | 0.50 | 0.20 | 0.70 | 0.50 | 0.1
34 | 30 30 | -0.40 | 0.60 2 0.10 | 0.95 | 0.70 | 0.20 | 0.70 | 0.70 | 0.2
35| 45 45 | -0.80 | 0.60 3 0.20 | 0.50 | 0.20 | 0.95 | 0.20 | 0.35 | 0.85
36 | 75 75 | -0.60 1 3 0.40 | 0.35 | 0.70 | 0.95 | 0.50 | 0.50 | 0.6
37 | 90 75 | -0.20 | 0.20 8 0.05 | 0.35 | 0.70 | 0.70 | 0.35 | 0.35 | 0.1
38 | 90 60 | -0.80 | 0.40 5 0.01 | 0.20 | 0.20 | 0.95 | 0.70 | 0.35 | 0.2
39 | 30 75 | -0.40 1 2 0.05 | 0.70 | 0.35 | 0.50 | 0.20 | 0.35 | 0.2
40 | 60 45 -1 0.80 2 0.10 | 0.35 | 0.20 | 0.95 | 0.20 | 0.95 | 0.1
41 30 75 | -0.60 | 0.80 5 0.40 | 0.50 | 0.50 | 0.20 | 0.20 | 0.70 | 0.35
42 | 45 90 -1 0.60 5 0.20 | 0.20 | 0.95 | 0.35 | 0.70 | 0.20 | 0.1
43 | 45 60 | -0.60 | 0.40 2 0.10 | 0.35 | 0.95 | 0.35 | 0.35 | 0.50 | 0.1
44 | 90 60 | -0.60 | 0.60 8 0.40 | 0.50 | 0.95 | 0.70 | 0.95 | 0.20 | 0.6
45| 60 30 | -0.80 | 0.60 12 10.20 | 0.50 | 0.20 | 0.35 | 0.50 | 0.95 | 0.2
46 | 45 60 | -0.40 1 12 10.01 | 0.95 | 0.35 | 0.20 | 0.50 | 0.35 | 0.85
47 | 45 90 | -0.60 | 0.80 2 0.01 | 0.70 | 0.35 | 0.95 | 0.70 | 0.95 | 0.35
48 | 75 45 | -0.60 | 0.80 2 0.40 | 0.20 | 0.70 | 0.50 | 0.20 | 0.35 | 0.85

Dada la complejidad de procesamiento por el tamafo del CA para obtener el ranking
a partir de las pruebas de Friedman, se decidié dividir los resultados en dos tablas
separadas, siguiendo el mismo procedimiento que se explicé en la seccién 4.1.3.
Los resultados del afinamiento de parametros para IHDELS se encuentran en el
ANEXO I. Con el objetivo de no extender la seccion, unicamente se presentan los

rankings finales.

La Tabla 23 y Tabla 24 presenta el ranking final para cada modelo: validacidon
cruzada y evaluacion y pruebas respectivamente con problemas de clasificacion.
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Tabla 23. Ranking final de CV. Problemas de clasificacion en IHDELS

" Ranking
cv

33 4.575
15 4.8
5 4.95
21 5.15
25 5.425
31 5.475
40 5.875
37 5.95
24 6.3
4 6.5

Tabla 24. Ranking final de TT. Problemas de clasificacion en IHDELS

Ranking

¥ TT
44 3.9
38 4,725
24 4.9
14 5
23 5.6
4 5.875
15 5.925
37 6.15
39 6.3
45 6.625

La Tabla 25 y Tabla 26 presenta el ranking consolidado para cada modelo de
validacion con problemas de regresion.

Tabla 25. Ranking final de CV. Problemas de regresion en IHDELS

" Ranking
cv

26 4.8125
37 4.875
46 4.9375
39 5.0625
14 5.375
3 5.4375
12 5.6875
20 5.875
5 6.25
28 6.6875
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Tabla 26. Ranking final de TT. Problemas de regresion en IHDELS

Ranking

¥ TT
28 4.75
2 4.8125
13 4.875
45 4.9375
16 5.625
38 5.8125
19 5.875
24 5.9375
41 6
30 6.375

Los resultados obtenidos muestran que las configuraciones mas adecuadas para
problemas de clasificacion son la 44 y 33, y para problemas de regresion la 28 y 26
en los modelos de validacion TT y CV respectivamente. La Tabla 27 presenta el
resumen final de los parametros a utilizar.

Tabla 27. Parametros a utilizar en IHDELS

Parametro Clasificacion Regresion
1T cv 1T cv

(1) Numero de evaluaciones a dar a DE en
IHDELS (FE_DE) 90 60 s 30
gzl\lLL}Tero de evaluaciones a dar para una BL 60 45 9 9
(3) Limite inferior del dominio de busqueda (a) -0.60 -0.20 -1 -0.20
(4) Limite superior del dominio de busqueda (b) 0.60 0.20 0.8 0.80
(5) Numero de reinicios 8 12 3 5
(6) Valor umbral 0.40 0.01 0.01 0.40
(7) Tasa de cruce 1 de SaDE 0.50 0.50 0.35 0.70
(8) Factor de escala 1 de SaDE 0.95 0.50 0.2 0.20
(9) Tasa de cruce 2 de SaDE 0.70 0.20 0.2 0.70
(10) Factor de escala 2 de SaDE 0.95 0.70 0.35 0.95
(11) Probabilidad de Ascenso por la colina 0.20 0.50 0.2 0.50
(12) Radio del ruido de Ascenso por la colina 0.6 0.1 0.6 0.85

4.1.6 Afinamiento de los parametros de M-ELM

De acuerdo a lo planteado en [4] los parametros a utilizar son los especificados en
la Tabla 28; puesto que en [4] no se manifiesta una diferenciacién de los valores
segun el modelo de validacion o de tipo de problema, se asume que se utiliza el
mismo en los dos casos.
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Tabla 28 Parametros a utilizar en M-ELM

Parametro Clasificacion Regresién
1T cv 1T cv
(1) Tamario de la poblacién 50 50 50 50
(2) Cantidad de optimizaciones locales 70 70 70 70

4.2 RESULTADOS

Esta seccién presenta los resultados obtenidos de ejecutar cada uno de los
problemas de clasificacidon y regresion con los algoritmos meta-heuristicos
implementados, los resultados se obtuvieron de realizar 3.000 evaluaciones de la
funcién objetivo. Cada algoritmo fue ejecutado con los problemas de regresién y
clasificacién asi mismo como con los modelos de validacion entrenamiento-prueba
y validacion cruzada. Asi, los resultados se dividieron en cuatro secciones, de los
cuales se presentan los valores promedio obtenidos de ejecutar treinta (30) veces
un algoritmo con un conjunto de datos y un modelo de validacion; cada ejecucion
se hizo con una semilla diferente.

Adicionalmente también se definié que:

e Los problemas de validacion cruzada tendrian diez (10) subconjuntos o folders,
es decir k = 10.

e La ELM utiliza 50 neuronas en la capa oculta para el entrenamiento de la red
neuronal, para hacer una comparacion justa con el trabajo M-ELM [4].

e La funcion de activacion que se utilizé en la capa oculta es la funcion Sigmoidal.

4.2.1 Comparaciéon con M-ELM y caminata aleatoria

Los parametros utilizados para ejecutar DECC-G, MOS, IHDELS y M-ELM se
muestran en la Tabla 15, Tabla 19, Tabla 27 y Tabla 28 respectivamente. También
se obtuvieron resultados de experimentacion sobre el algoritmo de caminata
aleatoria (denominado en este trabajo como: random) para obtener también una
comparacion justa contra el funcionamiento original de la ELM.

Los resultados detallan la exactitud obtenida segun el tipo de problema evaluado
que corresponden al promedio y la desviacion estandar de las 30 ejecuciones del
algoritmo de la columna con el conjunto de datos de la fila. El algoritmo con mejor
resultado en cada conjunto de datos se presenta en negrita.

La Tabla 29 ilustra los resultados obtenidos para problemas de clasificacién con el
modelo de entrenamiento-prueba.
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Tabla 29. Comparacion de entrenamiento-prueba en clasificacion

Conjunto de datos

1. DECC-G

2. MOS

3. IHDELS

4. M-ELM

5. Random

Banknote

0.9999+0.0004

0.9998+0.0007

110

0.9999+0.0006

0.9998+0.0007

Blood 0.754+0.0094 | 0.7528+0.0097 | 0.7508+0.0092 | 0.7491+0.0068 | 0.7527+0.0106
Car 0.8398+0.0188 | 0.8466+0.025 | 0.8465+0.0218 | 0.8411+0.0224 | 0.8399+0.0227
Cardiotocography 0.7678+0.01 0.7623+0.0112 | 0.7742+0.0094 | 0.7675+0.0092 | 0.7671+0.011

Chart 0.9063+0.0193 | 0.917%0.019 0.917+0.0233 0.9078+0.0218 | 0.9092+0.0228
Climatesimulation 0.8491+0.0033 | 0.8472+0.0012 | 0.8534+0.009 0.8494+0.0039 | 0.8515+0.0053
Connectionist 0.762910.0465 | 0.76+0.0461 0.7567+0.0395 | 0.7529+0.0501 | 0.7505+0.0431

Contraceptive

0.5276+0.0156

0.5307+0.0126

0.534510.0123

0.5298+0.0134

0.527+0.0135

Dermatology

0.971+0.0121

0.9672+0.0144

0.9648+0.011

0.9678+0.0106

0.9678+0.0108

Diabetes

0.757810.0128

0.7535+0.0149

0.7531+0.0128

0.7569+0.0165

0.7509+0.0119

Ecoli

0.856810.0152

0.8494+0.0167

0.8568+0.0169

0.847+0.0138

0.8488+0.0126

Fertility

0.711110.0395

0.6722+0.0626

0.7033+0.0697

0.6556+0.0717

0.6644+0.0655

Glass

0.5224+0.0422

0.531+0.0409

0.5248+0.0503

0.5229+0.0542

0.5252+0.0422

Haberman

0.7036+0.0172

0.710110.0138

0.7026+0.02

0.7098+0.014

0.7029+0.0146

Hayes

0.6826+0.0545

0.6712+0.0516

0.686410.0555

0.6515+0.0646

0.6553+0.0557

Hill

0.6655+0.0146

0.6518+0.0198

0.6587+0.0223

0.6556+0.02

0.669610.0263

Indian

0.644410.0157

0.6439+0.016

0.644+0.0166

0.6416+0.0155

0.6432+0.015

lonosphere

0.863510.0264

0.8561+0.0274

0.8493+0.0282

0.8456+0.0286

0.8476+0.0341

Iris

0.8953+0.0406

0.8853+0.039

0.912710.0424

0.8716+0.0406

0.876+0.0312

Knowledge

0.8256+0.0269

0.829810.0211

0.8236+0.0257

0.8271+0.0234

0.8279+0.0246

Leaf

0.7767+0.03

0.7758+0.0245

0.783+0.0192

0.7715+0.0215

0.7709+0.02

Letter

0.7056%0.004

0.6898+0.0057

0.7011+0.0062

0.6879+0.0052

0.6947+0.0057

Libras

0.777710.0334

0.7713+0.0434

0.769+0.034

0.7597+0.0308

0.769+0.0372

Optdigits

0.8911+0.0117

0.8823+0.0099

0.896510.0168

0.8868+0.0131

0.8858+0.0132

Pen

0.9305%0.0076

0.9163+0.0078

0.9229+0.0084

0.9152+0.009

0.9191+0.0086

Planning

0.5196+0.0437

0.5174+0.0518

0.5256+0.044

0.536510.0445

0.5146+0.0529

QSARBiodegradation

0.8608+0.0125

0.8612+0.012

0.862210.0094

0.8564+0.0107

0.8614+0.0111

Seeds

0.981+0.01

0.9776+0.0126

0.9805+0.0101

0.9757+0.0153

0.979+0.0164

Shuttle

0.5059+0.2992

0.562610.2804

0.504+0.2991

0.5303+0.2399

0.4587+0.2781

SPECTF

0.3213+0.1378

0.3408%0.129

0.3012+0.1209

0.3202+0.1455

0.325+0.1114

Vertebral2C

0.8597+0.0152

0.8537+0.0204

0.867+0.0197

0.8573+0.0197

0.8537+0.0196

Vertebral3C

0.8133+0.0176

0.816+0.0227

0.817+0.0159

0.8133+0.0162

0.8147+0.0182

Wdbc

0.9625+0.0078

0.9607+0.0089

0.963210.0083

0.9621+0.0091

0.96+0.0108

Wilt

0.9694+0.0016

0.9689+0.0018

0.97+0.0014

0.969+0.0017

0.970410.0016

Wine

0.976110.017

0.955+0.0276

0.9722+0.0203

0.9611+0.0199

0.9617+0.0232

WineRed

0.589110.0134

0.5846+0.0136

0.5889+0.011

0.5875+0.0105

0.5866+0.014

Yeast

0.579210.0067

0.5764+0.0084

0.5752+0.0081

0.5764+0.0056

0.5782+0.008

Z00

0.879610.028

0.8527+0.0376

0.8602+0.0372

0.8108+0.0563

0.8065+0.0507

A continuacion, la Tabla 30 expone los resultados para problemas de clasificacidon
con el modelo de validacion cruzada.

Tabla 30. Comparacion de validacion cruzada en clasificacion

Conjunto de datos 6. DECC-G 7. MOS 8. IHDELS 9. M-ELM 10. Random
Banknote 0.9999+0.0004 | 0.9998+0.0007 | 0.9999+0.0004 | 0.9998+0.0007 | 0.9998+0.0007
Blood 0.7504+0.0072 | 0.7468+0.0088 | 0.7485+0.0091 | 0.747+0.01 0.7484+0.0085
Car 0.836+0.0215 0.8425+0.0203 | 0.8366+0.0226 | 0.8456+0.0192 | 0.8436+0.0204
Cardiotocography 0.765+0.0086 0.7617+0.0097 | 0.7678+0.0122 | 0.7682+0.0099 | 0.7651+0.0117
Chart 0.9117+0.023 0.9057+0.0252 | 0.9188+0.0188 | 0.9095+0.0205 | 0.916+0.0188

Climatesimulation

0.8492+0.0046

0.8478+0.0016

0.8495+0.0054

0.8489+0.003

0.8503%0.005

Connectionist

0.766210.0466

0.7371+0.048

0.7367+0.055

0.7429+0.0394

0.7576+0.0486

Contraceptive

0.5275+0.0114

0.5287+0.0148

0.534+0.0125

0.5297+0.0135

0.5289+0.0141

Dermatology

0.9615+0.0151

0.9661+0.0123

0.9612+0.0125

0.969310.0102

0.9642+0.0093

Diabetes 0.7549+0.0116 | 0.7542+0.0187 | 0.7543+0.0125 | 0.7575+0.0151 | 0.7569+0.0154
Ecoli 0.8491+0.0173 | 0.8521£0.013 | 0.8488+0.0163 | 0.8506+0.0103 | 0.8488+0.0151
Fertility 0.6567+0.0717 | 0.6433+0.0588 | 0.6689%0.0711 | 0.6448+0.072 | 0.66+0.0674
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alta dimensionalidad para el

0.555210.0438

0.5305+0.0439

0.535+0.0314

0.5419+0.0492

0.7261+0.0174

0.7258+0.017

0.723+0.0186

0.7222+0.0163

0.6561+0.045

0.675+0.0646

0.6712+0.0465

0.6583+0.0517

0.6383+0.0252

0.656410.0249

0.6467+0.0218

0.6459+0.0232

0.6381+0.0167

0.6386+0.0167

0.642310.016

0.6358+0.0183

0.851+0.0257

0.841+0.0265

0.8459+0.0252

0.8413+0.0292

0.892+0.0409

0.892+0.0431

0.8677+0.051

0.878+0.0394

0.8314+0.0253

0.8434+0.0236

0.8408+0.0213

0.838+0.0225

0.7721+0.0257

0.7755+0.0195

0.78%0.0251

0.7779+0.0217

0.6859+0.0058

0.691710.0065

0.6903+0.0042

0.6887+0.0054

0.7697+0.033

0.784310.0346

0.7667+0.0397

0.7767+0.0355

0.8767+0.0121

0.888610.0142

0.8883+0.0142

0.8825+0.0114

0.9057+0.0101

0.9153+0.01

0.9155%0.0075

0.9152+0.0102

0.540210.0425

0.5224+0.0443

0.5292+0.0502

0.5242+0.0316

0.8608+0.0115

0.862910.0118

0.8582+0.0095

0.8551+0.0077

0.9695+0.0183

0.9705+0.0169

0.9705+0.0195

0.9714+0.0143

0.578710.2897

0.5082+0.3006

0.5261+0.2757

0.439+0.2886

0.3513+0.1584

0.3471+0.1179

0.3267+0.1076

0.3387+0.1193

0.8597+0.0156

0.8603+0.0192

0.8643+0.0193

0.869+0.0209

0.8043+0.0191

0.8037+0.0178

0.813710.0168

0.8067+0.0194

0.9618+0.0079

0.9611+0.011

0.961910.0082

0.9591+0.0106

0.9687+0.0015

0.9695+0.0013

0.9694+0.0017

0.969910.0014

0.9628+0.0218

0.9611+0.0273

0.9517+0.0217

0.963910.0244

0.5816+0.0101

0.5851+0.0088

0.586710.0078

0.5861+0.0091

0.578+0.0073

0.5724+0.0065

0.5734+0.0097

0.5733+0.008

Glass 0.549+0.0357
Haberman 0.7265%0.0144
Hayes 0.678+0.0563
Hill 0.6384+0.0278
Indian 0.6405+0.0178
lonosphere 0.8493+0.0298
Iris 0.8827+0.0409
Knowledge 0.8461+0.0234
Leaf 0.774510.0194
Letter 0.6887+0.0055
Libras 0.778340.0323
Optdigits 0.8835+0.012
Pen 0.9139+0.011
Planning 0.5306+0.0424
QSARBiodegradation | 0.8613+0.0115
Seeds 0.9733%0.0109
Shuttle 0.4123+0.268
SPECTF 0.3517%0.1419
Vertebral2C 0.858+0.0202
Vertebral3C 0.8057+0.018
Wdbc 0.9582+0.0081
Wilt 0.9687+0.0016
Wine 0.9606+0.023
WineRed 0.5849+0.0115
Yeast 0.5756+0.0068
Zoo 0.7462+0.1568

0.7387+0.133

0.6763+0.1927

0.763410.1422

0.7441+0.1213

Por ultimo, la Tabla 31 y Tabla 32 contienen los resultados en problemas de

regresion con el

modelo de entrenamiento-prueba y validacion cruzada

respectivamente. Es importante recordar que los resultados aqui presentados
corresponden a la exactitud obtenida de la ELM para problemas de regresion
definida en la Ecuacion 7.

Tabla 31. Comparacion de entrenamiento-prueba en regresion

Conjunto de 1. DECC-G 2. MOS 3. IHDELS 4. M-ELM 5. Random
datos
AutoMpg 0.218+0.0071 0.2247+0.0068 | 0,2221+0,0072 | 0.2225+0.0062 | 0.2211+0.0071
AutoPrice 0.0002+0.0001 | 0.0003+0.0001 0,0003+0 0.0003+0 0.0003+0
BodyFat 0.4381+0.0641 | 0.4354+0.0768 | 0,4403%0,0673 | 0.4292+0.0592 | 0.4329+0.0693
Cpu 0.028+0.0252 0.04+0.0373 0,0349+0,0272 | 0.031+0.0241 0.0382+0.0341
Housing 0.1978+0.015 | 0.1866+0.0118 | 0,1886+0,0119 | 0.1886+0.0105 | 0.1929+0.0114
Sensory 0.5534+0.0079 | 0.5524+0.0093 | 0,5523+0,0081 0.5519+0.009 | 0.5523+0.0048
Servo 0.4662+0.015 | 0.4674+0.0166 | 0,4688%0,0206 | 0.4669+0.021 0.469+0.0162
Veteran 0.0033+0.0011 0.0041+0.001 | 0,0041+0,0011 | 0.0041+0.0011 | 0.0038+0.0013

Tabla 32. Comparacion de validacion cruzada en regresion

Conjunto de 6. DECC-G 7. MOS 8. IHDELS 9. M-ELM 10. Random
datos
AutoMpg 0.2217+0.0067 0.222+0.007 0.224+0.0079 | 0.2199+0.0065 | 0.2189+0.0057
AutoPrice 0.0003+0.0001 0.0003+0 0.0003+0.0001 | 0.0003+0.0001 | 0.0003+0.0001
BodyFat 0.4326+0.0546 | 0.4219+0.0595 | 0.4211+0.0649 | 0.4331%0.0557 | 0.4249+0.076
Cpu 0.0425+0.0306 | 0.0511+0.0496 | 0.0341+0.032 | 0.0385+0.0371 | 0.0459+0.0364
Housing 0.1896+0.0115 | 0.1901+0.0134 | 0.1905+0.0108 | 0.1935%0.0104 | 0.1906+0.0105
Sensory 0.5526+0.0079 | 0.5466+0.0081 | 0.5495+0.0084 | 0.5516+0.0066 | 0.5508+0.0071
Servo 0.4656+0.016 | 0.4687+0.0121 0.477+0.0143 | 0.4662+0.0191 | 0.4639+0.0198
Veteran 0.004+0.0011 0.0044+0.0013 0.004+0.001 0.0044+0.0009 | 0.0041+0.001
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4.2.2 Analisis estadistico

Un analisis estadistico fue llevado a cabo con las pruebas estadisticas no
paramétricas de Wilcoxon y Friedman con el objetivo de establecer el algoritmo
meta-heuristico que presenta un mejor desempefio.

La prueba de Wilcoxon establece un nivel de dominancia de los resultados de un
algoritmo sobre otro. El punto negro indica que el algoritmo de la fila domina al
algoritmo de la columna y el punto blanco indica que el algoritmo de la columna
domina al de la fila, la casilla vacia indica que no es posible establecer una
dominancia de un algoritmo sobre otro y los resultados por debajo de la diagonal
tienen una significancia de 0.95 y por encima de la diagonal de 0.90.

La Tabla 33 presenta los resultados obtenidos de la prueba de Wilcoxon para
problemas de clasificacion donde se evidencia que el algoritmo con mayor
dominancia es IHDELS con el modelo de validacion entrenamiento-prueba (TT) con
una significancia del 0.95; IHDELS TT domina a todos los demas algoritmos a
excepcion de DECC-G TT quien es el segundo en presentar mayor dominancia,
seguido por MOS TT.

Tabla 33 Resultados de la prueba de Wilcoxon en problemas de clasificacion

(1) () [ (3) [(4 | (5)|(®) |(7)(8) (9 |(10)

DECC-GTT (1) | - o | o | o | o | o | o | o | o
IHDELS TT (2) T e [ e [ e [ e | e ||| o
MOS TT (3) o | o | - | o | e

MELMTT4) | o | o | o | -

RW TT (5) o | o | o n

DECC-GCV(6) | o | o n
IHDELSCV (7) | o | o n

MOS CV (8) o 3
M-ELMCV(9) | o | o 5
RW CV (10) o | o 5

En problemas de regresion no se pudo establecer con base en el test de Wilcoxon
ninguna dominancia entre los algoritmos.

Ademas, al aplicar la prueba de Friedman la cual establece un ranking entre los
algoritmos ratifica que el algoritmo ganador es IHDELS TT para problemas de
clasificacion usando el modelo de entrenamiento-prueba, seguido de DECC-G TT,
como se evidencia en la Tabla 34, el valor p obtenido fue igual a 5.80E-6 siendo
menor a 0.05 y distribuido con un chi cuadrado con 9 grados de libertad igual a
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40.646, lo que significa que estadisticamente los resultados son representativos.
Estos dos superan notablemente al resto de los algoritmos con su correspondiente
modelo de validacion.

Tabla 34. Prueba de Friedman en problemas de clasificacion

Algoritmo Ranking
IHDELS TT 3.5526
DECC-GTT 3.8026
MOS TT 5.3421
IHDELS CV 5.5395
M-ELM CV 5.5658
Random TT 5.9605
DECC-G CV 6
Random CV 6.1974
M-ELM TT 6.3289
MOS CV 6.7105

Teniendo en cuenta que los resultados obtenidos para problemas de clasificacion
obtuvieron un valor de P menor a 0.05 se realiza un analisis post-hoc para
determinar si las diferencias entre los ranking son significativamente diferentes,
aplicando la prueba de Nemenyi [47]. A continuacion, se presenta el valor de la
distancia critica en la Ecuacién 34.

k(k + 1)
CD = (0% T = 1.1477

Ecuacion 34. Diferencia critica para el test de Nemenyi.

Donde k corresponde al numero de algoritmos, N corresponde al numero de
conjuntos de datos y q, corresponde a los valores criticos para el test de Nemenyi
con 10 clasificadores en q, 5 encontrados en [47] y es igual a 3.164. Al calcular las
diferencias entre el ranking de un algoritmo con respecto a los otros obtenemos lo
que se muestra en la Tabla 35 en donde se encuentra en negrita los valores
mayores a la distancia critica.

Por otro lado, en los conjuntos de datos de regresion se obtuvo el ranking
presentado en la Tabla 36 con un valor p de 0.9221 al aplicar las pruebas de
Friedman. Este valor de p muestra que el ranking es solo informativo ya que no tiene
significancia estadistica.
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Tabla 35. Resultados prueba de Nemenyi en problemas de clasificacion.

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)
IHDELS TT (1) - 10,2500 | 1,7895 | 1,9869 | 2,0132 | 2,4079 | 2,4474 | 2,6421 | 2,7763 | 3,1579
DECC-G TT (2) - | 1,5395 | 1,7369 | 1,7632 | 2,1579 | 2,1974 | 2,3921 | 2,5263 | 2,9079
MOS TT (3) - 10,1974 | 0,2237 | 0,6184 | 0,6579 | 0,8526 | 0,9868 | 1,3684
IHDELS CV (4) - 10,0263 | 0,4210 | 0,4605 | 0,6552 | 0,7894 | 1,1710
M-ELM CV (5) - 10,3947 | 0,4342 | 0,6289 | 0,7631 | 1,1447
RW TT (6) - 10,0395 | 0,2342 | 0,3684 | 0,7500
DECC-G CV (7) - 10,1947 | 0,3289 | 0,7105
RW CV (8) - |0,1342 | 0,5158
M-ELM TT (9) - |0,3816
MOS CV (10) -

Tabla 36. Prueba de Friedman en problemas de regresion

Algoritmo Ranking
MOS TT 4.4375
IHDELS TT 4.6875
M-ELM CV 5

MOS CV 5.1875
Random TT 5.1875
DECC-G CV 5.6875
IHDELS CV 5.9375
M-ELM TT 6.125
Random CV 6.3125
DECC-GTT 6.4375

4.2.3 Analisis de los conjuntos de datos

Con el objetivo de observar si las caracteristicas de los conjuntos de datos de
clasificacion presentaban alguna variacion en los resultados, se realizé un analisis
de los resultados segun: cantidad de atributos, cantidad de instancias y si estos
estan o no balanceados. En la Tabla 37 se especifican las caracteristicas
mencionadas anteriormente segun cada conjunto de datos, estos se encuentran
ordenados alfabéticamente, mas adelante se especifica las medidas que se
utilizaron para el analisis segun la caracteristica.

Tabla 37 Caracteristicas de los conjuntos de datos usados para el analisis

Nombre Atributos | Instancias | DesPalanceado
Banknote 4 1372 NO
Blood 4 748 S|
Car 6 1728 S|
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Cardiotocography 21 2126 Sl
Chart 60 600 NO
ClimateSimulation 18 540 SI
Connectionist 60 208 NO
Contraceptive 9 1473 NO
Dermatology 34 366 SI
Diabetes 8 768 NO
Ecoli 7 336 SI
Fertility 9 100 SI
Glass 10 214 SI
Haberman 3 306 SI
Hayes 5 132 NO
Hill 100 606 NO
Indian 10 583 SI
lonosphere 34 351 NO
Iris 4 150 NO
Knowledge 5 403 NO
Leaf 14 340 NO
Letter 16 20000 NO
Libras 90 360 NO
Optdigits 64 5620 NO
Pen 16 10992 NO
Planning 12 182 Si
QSARBiodegradation 41 1055 NO
Seeds 7 210 NO
Shuttle 9 58000 Sl
Spectf 44 269 SI
Vertebral(2C) 6 310 Sl
Vertebral(3C) 6 210 Sl
Wdbc 30 569 NO
Wilt 5 4839 Sl
Wine 13 178 NO
Wine(Red) 11 1599 SI
Yeast 8 1484 SI
Zoo 16 101 NO
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4.2.3.1 Distribucion segun el balance de las clases en los conjuntos de
datos

El analisis se realiza a partir de dos grupos formados como siguen:

e Grupo 1: Los conjuntos de datos no estan balanceados.
e Grupo 2: Los conjuntos de datos estan balanceados.

En la Tabla 38 y la Tabla 39 se presentan los resultados de la prueba de Friedman
sobre cada grupo de los conjuntos de datos segun su balance, en donde se obtuvo
un valor de p de 1.1463E-7 y 0.3436 respectivamente.

Tabla 38 Prueba de Friedman en grupo 1 segun el balance de los conjuntos de

datos.

Algoritmo Ranking
IHDELS TT 3
DECC-GTT 3.125
IHDELS CV 4.8

MOS TT 5.125
DECC-G CV 5.65
M-ELM CV 6.2

RWTT 6.325

RW CV 6.475
M-ELM TT 6.775

MOS CV 7.525

Tabla 39 Prueba de Friedman en grupo 2 segun el balance de los conjuntos de

datos
Algoritmo Ranking
IHDELS TT 4.25

DECC-GTT 4.4167
M-ELM CV 4.8333
MOS TT 5.4167
RWTT 5.5278
RW CV 6.0278
M-ELM TT 6.0278
IHDELS CV 6.0556
MOS CV 6.0833
DECC-G CV 6.3611

Como los resultados del primer grupo obtuvieron un valor de p valido, se realizo la
prueba post hoc de Nemenyi a estos datos, el valor utilizado como distancia critica
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fue CD = 3.193 y los resultados de la prueba se observan en |la Tabla 40y en negrita
se muestra donde la diferencia entre rankings es mayor a la distancia critica.

Tabla 40. Resultados prueba de Nemenyi grupo 1 (desbalanceados).

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)
IHDELS TT (1) - | 0,1250 | 1,8000 | 2,1250 | 2,6500 | 3,2000 | 3,3250 | 3,4750 | 3,7750 | 4,5250
DECC-G TT (2) - | 1,6750 | 2,0000 | 2,5250 | 3,0750 | 3,2000 | 3,3500 | 3,6500 | 4,4000
IHDELS CV (3) - 10,3250 | 0,8500 | 1,4000 | 1,5250 | 1,6750 | 1,9750 | 2,7250
MOS TT (4) - 10,5250 | 1,0750 | 1,2000 | 1,3500 | 1,6500 | 2,4000
DECC-G CV (5) - 10,5500 | 0,6750 | 0,8250 | 1,1250 | 1,8750
M-ELM CV (6) - 10,1250 | 0,2750 | 0,5750 | 1,3250
RW TT (7) - 10,1500 | 0,4500 | 1,2000
RW CV (8) - 10,3000 | 1,0500
M-ELM TT (9) - 10,7500
MOS CV (10) -

La Tabla 41y Tabla 42 muestran los resultados de la prueba de Wilcoxon sobre el
grupo 1 y 2 respectivamente. Tener en cuenta que el punto negro indica que el
algoritmo de la fila domina al de la columna y el punto blanco que el algoritmo de la
columna domina al de la fila.

Tabla 41 Prueba de Wilcoxon en grupo 1 segun el balance de los conjuntos de

datos.
(1) | (@) [(3) | (4) | (5) |(6) | (7) | (8) |(9) | (10)

DECC-GTT(1) | - | ¢ | o | o | o | o o .
M-ELM TT (2) o | - o | o

RW TT (3) o - | o

IHDELS TT (4) S P N P P P R R
MOS TT (5) o | e o | - . .
DECC-G CV (6) | © o ; .
M-ELMCV (7) | o o ; o | e
RW CV (8) o o 3 .
IHDELSCV (9) | © o - .
MOS CV (10) o o | o | o o | -
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Tabla 42 Prueba de Wilcoxon en grupo 2 segun el balance de los conjuntos de
datos.

(1) [(2) | (3) | (4) | (5) [ (6) |(7) |(8) [(9) | (10)
DECC-GTT(1) | - | « | e
M-ELM TT (2) -
RW TT (3) - | o
IHDELS TT (4) -
MOS TT (5) -
DECC-G CV (6) .
M-ELM CV (7) - .
RW CV (8) -
IHDELS CV (9) -
MOS CV (10) -

De acuerdo a los resultados obtenidos segun el balance de los conjuntos de datos,
se puede observar que en los conjuntos de datos no balanceados sus mejores
resultados son producto de IHDELS TT y DECC-G TT segun la prueba de Friedman,
con el post hoc de Nemenyi se establece que no hay una diferencia significativa
entre IHDELS TT y DECC-G TT, reafirmandose con la prueba de Wilcoxon dado
qgue entre ellos dos no se establece una dominancia pero si contra todos los demas,
por lo tanto cualquiera de estos dos algoritmos con el modelo entrenamiento-
pruebas en conjuntos de datos no balanceados obtienen buenos resultado contra
los demas algoritmos comparados.

Por otro lado, en los conjuntos de datos balanceados correspondientes al grupo 2,
no se pudo establecer una diferencia significativa de los resultados. Pero de la
prueba de Wilcoxon se presenta a DECC-G TT como el algoritmo de mayor
dominancia.

4.2.3.2 Distribuciéon segun el numero de instancias
Para el analisis sobre el numero de instancias se considero lo siguiente:

e Grupo 1: Los conjuntos de datos tienen menos de 450 instancias.
e Grupo 2: Los conjuntos de datos tiene 450 o mas instancias.

Dividiendo asi entre los conjuntos de datos mas pequefios y los mas grandes en
términos de su numero de instancias.
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Al realizar la prueba de Friedman se obtuvieron los resultados de Tabla 43 y la
Tabla 44, para cada grupo, obteniendo un valor de p de 0.0308 y 3.9477E-7
respectivamente.

Tabla 43 Prueba de Friedman en grupo 1 segun el numero de instancias de los
conjuntos de datos.

Algoritmo Ranking
DECC-GTT 3.8947
IHDELS TT 4.5
DECC-G CV 4.7895
MOS TT 5.0789
IHDELS CV 5.5789
RW CV 5.6053
MOS CV 5.7632
M-ELM CV 5.8421
RWTT 6.7895
M-ELM TT 7.1579

Tabla 44 Prueba de Friedman en grupo 2 segun el numero de instancias de los
conjuntos de datos.

Algoritmo Ranking
IHDELS TT 2.6842
DECC-GTT 3.5789
RWTT 5.1053
IHDELS CV 5.2105
M-ELM CV 5.2632
MOS TT 5.4474
M-ELM TT 5.6842
RW CV 6.9211
DECC-G CV 7.1842
MOS CV 7.9211

Como en ambas pruebas se obtuvo un valor de p valido, se realiz6 la prueba post
hoc de Nemenyi con un valor de distancia critica CD = 3.1079, se utilizé este mismo
valor para ambos grupos ya que presentan el mismo valor de N, los resultados de
la prueba para el grupo 1 se encuentran en la Tabla 45y los del grupo 2 en la Tabla
46 y en negrita se muestra las diferencias entre los rankings que son mayores a la
distancia critica.
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Tabla 45. Resultados prueba de Nemenyi grupo 1 (menores a 450 instancias).

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)
DECC-GTT(1) | - |0,6053|0,8948 | 1,1842 | 1,6842 | 1,7106 | 1,8685 | 1,9474 | 2,8948 | 3,2632
IHDELS TT (2) - | 0,2895 | 0,5789 | 1,0789 | 1,1053 | 1,2632 | 1,3421 | 2,2895 | 2,6579
DECC-G CV (3) - | 0,2894 | 0,7894 | 0,8158 | 0,9737 | 1,0526 | 2,0000 | 2,3684
MOS TT (4) - 10,5000 | 0,5264 | 0,6843 | 0,7632 | 1,7106 | 2,0790
IHDELS CV (5) - 10,0264 | 0,1843 | 0,2632 | 1,2106 | 1,5790
RW CV (6) - | 0,1579 | 0,2368 | 1,1842 | 1,5526
MOS CV (7) - | 00789 | 1,0263 | 1,3947
M-ELM CV (8) - | 09474 | 1,3158
RW TT (9) - | 0,3684
M-ELM TT (10) -

Tabla 46. Resultados prueba de Nemenyi grupo 2 (mayores a 450 instancias).

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)
IHDELS TT (1) - | 0,8947 | 2,4211 | 2,5263 | 2,5790 | 2,7632 | 3,0000 | 4,2369 | 4,5000 | 5,2369
DECC-G TT (2) 1,5264 | 1,6316 | 1,6843 | 1,8685 | 2,1053 | 3,3422 | 3,6053 | 4,3422
RW TT (3) 0,1052 | 0,1579 | 0,3421 | 0,5789 | 1,8158 | 2,0789 | 2,8158
IHDELS CV (4) 0,0527 | 0,2369 | 0,4737 | 1,7106 | 1,9737 | 2,7106
M-ELM CV (5) 0,1842 | 0,4210 | 1,6579 | 1,9210 | 2,6579
MOS TT (6) 0,2368 | 1,4737 | 1,7368 | 2,4737
M-ELM TT (7) 1,2369 | 1,5000 | 2,2369
RW CV (8) 0,2631 | 1,0000
DECC-G CV (9) 0,7369
MOS CV (10) -

Por otro lado, los resultados de la prueba de Wilcoxon se presentan en la Tabla 47
para el grupo 1y la Tabla 48 para el grupo 2.
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Tabla 47 Prueba de Wilcoxon en grupo 1 segun el numero de instancias de los
conjuntos de datos.

(1) [(2) | (3) | (4) | (5) [ (6) |(7) |(8) [(9) | (10)
DECC-GCV (1) | - . o | o
M-ELM CV (2) -
RW CV (3) -
IHDELS CV (4) -
MOS CV (5) .
DECC-G TT (6) e | . .
M-ELM TT (7) o | - o | o
RW TT (8) 5 - o | o
IHDELS TT (9) . | o | -
MOS TT (10) . | - ;

Tabla 48 Prueba de Wilcoxon en grupo 2 segun el numero de instancias de los
conjuntos de datos.

(1) (@) [@3) |4 |(5)|(6)|(7)|(8)|(9 |(10)

DECC-GTT(1) | - | « | » . . .
MELMTT(2) | o | - o . . .
RW TT (3) A . . .
IHDELS TT (4) e | o | - o] o] o o] ] «
MOS TT (5) o | - | « . .
DECC-GCV(6) | o | o o] o | -] o o

M-ELM CV (7) ° e | - | . .
RW CV (8) ° ° o | - o

IHDELS CV (9) ° . e | - |
MOS CV (10) o | o o | o o o | -

En el grupo 1 que corresponde a los conjuntos de datos con menor numero de
instancias, la prueba de Friedman con el post-hoc de Nemenyi muestra que no
existen diferencias significativas en los resultados, es decir ni entre los algoritmos
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ni entre los modelos de validacion. Sin embargo, la prueba de Wilcoxon arroja a
DECC-G TT como el algoritmo de mayor dominancia contra tres algoritmos.

Los conjuntos de datos con mayor numero de instancias, es decir el grupo 2, con la
prueba de Friedman arroja que tres algoritmos implementados con entrenamiento-
pruebas ocupan los primeros lugares y tres algoritmos implementados con
validacion cruzada ocupan los tres ultimos; del analisis post hoc de Nemenyi se
obtiene que IHDELS TT y DECC-G TT tienen una diferencia significativa con
respecto a los 3 ultimos algoritmos del ranking implementados con validacidon
cruzada. Adicionalmente la prueba de Wilcoxon ubica a IHDELS TT como el
algoritmo de mayor dominancia.

4.2.3.3 Distribuciéon segun el numero de atributos

El analisis sobre el numero de atributos de cada conjunto de datos se hizo
distribuyéndolos en dos grupos, asi:

e Grupo 1: Los conjuntos de datos tienen menos de 20 atributos.
e Grupo 2: Los conjuntos de datos tiene 20 o mas atributos.

La Tabla 49 y Tabla 50 presentan los resultados obtenidos con la prueba de
Friedman en cada grupo. Para el grupo 1 se obtuvo un valor de p 3.1856E-4 y para
el grupo 2 el valor de p fue de 0.0655.

Tabla 49 Prueba de Friedman en grupo 1 segun el numero de atributos de los
conjuntos de datos.

Algoritmo Ranking
IHDELS TT 3.3704
DECC-GTT 3.9519
MOS TT 5.3519
M-ELM CV 5.4815
IHDELS CV 5.6481
RW CV 5.963
RWTT 6.1111
DECC-G CV 6.1852
M-ELM TT 6.3889
MOS CV 6.6481

Tabla 50 Prueba de Friedman en grupo 2 segun el numero de atributos de los
conjuntos de datos.

Algoritmo Ranking
DECC-GTT 3.4545
IHDELS TT 4.1364
IHDELS CV 4.7727
MOS TT 5.0455
DECC-G CV 5.5
RWTT 5.5455
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M-ELM CV 5.7273

M-ELM TT 6.5
RW CV 7
MOS CV 7.3182

Como los resultados del primer grupo obtuvieron un valor de p valido, se realizo |
prueba post hoc de Nemenyi con un valor de distancia critica CD = 2.6072, los
resultados de la prueba se muestran en la Tabla 51 y en negrita se muestra la
diferencia entre rankings que tiene un valor mayor a la distancia critica.

Tabla 51. Resultados prueba de Nemenyi grupo 1 (menos de 20 atributos).

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)
IHDELS TT (1) - | 055815 | 1,9815 | 2,111 | 2,2777 | 2,5926 | 2,7407 | 2,8148 | 3,0185 | 3,2777
DECC-G TT (2) - | 1,4000 | 1,5296 | 1,6962 | 2,0111 | 2,1592 | 2,2333 | 2,4370 | 2,6962
MOS TT (3) - | 0,1296 | 0,2962 | 0,6111 | 0,7592 | 0,8333 | 1,0370 | 1,2962
M-ELM CV (4) - |0,1666 | 0,4815 | 0,6296 | 0,7037 | 0,9074 | 1,1666
IHDELS CV (5) - 10,3149 | 0,4630 | 0,5371 | 0,7408 | 1,0000
RW CV (6) - | 0,1481 | 0,2222 | 0,4259 | 0,6851
RW TT (7) - | 0,0741 | 0,2778 | 0,5370
DECC-G CV (8) - | 0,2037 | 0,4629
M-ELM TT (9) - | 0,2592
MOS CV (10) -

En la Tabla 52 y la Tabla 53 se evidencia el resultado de la prueba de Wilcoxon
sobre cada grupo segun el numero de atributos en los conjuntos de datos.

Tabla 52 Prueba de Wilcoxon en grupo 1 segun el numero de atributos de los
conjuntos de datos.

(1) (2

@)

(4) | (5)

(6)

(7) | (8)

(9)

(10)

DECC-G CV (1)

o

o

M-ELM CV (2)

RW CV (3)

IHDELS CV (4)

MOS CV (5)

DECC-G TT (6)

M-ELM TT (7)

RW TT (8)

IHDELS TT (9)

MOS TT (10)
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Tabla 53 Prueba de Wilcoxon en grupo 2 segun el numero de atributos de los
conjuntos de datos.

(1) [(2) | (3) | (4) | (5) [ (6) |(7) |(8) [(9) | (10)
DECC-GCV (1) | -
M-ELM CV (2) -
RW CV (3) -
IHDELS CV (4) 3 o
MOS CV (5) "o o
DECC-G TT (6) .
M-ELM TT (7) o | - °
RW TT (8) -
IHDELS TT (9) -
MOS TT (10) -

El grupo 1 que representa los conjuntos de datos con menor numero de atributos
obtiene en la prueba de Friedman un valor de p valido que ubica a IHDELS TT y
DECC-G TT como los mejores algoritmos, sin embargo, en la prueba post hoc de
Nemenyi se observa que no existe una diferencia significativa entre estos dos. Por
otro lado, la prueba de Wilcoxon ubica a IHDELS TT como el algoritmo con mayor
dominancia.

Del grupo 2 no se pudo establecer un ranking significativo dado que no hay un valor
de P valido; de la prueba de Wilcoxon DECC-G TT se presenta como el algoritmo
de mayor dominancia.

4.2.4 Analisis de resultados

A partir de los datos, se pudo observar que los algoritmos meta-heuristicos: IHDELS
y DECC-G implementados con entrenamiento-pruebas presentan un mejor
desempefio general en la optimizacion de los pesos de entrada y sesgos de una
SLFN entrenada con ELM frente al algoritmo del estado del arte M-ELM vy la
caminata aleatoria.

En los problemas de clasificacion el algoritmo IHDELS implementado con el modelo
de entrenamiento-pruebas presenté mejores resultados, teniendo en cuenta que en
la prueba de Friedman es el primero en el ranking, sin embargo, en la prueba de
Nemenyi se observa que no tiene una diferencia significativa con el algoritmo
DECC-G TT, pero al realizar el analisis con la prueba de Wilcoxon IHDELS TT es
quien presenta mayor dominancia.
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Los problemas de regresién no pudieron establecer un nivel de dominancia entre
ellos ni un valor P en la prueba de Friedman que permita determinar que los valores
obtenidos sean estadisticamente significativos; no obstante, MOS se presenta como
el mejor algoritmo con el modelo de validacion de entrenamiento-prueba, mientras
que en validacion cruzada los mejores resultados pertenecen a M-ELM.

Los mejores resultados en problemas de clasificacién siempre fueron consecuencia
de utilizar el modelo de entrenamiento-prueba. Se considera que esto se debe
principalmente al numero de soluciones diferentes que se generan usando TT, ya
que realmente se crean 3.000 al igual que las EFOs establecidas para los
algoritmos, mientras que para CV con k=10 sélo se crean 300, ya que cada
evaluacion por CV realiza 10 EFOs.

Los problemas de clasificacién demuestran mas confiabilidad en la informacion que
proveen puesto que se pudo establecer un nivel de dominancia entre ellos y un
ranking de Friedman con diferencias significativas utilizando el post hoc de Nemenyi
que asegura que los datos son estadisticamente validos y que ubica a IHDELS TT
y a DECC-G TT como los mejores algoritmos entre los que fueron evaluados; a
diferencia de los problemas de regresion de los cuales no se pudo establecer un
nivel de dominancia ni un ranking valido.
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Capitulo 5

5. CONCLUSIONES Y TRABAJO FUTURO

5.1 CONCLUSIONES

El presente trabajo de investigacion adapto los tres algoritmos que presentaron
mejores resultados en la competencia 2015 IEEE CEC en problemas de alta
dimensionalidad, a saber: coevolucion cooperativa basada en evolucion diferencial
(DECC-G), muestreo multiple de descendientes (MOS) e hibridacion iterativa de
evolucion diferencial con busqueda local y reinicios (IHDELS). Estos algoritmos
fueron utilizados para optimizar la asignacion de pesos de entrada y sesgos de una
SLFN entrenada con ELM y fueron probados sobre problemas de clasificacion y
regresion familiares para la comunidad cientifica. La experimentacion se llevo a
cabo con un numero de evaluaciones de la funcion objetivo que mantuviera el
principal concepto de una ELM el cual es realizar el entrenamiento de la red
neuronal en una cantidad de tiempo menor comparado con algoritmos como el de
propagacion hacia atras. El presente trabajo pudo determinar que los algoritmos
meta-heuristicos si presentan mejores resultados, donde los mejores se obtuvieron
con IHDELS, ademas se determin6 que el modelo de entrenamiento-prueba supera
al de validacion cruzada en el problema de la ELM, lo cual se confirmé a través de
las pruebas no paramétricas de Friedman y Wilcoxon.

A partir de los datos extraidos de la experimentacion se demostro que el algoritmo
del estado del arte M-ELM fue superado en problemas de clasificacion utilizando el
modelo de entrenamiento-prueba por los dos algoritmos meta-heuristicos
implementados en el siguiente orden: 1) IHDELS y 2) DECC-G. Por otro lado, en los
problemas de regresion no se pudo establecer con certeza cual es el algoritmo
ganador dado que en la prueba de Friedman no se obtuvo un valor p menor a 0.05
y la prueba de Wilcoxon no pudo establecer la dominancia de ninguno de los
algoritmos, esto sugiere que no existe una cantidad significativa de datos para
determinar cual es la mejor meta-heuristica a utilizar, lo cual por motivos de alcance
del proyecto no pudieron ser llevados a cabo. Sin embargo, con la informacién que
se cuenta en los problemas de regresion la prueba de Friedman indica que el
algoritmo que esta presentando hasta ahora los mejores resultados es MOS
utilizando el modelo de entrenamiento-prueba.

El éxito de IHDELS radica en que utiliza una estrategia de exploracién a través del
algoritmo evolutivo y otra de explotacion por medio de las busquedas locales, por lo
que se comporta como un algoritmo memético (aunque no incluye conocimiento
especifico del problema). Su mecanismo de reinicio establece una tasa de mejora
qgue le permite realizar nuevamente una exploracion sobre el espacio de busqueda
evitando que caiga en un 6ptimo local. También, las estrategias de optimizacion que
implementa cada busqueda local tienen un enfoque diferente, lo que ayuda a
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recorrer el espacio de busqueda por diferentes caminos en las dimensiones del
problema. El algoritmo IHDELS utiliza originalmente en [9] como busquedas locales
al algoritmo MTS-LS1 y L-BFGS-B, no obstante el calculo de la derivada que era
necesario para implementar el algoritmo L-BFGS-B consumia rapidamente el
numero maximo de evaluaciones de la funcidn objetivo en el problema especifico
del proyecto, con esto en mente se optd por sustituirlo con el algoritmo de ascenso
a la colina (hill climbing) que logré ser una buena opcion.

Los resultados obtenidos en este trabajo demuestran que los algoritmos meta-
heuristicos, especificamente IHDELS y DECC-G si presentan mejores resultados
en la exactitud del entrenamiento de la SLFN con ELM que el algoritmo del estado
del arte M-ELM. Este trabajo ademas es el primero que se realiza para optimizar los
pesos de entrada y sesgos de una ELM usando algoritmos de optimizacion de alta
dimensionalidad. Las comparaciones en los tiempos de ejecucion de los algoritmos
no pudieron establecerse, dado que las caracteristicas de los computadores a nivel
de software no eran homogéneas, disminuyendo el rendimiento en algunas
maquinas, esto se observo durante la experimentacién donde al asignar la misma
tarea a dos computadores estos presentaban una diferencia considerable en
tiempo.

El uso de algoritmos especializados en alta dimensionalidad utilizados tiene un alto
grado de dificultad en el afinamiento de sus parametros, dado que estos deben ser
ajustados conjuntamente con los parametros de sus algoritmos subordinados
generando un mayor conjunto de combinaciones entre estos. Ademas, en algunos
casos es necesario definir manualmente los parametros para garantizar que todas
las caracteristicas de la meta-heuristica son aprovechadas al completar al menos
una iteracion; el cual fue el caso de DECC-G donde la definicion de la cantidad de
subcomponentes, las evaluaciones en SaNSDE y en DE debian ser
meticulosamente seleccionadas.

Entre los resultados validos obtenidos en la division de los conjuntos de datos por:
numero de instancias, numero de atributos y el balance de estos, se observo que
IHDELS y DECC-G implementados con el modelo de validacion de entrenamiento-
pruebas siempre lograban el mejor desempefio, sin embargo para realizar un
analisis mas profundo sobre el comportamiento de los algoritmos segun las
caracteristicas de los conjuntos de datos se recomienda utilizar técnicas de
clustering que agrupen y describan apropiadamente los subconjuntos de estos.

5.2 TRABAJO FUTURO

En este trabajo de investigacion se utilizaron tres meta-heuristicas, las que
mostraron los mejores resultados en la competencia 2015 IEEE CEC, por lo que se
espera realizar los mismos experimentos con los algoritmos ganadores en funciones
de alta dimensionalidad de la siguiente competencia IEEE CEC, ademas se espera
utilizar algunos algoritmos no especializados en alta dimensionalidad, pero efectivos
en un numero pequeio de evaluaciones de la funcion obijetivo.
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También se hace interesante optimizar la cantidad de neuronas de la capa oculta
junto a los valores de los pesos de entrada y sesgos de la ELM, con los algoritmos
propuestos, para asi no tener una cantidad de neuronas en la capa oculta que sean
innecesarias segun el problema que se esta evaluando, evitando el sobre
entrenamiento de algunos conjuntos de datos.

Seria conveniente realizar un mayor trabajo en la seleccion de las técnicas y
busquedas locales para las meta-heuristicas MOS e IHDELS respectivamente,
donde estas no se limiten a tener unicamente dos técnicas y dos busquedas locales,
si no que se puedan integrar mas técnicas o busquedas locales permitiendo que las
optimizaciones se hagan con diferentes enfoques.

Ademas, como los conjuntos de datos presentan diferente distribuciéon en la
cantidad de clases se podria realizar un trabajo donde se haga el analisis sobre
subconjuntos de estos con el objetivo de observar el comportamiento de los
algoritmos en conjuntos de datos con caracteristicas similares.

Finalmente seria apropiado hacer un analisis exhaustivo sobre los resultados segun
las caracteristicas de los conjuntos de datos para observar como se comportan los
modelos de validacion y los algoritmos segun las diversas agrupaciones.
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