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Resumen

En este trabajo se adaptaron 10 algoritmos meta-heuristicos mono-objetivo para
realizar la definicion de los parametros de una red neuronal con conexiones hacia
adelante usando para el entrenamiento el algoritmo denominado Maquina de
Aprendizaje Extremo (Extreme Learning Machine, ELM) sobre el Framework jMetal.

Estos algoritmos meta-heuristicos fueron disefiados para resolver problemas de alta
complejidad y se inspiran en diferentes aspectos de la naturaleza, a saber:
Busqueda Arménica (Harmony Search, HS), Mejor Busqueda Armonica Global
(Global Best Harmony Search, GHS), Busqueda Armdénica Mejorada (Improved
Harmony Search, IHS), Nueva Busqueda Armonica Global (Novel Global Harmony
Search, NGHS), Evolucion Diferencial (Diferencial Evolution, DE), Optimizacion por
Enjambre de Particulas (Particle swarm optimization, PSO), Adaptacion de la Matriz
de Covarianza (CMAES), Caminata Aleatoria (Random Walk) y un algoritmo
memeético basado en la combinacion de evolucion diferencial con recosido simulado
denominado M-ELM.

Para comparar el desempefio de estos 10 algoritmos, se definieron 40 datasets que
representa problema de clasificacion y regresion con diferentes niveles de
complejidad obtenidos del repositorio de la Universidad de California en Irvine (UCI).
Los algoritmos fueron evaluados usando dos esquemas de representacion de la
solucion y con dos métodos de validacion del modelo donde se evidencia que HS
logra obtener el mejor desempefio basado en los resultados de los test estadisticos
no paramétricos de Friedman y Wilcoxon.
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Capitulo 1

1 INTRODUCCION
1.1 PLANTEAMIENTO DEL PROBLEMA

Debido a los avances tecnolégicos tanto en recoleccion como almacenamiento de
datos, los investigadores, académicos y personas en general en diferentes areas
del desarrollo humano pueden generar y obtener grandes volumenes de datos, ante
lo cual surge la necesidad de contar con herramientas que permitan extraer la mayor
cantidad posible de informacion y conocimiento Util. En este escenario, la mineria
de datos se ha convertido en la principal herramienta para el analisis de datos, a
través de las siguientes tareas: clasificacion, regresion, agrupamiento, reglas de
asociacion, analisis de series temporales y deteccion de valores atipicos [1-2]. De
estas tareas se destaca la de clasificacion y regresion por ser las que mas se usan
en los diferentes proyectos académicos, cientificos, comerciales e industriales [3].

La tarea de clasificacion consiste en definir un modelo (representado, por ejemplo,
con un arbol de decision, una lista de reglas de cobertura, una red neuronal o unas
tablas de probabilidades) basado en un dataset que previamente ha sido etiquetado,
marcado o clasificado, conocido como conjunto de entrenamiento, con el objetivo
de poder asignar una clase o etiqueta especifica a un nuevo objeto o registro [4].
Un proceso similar se usa para la tarea de regresion, pero en este caso, la variable
objetivo es continua (numérica) mientras que en clasificacion es categorica o
discreta (lista de clases).

Existen muchos algoritmos para resolver problemas de clasificacion y regresion,
entre los cuales se encuentran: Naive Bayes, redes Bayesianas, k vecinos mas
cercanos (k-nn), redes neuronales artificiales como el perceptron multi-capa,
maquinas de soporte vectorial (support vector machines), arboles de decision (C4.5,
CART, Random Forest), regresion lineal/polinémica multi-variable, entre muchos
otros [5]. Estas técnicas pueden obtener diferentes valores de exactitud en la
clasificacion dependiendo de las caracteristicas del dataset de entrenamiento [6].

En las redes neuronales artificiales, se encuentran diferentes arquitecturas de red
como, por ejemplo, las que estan parcialmente conectadas o las totalmente
conectadas, de una, multiples y muchisimas capas, éstas ultimas conocidas como
Deep learning [7]. Entre todas estas opciones se destacan las Redes Neuronales
de una sola capa oculta que sélo propagan hacia adelante (Single-Hidden Layer
Feedforward Network, SLFN) por ser sencillas en su disefio, ser unidireccionales y
faciles de entrenar. Uno de los algoritmos mas reconocidos en el estado del arte
para el entrenamiento de redes neuronales es el backpropagation [8] y sus
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variaciones, pero cuando se tiene una SLFN se puede usar un algoritmo alternativo
denominado Maquina de Aprendizaje Extremo (Extreme Learning Machine, ELM)
[9] que es muy competitivo en exactitud de clasificacion o error de regresion frente
al backpropagation y ademas reduce ostensiblemente el tiempo requerido para el
entrenamiento de la red neuronal. Las SLFN entrenadas con ELM se han
implementado en diferentes contextos y problemas logrando un buen desempefio
[10]-[13].

ELM se usa cuando se tiene una SLFN que tiene tres capas (la de entrada, la oculta
y la de salida), una funcion de activacion infinitamente diferenciable en la capa
oculta y una funcion de activacion lineal en la capa de salida, ademas de los datos
de entrenamiento. El algoritmo define en forma aleatoria los pesos que conectan la
capa de entrada con la capa oculta, asi como los pesos de los sesgos (bias) de la
capa oculta. Luego usa la pseudoinversa de Moore-Penrose para definir los pesos
gue conectan la capa oculta con la capa de salida, esto, sin usar diferentes épocas
como lo hace el backpropagation, por eso el entrenamiento es mas rapido [14].

El hecho de definir de forma aleatoria los pesos de entrada (entre la capa de entrada
y la oculta) y los sesgos de la capa oculta hace que la calidad de la clasificacion o
regresion no sea la mejor posible, ya que al definir los pesos de salida con base en
estos valores aleatorios se encuentre una solucion 6ptima local del problema de
clasificacion/regresion que se esté entrenando. Por esta razon, a la fecha se han
desarrollado diferentes investigaciones para definir de una mejor forma los pesos
de entrada y los sesgos ocultos de una SLFN que usa ELM para su entrenamiento.
Entre estos se destacan las propuestas heuristicas que hacen uso de algoritmos
genéticos, optimizacion por enjambre de particulas, evolucién diferencial, busqueda
armonica, entre otras, que muestran mejores resultados de clasificacion/regresion
[15]-[19] a costa de un tiempo adicional de entrenamiento, que aun asi es
competitivo frente a backpropagation.

Teniendo en cuenta que de los “No Free Lunch” Theorems (NFLT) para optimizacion
se puede deducir que para un problema especifico sélo se puede conocer la mejor
meta-heuristica que lo resuelve a través de la comparacion experimental [20]. En
este proyecto, se evalud y comparo el entrenamiento de una SLFN con ELM sobre
un conjunto amplio de meta-heuristicas, entre ellas: 1) La busqueda armodnica y sus
variantes [21]-[23], 2) Las disponible en el Framework jMetal [24]-[27] y 3) Las que
constituyen el estado del arte (linea base de la presente investigacion) [18].

Por lo anterior, en esta propuesta se busco definir dentro de un amplio conjunto de
meta-heuristicas evaluadas cual constituye la mejor meta-heuristica que define los
parametros de una red neuronal SLFN basada en ELM. Para esto se plante6 al
inicio del proyecto la siguiente pregunta de investigacion. ¢Cual de las meta-
heuristicas evaluadas es la mejor opcion para definir pardmetros de una red SLFN
basada en ELM en problemas de clasificacion y regresion?
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1.2 APORTES DEL PROYECTO

Desde la perspectiva de investigacion las contribuciones de este proyecto se
centran en la generacion de nuevo conocimiento en el &rea de la optimizacion de
redes neuronales SLFN que usan ELM para resolver problemas de clasificacion y
regresion, ya que se identificé cual de los algoritmos de optimizacion basado en la
busqueda armoénica (HS) es mas eficiente (medido en exactitud y tiempo). Este
aporte se hace teniendo en cuenta que no se encontrd ningun reporte de algoritmos
de optimizacién basados en HS enfocados al entrenamiento de redes neuronales
mediante ELM para problemas de clasificacion, en las bases de datos de IEEE,
ScienceDirect y Springer Link. Ademas, se establecié un ranking de las meta-
heuristicas comparadas usando el test estadistico no paramétrico de Friedman y
una relacién de dominancia con el test estadistico no paramétrico de Wilcoxon.

Desde la perspectiva de innovacion con el desarrollo de este proyecto se
implementaron variaciones del algoritmo de la busqueda armonica y otros del
estado del arte en el framework jMetal para el problema concreto de entrenamiento
de SLFN a través de ELM. Este codigo queda disponible para la comunidad
académica, cientifica e industrial y puede ser usado para la solucion de problemas
concretos en diferentes areas de aplicacion.

1.3 OBJETIVOS

A continuacion, se describen los objetivos del proyecto, conforme fueron aprobados
por el Consejo de la Facultad de Ingenieria Electronica y Telecomunicaciones de la
Universidad del Cauca en el documento del anteproyecto.

1.3.1 Objetivo General

Definir el mejor algoritmo meta-heuristico mono objetivo que permita optimizar el
proceso de entrenamiento de una maquina de aprendizaje extremo (Extreme
Learning Machine, ELM) basado en las opciones disponibles en la libreria jMetal y
nuevas heuristicas derivadas de la busqueda armonica (Harmony Search, HS).

1.3.2 Objetivos Especificos

e Definir la linea base de comparacién del trabajo investigativo, compuesta por los
datasets de evaluacién con problemas de clasificacion y regresion, las medidas a
usar para la comparacion, la arquitectura de la ELM y la implementacion de los
mejores algoritmos reportados en el estado del arte.

e Definir la mejor meta-heuristicas disponible en jMetal para el entrenamiento de
una Maquina de Aprendizaje Extremo y su comparacidon con los algoritmos
reportados en el estado del arte.
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Definir la mejor variacion de la Busqueda Arménica para el entrenamiento de una
Maquina de Aprendizaje Extremo y su comparacion con los algoritmos reportados
en el estado del arte y los previamente evaluados de jMetal.

1.4 RESULTADOS OBTENIDOS

A continuacion, se resumen los principales resultados del presente trabajo de grado:

Monografia del trabajo de grado, corresponde al presente documento que
contiene el estado del arte sobre el problema junto con la descripcion detallada
de los algoritmos usados en el trabajo. Luego, se presenta la adaptacion de los
algoritmos al proceso de optimizacion de pesos y sesgos ocultos de lared SLFN
basada en ELM y su integracién al framework jMetal. Después, se presenta el
analisis de los resultados obtenidos por los algoritmos propuestos junto con la
comparacién con los algoritmos del estado del arte y finalmente, se muestran las
conclusiones y el trabajo futuro que el grupo de investigacién espera desarrollar
en el corto plazo.

El Framework jMetal 5.2 con la implementacion de los algoritmos basados en
HS y la extension de este para tareas de clasificacion y regresion con redes
neuronales SLFNs basadas en ELM.

Presentacion de un articulo titulado “A comparative study of harmony search
algorithms for improving the training process of Extreme Learning Machines”
presentado por Daniel Pusil, Carlos Cobos y Martha Mendoza en el evento
internacional MICAI 2017 - 16th Mexican International Conference on Atrtificial
Intelligence, octubre 23 a 28 Ensenada, Baja California, México. A publicarse en
Lecture Notes in Computer Science. Revista indexada en categoria A2 por el
PUBLINDEX de COLCIENCIAS y en cuartil 2 de Scopus para el afio 2017.
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Capitulo 2

2 CONTEXTO TEORICO Y ESTADO DEL ARTE
2.1 CONTEXTO TEORICO

En esta seccion se presentan los conceptos mas relevantes para el desarrollo de
este trabajo de grado, dando de esta forma la posibilidad de entender mejor el resto
del documento. Ademas, estos conceptos van acompafados de referencias
bibliogréaficas para un mayor detalle de estos.

2.1.1 Clasificacion

La clasificacion es una de las tareas mas frecuentes a la hora de la toma decisiones
en las diferentes actividades humanas. Un problema de clasificacion ocurre cuando
un objeto necesita ser asignado dentro de un grupo predefinido o clase, basado en
un conjunto de atributos especificos del objeto. El problema fundamental de la
clasificacion esta directamente relacionado con la separabilidad de las clases.

EJEMPLO: el problema de clasificacion de la flor de iris. El dataset (dataset) de
flores de iris (Fisher's Iris dataset) [28], es un dataset multivariante introducido por
Ronald Fisher en 1936 en el uso de medidas multiples en problemas taxonémicos,
como un ejemplo de analisis discriminante lineal. Fisher colecciono los datos usados
para cuantificar la variacion morfolégica del Iris con las flores de tres especies
relacionadas. El dataset se puede ver resumido en la Tabla 1.

Sépalo Sépalo Peétalo Peétalo Clase
Longitud Anchura Longitud anchura
X1 5.9 3.0 4.2 15 Iris-versicolor
X3 6.9 3.1 4.9 15 Iris-versicolor
X3 6.6 2.9 4.6 1.3 Iris-versicolor
X4 4.6 3.2 14 0.2 Iris-setosa
Xs 6.0 2.2 4.0 1. Iris-versicolor
X 4.7 3.2 1.3 0.2 Iris-setosa
X100 7.7 3.8 6.7 2.2 Iris-virginica
X150 51 3.4 15 0.2 Iris-setosa

Tabla 1. Conjunto de datos Iris

El dataset tiene 3 clases: setosa, versicolor y virginica (ver Figura 1) con los
siguientes atributos: longitud de pétalo, anchura de pétalo, longitud de sépalo y
anchura de sépalo, todos medidos en centimetros (cm) y tiene en total 150 ejemplos
0 registros, 50 de cada clase.
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El dataset s6lo contiene dos agrupaciones como se muestra en la Figura 2, uno con
una separacion obvia y clara que abarca a los registros de la clase Iris setosa,
mientras el otro contiene una mezcla (solapada) de las clases lIris virginica e Iris
versicolor y no es linealmente separable. En la Figura 2 se muestra como el
problema fundamental de la clasificacion esta directamente relacionado con la
separabilidad de las clases, donde cada miembro de grupo esta lo mas cerca
posible de otro (setosa), y grupos diferentes deben estar lo méas alejados posible de
los otros.

o

setosa versicolor virginica

Figura 1. Flor de iris (Tomada de [29])

Conjunto de Entrenamiento:IRIS

® Setosa @ Versicolor Virginica

Anchura de petalo
N

o

3
°
°
-
%
| 4

0 1 2 3 4 5 6 7 8
Longuitud de petalo

Figura 2. Distribucion del conjunto de entrenamiento para iris.
2.1.2 Regresion

El analisis de regresion es el conjunto de técnicas usadas para explorar y cuantificar
la relacién de dependencia entre una variable cuantitativa o variable dependiente y
una o mas variables independientes llamadas variables predictoras. El andlisis de
regresion ayuda a entender como el valor de la variable dependiente varia al
cambiar el valor de una de las variables independientes, manteniendo el valor de
las otras variables independientes fijas. En aprendizaje de maquina el objetivo de la
regresion es proyectar métricas hacia el pasado y hacia el futuro, permitiendo
detectar informacion muy importante dentro de grandes volumenes de informacion
de una manera precisa, en un proceso ciclico siempre buscando nuevas
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correlaciones, patrones y tendencias significativas para depurar grandes volumenes
de datos, utilizando modelos matematicos y estadisticos [30].

Un andlisis de regresion genera una ecuacion para describir la relacion estadistica
entre uno o mas predictores y la variable de respuesta y para predecir las nuevas
observaciones, la ecuacion general de regresion, lineal en este caso, se describe
por la ecuacion (1).

Y = Bo + B1x1 + L1X1 e een e + Bpx, + € (1)

Donde,

y : variable dependiente, representa el proceso que se intenta predecir o entender,
la variable dependiente es una funcion de las variables explicativas o
independientes.

x; : Variables independientes/explicativas, son las variables utilizadas para modelar
o predecir los valores de la variable dependiente.

Bi: Coeficientes de regresion, son valores, uno para cada variable explicativa, que
representan la fortaleza y el tipo de relacion que tiene la variable explicativa con la
variable dependiente.

Cuando la relacion es una relacién solida, el coeficiente es relativamente grande
(relativo a las unidades de la variable explicativa con la que se asocia). Las
relaciones débiles se asocian con coeficientes cercanos a cero; B, es la intercepcién
de laregresion y representa el valor esperado para la variable dependiente si todas
las variables independientes (explicativas) son cero.

Residuales: Son la parte de la variable dependiente (Y) que no se puede explicar
con las variables explicativas y se representa en la ecuacion de regresion como el
término de error aleatorio ¢.

R?: Error Cuadratico Medio es una estadistica derivada de la ecuacion de regresion
para cuantificar el rendimiento del modelo, esta mide el promedio de los errores al
cuadrado que son determinados por la diferencia entre los valores reales de la
variable dependiente y el valor estimado de la misma como se expresa en la
ecuacion (2) donde N es el nimero de muestras.

N
1 -
R2=—x ) (Y, -Y)? 2)

=1
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2.1.3 Extreme Learning Machine

Las técnicas de inteligencia computacional han sido usadas para gran variedad de
aplicaciones. Entre las numerosas técnicas, las redes neuronales y las maquinas
de soporte vectorial (SVM) han jugado un papel dominante. Sin embargo, se sabe
que ambos se enfrentan a algunas cuestiones dificiles de resolver tales como su
lenta velocidad de aprendizaje. Recientemente, las Maquinas de Aprendizaje
Extremo o Extreme Learning Machines (ELM) han atraido la atencion de mas y mas
investigadores como una técnica emergente que resuelve algunos problemas a los
que se enfrentan otras técnicas de entrenamiento de redes neuronales.

ELM [23] es un novedoso modelo de entrenamiento de una red SFLN que cumple
con unos requisitos especificos. La estrategia de entrenamiento de una ELM es muy
simple. A diferencia de las redes neuronales convencionales cuyos pesos necesitan
ser ajustados usando el algoritmo de propagacion hacia atras (backpropagation), en
ELM, los pesos de entrada de la red y los sesgos de la capa oculta se generan
aleatoriamente, luego, basado en una funcion de activacion de la capa oculta
infinitamente diferenciable, se calculan los pesos entre la capa oculta y la capa de
salida en forma analitica usando la inversa generalizada de Moore-Penrose (MP)
[14].

Matematicamente, considere N distintas muestras {x; t;} que conforman un
conjunto de entrenamiento, donde i € {1,N} y x; = {x;1, Xiz, ..., Xin}T € R™ tiene n
atributos de entrada y t; = {t;1, tin, ..., tim}’ € R™ contiene m salidas o clases,
suponiendo que SLFNSs tiene [ nodos (neuronas) en la capa oculta y una funcién de
activacion g(a)jxl- + bj), se puede definir la estructura de una ELM como se aprecia
en la ecuacion (3).

l
J

donde j = 1,2,3,...,l y wjx; indica el producto interno de los pesos de entrada w; por
los valores de entrada x;.

La capa de entrada y la capa oculta se conectan por la matriz de pesos de entrada

. . T
@ xn, CON dimensiones [ x n donde @; = {wjl,wjz, ...,wjn} es el vector que conecta
al i-ésimo nodo oculto con los nodos de entrada. Ademas, b es el vector de sesgos
(bias) de cada nodo de la capa oculta y finalmente g; = {B;1, B2, Bj3» -, Bjm} €S €l
vector de pesos que conecta el j-esimo nodo oculto con los nodos de salida.

De acuerdo con los teoremas de aproximacion universal de ELM [31], se pueden
usar varias funciones de activacion, entre ellas: sigmoidal, seno, multi-cuadratica,
gaussian, hardlim y Triangular basica que se presentan a continuacion.
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1. Sigmoidal
1
g(@,b,x) = FR ) (4)
2. Seno
g(@,b,x) = sen(wx + b) (5)
3. Multi-cuadratica
g(@, b, x) = sen(wx + b) (6)
4. Gaussian
[Ix-a]| )
i 7
g(@,b,x) = e< ’ ")
5. Hardlim
(1, wx+b =20
g(w'b'x)_{o, wx+b <0 (8)
6. Triangular basica
_(1—|owx+b|, —1<wx+b <1
g(w;b;x)—{ 0 , XZO (9)

Cuando la funcién de activacion es infinitamente diferenciable se puede demostrar
gue se necesitan un numero de nodos ocultos [ < N [9]. Por esto, en [32] las N
ecuaciones se escriben como la ecuacion (10), en donde la capa oculta (H) se
representa por la ecuacion (11), los pesos de salida (8) se representan por la
ecuacion (12) y la matriz de salida (T) se representan con la ecuacion (13).

HB =T (10)
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g(wix; +by) .. g(wx; +by)
H = Capa oculta (11)
g(a)lxN + bl) g(a)lxN + bl) N+l
]
B = | | Pesos de salida (12)
LBlTJl*m
K
T = | | Matrix de Salida (13)
lt,\T,JN*m

Para determinar los pesos de salida £ entre los nodos de la capa oculta y la capa
de salida es necesario encontrar la solucion de minimos cuadrados para el sistema
lineal planteado en la ecuacion (10).

g =H'T (14)

Ht = (HTH)"*HT (15)

La norma minima para dicho sistema lineal es f = HT expresado en la ecuacion
(14), donde HT es la inversa generalizada de Moore-Penrose de la matriz H.

Si el nimero de nodos ocultos [ es igual al nimero de muestras de entrenamiento
(L= N), la matriz H es cuadrada y puede ser invertible, cuando H es cuadrada e
invertible el sistema aproxima la muestra de entrenamiento con un error nulo. Sin
embargo, para una red ELM frecuentemente (N > l) el nimero de instancias de
entrenamiento (N) es mucho mayor que el nimero de nodos ocultos (1) por lo que
la matriz H no es cuadrada, lo que implica que el sistema no tiene una solucion
Unica, por este motivo se recurre a la aproximacién del sistema mostrado en la
ecuacion (10) que puede usar regularizacion [33] para mejorar la estabilidad del
sistema.

A continuacion, en la Figura 3 se presentan los diferentes componentes implicados
en el entrenamiento de una red SFLN usando ELM. La estructura de la red consta
de una capa de entrada, una capa de salida, y una capa oculta, donde la capa de
entrada y la capa de salida estan conectadas a la capa oculta con pesos de entrada
w; Y pesos de salida g; respectivamente.
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7 N il Capa oculta \"‘
~ f I
\‘-» P g((le, + b,)

Capa de entrada Capa de salida

Figura 3. Estructura de una red ELM [Fuente propia]

2.1.3.1 Clasificacion con ELMs

Una ELM es un modelo de regresion, que puede ser adaptado para problemas de
clasificacion. Para clasificar datasets con ELM las clases de las muestras del
dataset deben ser codificadas de una manera especial y siguiendo unas reglas
especificas.

Si las clases son categoricas e independientes, se crea un vector con una celda por
cada clase. Para cada objetivo su clase correcta es fijada en uno (1) y la incorrecta
en menos uno (-1) como se muestra en la Tabla 2. Esta codificacion crea un vector
por cada clase que es ortogonal a los vectores de las otras clases. La clase predicha
se asigna de acuerdo con la salida de ELM mas grande.

Para un problema de clases multiples, donde una muestra o registro puede tener
multiples clases correctas, se crea un vector similar al problema de clases
independiente, es decir se usa 1 para los valores de las clases correctas y -1 para
las otras. Las clases predichas se asignan para toda la red ELM segun sean mayor
gue un valor de umbral.

Clase Clasel Clase2 Clase3
Iris-Setosa 1 -1 -1
Iris-versicolor -1 1 -1
Iris-virginica -1 -1 1

Tabla 2. Codificacién de la matriz para el dataset Iris

Daniel Pusil (Autor), Carlos Cobos PhD. (Director), Martha Mendoza PhD. (Codirectora) 16



Algoritmo Meta-Heuristico Mono Objetivo para Optimizar el Proceso de Entrenamiento de una
Maquina de Aprendizaje Extremo basado en jMetal y Variaciones de la Busqueda Arménica

2.1.3.2 Ejemplo de unared ELM para clasificacion

Para facilitar el entendimiento del algoritmo ELM, a continuacion, se realiza un
ejemplo del proceso de definicion de pesos en una SLFN usando este algoritmo.
Para lo anterior, se parte de los datos de entrenamiento presentados en la Tabla 3,
correspondiente a 6 muestras del dataset Iris, de las cuales solo se toma los
atributos de longitud pétalo y anchura de pétalo los cuales son suficientes para
mostrar el proceso de clasificacion con ELM.

Anphura Lor)gltud Clasificacion
pétalo pétalo

1.4 0.2 Iris-setosa
1.7 0.4 Iris-setosa

4.7 1.4 Iris-versicolor

4.5 1.5 Iris-versicolor

6 1.6 Iris-virginica

4.5 1.7 Iris-virginica

Tabla 3. Datos de entrenamiento de ejemplo

La SLFN que se usa como clasificador para este ejemplo cuenta con dos neuronas
en la capa de entrada (Anchura de pétalo, Longitud de pétalo), tres neuronas en la
capa oculta y tres en la capa de salida (Iris-setosa, Iris-versicolor, Iris-virginica).

La cantidad de neuronas en la capa oculta es un valor que se toma de manera
arbitraria, existen algoritmos como Self-Adaptive ELM [34], que buscan la cantidad
adecuada de neuronas en la capa oculta para construir redes neuronales optimas.
Este algoritmo toma valores aleatorios en los parametros de entrada y explora cuél
es la cantidad de neuronas en la capa oculta que consigue que el desempefio de la
red neuronal se optimice.

Sea w los pesos definidos en forma aleatoria entre las neuronas de la capa de
entrada y la capa oculta, como se muestran a continuacion:

0.410 0.208
w = [0.968 0.006 yw; = [Wit Wiz]

0.940 0.947

Donde w;; es el peso entre la neurona i de la capa oculta y la neurona j de la capa
de entrada. Siendo i el subindice de la filay j el subindice de la columna. Sea b el

vector de sesgos (bias) de la capa oculta definido también aleatoriamente de la
siguiente forma:
0.731 b
b = 10.333|= |b;
0.964

Se cuenta con seis registros en los datos de entrenamiento, por lo tanto, la matriz X
de datos de entrada seria (transpuesta de la tabla de datos del ejemplo):
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14 17 47 45 6 45

xlj]
02 04 14 15 16 1.7

X:[ X2j

] = [X1 xz x3 X4 x5 x6] ’xj = [
Donde la primera fila representa la entrada abscisa y la segunda fila representa la

entrada ordenada. Cada una de las columnas de X representan un registro de
entrenamiento.

Sea Y la matriz traspuesta de salida de los datos de entrenamiento luego del
proceso de codificacion descrito previamente, como sigue:

1 1 -1 -1 -1 -1
Y=|(-1 -1 1 1 -1 -1
-1 -1 -1 -1 1 1

Donde cada columna representa una clasificacion (Iris-setosa, Iris-versicolor, Iris-
virginica) y Y;; representa si ese registro de entrenamiento pertenece a dicha
clasificacion, siendo 1 verdadero y -1 falso. En esta matriz, la primera y segunda
columna corresponden a registros de entrenamiento de la clase 0 (Iris-setosa), la
tercera y cuarta columna corresponden a registros de entrenamiento de la clase uno
(Iris-versicolor) y la quinta y sexta columna corresponden a registro de la clase dos
(Iris-virginica).

Sea la funcion sigmoidea g(x) = ! ) la funcion de activacion de la capa oculta,

1+exp(—x
entonces H, la matriz de salida de la capa oculta para todos los datos de
entrenamiento es igual a:

[g(wix1 +b1) g(wax; +by) g(wsxy +b3)]  10.7935 0,8441 0.92197
g(wixy +by) g(wax, +by) g(wsx, + bs) 0,8192 0,8787 0,9498
H = g(wix3 + by) g(wzxz +by) g(wsxs + bs) 0,9502 0,9925 0.9987
g(wixs + b)) g(waxs, +by) g(wsxy + bs) 0,9472 0,9909 0.9986
g(wixs +b;) g(wzxs +by) g(wsxs + bs) 0,9713 0,9978 0.9997
lg(wix6 +b1)  g(wxe+b;) g(waxe+by)l 10,9334 0,9854 0,9974.

Dado lo anterior se puede obtener 3, los pesos entre las neuronas de la capa oculta
y la capa de salida, como sigue:

277 —-81,29 7781
B= H'YT = |-3143 117.69 —84.42
27.60 —39.33 9.58

Donde H™* es la inversa generalizada de Moore-Penrose de Hy YT es la transpuesta
de Y, ademas Bj, representa el peso entre la neurona j de la capa oculta y la
neurona k de la capa de salida. Teniendo calculado el valor de estos pesos, se
puede obtener la salida de la red neuronal denotada por T usando la siguiente
formula: T = (HB)Ty con los siguientes resultados para el ejemplo actual:
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TT =(-1.43 -0.53 0.28 034 —-085 0.17 -1 -1 1 1 -1 1

1.11 0.87 -1 —-096 -1.08 —0.95] [1 1 -1 -1 -1 -1
-0.68 —-134 -0.28 -038 092 -0.22 -1 -1 -1 -1 1 -1

Para conocer la exactitud de la red neuronal, se contrastan T y Y verificando por
cada columna si el mayor valor en T de cada columna se encuentra en la misma fila
qgue el valor 1 de Y. Cada acierto es contado y al final la cantidad de aciertos es
dividida sobre la cantidad de datos de entrenamiento, lo cual es el valor de la
exactitud en porcentaje. Para el caso del ejemplo, la exactitud fue de un 83,33%
dado que en la uUltima columna de T tiene su mayor valor en la fila 2 y el valor en Y
se encuentra en la fila 3, es decir solo el ultimo registro esta mal clasificado de los
seis registros (5 *100/6).

2.1.4 Pseudoinversa de Moore-Penrose

La Pseudoinversa de Moore-Penrose [35] de la matriz A es una generalizacion de
la matriz inversa, el uso comin de la pseudoinversa es el de computar una solucién
de “ajuste 6ptimo” por minimos cuadrados de un sistema de ecuaciones lineales
gue no posee solucion unica.

Penrose extendio el trabajo de Moore, demostrado que para cualquier matriz A de
coeficiente reales con mfilas y n columnas, existe una unica matriz P de n filasy m
columnas que verifica 4 condiciones expresadas en las ecuaciones (16),(17),(18)

y (19).

A= APA (16)
P = PAP (17)
AP = (AP)T (18)
PA = (PA)T (19)

A la matriz P se le denomina Pseudoinversa de Moore-Penrose o inversa
generalizada.

Proposiciéon. Dada una matriz de coeficientes reales su inversa de Moore-Penrose
es unica.

Demostracion. Suponiendo que la matriz A admite dos inversas de Moore-Penrose.
Asi P,, P, verifica las 4 condiciones expresadas en las ecuaciones (16)(17)(18)(19)
necesarias para que sea inversa de Moore-Penrose.
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Para P,
Pl =P1AP1 =P1(AP1) =P1(AP1)T =P1P{AT=P1Pf(AP2A)T (20)
Plpir ATP; AT - Pl(Apl)T(Apz)T - (PIAPI)APZ - PlAPZ (21)
Para P,
Plpir ATP; AT = Pl(Apl)T(Apz)T = (PIAPI)APZ = PIAPZ (22)
Png' ATPiT AT = Pz(Apz)T(Apl)T = PlA(PzApz) = PIAPZ (23)
Luego P, = P,
PlAP2=P1AP2=A (24)

Para el calculo de una Pseudoinversa de Moore-Penrose se tiene que:

HY = (HTH)"1HT (25)

Donde, HT es la inversa generalizada de Moore-Penrose y cumple con las
condiciones expresadas en las ecuaciones (16)(17)(18)(19) y HT representa la
transpuesta de H.

(HTH)~! Puede ser computado con distintos métodos como la descomposicion en
valores singulares (singular value decomposition, SVD), factorizacion LU (lower
upper decomposition) o factorizacion QR.

La pseudoinversa es propensa a una inestabilidad numérica si (HT H) es singular.
En la practica la implementacion de la pseudoinversa incluye un pequefio termino
de regularizacion [33] expresado en la ecuacion(26)
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Hf = (HTH+« I)"*HT (26)

Donde, x= 50€ Yy € es la precision de la maquina usada para los nUmeros de punto
flotante e I es la matriz identidad de H.

Afadir el término o de regularizacion hace que la matriz (HT H) sea no singular y la
misma solucién es aplicable también para sistemas determinados y sub-
determinados.

2.1.5 Algoritmo meta-heuristico

Recientemente, el principal enfoque para resolver problemas de optimizacion
complejos han sido los algoritmos meta-heuristicos. Una de las principales razones
para que este tipo de algoritmos tengan gran popularidad y éxito, es que han sido
desarrollados imitando los procesos mas exitosos de la naturaleza, incluyendo
sistemas bioldgicos, fisicos y quimicos.

El notable rendimiento de los algoritmos meta-heuristicos se debe a la forma como
ellos imitan las mejores caracteristicas de la naturaleza, mostrando que la
intensificacion y diversificacion son dos caracteristicas claves de estos algoritmos.
La fase de intensificacion, también llamada fase de explotacién busca las mejores
soluciones actuales y sus vecinos para encontrar la mejor o mejores soluciones en
una zona del espacio de busqueda, mientras que la fase de diversificacion o
exploracion, asegura que el algoritmo explore todo el espacio de busqueda. La
eficiencia general de un algoritmo meta-heuristico se debe a un buen balance entre
estos dos componentes ya que el algoritmo puede quedar atrapado en un optimo
local si hay muy poca exploracion, o si hay exceso de explotacion, en este caso,
seria muy dificil o incluso imposible encontrar el 6ptimo global. Por otro lado, si hay
mucha exploracion, pero poca explotacion, puede ser dificil que el sistema converja,
en este caso, desacelera el rendimiento de la busqueda en general.

Cada algoritmo meta-heuristico y sus variantes utilizan diferentes caminos para
obtener el balance apropiado entre exploracion y explotaciéon. Cierta aleatorizacion
en combinacién con un procedimiento deterministico puede ser considerado un
camino eficiente para lograr una buena exploracion. Esto asegura que las
soluciones generadas se distribuyan lo mas diversamente posible en el espacio de
busqueda para que sea mas viable encontrar el 6ptimo global [26].

2.1.5.1 Busqueda Arménica

La busqueda arménica (Harmony Search, HS)[21], es un algoritmo meta-heuristico,
es decir, un algoritmo de propdsito general que consiste en procedimientos iterativos
gue combinan de forma inteligente distintos conceptos para explorar y explotar el
espacio de busqueda. HS fue propuesto en 2001 por Zong Woo Geem y Kang Seo
Leeen [20] como una metafora del proceso de improvisacion musical que ocurre
cuando un masico de jazz busca la armonia éptima. HS surge de la derivacion de
los procesos de improvisacion musical basado en las siguientes tres acciones:
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1) Tocar alguna melodia conocida que ha aprendido previamente
2) Tocar algo similar a la melodia anterior ajustandola un poco al tono deseado y

3) Componer una nueva melodia basandose en sus conocimientos musicales
usando notas aleatoriamente generadas.

Estas tres operaciones formalizadas en [20] corresponden a los componentes del
algoritmo: 1) Uso de la memoria armdnica, 2) ajuste de tono y 3) aleatoriedad.

El objetivo de la improvisacion musical es encontrar una armonia agradable (un
estado perfecto) determinado por un estdndar estético, donde el tono de cada
instrumento musical determina la calidad estética, asi como el valor de la funcién
objetivo es determinado por el conjunto de valores asignado a cada variable de
decision [36].

Los pasos generales de la meta-heuristica HS son:

Paso 1: Inicializar parametros. Los parametros de HS se especifican en este paso.
Estos parametros son el tamafio de la memoria arménica (Harmony Memory Size,
HMS), la tasa de consideracion de la memoria armonica (Harmony Memory
Consideration Rate, HMCR), la razon de ajuste (Pitch Adjustment Rate, PAR), el
ancho del ajuste del tono (Bandwidth, BW) y el nimero de improvisaciones (Number
of Improvisations, NI).

Paso 2: Crear aleatoriamente la memoria armoénica. En este paso de
inicializacién se crea un conjunto de HMS soluciones o armonias, cada armonia
x" = {x1,%3,x3 .....Xp} €S Un vector p-dimensional que contiene los valores de los
paramentos a ser optimizados, se inicializan con un valor aleatorio entre limite
inferior (lower boundary, LB) y limite superior (upper boundary, UB). A el conjunto
de armonias se le denomina memoria armoénica y se puede representar como en la
Figura 4.

armonia 1 2 3 ... p-2 p-1 p
X1 0,15|0,36 0,88 |...|0,38| -0,9 | 0,60
X 0,22 |-0,8 |0,04|...|0,05|0,42 | 0,03
X3 0,25|0,41)|0,67|.../0,88]|-0,3 |0,13
X4 0,220,12|0,35|...|0,76 | 0,26 | 0,78

XHMS=5 -0,5(0,95/0,90].../0,20|0,64 | 0,10

Figura 4. Definicion de la memoria arménica con valores aleatorios y HMS=5
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Paso 3: Calcular la aptitud de la memoria armoénica. evaluar (HM), para cada
x;;i€[1,2,..,HMS] armonia en la memoria armdnica se le debe calcular f(x;) que
representa la aptitud (fitness), que equivale a evaluar la armonia (vector solucion)
en la funcion objetivo. La Figura 5 representa cada armonia y su valor de aptitud.

Armonia 1 2 3 .. p-2 p-1 p aptitud
X1 0,15/0,36 0,88 |.../0,38|-0,9 |0,60| f(xq)
X 0,12-0,8 10,04 |.../0,05[0,42 0,03 | f(x3)
X3 0,25/041|0,67|...10,88|-0,3 0,13 | f(x3)
X4 0,210,12|0,35|...|0,76 | 0,26 | 0,78 | f(x4)

XHMS=5 -0,510,95{0,90 |...|0,20 | 0,64 | 0,10 | f(xyus)

Figura 5. Definicion de la memoria armonica y aptitud

Paso 4: Improvisacion de una nueva armonia. El objetivo de este paso es generar
una nueva armonia basando en las armonias disponibles en la memoria arménica
y el azar. La nueva armonia x" = {xq, x,,x3 ..... X, } S€ genera basado en las reglas
especificas de HS o de la variante indicada.

En la Figura 6 se presentala meta-heuristicas HS, entre las lineas 4 y 18 se muestra
el proceso de improvisacion de HS. La linea 04 muestra que cada parametro p de
la solucion x' debe ser generado. Para cada parametro p se genera un namero
aleatorio uniforme entre 0 y 1, presentado por la expresion U(0,1) y si es menor que
HMCR (linea 5) se saca el valor de la memoria armonica (linea 7), de lo contrario
se genera aleatoriamente en los rangos definidos (linea 16). Ahora bien, si el valor
se tomd de la memoria arménica puede 0 no ser ajustado, por esto en la linea 8 se
genera un namero aleatorio uniforme entre Oy 1 y si ese valor es menor a PAR se
realiza el ajuste de tono, la linea 9 genera un nimero aleatorio uniforme entre Oy 1
y si este valor es menor o igual a 0.5 el ajuste de tono se realiza como se expresa
en la linea 10, en caso contrario (el nimero generado es mayo a 0.5) el ajuste de
tono se realiza como lo expresa la linea 12.

Paso 5: Calcular la aptitud de la nueva armonia. Similar al paso 3, en este paso
se calcula la aptitud (f(x")) de la nueva armonia generada en el paso previo.

Paso 6: Remplazo de la peor solucidn. Sila nueva armonia es mejor en términos
de aptitud que la peor armonia en la memoria armonica, la nueva armonia es
incluida en la memoria arménica y la peor armonia es excluida.

Paso 7: Verificar el criterio de parada: Terminar cuando el maximo nimero de
improvisaciones se alcanza, de lo contrario se repiten los pasos 4, 5,6y 7.

Daniel Pusil (Autor), Carlos Cobos PhD. (Director), Martha Mendoza PhD. (Codirectora) 23



Algoritmo Meta-Heuristico Mono Objetivo para Optimizar el Proceso de Entrenamiento de una
Maquina de Aprendizaje Extremo basado en jMetal y Variaciones de la Busqueda Arménica

Paso 8: Retornar la mejor solucién: Se busca la mejor soluciéon o armonia de la
memoria armonica, comparados por el valor de aptitud, y se retorna como la mejor
solucién encontrada en el proceso de optimizacion.

Para mayor claridad en la Figura 6 se describe el pseudocédigo completo de la
meta-heuristicas HS.

Entrada: Tamafo de la poblacion HMS,
Numero de improvisaciones NI,
Tasa de ajuste de tono PAR,
Tasa de consideracion de la memoria armoénica HMCR,
Ancho de banda de BW
Salida: Mejor armonia Best
1. HM = inicializacion de la memoria armdnica
2. evaluar (HM)
3. parai=0hastai= NI hacer
4 paracadax, € x'hacer
5. si U(0,1) < HMCR entonces /*consideracion de la memoria*/
6. inicio
7 xp = x,, donde j ~ U(1, ..., HMS)
8 si U(0,1) < PAR entonces /*ajuste del tono*/
9 si U(0,1) < 0.5 entonces

10. x, = x5 — U(0,1) x BW
11. sino

12. x, = xj+ U(0,1) x BW
13. fin_si

14. Fin

15. sino /*seleccion aleatoria*/

16. x, = LB+ 1 x (UB— LB)

17. fin_si

18. fin_para

19. evaluar(x;) /* calcular la aptitud de la nueva armonia*/
20. =

21. Actualizar Memoria Armoénica (HM, x,)

22. fin_para

23. Best = Encontrar mejor armonia en Memoria Armoénica(HM)
24. Retornar Best

Figura 6. Pseudocédigo de la meta-heuristicas HS

En “Entrada” de la Figura 6 se define el conjunto de parametros necesarios para la
ejecucion de HS, habitualmente HMS € [10,20], PAR €[0.1,04], BW €
[0.0001,0.1], HMCR € [0.8,0.99], y en “Salida” se especifica que el algoritmo retorna
la mejor armonia en HM luego del proceso de improvisacion.
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En la linea 1 se inicializa una poblacion de armonias (Menoria Arménica, HM) de
tamafio HMS especificado en el paso 1, de forma que las armonias cubran el
espacio de busqueda de forma aleatoria.

En la linea 2 se muestra que cada armonia de la memoria armonica inicializada en
la linea 1 deber ser evaluada en la funcion objetivo como se especifica en el paso
2.

En la linea 3 se pregunta por la condicion de parada, si el nimero méaximo de
improvisaciones (NI) no es alcanzado se procede a generar una nueva armonia, en
caso contrario actla la linea 23 y 24 que retornan la mejor armonia en la memoria
armonica.

Entre las lineas 4 y 18 se realiza el proceso de improvisacion de la nueva armonia,
descrito previamente en el paso 4 que involucra las acciones de la metéafora de
improvisaciéon musical 1) Uso de la memoria arménica, 2) ajuste de tono y 3)
aleatoriedad usadas por HS y modificadas por las variaciones de HS.

Una vez generada la nueva armonia x’ en lalinea 19 se le calcula el valor de aptitud,
evaluando f(x") como se muestra en el paso 3.

Con la nueva armonia evaluada, en la linea 21 se actualiza la memoria armoénica
como se muestra en el paso 6. Cuando el criterio de parada es alcanzado (i=NlI),
actua la linea 23 que retorna la mejor armonia en la memoria armonica.

2.1.5.2 Busqueda arménica mejorada

La busqueda armonica mejorada (Improved Harmony Search, IHS) fue propuesta
en 2007 por Mahdavi et al [37]. Para abordar las deficiencias de HS, IHS emplea un
método nuevo para la generacion de nuevas armonias basado en el ajuste dinamico
de los parametros PAR y BW que varian con el numero de iteraciones
(improvisaciones), logrando con esto mejorar la precision y la velocidad de
convergencia de la propuesta original de HS.

El algoritmo HS tradicional utiliza un valor fijo para PARYy BW. En HS los valores
PAR y BW se definen (fijan) en el paso de inicializacion de parametros (paso 1) y
no se cambian durante las nuevas iteraciones. El principal inconveniente de este
método aparece en el nimero de iteraciones que el algoritmo necesita para
encontrar una solucién 6ptima por esto IHS introduce los conceptos de par dinamico
(PAR(iter)) y BW dinamico (BW (iter)).

IHS plantea que los valores PAR pequefios con valores de BW grandes pueden
causar un rendimiento pobre del algoritmo y genera un considerable aumento de las
iteraciones necesarias para encontrar la solucion 6ptima. Aunque los valores de BW
pequefios en las generaciones finales aumentan el ajuste fino de los vectores
solucion, pero en las primeras generaciones BW debe tener un mayor valor para
aumentar la diversidad de los vectores solucion. Ademas, los valores de PAR
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grandes con valores de BW pequefios usualmente causan la mejora de las mejores
soluciones en las generaciones finales a las que el algoritmo converge [37].

En IHS se definié el calculo de PAR(iter) como se muestra en la ecuacién (27).

PARox — PARpin
NI -1

PAR(iter) = PAR ., + x (iter — 1) (27)

Donde,
PAR(iter), tasa de ajuste de tono para la iteracion actual.
PAR,,;» , tasa minima de ajuste de tono.
PAR,,.. , tasa maxima de ajuste de tono.
NI, nUmero de improvisaciones
iter, iteracion actual

Y se define el célculo de BW (iter) con la ecuacion (28).

BW (iter) = bw,, g, e(*(ter=1) (28)
Donde,
bw,,;
L min
.- T (29)
(NI—1)

BW (iter), ancho de banda de la distancia para cada iteracion.
bw,,in , ancho de banda de la distancia minimo.
bw,,.» ,» ancho de banda de la distancia maximo.

A continuacion, en la Figura 7 se presenta el pseudocdédigo de IHS

Entrada: Tamafo de la poblacion HMS,
Numero de improvisaciones N1,
Tasa de ajuste de tono minima PAR,,i,,
Tasa de ajuste de tono maxima PAR,,, 4,
Tasa de ajuste de tono minima bw,y;,,,
Tasa de ajuste de tono maxima bw,, 4,
Tasa de consideracion de la memoria armonica HMCR,

Daniel Pusil (Autor), Carlos Cobos PhD. (Director), Martha Mendoza PhD. (Codirectora) 26



Algoritmo Meta-Heuristico Mono Objetivo para Optimizar el Proceso de Entrenamiento de una
Maquina de Aprendizaje Extremo basado en jMetal y Variaciones de la Busqueda Arménica

Salida: Mejor armonia Best

1. HM =inicializacion de la memoria armonica
2. evaluar (HM)

3. paraiter = 0 hasta iter = NI hacer

4. paracadax, € x' hacer

5. Si U(0,1) < HMCR entonces /*consideracion de la memoria*/

6. Inicio

7. xp = x;, donde j ~ U(1, ..., HMS)

8. si U(0,1) < PAR(iter) entonces /*ajuste del tono variable*/
9. si U(0,1) < 0.5 entonces

10. xy, = x, — U(0,1) x BW(iter) /*bw dinamico */
11. sino

12. xp, = x,+ U(0,1) x BW(iter) /*bw dinamico */
13. fin_si

14. fin_si

15. Fin

16. sino /*seleccion aleatoria*/

17. xp = LB+ r x (UB — LB)

18. fin_si

19. fin_para

20. x, = evaluar(x,) /* calcular la aptitud de la nueva armonia*/

21. Actualizar memoria armoénica (HM, x,)

22. fin_para

23. Best =Encontrar mejor armonia en Memoria Armoénica(HM)
24. Retornar Best

Figura 7. Pseudocédigo de la meta-heuristicas IHS

En “Entrada” de la Figura 7 se especifica el conjunto de parametros de IHS, a
diferencia de HS, IHS introduce el uso de dos parametros PAR,,;, Y PAR,,,, para el
célculo de PAR(iter), los valores de esto parametros habitualmente varian entre 0.3
y 0.9, lo mismo sucede con los parametros bw,,;, Y bw,,,, para el calculo BW (iter),
estos habitualmente varian entre 0.01 y 0.4. Los parametros restantes HMS, HMCR
y NI son definidos igual que en HS (ver seccion 2.1.5.1).

Entre las lineas 4 y 18 de la Figura 7 se presenta el paso 3 que corresponde al
proceso de improvisacion para IHS. La linea 4 muestra que cada parametro de la
solucion debe ser generada. Para cada parametro x,, se genera un nimero aleatorio
uniforme entre 0y 1y si es menor que HMCR (linea 5) se saca el valor de la memoria
armonica, de lo contrario se genera aleatoriamente en los rangos definidos (linea
17). Ahora bien, si el valor se tomé de la memoria armonica (linea 7) puede o no ser
ajustado, por esto en la linea 8 se genera un numero aleatorio uniforme entre 0y 1
y si ese valor es menor a PAR(iter) se realiza el ajuste de tono, en la linea 9 se
genera un namero aleatorio uniforme entre 0 y 1 si esta es menor o igual a 0.5 el
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ajuste de tono se hace restando como se especifica en lalinea 10, en caso contrario
(es mayor a 0.5) se suma el ajuste de banda dinamico mostrado en la linea 12.

En lalinea 8 del paso de improvisacion de la armonia se especifica que el PAR(iter)
es calculado en cada iteracion como se plantea en la ecuacion (27). Ademas, en la
linea 10 y 12 el ajuste de tono se realiza teniendo en cuenta el calculo del
BW (iter) dinAmico para cada iteracion, BW (iter) se multiplica por U(0,1) que
representa un numero aleatorio uniforme entre Oy 1, luego se suma o resta al valor
actual de la armonia en la dimension p.

2.1.5.3 Mejor busqueda armdénica global

La mejor busqueda arménica global (Global-best Harmony Search ,GHS)[22],
combina a HS con la optimizacién por enjambre de particulas (Particle Swarm
Optimization ,PSO) concepto propuesto en [24] donde la posicion de una particula
se influencia por la mejor posicion visitada por ella misma (su propia experiencia) y
la posicion de la mejor particula en el enjambre (experiencia de enjambre). GHS
modifica de HS el ajuste de tono de la nueva armonia hacia la mejor armonia
encontrada en la memoria armonica, reduciendo un parametro y agregando un
componente social a HS. Esta modificacion le permite trabajar con mayor facilidad
y eficiencia en diversos problemas de optimizacion no solo continuos, sino también
binarios y discretos [22].

GHS realiza los mismos pasos que HS con la salvedad del paso 3 que corresponde
alaimprovisacion de la nueva armonia donde hace uso del par dinamico introducido
por IHS en [37], por lo cual hace uso de los parametros PAR,,in Y PAR 4, » Y €limina
el parametro BW del ajuste de tono.

A continuacion, en Figura 8 se presenta el pseudocédigo GHS.

Entrada: Tamafo de la poblacion HMS,
Numero de improvisaciones NI,
Tasa de ajuste de tono minima PAR,in,
Tasa de ajuste de tono maxima PAR,, 4,
Tasa de consideracion de la memoria armonica HMCR
Salida: Mejor armonia Best
1. HM =inicializacion de la memoria arménica

2. evaluar (HM)
3. paraiter = 0 hasta iter = NI hacer

4. paracadax, € x'hacer

5. si U(0,1) < HMCR entonces /*consideracion de la memoria*/
6. Inicio

7. x, = x}, donde j ~ U(1, ..., HMS)
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8. si U(0,1) < PAR(iter) entonces /*ajuste del tono variable*/
9. x;, = xp°*, [*donde best es el indice de la mejor
armoniaen HM y k~ U(1, ..., p)*/

10. fin_si

11. Fin

12. sino /*seleccion aleatoria*/

13. x, = LB+ 1 x (UB— LB)

14. fin_si

15. fin_para

16. x, = evaluar(x,) /* calcular la aptitud de la nueva armonia*/
17. Actualizar memoria armonica (HM, x,)

18. fin_para

19. Best =Encontrar mejor armonia en Memoria Arménica(HM)
20. Retornar Best

Figura 8. Pseudocodigo de la meta-heuristicas GHS

En “entrada” de la Figura 8 se especifica los parametros necesarios para realizar el
proceso de improvisacion, con GHS habitualmente HMS € [10,20], PAR,,;, €
[0.1,0.4], PAR,,.x € [0.6,0.9] y en “Salida” se especifica que el algoritmo retorna la
mejor armonia en HM.

Entre las lineas 4 y 15 de la Figura 8 se presenta el paso 3 que corresponde al
proceso de improvisacion de GHS. La ecuacion (27) muestra el calculo dinamico
de PAR basado en el numero de improvisacion actual (iter) y en los parametros
minimo y maximo de ajuste de tono (PAR,,,;,, PAR,,4.). El algoritmo cambia frente a
HS entre las lineas 8 y 10, primero porque el valor de PAR no es estéatico sino
dinamico PAR(iter) y porque en la linea 9 el ajuste del parametro no se hace con
un parametro BW, sino que selecciona el valor de forma aleatoria de uno de los
valores del mejor de la memoria arménica, presentado por x2¢5¢ con k como nimero
aleatorio entre 1y p , con esto logra el comportamiento de enjambre presentado por
PSO.

2.1.5.4 Nueva busqueda armonica global

La nueva busqueda armonica global (Novel Global Harmony Search, NGHS) [38]
propone una combinacion del concepto de HS y PSO con la mutacién genética.
NGHS elimina el uso de dos parametros del algoritmo HS original e incluye uno
nuevo relacionado con una probabilidad de mutacion. La inteligencia de enjambre
se incluye haciendo que las dimensiones de las nuevas soluciones se creen con
parametros que varian en un rango definido por la mejor y la peor solucién que estan
presentes en la memoria arménica, sin salirse del espacio de busqueda.
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NGHS difiere en tres aspectos de HS: 1) elimina los parametros de consideracion
de la memoria arménica (HMCR) , el ratio de ajuste de tono (PAR) y el ancho de
banda (BW), y se incluye la probabilidad de mutacion genética, 2) modifica por
completo el paso 3, de improvisacion, de tal forma que la nueva armonia imite a la
mejor armonia global en la memoria armonica, y 3) modifica el paso 4, ya que se
reemplaza la peor armonia en la memoria arménica con la nueva armonia aun si la
nueva armonia es peor. A continuacion, en la Figura 9 se presenta el pseudocédigo
de NGHS

Entrada: Tamafo de la poblacion HMS,
Numero de improvisaciones NI,
Probabilidad de mutacion PM,

Salida: Mejor armonia Best

1. HM = inicializacién de la memoria armonica

2. evaluar (HM)

3. parai = 0 hastai = NI hacer

4. paracadax, € x' hacer
5. Xp = 2% x}lgest _ x;vorst
6. Si xg > UB entonces x; = UB
7. si xg < LB entonces x; = LB
8. X, = xWorst + U(0,1) * (xz — xp°7st) /*actualizacion de la
posicion como PSO*/
9. si U(0,1) < Pm entonces /*mutacion genética*/
10. x; = LB+U(0,1) x (UB— LB)
11. fin_si
12. fin_para
13. x, = evaluar(x,) /* calcular la aptitud de la nueva armonia*/

14. =

15. Actualizar Memoria Armoénica(HM, x,)

16. fin_para

17. Best =Encontrar mejor armonia en Memoria Armonica(HM)

18. Retornar Best

Figura 9. Pseudocédigo de la meta-heuristicas NGHS
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En “Entrada” de la Figura 9 se especifica el conjunto de parametros de NGHS, para
NGHS HMS € [10,20], la probabilidad de mutacion PM € [0.01,0.1].

Entre las lineas 4 y 12 de la Figura 9 se presenta el proceso de improvisacion de
NGHS. El algoritmo primero (linea 5) genera un valor x;z que es un valor definido
por el valor del parametro del mejor y del peor en la memoria armonica, luego se
controla que ese valor este en los limites del espacio de busqueda (lineas 6 y 7).
Después se genera aleatoriamente el valor del pardmetro (linea 8) entre la posicién
del peor y xg, aqui es donde se aplica el concepto de PSO. Luego, si la dimensién
debe recibir una mutacion (linea 9) esta se aplica generando el valor en forma
aleatoria del rango completo de busqueda.

En la linea 5 se genera x; donde x,°' y xy°"st corresponden al valor en la
dimension p de la mejor y peor armonia en la memoria arménica respectivamente,
la Figura 10 se usa para representar el principio de actualizacién de posicion
step; = |xPest — x¥°7st| que se define como un paso adaptativo para cada i-ésima
variable. La region entre P y R es la region de confianza para cada variable y es
cercana a la mejor armonia global.

Region de confianza

paso; paso;

worst

X
X xlbest R

Figura 10. Diagrama esquematico de la actualizacién de posicién (Adaptado de [38])

2.1.5.5 Optimizacion por enjambre de particulas

La Optimizacién por enjambre de particulas (Particle Swarm Optimization, PSO)
[39], fue propuesto como un modelo social simplificado y esta inspirado en el
comportamiento social de organismos como los bancos de peces o las bandadas
de aves.

Las particulas (soluciones candidatas) ubicadas sobre el espacio de busqueda n-
dimensional, “vuelan” tratando de encontrar una solucién éptima. Para hacer esto,
cada individuo ajusta su posicion de acuerdo con una combinacién lineal de su
inercia, su propia experiencia y del conocimiento del enjambre. En PSO se destaca
lo siguiente:
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e (Cada agente almacena en su memoria la mejor posicion encontrada (visitada)
hasta el instante actual t.

e El conocimiento del enjambre lo constituye el conjunto de memorias de cada
particula y est4 a disposicién de todo el enjambre.

e La asignacion de informantes (vecinos) a una particula (solucién) como una
forma de compartir experiencia. Cada particula recibe informacion de k agentes
seleccionados de forma aleatoria o previamente definidos con algun criterio, se
determina entre sus informantes aquel que tenga la mejor aptitud previa,
posteriormente, lo selecciona para que sea parte del proceso de actualizacion
de su posicion.

Para realizar un desplazamiento, la particula determina la velocidad considerando
su propia inercia W (evitando convergencia prematura), Su memoria propia y su
confianza en el enjambre, para después, sumarla a la posicién actual. El grado de
confianza [40] lo determinan los operadores aleatorios r; y r, (nUmeros aleatorios
uniformes en el rango 0-1 junto con los coeficientes de confianza o constantes de
aceleracion ¢,y ¢,. A continuacion, en la Figura 11 se presenta el seudocodigo de
la meta-heuristica PSO.

Entrada: Tamafo del enjambre SZ,
Numero de informantes,

Salida: Mejor particula
1. S =inicializacion del enjambre ()
2. k=0
3. mientras no se cumpla la condicion de parada (K < MAXEFOS) hacer
4. parai = 1 hasta SZ hacer
5. x;[fitness]| = evaluar(x;) //levaluar la particula del enjambre

S

6. si x;[fitness] es mejor que xP°5t[fitness] hacer

7. Xpest = Xi

8. fin_si

9. fin_para

10. para cadax; € S hacer

11. gi < informantes(x;) Il Elegir g; segun un criterio
12. Vi W U+ @iy (beeSt - xi) + @212(g; — x)+Psr3(xi — x;)
13. X < v +x;

14. fin_para

15. k=k+sz

16. fin_mientras

17. Retornar x,.s; € S /lretornar la mejor particula del enjambre

Figura 11. Pseudocédigo de la meta-heuristica PSO
En lalinea 12 se refleja la actualizacidn del vector velocidad de cada particula x; en

la iteracion. EI componente cognitivo de PSO estd modelado por el término
@313 (x; — x;) y tiene en cuenta la posicién actual y la mejor posicién visitada por la
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particula. El término ¢ r,(x?%" — x;) + @,1,(g; — x;) representa el componente
social y esta influenciado por la posicion actual y la mejor posicion del vecindario. A
continuacion, se presenta una descripcion detalla de cada factor.

@1 Y @, son las ratas de aprendizaje que controlan los componentes cognitivo y
social, estos son definidos por el usuario o son calculados como ¢; = ¢, = 0.5 +
lg(2) como lo propone [41]. Estos dos parametros también pueden ser calculado de
forma dinamica como lo expresa [42] ,las ecuaciones (30) y (31) muestran el
calculo dindmico de ¢, y ¢,:

¢ =¢; +U0,1)T, (30)

@, = @, +U(0,1)7, (31)

Donde 1,, T, representan parametros de control para ¢4, ¢,, generalmente valores
pequefios poseen mejor habilidad de busqueda local, y con valores de aprendizaje
grandes se obtiene mejor exploracion global.

w . es factor de inercia segun la variacion de PSO, este puede ser dinamico o
estatico [42], para la version estatica presentada en la Figura 11 se sugiere un valor
w =14 (2 *log(2)) como lo proponen en [43].

gi: representa la mejor posicion de la particula en el entorno local o sub-enjambre
circundate (local best, Ibest) o global (global best, gbest). Cada particula recibe
informacion de k agentes seleccionados de forma aleatoria en cada iteracion del
algoritmo. Después, la particula determina entre sus informantes aquel que tenga la
mejor aptitud previa. Posteriormente, lo selecciona para que sea parte del proceso
de actualizacion de su posicion. Normalmente, el valor de k es pequefio (método
Ibest), sin embargo, puede ser tan grande como el tamafio del enjambre (método
gbest). Este ultimo criterio hace que las particulas tiendan hacia la mejor particula
encontrada hasta algun instante t, pero genera convergencia prematura, para evitar
esto es recomendable utilizar el método Ibest definiendo el sub-enjambre
geométricamente a través del calculo de las m particulas mas cercanas o bien de
forma social, como un conjunto de particulas relacionadas, este tipo de vinculo
constituye un grafo y es una red de comunicacién denominada topologia, este
aspecto es analizado con mayor detalle en [44].

2.1.5.6 Evolucion diferencial

El algoritmo de evolucion diferencial (Differential evolution, DE)[26] fue propuesto
en 1997 por Stormy Price. Es un modelo evolutivo que enfatiza la mutacion, utiliza
un operador de cruce/recombinacién a posteriori de la mutacion. Se trata de una
técnica no deterministica basada en mantener una poblacién de soluciones
candidatas en el espacio de busqueda. La generacion de nuevas soluciones
(individuos) se lleva a cabo mediante operadores diferenciales de mutacién y cruce.
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Lo que caracteriza a la ED es el uso de vectores de prueba, los cuales compiten
con los individuos de la poblacion actual a fin de sobrevivir.

ED se compone basicamente de 4 pasos:

« Inicializacion: La poblacion inicial se elige de forma aleatoria buscando cubrir
todo el espacio de busqueda.

« Mutacion: La Evolucién Diferencial genera nuevos vectores mediante la adicidon
de la diferencia ponderada entre dos vectores de la poblacién, a este resultado
se le suma un tercer vector.

« Recombinacién: El vector mutado se mezcla con los valores de otro vector
predeterminado (vector objetivo).

o Seleccion: se realiza comparando los vectores de prueba con los originales, de
tal forma que el vector de la generacion siguiente sera aquel que tenga el mejor
valor de funcion objetivo.

La Figura 12 presenta el pseudocdédigo de la meta-heuristicas DE.

Entrada: Tamafo de la poblacion NP,
Numero de dimensiones del vector solucién D,
NUumero maximo de Generaciones MaxGen
Salida: Xpes: Mejor individuo en la poblacion S
1: S = inicializacion de la poblacion ()

2. G=0

3: Mientras no se cumpla la condicion de parada (G < MaxGen) hacer

4. parai = 1hasta NP hacer
5: 1,12, 13 < selecionar aletoriamete(S) talque r, #1, #1r; €S
6: paraj = 1 hasta D hacer //Mutar ()

Vj = Xpy,j + F(Xrpj — Xr3j)
fin_para
para j=1 hasta D hacer //Cruzar

10: si (U(0,1) < CR) o (U(1,D) = j) hacer
11: u] = Uj
12: sino
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13: Ui = X j

14: fin_si

15: fin_para

16: evaluar(u)

17: fin_para

18: para j = 1 hasta NP hacer //Seleccion
19: si u;[fitness] es mejor que x;[fitness]
20: S =

21: sino

22: STy

23: fin_si

24 fin_para

25: S« S

26: G «G+1
27: fin_mientras
28: Retornar x;,,.s; €S

Figura 12. Pseudocédigo de la meta-heuristica DE.
Una descripcion detalla de cada factor se presenta a continuacion.

1,12, T3 SON tres vectores solucidn diferentes perteneciente a la poblacion S, estos
se seleccionan de forma aleatoria para la version original de DE presentada en [26].

F es un valor constante € [0,2], su objetivo es controlar la amplificacion de la
variacion diferencial.

U(0,1) representa un nimero aleatorio uniforme entre 0 y 1, similarmente U(1, D)
representa un nimero aleatorio uniforme entre 1 y el nimero de dimensiones D del
vector solucion.

CR un valor € [0,1] y representa la constante de cruce.

En la Figura 13 se representa el proceso de cruce partiendo de que el vector v; es
el resultado del proceso de mutacion mostrado en la Figura 12 linea7y x; € S
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Xi
= [
> [l
U(@0,1)<ecr
: I
U(@,l)<cr
+ [
s [
U (0,1) <cr
o [0
,
Vector Vector
actual mutado y
D=7 cruzado

Figura 13. llustracion del proceso de cruce para 7 parametros. Adaptado de [26]

A lo largo de los afios se ha intentado mejorar el proceso que realiza DE, por ello,
han surgido diferentes variantes que modifican las fases de mutacién y cruce. Las
mas importantes se resumen continuacion y son analizadas extensamente en [45].

Para las variaciones de evolucion se introduce la notacion DE/x/y/z donde:

X: indica el vector a ser mutado, puede ser “Rand” que indica un vector aleatorio de
la poblacion S o “best” que indica el mejor vector en la poblacion S (poblacion

actual).

y: es el nimero de vectores diferentes usados, para la version mostrada en Figura
12 y=1.

z: denota el esquema de cruce, puede ser Binominal (Bin) o Exponencial (Exp). La
variante de la Figura 14 corresponde a un cruce por experimentos binomiales

independientes (Bin).
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1. paraj=1 hasta D hacer //Cruzar

2 si (U(0,1) < CR) o (U(1,D) =j) hacer
4. sino

5 u] = xl-,j

6 fin_si

7. fin_para

Figura 14. Cruce binomial

La Figura 15 corresponde a cruce por experimentos exponenciales independientes
(Exp), la diferencia entre Bin y Exp se encuentra en la linea 5 de la Figura 15 donde
CR = 0.0, este paso hace que el bloque condicional deje de considerar la mutacién
del vector v; en lalinea 3 y tome el valor original del vector x; ;.

1. para j=1 hasta D hacer //Cruzar

2. si (U(0,1) < CR) o (U(1,D) = j) hacer
4, sino

5. CR = 0.0

6. u] = xi,j

7. fin_si

8. fin_para

Figura 15. Cruce exponencial
Alguna de las principales formas de mutacion se presenta a continuacion:
DE/rand/1: v; ; = xpq + F(Xp2 — Xy3)
DE/best/1: v; ; = Xpese + F (X2 — Xy3)
DE/current-to-best/1: v; ; = x; + A(Xpese — X;) + F (X1 — X;2)
DE/rand/2: v; ; = xpq1 + F(Xpp — X3 + X g — Xp5)
DE/best/2: v; 3 = Xpese + F (X1 — Xpp + X3 — Xpa).

2.1.5.7 Adaptaciéon de matriz de covarianza- Estrategia evolutiva

La Adaptacion de Matriz de Covarianza - Estrategia Evolutiva (Covariance Matrix
Adaptation Evolution Strategy, CMA-ES) [46] fue propuesta por Nikolaus Hansen
and Stefan Kern en el 2004. Es una estrategia evolutiva que utiliza operadores de
mutacion, seleccidén y cruce, cuyo objetivo es la optimizacién de la matriz de
covarianza, cada individuo representa un vector objeto p-dimensional con valores
reales alterados o actualizados mediante mutaciones y recombinaciones de ellos.
CMA-ES emplea una funcién gaussiana para generar una descendencia de u (mu)
soluciones para luego utilizar 4 (lambda) mejores candidatos para refinar la propia
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funcion de distribucidén en un proceso iterativo, la matriz de covarianza controla las
mutaciones y se usa para guiar la busqueda.

La version original de CMA-ES fue disefiada para tamafios pequefios de la
poblacion. En [47] y [48] se presenta una variacion de CMA-ES, CMA-ES con rank-
M-update, que explota la informacién contenida en poblaciones grandes mas
eficientemente sin afectar el desempefo para poblaciones pequefias.

A continuacién, se presenta paso a paso el pseudocédigo de CMA-ES (adaptado
de [46], [49]):

Paso 1, ajuste de parametros de CMA-ES. Tamafio de la poblacién 4, el nUmero
de padres, los pesos w;; , Y los parametros de calculos completarios

CorAgrCe, C1Y Cy-

Estos parametros son definidos por defecto como lo plantean los autores en [46] y
se resumen en las ecuaciones (32)(33)(34)(35)(36)(37), un analisis de los
parametros mas detallado se presenta en [50].

A=4+3-In(n) (32)
n=11/2] (33)
__In(@+1)—In@ (34)
Wi1.u = ;‘zlln(,u + 1) —In(j)
_ Heppt2 (35)
o n+ Uerr +3
__4 (36)
T hta

g ’ n+1 g

Paso 2, Inicializacién, Matriz de covarianza C9=% = |, el tamafio del paso ¢° =
0.5, el camino de evaluacién P, = 0, P. = 0, el valor inicial de la media m(® € R

Paso 3, Generacion, generar una poblacién usando una distribucién gaussiana
como la expresada en la ecuacion (38).
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xlgg+1)~]\,~(mg, (69)2%C) parak=1,........., A (38)

De la ecuacién (38), N(m9,€9) denota una distribucion normal de vectores con
media m y matriz de covarianza C, la media m representa la localizacion actual de
la basqueda y se movera entorno a las mejores localizaciones a medida que la
busqueda avance.

Paso 4, Seleccidon. Obtener el valor de aptitud para cada f(x,({g“)) y seleccionar

los u mejores puntos de busqueda x;,9*Y coni=1........,u., comparados por el
valor de aptitud o por el criterio definido.

Paso 5, recombinacion. Actualizar el valor de la media de la distribucion para la
bldsqueda como en la ecuacion (39).

u
m@+d) = Z wixi(iﬂ) (39)
i=1
La ecuacion (39) representa la media ponderada de los individuos seleccionados,
conw; > 0 paratodoi =1..... U nyzl w; = 1. Elindice i: A denota el i-€simo mejor
individuo.

La adaptacion de los parametros de mutacion consiste en dos partes. (i) Adaptacion
de la matriz de covarianza (Paso 6) y (ii). Adaptacion del tamafio del paso (Paso 7).

Paso 6, Adaptacion de la matriz de covarianza. Para cada iteracion del algoritmo
se actualiza la matriz de covarianza C y por tanto se actualizan los vectores y valores
propios de C, La matriz de covarianza se actualiza como se plantea en la ecuacién
(40).

COD = (1—¢; = ¢,)C9 + (PPT + 8(h,C9))
u
Xig — My (Xpp —MNT (40)
+ Cﬂ Z Wi ( o ) ( o )
i=1

Las ecuaciones (41)(42)(43)(44)(45)(46)(47)(48)(49) resumen los términos que
conforma la ecuacidn de actualizaciobn de la matriz de covarianza en la
ecuacion(40).

41
(9+1) g m@+1) —m9) ( )
Pc = (1 - CC)PC + ha CO’(Z - Ca).ueff e
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4Bt (42)
Cc = nu
n+4+2%
2 4
¢ (43)

- (Yl + 13)2 + Herr

44
) Hepr =2+ 1/Heff (44)
¢, = min 1—61,(1“ m
(n+2)2 +oc, eff/z
X, = 2 (45)
=1 (46)
U
err =[5t o
S(ha) = (1 - ha)cc(z - Cc) (47)
P 2 4
1,  si £ 1] <(1.4+—)E||N(0,1)|| (48)
he = J1— (1 =¢,)?@+D n+1
0, en otro caso
_ 1 1 (49)
EIN QDI =a (1= +57)

Paso 7, Ajuste del paso. El control del tamafio del paso se debe ajustar como se
plante en la ecuacién (50)

c | P, (50)
o@D = 5@ ex _0(—0_ 1)
p(d(, E[IV 0, D]

Donde,

1 (g+1)
BT = (1= )P + (Jeo (2 = codter)(€9) 2 (m_g +mg> -

o

Paso 8, Criterio de finalizacion. CMA-ES plantea 3 criterios de finalizacion, (i) si
el numero de evaluaciones de la funcién objetivo es alcanzado, (ii) si el nimero de
generaciones es alcanzado, (iii) si se alcanza el umbral de aptitud de la funcién
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objetivo el algoritmo finaliza, en caso contrario g =g + 1 y se repite el proceso
planteado desde el Paso 3.

2.1.6 jMetal 5

jMetal 5 [51][41] es un marco de trabajo (framework) basado en Java orientado a
objetos para la optimizacion multi-objetivo y mono-objetivo con diferentes meta-
heuristicas. Incluye una serie de optimizadores clasicos y modernos, un amplio
conjunto de problemas de referencia, y un conjunto de indicadores de calidad bien
conocidos para evaluar el rendimiento de los algoritmos. También proporciona
soporte para llevar a cabo estudios experimentales completos, que pueden ser
configurados y ejecutados utilizando la interfaz grafica de jMetal. Ademas, incluye
la generacion automatica de informacién estadistica de los resultados obtenidos, y
aprovecha la disponibilidad actual de procesadores multi-ntcleo para acelerar el
tiempo de ejecucion de los experimentos. A continuacidn, se presenta un resumen
de las caracteristicas de jMetal 5.

Algoritmos Multi-objetivo: NSGA-II, SPEA2, PAES, PESA-II, OMOPSO, MOCell,
AbYSS, MOEA/D, GDE3, IBEA, SMPSO, SMPSOhv, SMS-EMOA, MOEA/D-STM,
MOCHC, MOMBI, MOMBI-II, NSGA-IIl, WASF-GA y GWASF-GA

Algoritmos mono-objetivo: algoritmos genéticos (variantes: Generacional,
estado-estable), estrategias evolutivas (variantes: elitista o0 mu+lambda, no elitista o
mu, lambda), evolucion diferencial (DE), CMA-ES, Optimizacién por enjambre de
particulas PSO (estandar 2007, estandar 2011) y optimizacion basada en Corales
(CRO).

Algoritmos que pueden ser ejecutados en paralelo: NSGA-Il, SMPSO, GDES3,
SPEA2 y PESA-II.

Problemas de optimizacion para evaluar los algoritmos y realizar comparaciones:

e Familiade problemas: ZDT, DTLZ, WFG, CEC2009, LZ09, GLT, MOP.

e Problemas clasicos: Kursawe, Fonseca, Schaffer, Viennet2, Viennet3.

e Problemas con restricciones: Srinivas, Tanaka, Osyczka2, Constr_EX,
Golinski, Water, Viennet4.

e Problemas combinatoriales: multi-objective TSP.

e Problemas académicos: OneMax, OneZeroMax.

Indicadores de calidad: Hipervolumen, extension, distancia generacional,
distancia generacional invertida, distancia generacional invertida mas, épsilon
aditiva, entre otros.

Representaciones de variables: binary, real, integer, permutation, mixed encoding
(real+binary, int+real).
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2.2 ESTADO DEL ARTE

Los resultados del entrenamiento de una red con ELM dependen de los pesos y
sesgos de la capa de entrada y la capa oculta. Estos valores normalmente se
establecen en forma aleatoria, y al no ser Optimos disminuyen el poder de
generalizacion (clasificacion/regresion) de la red. Por lo anterior, se han
desarrollado diversos trabajos para definir mejor estos pesos, estos enfoques se
dividen en tres categorias principales: 1) no evolutivos, 2) evolutivos y 3) meméticos
[18].

2.2.1 Enfoques No evolutivos

Ensamble de ELMs (EN-ELM) [52]: Propuesto en 2010, construye un conjunto de
predictores en el conjunto de entrenamiento utlizando varios conjuntos de
parametros aleatorios, donde los parametros de cada predictor se actualizan de
acuerdo con criterios particulares, y luego se toman las decisiones para probar
muestras a traveés del voto mayoritario del conjunto. Los resultados experimentales
muestran que EN-ELM supera al algoritmo ELM original y otros clasificadores
populares para el reconocimiento de rostros, asi como en otras tareas de
clasificacion en términos de exactitud.

Votacion basada en ELM (V-ELM) [53]: Desarrollado en 2012, presenta un
algoritmo de aprendizaje mejorado basado en votacion para la clasificacion en una
maquina ELM. En V-ELM se usan varias ELMs individuales con el mismo niumero
de nodos ocultos y la misma funcion de activacion en cada nodo. Todas estas ELMs
individuales se entrenan con el mismo dataset y los parametros de aprendizaje de
cada ELM son inicializados de forma aleatoria, la etiqueta final de la clase de un
nuevo registro se determina por mayoria de votos en todos los resultados obtenidos
por estas ELMs independientes.

2.2.2 Enfoques Evolutivos

ELM evolutivo (E-ELM) [54]: Propuesto en 2005, basa su funcionamiento en la
modificacion de la evolucion diferencial para seleccionar los pesos de entrada y
utiliza la inversa generalizada de Moore-Penrose (MP) para calcular los pesos de
salida. Durante el proceso de seleccion, los vectores mutados se comparan con el
original, y el vector con mejor aptitud es retenido para la siguiente generacion,
teniendo en cuenta que una tasa de error pequefia en entrenamiento no
necesariamente significa una tasa de error pequefia en test, para ello afade la
norma de los pesos de salida || # Il como un criterio mas para determinar los mejores
individuos.

ELM evolutivo—Basado en optimizacion por enjambre de particulas (PSO-ELM)
[16]: Propuesto en 2006, es un algoritmo que utiliza la optimizacion por enjambre de
particulas (Particle swarm optimization, PSO) para optimizar los pesos de entrada y
los sesgos de la capa oculta para luego calcular los pesos de salida de forma
analitica como lo hace tradicionalmente ELM. PSO-ELM permite que el aprendizaje
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de una red neuronal se realice en menor tiempo y al igual que el E-ELM evita la
restriccion sobre la funcidn de activacion en la capa oculta.

ICGA-PSO-ELM [11]: Desarrollado en 2011, implica una combinacion de un
algoritmo genético con codificacion entera (integer code genetic algorithm, ICGA) y
PSO. ICGA se usa para reducir el costo computacional disminuyendo el nUmero de
genes de la muestra total y PSO se usa para ajustar los parametros de la red
neuronal gue se entrena con ELM (PSO-ELM) para clasificar datos de cancer. ICGA
actua de forma independiente como proveedor de genes Optimos para PSO-ELM,
por lo que el rendimiento del clasificador PSO-ELM depende de los
genes/caracteristicas de entrada seleccionados por ICGA. Los autores demuestran
gue esta propuesta logra superar a los algoritmos del estado del arte en cuanto a
seleccion de genes y clasificacion de cancer.

Algoritmo evolutivo basado en la optimizacion de busqueda de grupo (GSO-
ELM) [55]: propuesto en 2011, se basa en el comportamiento de la busqueda social
animal y la teoria de la vida en grupo. En este modelo, se parte de dos estrategias
de forraje dentro de los grupos: (1) producir, por ejemplo, buscar alimentos; y (2)
unirse (scrounging), por ejemplo, unir recursos descubiertos por otros. Se parte de
gue los forrajeros utilizan estas estrategias en forma exclusiva. Bajo este marco, se
usan los conceptos de busqueda de recursos (exploracion) de los animales para
disefar estrategias Optimas de busqueda en el algoritmo GSO que provee los
parametros de pesos de entradas y sesgos ocultos a la red neuronal. En este trabajo
se emplearon cuatro formas diferentes de manejar el problema de los miembros que
escapan de los limites del espacio de busqueda, evaluando su influencia en los
resultados de la GSO: GSO-ELM-traditional, GSO-ELM-absorptive, GSO-ELM-
reflective, GSO-ELM-abysmal. Los autores demuestran que la GSO-ELM-
absorptive logra mejor desempefo entre todas las estrategias probadas en un
analisis empirico y que esta supera a ELM basico.

ELM Evolutivo Auto-Adaptable (SaE-ELM) [15]: Propuesto en 2012 incorpora el
algoritmo de evolucion diferencial (Differential Evolution, DE) auto-adaptativo para
optimizar los pesos de entrada de la red y los sesgos de los nodos ocultos, y la
maquina de aprendizaje extremo para derivar los pesos de salida de red. Los
autores realizaron la comparacion con ocho combinaciones de E-ELM [54] y DE-
ELM, demostrando que SaE-ELM tiene una mayor capacidad de generalizacion y
elimina los problemas de seleccidbn manual de la estrategia de generacion de
vectores de prueba y los parametros de control presentes en ambos algoritmos.

Optimizacion de ELM usando busqueda arménica para predicciones de series
de tiempo hidrolégicas (HS-ELM) [13]: En este trabajo del 2012, los autores
proponen el uso de la busqueda armonica (HS). Usando HS se determina el nUmero
de neuronas y las conexiones de pesos de la red ELM, lo que constituye un nuevo
modelo (HS-ELM) para predecir el flujo de la corriente en series de tiempo. Para
evaluar el desempefio del método propuesto se utilizaron datos de plantas ubicadas
principalmente en el sur de Brasil y otras consideradas importantes para las otras
regiones. Los autores compararon los modelos ELM frente a los resultados de una
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técnica del estado del arte denominada PREVIVAZ y mostraron que el enfoque
propuesto no logra superar al modelo PREVIVAZ.

Evolucionando ELM con seleccién adaptativa de operadores y control de
parametros (Evo-ELM) [56]: Propuesto en 2013, basa su funcionamiento en ED y
selecciona el operador apropiado para la generacion y ajuste adaptativo de los
correspondientes parametros de control. Los autores proponen un operador
adaptivo de seleccion, que consta de dos componentes: el médulo de asignacion
de créditos, que define como cada operador debe ser recompensado basado en los
impactos de sus aplicaciones recientes; y el mecanismo de seleccion del operador
gue decide cudles de los operadores disponibles deben aplicarse a continuacion,
de acuerdo con sus estimaciones de calidad empirica, que se construyen y se
actualizan constantemente con las recompensas correspondientes. El esquema
propuesto logra superar a E-ELM [54] en doce de las catorce pruebas realizadas.

ELM evolutivo basado en optimizacion por enjambre de particulas y
estrategias de agrupamiento (CPSOSELM) [57]: Propuesto en 2013, introduce un
nuevo enfoque de aprendizaje basado en la hibridacion del algoritmo ELM con PSO
para optimizar los pesos y sesgos de la red neuronal. Utiliza un esquema de
vecindad siguiendo el concepto de estereotipacion de la poblacion mediante una
estrategia de agrupamiento. Ademas, utiliza un operador de seleccion para mejorar
el rendimiento de PSO y la velocidad de convergencia. También evaluo la influencia
de dos estrategias diferentes sobre el problema de las particulas salientes de los
limites del espacio de busqueda. Los autores logran demostrar que su enfoque
supera a ELM basico.

ELM basado en busqueda armonica diferencial auto-adaptativa para
predicciones de series de tiempo financiero (SADHS-OELM) [58]: Propuesto en
2014, optimiza la seleccion de los parametros de la capa oculta y el factor de
regularizacion de los minimos cuadrados usando SADHS. El uso del método de
minimos cuadrados con parametro de regularizacion ayuda a mejorar el desempefio
del ELM en presencia de datos ruidosos. SADHS es una variante de la técnica de
busqueda armonia que utiliza el esquema de mutacién al mejor propuesto en DE en
la operacion de ajuste de tono para el proceso de improvisacion armonica. Este
procedimiento se aplica a dos tipos de redes neuronales, una de base radial (RBF)
y otra de enlaces funcionales computacionalmente eficientes. Los resultados
muestran que esta Ultima red entrenada con SADHS-OELM ofrece mejoras
significativas en el desempefio de las predicciones en comparacion con todos los
otros esquemas de aprendizaje incluyendo el modelo RBF.

Optimizacion basada en corales con operadores de HS para una prediccién
precisa de la velocidad del viento (CRO-HS-ELM) [17]: Presentado en 2015,
optimiza la seleccidon de parametro de entrada de la red ELM con un algoritmo
hibrido basado en la combinacion de elementos de optimizacion basada en corales
(Coral reef optimization, CRO) con operadores de la busqueda armoénica (HS).
Evalla su desempefio al predecir la velocidad del viento basado en las medidas de
dos torres meteoroldgicas ubicadas en Estados Unidos y Espafia. Los autores
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muestran que la propuesta del esquema CRO-HS obtiene predicciones de velocidad
del viento més precisas que HS y CRO como optimizadores por separado.

2.2.3 Enfoques Meméticos

En esta categoria se tiene como Unico exponente a la fecha a ELM memético (M-
ELM) [18], propuesto en 2016, que incorpora la busqueda local dentro de una
optimizacion global orientada por evolucién diferencial para obtener los parametros
de pesos y sesgos ocultos de la red neuronal que se entrena con ELM. Basa su
estrategia de busqueda global en una variante de evolucién diferencial denominada
JADE con un operador de mutacién especial “DE/current-to-pbest” y una busqueda
local basada en recocido simulado. Los autores muestran que esta propuesta logra
superar a todos los enfoques evolutivos y no evolutivos previamente desarrollados.
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Capitulo 3

3 PROPUESTA
3.1 INTRODUCCION

En el presente capitulo se describe inicialmente la funcién objetivo que se utiliza
para el proceso de entrenamiento de una red basada en ELM y el criterio a tener en
cuenta para considerar que un modelo de clasificacién o regresion es mejor que
otro. Luego, se muestra la representacion de un individuo que da solucién al
problema. Posteriormente, se presenta como fueron adaptados los 10 algoritmos
meta-heuristicos previamente mencionados en el capitulo 2 para solucionar el
problema de entrenamiento de una red basada en ELM.

3.2 FUNCION OBJETIVO

El fin de la funcion objetivo es retornar el valor de error del modelo, el célculo de
este valor depende del tipo de problema que intente resolver, en el caso de
problemas de clasificacion el error esta representado por el porcentaje de instancias
incorrectamente clasificadas, asi el valor de exactitud es expresado en la
ecuacion(52).

numero de instancias
incorrectamente clasificadas (52)

total de muestras

Error =

Para los problemas de regresion el error del modelo esta representado por el error
cuadratico medio (R?) seguln la ecuacion (53).

)

N
1
Error = 5 Z( . —Y)? (53)
i=1

Donde, N representa el total de muestras del dataset, y el término (Y, — Y;)?
representa la diferencia entre el valor predicho por el modelo ELM y el valor original
de la muestra.

Teniendo en cuenta que el valor de la exactitud del modelo puede ser el mismo para
dos o mas soluciones diferentes. En [59][60] se introduce un criterio extra
denominado la norma de Frobenius, esta se aplica sobre los pesos de salida de la
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red ELM, asi ||| indica la norma de Frobenius de los pesos de salida, el objetivo
de este calculo es determinar la distancia entre los vectores de pesos de las salidas
B, cuanto menor sea el valor de ||B]| se espera un mejor comportamiento de la
solucién, como lo plantean los trabajos expuesto en [61], [62], el calculo de la norma
de Frobenius para una matriz ,,., Se presenta en la ecuacion (54).

1/2

1811 = (erg« )" = D7) 1Busl? (54)

j=1k=1
Donde, tr indica la funcion Traza.

Ejemplo. Considerado el dataset presentado en la Tabla 3 de la sesion 2.1.3.1 el
proceso de clasificacion planteado arroja un porcentaje de instancias correctamente
clasificadas del (5*100/6) = 83.33 %, ahora calculado el error del modelo tenemos

que Error =< = 0.166666.

Teniendo en cuenta la simplicidad del dataset mencionado, podemos encontrar
distintos conjuntos de pesos y sesgos ocultos aleatorios que forman soluciones
locales distintas. Aplicar el proceso de clasificacion ELM (o regresion ELM) a
soluciones distintas pueden arrojar el mismo valor de error, como se planta a
continuacion.

Sea w los pesos definidos en forma aleatoria entre las neuronas de la capa de
entrada y la capa oculta, como se indica a continuacion y que son distintos a los
planteados al ejemplo en la sesion 2.1.3.1.

0.102 0.083
w= (098 0.006 yw; = [Wit Wiz]
0.730 0.997

Donde w;; es el peso entre la neurona i de la capa oculta y la neurona j de la capa

de entrada. Siendo i el subindice de la filay j el subindice de la columna. Sea b el
vector de sesgos (bias) de la capa oculta definido también aleatoriamente de la

siguiente forma:
0.633
0.123
0.474

Teniendo en cuenta que el proceso de tabulacion de los datos es el mismo al
presentado en la sesidn 2.1.3.1 se obtienen los pesos entre las neuronas de la capa
oculta y la capa de salida, como sigue:

B, = H'YT = [-60.50 21.27 4298

49.30 6.20 —58.97

12.72 —34.79 20.63]
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Una vez calculado el valor de estos pesos de salida, se puede obtener la salida de
la red neuronal denotada por T usando la siguiente formula: T = (HB)Ty con los
siguientes resultados para el ejemplo actual:

TT =(-145 -0.66 021 024 -0.52 0.14 -1 -1 1 1 -1 1

0,98 1.01 -1.08 -0.101 -0.98 —0.93] [1 1 -1 -1 -1 -1
-0.51 -137 -0.11 -0.22 047 -0.22 -1 -1 -1 -1 1 -1

Para el caso del ejemplo, la exactitud fue de un 83,33% dado que en la Ultima
columna de T tiene su mayor valor en la fila 2 y el valor en Y se encuentra en la fila
3, es decir solo el ultimo registro esta mal clasificado de los seis registros (5 *100/6)

y el calculo del Error = = = 0.166666.

Para ambos ejemplos el calculo del error arroja un valor de 1/6. Para determinar
cual de las soluciones es mejor, es necesario el calculo ||8]|, para el ejemplo de la
sesion 2.1.3.1 se obtiene la siguiente matriz de pesos de salida:

277 —-81,29 7781
By = H'YT = |-3143 117.69 —84.42
27.60 —39.33 9.58

Y cuyo célculo de la ||3,]] es:

18411
= \/2.772 4+ (—81,29)? + 77.81% + (—31.43)? + 117.69% + (—84.42)? + 27.602 + (—39.33)2 + 9.582

[18,1] = 192.4437

Para el ejemplo actual el calculo ||g,]| es:

115,11
= J12.722 + (=34,97) + 20.632 + (—60.50)? + 21.272 + (—42.98)% + 44.30% + 6.20% + (—58) + (—97)2

18,1] = 117.123

De lo que se infiere que la mejor solucién es la propuesta en el actual ejemplo,
debido a que [|B,]1> [|B-ll-

3.3 REPRESENTACION DE UN INDIVIDUO

El esquema de representacion de un individuo tiene en cuenta que los componentes
de una red SLFN basada en ELM son matrices y vectores como se mostro en la
seccion 2.1.3. Asi los componentes objeto de optimizacion son dos, uno
corresponde a la matriz de pesos en la ecuacién (55) y otro que corresponde al
vector de sesgos ocultos en la ecuacion (56).
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0)1'1 wl,l
Wpay = | = e e matrix de Pesos (55)
(l)n'l (l)n'l nxl
bl 1
b;., =| .. | vector de sesgos (56)
by,

La matriz de pesos y el vector de sesgos junto a la funcion de activacion g(w;x; +
b;) representan las conexiones entre la capa de entrada y la capa oculta; esta dltima
formada por un conjunto de nodos (1), donde cada nodo i oculto se forma a partir
de un vector de pesos w; = {w;1,w,,, ...w1;} Y la adicion de b; junto con la
aplicacion de la funcién de activacion g(w;x + b;). Considerando esto la estructura
gue conecta a un entrada x con el i-ésimo nodo oculto constituye un vector formado
por los componentes aleatorios en la Figura 16.

w; b;

Figura 16. Vector de conexion al nodo i-ésimo de la capa oculta

El individuo objetivo de optimizacidén se puede representar de forma vectorial, para
toda la red ELM como se muestra en la Figura 17, en la que se agrupan los vectores
de pesos para el i-ésimo nodo de la capa oculta seguido por el valor de bias para el
mismo nodo.

Wi | by |wy | by | il wj b, | ......... w; | by

Figura 17. Vector solucion, Esquema A

Una segunda forma de representar el vector solucion es ilustrada en la Figura 18
donde los [ sesgos ocultos son agrupados al final del vector solucién.

Wy | wy | ... w; | by | by | ... b,

Figura 18. Vector solucion, Esquema B

El vector solucién p — dimensional tiene un tamafo definido por el niumero de
parametros a calcular, en general para una red ELM se calcula como se expresa en
la ecuacion (57).

p=MmxD+1l=In+1) (57)

Donde,
p = Numero dimensiones del vector solucion

n = NUmero de atributos de la entrada x
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[ = Nimero de nodos ocultos.

Para el contexto de este trabajo la Figura 17 hace referencia al esquema A de
representacion (Esquema A) y la Figura 18 hace referencia al esquema B de
representacion (Esquema B).

3.4 Adaptacion del proceso de optimizacidén con unared basada en Extreme
Learning Machine

Para el proceso de optimizacion de la red ELM sobre una muestra de datos, la
muestra de datos se divide en dos subconjuntos, por lo general uno con el 70% del
total de la muestra y otro con el 30% del total de la muestra que corresponde al
subconjunto de entrenamiento (train-dataSet) y al subconjunto de prueba (test-
dataSet). Con esto el proceso de optimizacién se divide en dos fases i) fase de
entrenamiento donde el algoritmo meta-heuristico realiza el proceso de optimizacion
y utiliza el valor de error de la red ELM como objetivo de minimizacién, todo sobre
el subconjunto de entrenamiento y ii) fase de prueba (testeo), donde a la solucion
Optima obtenida producto de la fase 1 se realiza el proceso de clasificacion o
regresion sobre el conjunto de muestra de test.

La Figura 19 en el recuadro azul muestra el proceso de optimizacion de una red
ELM con un meta-heuristica en general correspondiente a la fase i, en el recuadro
naranja se representa la fase ii de prueba (testeo), donde con la mejor solucién
obtenida en la fase 1 (Azul) se realiza la validacion del modelo ahora sobre el
conjunto de muestras de testeo para obtener el valor del error del modelo.
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Inicializacién (Parametros,
poblacion, otros)

.

Procesos de Optimizacion

Muestra de entrenamiento

v
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Evaluar Solucién candidata

Entrenar (Solucién Candidata,
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v
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Figura 19. llustracion de la adaptacion general del proceso de optimizacién sobre una maquina
ELM

3.5 Adaptacién del problema de optimizacion de pardmetros de una red
Extreme Learning Machine a jMetal Framework

Los diferentes articulos que se encuentran en la literatura sobre la definicion de
parametros de una red neuronal con ELM muestran la evaluacién y comparacion de
los algoritmos usando diferentes lenguajes de programacion, diferentes conjuntos
de prueba y diferentes configuraciones de redes ELM. Lo anterior hace dificil repetir
fielmente los experimentos, obtener los resultados publicados previamente y hacer
la comparacion justa con nuevas propuestas. Es por esto por lo que en este
proyecto se realiz6 la implementacion sobre software libre, en especifico se utilizé
jMetal Framework y el producto se deja a disposicion de la comunidad académicay
cientifica.
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Como se menciond en la sesion 2.1.6, jMetal es un framework de optimizacion multi-
objetivo y mono-objetivo que ofrece la posibilidad de ampliar los algoritmos vy
problemas disponibles. En la Figura 20 se muestra la arquitectura general de jMetal.
donde se puede apreciar que las clases principales son “Algorithm”, “Problem”,
“SolutionSet”, “Operator”. Estas son extendidas o heredas, pero no son modificadas
para mantener la integridad de jMetal framework.

La implementacién de jMetal Framework hace uso de moédulos para separar la
funcionalidad. Los médulos se muestran en la Figura 21, cada médulo a grupa la
I6gica e implementacién necesaria para dar soporte a la arquitectura planteada en
la Figura 20, a saber el médulo “jMetal-core” agrupa las clases abstractas que
definen el comportamiento de los algoritmos mono-objetivo y multi-objetivo,
implementa los operadores de mutacion, cruce y selecciéon, define los tipos de
soluciones y su implementacion, ademas incluye un conjunto de utilidades como la
escritura en archivo y la configuracion de experimentos. “jMetal-algorithm” agrupa
laimplementacién de los algoritmos mono-objetivo y multi-objetivo, “iMetal-Problem”
define las funciones matematicas y los conjuntos de datos necesarios para construir
los problemas mencionados anteriormente. “jMetal-exec” define los “runners” que
son clases que asocian un problema con algoritmo.

Daniel Pusil (Autor), Carlos Cobos PhD. (Director), Martha Mendoza PhD. (Codirectora) 52



Algoritmo Meta-Heuristico Mono Objetivo para Optimizar el Proceso de Entrenamiento de una
Maquina de Aprendizaje Extremo basado en jMetal y Variaciones de la Blsqueda Armoénica

NSGAN
BinaryTournament nomialMuta SinglePointCrossaver | | SBXCrossover 4
—
J7 l | | SPEAZ
—
Selection Mutation Crossover LocalSearch
PAES
Evaluatonsi | int ™
| e g """"""""""""""""""""""""""" 1 AbYSS
| alor tacen | -
[T parametees_ HasiTabio Cero classes |
: TP aramaioe(]: vo d — | S —
x @Wmﬂ) Qm.'d | MOEAD
. Algoriim : -
| .
SolionSel . # paramoters - HadlTable —
B e e " manage +a000p0raloe): voul |
wemon(pvol e +getOperator(): Cbject | IBEA
+iize: 0 +sotinputParamolaniname: Swing, object: Oojedt) vod &
+:20la0el: vold roetiapuParamenc(). Obect \
Ty r— +s0l0utputPnenmator(): void ! VO—
contzns +{at0utputParametedname: String, object: Object): Object | Woce
. + : SolubonSet | -
Solution has 1
R _
Jiness: soutie) L™ R SolutonType solve :
' -sizaint T
[ +orealayanabios); vanabe | L ]
consist of A/ﬂwm I
| —
1.0 |
Variablo Oefres |
|
_V- : - I
A 2 H |
r= e o e e s el ' e

Il

Dits: BitSet Binary Real
walue: couble | [ -bils: BuSet AELE. Cole
e — ——— . S —— N —

Figura 20. Arquitectura general de jMetal Framework (Tomado de [41])
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‘&- org.uma.jmetal:jmetal-exec

Figura 21. M6dulos jMetal

Una vision general de la adaptacion de los algoritmos armoénicos y de la
representacion del problema de optimizacién de los parametros de una red ELM
sobre la arquitectura jMetal se presenta en la Figura 22 , las clases en verde fueron
incluidas en jMetal y las clases en azul fueron incluidas en un nuevo médulo. A
continuacion, se presenta de forma detallada la adaptacién de cada clase para
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representar la optimizacion de pardmetros sobre una red ELM y la implementacion
de las meta-heuristicas basadas en la busqueda armdnica.

polinomialMutation SinglePointCrossover SBXCrossover

BinaryTournament

Selection Mutation Crossover LocalSearch ‘ || simulatedAnnealing

@ i MemeticEDi .HS:
Spciator Algorithm [ | — S '
" 7 - RandomSearch -;GHS‘
solutionSet +Manage | | ‘
- IHS
% i AbstractHarmonySeach .::;"}_I ( ]
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Figura 22. Adaptacién de la arquitectura jMetal al problema especifico
3.5.1 Inclusién de los algoritmos armonicos en jMetal

Para la adaptacion de los algoritmos basados en la busqueda arménica. Se tuvo en
cuenta que en la arquitectura de jMetal es necesario heredar de la clase “Algorithm”,
se definié la clase abstracta “AbstractHarmonySearch”, y se implementa por las
clases “HS” implementacion de la meta-heuristica Harmony Search, “IHS”
implementacion de Improve Harmony Search, “GHS” implementacion de Global-
best Harmony Search y “NGHS” implementacion de Novel Global Harmony Search.
Una descripcién esquematica de la relacién entre la clase “algorithm” de jMetal y las
implementaciones armdnicas se presenta en la Figura 23.
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«HarmonyMemory: List<Solution>
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Figura 23. Adaptacién de algoritmos arménicos a la arquitectura jMetal

El método “Run ()’ de la Clase “AbtractHarmonySearch” especifica el
comportamiento general de las meta-Heuristicas arménicas y su pseudocoédigo es
presentado en la Figura 24.

Nombre del método: Run ()
Entrada: vacio

Salida: vacio
1. Inicio
2. HarmonyMemory = CreatelnitalHarmonyMemory ()
3. HarmonyMemory = evaluteHarmonyMemory ()
4. initProgress ()
5. mientras no StoppingConditionReached () hacer
6. Inicio
7. NCHYV = improviceNewHarmony ();
8. NCHYV = evaluateHarmony(NCHV);
9. updateProgress ();

|_\
=

HarmonyMemory = update HarmonyMemory (NCHV);
11. fin_mientras
12. Fin

Figura 24. Pseudocédigo del método “Run” para la clase “AbstractHarmonySearch”

De la Figura 24, NCHV hace referencia al “New considerate Harmony Vector” que
es la nueva solucion generada tras el proceso de improvisacion musical de cada
variante de HS representado por la linea 7, el método “improviceNewHarmony ();”
es sobre escrito por cada variante de la busqueda armoénica y hace uso de la reglas
especificas definidas por la analogia que representa (HS,IHS, GHS o NGHS).

La clase abstracta “AbtractHarmonySearch” es incluida en modulo “jMetal-core”, en
el paquete “org.uma.jmetal.algorithm.impl”, y las implementaciones HS, GHS,
NGHS, IHS se incluyen en el médulo “jMetal-algorithm” especificamente en el
paquete “org.uma.jmetal.algorithm.singleobjective.harmonySearch”
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3.5.2 Adaptacién de ELM a jMetal e inclusion de nuevos problemas

Teniendo en cuenta la implementacion modular de jMetal y con el objetivo de evitar
modificar la arquitectura del framework, se definié un nuevo médulo “unicauca-ann”
gue agrupa la logica necesaria para la ejecucion de este trabajo y asi facilitar su uso
en una futura version de jMetal.

La inclusién del problema de optimizaciéon de una red basada en ELM en jMetal,
requiere el desarrollo de la clase que brinda la implementacion de la red ELM, esta
es representada por la clase “ELM” de la Figura 25. “ELM” brinda el método de
“train()” que retorna el valor de error de entrenamiento bajo los valores de pesos
fijados por el método “setlnputWeigth (inputwW)” al igual que con sesgos ocultos
definidos a través del método “setBias (BiasHiddenNeurons)” sobre el dataset de
entrenamiento. Los pesos y sesgos son fijados por el evaluador de soluciones
denotado como “AbtractELMEvaluator” y son obtenidos a través del método
“getinputWeigthBiasFromS (solucién Solution)” que recibe una solucion candidata y
crea la matriz de pesos y el vector de sesgos basando en el esquema de
representacion seleccionado y descrito en la sesion 3.3.
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Figura 25. Arquitectura de adaptacion del problema de optimizacién de una red ELM a jMetal

De la Figura 25, “CrossValidationEvaluator” es la implementacion del método de
evaluacion por validacion cruzada de K folder, y “TraintTestEvaluator” es la
implementacion del evaluador usando los conjuntos de entrenamiento y testeo
(holdout method). La principal diferencia entre esta dos implementaciones se centra
en el hecho que la validacién cruzada usa el conjunto de entrenamiento para hacer
k subconjuntos de muestras (k folders) y utiliza k-1 folder para hacer el proceso de
entrenamiento, luego usa el folder restante para obtener el valor del error del
modelo, este proceso se repite k-veces variando el folder que se utiliza para obtener
el error del modelo, por lo cual la validacién cruzada utiliza el método “train()” de la
red “ELM” k veces, por lo que un llamado al método “Evaluate (solucién Solution)”
realiza k evaluaciones de la funcién objetivo y obtiene un promedio de la estimacién
del error sobre la muestra de entrenamiento. A diferencia, el evaluador
“TraintTestEvaluator” usa el conjunto de entrenamiento para construir una Unica red
ELM y obtener el valor del error sobre la muestra de entrenamiento por lo que realiza
un unico llamado al método “train()” de la red ELM y por tanto “Evaluate (solucién
Solution)” suma so6lo una evaluacion de la funcién objetivo.
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La clase “Iris”, representa el conjunto de muestra de datos para el problema de
clasificacion de iris, este maneja el subconjunto de muestras de entrenamiento y el
subconjunto de muestras de testeo. Para el contexto de este trabajo se trabaja con
el formato de la Figura 26 para el archivo de clasificacion y regresion.

|
1150 5 3
2 -0.5555555555555558 0.24999999999999978 -0.864406779661017 -0.9166666666666666 0.0
3 -0.6666666666666664 -0.16666666666666674 -0.864406779661017 —0.9166666666666666 0.0
4 -0.7777777777177777 0.0 -0.8983050847457628 —0.9166666666666666 0.0
5 -0.8333333333333335 -0.08333333333333337 -0.8305084745762712 -0.9166666666666666 0.0
6 -0.611111111111111 0.33333333333333326 -0.864406779661017 -0.9166666666666666 0.0
7 -0.38838888888888873 0.583333333333333 ~0.7627118644067796 ~0.75 0.0
§ -0.8333333333333335 0.16666666666666652 ~0.864406779661017 -0.8333333333333334 0.0
g -0.611111111111111 0.16666666666666652 ~0.8305084745762712 -0.9166666666666666 0.0
10 -0.9444444444444442 -0.2500000000000002 -0.864406779661017 -0.9166666666666666 0.0
11 -0.6666666666666664 -0,08333333333333337 -0.8305084745762712 -1.0 0.0
12 -0.38888888888888873 0.4166666666666665 -0.8305084745762712 -0.9166666666666666 0.0
13 -0.7222222222222223 0.16666666666666652 -0.7966101694915254 -0.9166666666666666 0.0
14 -0.7222222222222223 -0.16666666666666674 0.864406779661017 -1.0 0.0
15 -1.0 -0.16666666666666674 0.9661016949152542 -1.0 0.0
16 -0.16666666666666674 0.6666666666666665 —0.9322033898305084 -0.9166666666666666 0.0
17 -0.2222222222222221 1.0 -0.8305084745762712 -0.75 0.0
18 -0.38888888888688873 0.583333333333333 -0.8983050847457628 -0.75 0.0
19 -0.5555555555555558 0.24999999999999978 -0.864406779661017 -0.8333333333333334 0.0

Figura 26. Archivo de clasificacién pre-procesado

En la linea 1, se tienen tres campos, donde se describe informacién del archivo de
clasificacion y del problema especifico. EI campo uno indica el nUmero de muestras
gue contiene el archivo, para iris 150 muestras, el campo dos indica el nimero de
columnas del archivo (atributos y clase), 4 de atributos y 1 de clase para iris, y el
campo 3 indica el niumero de etiquetas de clases para el problema especifico, para
iris 3 clases (setosa, virginica y versicolor), cada una de las lineas siguientes (de
linea 2 en adelante) corresponde a una muestra (registro o fila) y la clase a la que
pertenece del problema. Una muestra se representa en la Figura 27, donde la
etiqueta de clases se ubica en la uUltima columna de la linea para todas las muestras
en el contexto de este trabajo.

Atributo 1 | Atributo2 | ... | ... | ... | ... | Atributon Etiqueta de
Clase

Figura 27. Representacién de una muestra

La implementacion descrita se encuentra disponible en el Anexo 2. jMetal
Framework-modulo ELM.
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Capitulo 4

4 EXPERIMENTACION

En este capitulo se presentan el conjunto de datasets de regresion y clasificacion para
la evaluacién y comparacién de los algoritmos meta-heuristicos propuestos con el
algoritmo del estado del arte (M-ELM). Ademas, se muestra el afinamiento de
parametros realizado a las meta-heuristicas evaluadas con el fin de obtener mejores
resultados de optimizacion. Luego de esto se muestran los resultados obtenidos
teniendo en cuenta los dos diferentes esquemas de representacion de la solucién y las
dos formas de validacibn del modelo (validacion cruzada y método de
entrenamiento/prueba), realizando un analisis minucioso de los resultados.

4.1 DISENO DE LOS EXPERIMENTOS

Para poner a prueba los diez algoritmos meta-heuristicos evaluados, se definen un
total de 40 datasets divididos asi, 32 datasets para problemas de clasificacion y 8
datasets para problemas de regresion que representan problemas especificos del
mundo real. Ademas, igual que en [18], se usa la misma cantidad de nodos ocultos
gue tienen cada red, esto para garantizar que los algoritmos tengan las mismas
condiciones de ejecucion.

Cada algoritmo se ejecuta bajo los dos esquemas de representacion de la solucion
y sobre los dos métodos de validacion, esto para cada configuracion determinada
por el afinamiento de parametros que hace uso de arreglos de cobertura o
combinatoria de donde se selecciona la mejor configuracion basados en el test de
Friedman y Wilcoxon, la Figura 28 muestra en forma de arbol la ejecucién de los
experimentos, cada rama del arbol conlleva a una ejecucion del algoritmo bajo un
esquema de representacion de la solucién y un métodos de validacion esta es
sometida a al proceso de afinamiento de parametros de donde se obtiene la mejor
configuracion de parametros para la combinacién de Esquema y validacion, por este
motivo se obtiene 4 configuraciones distintitas por cada algoritmo.
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Figura 28. Disefio de los experimentos

4.2 CONJUNTO DE DATOS DE PRUEBA

Mejor

—

Resultados

Mejor
Ejecucion
Mejor
Ejecucién

Una vez se identificé el estado del arte referente a la optimizacién de parametros de
ELM, se estableci6 el estudio comparativo denominado “Memetic Extreme Learning
Machine” [18] del afilos 2016 como el trabajo de mayor relevancia en la tarea de
optimizacion de dichos parametros, por lo cual es el referente y representante con
mejores valores de aptitud en la ejecucién de esta tarea. M-ELM considera un total
de 46 datasets que representa un amplio conjunto de pruebas a continuacion en la
Tabla 4. Se muestra el conjunto de datasets usado por M-ELM que pudieron ser

replicados en este trabajo.

Dataset #Train
BANKNOTE 952
BLOOD 500
CAR 1152
CARDIOTOCOGRAPHY 1426
CHART 400
CONNECTIONIST 138
CONTRACEPTIVE 1000
DERMATOLOGY 224
DIABETES 576
ECOLI 224
FERTILY 70
GLAASS 154

#Test

45
248
576
700
200

70
473
122
192
112

30

60

#Atributos

5
5
7
22
61
61
10
35
9
8
10
11

#Clases
2
2

[
o +

O NN OO N OPRNO
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HABERMAN 204 102 4 3
HILL 404 202 100 2
INDIAN 393 190 11 3
IONOSPHERE 234 117 35 2
IRIS 100 50 5 3
LEAF 230 110 15 37
LETTER 15000 5000 17 26
LIBRAS 260 100 91 14
PEN 7494 3498 17 10
QSARBIODEGRADATION 705 350 42 2
SEEDS 140 70 8 3
SPECTF 80 187 45 2
VERTEBRAL (2C) 210 100 7 2
VERTEBRAL(3C) 210 100 7 4
WDBC 379 190 30 2
WDBC 379 190 31 2
WINE 118 60 14 4
YEAST 989 495 9 10
Z00 70 31 17 8

Tabla 4. Datasets para pruebas de clasificacion

El trabajo M-ELM solo considera problema de clasificacion, motivo por el cual se
hace referencia a los trabajos presentados en [33] y [63] que incluyen problemas de
regresion, teniendo en cuenta el limitado nimero de trabajos referentes a la
optimizacion de parametros de unared ELM en problemas de regresion. El conjunto
de datasets de pruebas para esta tarea es reducido y se presenta en la Tabla 5.

DataSet #Train #Test #Atributos
AutoMpg 278 120 8
Auto Price 111 48 16
Body Fat 176 76 15
CPU 146 44 7
Sensory 403 173 12
Servo 116 50 5
Veteran 96 41 8
Housing 354 152 14

Tabla 5. Datasets para pruebas de regresion

Los dataset mencionados se encuentran disponibles en el anexo digital Anexo 3.
DataSets. Donde para cada DATASET se tiene la version original obtenida de la
UCI en el archivo Dataset.data, ademas incluye los archivos DATASET.name que
indica la descripcién del dataset y los cambios realizados a este en la fase de pre-
procesamiento de datos, DATASET.train contiene el dataset de entrenamiento y
DATASET.test contiene el dataset de prueba (test), cuyas distribuciones
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corresponde a lo expresado en las Tabla 4 y Tabla 5y que fueron definidos por [18]
[33][63].

Segun lo expresado por [9] los dataset presentan un mejor comportamiento cuando
son normalizados en el rango {-1,1}, por este motivo todos los dataset se
normalizaron a este rango de valores.

4.3 DEFINICION DE LA RED ELM

Basados en el estado del arte y lo propuesto por M-ELM [18], se definié una red
ELM con las caracteristicas resumidas en la Tabla 6.

Caracteristica Valor

Numero de neuronas de la |50

capa oculta

Funcion de activaciéon Sigmoidea

Psudolnversa Moore-penrose, por el método de multiplicaciones
termino « de regularizacion x= 0

Tabla 6. Caracteristicas de la red ELM

Esta red ELM se definid y utilizé para cada ejecucion de los algoritmos, con el fin de
garantizar condiciones iguales de la red independientemente del algoritmo y
problema referenciado.

4.4 AFINAMIENTO DE PARAMETROS

Con el objetivo de afinar los parametros de los algoritmos HS, IHS, GHS y NGHS,
se utilizaron Arreglos de Cobertura (CA por sus siglas en inglés). Los Arreglos de
Cobertura son estructuras combinatorias especificadas como una matriz de N filas
y k columnas sobre un alfabeto de v simbolos tales que para cada conjunto de t
columnas (llamado la fuerza del arreglo) cubre cada t-tupla de simbolos. El nUmero
de filas del Arreglo de Cobertura indica el numero de experimentos que se
realizaran. Este numero de pruebas depende de la cantidad de columnas (k) que
indican los parametros que intervienen en la prueba, el vocabulario seleccionado
para la prueba (v), este vocabulario indica la cantidad de valores que se probaran
para cada parametro y la fuerza de la prueba (t) que indica la cantidad de columnas
gue se agrupan para la posterior combinacién. Por lo anterior, un Arreglo de
Cobertura se denota como CA(t, k, v).

Los CA recientemente han sido utilizados para representar conjuntos de pruebas de
interaccion para pruebas de software dado que proporcionan casos de prueba de
tamafio econdmico mientras se conservan importantes capacidades de deteccion
de fallos. Los Arreglos de Cobertura buscan tener cardinalidad minima para reducir
al minimo el nimero de pruebas y cobertura al maximo para garantizar cubrir todas
las combinaciones de cierto tamafo (nivel de fuerza o interaccion) entre los
parametros de entrada [64].
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Como cada algoritmo meta-heuristico tiene diferente nimero de parametros para
afinar, es necesario aplicar un arreglo de cobertura diferente a cada algoritmo. La
fuerzaigual a dosy el alfabeto de tres simbolos, son los componentes comunes que
tienen los arreglos de cobertura aplicados a cada algoritmo y se definieron asi para
reducir el numero de pruebas segun el tiempo en el que se debia realizar el
proyecto. Los algoritmos fueron ejecutados independientemente 30 veces y se
obtuvieron los valores promedio de exactitud de clasificacion o regresion. Se busca
con esto, obtener el comportamiento promedio esperado de cada algoritmo basado
en el teorema del limite central de estadistica.

4.4.1 Afinamiento de parametros para HS

Para el algoritmo meta-heuristico HS se us6 un Arreglo de Cobertura de fuerza dos,
cuatro parametros y un vocabulario de tres CA(2,4,3). La Tabla 7 muestra el arreglo
de cobertura utilizado.

0O |]0]1]2
0O |1]1]0
0 |]2]0]0
1 ]0]2]0
1 11]0]1
1 (2 |12
2 1001
2 |12 ]2
2 12111
0O |2]2]|1
2 | *1*10
* * 0 2

Tabla 7. CA(2,4,3) para HS

Los asteriscos (*) son comodines en el arreglo de cobertura, lugares que pueden
tomar cualquier valor permitido del vocabulario del arreglo de cobertura. La Tabla 8
muestra el vocabulario de este arreglo.

PARAMETROS VALORES
(1) . Tamafo de la memoria armoénica (HMS) 10 | 15 20
(2). Tasa de consideracion de la memoria arménica (HMCR) | 0.85| 0.9 | 0.95
(3). Tasa de ajuste de tono (PAR) 0.3 |0.35| 0.4
(4). Ajuste de ancho de banda (BW) 0.01 | 0.02 | 0.03

Tabla 8. Vocabulario para HS

Reemplazando el vocabulario en el arreglo de cobertura, se obtiene el Arreglo de
Cobertura para HS (Tabla 9).
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PARAMETROS
PRUEBA | (1) | ) | 3) | (4
1 10 | 0.85|0.35| 0.03
2 10 | 0.90 | 0.35 | 0.01
3 10 | 0.95| 0.3 | 0.01
4 15 [ 0.85| 0.4 | 0.01
5 15 | 0.90| 0.3 | 0.02
6 15 | 0.95|0.35| 0.03
7 20 [0.85| 0.3 | 0.02
8 20 [0.90| 0.4 | 0.03
9 20 [0.95|0.35| 0.02
10 10 | 0.95| 0.4 | 0.02
11 20 | 0.95| 0.4 | 0.01
12 10 | 0.85| 0.3 | 0.03

Tabla 9. Arreglo de cobertura para HS.

Los algoritmos IHS, NGHS, GHS hacen uso de los arreglos de cobertura de forma
similar a HS, el proceso de afinamiento para estos algoritmos se detalla en el Anexo
4. Afinamiento de parametros.

4.4.2 Afinamiento de parametros para PSO

El afinamiento de parametros para la meta-heuristica PSO desarrollada en jMetal
se reduce a la busqueda del numero de informantes 6ptimos, debido a que en esta
implementacion los parametros de tamafio de enjambre (SZ), peso (w) Yy
coeficientes de aprendizaje (¢4, ¢,) son calculados analiticamente y son constante
como se especifica en la ecuaciones (58)(59)(60) respectivamente

sz=10+ [(2 * Vnumero de variables)] (58)

La ecuacion (58) expresa el calculo de tamafio del enjambre, este tiene en cuenta
el “numero de variable” que hace referencia a lo planteado por la ecuacion (57).

La ecuacion (59) representa el calculo del peso (w), con w~1.66096

1

w = Wg(z) (59)

La ecuacion (60) expresa el calculo de los coeficientes (¢4, ¢,) de aprendizaje, en
jMetal este tiene el mismo valor.

©, = @, = 0.5 +1og(2) (60)
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Para el pardmetro restante correspondiente al nUmero de informantes se realizaron
tres pruebas, teniendo en cuenta los valores sugeridos por [43] que se aprecian en

la Tabla 10.

PARAMETRO

VALOR

(1). Numero de informantes (NInf)

4

Tabla 10. Parametros para PSO

4.4.3 Afinamiento de parametros para DE

jMetal Framework implementa dos variaciones de DE (rand/1/EXP, rand/1/BIN)
estas dos variaciones requieren el mismo conjunto de parametros y los mismos
valores, por este motivo el conjunto de parametros para cada variacion de DE es
igual, para obtener los pardmetros de se define los valores tipicos para cada

parametro en la Tabla 11.

PARAMETRO VALOR

(1). Tamafio de la poblacion 10 | 20 | 30
(2). (CR) 0.45| 0.5 | 0.55
3). (F) 0.75| 0.8 | 0.85

La Tabla 12 muestra el conjunto de parametros de cada prueba para DE

Tabla 11. Vocabulario para DE

PARAMETROS
PRUEBA [ (1) | (2) | (3
1 10 | 0.45|0.75
2 20 | 0.5 | 0.75
3 30 |0.55|0.75
4 10 | 0.45| 0.8
5 20 | 0.5 | 0.8
6 30 |055| 0.8
7 10 | 0.45|0.85
8 20 | 0.5 | 0.85
9 30 | 0.55|0.85

Tabla 12. Pardmetros para DE
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4.4.4 Afinamiento de parametros para CMA-ES

CMA-ES hace uso de dos parametros definidos por el usuario, tamafio de la
poblacion (Lambda, 1) y sigma (o), basados en [46]. Los valores tipicos de los
parametros se muestran en la Tabla 13

PARAMETRO VALOR
(1). Tamafio de la poblacion 10 | 20 | 30
(2). SIGMA 0.2 1 0.25|0.3

Tabla 13. Vocabulario CMA-ES

La Tabla 14 muestra el conjunto de parametros para cada ejecucién con CMA-ES
y es el resultado de la combinatoria exhaustiva de los pardmetros.

PARAMETROS
PRUEBA (1) (2)
1 10 0.2
2 15 0.2
3 20 0.2
4 10 0.25
5 15 0.25
6 20 0.25
7 10 0.3
8 15 0.3
9 20 0.3

Tabla 14. ParAmetros para CMA-ES
4.4.5 Afinamiento de parametros para M-ELM.

Segun lo planteado en [18] los parametros de ejecucion son:

PARAMETRO VALOR
(1). Tamafio de la poblacién 50
(2). Numero de optimizaciones 70
locales

Tabla 15. Parametros para M-ELM
45 RESULTADOS OBTENIDOS Y COMPARACION

A continuacion, se presentan los resultados obtenidos por los algoritmos meta-
heuristicos propuestos. En esta etapa de experimentacion, se definié un maximo de
evaluaciones de la funcién objetivo de 3000 para todos los algoritmos, este nimero
de evaluaciones se definié considerando que una de las caracteristicas principales
de una red ELM es la velocidad, un numero mayor de evaluaciones reduce esta
caracteristica frente a los algoritmos clasicos como el backpropagation y las
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maquinas de soporte vectorial (support vector machines, SVM) como se muestra en
el estudio comparativo presentado en [65].

Para tener una mayor comprension de los resultados obtenidos por todos los
algoritmos se utilizaron dos métodos de andlisis estadistico mediante el software
Keel [66], a saber, las pruebas estadisticas no paramétricas de Wilcoxon y
Friedman.

45.1 Resultados

A continuacion, se presentan los resultados obtenidos por cada uno de los algoritmos
en los problemas especificos, estos se realizan de forma independiente para los
problemas de clasificacion y regresion, sobre cada esquema de representacion de la
solucion y usando las dos formas de validacion del modelo (Validacion cruzada vy el
método de entrenamiento/prueba).

Para realizar la ejecucion del algoritmo meta-heuristico con los problemas y obtener
los resultados finales, se tomaron los parametros que mejores resultados obtuvieron
en el proceso de afinamiento de parametros descrito en la seccion 4.4 y se
realizaron un total de 30 ejecuciones del algoritmo para cada prueba de variacion
de parametros. Las 30 ejecuciones permiten tener valores promedio que se
comporten como una distribucion normal como lo establece el teorema del limite
central en estadistica

45.1.1 Resultados obtenidos con HS

Luego de la ejecuciéon de HS para los problemas definidos en la Tabla 4 en
clasificacion, se obtuvo los resultados de error mostrados en la Tabla 16.

DATASET ESQUEMA ESQUEMA ESQUEMA ESQUEMA
A, CV ATT B, CV B, TT
IRIS 0.116  0.094667 0.113333 0.101333
BANKNOTE 7.41E-05 3.70E-04  2.22E-04  2.96E-04
BLOOD 0.214382  0.215188 0.21371  0.214113
CARDIOTOCOGRAPHY 0.243048  0.238286  0.243429  0.234762
CAR 0.155787  0.140509  0.150347 0.14265
CHART 0.0745 0.063167 0.0805 0.0605
CONNECTIONIST 0.247619 0.22381 0.23619  0.222857
CONTRACEPTIVE 0.432347  0.432347 0.432206  0.430796
DERMATOLOGY 0.034973 0.02623  0.034699 0.026776
DIABETES 0.236806  0.243056  0.243403  0.243403
ECOLI 0.133929 0.136012 0.134821  0.135119
FERTILITY 0.221111  0.183333  0.221111 0.156667
GLASS 0.358333  0.345556  0.346667  0.335556
HABERMAN 0.306209 0.311111 0.301307 0.310458
HAYES 0.306818  0.319697 0.313636  0.309091
HILL 0.313531 0.290594 0.307591  0.289604
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INDIAN 0.286491  0.281053 0.28386  0.282807
IONOSPHERE 0.102849  0.094587  0.100285  0.099715
LEAF 0.285455 0.28303 0.277879  0.271212
LETTER 0.298427 0.27582  0.293193  0.275847
LIBRAS 0.231333  0.209667 0.2 0.218667
OPTDIGITS 0.109163 0.091282 0.108477  0.097162
SEEDS 0.037143  0.032857 0.039048 0.031905
SPECTF 0.387522  0.411408 0.375401 0.346881
VERTEBRAL2C 0.172333 0.175667  0.184667 0.174
VERTEBRAL3C 0.173667 0.175333  0.179333 0.175
PEN 0.080417 0.064675 0.078035 0.065809
QSARBIODEGRADATION | 0.153333  0.148571 0.15381  0.149429
WDBC 0.036316  0.034035 0.035789  0.034912
YEAST 0.411515 0.40862 0.407744  0.408754
WINE 0.034444  0.023333 0.038889  0.020556
200 0.202151 0.116129 0.284946  0.117204

Tabla 16. Resultados HS en clasificacion

Donde en la fila uno de la Tabla 16 aparece el titulo “Esquema A, CV” que hace
referencia al Esquema A de representacion de la solucion y al método de validacion
CV para validacion cruzada, de igual forma aparece luego el Esquema B de
representacion y TT hace referencia al método de validacion por
entrenamiento/prueba.

A continuacién, en la Tabla 17 se detalla los mejores parametros obtenidos en el
proceso de afinamiento de parametros y que fueron usados para obtener los
resultados presentados en la Tabla 16.

Parametro | Esquema | Esquema | Esquema | Esquema
A, CV ATT B, CV B, TT

HMS 10 10 10 10

HMCR 0.85 0.95 0.95 0.95

PAR 0.3 0.4 0.4 0.4

BW 0.03 0.02 0.02 0.02

Tabla 17. Pardmetros de ejecucion de HS sobre problema de clasificacion

Luego de la ejecucion de HS con los dataset definidos para regresion en la Tabla 5
se obtuvieron los resultados presentados en la Tabla 18.
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DATASET ESQUEMA ESQUEMA ESQUEMA ESQUEMA
A, CV ATT B, CV B, TT
AUTOMPG | 3.354705 3.396648  3.403626  3.394899
AUTOPRICE | 3951.06 4089.245 3767.241  3738.078
CPU 38.99228  39.55556  35.8916 40.82717
SENSORY 0.783186 0.773263  0.782208 0.769301
SERVO 0.62237 0.861819 0.779535  1.094863
VETERAN 268.2994  300.7174  268.7094  274.7884
HOUSING 4.007857 4.201953  4.078947  4.102647
BODYFAT 1.394724  1.34771 1.142482  1.311118

Tabla 18. Resultados Hs en regresion

La Tabla 19 muestra el conjunto de parametros de ejecucion con los que se obtuvo
los resultados de la Tabla 18.

Parametro | Esquema | Esquema | Esquema | Esquema
A, CV ATT B, CV B, TT
HMS 15 20 15 10
HMCR 0.95 0.85 0.95 0.85
PAR 0.35 0.3 0.35 0.3
BW 0.03 0.02 0.03 0.03

Tabla 19. Pardmetros de ejecucion HS sobre problema de regresién

De forma similar los resultados obtenidos con los algoritmos IHS, GHS, NGHS,
DE/BIN, DE/EXP, PSO, RW-ELM se presentan de forma detallada en el Anexo 6.
Resultados de Ejecucidn.

45.1.2 Resultados CMA-ES

Como se mencionod en la seccidén 2.1.5.7 CMA-ES es una estrategia evolutiva cuyo
comportamiento es similar al de DE/BIN y DE/EXP. A diferencia de estos dos CMA-
ES tiene un costo computacional exponencial, CMA-ES internamente actualiza sus
propios parametros que aunque tiene un costo computacional elevado no es
significativo en este estudio, el comportamiento exponencial importante se presenta
cuando CMA-ES realiza la descomposicion de la matriz de covarianza, este proceso
necesita el calculo de la descomposicién de la matriz en eigenvalores esta tarea
tiene una complejidad computacional o(n3) que afecta el tiempo de finalizacion de
la meta-heuristica, en consecuencia tiene una mayor incidencia en problemas de
altas dimensiones , a continuacion, se presenta una andlisis detallado de este
efecto.

Para mostrar como CMA-ES alcanza el criterio de finalizacion en un tiempo
exponencial, se muestra el comportamiento de la meta-heuristica en cada
generacion para los problemas Wine y Hill definidos en la Tabla 4. Wine representa
un problema de complejidad media ya que solo posee 14 atributos, y Hill representa
un problema de complejidad alta este posee 100 atributos.
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La Figura 29 muestra el comportamiento del tiempo de ejecucion de la actualizacion
de parametros internos de CMA-ES bajo el método de validacién por
entrenamiento/prueba y es independiente del esquema de representacién de la
solucién para el problema de clasificacion Wine. Este andlisis se realiza en cada
generacion. Claramente el grafico con una cierta frecuencia muestra picos de
tiempo de ejecucion (valores de CPU mayores). Esta frecuencia es determinada por
los factores tamafio de la poblacion, coeficiente de aprendizaje cl, Cmuff |,
dimension del vector (P), y nimero de evaluaciones actual y es expresada por la
ecuacion (61), para el problema Wine la frecuencia toma el valor de 17, cada 17
generaciones se presenta los picos de tiempo donde CMA-ES debe hacer la
descomposicion de la matriz principal.

A
cl+ cmu
o T (61)
(evaluacion — eigenValor) > 10
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Figura 29. Analisis de tiempo CMA-ES para Wine

De forma paralela en Figura 30 se muestra el comportamiento de DE/BIN en la
solucion del mismo problema para poner en contraste el comportamiento respecto
del tiempo de ejecucién de CMA-ES, claramente el mayor pico de tiempo de
ejecucion en DE/BIN (82 milisegundos) es inferior al mayor pico tiempo en CMA-ES
(7777 milisegundos). El tiempo de ejecucion promedio de DE/Bin para Wine 5925
milisegundos (6 segundos) y de CMA-ES fue de 193970 milisegundos (3.2 minutos).
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Figura 30. Andlisis de tiempo de DE/BIN sobre el problema Wine

Si bien los tiempos de ejecucion de CMA-ES sobre Wine son altos, la meta-
heuristica logra alcanzar el criterio de finalizacion en un tiempo aceptable, Pero este
comportamiento se extiende sobre cualquier problema, cuando el problema tiene un
mayor namero de dimensiones alcanzar el criterio de finalizacion requiere un tiempo
computacional excesivo comparado con las meta-heuristicas evaluadas en el
contexto de este trabajo.

La Figura 31 muestra el comportamiento de CMA-ES en la resolucion del problema
Hill que posee 100 atributos lo que genera vectores solucion p-dimensionales de
5050, como se mencionod la frecuencia con la que CMA-ES alcanza los picos de
tiempo de ejecucion esta directamente relacionada con el nimero de dimensiones
(p) como se expresa en ecuacioén (61). Para Hill la frecuencia toma el valor de 116,
cada 116 generaciones CMA-ES realiza la descomposicion de la matriz principal lo
gue lleva a mayor tiempo de ejecucion, debido a que en este proceso debe realizar
un nimero de operaciones excesivo (p3 = 50503 = 128.787.625.000 operaciones).

De forma paralela se presenta el mismo analisis con la meta-heuristica DE/BIN en
la Figura 32 donde claramente el mayor tiempo de ejecucién de una generacion
alcanza 302 milisegundos y el tiempo promedio de terminacién del algoritmo DE/BIN
para el problema Hill es tan solo de 24295 milisegundo (24 segundos), a diferencia
de CMA-ES que en la misma tarea tarda en alcanzar el criterio de finalizacién un
promedio 22976312 milisegundos (382 minutos).
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Figura 31. Andlisis de tiempo por generaciones de CMA-ES sobre el problema Hill
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Figura 32. Analisis de tiempo por generacién para DE/BIN sobre Hill.

Debido a lo planteado anteriormente, la ejecucion experimental la meta-heuristica
CMA-ES no es considerada en el analisis estadistico, esto debido al tiempo limitado
de este trabajo que seria excedido por el proceso de afinamiento de parametros de
CMA-ES. Aleatorios

45.2 Andlisis estadistico

Al finalizar las 30 ejecuciones de cada algoritmo para la red ELM con los esquemas
de representacion de la solucién y los métodos de validacion del modelo descritos
anteriormente, se realizaron las pruebas estadisticas no paramétricas de Friedman
y Wilcoxon, para determinar cual de los algoritmos meta-heuristicos, bajo que
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esquema de representacion de la solucion y sujeto a que método de validacién es
el mejor.

El test de Friedman genera un ranking del desempefio de los algoritmos y asignan
el menor valor al algoritmo que presenta mejores resultados y estadisticamente
significativo cuando el valor de p<0.05 en caso contrario es lo informativo. El test de
Wilcoxon presenta la tabla de dominancia de los algoritmos, en donde un punto
negro indica que el algoritmo de la fila domina al algoritmo de la columna, un punto
blanco indica que el algoritmo de la columna domina al de la fila y la casilla vacia
indica que no es posible establecer una dominancia de un algoritmo sobre el otro.
Los resultados por debajo de la diagonal tienen un nivel de significancia del 0.95 y
los que estan por encima de 0.90.

4.5.2.1 Analisis estadistico para meta-heuristicas armoénicas

La Tabla 20 muestra el ranking del test de Friedman de las meta-heuristicas HS,
IHS, GHS y NGHS que fueron evaluadas sobre los dos esquemas de representacion
de la solucion y sobre los dos métodos de validacion del modelo para los problemas
de clasificacion definidos en la Tabla 4. En esta tabla se evidencia claramente que
el mejor algoritmo meta-heuristico de los basados en la busqueda armonica es HS
bajo el “Esquema B” de representacion de la solucion y con el método de validacion
de entrenamiento/prueba (TT). El valor p obtenido para la prueba fue de 6.98e-11
gue lo hace valido estadisticamente hablando.

POSICION | ALGORITMO ESQUEMA DE METODO DE | RANKING
REPRESENTACION | VALIDACION

1 HS B 1T 5.0469
2 NGHS B 1T 5.3906
3 IHS B Cv 6.6562
4 NGHS A 1T 6.7188
5 HS A 1T 6.8594
6 IHS A 1T 7.2344
7 GHS B 1T 8.25
8 NGHS A Cv 8.625
9 GHS A 1T 9

10 NGHS B Cv 9.1719
11 IHS A CVv 10.0156
12 HS B CVv 10.3281
13 HS A CVv 10.3438
14 GHS A CVv 10.6875
16 GHS B CVv 11.0469

Tabla 20. Ranking de Meta-Heuristicas basadas en HS para problemas de clasificacion

La Figura 33 muestra los resultados de la prueba de Wilcoxon. El propésito de la
prueba es determinar la dominancia de un algoritmo sobre los deméas. Los dos
mejores algoritmos determinados en ranking del test Friedman y numerados en la
Figura 33 como (8) y (16) dominan a un mayor numero de algoritmos, de la misma

Daniel Pusil (Autor), Carlos Cobos PhD. (Director), Martha Mendoza PhD. (Codirectora) 73



Algoritmo Meta-Heuristico Mono Objetivo para Optimizar el Proceso de Entrenamiento de una
Maquina de Aprendizaje Extremo basado en jMetal y Variaciones de la Busqueda Arménica

forma el algoritmo meta-heuristico con peor desempefio en el test Friedman vy
denotado como (3) en la Figura 33 no domina a ninguno de los algoritmos y es
dominado claramente por 10 algoritmos diferentes.

1|2 [3 |4 |5 s |7 |8 [5 |1wo]a1f12]13]|14|15] 18
GHS-CV-Esq. A (1) - | O O O o o o oo O
GHS-TT-Esqg. A (2) L BN L (] O (O o o
GHS-CV-Esq. B (3) o |- |0 o O O O |00 |0 |0
GHS-TT-Esg. B (4] L .| - |® | O (e O |0 O o O
H5-CV-Esqg. A (5) o - | O o o o | o0 O
H5-TT-E=g. A (6] L - & @ |- L - L - L _Ne
H5-CV-Esq. B [7) O ol- (O O O O O
H5-TT-Esq. B (8) L BR BN BN BE . | _ L _NE BN L] L
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MGHS-CV-Esg. A (13) - ® |0 o O|® (0O |- |O O
MGHS-TT-Esg. A(ld) | & (@ (@& | & (& L - L L L
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Figura 33. Test Wilcoxon de meta-heuristicas basadas en HS para problemas de clasificacion

A continuacion, en la Tabla 21 se presenta el resultado del test de Friedman para
los algoritmos basados en la busqueda arménica sobre los problemas de regresion
presentados en la Tabla 5. Se observa que el mejor algoritmo es IHS con el
Esquema A de representacion y el método de validacion por entrenamiento/prueba
(TT) y el segundo lugar es HS con Esquema B y validacion cruzada (CV). El valor p
obtenido para la prueba fue de 0.94 que lo hace NO concluyente estadisticamente
hablando, debido a que los algoritmos tienen valores de error muy cercanos, este
resultado se ratifica en el test de Wilcoxon donde no hay ninguna dominancia.

POSICION | ALGORITMO ESQUEMA DE METODO DE | RANKING
REPRESENTACION | VALIDACION

1 IHS A 1T 6.625
2 HS B Cv 7

3 GHS B Cv 7.25
4 HS A 1T 7.375
5 HS A Cv 7.75
6 IHS A Cv 8

7 NGHS A CVv 8.125
8 HS B TT 8.25
9 NGHS A TT 8.5

10 IHS B CVv 8.875
11 IHS B TT 8.875
12 GHS B 1T 9.25
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13 GHS A Cv 9.625
14 NGHS B Cv 9.625
15 NGHS B 1T 10

16 GHS A 1T 10.875

Tabla 21. Ranking de las meta-heuristicas basada en HS sobre problemas de regresion

Los resultados del test de Wilcoxon para los problemas de regresidén se presentan
en la Figura 34. A diferencia de los resultados en los problemas de clasificacion, la
dominancia en problemas de regresion es menos evidente y es indeterminada en la
mayoria de los casos, la unica relacién de dominancia evidente esta dada sobre el
algoritmo NGHS numerado en la Figura 34 como (16), ya que este es dominado
por tres algoritmos a saber, GHS bajo el “Esquema B” y usando método de
validacién por entrenamiento/prueba y por HS bajo el “Esquema B” y haciendo uso
de los dos métodos de validacion del modelo con una significacion del 0.9.

1 2 E? 4 5 G 7 2 o9 10 [ 11 [ 12 |12 | 14 |15 | 16
GHS-CW-Esg, A (1) = L]
GHS-TT-Esg. A (2) = [=3
GHS-CWV-E=q. B (3) - -
GHS-TT-Esg. B {4) - -

HS5-CW-Esgy. A (5) =-
HS-TT-E=sq. A (G) -
H5-CW-Esg. B (7) - -
HS-TT-E=zq. B (&) -
IHS-CW-Esg. A (9) -
IHS-TT-Esg, & (10} -
IHS5-CW-Esg. B (11) (=] -
IHS-TT-Esq. B {12) -
MGHS-CVW-Esqg. A (13) -
MNGHS-TT-Esqg. A (14) -
MNGHS-CWV-Esqg. B (15) (=] -
MGHS-TT-Esqg. B (16) -

Figura 34. Test de Wilcoxon para meta-heuristicas basa en HS sobre problemas de regresién

Los resultados detallados de los test se presentan en el Anexo 7. Analisis
estadistico sobre algoritmo basado en HS.

45.2.2 Andlisis estadistico sobre meta-heuristicas evaluadas

Para determinar cual de las meta-heuristicas evaluadas es la mejor en la tarea de
determinar los pesos y sesgos ocultos de una red ELM, se realiz6 la prueba de
Friedman. El resumen de los 10 mejores resultados obtenidos se muestran en la
Tabla 22, en la cual se evidencia claramente que el mejor algoritmo entre los
evaluados es HS usando el esquema de representacion de la solucion “Esquema
B” y bajo el método de validacion por entrenamiento/prueba (TT), lo que permite
establecer junto con la prueba de Wilcoxon que de los algoritmos meta-heuristicos
evaluados el mejor es el HS, seguido por NGHS bajo el esquema de representaciéon
“‘Esquema B” y con el método de validacion por entrenamiento/prueba. El valor p
obtenido para la prueba de Friedman fue de 1.5e-10 que lo hace valido
estadisticamente hablando.
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POSICION | ALGORITMO ESQUEMA DE METODO DE | RANKING
REPRESENTACION | VALIDACION
1 HS Esquema B T 9.4375
2 NGHS Esquema B 1T 9.7969
3 DE\Exp Esquema A TT 11.2812
4 NGHS Esquema A T 12.2031
5 HS Esquema A TT 12.2656
6 IHS Esquema B Cv 12.6406
7 IHS Esquema A TT 13.0938
8 DE\Exp Esquema B TT 14.3125
9 GHS Esquema B TT 14.7031
10 PSO Esquema A TT 15.1562

Tabla 22. Rankin de meta-heuristicas evaluadas sobre problemas de clasificacién

De la Tabla 22 se puede resaltar que la mejor meta-heuristica de las disponibles en
el framework jMetal para tareas de clasificacion es DE\EXP (posicion 3) bajo el
“‘Esquema A” y método de validacidén por entrenamiento/prueba y que esta conserva
un buen rendimiento aunque varie el esquema de representacion (posicion 8).

Para ver con mayor detalle el Test de Friedman y Wilcoxon remitirse al Anexo 8.
Analisis estadistico general donde se detalla la posicion las 36 combinaciones de
algoritmos, esquema de representacion y métodos de validacion segun el ranking
de Friedman y el analisis de dominancia de cada meta-heuristica evaluada en el
contexto de este trabajo.

A continuacion en Tabla 23 se presenta los resultados del test de Friedman para
las 15 mejores meta-heuristicas evaluadas sobre problemas de regresion
presentados en Tabla 5. Donde claramente de muestra la dominancia de HS y los
algoritmos basados en él. El valor p obtenido para la prueba de Friedman fue de 0.2
gue lo hace NO concluyente estadisticamente hablando, por lo que dicho ranking
es solo informativo.

POSICION | ALGORITMO ESQUEMA DE METODO DE | RANKING
REPRESENTACION | VALIDACION

1 GHS B CVv 12.25
2 IHS A 1T 12.5
3 HS B CVv 13.3125
4 HS A 1T 13.375
5 HS A CVv 14.4375
6 NGHS A CVv 14.75
7 HS B TT 15.0625
8 IHS A CVv 15.125
9 M-ELM B CVv 15.125
10 IHS B CVv 15.5
11 IHS B CVv 16
12 NGHS A 1T 16
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13 GHS B T 16.4375
14 DE/BIN A 1T 17.125
15 NGHS B Cv 17.5

Tabla 23. Ranking de meta-heuristicas evaluadas sobre problemas de regresién

De la Tabla 23 se resalta que la mejor meta-heuristica de las disponibles en jMetal
Framework para resolver problemas de regresion es DE/BIN (posicién 14) siendo
superada en gran medida por los algoritmos armoénicos y por la meta-heuristica
basada en el estado del arte M-ELM (posicion 9)

La Figura 35 resume los resultados mas importantes producto de la aplicacién del
test Wilcoxon sobre las combinaciones de meta-heuristicas evaluadas donde
claramente las dominancias mas relevantes se dan sobre el algoritmo (8)
correspondiente a DE en su versién Exponencial haciendo uso del “Esquema B” y
bajo el método de validacién por entrenamiento/prueba quien es dominado por 24
combinaciones de meta-heuristicas debido a su bajo desempefio

DT CE] A ] (50 8| OTE ] (] ooy |y {rny | ) sy {4y | (1) | )] 18) | 1% | () [ 2

Eaquema-A-CYV-DEBIN (1 . ]
Eaquema- A

Foquema-B-TT-H5 |16
Faquema-A-CV-THS (17 i
E A-TT-THS (18 [} ]

)i
0

Fsquema-A-CV-MA-ELM (11

Figura 35. Resultado del test de Wilcoxon para problemas de regresion

Los resultados detallados de los test se presentan en el Anexo 8. Analisis
estadistico general.

4.5.2.3 Analisis de tiempo de ejecucidon de los algoritmos evaluados

El tiempo de ejecucién de CPU de un algoritmo se considera desde el instante que
comienza el proceso de optimizacion hasta que alcanza el criterio de parada.
Teniendo en cuenta que la etapa experimental del este trabajo se hizo uso de una
implementacion distribuida del tipo cliente/servidor donde cada cliente toma tareas
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y las ejecuta. A continuacion, se presenta un andlisis de los tiempos de ejecucion
de las diferentes meta-heuristicas.

La tarea que requiere mayor tiempo de ejecucion de CPU en las meta-heuristicas
evaluadas es la evaluacion de las soluciones candidatas, esto corresponde a la
ejecucion de la red ELM bajo los pesos y bias definidos en la solucion. El nimero
de evaluaciones de la red ELM es igual para todos las meta-heuristicas en
cualquiera de sus combinaciones y funciona como criterio de parada, debido a esto
el tiempo promedio en que cualquier meta-heuristica alcanza el criterio de parada
es muy similar para cada problema variando en apenas unos cuantos segundos,
debido que el tiempo requerido para la creacion de nuevas soluciones es muy
inferior al tiempo de evaluacién de la solucidn. La Tabla 24 muestra el resumen del
test de Friedman con valores de p=2.6E-10 para el tiempo promedio de ejecucion
donde se evidencia que la meta-heuristica que mejor desempefio en cuanto a
tiempo de ejecucion fue DE/BIN bajo el esquema B y sujeto al método de validacion
cruzada.

POSICION | ALGORITMO ESQUEMA DE METODO DE | RANKING
REPRESENTACION | VALIDACION
1 DE/BIN B Cv 5.425
2 M-ELM B Cv 5.625
3 DE/EXP B Cv 6.9875
4 M-ELM B Cv 7.35
5 PSO B Cv 10.075
6 DE/EXP A Cv 11.775
7 PSO A Cv 12.05
8 RW-ELM B 1T 13
9 NGHS A Cv 13.1
10 DE/BIN A Cv 13.725
36 IHS A 1T 30.925

Tabla 24. Ranking de las meta-heuristicas evaluadas segun el tiempo de ejecucion

Es preciso mostrar la diferencia de tiempo entre la meta-heuristica que obtuvo el
mejor desempefio y la de peor desempefio en el test de Friedman, este analisis solo
tiene en cuenta el tiempo de ejecucion y el resumen es presentado en Tabla 25.

Tiempo de CPU

DE/BIN IHS

ESQUEMA ESQUEMA DIFERENCIA DIFERENCIA
DataSet B-CV A-TT (MILISEGUNDOS) (SEGUNDOS)
Iris 4683,6 5929,4 1245,8 1,2
Banknote 36402,0 41650,0 5248,0 5,2
Blood 20063,4  21963,7 1900,2 1,9
Cardiotocography 67952,2 75055,3 7103,2 7,1
Dermatology 11502,4 15745,8 4243,4 4,2
Diabetes 22964,3  26874,8 3910,5 3,9
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Ecoli 10072,0 11894,1 1822,1 1,8
Fertility 3513,5 4645,9 1132,4 1,1
Glass 7094,2 8650,2 1556,0 1,6
Haberman 8577,1 10033,9 1456,8 1,5
Leaf 12966,8 15255,1 2288,3 2,3
Letter 1514474,4 1658659,9 144185,5 144,2
Libras 18576,8  26105,3 7528,4 7,5
Optdigits 258228,8 308461,9 50233,0 50,2
Seeds 6749,8 7423,2 673,4 0,7
SPECTF 4684,6 7960,0 3275,4 3,3
Vertebral2C 8806,0 10318,6 1512,5 1,5
Vertebral3C 9879,4 10561,1 681,7 0,7
Pen 567186,9 655246,9 88060,0 88,1
Wine 5583,2 7941,1 2357,9 2,4
Zoo 4827,5 5653,6 826,0 0,8
AutoMpg 11722,7 12897,7 1175,0 1,2
AutoPrice 5289,1 7562,0 2272,9 2,3
Cpu 6335,9 7745,2 14009,2 1,4
Sensory 16776,9 22515,1 5738,2 5,7
Servo 5372,1 6093,8 721,7 0,7
Veteran 4399,5 5663,1 1263,6 1,3
Housing 14396,3 18125,5 3729,3 3,7
BodyFat 7833,1 9966,6 2133,4 2,1

Tabla 25. Diferencia de tiempo entre la mejor y peor meta-heuristica basados en el test de
Friedman

Ahora, es preciso considerar la diferencia de tiempo de ejecucion entre la meta-
heuristica que mejor desempefio obtuvo en la minimizacion del error del modelo
como se mostro en la sesion 4.5.2.2 fue HS bajo el esquema B y haciendo uso de
método de validacion entrenamiento/prueba y la que peor desempefio obtuvo fue
M-ELM bajo el Esquema A y haciendo usando de método de validacion por
Entrenamiento/prueba. La Tabla 26 muestra la diferencia de tiempo de estas dos.

DIFERENCIA DIFERENCIA

DataSet HS M-ELM

(MILISEGUNDOS) (SEGUNDOS)
Iris 5323,3 5000,8 322,6 0,3
Banknote 44827,3 39451,9 5375,3 5,4
Blood 23199,5 21118,0 2081,5 2,1
Cardiotocography 76504,1 72197,4 4306,7 4,3
Car 59375,8 49224,3 10151,5 10,2
Chart 26680,0 22451,4 4228,6 4,2
Connectionist 10237,8 8162,2 2075,6 2,1
Ecoli 11776,3 10826,9 949,4 0,9
Fertility 4888,8 3765,6 1123,2 1,1
Glass 8345,4 7498,5 846,9 0,8
Haberman 10072,1 9444,9 627,2 0,6

Daniel Pusil (Autor), Carlos Cobos PhD. (Director), Martha Mendoza PhD. (Codirectora) 79



Algoritmo Meta-Heuristico Mono Objetivo para Optimizar el Proceso de Entrenamiento de una
Maquina de Aprendizaje Extremo basado en jMetal y Variaciones de la Busqueda Arménica

Hayes 4871,7 4564,3 307,4 0,3
Hill 24421,7 24263,0 158,7 0,2
Indian 19482,8 17578,4 1904,4 1,9
lonosphere 12999,5 11484,8 1514,7 1,5
Leaf 17833,2 14576,9 3256,3 3,3
Letter 1753026,4 1655531,3 97495,1 97,5
Libras 12227,6 18364,6 6136,9 6,1
Optdigits 355405,7 316383,2 39022,5 39,0
Seeds 7570,2 7072,4 497,8 0,5
SPECTF 6629,5 5597,5 1032,0 1,0
Vertebral2C 9562,9 10769,0 1206,1 1,2
Vertebral3C 10303,4 11138,4 835,0 0,8
Pen 713390,9 645412,0 67978,8 68,0
QSARBiodegradation 39298,4 37246,9 2051,5 2,1
Wdbc 21506,2 20368,4 1137,8 1,1
Yeast 51710,4 51099,8 610,6 0,6
Wine 6019,6 6157,5 137,9 0,1
Zoo 5134,1 4252,0 882,0 0,9
AutoMpg 14532,4 12397,8 2134,6 2,1
AutoPrice 7365,4 5855,4 1510,1 1,5
Veteran 5865,5 4898,3 967,2 1,0
Housing 18562,6 16065,1 2497,5 2,5
BodyFat 10223,4 8490,9 1732,5 1,7

Tabla 26. Diferencia de tiempo entre mejor y peor meta-heuristica teniendo en cuenta la
minimizacion del error del modelo.

Los resultados detallados de los test se presentan en el “Anexo 9. Analisis de
tiempo”.

4.5.2.4 Comparacion de los algoritmos evaluados con el estado del arte

Como se menciond el mejor algoritmo reportado para la optimizacion de parametros
de una red ELM es el M-ELM [18] este es solo evaluado en problemas de
clasificacion por los autores, en el contexto de este trabajo M-ELM fue replicado y
corresponde a la versibn M-ELM bajo el método de validacion por
entrenamiento/prueba, adicionalmente el algoritmo M-ELM fue evaluado con el
método de validacion cruzada y haciendo uso de los dos esquemas de
representacion de la solucion, tanto en problemas de clasificacibn como de
regresion, es de resaltar que para la implementacion de los experimentos de M-ELM
se contd con el codigo original escrito en MATLAB y provisto por los autores
Yongshan ZHang, Jia Wu, Zhihua Cai, Peng Zhang, Ling Chen y que contenia gran
parte de lo propuesto en M-ELM.

Para problemas de clasificacion la version de M-ELM presentado en [18] y segun el
test de Friedman este fue superado por todos los algoritmos en sus
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correspondientes combinaciones de esquema representacion de solucion y método
de validacién. La Tabla 27 muestra el resumen del test de Friedman donde se
muestra el desempefio de M-ELM respecto de la meta-heuristicas evaluadas, donde
claramente la mejor versién de M-ELM es la correspondiente a la evaluada bajo el
‘Esquema A” y que hace uso de método de validacion cruzada, sin embargo, esta
es superada por 27 versiones distintas de la meta-heuristicas evaluadas.

POSICION | ALGORITMO ESQUEMA DE METODO DE | RANKING
REPRESENTACION | VALIDACION
1 HS Esquema B T 9.4375
27 PSO A Cv 22.6094
28 M-ELM A CV 22.9219
29 DEBIN A Cv 23.0312
30 RW-ELM B Cv 23.1406
31 M-ELM B TT 23.3906
32 M-ELM B CVv 23.8906
33 DEEXP B Cv 24.3438
34 PSO B Cv 25.6094
35 RW-ELM A CVv 25.7031
36 M-ELM A TT 25.8125

Tabla 27. Resumen de resultados del ranking sobre problemas de clasificacion

El desempefio de M-ELM mejora cuando se trata de resolver problemas de
regresion la Tabla 28, muestra como la version reportada en [18] ocupa el puesto
18 segun el ranking de Friedman y la mejor version de M-ELM evaluada en este
trabajo logré ocupar la posicidon 8, sin embargo el valor de p es 0.2 para la prueba
de Friedman y eso la hace NO concluyente estadisticamente.

POSICION | ALGORITMO ESQUEMA DE METODO DE | RANKING
REPRESENTACION | VALIDACION
1 GHS B Cv 12.25
9 M-ELM B Cv 15.125
10 IHS A CVv 15.125
18 M-ELM A 1T 18.0625
27 M-ELM A CVv 20.5
29 PSO A TT 22.1875
30 M-ELM B TT 22.4375

Tabla 28. Resumen de resultados del test de Friedman sobre problemas de regresion

Para ver con mayor detalle el Test de Friedman y Wilcoxon remitirse al Anexo 8.
Andlisis estadistico general.
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4.6 ANALISIS DE RESULTADOS

En los resultados anteriores, se evidencia la superioridad de los algoritmos meta-
heuristico basados en HS sobre las otras meta-heuristicas evaluadas. Para
problemas de clasificacion la meta-heuristica HS obtuvo mejor desempefio que las
meta-heuristicas PSO, DE, M-ELM y GHS reportadas en el estado del arte, esto
independientemente del esquema de representacion de la solucién, pero ligado al
método de validacion, el de entrenamiento/prueba (TT) estd presente en los
resultados de las mejores Meta-Heuristicas evaluadas sobre problemas de
clasificacion.

Los test de Friedman y Wilcoxon no muestran resultados significativos para
problemas de regresion dado que el valor de p fue mayor a 0.05. Los algoritmos en
todas las combinaciones probadas aproximan el valor de error cuadrado medio con
diferencias casi imperceptibles, por lo que hacer uso de cualquiera de las meta-
heuristicas evaluadas produce modelos estadisticamente similares. Teniendo en
cuenta esto, HS sobre problemas de regresion no es la mejor meta-heuristica
evaluada, lo es IHS, sin embargo, logra tener un desempefio destacable debido a
gue sus 4 variaciones estan entre las 7 mejores posiciones del ranking de Friedman.

El tiempo promedio de ejecucidon de los algoritmos sobre los mismos problemas
varia muy poco y en muchos casos por fracciones de segundos, esto debido al
hecho que la accidén que conlleva mayor tiempo de CPU es la evaluacion de la
funcidn objetivo. En este trabajo todos los algoritmos evaluaron el mismo namero
de evaluaciones de la funcion objetivo (redes ELM) razon por la cual los tiempos de
ejecucion son similares, a excepcion de CMA-ES cuyo comportamiento fue descrito
previamente.

Con respecto al esquema de representacion de la solucion los algoritmos PSO, HS,
GHS, NGHS, RW, no evidencian influencia alguna con el esquema de
representacion, sin embargo, DE\EXP muestra que bajo el Esquema B disminuye
la eficiencia en problemas de clasificacion.

En relacion con el método de validacion se puede decir que los resultados mejoran
cuando la evaluacion del modelo se hizo usando el método validacion por
entrenamiento/prueba. Este método es comun a 9 de las 10 mejores combinaciones
de meta-heuristicas evaluadas en clasificacion, este comportamiento no se extiende
a los problemas de regresién donde el método de validacion no es decisivo.
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Capitulo 5

5 CONCLUSIONES Y TRABAJOS FUTUROS
5.1 CONCLUSIONES

En este proyecto de investigacion se adaptaron diez algoritmos meta-heuristicos en
el proceso de definicion de los parametros de una red SLFN basada en ELM, a
saber: Busqueda Armoénica (Harmony Search, HS), Mejor Busqueda Armodnica
Global (Global Best Harmony Search, GHS), Busqueda Armdnica Mejorada
(Improved Harmony Search, IHS), Nueva Busqueda Armédnica (Novel Global
Harmony Search, NGHS), Evolucién Diferencial (Differential Evolution, DE),
Optimizacion por Enjambre de Particulas (Particle swarm optimization, PSO),
Adaptacion de la Matriz de Covarianza (CMAES), Caminata Aleatoria (Random
Walk) y un algoritmo memético basado en la evolucion diferencial con la
combinacion de busqueda local por recosido simulado (M-ELM). Todos los
algoritmos fueron evaluados bajo dos esquemas de representacion de la solucion y
dos métodos de validacion. Los resultados de esta evaluacion muestran que HS
tiene el mejor desempefio en problemas de clasificacion comparado con las otra
meta-heuristicas comparadas, basado en los resultados de los test estadisticos no
paramétricos de Friedman y Wilcoxon.

De los algoritmos basados en el proceso de improvisacion musical se establece que
la version original HS fue la meta-heuristica que obtuvo mejor desempefio, y que
las versiones IHS, NGHS, GHS en general tienen un mejor desempefio que la meta-
heuristicas del estado del arte y que las evaluadas en este trabajo, esto basados en
los test de Friedman y Wilcoxon.

Respecto al algoritmo M-ELM representante del estado del arte, se muestra como
es superado por las meta-heuristicas evaluadas en este trabajo y que la version
implementada en [18] no corresponde a la mejor combinacién de esquema de
representacion y método de validacion, donde la mejor opcién corresponde al
método de validacién cruzada sin importar el esquema de representacion de la
solucion.

El tiempo en el que los algoritmos alcanzan la condicidén de parada es similar para
todos los algoritmos debido que estos ejecutan el mismo namero de evaluaciones
de la funcion objetivo (EFOs). Respecto al algoritmo CMA-ES se concluye que no
es una buena opcion para la tarea de optimizar los parametros aleatorios de una
red basadas en ELM, debido a que hace uso de un tiempo computacional que crece
exponencialmente en relacion con las dimensiones del problema. Comparando
CMA-ES con las demas meta-heuristicas, no se considera una meta-heuristica
viable en el proceso de definicibn de parametros de una red con ELM.
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Los algoritmos mono-objetivo disponibles en jMetal Framework pueden ser
utilizados como una caja negra debido a que no es necesaria ninguna modificacion
o implementacién extra, la inclusion de nuevos algoritmos es independiente del
problema que resuelve. Ademas, la implementacién necesaria para dar soporte a
este trabajo no modifica la version 5.4 del jMetal y se incluye como un médulo extra.

La mejor meta-heuristica de las disponibles en jMetal es la evolucién diferencial en
su version exponencial (DE/EXP) para problemas de clasificacion y para problemas
de regresion en su version binaria (DE/BIN).

5.2 TRABAJOS FUTUROS

En este proyecto de investigacion se utilizaron 10 algoritmos meta-heuristicos sobre
40 problemas de clasificacién y regresion bajo dos esquemas de representacion de
solucion y dos métodos de validacion del modelo, todas las meta-heuristicas
limitadas con un maximo namero de evaluaciones de la funcién objetivo igual a
3000, por esta razon es conveniente realizar prueba con un niumero de evaluaciones
de la funcion objetivo mayor y menor para observar y analizar el comportamiento de
los algoritmos con esta variacion.

La evaluacion por el método de validacion cruzada de k-folder es méas costosa, cada
evaluacion de una solucion crea k modelos de ELM, motivo por el cual es
conveniente evaluar un numero mas amplio de soluciones bajo este método de
validacion variando el valor de k, por ejemplo 3 y 5, dado que en este trabajo se fijo
a 10.

Dado que los resultados obtenidos para problemas de regresion no son
estadisticamente significativos se considera apropiado ampliar el namero de
datasets en busca de resultados concluyentes.

Teniendo en cuenta el comportamiento descrito por la version original de CMA-ES
es apropiado realizar la evaluacion de una version de CMA-ES de orden 2
denominada LS-CMA-ES vy estudiar su desempefio en la definiciobn de parametros
de una red usando ELM.

Por restricciones de tiempo para el desarrollo de este proyecto, la red ELM utilizada
tiene la misma arquitectura para todos los problemas, para lograr mejores
resultados es necesario adaptar la arquitectura de red al problema especifico y
realizar las mismas evaluaciones desarrolladas en el presente trabajo.

Teniendo en cuenta que la mayoria de problemas de clasificacion se consideran
problemas de alta dimensionalidad, como trabajo futuro, el grupo de investigacion
pretende evaluar nuevas meta-heuristicas entre ella las ganadoras de la
competencia de optimizaciéon continua de gran escala en el Congreso de
Computacion Evolutiva de la IEEE.
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