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Resumen estructurado 
 

Antecedentes: el análisis granulométrico destaca en diferentes campos de 
investigación y aplicación industrial en sectores como el farmacéutico, el 
alimentario, en la producción de materias primas para la construcción, entre otros. 
En el campo de la geotecnia, el análisis granulométrico es fundamental para evaluar 
la distribución de tamaños de un material según una serie de normas establecidas, 
y determinar en qué tipo de estructuras es posible utilizar dicho material. 
Actualmente el método más utilizado para la estimación del análisis granulométrico 
consiste en la segmentación mecánica de las partículas, este proceso consiste en 
verter una muestra representativa de las partículas en una serie de tamices 
vibratorios, donde un operario registra el peso de las partículas retenidas y las 
partículas que pasan por cada tamiz. Estos datos registrados son procesados para 
poder conocer la distribución de tamaño total de la muestra. En consecuencia, la 
aplicación y el desarrollo de nuevas tecnologías o el refuerzo de las herramientas 
existentes que permitan la reducción del tiempo de ejecución, manteniendo niveles 
de precisión similares a los de la granulometría por tamizado, y la reducción de los 
costes de ejecución, son necesarios para conseguir un procedimiento más eficiente. 
 
Objetivo: estimar la composición granulométrica de la grava para la fabricación de 
concreto hidráulico mediante el procesamiento digital de imágenes basado en 
técnicas de aprendizaje automático, teniendo en cuenta el tiempo de ejecución del 
proceso y su nivel de precisión. 
 
Métodos: se propuso obtener la distribución de tamaños de un material para 
construcción de una forma alternativa a la granulometría tradicional por tamizado, 
buscando reducir el tiempo de ejecución. Mediante un prototipo hardware, capturar 
una imagen de dicho material (que fue facilitado por un geotecnólogo experto en el 
área), para ser segmentada mediante procesamiento digital de imágenes, y obtener 
datos de las partículas que lo componen. Luego con los datos obtenidos, 
implementar algoritmos de aprendizaje automático de modo que clasifiquen esas 
partículas y predigan su peso, a fin de alcanzar resultados con una precisión 
aproximada a los resultados de una granulometría tradicional, en un tiempo menor. 
 
Resultados: el trabajo de grado generó un conjunto de datos que contiene 
características de cada partícula de la grava. Un prototipo hardware que facilita la 
captura de la imagen del material para su posterior segmentación, reconocimiento 
de partículas y obtención de datos con ayuda de un modelo software creado para 
dicha tarea. Un conjunto de modelos que clasifican las partículas y estiman su peso. 
Finalmente, un sistema (unificando lo anterior) para adquirir la distribución de 
tamaños de las partículas, donde en la clasificación, la métrica de evaluación fue 
exactitud con un resultado de 91.02%; y para la predicción del peso, la métrica de 
evaluación fue “RMSE” con un resultado de 1.4685. Adicionalmente, el sistema 
disminuye el tiempo de ejecución en un 75%, comparado con la granulometría 
tradicional. 
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Structured abstract 
 

Background: the granulometric analysis stands out in different fields of research and 
industrial application in sectors such as pharmaceutics, food, in the production of 
raw materials for construction, among others. In geotechnics, the granulometric 
analysis is a fundamental process to evaluate the distribution of a material according 
to a series of established standards, and to determine the type of possible structures 
where such material is suitable. Currently the most used method for the estimation 
of the granulometric analysis consists of the mechanical segmentation of particles, 
this process consists of pouring a representative sample of the particles in a series 
of vibrating sieves, where an operator registers the weight of the particles that pass 
and those that are retained in ach sieve. The data obtained are processed so the 
total size distribution of the sample can be known. Consequently, the application and 
development of new technologies or the reinforcement of existing tools that allow the 
reduction of the execution time, maintaining levels of precision to the sieving 
granulometry and reduction of the execution costs, are necessary to achieve a more 
efficient procedure.  
 
Objective: to estimate the granulometric composition of gravel for the manufacture 
of hydraulic concrete through digital image processing based on machine learning 
techniques, taking into account the implementation time of the process and its level 
of precision. 
 
Materials and methods: an alternative way to get the size distribution of a 
construction material, seeking to reduce the execution time. By means of hardware 
prototype that helps to capture an image of the material, to be segmented by digital 
image processing, and to get particles data that integrate it, to implement machine 
learning algorithms to classify these particles and predict their weight, in order to 
achieve results with an approximate accuracy to the results of a traditional 
granulometry, in less time. 
 
Results: a dataset that contains features of each gravel’s particle. A hardware 
prototype that helps material image capture for segmentation, particle recognition 
and data acquisition using a software model created for this task. A set of models 
that classify the particles and estimate their weight. Finally, a system that joins all of 
the above to obtain the size distribution of the particles. 
 
Keywords: supervised learning, hydraulic concrete, granulometry, Digital image 
processing. 
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1. Introducción 
 

1.1. Planteamiento del problema 
 

El análisis granulométrico es uno de los procesos con mayor importancia para la 
ingeniería civil debido a que establece la base analítica de estructuración y 
caracterización de una construcción. Gracias a la granulometría es posible 
obtener la escalabilidad de una base granular, la verificación del tamaño de las 
partículas de un agregado para la preparación de un concreto hidráulico, o 
conocer la distribución de tamaños de partículas en un filtro que son situaciones 
que constantemente se presentan en cualquier tipo de obra civil[1]. 

En las construcciones, una incorrecta distribución de los materiales provocaría 
fallas en el dominio físico del producto final, una serie de riesgos económicos y 
deficiencias ambientales para las empresas productoras [2]. En adición, la 
distribución de tamaños de un material debe ser evaluado por una serie de 
normas establecidas [3], por ejemplo, en Colombia la entidad encargada de 
definir esas normas es el INVIAS, con el fin de determinar en qué tipo de 
construcción es posible usar dicho material. 

Actualmente el método más utilizado para la estimación del análisis 
granulométrico consiste en la segmentación mecánica de partículas, tal como lo 
describen Ferrari, Piuri y Scotti [4]. Este proceso consiste en verter una muestra 
representativa de las partículas de interés en una serie de tamices vibratorios, 
donde un operario se encarga de registrar el ponderado de partículas retenidas 
y de partículas pasantes por cada tamiz. A continuación, esos datos registrados 
son procesados de tal manera que se pueda conocer la distribución de tamaños 
promedio de la muestra. Este método presenta inconsistencias dado que lleva 
consigo el error sistemático resultante de la idoneidad con la que el operario 
realice este proceso, es decir, una muestra puede ser analizada por múltiples 
operarios expertos y diferir en los resultados, y aunque su precisión se acerca a 
los límites de estandarización, está sujeto a las capacidades del operario y la 
correcta ejecución de los procedimientos [5]. 

Como mencionan Ferrari, Piuri y Scotti en una de sus investigaciones [6], la 
granulometría por tamizado es realizada por expertos humanos sobre una 
muestra representativa del material a examinar, lo que hace que este proceso 
sea bastante lento para obtener un análisis. La realización de este proceso toma 
entre 12 y 24 horas de trabajo, pudiéndose presentar retrasos debido a que en 
la mayoría de empresas de construcción y obras civiles no se cuenta con un 
laboratorio apropiado. En esos casos se hace necesario, transportar la muestra 
hasta un laboratorio certificado, incrementando tanto tiempo como costos. De 
esta forma es posible definirlo como un proceso poco eficiente y de baja 
productividad, con respecto a la toma de decisiones relevantes en un entorno 
práctico laboral, tales como la conveniencia de usar o no, ese material en 
construcciones específicas. Por lo tanto, surge la necesidad de generar un 
análisis granulométrico rápido y en algunos casos de manera inmediata. 
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En este sentido, es evidente la necesidad de aplicar un esfuerzo continuo en 
investigación y desarrollo de nuevas tecnologías o en la mejora de herramientas 
ya existentes que permitan la reducción de tiempos de ejecución, manteniendo 
estables los niveles de precisión comparados a la granulometría por tamizado y 
sin provocar un aumento en los costos de ejecución, logrando así, obtener la 
mayor eficiencia del mismo. 

En este orden de ideas, la adopción de las tecnologías de la información y 
computación en conjunto con el aprendizaje automático, actualmente brinda 
mejoras importantes en la optimización de diferentes procesos. Algunos 
enfoques innovadores [4], [7]–[11], proponen el aprovechamiento de tecnologías 
basadas en visión por computadora para generar una estimación de lo que sería 
un análisis granulométrico en condiciones controladas de laboratorio. De esta 
forma minimizar la intervención humana y disminuir dicho tiempo de realización 
del proceso, ya que directamente desde una imagen, es posible obtener tanto la 
distribución de tamaños como la clasificación con base a la forma de las 
partículas, otorgando a los sistemas la capacidad de trabajar no solo con una 
muestra sino directamente en línea de producción. 

Algunos autores como Bianconni, Di María y Micale [12], Araujo, Pessota y Kim 
[11], proponen que las imágenes sean tomadas de tal forma que la cámara esté 
ubicada por encima del material. Por otro lado, están aquellos autores como 
Ferrari, Piuri y Scotti [4], que proponen que sean tomadas mientras el material 
se encuentra en caída libre, dado que soluciona el problema de individualización. 
No obstante, desprende un nuevo problema a nivel de captura de imágenes, 
dado que es necesario minimizar el tiempo de exposición en la toma de 
fotografías para lograr enfocar el material, elevando el grado de complejidad del 
sistema de imágenes e incrementando costos por la adquisición de cámaras 
especializadas. 

Por otro lado, los enfoques suelen estar divididos en dos grupos, aquellos 
encargados de segmentar cada una de las partículas dentro de una imagen 
digital [13], [14], y otro grupo que se encarga de clasificar cada partícula 
segmentada con el fin de generar un análisis granulométrico [4], [11], [22], [12], 
[15]–[21]. 

En consecuencia, la presente investigación desarrolló un prototipo hardware que 
utiliza iluminación posterior difusa, para capturar las imágenes del material de 
una forma óptima, de manera que la cámara esté ubicada encima del material 
para un mejor reconocimiento del mismo. A su vez se integró un módulo que 
implementó técnicas como el filtro de escala de grises, el filtro gaussiano y el 
filtro canny, que están basados en el procesamiento digital de imágenes, para 
segmentar dicha imagen y obtener datos de las partículas que componen el 
material; además, también se implementaron bosques aleatorios como algoritmo 
de aprendizaje automático, con el cual se obtuvo los mejores resultados tanto 
para clasificar las partículas según el tamiz que las retenía, como para predecir 
el peso de cada una de ellas en las métricas utilizadas para cada proceso 
(exactitud y “RMSE” respectivamente), con el fin de obtener el análisis 
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granulométrico en el menor tiempo posible y manteniendo su nivel de precisión 
con respecto a la curva granulométrica obtenida al final, tanto en el sistema 
propuesto como en la granulometría tradicional. 

El concreto hidráulico es el material con mayor cantidad de usos y aplicaciones 
civiles a partir de la puesta en funcionamiento de un prototipo fabricado para 
llevar a cabo este proceso, por dicha razón es el material escogido en esta 
investigación. En este sentido, se plantea la siguiente pregunta de investigación: 

¿Cómo disminuir el tiempo de análisis de procesamiento de la granulometría por 
tamizado empleando técnicas de procesamiento de imágenes y aprendizaje 
automático en la grava utilizada para la creación de concreto hidráulico 
manteniendo el nivel de precisión?  

1.2. Objetivos 

 
A continuación, se expone el objetivo general de la presente investigación, así 
como los objetivos específicos mediante los que se aborda la solución de la 
problemática formulada en la sección1.1. 
 

1.2.1. Objetivo general 

 
Estimar la composición granulométrica de la grava para la fabricación de 
concreto hidráulico mediante el procesamiento digital de imágenes basado 
en técnicas de aprendizaje automático, teniendo en cuenta el tiempo de 
ejecución del proceso y su nivel de precisión. 

 
1.2.2. Objetivos específicos 

 

 Evaluar técnicas de aprendizaje automático que permitan procesar y 
analizar imágenes capturadas por el módulo fotográfico del prototipo, con 
respecto a un análisis granulométrico obtenido en condiciones 
controladas de laboratorio. 
 

 Construir un prototipo hardware con las técnicas de mejor desempeño 
que facilite la captura y procesamiento de imágenes para realizar el 
análisis granulométrico utilizando un ordenador de placa única. 

 

 Evaluar el proceso de granulometría óptica diseñado, comparando el 
tiempo y nivel de precisión, respecto al proceso de granulometría por 
tamizado. 
 

1.3. Partes de la memoria 

 
La presente monografía se encuentra dividida en los siguientes cinco capítulos 
que conforman la investigación realizada: 
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 Capítulo 1: presenta la introducción, el planteamiento del problema de 
investigación y la estructura general del trabajo realizado. 

 

 Capítulo 2: denominado “Estado actual del conocimiento”, hace 
referencia a las tecnologías y conceptos en los que se fundamenta la 
presente investigación, además de las experiencias previas llevadas a 
cabo en otras investigaciones de aprendizaje automático con enfoque en 
visión por computadora y granulometría que se relacionan con la 
expuesta en el presente trabajo. 

 

 Capítulo 3: denominado “Materiales y métodos”, describe todo el proceso 
de construcción y evaluación del prototipo hardware que permita capturar 
las imágenes del material de estudio, elaboración del conjunto de datos 
comprendiendo la adquisición, selección, estructuración, verificación, 
limpieza e integración de los datos y finalmente, el entrenamiento de los 
modelos de aprendizaje automático para la correcta estimación 
granulométrica. 

 

 Capítulo 4: denominado "Resultados”, presenta la síntesis de los 
resultados de la presente investigación mediante los diferentes 
escenarios de prueba, describe de manera general el funcionamiento del 
prototipo desarrollado, así como una comparación entre los resultados de 
una granulometría por tamizado y los resultados obtenidos con el sistema 
propuesto. 

 

 Capítulo 5: denominado “Conclusiones y trabajos futuros”, se exponen 
las conclusiones obtenidas en el desarrollo del trabajo de grado, y 
elementos a tener en cuenta en el desarrollo de trabajos futuros e 
investigaciones en este campo. 
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2. Estado actual del conocimiento 
 

En este capítulo se recopilan los conceptos y tecnologías en que se fundamenta 
esta investigación. De igual forma, se describen aquellas investigaciones recientes 
y/o representativas que se han desarrollado en torno a la implementación de 
aprendizaje automático en el campo de la geotecnia, más precisamente en el 
análisis granulométrico. 
 
El capítulo se encuentra dividido en las siguientes secciones: 
 

- Conceptos y definiciones fundamentales: se definen las bases 
teóricas de la investigación, exponiendo a detalle los conceptos que 
toman relevancia en los resultados obtenidos. 
 

- Trabajos relacionados: presenta la exploración del estado actual del 
conocimiento llevada a cabo con el objetivo de determinar las 
investigaciones relacionadas con la presente, adicionalmente, se llevó a 
cabo un análisis bibliométrico sobre la producción científica alrededor del 
aprendizaje automático, con el fin de obtener una visión general de los 
desarrollos generados durante la última década en esta área y mostrar 
tendencias que podrían ser la base para la presente investigación y 
futuros desarrollos en este campo. 

 

2.1. Conceptos y definiciones fundamentales 

 

2.1.1. Análisis granulométrico 

 

Existen diferentes sistemas de clasificación de las partículas individuales que 
componen el suelo, así como diferentes métodos para su determinación. Uno 
de ellos es la distribución de tamaño de partículas, la cual se refiere a la 
distribución porcentual de los tamaños de partículas presentes en el suelo, 
también conocida como la granulometría. 
 
Al proceso de clasificar estas partículas se le conoce como análisis 
granulométrico y consiste en dividir y separar el material mediante una serie 
de tamices organizados de forma decreciente con diferentes aberturas que 
van desde los 125 mm hasta 0,075 mm. Se define tamiz como aquel utensilio 
que se emplea para la separación de materiales de diferente grosor ya que 
cuenta con una serie de aperturas en su interior permitiendo el paso o la 
retención de material. Posteriormente, desensamblar la serie de tamices, de 
tal manera que se pueda evaluar el peso retenido en cada uno para calcular 
su porcentaje pasante con respecto al peso total de la muestra. Finalmente, 
con los porcentajes pasantes en cada tamiz, obtener una curva 
granulométrica que permita visualizar la tendencia homogénea o 
heterogénea en la cual está distribuido el material[2]. 
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2.1.2. Concreto hidráulico 

 

El concreto es una mezcla homogénea de agua, arena, cemento, piedra y 
aditivos. Es un material resistente, durable y ya que se trabaja en forma 
líquida, puede adquirir cualquier tipo de forma. El concreto es un material 
creado por el hombre, diseñado y producido de acuerdo con normas 
establecidas para fines y aplicaciones en determinada construcción [3]. 
 
2.1.3. Clasificación 

 

La clasificación comprende el proceso de reconocimiento, comprensión y 
agrupación de objetos en categorías preestablecidas. Los algoritmos de 
clasificación utilizados en el aprendizaje automático utilizan datos de 
entrenamiento con el fin de que próximos datos entren en una de las 
categorías predeterminadas. Con la ayuda de estos conjuntos de datos, la 
clasificación aprovecha una amplia gama de algoritmos para ordenar futuros 
conjuntos de datos en categorías respectivas y relevantes [23]. 

 
2.1.4. Segmentación 

 

La segmentación de imágenes es el proceso de dividir una imagen en partes 
o regiones. Su objetivo es reducir la información para facilitar el análisis y 
comprensión de la imagen; separar una imagen entera en varias partes que 
son más significativas y más fáciles de procesar. La segmentación también 
puede depender de las distintas características que contenga la imagen, 
como el color o textura [24]. 
 

2.1.5. Aprendizaje supervisado 

 

Nace en el contexto del aprendizaje automático y convive junto al aprendizaje 
no supervisado, los cuales pueden ser definidos brevemente como los 
métodos de computación que utilizan la experiencia para realizar mejores 
predicciones. El aprendizaje supervisado usa datos etiquetados con el fin de 
hacer una predicción que razone con el entorno, a partir de la aplicación de 
un modelo matemático sobre los datos. Para esto es necesario realizar dos 
etapas sobre los datos, una de entrenamiento y otra de sondeo [25]. 
 
La etapa de entrenamiento se utiliza generalmente para calibrar el modelo 
aplicado, mediante la examinación de las variables dependientes 
denominadas clase, y las variables independientes conocidas cómo 
atributos. Los resultados obtenidos en la etapa de entrenamiento pueden 
tomar valores continuos o discretos, para los primeros, los resultados se 
conocen como regresión y para los segundos, clasificación [26]. 
Posteriormente, a partir de los resultados obtenidos de la muestra de 
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entrenamiento, se realizan predicciones sobre una muestra de prueba para 
verificar la precisión de los resultados obtenidos en comparación con los 
datos de entrenamiento. En ocasiones también se pueden utilizar datos de 
validación los cuales generalmente no forman parte del mismo conjunto de 
datos con el cual fueron entrenados los algoritmos, con el fin de determinar 
con mayor objetividad los resultados. El objetivo al implementar aprendizaje 
supervisado es predecir en la muestra de prueba los patrones o 
comportamientos que se hayan identificado en la etapa de entrenamiento. 
 
2.1.6. Visión por computadora 

 

La visión por computadora es un campo de las ciencias de la computación 
enfocado en la aplicación de métodos para la adquisición, procesamiento y 
análisis de imágenes obtenidas del mundo real con el fin de producir 
información capaz de ser entendida por una máquina, intentando replicar el 
sistema de visión humana [27]. El uso de técnicas de aprendizaje automático 
tiene como objetivo conseguir diferenciar automáticamente patrones usando 
algoritmos matemáticos. Estas técnicas son comúnmente usadas para 
clasificar imágenes, para tomar decisiones o generar proyecciones de 
acuerdo a lo que se esté analizando. 
 

2.1.7. Árboles de decisión (Decision Tree) 

 

Los árboles de decisión son una forma de dividir recursivamente datos en 
estructuras secuenciales y jerárquicas, cuyos nodos internos o de decisión 
pueden tomarse como pruebas sobre patrones conocidos a partir de datos 
de entrada y cuyos nodos de hoja indican el valor de la clase o atributo, el 
cual puede definirse cómo las categorías sobre esos patrones. Estas pruebas 
se filtran a través del árbol para obtener una salida que razone de acuerdo al 
patrón de entrada. Los algoritmos de árboles de decisión pueden aplicarse y 
utilizarse en diferentes campos. Puede utilizarse como sustituto de los 
procedimientos estadísticos para encontrar datos, extraer texto, mejorar los 
motores de búsqueda y también diversas aplicaciones en diferentes campos 
de la medicina [28]. 

 

2.1.8. Bosques aleatorios (Random Forest) 

 

Los bosques aleatorios corresponden a una técnica de regresión que 
combina el rendimiento de numerosos algoritmos de aprendizaje automático 
con el fin de clasificar o predecir el valor de una variable. Para ello, esta 
técnica necesita recibir una muestra de entrada, formada por los valores de 
las diferentes características probatorias analizadas para un área de 
entrenamiento determinada, posteriormente construye un número K de 
árboles de regresión y promedia los resultados. Para evitar la correlación de 
los diferentes árboles, la técnica de bosques aleatorios aumenta la diversidad 
de los árboles haciéndolos crecer a partir de diferentes subconjuntos de 
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datos de entrenamiento creados mediante un procedimiento denominado 
"bagging" [29]. 
 

2.1.9. Bagging 

 

El bagging es una técnica utilizada para la creación de datos de 
entrenamiento mediante el re-muestreo aleatorio del conjunto de datos 
original con reemplazo, es decir, sin eliminar los datos seleccionados de la 
muestra de entrada para generar el siguiente subconjunto de esta forma se 
generan vectores aleatorios independientes con la misma distribución. Por lo 
tanto, algunos datos pueden utilizarse más de una vez en el entrenamiento, 
mientras que otros podrían no utilizarse nunca. Así, se consigue una mayor 
estabilidad de los datos de entrada y, al mismo tiempo, una mayor robustez 
frente a datos de entrada aumentando la precisión de la predicción [29].  

 

2.1.10. Máquina de vectores de soporte (SVM) 

 

La técnica de SVM es un método perteneciente al aprendizaje supervisado 
para realizar la clasificación dicotómica de vectores de características 
multidimensionales Originalmente, se desarrolló como un método de 
clasificación lineal, pero se encaminó hacia un clasificador no lineal y, por 
último, se extendió hacia la resolución de los problemas de regresión [30]. La 
idea básica del método SVM es transformar las características de entrada en 
un espacio de mayor dimensión en el que las dos clases pueden separarse 
linealmente mediante una superficie de alta dimensión, conocida como 
hiperplano. Dado un conjunto de datos de entrenamiento con N muestras, 
con un vector de L características de entrada, y sus correspondientes 
características de salida conocidas V. 
 

2.1.11. Boosting  

 

La acción de refuerzo o boosting, tienen como objetivo ayudar regularmente 
a los algoritmos de aprendizaje automático supervisado para aumentar la 
veracidad de la predicción o clasificación. Para lograr su objetivo, los 
algoritmos de boosting organizan de manera secuencial cada uno de sus 
modelos, de esta forma aprovecha la dependencia entre ellos aumentando 
el rendimiento ya que hace que un modelo posterior les dé más importancia 
a los errores cometidos por un modelo simple previo. Las predicciones 
generadas por cada modelo se combinan por medio de una votación para 
problemas de clasificación o mediante una suma ponderada para producir la 
predicción final en problemas de regresión [31]. 

 

2.1.12. K- Vecinos más cercanos (kNN) 

 
El algoritmo de K Vecinos más cercanos o K-Nearest Neighbor por sus siglas 
en inglés (KNN) es un algoritmo encargado de almacenar todos los casos 
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disponibles y clasificar las nuevas clases basándose en una medida de 
similitud (por ejemplo, el resultado de funciones de distancia). El algoritmo 
funciona de tal forma que clasifica un caso por medio de la clasificación que 
tengan sus vecinos, es decir, asignando el caso a la clase más común entre 
sus K vecinos más cercanos medido por una determinada función de 
distancia, Por ejemplo, si K = 1, el caso se asigna dependiendo de la clase 
de su vecino más cercano. Existen tres distancias utilizadas para las 
variables continuas: Euclidiana, Manhattan, Minkowsky [30].  

 

2.1.13. Regresión lineal 

 

La regresión lineal dentro del área del aprendizaje automático suele utilizarse 
para la previsión y la predicción, debido a que el análisis de regresión puede 
determinar las relaciones causales entre variables dependientes e 
independientes. Según los modelos de regresión, las variables 
independientes predicen las variables dependientes [32]. El análisis de 
regresión estima el valor de la variable dependiente "y" debido al rango de 
valores que toma la variable independiente "x". La regresión lineal define la 
dependencia de la variable de acuerdo a la influencia de sus contrapartes 
independientes. 
 

2.1.14. Regresión Ridge 

 

La regresión lineal es un método estadístico cuyo principal objetivo es 
modelar la relación entre una variable continua y una o más variables 
independientes mediante el ajuste de una ecuación lineal. Sin embargo, es 
muy común que se presenten predictores correlacionados debido a que el 
número de predictores es superior al número de observadores. Ahora bien, 
una forma de atenuar el impacto de estos problemas es utilizar estrategias 
de regularización tal y cómo lo hace la regresión Ridge, la cual penaliza la 
suma de los coeficientes elevados al cuadrado, esta penalización se conoce 
como L2 y tiene el efecto de reducir de forma proporcional el valor de todos 
los coeficientes del modelo sin que estos lleguen a cero. El grado de 

penalización está controlado por el parámetro 𝜆. Cuando 𝜆 es igual a cero, la 
penalización es nula y el resultado es equivalente al de un modelo lineal por 
mínimos cuadrados ordinarios [32]. 
 

2.2. Trabajos relacionados  

 

Con el fin de encontrar material de apoyo para la investigación se ejecutaron dos 
búsquedas bibliográficas. Para esto se planteó la cadena de búsqueda ((imag* 
OR partic*) AND (granulometry)), estructurada de tal forma que permita obtener 
todas las coincidencias posibles a los términos ‘imag’ y ‘partic’ con ayuda del 
símbolo ‘*’. Dicha cadena de búsqueda se utilizó en WOS y SCOPUS, arrojando 
1331 y 1881 artículos respectivamente. Con un total de 3212 artículos, se decide 
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usar la herramienta SciMAT [33] para generar un mapa científico para determinar 
las temáticas idóneas de la investigación. 
 
Para el análisis, SciMAT genera una representación espacial entre disciplinas, 
campos de estudio, especialidades y autores[34]. De esta forma presenta un 
análisis de coocurrencia de palabras proporcionando información sobre temas 
del campo de investigación específico y adicionalmente hace seguimiento a la 
evolución del campo de estudio en diferentes periodos de tiempo consecutivos.  
 
Con el fin de identificar los temas de investigación que han sido determinantes 
en los trabajos realizados alrededor del aprendizaje automático, granulometría y 
análisis de imágenes durante la última década, se generó un análisis de 
diagramas estratégicos (ver Figura 1). Con ello, se destaca la evolución del uso 
de aprendizaje automático en temas relacionados con el procesamiento, 
clasificación e interpretación de imágenes en diferentes marcos de trabajo, 
aunque, actualmente se encuentra en auge dicha aplicación en el estudio y 
reconocimiento de partículas en otros campos de investigación como medicina, 
alimentos y nanomateriales. En contraste, la aplicación de inteligencia artificial 
en el campo de la construcción no ha sido un tema altamente desarrollado y no 
aparecen como eje central de las investigaciones publicadas actualmente. Lo 
mismo sucede con temas relacionados con el análisis de producto minero o 
estudio de agregados. Por último, destacan diversos temas que han sido básicos 
y transversales en gran parte de las investigaciones como el aprendizaje 
automático, la toma de medidas y reconocimiento de características 
morfológicas. 
 
La Figura 1 muestra el diagrama estratégico generado por SciMAT acerca del 
desarrollo y auge de los temas relacionados con la investigación. El diagrama 
se divide en cuatro cuadrantes. En el cuadrante superior derecho se encuentran 
los temas más desarrollados y fundamentales para la construcción del campo 
científico [35] relacionados con conceptos aplicables en la investigación. En esta 
investigación el concepto, “particle” se encuentra con la mayor centralidad y 
densidad de acuerdo con los 152 artículos. En el cuadrante superior izquierdo 
se encuentran los temas que están muy bien desarrollados, pero poco 
relacionados con conceptos de la investigación; el único concepto para esta 
investigacion es “Building” con 5 artículos. En el cuadrante inferior izquierdo 
están situados los temas poco desarrollados con poca relación con la 
investigación, como se observa, “Matter” es el peor situado con 11 artículos 
relacionados. Y, por último, en el cuadrante restante los temas bastante 
relacionados con la investigación, pero poco desarrollados, en este caso 
“Methods” con 19 artículos relacionados. 
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Figura 1. Diagrama estratégico de temas relacionados. Fuente propia. 

Cabe resaltar que la búsqueda no obtuvo investigaciones realizadas en Colombia, 
sin embargo, encontró múltiples artículos de Latinoamérica. A continuación, se 
presenta la descripción de los trabajos más relevantes en el estudio del análisis 
granulométrico de muestras, mediante el uso de procesamiento de imágenes y 
técnicas de aprendizaje automático. Esta sección clasifica los trabajos relacionados 
según la ubicación geográfica y su campo de investigación. La ubicación determina 
la normativa a la que debe regirse cada análisis y saber si una muestra de estudio 
es apta o no, y el campo de investigación ayuda a determinar la selección de 
técnicas de acuerdo con el tipo de muestras de análisis. 
 

2.2.1. Estudios realizados en Latinoamérica 

 

 Campo de investigación: Alimentos 

 

Araujo, Pessota y Kim [11] propusieron un sistema informático para 
realizar inspección visual de frijoles mediante el análisis granulométrico 
multiforme por medio del índice de correlación entre granos. Luego 
dotaron al sistema con la capacidad de individualizar cada grano para 
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extraer sus principales propiedades. La principal contribución de este 
trabajo está en su sistema de tres módulos: 1) Mapeo de color de pixeles, 
2) Segmentación de los granos de frijol, 3) Clasificación de los granos de 
frijol, para individualizar los granos incluso cuando se encuentran 
superpuestos unos de los otros, con una exactitud del 99,97%. Por otro 
lado, el sistema de clasificación basado en algoritmos K-means y K-NN 
logró clasificar correctamente 29.956 granos de un total de 29.993 lo cual 
significa una precisión del 99,87%. 
 

 Campo de investigación: Geotecnia 

 

El trabajo de Moreno Chávez, G. et al. [13] propuso un nuevo sistema que 
permite medir la distribución de tamaños de partículas de depósitos de 
rocas con una amplia gama de tamaños de rocas, desde placas hasta 
bloques. Utilizó un dispositivo llamado Microsoft Kinect que, junto con una 
técnica de segmentación basada en conjuntos de niveles y análisis de 
Fourier, producen distribuciones con el mismo comportamiento que las 
producidas tradicionalmente. Analizaron siete áreas, donde el porcentaje 
mínimo de precisión fue del 85% a pesar de existir ciertas limitaciones. 
Primero, la excesiva iluminación del sol, segundo, problemas de 
resolución del dispositivo que limitaron el análisis de partículas menores 
a 4mm, tercero, limitación de análisis de rocas con un área más grande 
al campo visual del Kinect, y por último, la dificultad de analizar materiales 
con propiedades de reflexión difusa. 
 
En otra investigación de Moreno Chávez, G., et al. [19] desarrollaron un 
software para la obtención de la distribución del tamaño de grano basado 
en el método de intersecciones de Rosiwal que consiste en contar las 
intersecciones entre rocas en las imágenes. Para esto utilizaron el método 
de segmentación de imágenes con base en los colores presentes en la 
imagen, centrado en el modelo de campo de medición cuadrático de 
Markov controlado por entropía. El software creado fue probado en 14 
ambientes sedimentológicos diferentes y los resultados obtenidos fueron 
semejantes a los del procedimiento manual realizado por expertos, con 
excepción del tiempo de ejecución. 
 
La investigación de Sarocchi, D., et al. [15], capturó imágenes de las 
paredes de un depósito de rocas desde una posición determinada. Para 
esto, utilizaron líneas horizontales paralelas para medir sus 
intersecciones con las rocas, y utilizando el método de Rosiwal obtuvieron 
la distribución granulométrica de varios depósitos. Además, compararon 
este método con el de conteo de puntos (análisis modal), que es 
ampliamente utilizado y ha sido ya comprobado, y el análisis 
granulométrico tradicional por tamizado. 
 



30 
 

2.2.2. Estudios realizados en otros países 

 

 Campo de investigación: Nano materiales 

 

El trabajo de Kim, H., et al. [16] propuso un enfoque nuevo usando 
correlaciones cruzadas concentros de diferentes formas y tamaños, con 
algoritmos basados en morfología matemática y detección de formas para 
calcular el tamaño, la forma y distribución de poros de silicio. Su enfoque 
fue utilizado en el análisis de imágenes de microscopía electrónica de 
barrido (SEM, Scanning Electron Microscope) y permitió contabilizar la 
cantidad de poros de silicio y clasificarlos circulares o cuadrados, según 
el área de cada poro. 
 

 Campo de investigación: Medicina 

 
Los autores Stoklasa, R., et al. [17] diseñaron un clasificador de células 
HEp-2, comúnmente utilizadas en la detección de enfermedades 
autoinmunes. Este clasificador puede reconocer seis tipos de células 
teniendo en cuenta siguientes descriptores de imágenes: características 
de Haralick, patrones locales binarios, transformación de entidad 
invariante de escala (SIFT, Scale-Invariant Feature Transform), 
descriptores de superficie y descriptores basados en granulometría, para 
reconocer 6 tipo de células. Además, muestran una introducción de su 
versión de clasificador de células basado en K-NN, logrando una precisión 
del 64% comparado con otro tipo de clasificadores. 

 

 Campo de investigación: Geotecnia 

 

En la investigación de Jutzeler, M., et al. [18] desarrollaron un método 
para calcular la distribución del tamaño de partículas de las rocas 
clásicas. Este método considera dos pasos principales, análisis de 
imágenes y técnica funcional estereológica. El aanálisis de imágenes 
procesa las fotografías seleccionar y calcular las características de las 
partículas (diámetro, y relación de rocas del mismo tipo). Y la técnica 
funcional estereológica, que realiza la conversión de diámetros 
bidimensionales en un conjunto de datos tridimensional utilizando la 
deconvolución de funciones de distribución. Los resultados de este 
método son semejantes a los resultados obtenidos por medio de una 
granulometría tradicional (tamizado). 
 
En otra investigación, los autores Gueguen, Soille, y Pesaresi [14] 
propusieron un método para segmentar objetos multiescala  
superpuestos en una imagen. Para ello descompusieron la imagen 
mediante granulometría óptica obteniendo una representación espacial 
en escala discreta. A continuación, segmentaron la imagen 
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descompuesta para conseguir una proyección particionada del espacio 
extraído de la imagen, permitiendo describir la imagen en una serie de 
objetos individuales a múltiples escalas. 
 
Por otro lado, Bianconi, Di María, Micale, Fernández y Harvey [12] 
propusieron una metodología alternativa para realizar granulometrías 
ópticas basadas en la morfología del área y el uso combinado de 
aperturas y cierres morfológicos propios del concreto hidráulico. La 
propuesta emplea el método de morfología de área bipolar y combinar la 
información derivada tanto de aperturas como de cierres para determinar 
la distribución de tamaño. Finalmente, evaluaron su metodología 
utilizando un conjunto de 13 clases de agregados tamizados 
manualmente. Los resultados obtenidos mostraron concordancia con los 
resultados del tamizado, ya que el método propuesto determinó 
correctamente el 92% de los casos. 
 
En la investigación de Salehizadeh, M. y Sadeghi, M. T. [20] desarrollaron 
tres técnicas basadas en imágenes que estiman la distribución del tamaño 
de fragmentos de piedras. Luego, compararon el rendimiento de dichas 
técnicas en dos conjunto de imágenes, y aunque señalaron que la 
granulometría tiene resultados muy cualitativos, no pudieron determinar 
el número exacto de partículas, ya que un problema común de las 
técnicas que utilizaron, no logran contar partículas de un tamaño muy 
pequeño, pero pueden distinguir la distribución de los objetos en 
imágenes reales, además de la limitación de la cámara para capturar 
objetos con diferentes texturas, disparidad y superposición. 
 
Por otra parte, Andriani, G. F., y Walsh, N. [21] presentaron una 
comparación para evaluar las curvas de precisión entre la técnica de 
tamizado y el análisis de imágenes. Dentro de los resultados encontraron 
que las dos curvas son bastantes similares, pero con el análisis de 
imágenes solo se miden bien los granos arena y limo grueso. Además, 
reconocieron que el análisis por tamizado solamente tiene en cuenta el 
porcentaje de peso, mientras que por análisis de imágenes considera el 
tamaño de las partículas por lo que concluyen que las dos curvas a pesar 
de ser similares no son comparables por cuestión del análisis de variable. 
También mencionan que la segmentación de las imágenes y la 
preparación de las muestras son las principales fuentes de error. 
 
En su trabajo, Yidong Chen [36] extendió la técnica de clasificación en 
texturas de imágenes a escala de grises dado que permiten discriminar 
entre texturas con características visuales prominentes. Para esto utilizo 
42 conjuntos de agregados caracterizados por granulometrías de 
apertura y por granulometrías de cierre. Este trabajo extrajo las 
características mediante la transformada de Karhunen-Loeve, y pudo 
evidenciar que el reconocimiento mejoró mediante el uso de 
granulometrías de apertura y cierre, arrojando una precisión superior al 
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99% en datos carentes de ruido. Adicionalmente, Yidong Chen investigó 
el efecto del ruido uniforme agregado aleatoriamente, especialmente la 
robustez del modelo cuando se introduce ruido con el fin de definir un 
conjunto de clasificadores sensibles al ruido. 
 
Stefano Ferrari, Vincenzo Piuri y Fabio Scotti [4] presentaron un método 
para obtener la distribución del tamaño de partículas en una imagen sin 
necesidad de segmentarla. Además, este método evita el uso de 
iluminación o posicionamiento específicos de las imágenes. Para esto, 
utilizaron un conjunto de técnicas de análisis de espacio de escala y 
procesamiento de imágenes adecuadas para extraer características 
relevantes para el análisis de granulometría. Luego, emplearon este 
conjunto de características como entrada en un clasificador basado en 
redes neuronales para lograr la clasificación de cada píxel individual de 
acuerdo con la probabilidad de pertenecer a una clase específica de 
tamaño de partículas. 
 
En su investigación, Buscombe, D. [22] desarrolló una técnica de 
aprendizaje automático para estimar el tamaño de partículas y su forma, 
a partir de imágenes fotográficas de depósitos de rocas. La técnica 
propuesta fue entrenada para estimar el diámetro del tamiz (utilizados en 
la granulometría tradicional) a partir de las características de imagen, sin 
necesidad de conocer la escala de un pixel. Con esto pudo estimar la 
forma y tamaño de las rocas utilizando un conjunto de datos con 409 
imágenes con etiquetas asociadas. Finalmente, desarrolló tres modelos 
de clasificación de la forma de la roca y dos modelos para estimar su 
tamaño. En los resultados obtuvieron un 88.33% de precisión aproximada 
con respecto a la granulometría tradicional.  

 

2.3. Brechas existentes 
 

La Tabla 1 muestra la clasificación de los artículos seleccionados por 

ubicación (donde se realizó el trabajo), ya sea Latinoamérica o en otros 

países; campo de investigación, es decir, si la investigación fue o no realizada 

en el área de geotecnia; las técnicas aplicadas dentro de la inteligencia 

artificial y el procesamiento de imágenes, especificando su aplicación 

(segmentación o clasificación). Finalmente muestra qué trabajos 

desarrollaron un prototipo para obtener sus resultados. 

 
Tabla 1. Resumen comparativo de trabajos relacionados. Fuente propia. 

Artículo Ubicación Campo de 
Investigación 

Técnica Aplicación Prototipo 

Latam
. 

Otro
s 

Geotecni
a 

Otros I.A. Otra 

[11] X   Alimentos K-NN  Clasificar X 
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[13] X  X   Conjunto de 
niveles, análisis 
de Fourier 

Segmentar  

[15] X  X   Intersección de 
Rosiwal 

Clasificar  

[19] X  X   Campos de 
medida 
Markovianos, 
intersección de 
Rosiwal 

Segmentar, 
Clasificar 

 

[12]  X X   Morfología de 
área bipolar 

Clasificar X 

[4]  X X  Red 
Neuronal 

 Clasificar X 

[14]  X X   Regionalización 
de imágenes, 
proyección 
particionada 

Segmentar  

[16]  X  Nano 
materiales 

 Correlación 
cruzada, 
morfología 
matemática 

Clasificar  

[17]  X  Medicina K-NN  Clasificar  
[18]  X X   Técnica 

funcional 
estereología 

Clasificar  

[36]  X X   Clasificación 
con base a 
texturas, 
transformada de 
Karhunen- 
Loeve 

Clasificar  

[21]  X X   Watershed, 
granulometría y 
área limítrofe 
(algoritmos 
basados en 
imágenes) 

Segmentar, 
Clasificar 

 

[20]  X X   Procesamiento 
de imágenes 

Segmentar, 
Clasificar 

 

[22]  X X  SediNet  Segmentar, 
Clasificar 

 

Este 
trabajo 

X  X  Aprendizaje 
Automático 

Procesamiento 
de imágenes 

Segmentar, 
Clasificar 

X 

 
A continuación, el presente trabajo describe las principales deducciones 
obtenidas de los trabajos relacionados, de acuerdo con Tabla 1: 
 

 La mayoría de los trabajos tienen un solo enfoque de aplicación, ya 
sea para clasificar o segmentar agregados. Por lo tanto, este trabajo 
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emplea ambas aplicaciones para generar un análisis granulométrico 
con base en tecnologías ópticas, con un mayor nivel de precisión. 
 

 En Latinoamérica solo se encontró un trabajo que utilizó técnicas de 
inteligencia artificial, pero a diferencia de nuestro trabajo, este no se 
realizó sobre el campo de la geotecnia. 

 

 Una de las grandes debilidades del desarrollo de la granulometría 
óptica, es la escasez de prototipos hardware que permitan sentar las 
bases para una posible estandarización de este proceso. Solamente 
en algunos trabajos [11-13] los autores llevaron sus investigaciones 
hasta el desarrollo del sistema hardware. El presente trabajo emplea 
técnicas de inteligencia artificial para mejorar la precisión de los 
resultados obtenidos en el análisis de imágenes y presenta un 
prototipo hardware que brinda las mejores condiciones para la 
obtención de estas. 

 

2.4. Aportes del proyecto 

 

El presente trabajo de grado realiza los siguientes aportes en el desarrollo 
investigativo del procesamiento de imágenes, inteligencia artificial y el área de 
geotecnia: 
 
- Prototipo hardware para capturar y analizar imágenes del concreto hidráulico 

mediante granulometría óptica. 
 

- Un módulo software que combina los paradigmas de aprendizaje automático 
y procesamiento de imágenes para la mejor extracción y clasificación de 
características de una imagen. 
 

- Participación en la COLCOM 2020 (IEEE Colombian Conference on 
Communications and Computing 2020) con una publicación en sesión de 
poster titulado “Análisis Granulométrico de Partículas Basado en Técnicas de 
Procesamiento Digital de Imágenes y Aprendizaje Automático”. 
 

- Es el primer trabajo en Colombia que genera una solución para la toma de 
decisiones en obras civiles en el menor tiempo posible, con una base 
tecnológica que aplica diferentes técnicas de aprendizaje automático. Por tal 
razón se realizó una solicitud de patente por el grado de innovación del 
trabajo. 
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3. Materiales y métodos 
 

3.1. Modulo Hardware 

 

La presente sección expone el proceso de diseño e implementación de un 
prototipo de visión artificial que proporciona las condiciones óptimas (con 
respecto a la posición de la cámara, ubicación del material y el tipo de 
iluminación utilizada) para capturar las fotografías del material de muestra con 
el fin de ser analizadas posteriormente en el módulo software. Luego, especifica 
las funcionalidades y diseño del prototipo y se describe todos los pasos llevados 
a cabo para la calibración de sus componentes. 
 
El diseño inicial es el que muestra la Figura 2, el cual se compone de 3 módulos: 
 

- La base luminosa. 
- La base de soporte de dispersión. 
- La caja de aislamiento de luz y soporte de placa lógica. 

 
 

 
Figura 2. Diseño sistema propuesto. Fuente propia. 

 
 
El primer módulo corresponde a la base luminosa. El segundo módulo 
corresponde a la base de soporte para la dispersión del material, y se compone 
de una placa de vidrio y una placa de acrílico contenidas en un marco de madera, 
ubicada sobre la cara superior de la base luminosa posibilitando el paso de la 
mayor cantidad de luz. Finalmente, el tercer módulo corresponde a la caja de 
aislamiento, que sostiene el modulo fotográfico y soporta el ordenador de placa 
única. 
 

El punto de partida para el desarrollo del prototipo hardware fue un conjunto de 
muestras de piedras de concreto hidráulico y sus fotografías. Además, el 
desarrollo del prototipo comprendió el proceso de diseño y la elección de los 
dispositivos y mecanismos para la adquisición de imágenes adecuadas. 
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Un aspecto importante en el diseño del prototipo fue el mecanismo de 
iluminación de la escena, ya que el modo de iluminación es esencial para 
destacar todas las características de las piedras que se desea inspeccionar. 
Todo aquello resaltado en la captura de la imagen facilitó la selección y 
aplicación las técnicas de procesamiento de imágenes. Con base en la 
documentación encontrada [11], [12] el presente trabajo de grado aplicó la 
configuración luminosa esférica y la iluminación posterior difusa. 
 

- Iluminación esférica: Al implementar este tipo de configuración, el objeto 
es iluminado desde todas las direcciones mediante una fuente de luz 
difusa tal cómo se puede evidenciar en la Figura 3. Esto posibilita la 
eliminación de sombras, reflejos y adicionalmente permite suavizar las 
texturas del objeto, minimizando la influencia de los relieves y curvaturas 
que pueda tener. Esta configuración luminosa es indicada para la 
detección de marcas en objetos con diferentes tipos de superficies. 
 

 
Figura 3. Iluminación esférica. Fuente propia 

 

- Iluminación posterior difusa: En este tipo de configuración lumínica, la 
fuente de iluminación va situada por debajo de la base del objeto a 
fotografiar. Idealmente la base sobre la que se encuentra el objeto debe 
ser translúcida (ver Figura 4), de manera que se produzca una sombra 
con la forma correspondiente al objeto, la cual, posteriormente es 
detectada por la cámara, obteniendo así el máximo contraste posible. 
Este tipo de iluminación es usada frecuentemente en la medición de 
perfiles de piezas y en la detección de impurezas en objetos 
transparentes o translúcidos. 
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Figura 4. Iluminación posterior difusa. Fuente propia 

 
Las configuraciones lumínicas se pueden considerar como la parte crítica dentro 
de un sistema de visión artificial. Las cámaras fotográficas actuales tienen menor 
sensibilidad y versatilidad que la visión humana, por lo cual la condición luminosa 
debe optimizarse al máximo para que una cámara sea capaz de capturar 
aquellas características de una imagen que el ojo humano podría distinguir sin 
necesidad de una iluminación tan especializada. Lo anterior, se hace mucho más 
evidente cuando el objeto a iluminar presenta formas complejas, o superficies 
muy reflectantes [37]. 
 
En consecuencia, el presente trabajo describe la construcción un prototipo 
inicial, con base en el diseño de una caja luminosa, que ofrece un entorno 
cerrado evitando la influencia de luces exteriores, óptimo para la fotografía de 
productos. El prototipo puede ser modificado según el tipo de iluminación que se 
desee aplicar. 
 

 Configuración de iluminación esférica:  
 

Para la evaluación del sistema de iluminación se hicieron dos pruebas, la primera 
sin tener en cuenta la organización del agregado y otra individualizando cada 
partícula del material. Adicionalmente se aplicó el filtro Canny, el cual se basa 
en encontrar los bordes que existen en la imagen. Primeramente, detecta 
cambios de intensidad entre los objetivos de la imagen y su fondo, luego con 
esta detección poder filtrar los cambios de intensidad que son considerados 
bordes, y finalmente aplicar un umbral para reconocer un pixel como parte del 
borde o del fondo. 
 
La Figura 5 muestra la imagen resultante después de aplicar el filtro Canny, en 
la cual se evidencia mucho ruido al interior de cada una de las partículas 
reconocidas por el sistema, además que no es posible identificar el número de 
partículas que se encuentran en la imagen. Lo anterior, se debe a que reconoce 
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aquellas pequeñas figuras formadas por la textura de cada partícula, 
imposibilitando la correcta segmentación de cada piedra. 
 

 
 

Figura 5. Iluminación esférica prueba uno. Fuente propia. 

Por otro lado, en el resultado de la prueba dos (ver Figura 6), se puede 
diferenciar el borde de cada partícula, pero se genera ruido al interior de cada 
piedra reconocida por el sistema. 

 

 
 

Figura 6. Iluminación esférica prueba dos. Fuente propia. 

 

 Configuración de iluminación posterior difusa: 
 

Para evaluar el comportamiento del sistema implementando la configuración 
luminosa posterior difusa se emplearon las mismas pruebas, la primera sin tener 
en cuenta la organización del agregado y otra individualizando cada partícula del 
material. Tal y cómo se afirma en la definición, este tipo de iluminación es óptima 
cuando se requiere reconocer el borde del objeto a inspeccionar, dejando a un 
lado las características superficiales del objeto. 
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Como muestra la Figura 7 es posible confirmar la teoría, no obstante, al haber 
partículas sobrepuestas es posible observar que no existe una segmentación 
correcta después de aplicar el filtro Canny. Esto se debe, a que no hay una 
separación óptima entre partículas obstaculizando el proceso de reconocimiento 
y extracción de características que serán expuestas en la sección 3.2.1.2. 

 

 
 

Figura 7. Iluminación posterior difusa prueba uno. Fuente propia. 

 

La Figura 8 muestra los resultados obtenidos aplicando iluminación posterior 
difusa y asignando un espacio individual a cada partícula, para lograr una 
segmentación adecuada. 

 

 
 

Figura 8. Iluminación posterior difusa prueba dos. Fuente propia. 

 
 
Cómo conclusión de esta primera fase del desarrollo se deduce que existen 
inconvenientes relacionados con la tarea de segmentación, debido al tipo de 
iluminación empleada y el posicionamiento de las partículas, tal y cómo lo 
describen los autores Ferrari, Piuri, y Scotti en [4]. Por esta razón, dadas las 
características requeridas para el funcionamiento del sistema, se determina que 
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la configuración lumínica más apta es del tipo posterior difusa empleando un 
posicionamiento disperso entre partículas. 

 
En última instancia y de acuerdo con la experimentación anterior, se explica el 
diseño final del prototipo y los materiales usados en su construcción. El sistema 
de visión artificial propuesto se compone de 3 sub-módulos principales, la base 
luminosa, la base de soporte de dispersión y la caja de aislamiento de luz y 
soporte de placa lógica. 
 
En cuestión a las medidas de la base del prototipo, inicialmente se ubicó el 
material de grava en el suelo con el fin de observar el área total que abarca dicho 
material. 
 

El primer sub-módulo corresponde a la base luminosa, tal y cómo se puede 
validar en la Figura 9, este se compone de una placa de madera de dimensiones 
80 cm x 80 cm x 2 cm la cual integra en su cara superior 7 tiras led de color 
blanco. Cada una de 71 cm, las cuales se encuentran conectadas eléctricamente 
entre sí en configuración paralela de tal forma que se conserve la intensidad 
lumínica a lo largo de la placa. Estas medidas de la base luminosa corresponden 
al área que abarca la cantidad de material de grava. 
 

 
 

Figura 9. Base luminosa para el modulo hardware del sistema propuesto. Fuente propia. 

 
El siguiente sub-módulo corresponde a la base de soporte para la dispersión del 
sistema, se compone de una base en vidrio y una base en acrílico ubicadas 
sobre la cara superior de la base luminosa. Para la construcción de estas dos 
bases se tuvo en cuenta principalmente la cantidad de material que tendría que 
soportar, por esta razón se construyó un marco en madera de dimensiones 80 
cm x 80 cm x 2 cm, con un agujero central de 62 cm x 62 cm para ubicar una 
placa de vidrio de 68 cm x 68 cm x 5 mm. Esto se hizo con el fin de tener una 
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base sólida y resistente, que permitiera el paso de la luz proveniente de la base 
luminosa. Finalmente se encuentra la base de acrílico blanco de 68 cm x 68 cm 
x 2 mm ubicada por encima de la base de vidrio, la cual entra en contacto directo 
con el material. De esta forma, se produce el mayor contraste posible siempre y 
cuando no haya influencia de ningún tipo de luz exterior. La Figura 10 
corresponde a la construcción final del módulo de base de soporte. 
 

 
 

Figura 10. Base de soporte para el modulo hardware del sistema propuesto. Fuente 
propia. 

 
Por último, en el sistema de visión artificial, se encuentra la caja de aislamiento 
de luz. Esta caja fue elaborada con el aglomerado de madera MDF, debido a 
que de esta forma el módulo que cierra el prototipo no genera una carga 
excesiva sobre la base del mismo. Adicionalmente se hizo una apertura que 
permitiera la salida del flex de la cámara para su posterior conexión (ver Figura 
11). Las dimensiones de la caja aislante son 72.5 cm x 72.5 cm x 82 cm, con 5 
caras cubiertas y una cara que encaja en los sub-módulos bases. 
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Figura 11. Modulo fotográfico del sistema propuesto. Fuente propia. 

 
Tal como se describe en [11], [12] para la creación del sistema de visión artificial 
propuesto, se implementó un ordenador de procesamiento lógico Raspberry Pi. 
Esto gracias a que sus dimensiones en conjunto con su bajo costo hacen que 
esta tipología de computadores sea perfecta para este tipo de aplicaciones. 
Adicionalmente estos ordenadores cuentan en su interior con un núcleo basado 
en Linux que aligera los procesos, propiciando un ambiente óptimo para la 
ejecución de tareas de un único hilo. Por esta razón se decide optar por usar 
una placa Raspberry Pi 3 con 1 Gb de RAM, 4 núcleos de 64 bits ARM a 1.2 
GHz Además, fue utilizado un módulo fotográfico diseñado especialmente para 
esta placa. Su sensor óptico, cuenta con una resolución de 5 megapíxeles con 
un lente de foco fijo, el cual tiene la capacidad de capturar imágenes de hasta 
2592x1944 píxeles y soporta video en 1080p a 30 cuadros por segundo (fps). 
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Figura 12. Prototipo final del sistema para visión artificial. Fuente propia. 

 

3.2. Modulo software 

 

Para esta sección se expone el proceso de diseño e implementación de dos sub-
módulos, el primero aplica el procesamiento digital de imágenes para encontrar 
las partículas del material y obtener el conjunto de datos; el segundo implementa 
algoritmos de aprendizaje automático para la clasificación de las partículas, la 
predicción de su peso para finalmente encontrar su distribución. Tanto la 
construcción del conjunto de datos, como el entrenamiento de los modelos, 
fueron realizados siguiendo el marco de trabajo de CRISP-DM (Cross Industry 
Standard Process for Data Mining)[38]. 
 
La Figura 13 muestra las fases propuestas por dicha metodología que fueron 
implementadas en la presente investigación. El modelo CRISP-DM ofrece el 
ciclo de vida de un proyecto de minería de datos. Este contiene las fases del 
proyecto, así como sus respectivas tareas y resultados. Este ciclo de vida se 
desglosa en seis fases interconectadas entre sí por flechas que expresan las 
relaciones más relevantes y frecuentes: comprensión del negocio, comprensión 
de los datos, preparación de los datos, modelado, evaluación y despliegue. 
 



45 
 

 
 

Figura 13. Fases propuestas por el modelo CRISP-DM. Adaptado de [38]. 

  

 

3.2.1. Modulo para la segmentación de imágenes y captura de datos 
 
En este primer sub-modulo se lleva a cabo la recolección de los datos para 
el entrenamiento del modelo de aprendizaje automático, adicionalmente se 
realiza una exploración y descripción de dichos datos obtenidos. Teniendo 
en cuenta las fases del modelo CRISP-DM, en esta sección se implementan 
la comprensión de los datos y la preparación de los mismos. 
 

3.2.1.1. Creación del conjunto de datos 

 
Como primera medida, se realizó un análisis de las variables que pueden 
influir en los modelos de aprendizaje automático para la clasificación de 
las partículas y la obtención de su peso teniendo en cuenta las variables 
influyen en la granulometría tradicional. Principalmente, las variables para 
realizar la granulometría tradicional son el tamaño y el peso. El tamaño, 
ayuda a la clasificación de las partículas según el tamiz que las retiene, y 
el peso permite calcular el porcentaje pasante en cada uno de los tamices 
para determinar la distribución de dichas partículas. Con esto en mente, 
se determinaron las siguientes variables para los modelos de aprendizaje 
automático: 
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- Lado1: medida en centímetros del ancho. 
 

- Lado2: medida en centímetros del largo. 
 

- Área piedra: medida en centímetros cuadrados del área. 
 

- Área cuadrangular: medida en centímetros cuadrados del área 
máxima que abarca. 

 
- Diagonal: medida en centímetros de la diagonal que forma el área. 

 
- Forma: clasificación según su forma. 

 
- Tamiz: clasificación según el tamiz que la retiene. 

 
- Peso: medida en gramos del peso de cada partícula. 

 

Inicialmente, el módulo creado para la segmentación de imágenes y 
captura de datos realizó la captura de la imagen del material esparcido en 
el prototipo mediante el módulo fotográfico del prototipo. 
 
Como se puede apreciar, las fotografías capturadas cuentan con un 
contorno negro (ver Figura 14). Ese contorno son las paredes del 
prototipo que el modulo fotográfico alcanza a capturar en la fotografía. Por 
lo siguiente, este módulo selecciona los 4 vértices que conforman el 
contorno de la placa para crear una nueva imagen, de tal forma que solo 
se pueda observar las partículas dentro de la placa blanca (ver Figura 15). 
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Figura 14. Imagen material para conjunto de entrenamiento. Fuente propia. 

 

 
 

Figura 15. Imagen material para conjunto de entrenamiento sin contorno 
negro. Fuente propia. 

 

Con la nueva imagen creada, el módulo procede a convertir la imagen a 

escala de grises, aunque en la imagen original se observa el contraste 

entre las partículas y el fondo. Luego aplica el filtro gaussiano para 

eliminar el ruido de la imagen causado por la iluminación del prototipo. 

Una vez eliminado el ruido de la imagen, el módulo implementa el filtro 
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Canny usado en la sección anterior, con el fin de detectar todos los bordes 

que se encuentran en la imagen (Ver Figura 16). 

 

 
 

Figura 16. Resultado de implementación de filtro Canny (detección de contornos). 
Fuente propia. 

  

Luego, el módulo analiza si dichos bordes son contornos o no. De tal 
forma selecciona todas y cada una de las partículas que se encuentran 
en la imagen creando una lista con sus contornos. A continuación, con la 
lista de contornos el modulo recorre uno por uno (ver Figura 17), y se 
implementa la librería OpenCv de Python para hallar su forma elíptica, su 
forma cuadrangular y con ello, el largo y ancho de la partícula, su área, el 
área cuadrangular, su diagonal y su forma (comparando su forma elíptica 
y cuadrangular determinando a qué figura se asemeja más). 
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Figura 17. Captura de datos a partir de las características de cada partícula. 
Fuente propia. 

 
Para las variables de tamiz y peso, se practicó la granulometría tradicional 
a la muestra utilizada para encontrar la clasificación según el tamiz que la 
retiene y posteriormente a cada una determinar su peso en gramos. 
Manualmente se agregaron estos datos a una lista. 

 

Para finalizar, el módulo crea un dataframe con todos los datos de cada 
una de las partículas del material (ver Figura 18), formando el conjunto 
para el entrenamiento de los modelos de aprendizaje automático. 

 

 
 

Figura 18. Ejemplo de algunas instancias del conjunto de datos construido. Fuente 
propia. 

3.2.1.2. Análisis exploratorio de los datos (EDA) 
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La fase de análisis exploratorio de los datos está compuesta por varias 
tareas, entre las que se encuentran: identificar el tipo de variables, 
encontrar datos nulos, valores atípicos y la distribución de cada una de 
las variables, además de un análisis bivariado entre las variables 
independientes y dependientes. 
 

 Identificación de variables: 
 
La Tabla 2 muestra una descripción de cada una de las variables con las 
que cuenta el conjunto de datos creado anteriormente. Esto determina 
cómo realizar el análisis de los datos según sea su tipo (Numérico o 
Categórico). 
 
Tabla 2. Identificación de variables del conjunto de datos. Fuente propia. 

Variable Tipo de dato Categoría Tipo de variable 

Lado 1 Numérico Continuo Independiente 

Lado 2 Numérico Continuo Independiente 

Área piedra Numérico Continuo Independiente 

Área cuadrangular Numérico Continuo Independiente 

Diagonal Numérico Continuo Independiente 

Forma Categórico Nominal Independiente 

Tamiz Categórico Nominal Dependiente 

Peso Numérico Continuo Dependiente 

 

 Búsqueda de datos nulos: palabras como “null” o “NaN” (Not a Number), 
incluso espacios en blanco fueron buscados para verificar que no 
existieran datos nulos en el conjunto de datos. Para esto, la librería 
Pandas de Python, ofreció la cantidad de variables (columnas), el tipo de 
dato de cada una, si existen datos nulos, y la cantidad total de datos en 
el dataframe. Como muestra la Figura 19, se creó un conjunto con 428 
datos que van desde el índice 0 al índice 427, que cuenta con 8 variables 
(columnas) cada una sin datos nulo. También, describe los tipos de datos, 
siendo float64 para datos numéricos y object para datos categóricos. 
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Figura 19. Información del conjunto de datos. Fuente propia. 

 

 Valores atípicos y distribución de las variables: para la detección de 
valores atípicos se utilizó un gráfico de caja para cada una de las variables 
de tipo numérico, y un histograma para observar su distribución.  
 
En la Figura 20, se observa que únicamente la columna de la variable 
‘Diagonal’ no cuenta con valores atípicos, a diferencia del resto de 
variables donde sí se encuentran este tipo de datos identificados por los 
puntos azules en forma de rombo. Estos valores atípicos no fueron 
eliminados del conjunto de datos porque no fueron generados por un error 
de entrada del sistema, tampoco por problemas del proceso; simplemente 
fueron datos reales pertenecientes a las piedras que hacían parte del 
material de estudio. Adicionalmente, se observa en los histogramas, que 
la distribución de todas las variables numéricas, no corresponden a una 
distribución normal, estas cuentan con una distribución sesgada hacia el 
lado derecho y evidencian los valores atípicos mencionados 
anteriormente encontrados en los gráficos de caja correspondientes. Con 
todo esto, se determinó que para el análisis bivariado en las variables 
numéricas se deben aplicar pruebas para datos no paramétricos, ya que 
la distribución de las variables numéricas no es de forma normal [39]. 
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Figura 20. Gráficos de caja e histogramas para variables de tipo numérico. 
Fuente propia. 

 

Para las variables categóricas se utilizó un gráfico de barras para 
determinar la frecuencia de sus datos: 
 
El gráfico de barras para la variable ‘Forma’ (ver gráfica izquierda de la 
Figura 21), evidencia que el dato con mayor frecuencia es el de tipo 
‘Ovalado2’ seguido del tipo ‘Circular’ y ‘Ovalado1’, lo que indica que la 
mayoría de piedras cuentan con una forma cercana a una circunferencia 
ya sea alargada o no. También muestra que del tipo ‘cuadrada’ hay pocos 
registros (solo 2 registros) y de forma ‘Rectangular’ hay cero datos ya que 
ni siquiera se encuentra esa opción en la gráfica. 
 

Para el gráfico de la variable ‘Tamiz’ (ver gráfica derecha de la Figura 21), 
se observa que existen 200 datos para el valor de ‘Media Pulgada’ siendo 
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el de mayor frecuencia en esta variable. Seguido del valor ‘3 ⁄ 8 Pulgada’ 
y ‘3 ⁄ 4 Pulgada’ con más de 100 observaciones cada una, y por último 
para el valor de ‘Número 4’ y ‘1 Pulgada’ con menos de 10 datos cada 
una. Ya que se busca clasificar las piedras según el tamiz que las retiene, 
vemos que es un conjunto de datos desbalanceado, porque sus valores 
no cuentan con el mismo número de observaciones, y es bastante notoria 
la diferencia entre ellas, lo que podría causar errores para la clasificación 
de las mismas. 
 

 
 

Figura 21. Gráficos de barras para variables categóricas. Fuente propia. 

 

 Análisis bivariado: para este análisis se buscó la relación entre las 
variables independientes con las variables dependientes. 
 

- Variable dependiente ‘Tamiz’: 
 

Para las variables numéricas independientes, se practicó el test de 
Kruskal- Wallis, dado que las variables del conjunto de datos no se 
encuentran distribuidas normalmente. Este test es una prueba para 
datos no paramétricos que determina si existe o no una diferencia 
estadísticamente significativa entre las medianas de tres o más grupos 
independientes [39]. 
 
La prueba de Kruskal-Wallis utiliza las siguientes hipótesis nulas y 
alternativas: 
 
La hipótesis nula: la mediana es igual en todos los grupos. 
 
La hipótesis alternativa: la mediana no es igual en todos los grupos. 
 
En el presente trabajo de grado, el objetivo del test es demostrar que 
en cada grupo de clasificación de variable ‘Tamiz’, la mediana de cada 
variable independiente es distinta, y probar que si influye su valor en 
la clasificación. 
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Según los resultados que muestra la Tabla 3 el valor de p en cada una 
de las variables es menor a 0.05 lo que rechaza la hipótesis nula 
donde la mediana es igual en cada grupo de clasificación de la variable 
‘Tamiz’, lo que prueba que las demás variables del conjunto de datos 
si influyen en la clasificación de las piedras. 

 
Tabla 3. Resultados del test de Kruskal- Wallis con la variable Tamiz. 

Fuente propia. 
Variable Coeficiente 

Kruskal-Wallis 

Valor de p 

Lado 1 134.99 3.3307−28 

Lado 2 205.80 2.1275−43 
 

Área piedra 273.83 4.7441−58 

Área cuadrangular 261.57 2.0876−55 

Diagonal 235.07 1.06−49 

 

Finalmente, para la única variable categórica independiente, se 
practicó el test Chi-squared, con el fin de encontrar si hay dependencia 
o no entre ambas variables categóricas, en este caso entre la variable 
‘Forma’ y ‘Tamiz’. Este test se calcula por medio de la suma de la 
diferencia al cuadrado entre los datos observados (O) y los datos 
esperados (E), dividida por los datos esperados, como muestra la 
siguiente fórmula [39]: 
 

𝑋2 = ∑(
(𝑂 − 𝐸)2

𝐸
) 

 

La prueba de Chi-squared utiliza las siguientes hipótesis nulas y 
alternativas: 
 
La hipótesis nula: ambas variables son independientes. 
 
La hipótesis alternativa: las variables tienen algún grado de asociación 
o relación. 
 
Como resultado se obtuvo un valor de 35.87 como coeficiente de Chi-
squared y un valor de p de 0.0003. Como dicho valor de p es menor a 
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0.05, este rechaza la hipótesis nula, la cual indica que ambas variables 
son independientes, por lo cual determina que la variable ‘Forma’ y 
‘Tamiz’ tienen un grado de asociación o relación, siendo la forma de 
las piedras un dato significativo para la clasificación del tamiz que las 
retiene. 
 
- Variable dependiente ‘Peso’: 
 
Para las variables numéricas independientes se utilizaron gráficos de 
dispersión para evidenciar dicha relación, además del test de 
correlación de Spearman [40]. 
 
La Figura 22 en sus gráficos de dispersión muestra que todas las 
variables numéricas tienen una relación directa con la variable 
dependiente ‘Peso’, evidenciando que con estos datos es posible 
predecir el peso de las piedras. 
 
 

 
 

Figura 22. Gráficos de dispersión variables independientes vs Peso. 
Fuente propia. 
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La Tabla 4 confirma esa relación directa que refleja los gráficos de 
dispersión. Todos cuentan con una relación directa bastante fuerte 
con la variable del peso, ya que su valor de coeficiente es mayor a 0.5 
asimismo el valor de p es menor que 0.05 en todas las variables, lo 
que determina que esas relaciones son significativas. 

 
Tabla 4. Resultados del test de correlación de Spearman con la variable 

Peso. Fuente propia. 

Variable Valor de 
correlación  

Valor de p 

Lado 1 0.67 4.3102−56 

Lado 2 0.75 1.5744−79 

 

Área piedra 0.91 1.0483−171 

 

Área 
cuadrangular 

0.90 2.7778−157 

 

Diagonal 0.88 8.2028−141 

 

 

Por último, para las variables categóricas independientes, se practicó 
el test de Kruskal-Wallis, con el fin de determinar si son significativas 
para la variable dependiente, en este caso para el ‘Peso’. 
 
Según los resultados que muestra la Tabla 5 el valor de p en la variable 
‘Forma’ es mayor a 0.05 lo que aprueba la hipótesis nula donde la 
mediana es igual en cada grupo de la variable ‘Forma’, lo que 
determina que dicha variable no influye en el valor del peso. A 
diferencia de la variable ‘Tamiz’ la cual cuenta con un valor de p menor 
a 0.05, el cual rechaza la hipótesis nula y determina que si influye en 
el valor del peso de cada una de las piedras. 
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Tabla 5. Resultados del test de Kruskal- Wallis con la variable Peso. 
Fuente propia. 

Variable Coeficiente 
Kruskal-Wallis 

Valor de p 

Forma 4.49 0.2125 

Tamiz 326.01 2.6512−69 

   

Luego de los procesos mencionados anteriormente, se obtuvo el conjunto 
de datos para el entrenamiento de los algoritmos de aprendizaje 
automático. Para la clasificación se utilizaron todas las variables 
independientes, mientras que para la predicción del peso se utilizaron la 
variable Tamiz y todas las variables independientes exceptuando la 
variable Forma. 

 

3.2.2. Módulo para la clasificación de cada partícula y estimación de su 
peso. 

 

La presente sección se centra en la construcción de dos modelos de 
aprendizaje automático, donde el primero permite clasificar las partículas del 
material según el tamiz que la retiene y el segundo pueda arrojar una 
estimación del peso de cada partícula. Se tomó como base CRISP-DM, 
específicamente la fase de modelado de dicho marco de trabajo. A 
continuación, en la Figura 23, se exponen las tres actividades realizadas 
como parte del proceso de modelamiento en este proyecto. 
 

 
 
Figura 23. Etapas que conforman la fase de modelado. Adaptado de [38]. 

  
Para cumplir el objetivo, se realizó una evaluación de cada modelo después 
de construido por medio de dos enfoques: 

 

El primer enfoque permite mejorar la precisión fuera de la muestra, ya que 
divide el conjunto de datos en dos grupos diferentes. Esto facilita una 
evaluación más precisa, debido a que el conjunto de datos para validación 
no hace parte del conjunto de datos para entrenamiento, logrando así una 
solución más real con respecto al primer enfoque. 

Selección técnica 

de modelado 

Generación plan 

de pruebas 

Construcción y 

evaluación del 

modelo 
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Como se observa en la Figura 24 el primer grupo es para entrenamiento y el 
segundo es un grupo de datos para validar el algoritmo, siendo grupos 
mutuamente excluyentes. 

 

 
 

Figura 24. Representación del primer enfoque. Fuente propia. 

 

Por último, aparece un segundo enfoque, el cual permite mejorar la precisión 
del modelo al utilizar nuevos datos, llamado validación cruzada. Este consiste 
en dividir el conjunto de datos en k grupos para luego tomar uno de ellos 
como conjunto de validación, mientras que los restantes serán el conjunto de 
datos para el entrenamiento del modelo. Esto se repite k número de veces, 
durante las cuales cada uno de los grupos es utilizado como conjunto de 
validación (ver Figura 25). Finalmente, se promedian todos los resultados 
para generar así el modelo final [41]. 

 

 
 

Figura 25. Representación del segundo enfoque (validación cruzada). Fuente 
propia. 

 
3.2.2.1. Modelo de clasificación 

 

Para la creación de este modelo, se tuvieron en cuenta las diferentes 
investigaciones relacionadas con el proyecto, donde su aplicación es para 
clasificación. El algoritmo más utilizado en esos trabajos fue el k - nearest 
Neighbors (KNN), sin embargo, en el presente trabajo de grado se 
adicionaron 5 algoritmos más, dedicados a la clasificación de conjuntos 
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de datos en aprendizaje automático: support vector machine classifier 
(SVC), decision tree, random forests, bagging classifier, gradient boost 
classifier. 
 

Con esto, se utilizan cada uno de los algoritmos pre-seleccionados con el 
conjunto de datos creado en la sección anterior. 
 

 Métrica de evaluación: 
 

Para poder evaluar el modelo de clasificación con el objetivo de 
clasificar cada una de las partículas del material según el tamiz que la 
retiene, se deben comparar los datos predichos frente a los datos 
reales. A continuación, se describe la métrica utilizada para la 
evaluación del desempeño de cada uno de los algoritmos 
mencionados, que serán expuestos en esta sección. 

 Accuracy (Exactitud) [42]: Es una de las métricas para 
evaluar los modelos de clasificación, la cual indica la 
relación entre el número de predicciones correctas y el 
número total de muestras de entrada. Ahora bien, para 
asegurar alta confiabilidad en los resultados arrojados es 
necesario tener en cuenta que se deben tener la misma 
cantidad de muestras pertenecientes a cada una de las 
clases dentro del conjunto de datos: 
 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  
𝐶𝑎𝑛𝑡𝑖𝑑𝑎𝑑 𝑑𝑒 𝑝𝑟𝑒𝑑𝑖𝑐𝑐𝑖𝑜𝑛𝑒𝑠 𝑐𝑜𝑟𝑟𝑒𝑐𝑡𝑎𝑠

𝐶𝑎𝑛𝑡𝑖𝑑𝑎𝑑 𝑡𝑜𝑡𝑎𝑙 𝑑𝑒 𝑝𝑟𝑒𝑑𝑖𝑐𝑐𝑖𝑜𝑛𝑒𝑠
 

 

Con la métrica de evaluación descrita, y según el primer enfoque para 
evaluar los algoritmos, se implementó la función train_test_split la cual 
divide el conjunto de datos en dos datos de validación y datos de 
entrenamiento [43], por lo cual para este enfoque nuestro conjunto de 
validación representa el 20% del conjunto de datos total, y el 80% restante 
es el conjunto de datos para entrenamiento del algoritmo, obteniendo los 
siguientes resultados: 

 
Los resultados en la Tabla 6 muestran que el algoritmo con mejor 
desempeño es el gradient boost classifier, seguido muy de cerca por 
random forest y bagging classifier. Luego se encuentran los algoritmos, 
decision tree y support vector machine, mientras que el knn presenta un 
menor porcentaje de precisión. 
 

También se observa que con este enfoque, los algoritmos arrojan 
porcentajes de precisión menores al 81%, debido a que al particionar el 
conjunto de datos, los datos que hacen parte del conjunto de validación, 
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no harán parte del modelamiento, perdiendo así datos que podrían 
mejorar la precisión del modelo [44]. 

 
Tabla 6. Porcentaje de exactitud de los algoritmos de clasificación para el 

primer enfoque. Fuente propia. 
Algoritmo Train test Split 

KNN 68.21% 

SVC 70.54% 

Decision tree 77.51% 

Random Forest 79.84% 

Bagging 79.06% 

Gradint Boost 80.62% 

 
Siguiendo con el último enfoque, para evaluar los algoritmos se utiliza la 
función cross_validation, donde se determina el parámetro k, indicando el 
número de subconjuntos en el que será particionado el conjunto de datos 
total. 
 

En el caso de esta investigación, se utilizaron tres diferentes valores para 
k = [3,5,10], obteniendo los siguientes resultados: 
 
La Tabla 7 muestra los resultados de la validación cruzada. En esta 
validacion los algoritmos con mejor desempeño fueron random forest y 
gradient boost classifier teniendo el mejor resultado sobrepasando el 86% 
de precisión. A continuación, se encuentran decision tree y bagging 
classifier los cuales están entre el 82-85% de precisión. Por último, los 
algoritmos support vector machine y knn obtuvieron los menores 
porcentajes de precisión. 

 
Tabla 7. Porcentaje de exactitud de los algoritmos de clasificación para 

validación cruzada. Fuente propia. 

Algoritmo VALIDACIÓN CRUZADA 

Valor K Promedio de 
exactitud 

KNN k = 3 74.76 % 

k = 5 74.06 % 

k = 10 74.79 % 

SVC k = 3 74.53 % 

k = 5 74.52 % 

k = 10 74.76 % 
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Decision Tree k = 3 84.57 %  

k = 5 82.47 % 

k = 10 86.21 % 

Random 
Forest 

k = 3 85.51 % 

k = 5 86.44 % 

k = 10 87.37 % 

Bagging k = 3 84.57 % 

k = 5 83.63 % 

k = 10 83.64 % 

Gradient 
Boost 

k = 3 85.51 % 

k = 5 86.91 % 

k = 10 85.51 % 

 

Adicionalmente, para realizar una buena selección del algoritmo, existe 
una técnica de validación cruzada llamada grid_search, la cual se utiliza 
para determinar los hiperparámetros óptimos de un modelo de 
aprendizaje automático. Los hiperparámetros son parámetros ajustables 
que permiten controlar el proceso de entrenamiento de un modelo, en 
búsqueda de producir el mejor rendimiento. 

 
La Figura 26 representa el funcionamiento de grid_search, la cual realiza 
pruebas con cada una de las combinaciones posibles entre los diferentes 
valores de hiperparámetros. Con ello encuentra los valores óptimos 
dentro de un algoritmo para lograr arrojar mejores resultados [45]. 
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Figura 26. Técnica de validación cruzada: Grid Search. Fuente propia. 

 

En este proyecto se implementó grid_search, por medio de la librería 
Scikit-learn de Python, con diferentes valores en cada uno de los 
hiperparámetros para cada uno de los algoritmos pre-seleccionados, 
variando el valor de k. Con todo esto, se obtuvieron los siguientes 
resultados, con los valores de sus hiperparámetros, respectivamente: 
 
Según la Tabla 8, en la técnica utilizada los algoritmos con mejor 
desempeño siguen siendo random forest y gradient boost classifier 
aumentando su nivel de exactitud comparado con la tabla 7. A 
continuación, el algoritmo decision tree supera el 80% de exactitud en sus 
diferentes resultados, y por último support vector machine, knn, y bagging 
classifier, siendo los algoritmos con los resultados más bajos. 

 
Tabla 8. Porcentaje de exactitud de los algoritmos de clasificación para 

grid_search. Fuente propia. 

Algoritmo  

GRID SEARCH 

Valor K Promedio de 
exactitud 

Parámetros 

KNN k = 3 75.23 % n_neighbors': 2 

k = 5 76.15 % 'n_neighbors': 10 

k = 10 75.47 % 'n_neighbors': 10 
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SVC k = 3 78.96 % 'C': 100, 
'class_weight': None 

k = 5 78.26 % 'C': 100, 
'class_weight': None 

k = 10 78.27 % 'C': 100, 
'class_weight': None 

Decision Tree k = 3 84.57 % 'class_weight': None, 
'max_depth': 25, 
'min_samples_split': 2 

k = 5 82.47 % class_weight': None, 
'max_depth': 10, 
'min_samples_split': 2 

k = 10 86.21 % 'class_weight': None, 
'max_depth': 25, 
'min_samples_split': 2 

Random Forest k = 3 85.97 % class_weight': None, 
'max_depth': 20, 
'n_estimators': 250 

k = 5 88.9 % class_weight': None, 
'max_depth': 10, 
'n_estimators': 100 

k = 10 91.02 % 'class_weight': None, 
'max_depth': 20, 
'n_estimators': 50 

Bagging k = 3 73.83 % 'max_samples': 20, 
'n_estimators': 50 

k = 5 73.58 % max_samples': 20, 
'n_estimators': 250 

k = 10 72.43 % 'max_samples': 20, 
'n_estimators': 50 

Gradient Boost k = 3 86.91 % 'max_depth': 10, 
'n_estimators': 250 

k = 5 86.9 % 'max_depth': 10, 
'n_estimators': 250 

k = 10 87.61 % 'max_depth': 10, 
'n_estimators': 250 
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3.2.2.2. Modelo de regresión 

 
Según las investigaciones relacionadas con este proyecto, no se 
encontraron aplicaciones de modelos de regresión, por lo cual se 
utilizaron diferentes algoritmos de regresión, iniciando con el algoritmo de 
regresión lineal como principal opción, ya que este algoritmo tiene el 
enfoque más simple donde a partir del ajuste de una recta identifica la 
relación entre las variables independientes y la variable dependiente. Con 
lo anterior, lograr predecir el peso de cada partícula. 

 

 Métrica de evaluación: 
 
Para poder evaluar el modelo de regresión con el objetivo de estimar 
el peso de cada una de las partículas del material, igualmente se 
deben comparar los datos predichos con los datos reales. A 
continuación, se describe la métrica utilizada para la evaluación del 
desempeño del algoritmo. 
 

 Error cuadrático medio (RMSE, por sus siglas en inglés) 
[46]: El error medio cuadrático se define como la raíz 
cuadrada de la media del cuadrado de todos los errores. El 
uso del RMSE es muy común, y se considera una excelente 
métrica de error de propósito general para las predicciones 
numéricas. 
 

𝑹𝑴𝑺𝑬 =  √
𝟏

𝒏
∑(𝑺𝒊 − 𝑶𝒊)𝟐

𝒏

𝒊=𝟏

 

 
donde:  

𝑂𝑖, son las observaciones 
𝑆𝑖, los valores predichos de una variable 
𝑛, el número de observaciones disponibles para el análisis.  

 
El RMSE es medida de precisión válida siempre y cuando 
sea para comparar los errores de predicción de diferentes 
modelos o configuraciones de modelos para una variable 
concreta y no entre variables, ya que depende de la escala. 

 
Las diferentes columnas del conjunto de datos son utilizadas por lo que 
se implementa una regresión lineal múltiple, obteniendo el siguiente 
resultado: RMSE = 2.2073.  
 

Para poder validar dicha regresión es necesario que se cumplan 5 
supuestos [47]: 
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1. Linealidad: Debe existir una relación lineal entre las variables 

dependientes y las variables independientes. 
 

2. Independencia: No debe existir relación entre los términos residuales 
(errores). 
 

3. Homocedasticidad: Los términos residuales(errores) deben tener 
varianza constante. 
 

4. Normalidad: Los términos de error deben distribuirse normalmente. 
 

5. No colinealidad: Las variables independientes no deben estar 
correlacionadas entre sí. La ausencia de este fenómeno se conoce 
como multicolinealidad. 
 

Para el supuesto número 1 de: linealidad, se observó en la sección del 
análisis exploratorio de los datos que las variables independientes tienen 
relación lineal con respecto a la variable dependiente (‘Peso’). Por lo 
tanto, cumple con este supuesto. 
 
Para el supuesto número 2 de: independencia, se implementó la función 
durbin_watson(), la cual realiza el test de Durbin-Watson, que determina 
si los residuos del modelo de regresión están auto correlacionados. El 
resultado de esta función, debe estar dentro del rango 1.5 y 2.5 para 
considerar que la auto correlación de los datos no es significativa, y no es 
problemática para el modelo de regresión [47]. De esta manera, en el 
conjunto de datos del presente trabajo, se obtuvo un valor de 2.07, 
ubicándose dentro del rango establecido que indica que la auto 
correlación de los residuos no afecta el modelo de regresión. Por lo tanto, 
cumple con este supuesto. 
 
Para el supuesto número 3 de: homocedasticidad, se graficaron los 
términos residuales(errores). Estos términos residuales (errores) se 
calculan como la diferencia que existe entre el valor observado de la 
variable y el valor estimado. 
 
La grafica de errores vs puntos ajustados se utiliza para verificar que los 
residuos se encuentran distribuidos aleatoriamente y tienen una varianza 
constante. Lo ideal en esta grafica es que los puntos se ubiquen 
aleatoriamente a ambos lados del 0, con patrones no detectables. 
 
La Figura 27 muestra que los puntos aparecen dispersos de forma 
aleatoria, tienen una varianza constante, y no cuentan con un 
comportamiento evidente, por esta razón cumplen con el supuesto de 
homocedasticidad. 
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Figura 27. Gráfica de errores. Fuente propia. 

 

Para el supuesto número 4 de: normalidad, se implementa un histograma 
para evidenciar la distribución de los errores. 
 
Como muestra la Figura 28, los errores están distribuidos de forma 
normal. Pero se evidencian valores atípicos en el extremo de la gráfica, 
aun así, cumpliendo con el supuesto de normalidad. 

 

 
 

Figura 28. Histograma para representación de la distribución de los errores. 
Fuente propia. 
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Para el supuesto número 5 de: no colinealidad, se calculó la correlación 
de Spearman de las variables numéricas independientes utilizadas en el 
modelo. 
 
En la Figura 29 se evidencia que la mayoría de las variables numéricas 
independientes cuentan con una fuerte correlación entre ellas, siendo 
algo obvio ya que las variables de ‘Área piedra’, ‘Área cuadrangular’ y 
‘Diagonal’ son variables que dependen de las dos primeras variables. Por 
lo tanto, se presenta multicolinealidad y con esto no se cumple el último 
supuesto. 

 
 

Figura 29. Mapa de calor de la correlación de Spearman entre variables 
independientes. Fuente propia 

 
En resumen: 
 

o Linealidad. Se cumple. 
 

o Independencia. Se cumple. 
 

o Homocedasticidad. Se cumple. 
 

o Normalidad. Se cumple. 
 

o No colinealidad. No se cumple, porque existe multicolinealidad. 
 

Según lo anterior, el supuesto de “No colinealidad” no se cumple. Para 
ello se utilizó una alternativa conocida como regularización. La cual posee 
un método llamado “Ridge”, que ayuda a atenuar el efecto de correlación 
entre las variables penalizando los coeficientes de la regresión lineal [48]. 
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En la implementación de la regresión “Ridge” se utilizaron diferentes 
valores para λ (grado de penalización), donde según la métrica utilizada 
el mejor resultado obtenido fue: RMSE = 2.2085. 
 
La Tabla 9 muestra que el resultado de la regresión “Ridge” es mayor que 
el de regresión lineal, lo que indica que la alternativa de regularización 
utilizada no funciona correctamente para la creación de nuestro modelo, 
ya que el objetivo es disminuir el valor de RMSE. Esto ocurre ya que los 
datos no se encuentran normalmente distribuidos, como se probó 
anteriormente. Por lo tanto se utilizan otros modelos como decision tree, 
random forest, bagging regressor y gradient boost regressor, los cuales 
pueden ayudar a una mejor interpretación de los datos y obtener mejores 
resultados, ya que no requieren que los datos se encuentren distribuidos 
normalmente [49]. 

 
Tabla 9. Resultados de RMSE de regresión lineal y Ridge. Fuente propia. 

Regresión RMSE 

Lineal 2.2073 

Ridge 2.2085 

 
Con la métrica de evaluación descrita, se obtienen los siguientes 
resultados para el primer enfoque de evaluación: 
 
Teniendo en cuenta la Tabla 10 el algoritmo con mejor desempeño para 
el segundo enfoque es random forest, seguido por gradient boost 
regressor y bagging regressor, y por último decision tree el cual obtuvo 
un resultado menos favorable incluso peor comparado con la regresión 
lineal y “Ridge”. 

 
Tabla 10 Resultados RMSE de los algoritmos de regresión para el primer 

enfoque. Fuente propia. 

Algoritmo TRAIN TEST SPLIT 

Decision tree 3.1056 

Random forest 1.6992 
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Bagging 2.024 

Gradient Boost 2.1578 

 
De igual forma, en la implementación de los algoritmos para el tercer 
enfoque se obtuvieron los siguientes resultados de evaluación: 
 
Teniendo en cuenta la Tabla 11 para la validación cruzada el algoritmo 
que obtuvo mejores resultados es random forest teniendo el menor 
resultado para RMSE de 1.4903, seguido de gradient boost regressor y 
bagging regressor, y por último el algoritmo de decision tree. 

 
Tabla 11. Resultados RMSE de los algoritmos de regresión para el 

segundo enfoque. Fuente propia. 

Algoritmo VALIDACIÓN CRUZADA 

Valor K RMSE 

Decision Tree k = 3 3.0405 

k = 5 2.5403 

k = 10 2.34075 

Random Forest k = 3 2.157 

k = 5 1.6072 

k = 10 1.4903 

Bagging k = 3 2.43355 

k = 5 1.7475 

k = 10 1.675 

Gradient Boost k = 3 2.52945 

k = 5 1.72135 

k = 10 1.6765 
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Finalmente, para la implementación de grid_search, se obtienen los 
siguientes resultados: 
 
Para la Tabla12, se evidencia el mismo orden que la tabla anterior en el 
desempeño de los algoritmos. El de mejor resultado con la técnica 
utilizada es random forest, seguido por gradient boost regressor y bagging 
regressor, y al final decision tree el algoritmo con peor desempeño. 

 
Tabla 12. Resultados RMSE de los algoritmos de regresión para Grid Search. 

Fuente propia. 

Algoritmo  
GRID SEARCH 

Valor K RMSE Parámetros 

Decision Tree k = 3 3.0405 ‘max_depth': 25, 'min_samples_split': 2 

k = 5 1.94805 ‘max_depth': 10, 'min_samples_split': 10 

k = 10 1.62285 ‘max_depth': 25, 'min_samples_split': 10 

Random 
Forest 

k = 3 2.1581 'max_depth': 20, 'n_estimators': 50 

k = 5 1.59645 'max_depth': 10, 'n_estimators': 100 

k = 10 1.4685 'max_depth': 20, 'n_estimators': 250 

Bagging k = 3 2.19715 ‘max_samples': 20, 'n_estimators': 100 

k = 5 2.46205 ‘max_samples': 20, 'n_estimators': 250 

k = 10 2.19715 'max_samples': 20, 'n_estimators': 100 

Gradient 
Boost 

k = 3 2.42255 'max_depth': 5, 'n_estimators': 50 

k = 5 1.9018 'max_depth': 5, 'n_estimators': 250 

k = 10 1.6395 'max_depth': 5, 'n_estimators': 250 

 
Con lo anterior expuesto, el algoritmo con mejor desempeño en el modelo de 
clasificación fue   random forest obteniendo un 91.02 de exactitud en la 
clasificación de las partículas, siendo el mejor resultado entre todos los 
resultados obtenidos. Además, para el modelo de regresión el cual predice 
el peso de cada partícula, random forest obtuvo 1.4685 en la métrica utilizada 
para este modelo, siendo el mejor resultado entre todos los resultados 
obtenidos. 
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4. Resultados 
 

4.1. Ejecución de la prueba 
 

Una vez seleccionado el algoritmo con mejor desempeño para el modelo de 
clasificación y regresión, se realiza una prueba final con un material que no ha 
sido empleado para la creación del conjunto de datos de entrenamiento. Lo 
anterior con el objetivo de hacer una comparación entre la metodología 
desarrollada en este proyecto y la granulometría tradicional. 
 
La Figura 30 muestra el diagrama de funcionamiento del sistema propuesto. En 
dicho diagrama se encuentra la serie de acciones que realiza el sistema, desde 
el vertimiento del material, pasando por la captura de las imágenes, también por 
la implementación de las técnicas de procesamiento digital de imágenes y los 
modelos de aprendizaje automático, hasta la obtención de resultados y la gráfica 
de su distribución. 
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Figura 30. Diagrama de funcionamiento del sistema propuesto. Fuente propia. 

 

La ejecución de la prueba inició con la captura de las imágenes del material a 
estudiar (ver Figura 31), las cuales posteriormente fueron segmentadas para 
reconocer cada una de las partículas que lo componen. Con esta segmentación 
se obtuvo el número de partículas de la muestra y los datos “Lado1”, “Lado2”, 
“Área piedra”, “Área cuadrangular”, “Diagonal” y “Forma” de cada una de ellas, 
creando el conjunto de datos de dicha muestra. 
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Figura 31. Imagen del nuevo material. Fuente propia. 

 
Con los algoritmos seleccionados, el conjunto de datos de entrenamiento creado 
anteriormente, y los datos obtenidos del nuevo material, se clasificó cada una de 
las nuevas partículas según el tamiz que las retiene y se obtuvo el peso de cada 
una de ellas, información que permitió determinar el peso total de la muestra, el 
peso retenido en cada uno de los tamices, su porcentaje retenido y su porcentaje 
pasante (datos utilizados para obtener la curva granulométrica), como se 
observa en la Tabla 13. 
 
El sistema propuesto en este proyecto predijo un peso total de 2671.54 gramos, 
correspondientes a 375 piedras encontradas. Todo el proceso se realizó durante 
5 minutos con 4.6 segundos, donde 5 minutos corresponden a la organización 
del material en el sistema, y 4.6 segundos a la ejecución del módulo software, 
que va desde la captura de la imagen, pasando por su segmentación y 
adquisición de datos, también la implementación de los modelos de aprendizaje 
automático para obtener la clasificación de las piedras y la predicción de sus 
pesos, hasta el despliegue de los resultados y su gráfica. 
 

Tabla 13. Resultados granulometría por el sistema propuesto del nuevo material. 
Fuente propia 

Tamiz Abertura 
(mm) 

Piedras 
retenidas 

Peso 
Retenido (g) 

Porcentaje 
retenido (%) 

Porcentaje 
pasante (%) 

1' 25.000 1 20.18 0.8 99.2 

3/4' 19.000 114 1,465.76 54.9 44.4 

1/2' 12.500 132 891.21 33.4 11.0 

3/8' 9.500 107 264.94 9.9 1.1 

4 4.750 21 29.45 1.1 0.0 
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La Figura 32 representa la curva granulométrica del material de estudio 
encontrada por el sistema propuesto, en general dicha curva se encuentra 
plasmando el porcentaje pasante con respecto a cada uno de los tamices. 

 

 
 

Figura 32. Gráfica granulometría del sistema nuevo propuesto. Fuente propia. 

 
Para realizar la comparación de los resultados obtenidos por el sistema 
propuesto en este proyecto (ver Figura 32), un geotecnólogo experto en el área 
realizó la granulometría tradicional (por tamizado) al mismo material usado en la 
prueba. El experto tardó, 25 minutos en el proceso de tamizado y pesado hasta 
la obtención de la gráfica, y encontró un peso total de 2745 gramos 
correspondientes a 375 piedras. Los resultados del experto se pueden observar 
en la Tabla 14 y Figura 33. 
 
De igual forma, la Figura 33 muestra la curva granulométrica según los 

resultados encontrados por el experto en el material de estudio. Esta curva 

plasma el porcentaje pasante en cada uno de los tamices. 

 

En primera medida, es posible identificar la disminución del tiempo, al comparar 
lo que tarda en concluir cada uno de los procesos. La granulometría mediante el 
sistema propuesto toma un total de 5 minutos con 4.6 segundos, lo que indica 
que su ejecución es 5 veces más rápida aproximadamente, con respecto a los 
25 minutos que toma realizar la granulometría tradicional a la misma cantidad de 
material. 
 

En segunda instancia, con respecto a los resultados, el sistema propuesto en 
este proyecto identificó 375 piedras al igual que la granulometría tradicional, lo 
que indica que el sistema se comporta de manera óptima ya que el módulo de 
segmentación de imagen reconoce todas las piedras del material estudio. 
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Con respecto al peso total del material, la granulometría tradicional calculó un 
peso total de 2745 gramos. El sistema calculó un peso total de 2671.54 gramos, 
al sumar todos los pesos predichos para cada una de las piedras. Con esto 
encontramos que el sistema cuenta con un porcentaje de error equivalente al 
2.67%. 

 
Tabla 14. Resultados granulometría tradicional del nuevo material. Fuente propia. 

Tamiz Abertura 
(mm) 

Piedras 
retenidas 

Peso 
Retenido (g) 

Porcentaje 
retenido (%) 

Porcentaje 
pasante (%) 

1' 25.000 1 18.5 0.7 99.3 

3/4' 19.000 98 1,459.9 53.2 46.1 

1/2' 12.500 163 1,007.8 36.7 9.4 

3/8' 9.500 107 239.5 8.7 0.7 

4 4.750 6 8.1 0.3 0.4 

 

 
 

Figura 33. Gráfica granulometría tradicional realizada por el experto. Fuente propia. 

 

Por otro lado, el sistema fue capaz de clasificar todas las piedras encontradas 
entre los diferentes tamices que las retienen. 

 

4.2. Discusión 
 
La Tabla 15 muestra que en la clasificación de las piedras según el tamiz que 
las retiene, la clasificación en los tamices de 1 pulgada y ⅜ de pulgada no 
presentan error, clasifican la misma cantidad de piedras como en la 
granulometría tradicional. Sin embargo, para los demás tamices como los de ¾ 
de pulgada y de ½ pulgada, posee porcentajes de error del 16.32% y 19.01% 
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respectivamente, incluso para el tamiz número 4 clasifica 21 piedras donde solo 
son 6, teniendo un porcentaje de error del 250%, siendo bastante elevado, para 
una buena clasificación. 

 

Lo anterior puede ser ocasionado por variables faltantes en el conjunto de datos 
de entrenamiento, por ejemplo, en la granulometría tradicional, una partícula 
puede ser retenida de forma horizontal, pero puede ser pasante por el mismo 
tamiz si su posición es vertical. En este sentido una de las limitaciones del 
sistema propuesto es que opera en dos dimensiones, considerando únicamente 
el ancho y largo de la partícula y no el alto de la misma, afectando la clasificación. 

 
Tabla 15. Comparación clasificación de partículas Granulometría Tradicional vs Sistema 

propuesto. Fuente propia. 

Tamiz Granulometría 
Tradicional 

Sistema propuesto Porcentaje de error 

1' 1 1 0.0% 

3/4' 98 114 16.32% 

1/2' 163 132 19.01% 

3/8' 107 107 0.0% 

4 6 21 250% 

 

La Tabla 16 compara los resultados entre la granulometría tradicional y el 
sistema propuesto teniendo en cuenta el peso retenido en cada uno de los 
tamices. Esta señala que el tamiz de ¾ de pulgada con el menor porcentaje de 
error con un 0.40%, indicando que el peso retenido en dicho tamiz en el sistema 
propuesto es bastante cercano al encontrado por la granulometría tradicional. 
Por otro lado, tanto en la granulometría tradicional y el sistema propuesto sólo 
una piedra fue retenida en el tamiz de 1 pulgada, para su peso, el sistema 
propuesto cuenta con un error del 9.08%, ya que predice un peso excedido por 
1.68 gramos con respecto a su peso real encontrado en la granulometría 
tradicional. Para el tamiz de ½ de pulgada y ⅜ de pulgada, se obtuvo un 
porcentaje de error bastante alto siendo 11.56% y 10.62% respectivamente y 
finalmente para el peso retenido en el tamiz número 4, un error del 263.58%. 

 
Este caso, el error se debe a la clasificación de las partículas, ya que el peso 
retenido en cada tamiz será distinto porque la cantidad de piedras retenidas 
también es diferente. 
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Tabla 16. Comparación peso retenido Granulometría Tradicional vs Sistema 
propuesto. Fuente propia. 

Tamiz Granulometría 
Tradicional 

Sistema propuesto Porcentaje de error 

1' 18.5 20.18 9.08% 

3/4' 1,459.9 1,465.76 0.40% 

1/2' 1,007.8 891.21 11.56% 

3/8' 239.5 264.94 10.62% 

4 8.1 29.45 263.58% 

 
 
A pesar de que se encuentran algunas dificultades con respecto a la clasificación 
de algunas partículas, la gráfica del sistema y de la granulometría tradicional 
cuentan con la misma tendencia y su curva es muy parecida como se observa 
en la Figura 34. 

 

 
 

Figura 34. Comparación curva granulométrica tradicional vs Sistema propuesto. 
Fuente propia. 

  

Tanto la línea amarilla correspondiente a la granulometría tradicional como la 
línea azul correspondiente al sistema propuesto, señalan resultados semejantes 
con respecto al porcentaje pasante en cada tamiz, ya que dicho porcentaje es 
calculado con respecto al peso total de la muestra encontrado en cada proceso. 
Siendo esta gráfica el resultado final en la granulometría de la grava para la 
fabricación de concreto hidráulico. 
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5. Conclusiones y trabajos futuros 
 
Para este capítulo se destacan las conclusiones más importantes obtenidas con la 
realización de este trabajo, consecuentes a cada uno de los objetivos presentes en 
la investigación. Por último, se proponen algunos trabajos futuros que pueden 
mejorar los resultados obtenidos en este trabajo y contribuir en el desarrollo de una 
granulometría de bajo error y en el menor tiempo posible. 
 

5.1. Conclusiones 

 

En el presente trabajo se obtuvo la distribución de tamaños de la grava utilizada 

para la fabricación de concreto hidráulico mediante procesamiento digital de 

imágenes y técnicas de aprendizaje automático, con el fin de reducir el tiempo 

de ejecución manteniendo la precisión en los resultados obtenidos con la 

granulometría tradicional. En ese orden de ideas, se construyó un prototipo 

hardware para capturar la imagen del material de estudio. Posteriormente, se 

elaboró un módulo software para la segmentación de la imagen y seguidamente 

obtener los datos necesarios de las partículas que componen dicho material. Al 

mismo tiempo, se creó un módulo de aprendizaje automático, el cual clasifica 

cada una de las partículas según el tamiz que las retiene y predice su peso, para 

finalmente obtener la curva de su distribución. Acorde al trabajo realizado, en la 

presente sección se proponen las siguientes conclusiones de la investigación: 

 

 En el estado actual del conocimiento se evidenció que la mayoría de las 
aplicaciones para visión de máquina y granulometría se encuentran en la 
agricultura y medicina. En cuanto a la realización de ensayos en Colombia 
son muy escasos aquellos donde la granulometría óptica es aplicada en el 
campo de la geotecnia, por esa razón este trabajo genera una alternativa 
basada en procesamiento digital de imágenes y aprendizaje automático que 
permite obtener la distribución de tamaños de un material, en menor tiempo, 
que puede ser un mecanismo de apoyo para el control de calidad de los 
materiales de construcción. 
 

 Fue posible evidenciar los problemas más usuales desde el ámbito del 
hardware en las diferentes aplicaciones de visión de máquina, 
correspondientes a la organización del material y la configuración luminosa 
del prototipo. Según la documentación encontrada, existen dos métodos de 
organización: individualización de cada partícula manualmente o 
esparcimiento del material sin ningún tipo de manipulación; y múltiples 
configuraciones luminosas. De esta forma el presente trabajo abstrae los 
métodos con mayor documentación a favor con el fin de crear un prototipo 
con las condiciones y directrices más favorables para la captura de 
fotografías de partículas que permitan la mejor segmentación de las mismas. 
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 Se evaluó la precisión de distintos algoritmos de aprendizaje automático, 
teniendo los mejores resultados la técnica de random forest tanto para 
clasificación como para regresión.  Todos los algoritmos evaluados fueron 
seleccionados con base a estudios previos. Aunque en el entrenamiento, los 
algoritmos seleccionados dieron buen rendimiento, en el momento de evaluar 
datos nuevos, solo algunos resultados fueron los esperados con respecto a 
la clasificación, esto por falta de capturar el alto de las partículas, lo que 
podría mejorar la precisión. Además, existe la posibilidad de analizar otros 
algoritmos y técnicas. Por ejemplo, si la cantidad de datos recopilados en el 
conjunto de entrenamiento fuese mayor podría ser evaluado otro enfoque 
como el de redes neuronales. 
 

 El sistema es competente en el reconocimiento, predicción de peso y 
clasificación de grava, de forma paralela se cronometró el tiempo exacto en 
que el sistema fue capaz de fotografiar el material hasta graficar los 
resultados de la granulometría. De esta forma se confirma que el sistema 
propuesto reduce el tiempo de ejecución comparado al tiempo que toma 
hacer una granulometría mediante el uso de tamices. 
 

 Gracias a la evaluación de resultados del sistema propuesto con respecto a 
los resultados de la granulometría por tamizado, es posible considerar el 
enfoque aquí propuesto cómo una alternativa rápida y con resultados 
aproximados a lo que dictamina el estándar, sin embargo, cabe resaltar que 
aún no se recomienda cómo un mecanismo cien por ciento seguro tal cómo 
lo puede ser el ensayo mediante tamices. 

 

5.2. Trabajo futuros 
 
En la presente investigación se propuso una alternativa a la granulometría 
tradicional para obtener la distribución de grava para fabricación de concreto 
hidráulico con el fin de reducir el tiempo de ejecución para la toma de decisiones. 
En relación a los resultados obtenidos, se proponen los siguientes trabajos 
futuros: 

 

 Utilizar una cámara para captura 3D: En la granulometría tradicional por 
tamizado, una partícula puede ser retenida por un tamiz por su posición 
horizontal, mientras que puede ser pasante por el mismo si su posición es 
vertical. Esto determina el mismo grado de clasificación para el sistema 
propuesto, y dentro de los datos solo se cuenta con el ancho y largo, por lo 
que utilizar una cámara que permita capturar el alto de la partícula ayudará 
a mejorar la precisión de clasificación, incluso en la predicción del peso para 
el sistema propuesto. 
 

 Reemplazar el dispositivo lógico de procesamiento: Al tratarse de un 
análisis de figuras irregulares, el dispositivo de procesamiento supone un 
gasto computacional mayor a que sí se tratara de un análisis de figuras con 
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formas fijas. Por lo tanto, al no contar con un módulo de procesamiento lógico 
óptimo los tiempos de ejecución pueden aumentar, esta recomendación se 
hace con el fin de adecuar el sistema para aplicaciones en tiempo real. 
 

 Implementar otros tipos de técnicas o algoritmos de aprendizaje 
automático: los algoritmos implementados presentan  buen rendimiento en 
la fase de entrenamiento, y solo algunos resultados fueron los esperados 
cuando se utilizaron nuevos datos, por esa razón cabe la posibilidad de 
implementar otro tipo de algoritmos como las redes neuronales, aumentando 
la cantidad de datos ofrecidos en el conjunto de entrenamientos con el fin de 
aumentar la precisión y obtener mejores resultados de clasificación. 
 

 Utilizar otras métricas para evaluar los modelos de aprendizaje 
automático: la métrica de exactitud y RMSE nos dan un buen indicio en los 
resultados, pero debido al desbalanceo de los datos en la variable objetivo, 
se propone la implementación de otro tipo de métricas que permitan disminuir 
el sesgo producido, logrando obtener mayor información para mejorar la 
precisión en las pruebas futuras. 
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A Codigo fuente 
 
Para tener una idea general de cómo se organiza todo el código, se muestra una 
imagen con la distribucion de los archivos: 
 

 
 

Figura anexos 1. Distribución de archivos. Fuente propia. 

Para obtener los archivos del código fuente, es necesario descargar el código fuente 
desde el repositorio en github. 
 
https://github.com/16danielvm/AnalisisGranulometricoSistemaPropuesto 
 

 

B Montaje prototipo y ejecución del software 
 

Para una mejor explicación del montaje del prototipo hardware se realizó un video 

el cual se puede observar en el siguiente enlace: 

 

https://www.youtube.com/watch?v=A2L-K2U6waU 

 

 

C Manual de instrucciones 
 

CONSTRUCCIÓN PROTOTIPO PARA EL ANÁLISIS GRANULOMÉTRICO DE 

LA GRAVA MEDIANTE PROCESAMIENTO DIGITAL DE IMÁGENES Y 

APRENDIZAJE AUTOMATICO. 

https://github.com/16danielvm/AnalisisGranulometricoSistemaPropuesto
https://www.youtube.com/watch?v=A2L-K2U6waU
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El sistema de visión artificial propuesto para el análisis granulométrico de la grava 
del concreto hidráulico se compone de un prototipo hardware para capturar las 
imágenes del material con un módulo software integrado que implementa 
tecnologías basadas en el procesamiento de imágenes. También implementa 
técnicas de aprendizaje automático como mecanismo de clasificación de partículas.  
Este prototipo hardware se compone de 3 sub-módulos principales, la base 
luminosa, la base de soporte de dispersión y, la caja de aislamiento de luz y soporte 
de placa lógica.  
 
Materiales utilizados 

 
Tabla anexos 1.Descripción de componentes para construcción del prototipo. Fuente 
propia. 

Parte Pieza Imagen Cantidad Medida 

A 
Tira de luces 

led 
 

1 5m 

B 
Placa 

Raspberry Pi 
 

1  

C 
Base de 

madera 
 

1 
80cm x 80cm x 

2cm 

D 
Módulo 

fotográfico 
 

1  

E 
Cubo de 

madera 
 

4 
6.8cm x 6.8cm x 

6.8cm 

F 
Marco de 

madera  
1 

Exterior: 80cm x 

80cm x 2cm 

Interior: 62cm x 

62cm x 2cm 

G 
Marco de 

madera  
1 

Exterior: 70cm x 

70cm x 2 cm 

Interior: 60cm x 

60cm x 2cm 
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H 
Placa de 

vidrio 
 

1 
68cm x 68cm x 

5mm 

I 
Lámina de 

acrílico blanco  
1 

68cm x 68cm x 

2mm 

J 
Lamina de 

MDF 
 

4 
72.5cm x 82cm x 

9mm 

N 
Lamina de 

MDF 
 

1 
72.5cm x 72.5cm 

x 9mm 

K Monitor 

 

1  

L Mouse 

 

1  

M Teclado 

 

1  

 

Base luminosa 

 

Para la construcción de la base luminosa, se emplea una cubierta de madera (C) la 
cual integra en su interior 7 fragmentos de tiras de luces led (A)de 71 cm cada una. 
Estas tiras se encuentran conectadas eléctricamente en configuración paralela, de 
tal forma que se conserve la intensidad lumínica a lo largo de la placa. 
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Figura anexos 2. Sub-Modulo 1 - Base luminosa. Fuente propia 

A continuación, en cada esquina se ubican los cuatro cubos de madera(E) con el fin 
de realizar el soporte para el contenedor del prototipo. 
 

Base de soporte de dispersión 

 

El siguiente sub-módulo se encuentra ubicado sobre la cara superior de la base 
luminosa. En él, se sobrepone el primer marco de madera(F), seguido por la lámina 
de vidrio (H) y la lámina de acetato blanco(I). Finalmente, en la parte superior, el 
segundo marco de madera(G). Esto se hizo con el fin de tener una base sólida y 
resistente, que permitiera el paso de la luz proveniente de la base luminosa. 
 

 
 

Figura anexos 3. Sub-Modulo 2 - Base de soporte de dispersión. Fuente propia. 

 

Caja de aislamiento de luz y soporte de placa lógica 
 
El último sub-módulo fue elaborado con las 5 láminas de MDF (J), creando un 
contenedor para ser ubicado encima de la secuencia de marcos de madera, con el 
fin de aislar el material de análisis de todo tipo de luz exterior. Adicionalmente se 
hizo una apertura en la cara superior de la caja de forma que permitiera la salida del 
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flex de la cámara (D) para su posterior conexión con el ordenador de placa única 
(B).  
 

 
 

Figura anexos 4. Ubicación módulo fotográfico. Fuente propia. 

 
Finalmente queda construido el prototipo hardware para ser manipulado mediante 
un monitor (K), mouse (L), y teclado (M), conectados a la placa Raspberry Pi, la cual 
actúa cómo capturador e intérprete de los scripts creados en la investigación. 

 

 
 

Figura anexos 5. Prototipo hardware 
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INSTALACIÓN E INICIACIÓN DEL SOFTWARE PARA EL ANÁLISIS 

GRANULOMÉTRICO DE LA GRAVA MEDIANTE PROCESAMIENTO DIGITAL 

DE IMÁGENES Y APRENDIZAJE AUTOMATICO. 

 

Teniendo en cuenta que se ha hecho correctamente el montaje del prototipo 
hardware, se procede a la instalación y ejecución del software. Cómo prerrequisito, 
es indispensable tener instalado un entorno estable para la ejecución de Python.  
 
Paso 1: Descargar el código fuente desde el repositorio en github. 
 
https://github.com/16danielvm/AnalisisGranulometricoSistemaPropuesto 
 
Paso 2: Instalar de dependencias: 
 
En una terminal hacer la instalación de las siguientes librerías Numpy, Pandas, 
Matplotlib, Scikit-learn. 
 
Paso 3: Ubicar sobre la placa de acetato, el material de construcción (grava) del 
cual se necesita obtener su curva granulométrica. 
 
Paso 4: Ejecutar el archivo 'capturaFoto.py' el cual activa la cámara del módulo 
fotográfico para realizar la captura del material y guarda la imagen con el nombre 
'Foto.jpg'. 
 
Paso 5: Ejecutar el archivo 'ScriptCompleto.py', el cual leerá la imagen guardada 
del paso anterior, para clasificar el material y ejecutar el proceso de predicción del 
peso de cada una de las piedras que lo componen. El cual, al finalizar exporta un 
archivo Excel con los resultados, y la gráfica de la curva granulométrica del material. 
 
Paso 6: Chequear la carpeta del código fuente, para observar la gráfica y los datos 
exportados, en el paso anterior. 
 

D. Estimación grado de desarrollo de la tecnología (Nivel TRL) 
 

Se utilizó una herramienta creada por el grupo INNOVATECH de la Universidad 

Politécnica de Madrid que ha sido adaptada para ayudar a determinar el grado de 

desarrollo de soluciones tecnológicas innovadoras mediante el uso de la 

metodología TRL (Technology Readiness Level). Basada en los sistemas de 

desarrollos por la NASA, el Departamento de Defensa de Estados Unidos, y la 

Autoridad de Investigación y Desarrollo de Energía del Estado de Nueva York. 

Donde se respondieron una serie de cuestiones (sí o no), y la herramienta determinó 

el nivel TRL apropiado para nuestro desarrollo tecnológico concreto.  

El resultado arrojado por la herramienta fue de un Nivel TRL 2, lo cual significa que, 

se pueden desarrollar aplicaciones prácticas gracias a que se conocen los principios 

https://github.com/16danielvm/AnalisisGranulometricoSistemaPropuesto


96 
 

básicos de la problemática. Sin embargo, los ejemplos todavía se limitan a estudios 

analíticos, y la información de apoyo incluyen publicaciones u otras referencias que 

describan la aplicación considerada. 

 

 

Para una mejor visualización de la herramienta y los resultados se puede acceder 

al siguiente enlace: 

https://drive.google.com/drive/folders/1T4j1q_KbGdLu3ghK91dvK7X9V_Gmxgwb?

usp=sharing 

https://drive.google.com/drive/folders/1T4j1q_KbGdLu3ghK91dvK7X9V_Gmxgwb?usp=sharing
https://drive.google.com/drive/folders/1T4j1q_KbGdLu3ghK91dvK7X9V_Gmxgwb?usp=sharing

