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Resumen 
 

El uso de vehículos aéreos no tripulados (VANT) equipados con cámaras 
espectrales se ha incrementado en los últimos años, especialmente en el sector 
agrícola, debido a que permite a los agricultores e investigadores analizar el estado 
de un cultivo en cuanto a su salud, nutrientes, crecimiento, epidemias, entre otros 
parámetros. En Colombia el sector cafetero afronta varios retos, como la necesidad 
de incrementar la productividad, el rendimiento y la calidad del café. En este sentido 
el presente trabajo estimó el estado de la salud de un cultivo de café de variedad 
Castilla ubicado en San Joaquín, Tambo, Cauca con el fin de apoyar la toma de 
decisiones de los caficultores. Para ello se midieron datos de clorofila en campo con 
el dispositivo CCM-200 plus, se capturaron imágenes multiespectrales con la 
cámara MAPIR SURVEY 3 aerotransportada en un VANT SOLO 3DR y se 
generaron datos sintéticos con el fin de aumentar el conjunto de datos. Se 
obtuvieron 6 índices de vegetación, los cuales, en conjunto con los valores de 
clorofila se modelaron a través de la implementación de regresiones lineales simples 
y múltiples, árboles de decisión, máquina de vectores, bosque aleatorios y k vecinos 
más cercanos. El modelo que presentó el mejor desempeño con el error cuadrático 
medio más bajo fue el entrenado con máquina de vectores de soporte. También, se 
encontró que los índices que demostraron mejor desempeño en los modelos fueron 
el CVI, GNDVI y GCI, los cuales son ampliamente utilizados en la agricultura para 
estimar la clorofila de las plantas. 
 

Keywords— Agricultura inteligente, aprendizaje automático, café, imágenes 

multiespectrales, índices de vegetación, VANT.   

 
 

 

 

 
 

 

 
 

 

 
 

 

 

 
 

 

 
 

 

 
 

 



 

 

 
 

 

 
 

 

 

 
 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



Abstract 
 
The use of unmanned aerial vehicles (UAVs) equipped with spectral cameras has 
increased in recent years, especially in the agricultural sector, because it allows 
farmers and researchers to analyze the state of a crop in terms of its health, 
nutrients, growth, epidemics, among other parameters. In Colombia, the coffee 
sector faces several challenges, such as the need to increase coffee productivity, 
yield, and quality. In this sense, the present work estimated the health status of a 
Castilla variety coffee crop located in San Joaquín, Tambo, Cauca to support coffee 
growers' decision-making. For this, chlorophyll data were measured in the field with 
the CCM-200 plus device, multispectral images were captured with the airborne 
MAPIR SURVEY 3 camera in a VANT SOLO 3DR and synthetic data were 
generated to increase the data set. 6 vegetation indices were obtained, which, 
together with the chlorophyll values, were modeled through the implementation of 
simple and multiple linear regressions, decision trees, vector machine, random 
forest, and k closest neighbors. The model that presented the best performance and 
gave the lowest error is the one trained with a vector machine, an error mae = 7.85, 
in addition it was found that the indices that demonstrated better performance in the 
different models were the CVI, GNDVI and GCI, the which are widely used to 
estimate chlorophyll. 
 

Keywords—coffee, machine learning, multispectral images, smart agriculture, 

vegetation indices, UAV. 
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CAPÍTULO 1 

1. Introducción 
 

1.1. Planteamiento del Problema 
 
El consumo de café a nivel mundial ha incrementado en los últimos años, 
obligando a países líderes en la producción de café a mejorar su rendimiento. 
Colombia es el único de los cinco primeros países productores de café que aún 
no ha podido superar el nivel de producción del año 1991, siendo este, el 
máximo valor alcanzado en los últimos 25 años [1]. Esta baja productividad del 
café en Colombia es resultado de diferentes problemáticas, tales como: cambio 
climático, epidemias, falta de apoyo económico por parte de entidades 
gubernamentales, falta de innovación y tecnología, mal manejo de recursos, 
entre otros [2]–[5]. La calidad y cantidad de la producción de café dependen del 
estado de salud de las plantas, el cual, generalmente es monitoreado de forma 
visual por los agricultores; esta observación directa de las plantas es propensa 
a errores y no permite conocer de forma global y rápida el estado de salud del 
cultivo [6].  
 
Surge entonces, la necesidad de emplear herramientas tecnológicas 
económicas que sean capaces de reconocer la salud en los cultivos con mayor 
rapidez y precisión. En respuesta a esa necesidad tecnológica, se encuentra la 
agricultura de precisión (PA, por sus siglas en inglés). La PA es una estrategia 
de gestión agrícola, que apoya al agricultor en sus actividades y en la toma de 
decisiones asociadas a la producción de cultivos al utilizar diferentes técnicas 
de monitoreo [7]. Esas técnicas permiten observar grandes y pequeñas zonas 
de cultivo ya que utilizan tecnologías como los sistemas de información 

geográfica, satélites, visión por computador, Vehículos Aéreos No Tripulados 

(VANT), entre otros.  
 
En cuanto a la visión por computador, la fuente más usada de imágenes 
terrestres para la PA es el satélite, pero este presenta algunas limitaciones tales 
como su alta sensibilidad a la variabilidad de las condiciones climáticas, el bajo 
monitoreo en tiempo real y la dificultad de obtener resoluciones 
espaciotemporales adecuadas. En consecuencia, ha incrementado el uso de 
VANT [8]–[10], ya que representan un enfoque prometedor para superar las 
limitaciones de la teledetección satelital [11]. El uso de VANT equipados con 
cámaras espectrales  permite ver parámetros de la vegetación como el nivel del 
verdor, cantidad de agua y la diferencia espectral entre la vegetación sana y la 
enferma [12], entre otros; para ello se realizan estudios cuantitativos mediante 
diversas técnicas como el cálculo de índices de vegetación (VI, por sus siglas 
en inglés) [13], [14], que sirven como indicadores del estado de salud del cultivo 
[15], [16]. 



 
Existen dos tipos principales de imágenes útiles para el análisis de la salud en 
las plantas, las hiperespectrales y las multiespectrales. Las primeras, poseen 
varias bandas espectrales de información a través de todo el espectro 
electromagnético y se utilizan frecuentemente en aplicaciones de PA y 
teledetección [17]–[20], sin embargo son muy costosas para agricultores 
pequeños o pequeñas empresas de teledetección [21]. En contraste, las 
imágenes multiespectrales son más económicas porque utilizan menos bandas 
espectrales, pero también permiten analizar la información del espectro 
electromagnético con un nivel aceptable de precisión [22]. 
 
¿Es posible estimar el estado de salud de pequeños cultivos de café en el 
departamento del Cauca utilizando imágenes capturadas por cámaras 
multiespectrales de bajo costo transportadas en VANT? 

 

1.2  Antecedentes 

Gracias al proyecto IoT-Agro1 de la universidad del Cauca tenemos la 
oportunidad de trabajar con las cámaras multiespectrales Agrocam y Survey 3. 
Estas cámaras poseen las bandas rojo, verde e infrarrojo cercano (NIR, por sus 
siglas en inglés), con las cuales podemos hallar índices de vegetación como el 
Índice de vegetación de diferencia normalizada (NDVI, por sus siglas en inglés), 
el Índice de vegetación de diferencia normalizada verde (GNDVI, por sus siglas 
en inglés) y el Índice de vegetación ajustado al suelo (SAVI, por sus siglas en 
inglés), los cuales ayudan a analizar el estado de salud de un cultivo. 

 

1.3  Motivación 

En Colombia, los caficultores se enfrentan a varios desafíos, entre ellos la falta 
de apoyo económico por parte de entidades gubernamentales, recursos 
limitados y bajo acceso a tecnologías que optimicen sus actividades [23]. Estas 
limitaciones se pueden abordar desde diferentes puntos, sin embargo, desde el 
ámbito tecnológico es necesaria una solución eficiente, económica, accesible y 
que sea fácil de implementar.  
 
Una de las tecnologías más usadas y menos costosas para optimizar la gestión 
agrícola, son los VANT, ya que estos equipados con cámaras multiespectrales 
permiten ver la diferencia espectral entre la vegetación sana y la enferma [13], 
[24]. Al hacer uso de VANT equipados con cámaras multiespectrales para 
analizar cultivos de café se debe tener en cuenta la variedad de suelos, entornos 
y el tratamiento que se le da. Por consiguiente, pequeñas variaciones en dichas 
condiciones pueden representar un impacto en las diferentes características 
presentes en los cultivos y el análisis de su reflectancia [15], [25], [26]. Por 

                                                   
1 IoT-Agro: Alternativas Innovadoras de Agricultura Inteligente para sistemas productivos 

agrícolas del departamento del Cauca soportado en entornos de IoT [312]. 
 



ejemplo, es diferente analizar cultivos de café bajo sistemas agroforestales a 
cultivos de libre exposición ya que crecen en diferentes microclimas. 
 
Por estas razones, la presente investigación se enfocó en el estudio del estado 
de salud de cultivos de café a través del análisis de imágenes obtenidas de las 
cámaras multiespectrales Agrocam y Survey 3 transportadas en VANT, con el 
fin de crear herramientas que a futuro permitan apoyar al caficultor en el 
monitoreo de la salud general de sus cultivos de una forma global y rápida, 
ahorrando recursos, tiempo y dinero.  

 

1.4 Objetivos 
 

1.4.1 Objetivo general 

 
Estimar el estado de salud de cultivos de café mediante el análisis de 
imágenes multiespectrales capturadas por vehículos aéreos no tripulados. 

 
1.4.2 Objetivos específicos 

 

1. Calcular índices de vegetación de un cultivo de café a partir de imágenes 

capturadas por cámaras multiespectrales transportadas en VANT. 

2. Crear un modelo basado en aprendizaje automático que permita 

relacionar los índices de vegetación con datos de la salud de la planta 

medidos en campo.  

3. Evaluar la precisión del modelo creado para conocer la salud de un 

cultivo. 

 

1.5 Estructura del documento 
 

Este documento ha sido dividido en los capítulos descritos a continuación. 
 

o Capítulo 1: expone las bases del presente trabajo de grado, presenta el 

planteamiento detallado del problema, la motivación del tema del trabajo 

y define los objetivos y aportes investigativos del trabajo. 

o Capítulo 2: describe una base conceptual para entrar en contexto en torno 

a los conceptos básicos y artículos relacionados que tienen que ver con 

la agricultura, las cámaras multiespectrales y las aeronaves no tripuladas. 

o Capítulo 3: presenta la recolección bibliométrica con la herramienta Sci-

mat y la revisión sistemática de literatura (SLR, por sus siglas en inglés) 

[27] en ingeniería de software a través de la metodología de Kitchenham 

[28], [29].  

o Capítulo 4: presenta el desarrollo del modelo de estimación de la salud de 

cultivos de café. 



o Capítulo 5: presenta la experimentación y resultados, donde se hacen 

pruebas del funcionamiento del algoritmo. 

o Capítulo 6: se presentan las conclusiones y trabajos futuros de la 

investigación. 

En este capítulo se explicaron las bases y fundamentos del presente trabajo de 

grado, se realizó el planteamiento del problema, la motivación, justificación, además 

de los objetivos y aportes investigativos del trabajo. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



CAPÍTULO 2 

2. Estado del arte 
 

En este capítulo se expone el análisis bibliométrico y sistemático realizado. El cual 
se focalizó en las investigaciones relacionadas con el empleo del espectro 
electromagnético en el sector agrícola. Para el análisis bibliométrico se utilizó la 
herramienta SciMAT [27], [28], [30] y para la revisión sistemática de literatura se 
siguieron las guías propuestas por Kitchenham [28], [30]. 
 

2.1. Definiciones y conceptos fundamentales 
 

2.1.1 Propiedades de la hoja 
 

La detección remota de la cobertura de cultivos se fundamenta en algunas 

propiedades que tienen las hojas al interactuar con la radiación solar. Se 

presentan a continuación estas propiedades de acuerdo con el trabajo de 

Gómez, K [15]. 

o Estructura de la hoja: en el campo de la teledetección, muchas de las 
aplicaciones en la agricultura dependen de la comprensión de las 
propiedades espectrales de las plantas y cada una de sus partes. 
Aunque la estructura de la hoja no es igual en todas las plantas, 
existen ciertos elementos comunes a la mayoría, como la epidermis 
superior, la epidermis inferior, el tejido empalizado y el tejido 
esponjoso [15]. 

 
o Comportamiento espectral de la hoja viva: las características 

espectrales de la hoja cambian con la madurez o estrés en las plantas, 
estos cambios aparentemente ocurren simultáneamente en las 
regiones visibles e infrarrojo, lo cual permite realizar estudios de 
vegetación como por ejemplo: conocer el estado de madurez y salud 
de la planta, saber que zonas poseen superficie vegetativa viva e 
identificar si hay escasez de humedad [15].  

2.1.2 Métodos para obtener datos de la salud de la planta medidos en campo  

Para la obtención de datos de la salud de la planta existen diversos métodos, 

uno de ellos  es el cálculo del índice del área foliar [31]. Otros métodos 

requieren de pruebas en laboratorio, por ejemplo, calcular el contenido 

hídrico relativo [32] y el nivel de clorofila presente en una planta utilizando 

dimetilsulfóxido [33]. También existe la posibilidad de determinar los niveles 



de clorofila a través de una medición portátil con dispositivos electrónicos 

como lo es el CCM-200 plus [34].  

2.1.3 Agricultura de precisión 

La Agricultura de Precisión (PA, por sus siglas en inglés) es el conjunto de 
técnicas y tecnologías que se aplican al trabajo realizado entorno a la 
agricultura, con el fin de optimizar el rendimiento, precisión y eficacia de 
producción de los cultivos.  Para ello utiliza la teledetección usando 
dispositivos remotos como satélites, vehículos aéreos no tripulados (VANT), 
sensores, imágenes y datos geográficos; que reúnen información de utilidad 
para el agricultor, además de ser amigables con el medio ambiente [35]–[37]. 

 

2.1.4 Teledetección 

Permite adquirir y recolectar información global a distancia [38]. Al no tener 
que entrar en contacto físico con el entorno, se observan ventajas de 
optimización de tiempo y cuidado del medio ambiente, ya que no requiere de 
pruebas invasivas al cultivo. Algunos de los métodos más utilizados para la 
teledetección son los satelitales, cámaras espectrales, VANT e imágenes 
laser (LIDAR, Light Detection and Ranging o Laser Imaging Detection and 
Ranging), entre otros, en donde se pueden evaluar valores de temperatura, 
humedad y luminosidad [39]–[41].  

 

2.1.5 Vehículos aéreos no tripulados 

Los VANT, pueden ser controlados de forma remota y ofrecen una gran 

cantidad de aplicaciones en diferentes sectores como agricultura, seguridad, 

monitoreo ambiental, cobertura y desarrollo de vegetación, entre otros [42]. 

También, al combinarse con sensores de imágenes, rango y posicionamiento 

forman un sistema que brinda grandes ventajas y beneficios en las 

actividades agrícolas; al adquirir de forma rápida y fácil datos de campo para 

el monitoreo y manejo de recursos, nutrientes, herbicidas, entre otros [9], [11], 

[12]. 

En este trabajo de grado se hizo uso del VANT Solo de 3DR, el cual funciona 

con cuatro motores y cuatro hélices. A través del uso de un computador se 

controla la navegación, la altitud y las comunicaciones del vuelo; las entradas 

de control se reciben mediante la red de Wi-Fi segura de 3DR Link. Solo 

cuenta con un procesador de 1GHz, un motor de 880 KV, batería de 14.7 V 

5200-mAh L polímero de Litio, dimensiones de 25 cm x 46 cm y un peso de 

1,5 kg [43]. 

 



 

2.1.6 Espectro electromagnético 

Es un conjunto de radiaciones electromagnéticas que difieren entre sí por su 

frecuencia. El espectro de un objeto se refleja y absorbe en la distribución 

característica de su radiación electromagnética [44]. 

2.1.7 Tipos de Imágenes espectrales 

o Imagen multiespectral: es un tipo de imagen que captura datos dentro 

de rangos de longitud de onda específicos a través del espectro 

electromagnético. En la agricultura de precisión se utiliza la banda del 

infrarrojo cercano y el rojo visible [45].  

o Imágenes hiperespectrales: es una imagen que posee varias bandas 

espectrales de información, contiguas entre sí, a través de todo el 

espectro electromagnético [46]. Estas imágenes tienen diferentes 

usos, tales como:  identificación y  vigilancia de cultivos, identificación 

de minerales, calidad y seguridad de alimentos, entre otros [19], [20]. 

2.1.8 Índices de vegetación 

Los índices de vegetación(VI, Vegetation Indexes) son producto de varios 

valores espectrales que son operados para producir un simple valor que 

indique la cantidad o vigor de vegetación dentro de un píxel [15]. Se 

presentan a continuación algunos de los índices de vegetación más 

relevantes de acuerdo con el reporte de ADSU [47]. 

o Índice de vegetación de diferencia normalizada (NDVI, Normalized 

Difference Vegetación Index): el NDVI es útil para detectar la 

capacidad viva, verde o fotosintética de las plantas. Para esto mide la 

diferencia entre el infrarrojo cercano (que refleja fuertemente la 

vegetación) y la luz roja (que la vegetación absorbe). Es un índice útil 

para identificar rápidamente las áreas de vegetación y su condición. 

Este índice puede utilizarse para analizar los cultivos en todas las 

etapas del crecimiento [48]–[50]. 

o Índice de vegetación de diferencia normalizada verde (GNDVI, Green 

Normalized Difference Vegetation Index): el GNDVI es sensible a las 

variaciones de clorofila en el cultivo. Es útil para evaluar biomasa, 

nitrógeno, actividad fotosintética, madurez o estrés en las plantas. 

Para ello opera la banda visible verde y la banda infrarrojo cercano 

[51], [52]. 

https://es.wikipedia.org/wiki/Espectro_electromagn%C3%A9tico
https://es.wikipedia.org/wiki/Espectro_electromagn%C3%A9tico


o Índice de vegetación de cociente normalizado (NRVI, Normalized 

Ratio Vegetation Index): el NRVI reduce los efectos del suelo y la 

topografía, factores de luminosidad y los efectos atmosféricos [12]. 

o Índice de vegetación simple (RVI, Ratio Vegetation Index): el RVI es 

sensible a la topografía del terreno y poco sensible a la luminosidad 

[12]. 

o Índice de clorofila verde (GCI, Green Chlorophyll Index): el GCI se 

utiliza para estimar el contenido de clorofila de las hojas teniendo en 

cuenta las bandas verdes e infrarrojas cercanas [10]. 

o Índice de vegetación de clorofila (CVI, Chlorophyll Vegetation Index): 

el CVI presenta sensibilidad al contenido de clorofila. Se utiliza del 

principio a mitad del ciclo de crecimiento de un cultivo. La mayor 

sensibilidad del índice a la concentración de clorofila en la hoja se 

debe al trabajar con los colores rojo y verde [53]. 

 

2.2. Análisis bibliométrico 

 

2.2.1. Fases metodológicas y herramienta de software 

Para realizar el análisis bibliométrico se utilizó la herramienta de mapeo 
científico de código abierto SciMAT [30]. El mapeo científico permite a los 
científicos realizar análisis de la evolución del entorno científico [54] y también 
muestra cómo los campos, documentos y autores individuales se relacionan 
entre sí [55], [56]. El mapeo científico realizado se centró en estudiar los 
avances en el análisis de imágenes multiespectrales obtenidas por VANT de 
cultivos. La Ilustración 1 muestra los pasos seguidos, los cuales son descritos 
a continuación. 
 



 
Ilustración 1. Flujo de trabajo del análisis bibliométrico. Imagen adaptada 

[30]. 

Recuperación de datos: esta investigación eligió la base de datos 
bibliográfica Web of Science (WoS) para construir un conjunto de datos, dado 
que es una de las bases de datos científicas más importantes. En este punto, 
la revisión entregó 10.999 documentos relacionados con la cadena de 
búsqueda "AGRICULTURA Y (ESPECTRAL O MUSLTISPECTRAL O 
HIPERSPECTRAL)", entre los años 2008 y 2019. Cabe resaltar que este 
revisión se realizó al inicio del trabajo de grado, en 2019, por eso los estudios 
se analizaron hasta ese año. 
 

o Preprocesamiento: para realizar el preprocesamiento es necesaria la 
reducción de datos, para ello se establece un umbral de frecuencia mínima, 
dicho umbral es de tres citas, es decir, para que los documentos sean tenidos 
en cuenta, estos deben haber sido citados 3 veces. 



o Diseño de red de unidades de análisis y normalización: se pueden establecer 
varias relaciones entre las unidades de análisis, estas se pueden representar 
como una red; donde autores, revistas, referencias, términos o documentos, 
se representan como nodos. Se estableció la red, en base a la concurrencia, 
con el fin de obtener aquellas que manejan relaciones por documentos, 
autores, términos y referencias. 
 

o Mapeo científico: en la construcción del mapa, el algoritmo de agrupación 
permite identificar clústeres de temas y sus agrupaciones asociadas, 
incluidos los requisitos analizados y la información bibliográfica relacionada. 
 

o Esquemas de visualización y análisis: los investigadores pueden observar el 
comportamiento de publicaciones, autores y referencias en diferentes áreas 
relacionadas con el uso de VANT y el análisis de imágenes multiespectrales, 
aplicadas en la agricultura. El análisis se realiza detectando patrones y 
tendencias en temas de investigación relacionados, para ello, los autores 
agrupan palabras y términos similares o estrechamente relacionados. Se 
elaboró un diagrama mostrando los grupos organizados por circunstancias, 
centralidad y densidad de las esferas en un plano cartesiano como se 
observa en la Ilustración 2.  La centralidad mide el grado de conexión de una 
red con otra y el nivel de participación.  
 

o Interpretación visual: los resultados fueron identificados de acuerdo con los 
temas, áreas, campos, disciplinas y esquemas teóricos sobre el 
conocimiento y la evolución científica del uso de VANT y análisis de 
imágenes multiespectrales aplicadas en agricultura. 

 

 

Ilustración 2. Comprensión y distribución del mapa estratégico. Fuente [30] 



2.2.2. Búsqueda de conjuntos de datos 

La cadena de búsqueda “AGRICULTURA Y (ESPECTRAL O 

MULTISPECTRAL O HIPERSPECTRAL)” ejecutada en el motor de 

búsqueda avanzada de la base de datos WoS entregó 10,999 documentos. 

Este corpus fue cargado en la herramienta SciMAT para desarrollar la 

metodología propuesta en el apartado anterior. La Ilustración 3, muestra el 

número de documentos resultantes de los filtros. 

o Primer filtro: se seleccionaron los clústeres generados por la 

herramienta SciMat relacionados con el tema de investigación. Se 

eliminaron las referencias con menos de cinco citas, excepto las 

publicadas a partir del 2018. Dando como resultado un total de 856 

documentos.  

 

o Segundo filtro: se seleccionaron los títulos que estaban relacionados 

con el tema de investigación, obteniendo 372 documentos. 

 
o Tercer filtro: el estudio fue enfocado en el uso de tecnologías como los 

VANT y las imágenes multiespectrales por lo cual se optó por eliminar 

aquellos que hicieran uso de imágenes satelitales o imágenes 

hiperespectrales. 

 
o Cuarto filtro: se seleccionaron los documentos con mayor relación con 

el tema de investigación. De los 125 documentos obtenidos sólo uno 

fue realizado en Colombia, más no hablaba de café, por esa razón se 

procedió a realizar la búsqueda mencionada en la sección 2.3 Trabajos 

relacionados. 



 

Ilustración 3. Filtro de etapas. Fuente propia 

2.2.3. Análisis de resultados 

En diciembre de 2015, la Convención Marco de las Naciones Unidas sobre el 

Cambio Climático (CMNUCC) firmó el Acuerdo de París [57], cuyo objetivo es 

mantener el aumento de la temperatura mundial por debajo de 2˚C en los 

niveles preindustriales y limitar el aumento de temperatura a 1,5 ˚C. Por ello, 

el Panel Intergubernamental sobre Cambio Climático (IPCC) publicó el informe 

especial sobre calentamiento global de 1,5 ° C, donde proponen la introducción 

de energías renovables, una mejor gestión de residuos y la reducción de la 

demanda energética, entre otras cosas, con el fin de fortalecer la respuesta 

global a la amenaza del cambio climático [58]. 

El cambio climático y las medidas que toman los gobiernos para enfrentarlo 

son fundamentales para la agricultura y su gestión. Por lo anterior, el acuerdo 

de París fue la referencia para dividir el análisis en dos periodos de tiempo, 

2008-2015 y 2016-2019.  

Según el contexto desarrollado se explican a continuación los mapas 

estratégicos presentes según los periodos de tiempo en la Ilustración 4 y la 

Ilustración 5. 



 

Ilustración 4. Primer periodo. Fuente propia 

En el primer cuadrante se encuentran los temas motores, aparecen los 

términos “índices de vegetación” y “teledetección” los cuales fueron descritos 

en la sección 2.1 Definiciones y conceptos fundamentales. Términos como la 

“espectroscopía”, “infrarrojo medio” y “visión por computadora” representan 

tecnologías no invasivas utilizadas para el análisis de cultivos o terrenos en 

la agricultura, las cuales no contaminan ni destruyen el medio ambiente y son 

consideradas como rápidas, confiables y precisas [10], [59], [60]. La revisión 

bibliográfica realizada con los resultados arrojados por SciMat destaca el uso 

de estas tecnologías, por ejemplo, en el análisis de la calidad y madurez de 

la vegetación, además permiten monitorear componentes como el carbono, 

calcio y nitrógeno en diferentes terrenos, cultivos y alimentos [61]–[70]. 

También, aparecen palabras representativas de los cultivos de canola [71]–

[75], carne [76]–[78], manzana [79]–[81], bosques [82]–[84], remolacha [85]–

[87] o maíz [88], [89], los cuales son tipos de vegetación o alimentos 

altamente estudiados. 

Los temas de alto desarrollo encontrados en el segundo cuadrante son más 

especializados. Por ejemplo se agrupan investigaciones en torno al metal, en 

donde se analizan el comportamiento de ligandos y complejos metálicos 

mediante la síntesis y caracterización de metales como el zinc, el cobre y el 

cobalto [90]–[92]. En concordancia con lo visto en el primer cuadrante, la 



espectroscopía es ampliamente utilizada en diferentes campos. Por ejemplo, 

en la salud, es aplicable para detectar e identificar alteraciones y cambios en 

los tejidos biológicos relacionados con el cáncer y fármacos para combatirlo 

[93], [94].  

Por otro lado, diversas investigaciones se centran en conocer la calidad y 

estado de salud en productos alimenticios, analizando si han sido afectadas 

por virus [95] o por insectos [96]–[99]. Partes importantes de análisis de las 

plantas para detectar dichas problemáticas, son la piel de los alimentos 

[100]–[102], las hojas y el suelo del cultivo; como se menciona en los términos 

encontrados en el primer cuadrante del segundo periodo.  

 La separación de periodos de tiempo están estrechamente relacionados con 
el cambio climático, los periodos de sequias pueden llevar a la muerte a 
muchos árboles, por ende, las imágenes multiespectrales pueden ayudar a 
encontrar tendencias para identificar las medidas de mitigación que se 
pueden realizar [103]. Además, aparecen componentes como el hierro [104], 
hidrogeno [105], [106] y el nitrógeno nuevamente, por ejemplo, se puede 
conocer o estimar la cantidad de nitrógeno presente en una planta al 
establecer una relación entre la materia seca y el contenido de nitrógeno en 
las hojas [107].  
 
El tercer cuadrante recalca la importancia de la teledetección y los países 
que sobresalen en este campo investigativo, como lo son Brasil [108]–[111] 
y China [112]–[114]. Se destaca en la teledetección el uso de tecnologías 
como los sistemas de información geográfica [115]–[117], VANT [118]–[121] 
y las imágenes espectrales ya que permiten una fácil manipulación de una 
gran cantidad de datos y superar las limitaciones de las medidas en tierra. 
Las imágenes hiperespectrales en conjunto con el uso de filtros permiten 
crear un sistema para la captura de imágenes de alta calidad con parámetros 
óptimos de trabajo [122].  
 
En el ámbito de la teledetección y la agricultura de precisión, la 
espectroscopía es bastante utilizada. Por ejemplo, se destaca la 
identificación de polímeros en objetos que precisan de conservación, es difícil 
por los métodos convencionales ya que son destructivos, por esta razón el 
uso de espectroscopia de infrarrojo cercano puede ser una solución viable 
para este proceso. Este mecanismo requiere una base de datos amplia para 
tener la capacidad de distinguir una mayor cantidad de polímeros, y tiene 
limitaciones para objetos con una reflexión limitada en la región NIR [123], 
[124]. 
 
Un término relevante en el tercer cuadrante es “algoritmo”. Los algoritmos 
pueden ser utilizados para un sinfín de propósitos. Algunos ejemplos de uso 
en la agricultura son: detectar la contaminación por Frass (excremento de 
insectos) [125]; estimar el volumen forestal, utilizando una combinación de 
datos ópticos remotos y de escáner laser [126]; estudiar las variaciones en la 



fotosíntesis, el rendimiento y el crecimiento de la planta con diferente 
concentración de nitrógeno [127] e identificar unidades litológicas [128], 
[129]. 

 
También, el tercer cuadrante muestra el término “salinidad”, ya que en 
algunas ocasiones es necesario el uso de agua salada para hidratar los 
cultivos, esto puede generar reacciones negativas en las plantas 
dependiendo del nivel de tolerancia, por esta razón es importante conocer en 
qué momento el nivel de sal no es adecuado [130]–[132]. 
 
Como último término a analizar en el tercer cuadrante, se encuentra la 
palabra “rata” (mouse-rat). Al usar una técnica de imagen de reflectancia 
difusa multiespectral para calcular los coeficientes óptico corticales de los 
cerebros de rata expuestos, se logra conocer los cambios espaciotemporales 
de la hemodinámica cerebral y la morfología del tejido cortical al mismo 
tiempo, esto se podría aplicar en cirugía cerebral, para monitorear las 
funciones cerebrales [133]. 
 
Finalmente, en el cuarto cuadrante, el análisis de imagen es uno de los 
términos más abarcados. Este hace parte de todo sistema de teledetección, 
pero puede hacerse de muchas formas y para diferentes propósitos, como el 
cálculo de clorofila en las hojas de un cultivo a partir de imágenes RGB [134], 
o para mapear y caracterizar vegetación [135], [136]. También es posible 
identificar y caracterizar alimentos como la carne con la ayuda de imágenes 
multiespectrales [137]. Las imágenes y datos espectrales facilitan el trabajo 
de monitorear el estado de los cultivos en sus diferentes etapas, por ejemplo, 
al analizar lotes tanto en cosecha como en pos-cosecha se puede controlar 
el estado de envejecimiento de los lotes usando espectroscopia NIR [138], 
[139]. Por otro lado, las imágenes espectrales en conjunto con algoritmos de 
aprendizaje supervisado y no supervisado permiten identificar el estrés, 
maduración y calidad de un cultivo, entre otros parámetros [140]–[142]. 
 
En los algoritmos, las redes neuronales se pueden emplear para separar 
alimentos según su tiempo de maduración [143], identificar el estado de salud 
[144] o predecir el rendimiento y crecimiento de un cultivo; con datos de las 
malezas, elevación e imágenes multiespectrales [145]. Continuando con el 
análisis de alimentos, los métodos de fluorescencia tienen potencial para 
evaluar y cuantificar de forma rápida y no destructiva el estado de salud, 
maduración, calidad y parámetros microbianos de varios productos crudos y 
procesados. Todo esto con el fin de ayudar a la industria alimentaria a reducir 
costos y mejorar los controles y seguimiento de alimentos [146]–[150]. 
 
El suelo es un factor clave en la agricultura, por ejemplo, el carbono orgánico 
del suelo (COS) tiene una relación directa con la sustentabilidad de cultivos 
presentes en ese espacio, por esta razón es importante estimar los niveles 
de COS en el suelo con tecnologías rápidas y eficientes  [64], [151]–[153]. 
 



 
Ilustración 5. Segundo periodo. Fuente propia 

En el primer cuadrante del segundo periodo, como método de análisis, se 
destaca la regresión de mínimos cuadrados parciales (PLSR). Este tiene 
diferentes aplicaciones en el contexto de la agricultura, principalmente para 
analizar componentes específicos de productos alimentarios [154]–[156]. 
Otra tecnología de alto uso en la teledetección aplicada a la agricultura son 
los satélites. Las imágenes satelitales tienen un gran potencial en el 
seguimiento y caracterización de enfermedades de cultivos e insectos que 
afectan grandes áreas [157], [158]. Al procesar dichas imágenes se puede 
obtener la caracterización y cuantificación de atributos de un terreno, 
optimizando así el trabajo y toma de decisiones de los agricultores [159]–
[161]. 
 
La calidad, salud y seguridad de los alimentos son de gran importancia para 
las personas. Llevar un estilo de vida saludable con una nutrición adecuada 
requiere que los productos consumidos estén en excelentes condiciones y 
procurar la protección del medio ambiente, por ejemplo, al reducir el 
desperdicio de agua en el riego [60], [162], [163] o al detectar y predecir 
enfermedades de forma no invasiva  [164]–[166]. La industria alimentaria 
busca crear productos de alta calidad utilizando tecnologías sostenibles 
[167]–[170] para evaluar el suelo del terreno o las hojas de los cultivos para 
estimar salud o componentes esenciales como carbono, nitrógeno y 
humedad [171]–[175]. 
 



En el segundo cuadrante, se encuentran temas tratados previamente, las 

plagas, en relación con las enfermedades e insectos, afectan la calidad y el 

estado sanitario de los cultivos, generando gran preocupación para la 

humanidad. Por lo tanto, varias investigaciones se han centrado en la 

creación y desarrollo de técnicas de detección más allá de los métodos 

tradicionales para proporcionar una evaluación rápida y no destructiva de la 

vegetación [99], [66], [100] - [102].  

En el grupo “flower”, el girasol es uno de los términos más comunes. Un 

ejemplo es el uso de espectroscopía e imágenes VIS o NIR para analizar la 

salud de las hojas de girasoles de una manera no destructiva, rápida y 

consistente [176], [177].  

Como se ha mencionado, el análisis de los componentes y elementos de un 

cultivo es un motor principal en la agricultura; el fósforo, el nitrógeno y el 

carbono, son elementos comunes para monitorear y analizar los cultivos  

[178], [179]. Temáticas aisladas, en donde también se analizan elementos 

particulares, como el estudio de la actividad antimicrobiana para aplicaciones 

en medicina [180],[181] y las propiedades antioxidantes de hierbas, 

alimentos y cultivos  [182], [183]. Al aislar los componentes de los hongos, 

como las depsidonas y los metabolitos, se investigan compuestos obtenidos 

con propiedades antibacterianas, antioxidantes y citotóxicas, que ayudan a 

crear un arsenal contra bacterias resistentes a múltiples fármacos [180], 

[184], [185]. 

En el tercer cuadrante, de temáticas emergentes o en declive, se encuentran 

varios métodos y tecnologías aplicadas para el estudio de materia biológica. 

Investigadores analizan las propiedades ópticas dependientes del tiempo y 

del espectro del material biológico para evaluar su firmeza, salud o calidad 

[186]–[189]. El uso de la frecuencia con fines de investigación es extenso ya 

que permite evaluar e identificar el comportamiento de diferentes fenómenos 

y seres. Por ejemplo, la frecuencia puede utilizarse para rastrear cómo 

cambia el estado de la planta según las condiciones ambientales [190] para 

caracterizar y diferenciar cultivos [191].  

Se pueden observar otros términos como la madera, los árboles y el pescado. 

A continuación, se expone lo principal de cada uno. Para la madera se suelen 

usar imágenes espectrales para analizar las modificaciones químicas y 

cambios en la composición de la madera cuando se expone a diferentes 

ambientes [192]–[195]. Por otro lado, diferentes investigaciones analizan los 

componentes y aspectos del árbol para caracterizar y diferenciar unas 

especies de otras. Además, pueden monitorear y estimar el estrés hídrico, 

índice de área foliar, clorofila y biomasa, entre otros [196], [197], [206], [198]–

[205]. 

 



El pescado es un alimento muy demandado a nivel mundial, de ahí la 

importancia de analizar su calidad e inocuidad. La espectroscopia, las 

técnicas de aprendizaje automático, el análisis de imágenes multiespectrales 

e hiperespectrales representan alternativas rápidas, precisas y no invasivas 

para monitorear, estimar o predecir factores relacionados con la calidad y 

salud de los peces [155], [207]–[210]. 

 

Por último, en el cuarto cuadrante, en el área de temas transversales, se 

pueden observar términos como hortalizas; tratando de analizar la calidad, 

inocuidad y desempeño de alimentos, como frutas y verduras, aplicando 

tecnologías como espectroscopia infrarroja media FT (FT-MIR) [211], 

imágenes espectrales [167] y luces LED  [212]. Por otro lado, están los temas 

generales como la discriminación, el fenotipo y los algoritmos. Los algoritmos 

de aprendizaje automático como se ha mencionado anteriormente se han 

aplicado para analizar, discriminar y estimar diferentes factores y atributos de 

un terreno, vegetación o alimento. Para discriminar plantas enfermas de 

alimentos sanos, de baja calidad o alterados, diferentes investigaciones han 

analizado el estrés de la planta, su salud, madurez y calidad a través de 

imágenes hiperespectrales [166], [213]–[215]. En la aplicación de fenotipado 

de plantas de alto rendimiento [216], el uso de reflectancia espectral [217], 

[218], VANT [219]–[221], entre otras tecnologías, se desarrollan soluciones 

no intrusivas y con seguimiento de alto rendimiento de las características 

fisiológicas de las plantas. 

Tabla 1. Cambio de cuadrante por temas. Fuente propia 

Tema 
Cuadrante 1° 

periodo 

Cuadrante 2° 

periodo 

VEGETATION-INDEXES 1 1 

COMPUTER-VISION 1 1 

MATURITY 1 3 

CLIMATE-CHANGE 3 3 

ALGORITHM 3 4 

DRONES 3 1 

 

En la Tabla 1 se observa el cambio de cuadrante por tema principal 

relacionado con el tema de investigación propuesto en este trabajo. El tema, 

índices de vegetación continúa siendo un tema motor al igual que la visión 

por computadora, lo que indica que son temas con relevancia y de interés 

investigativo.  



 

La madurez, al pasar del 1° al 3° cuadrante demuestra ser un tema en declive 

por lo cual está dejando de ser un foco importante de investigación. Por el 

contrario, drones pasa del 3° al 1°, lo cual denota que es un tema en 

crecimiento que terminó siendo un tema motor, esto implica que es una 

temática en auge, con potencial crecimiento y que es un buen tema para 

seguir investigando. Cabe destacar que el factor cambio climático, 

fundamento de la división temporal, sigue en el mismo cuadrante 

(crecimiento o declive), al ser algo importante y de gran impacto al planeta 

se podría concluir que es un tema en crecimiento. 

Por último, como se mencionó en conclusión a la Ilustración 3, ninguno de 

los 125 documentos resultantes estudiaba el café, y fueron realizados en 

Colombia, por esa razón se procedió a realizar la búsqueda mencionada en 

la sección 2.3. Trabajos relacionados. 

2.3. Trabajos relacionados 

Adicionalmente al análisis bibliométrico realizado se ejecutó la búsqueda 
bibliográfica con el filtro de búsqueda “Multispectral and Coffee” sin restricción 
de años, en las bases de datos WOS y Scopus, se encontraron 21 y 30 
documentos respectivamente, de los cuales se descartaron aquellos 
documentos que no se relacionaban con el tema de investigación o estaban 
duplicados, obteniendo así, solamente 22 estudios que analizaban cultivos de 
café a través de imágenes multiespectrales. De estos estudios ninguno fue 
realizado en Colombia, como puede observarse en la Ilustración 6. 
 
Por esta razón, se expande la investigación al revisar los 536 resultados de la 
cadena de búsqueda “Multispectral and Coffee and Colombia” en Google 
Scholar, sin embargo, solamente se encontraron dos estudios enfocados en 
cultivos de café en Colombia [6], [222], en los cuales, ninguno utilizó una cámara 
multiespectral comercial, probada a nivel industrial, sino una construcción 
científica en laboratorio basada en Raspberry Pi2 [6] e imágenes satelitales 
[222]. Cabe destacar que en dicha búsqueda se encontraron investigaciones de 
imágenes multiespectrales en Colombia de otros cultivos que contribuyeron a la 
construcción de esta sección. A continuación, se presenta la descripción de los 
trabajos más destacados en el estudio de imágenes multiespectrales de cultivos 
agrícolas, clasificados en: realizados en Colombia y realizados en otros países.  
 

                                                   
2 Raspberry Pi es un minicomputador de placa simple, creado inicialmente para incentivar la enseñanza de la 
informática.  
 



 
Ilustración 6. Documentos de WOS y Scopus sobre imágenes multiespectrales de 

cultivos de café. Fuente propia 

2.3.1 Estudios realizados en Colombia 

En esta sección se presentan estudios de cultivos agrícolas que hacen uso 
de VANT e imágenes multiespectrales realizados en Colombia. 
 

2.3.1.1 Estudios de café 

 

o En la investigación de J. M. Castrillón Cuervo et al., [223] desarrollaron un 
algoritmo de segmentación (lineal, bayesiano y vecinos más cercanos) de 
granos de café a través de la adquisición de imágenes de granos sanos y 
defectuosos. Determinaron las mayores diferencias entre tres clases de 
granos, sanos, fermento e inmaduro. A diferencia de esta investigación, 
nosotros nos enfocamos en las hojas de los cultivos de café, no en el 
grano ni su estado de maduración. 

 
o En la investigación de C. Castrillón et al., [224] desarrollaron un algoritmo 

que permite segmentar los granos de café lavado e identificar si han sido 
afectados por la broca del café al analizar la representación del color de 
crominancia azul y roja. En comparación nuestro trabajo no evalúa la 
salud del cultivo de café a través del análisis del grano, sino de la hoja.  

 
o En el trabajo de J.A Bolaños et al., [6] se desarrolló un sistema con una 

Raspberry pi para la toma de imágenes de cultivos del municipio de 
Timbío. Los investigadores calcularon el índice de vegetación NDVI, con 
el fin de estimar la salud de dicho cultivo; para ello crearon un sistema 
desarrollado en laboratorio con una Raspberry pi cámara NOIR 
(RGB+NIR) y una Raspberry PI Cámara RGB. Cabe resaltar las 
siguientes diferencias: se calculó más de un índice de vegetación, no sólo 
el NDVI y se analizó la correlación de dichos índices con niveles de 



clorofila, se usó una cámara multiespectral comercial para corroborar la 
estimación de salud realizada con modelos de aprendizaje automático, 
entre otros. 

 
o En la investigación de S. Bolaños et al., [222] se mapeó y clasificó el área 

de diferentes sistemas de café (monocultivo, policultivo y sistemas 
agroforestales) en el departamento de Huila. Realizaron una clasificación 
supervisada utilizando el algoritmo de vecino más cercano en un enfoque 
basado en objetos; para ello utilizaron la información espacial y espectral 
obtenida al integrar imágenes de satélite y mapas topográficos a través 
de sistemas de información geográfica (SIG).  

 
2.3.1.2 Estudios en otros cultivos diferentes al café:  

 
o En el artículo de J.P Rojas et al., [225] desarrollaron un sistema (Hardware 

y Software) para la toma y el procesamiento de imágenes 
multiespectrales de cultivos de arroz en sus diferentes etapas y para dos 
tipos diferentes de siembra: Santa Rosa para tierras bajas y Palmira para 
tierras altas.  Para esto construyeron un mosaico georreferenciado con 
las imágenes capturadas y calcularon los índices de vegetación (RVI, 
NDVI, GNDVI, DVI, CTVI, TVI y MSAVI).  

 
o En el trabajo de C.A. Devia et al., [226], los autores calcularon 7 índices 

de vegetación (RVI, NDVI, GNDVI, DVI, TVI, CTVI y MSAVI) para estimar 
la biomasa aérea (materia orgánica viva por encima del suelo [227]) del 
arroz en diferentes etapas de cultivo. También compararon los resultados 
de los métodos K-Means y redes neuronales artificiales (ANN, Artificial 
Neural Network) al momento de realizar las estimaciones dentro del 
algoritmo general de búsqueda estocástica. Nuestro estudio estima la 
salud, no la biomasa de cultivos de café a través del uso de regresiones 
lineales y redes neuronales artificiales con datos físicos de clorofila y los 
índices de vegetación.  

 
o El trabajo de J. Navia et al., [8] presentó un enfoque de la teledetección y 

la agricultura de precisión para monitorear campos de cultivo de arroz en 
Bogotá. Gracias a este enfoque los autores proporcionaron a los 
agricultores una herramienta integrada para medir y evaluar la vegetación 
verde viva mediante el ensamblaje de un mosaico de imágenes 
multiespectrales del terreno.  

 
o En la investigación de A.R Johnsen et al., [228] fueron evaluados los 

problemas más comunes que suceden durante el desarrollo del cultivo de 
papa en el departamento de Cundinamarca tales como, estrés por exceso 
de sales minerales y exceso de humedad en el suelo. Para esto, utilizaron 
la respuesta espectral de los cultivos obtenida a partir de imágenes de 
infrarrojo cercano (NIR) de alta resolución. Los resultados obtenidos 
demostraron que la respuesta espectral permite identificar características 



de la vegetación y problemas en el cultivo de papa.  
 
o A.K Torres Galindo et al., [229] desarrollaron un sistema con una Rasberry 

Pi B capaz de capturar imágenes multiespectrales en las bandas RGBN 
(rojo, verde, azul e infrarrojo cercano) y una aplicación que permite 
calcular el índice de vegetación NDVI para estimar la salud de la 
vegetación de la palma de aceite de la altillanura de la Orinoquía.  
 

2.3.2 Estudios realizados en otros países 

 
o P. Pereira Coltri et al.,  [230] utilizaron imágenes multiespectrales del 

satélite GeoEye-1 con bandas RGN para obtener índices de vegetación 
como GNDVI y NDVI. Entre sus resultados, se destaca que encontraron 
una buena correlación entre las bandas y la biomasa del café, y que esta 
relación es mucho más fuerte al trabajar con los índices de vegetación. 
De manera similar concluyeron que se puede tener una correcta 
estimación del stock de carbono en los cultivos de café de Minas Gerais, 
Brasil.  

 

o En el estudio de A. Chemura et al., [231] realizado en “Jersey Tea and 
Coffee Estates” en el Distrito de Chipinge, Zimbabwe demostró el valor de 
los datos multiespectrales de Sentinel-2 MSI y su relación con los índices 
de vegetación en el modelado de nitrógeno foliar de café a escala de 
paisaje. Identificaron las variables que mejor se desempeñaron en la 
predicción de N para mapear y medir los niveles que pueden usarse para 
la caracterización y administración de cultivos de café con el fin de lograr 
una excelente productividad.  

 

o La investigación de D.B Marin et al., [232] evaluó el potencial del sensor 
multiespectral OLS / TIRS Landsat 8 para la identificación y 
monitorización espacial y temporal del café (Cofea arabica) afectado por 
el tizón bacteriano en un campo de café comercial en el estado de Minas 
Gerais, Brasil.  

 
o L.F. Johnson et al., [233] recolectaron imágenes multiespectrales con un 

VANT Pathfinder-Plus sobre un cafetal comercial de Hawai durante la 
temporada de cosecha 2002. Estas imágenes fueron utilizadas para 
monitorear el estado de madurez del cafetal. El índice de madurez medio 
por campo fue correlacionado significativamente con los recuentos en 
tierra registrados por el productor y con la fecha de cosecha final.  

 

o El objetivo del estudio de C. Gómez et al.,  [234] fue identificar áreas 
adecuadas para la hibridación interespecífica del café en Nueva 
Caledonia. Para esto, los investigadores generaron un mapa predictivo al 
entrenar un sistema de red neuronal, esta red utilizó parámetros 
ambientales basados en el campo, predictores de detección remota 
mediante imágenes pancromáticas (blanco y negro) de Quickbird e 



imágenes multiespectrales.  
 
o El estudio realizado por F. S. Kawakubo et al., [235] en Minas Gerais, 

Brasil tuvo como objetivo contribuir al mapeo y clasificación de los cultivos 
de café (café de producción, café mixto y café viejo) utilizando imágenes 
multiespectrales con una resolución espacial de 23.5 m. Las imágenes 
multiespectrales fueron tomadas por el instrumento Linear Imaging Self 
Scanner a bordo del sistema satelital Indian Remote Sensing.  

 
o El estudio realizado por A. Chemura et al., [236] en Chipinge, Zimbabwe 

evaluaron el potencial de Landsat 8 OLI para desarrollar mapas temáticos 
específicos por edad del café. Concluyeron que es útil para el desarrollo 
de dichos mapas y que la banda NIR de OLI fue la banda más importante 
en la discriminación intraclase del café.  

 
o El estudio realizado en Brasil de G. D. Martins et al., [237] identificó la 

presencia de nematodos a través de mediciones biofísicas y espectrales 
de las hojas de café; ninguno de los parámetros biofísicos empleados 
como: Índice Foliar, biomasa y clorofila discriminaron eficientemente el 
estado de salud de las hojas. Por el contrario, la clasificación 
multiespectral (rojo, borde rojo e infrarrojo cercano) definió la distribución 
espacial de plantas de café sanas, moderadamente infectadas y 
severamente infectadas a través de con una precisión general del 78% y 
un coeficiente Kappa de 0,71. 

 

2.4 Conclusiones del estado del arte 
 

Tabla 2. Resumen comparativo de trabajos relacionados. Fuente propia. 

Articulo 

Ubicación Cultivo Fuente de dato 

Colombia Exterior Café Otro 
Cámara 

multiespectral 
Satelital Otro 

[222] X  x   x  

[223] X  x    x 

[224] X  x    x 

[225] X   x x   

[8] X   x x   

[226] X   x x   

[229] X   x   x 

[6] X  x    x 

[228] X   x x   

[230]  x x   x  

[231]  x x   x  

[232]  x x   x  

[233]  x x  x   

[234]  x x   x  



[235]  x x   x  

[236]  x x   x  

[237]  x x   x  

Este 
estudio x  x  x   

 

Deducciones obtenidas a partir de la Tabla 2, la cual presenta de forma 

sintetizada lo encontrado en los trabajos relacionados: 

En Colombia se encontraron pocos estudios realizados sobre cultivos de 

café; pero, a diferencia de nuestro estudio, estos no realizan un análisis de 

datos de los índices de vegetación y clorofila con técnicas de aprendizaje 

automático (regresiones líneas y redes neuronales artificiales) para estimar 

la salud. 

 

A nivel internacional, se encuentran varios trabajos científicos sobre el 

estudio de cultivos de café. No obstante, la mayoría de estos estudios hacen 

uso de imágenes satelitales [230]–[232],[234]–[237]. En contraste, el 

presente estudio pretende usar imágenes capturadas por cámaras 

multiespectrales transportadas en VANT.  Por último, este trabajo presenta 

un estudio del estado de salud de cultivos de café en el departamento del 

Cauca, Colombia a través de imágenes capturadas por la cámara 

multiespectral Survey 3 transportada en VANT. 

 

En este capítulo se explicaron los pasos realizados para elaborar el estado 

del arte, el análisis bibliométrico realizado en la herramienta SciMat y la 

descripción de la base conceptual para entrar en contexto en torno a los 

conceptos básicos y artículos relacionados con la agricultura, las cámaras 

multiespectrales y los VANT. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



CAPÍTULO 3 

3.  Materiales y métodos 
 
A continuación, se describen los materiales utilizados para el desarrollo de la 
presente investigación. 
 

3.1. Materiales 

 

Los materiales y equipos utilizados en el desarrollo del trabajo de investigación 
serán mencionados y descritos a continuación: 

 

o Computador: Un computador portátil HP con 4GB de memoria RAM y 
procesador AMD A6-5200 APU Radeon (TM) HD Graphics 2.00 GHz, en el 
cual se realizaron todos los procesamientos correspondientes en Python. 
 

o Cámara MAPIR Survey 3: La cámara incluye un receptor GPS USB externo 
para geo-etiquetar automáticamente cada imagen capturada. Su sensor de 
12MP, como se ve en la Tabla 3, y su lente nítido sin ojo de pez, le permite 
capturar fácilmente medios aéreos. Captura fotos en el disparador 
predeterminado del temporizador o se puede enviar una señal PWM a través 
del puerto HDMI. Este modelo cuenta con bandas Rojo  Verde + NIR (RGN, 
NDVI), por lo cual ve luz infrarroja cercana de 850 nm, roja de 660 nm y verde 
de 550 nm [238]. 
 
o Tabla 3. Especificaciones cámara MAPIR Survey 3. Fuente [238] 

Resolución 12 MP (4,000 x 3,000 px), 8MP 

Óptica 87° HFOV (19mm) f/2.8 

Velocidad de 
captura 

RAW+JPG:2.75 segundos/foto.   
JPG: 1.5 segundos/foto. 

GSD 5.5 cm/px (2.17in/px) a 120 m 
(~400 ft) AGL 

Peso 76g con batería 

Dimensiones 59 x 41.5 x 36mm 

Batería Removible Li-ion (1200mAh)  

Almacenamiento Micro SD (128GB) (64GB Card ≈ 
15,000 JPG, 2,200 RAW+JPG) 

Conectividad PWM vía HDMI  

GPS ublox UBX-G7020-KT 

 
o Vehículo aéreo no tripulado: SOLO 3DR es un VANT pequeño que 

funciona con cuatro motores y cuatro hélices. Este contiene módulos que 
controlan la navegación, la altitud y las comunicaciones del vuelo; además, 

https://www.u-blox.com/en/product/ubx-g7020-series


posee unas entradas de control mediante la red de Wi-Fi segura de 3DR Link. 
Cuenta con un procesador de 1GHz, un motor de 880 KV, batería de 14.7 V 
5200-mAh L polímero de Litio, dimensiones de 25 cm x 46 cm y un peso de 
1,5 kg [43]. 
 

o QGIS: es un sistema de información geográfica con licencia GNU. Es un 
proyecto oficial de Open Source Geospatial Foundation (OSGeo) [239]. 
 

o Agisoft Metashape: es un software fotogramétrico que implementa 

algoritmos de procesamiento de imágenes, con técnicas de fotogrametría 
digital para tareas de reconstrucción, visualización, topografía y mapeo 3D 
con el fin de desarrollar nuevas herramientas [240].  
 

o Colaboratory: es una herramienta que permite ejecutar código en la nube 

con lenguaje Python, dando acceso a instalaciones fáciles y acceso gratuito 

a GPU [241]. 
 

o Programa Mission planner: es una aplicación gratuita de código abierto que 

se puede utilizar como una utilidad de configuración o como un complemento 
de control dinámico para vehículos autónomos [242]. 

 
o Clorofilómetro CCM 200-PLUS: es un aparato compacto, manual, 

abastecido por una pila alcalina de 9V. El CCM 200-PLUS cuenta con una 
sección para la evaluación de muestras localizada en la parte superior del 
instrumento y una pantalla de cristal liquida (LCD) en donde se ve el valor del 
índice de contenido de clorofila (CCI, por sus siglas en ingles). Este 
dispositivo representa ser una herramienta útil para estimar de manera no 
destructiva las concentraciones de clorofila [243]–[246]. Las especificaciones 
se encuentran en la Tabla 4. 
 

Tabla 4. Especificaciones del clorofilómetro CCM 200-plus [249]. 

Parámetros de medida 653 nm (Clorofila) & 931 nm (NIR). 
Area de medida 9.52 mm (3/8") diámetro (71 mm2) 
Resolución 1 unidad CCI 
Detector Fotodiodo de silicio con amplificador integral para 

medición de absorbancia, monitoreo de potencia y 
compensación de temperatura. 

Almacenamiento 8 Mbytes de memoria para hasta 160.000 
mediciones de datos, o 94.000 con entradas de 
datos GPS adicionales. 

Modos Un solo punto, seleccionable por el usuario con 
promedios de 1 a 30 puntos y un protocolo 
estadístico de 10 a 30 puntos que solicita 
reemplazar los puntos de datos más allá de una 
desviación estándar de 2 sigma. 

Interfaz de usuario Pantalla gráfica de 128 x 32 píxeles, señales de 
pitido, teclas para: configuración, protocolos de 



medición, diagnóstico, control de datos y entrada 
de líneas de comentarios alfanuméricos por parte 
del usuario. 

I/O: USB 1.1 y RS-232; salida de archivos multipunto, 
salida única bajo demanda, compatible con NMEA 
0183 para la entrada de datos GPS. 

Rango de temperatura 0-50 °C. 
Fuente de poder 9V batería alcalina 
Intervalo de auto 
apagado 

4 minutos 

Tamaño 152(L) x 82(W) x 25(D) mm 

 

3.2. Diseño experimental 
 
Para el diseño experimental se adaptó el modelo CRISP-DM [247]. Este modelo 
consta de 5 fases, las cuales se pueden observar en la Ilustración 7. La primera 
fase, involucra la comprensión del negocio y entender los objetivos del proyecto; 
la segunda fase, plantea la recolección de los datos; la tercera fase, la 
preparación de los datos, lo cual implica un primer acercamiento en el estudio y 
entendimiento de los datos obtenidos y la cuarta fase, corresponde a las 
técnicas y el procesamiento aplicado a los datos, los cuales se evalúan en la 
quinta fase (Evaluación). 
 
El color azul hace referencia al estado del arte, el color verde agrupa las fases 
de análisis y preparación de los datos y el color gris, las etapas de modelación 
y evaluación. 
 

 
Ilustración 7. Etapas modelo CRIPS-DM. Fuente [247]. 

En la Ilustración 8, se observan las etapas del diseño experimental adaptado 
uniendo algunas fases del modelo CRIPS-DM. En la primera etapa “Captura de 
datos”, se encuentra el entendimiento de la problemática que se ve reflejada en 



el estado del arte; la segunda etapa “Preprocesamiento de datos”, corresponde 
a la unión de la segunda y tercera fase del modelo CRISP-DM, en la cual se 
capturan y recolectan los datos, se filtran y se generan datos sintéticos, con el 
fin de obtener el conjunto de datos final con los que serán entrenados los 
modelos y la tercera etapa “Modelado de datos”, representa la implementación 
de modelos de aprendizaje automático y la evaluación del error de los mismos. 
 

  
Ilustración 8. Etapas diseño experimental. Fuente adaptada de [247]. 

3.2.1. Captura de datos 
 

Para la captura de los datos, se realizaron tres procesos como se observa en 
la Ilustración 9. El primer paso fue la programación del vuelo del VANT en el 
software Mission Planner y la captura de las imágenes multiespectrales por 
medio de la cámara mapir survey3 aerotransportada en el VANT Solo 3DR 
(Este VANT tiene compatibilidad con el programa Mission Planner y permite 
configurar la captura automática de fotos); el segundo paso fue el 
procesamiento de las imágenes en los programas agisoft metashape y QGIS 
para la obtención de los índices de vegetación y en el tercer paso se tomaron 
muestras de clorofila en las plantas de café con el clorofilómetro CCM-200 
PLUS, el cual fue usado como método no destructivo para determinar el 
contenido de clorofila en las plantas [248], [249]. 



Ilustración 9. Metodología para la captura de datos. Fuente propia. 
 

3.2.1.1. Metodología para la captura de imágenes multiespectrales 
 

Existen diferentes parámetros que intervienen en el proceso de captura de 
las imágenes usando VANT, los cuales están definidos por el alcance de las 
herramientas utilizadas y su acoplamiento. Entre los más importantes se 
destacan la altura, autonomía y velocidad del vuelo del VANT, el intervalo de 
captura de la cámara, el área a cubrir, y la resolución de la cámara [250]. 
 
Para acoplar la cámara Mapir Survey con el VANT y generar la captura 
programada en el vuelo, se siguieron los pasos de la guía “Activar la cámara 
Survey2 usando la señal PWM de 3DR SOLO” que se encuentra disponible 
en línea [251]. Para el montaje físico mostrado en la Ilustración 10,  se 
utilizaron amarras para evitar movimientos de la cámara que produzcan 
distorsiones en las imágenes, además se acopló un módulo GPS para 
habilitar la realización de vuelos autónomos. De acuerdo con la guía 
mencionada, se utilizó la herramienta Mission Planner para la configuración 
del vuelo del VANT, en la cual se generó una misión que luego fue cargada 
al VANT 3DRSolo. 

 



 
Ilustración 10. Montaje del VANT. Fuente propia 

 

Para realizar una correcta recolección de información a partir de imágenes 
es importante tener en cuenta las limitaciones del sistema, como lo es: la 
resolución, distancia focal, velocidad de captura, entre otros [252]. En el 
presente estudio para establecer el plan de vuelo utilizaron las siguientes 
características físicas de la cámara Survey3W. 
 

o Ancho del sensor: 6.2496mm 
o Alto del sensor: 4.6872mm 
o Distancia focal: 3.37mm 
o Resolución: 12MP (4032*3024 pixeles) 
o Velocidad de captura: 0.00575 segundos  

 
Con los anteriores parámetros fue calculada la distancia de muestreo del 
suelo (GSD por sus siglas en inglés), la cual es la distancia entre el centro de 
dos pixeles medidos en el suelo. Entre mayor sea la distancia GSD habrá 
mayor cobertura en la foto; pero, con menor detalle; y entre menor sea la 
distancia GSD, la cobertura será menor; pero, con mayor detalle en cada 
fotografía. La Ecuación 1 representa dicha relación  
 

𝐻𝑚 =
𝐼𝑚𝑊 ∗ 𝐺𝑆𝐷 ∗ 𝐹

𝑆𝑊 ∗ 100
 

Ecuación 1 

 



Donde:  
H: altura del vuelo en metros 
ImW: ancho de la foto en pixeles  
GSD: distancia de muestreo del suelo en centímetros/pixel 
SW: ancho del sensor en milímetros  
F: distancia focal en milímetros 

 
A partir de la Ecuación 1 se obtiene el valor de GSD como se puede observar 
en la Ecuación 2. 

GSD =
SW ∗ 100 ∗ Hm

ImW ∗ F
    

 

Ecuación 2 

Los valores más comunes de GSD utilizados en la agricultura de precisión 
varían de 2cm a 15cm [253]. Tomando estos valores de referencia, la altura 
mínima sería de 44m y la altura máxima sería de 327m. Sin embargo, a pesar 
de tener valores de referencia, estos no fueron aplicados. En primera 
instancia, porque la altura máxima de 327m excede la altura legal permitida 
en Colombia regulada por la Unidad Administrativa Especial de Aeronáutica 
Civil de 123m [254]. Por otro lado, la altura mínima utilizada fue de 25m (GSD 
=1.2cm), esto con el fin de buscar la mejor resolución en las fotos teniendo 
en cuenta los obstáculos del terreno (otro tipo de árboles). Cabe resaltar que 
el terreno de análisis es un cultivo de café de variedad Castillo ubicado en 
una finca en San Joaquín, Tambo, Cauca. 
 
Al delimitar el área del cultivo de café, sobre la cual se efectúa el plan de 
vuelo automático en Mission planner (área roja de la Ilustración 11), éste no 
permitió una altura superior a 80m. Por dicha razón, y para no estar sobre el 
límite establecido por el programa, la altura máxima usada fue de 75m.  
 
Después de determinar las alturas del vuelo (25m y 75m), Mission Planner 
genera la mejor misión de vuelo teniendo en cuenta las especificaciones de 
la cámara, como por ejemplo, la altura, un traslape frontal de 80% y un 
traslape lateral de 75% [255], [256]. Las misiones de vuelo generan puntos 
de espera (puntos verdes) con coordenadas en los cuales el VANT enviará 
una señal PWM a la cámara, para que esta tome una fotografía. Este proceso 
de configuración de vuelo se describe detenidamente en el ANEXO A, 
además las imágenes multiespectrales capturadas en los vuelos se 
encuentran disponibles en un repositorio de GitHub3. 
 

                                                   
3 Repositorio de Github disponible en [313]. 



 
Ilustración 11.Puntos de polígono (rojos) y puntos de control (verdes). 

Fuente propia. 

Las imágenes multiespectrales obtenidas fueron procesadas en la 
herramienta software agisoft metashape para la creación del ortomosaico 
(representación proyectada ortogonal del terreno en forma de foto [257]). El 
proceso necesario para generar el ortomosaico, a partir de las imágenes 
multiespectrales individuales, se encuentra descrito detalladamente en el 
ANEXO B. 

 
3.2.1.2. Obtención de los índices de vegetación 

 
Los índices de vegetación están relacionados con las condiciones de un 

cultivo, al analizar los valores espectrales de las diferentes bandas (rojo, 

verde, infrarrojo cercano) se puede determinar el vigor, nivel de clorofila y/o 

salud de la vegetación en determinado píxel de la imagen. Por ejemplo, se 

destaca el NDVI, en donde los valores fluctúan entre -1 y +1; a mayor valor 

numérico, más vigor tendrá la cobertura, como se encuentra representado 

Ilustración 12 [258]. Cabe destacar que los índices de vegetación obtenidos 

son: NDVI, GNDVI, RVI, GCI, NRVI y CVI. 

https://xenital.com/fotos/


 
Ilustración 12. Nivel de salud por NDVI. Fuente [258]. 

Para obtener los índices de vegetación NDVI, GNDVI, RVI, GCI, NRVI y CVI 

se cargaron las ortofotos en el programa QGIS, se dibuja un recuadro de 

cada árbol muestreado (figura roja) del terreno, como se observa en la 

Ilustración 13. Además, se ve el cultivo de café segmentado en 3 secciones, 

3 hileras con 5 filas y cada fila con 30 cafetos, dando un total de 450 cafetos.  

El mapeo del cultivo del terreno se describe detalladamente en la sección 

3.2.1.3 Muestreo de clorofila, en donde se explica la selección del mapeo en 

forma de X y el número de muestras a tomar. 

 

 

Ilustración 13. Mapeo del cultivo del terreno. Fuente propia. 



Posteriormente, se agregaron las fórmulas correspondientes a los índices de 
vegetación, en el apartado de ‘raster calculator’ del software QGIS (La 
configuración del software QGIS está descrita en el ANEXO C). Como se 
observa en la Ilustración 14, en el panel de operaciones se colocan las 
ecuaciones relacionadas al cálculo de los índices de vegetación. Los valores 
calculados para los índices de vegetación seleccionados (NDVI, CVI, GNDVI, 
NRVI3, NRVI, RVI y GCI), se anexan al valor de clorofila promedio por planta, 
lo cual se ve representado por la columna MEDIA de valor 1. Este valor es 
resultado de promediar los valores de clorofila por hoja de la planta, que se 
encuentran en la columna MEDIA con valor igual a 0. Además, están los 
datos de fecha y hora de la muestra tomada y del vuelo del VANT. Igualmente 
se registra la zona donde fue tomada la muestra, la cual indica la sección en 
donde se tomó dicha muestra, si es de la parte alta o media como se 
representa en la Ilustración 18 y se explica detalladamente en la sección de 
filtrado de datos. Cada muestra posee identificadores únicos que se sacan 
según el vuelo, fila y columna de la planta. Los resultados obtenidos y las 
columnas descritas se observan en la Tabla 5, y los datos completos de los 
vuelos se encuentran en el ANEXO D.  
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 



Tabla 5. Valores índices de vegetación. Fuente propia 

ID 
VUELO FILA PLANTA MEDIA 

HORA 
CLL 

FECHA 
HORA 
VUELO 

ZONA 
CLL 
(CCI) 

NDVI CVI GNDVI NRVI RVI GCI NRVI3 

112 1 
1 2 1 7:00 

02-06-
21 

11:30 MEDIA 
114.51 0.227 1.458 0.519 0.227 1.589 1.519 0.011 

112 1 
1 2 0 7:00 

02-06-
21 

11:30 MEDIA 
114.9         

112 1 
1 2 0 7:01 

02-06-
21 

11:30 ALTA 
82.7         

112 1 
1 2 0 7:01 

02-06-
21 

11:30 ALTA 
74.9         

112 1 
1 2 0 7:02 

02-06-
21 

11:30 MEDIA 
124.9         

112 1 
1 2 0 7:03 

02-06-
21 

11:30 MEDIA 
123.1         

112 1 
1 2 0 7:03 

02-06-
21 

11:30 MEDIA 
115.8         

112 1 
1 2 0 7:04 

02-06-
21 

11:30 MEDIA 
152.8         

112 1 
1 2 0 7:05 

02-06-
21 

11:30 MEDIA 
135.3         

112 1 
1 2 0 7:05 

02-06-
21 

11:30 ALTA 
92.9         

112 1 
1 2 0 7:06 

02-06-
21 

11:30 MEDIA 
116.8         

112 1 
1 2 0 7:07 

02-06-
21 

11:30 MEDIA 
148.6         

112 1 
1 2 0 7:07 

02-06-
21 

11:30 MEDIA 
147.8         

112 1 
1 2 0 7:07 

02-06-
21 

11:30 ALTA 
82         



112 1 
1 2 0 7:08 

02-06-
21 

11:30 MEDIA 
140.3         

112 1 
1 2 0 7:09 

02-06-
21 

11:30 MEDIA 
146.4         

112 1 
1 2 0 7:10 

02-06-
21 

11:30 MEDIA 
108.6         

112 1 
1 2 0 7:10 

02-06-
21 

11:30 MEDIA 
110         

112 1 
1 2 0 7:11 

02-06-
21 

11:30 MEDIA 
155.6         

112 1 
1 2 0 7:12 

02-06-
21 

11:30 MEDIA 
118.6         

112 1 
1 2 0 7:13 

02-06-
21 

11:30 MEDIA 
121.8         

112 1 
1 2 0 7:13 

02-06-
21 

11:30 MEDIA 
123.6         

112 1 
1 2 0 7:14 

02-06-
21 

11:30 ALTA 
41.2         

112 1 
1 2 0 7:14 

02-06-
21 

11:30 MEDIA 
118.1         

112 1 
1 2 0 7:15 

02-06-
21 

11:30 MEDIA 
125.9         

112 1 
1 2 0 7:16 

02-06-
21 

11:30 ALTA 
50.2         

112 1 
1 2 0 7:16 

02-06-
21 

11:30 ALTA 
79.5         

 
 

 



 

Ilustración 14.Raster calculator de QGIS. Fuente propia. 

 
3.2.1.3. Muestreo de clorofila 

 

Como se ha mencionado anteriormente, los índices de vegetación están 
relacionados con diversos componentes de las plantas, la clorofila es uno de 
ellos. Por ejemplo, el índice CVI analiza las bandas NIR, verde y roja para 
estimar el contenido de clorofila [259], en donde reluce la banda roja (550/850 
nm) al presentar una alta correlación con la concentración de clorofila [260]. 
Por esta razón, se realizó el muestreo de clorofila en las plantas de café 
usando el clorofilómetro CCM-200 PLUS (tercer paso de la Ilustración 9). 
Además, en paralelo con el muestreo de clorofila, se capturaron imágenes 
multiespectrales para encontrar la correlación entre dichos datos. Las tomas 
de clorofila del terreno se hicieron en un periodo de 8 horas (entre las 7 am y 
las 3 pm) y el vuelo fue realizado a las 12 del mediodía. 
 
Para realizar el muestreo físico de clorofila en el cultivo, se seleccionó un 

área con aproximadamente 450 plantas de café de variedad castilla de la 

misma edad (2 años) organizadas en 15 hileras, cada hilera con 30 plantas. 

Al analizar la documentación encontrada para muestreo foliar de cultivos de 

café [261]–[264], se establece un rango de muestreo de 10-30 plantas, 

tomando por cada planta 15-30 hojas. 



Con base en lo anterior, se tomó como referencia el límite superior, es decir, 

se hizo un muestreo de 30 cafetos y de cada uno de los cafetos se tomaron 

muestras de 30 hojas, las cuales estaba ubicadas en zona media y alta del 

cafeto. Por cada una de las 30 hojas se tomaron medidas en dos puntos 

(centro y exterior) de la hoja. El muestreo se realizó de manera semi-aleatoria 

en forma de X, como se puede observar en el cuarto elemento de la  

Ilustración 15 y en la Ilustración 13, con base en lo expuesto por J. Lozano 

[262].   

 

Ilustración 15. Distribución de las plantas en el terreno. Fuente [262] 

 

Arriba mencionado, en la literatura encontrada se determinó que el número 

de muestras por cafeto debía ser alrededor de 30 hojas [253]–[256]. En 

consecuencia, el presente estudio, para corroborar dicho valor (30), varió el 

número de muestras de hojas desde 10 hasta 70, encontrando también, que 

el número adecuado de muestras a tomar es 30 hojas, ya que este es el punto 

en donde la desviación estándar no se reduce significativamente como se 

observa en la Tabla 6 (Los datos completos que se usaron para calcular la 

desviación estándar se encuentran en el ANEXO E). Además, se observó 

que la desviación estándar es alta entre las hojas de una misma planta, es 

decir, hay gran dispersión de los datos. Lo anterior se debe a varios factores, 

por ejemplo, la diferencia de color entre las hojas de las ramas altas y medias, 

la posición de las hojas en la rama, los puntos de la hoja en donde se toman 

las muestras de clorofila, el clima, el error humano, el ángulo en el cual está 

dando el sol al momento de la captura de la imagen multiespectral, entre 

otros. 

Tabla 6. Variación estándar por número de muestras. Fuente propia 

N° hojas σ  CCI 

10 58.22 

20 55.70 



30 55.04 

40 55.56 

50 54.89 

60 54.45 

70 54.43 

 

Otro factor que contribuye al incremento de la desviación estándar de la 
clorofila entre las hojas es que incluso existen variaciones entre los valores 
de clorofila de puntos cercanos en la misma hoja; como se puede observar 
en la Tabla 7, existe una gran desviación estándar entre puntos diferentes de 
una misma hoja, como se observa en la Ilustración 16, se tomaron seis 
puntos repartidos entre externos y medios de la hoja. Los datos que se 
usaron para calcular la desviación estándar se encuentran en el ANEXO F. 
Esta alta desviación estándar presente en los valores de clorofila en los 
diferentes puntos de la hoja y entre las hojas en sí, además de los 
mencionados anteriormente, se debe a que el cloroplasto no es uniforme 4; 
en otras palabras, la pigmentación verde en los cloroplastos varía. 
 

 
 

Ilustración 16. Muestreo de puntos por hoja. Fuente adaptada de [265]. 

 
Tabla 7. Desviación estándar promedio de puntos dentro de cada hoja. 

Fuente propia. 

                                                   
4  Orgánulo presente en las plantas que contiene la clorofila y realiza la fotosíntesis 
[314] 



 

σ CCI por hoja 

47.9 

15.73 

13.85 

6.7 

5.8 

10.05 

4.94 

4.09 

22.11 

19.62 

19.89 

26.54 

27.34 

15.73 

 
 

3.2.1.4 Preprocesamiento de datos 

 
Ilustración 17. Revisión de datos. Fuente propia. 



En la etapa de preprocesamiento, se tienen 3 subprocesos como se observa 
en la Ilustración 17, el análisis de correlación, el filtrado de los datos y la 
creación de los datos sintéticos. Los datos obtenidos (índices de vegetación 
y concentración de clorofila) se encuentran en el ANEXO G.  
 

 Filtrado de datos 

 
En primera instancia, se analiza la correlación de Pearson, la cual mide la 
relación entre los datos, entre más se acerquen a 1, mejor es la relación de 
las variables [266], [267]. En la Tabla 8 se puede observar que la correlación 
inicial con todos los datos es muy baja, por lo cual es importante analizar los 
datos y filtrar la información según los atributos de categorización expuestos 
en la Tabla 5. Por esta razón, se definieron 3 filtros para la información 
obtenida. El primero es la zona de la planta la cual indica la sección en donde 
se tomó la muestra, zona alta o zona media como se representa en la 
Ilustración 18, ya que representa una diferencia en ubicación y color; se 
observa en la Ilustración 19, una diferencia de verdor entre la zona alta (color 
verde claro) y la zona media (color verde oscuro), entre más claro sea el 
verde de la hoja medida, menor es el valor de clorofila dado; el segundo filtro 
es la hora y el tercero la fecha, los cuales indican la información temporal de 
la toma de cada muestra en las plantas.  
 
El filtro compuesto con el cual la correlación de Pearson mejoró, fue aquel en 
donde se filtró por zona media de la planta, ya que es la zona más amplia, 
con mayor cantidad de hojas y más visible en la foto. La fecha con mejor 
comportamiento fue el 06/02/2021, esto se debe a que el 28/03/2021 se nubló 
por secciones al momento de tomar las fotografías, además se filtró en un 
intervalo de hora de 08:00 am a 04:00 pm para estar en una franja horaria 
más cerca del vuelo del VANT, el cual fue realizado a las 11:30 am. 

 



Ilustración 18. Zona de medida dibujo. Fuente adaptada de [268]. 

 
 

 
Ilustración 19. Diferencia color entre zona alta (a) y zona media (b). Fuente 

adaptada de [269]. 

Tabla 8. Correlación de Pearson de índices de vegetación. Fuente propia 

 ANTES DEL FILTRO DESPUÉS DE FILTRO 

NDVI 0,08671 0.596 

CVI -0,01813 0.222 

GNDVI -0,00187 0.272 

NRVI 0,08671 0.596 

RVI 0,091016 0.602 

GCI -0,00172 0.272 

 
En la Tabla 8 se observa que después del proceso de filtrado, la correlación 
de Pearson mejoró, ya que los valores obtenidos se acercan un poco más a 
1, en comparación a los datos sin manejo de filtros. No obstante, la 
información se redujo, por lo cual, para aumentar el tamaño del conjunto de 
datos y superar las limitantes de tiempo para tomar más muestras en campo, 
se optó por una alternativa usada en el ámbito del aprendizaje automático, la 
generación de datos sintéticos [270]–[274] . 
 

 Generación de datos sintéticos 
 
Para generar los datos sintéticos se usó la librería de Gretel Synthetics, la 
cual permite generar datos sintéticos a través del uso de enlaces a la API 
REST de Gretel [275]. Gretel tiene diferentes configuraciones, donde se 
probaron las principales, las cuales fueron: la predeterminada, recuento de 
registros bajo, datos numéricos y recuento de campos alto [276]. Cada una 
de estas configuraciones fue probada, con el fin de buscar aquella que diera 
el mejor resultado, es decir, que el reporte generado por la API de Gretel 
diera un puntaje en la calidad de los datos “excelente”, como el que se 



observa en la Ilustración 20 [277]. En el ANEXO H se encuentran los 
resultados obtenidos con sus respectivos datos. 

 
Ilustración 20. Reporte de resultados de datos sintéticos obtenidos en 

Gretel. Fuente captura de la herramienta Gretel [277]. 

 

En las estadísticas de los datos en la Ilustración 20, se pueden observar tres 
identificadores: estabilidad de correlación de campo (95), estabilidad de 
estructura profunda (75) y estabilidad de distribución de campo (83). Los 
valores observados indican el puntaje de los datos en ese identificador, entre 
mayor sea, indica una mejor calidad de datos, se consideran buenos valores 
70-100, siendo 100 el mejor valor. 
 

 
Ilustración 21.Reporte de correlación entre datos de entrenamiento y 

sintéticos. Fuente propia 

Para hallar la estabilidad de correlación de campo, se calcula la correlación 
en los datos de entrenamiento (Training Correlations de la Ilustración 21) y 



en los datos sintéticos (Synthetic Correlations Correlations de la Ilustración 
21). Posteriormente, se calcula la diferencia entre estos valores, dando como 
resultado la diferencia de la correlación (Correlation Difference), la cual se 
promedia en todos los campos, entre menor sea la diferencia de correlación, 
es decir, un valor más cercano a 0 (color amarillo) como se observa en la 
escala de colores de la Ilustración 21, mejor será la calidad de los datos 
obtenidos, lo cual es importante para el entrenamiento de técnicas de 
aprendizaje automático. 
 
Para calcular la estabilidad de estructura profunda, Gretel compara un 
análisis de componentes principales (PCA, por sus siglas en inglés) con los 
datos originales y luego con los datos sintéticos, una explicación más 
detallada sobre PCA se encuentra en la documentación de Gretel [277]. 
 
Por último, la estabilidad de distribución de campo denota que tan parecida 
es la distribución de campo en los datos sintéticos con respecto a los 
originales, para conocer la calidad de los datos se utiliza la distancia de 
Jensen-Shannon. Cuanto menor sea este valor, mejor serán los datos. Para 
mayor información se puede consultar la explicación de la documentación de 
Gretel [277]. 

 
3.2.1.5 Modelado de datos 

 

 
Ilustración 22. Modelado de datos. Fuente propia. 

La clorofila sirve como indicador del estado de salud, nutrientes y 
productividad de las plantas [246], [278]–[280]. Establecer un esquema de 
clasificación del estado de salud y nutrición de la planta con base en los 



valores de clorofila medidos in situ es posible [249], [281]–[284], un ejemplo 
de ello se observa en la Ilustración 23 en donde, entre mayor es el valor dado 
por el clorofilómetro SPAD, mejor será el estado de salud de la planta [285].  
Para expresar la relación del estado de salud de la planta con los valores 
CCI, se utilizó la relación entre SPAD y CCI expresado en el estudio de Dong 
T. et al., [249], el cual se ve expuesto en la Tabla 9, ya que tiene en cuenta 
varios tipos de cultivos. 
 

 
Ilustración 23. Rangos de estados de nutrientes adecuados para las hojas 

de café. Fuente [249] 

Tabla 9. Valores SPAD y CCI por nivel de salud. Fuente adaptada de Dong 
T et al., [249]. 

CATEGORÍA SPAD 502 (SPAD) CCM-200 (CCI) 

Deficiente X < 43 X < 25 

Marginal/Normal 44 < X > 55 26 < X > 54 

Adecuado X > 56 X > 55 

 
Teniendo claro y definiendo los valores de SPAD y CCI para el estudio, se 
necesita una herramienta adecuada para realizar la estimación de variables 
y componentes vegetativos, estudios previos han demostrado la efectividad 
y popularidad del uso de las regresiones lineales, árboles de decisión, 
bosques aleatorios, máquinas de vectores y k vecinos más cercanos para la 
estimación de variables y componentes vegetativos [48], [60], [286]–[291], 
además de ser útiles para conjuntos de datos pequeños [292], [293]. Por 
estas razones, en el presente estudio fueron implementados dichos modelos 
tanto para los datos iniciales sin datos sintéticos como para aquellos con los 
datos sintéticos. Los códigos implementados se encuentran en nuestro 



repositorio de github 5. 
 
Como se observa en la Ilustración 22, en el proceso de modelado de datos, 
se aplicaron cinco modelos; regresión lineal (simple y múltiple), árbol de 
decisión, bosque aleatorio, máquina de vectores y k vecinos más cercanos. 
Para cada uno de ellos se utilizó validación cruzada, ya que permite evaluar 
los modelos mediante su entrenamiento en subconjuntos de datos. Estos se 
dividen en datos de entrada disponibles (80%) y datos complementarios 
(20%), los datos utilizados se encuentran en el ANEXO G [294]. Para el 
entrenamiento de dichos modelos y la segmentación en los subconjuntos de 
datos, se utilizó la librería train_test_split() de scikit-learn, ya que minimiza el 
sesgo en los procesos de evaluación y validación [295]. 
 

 Modelado con regresión lineal 

 
La regresión lineal simple o múltiple es comúnmente aplicada para estimar el 
valor de una variable según el valor de otra a través de una recta que refleja 
el comportamiento de las variables [296]. En este caso la variable 
dependiente, es decir, la que se quiere predecir es el nivel de clorofila CCI, y 
las variables o la variable independiente serán dadas por los índices de 
vegetación hallados.  
 
Para evitar la multicolinealidad se analizó la correlación entre las variables, 
esto se puede observar en la Tabla 10 y en la Ilustración 24 (Entre más claro 
sea el color referente a la línea de color ubicada en el extremo derecho, 
mayor es la correlación). Posteriormente, se eliminaron aquellas que se veían 
representadas en otra, es decir, que presentarán una correlación mayor a 
0.9, por esta razón se realizó la regresión lineal múltiple para el RVI y GCI. 
 
Para entrenar los modelos de regresión lineal simple y regresión lineal 
múltiple se utilizó de forma aleatoria el 80% de los datos y para los datos de 
pruebas el 20% restante. La implementación de la regresión lineal utilizada 
corresponde a la librería sklearn de python. 
 
Tabla 10. Correlación entre índices de vegetación y clorofila. Fuente propia 

 CLL NDVI CVI GNDVI NRVI RVI GCI NRVI3 

CLL 1.0000 0.5966 0.4298 0.4674 0.5966 0.6001 0.4674 0.5980 

NDVI 0.5966 1.0000 0.6100 0.6754 1.0000 0.9995 0.6754 0.9999 
CVI 0.4298 0.6100 1.0000 0.9962 0.6100 0.6247 0.9962 0.6145 

GNDVI 0.4674 0.6754 0.9962 1.0000 0.6754 0.6890 1.0000 0.6796 
NRVI 0.5966 1.0000 0.6100 0.6754 1.0000 0.9995 0.6754 0.9999 

RVI 0.6001 0.9995 0.6247 0.6889 0.9995 1.0000 0.6890 0.9995 
GCI 0.4674 0.6754 0.9962 1.0000 0.6754 0.6890 1.0000 0.6796 

NRVI3 0.5980 0.9999 0.6145 0.6796 0.9999 0.9995 0.6796 1.0000 

                                                   
5 Repositorio de github https://github.com/NataliaArteaga/MultispectralImagesCoffee. 



 

 
Ilustración 24. Mapa de calor de correlación de Pearson. Fuente propia. 

 

En la Tabla 11 se registran el MSE y el MAE de la regresión lineal múltiple. 
Para la regresión lineal múltiple (y para los siguientes modelos) el valor a 
predecir fue el índice de contenido de clorofila (CCI) y las variables 
independientes los índices de vegetación (RVI y GCI). Además, se 
implementó una regresión lineal simple para cada uno de los índices de 
vegetación para analizar su comportamiento individual. Como se observa en 
la Tabla 12, el mejor comportamiento de la regresión lineal se observó en el 
NRVI al tener el error más bajo, esto puede deberse a que este índice reduce 
los efectos topográficos, de iluminación e implicaciones climáticas [15]. 
 
Tabla 11. Error de datos de entrenamiento y datos sintéticos con regresión 

lineal múltiple. Fuente propia 

 INICIAL CON DATOS SINTETICOS 

MSE 163.998 111.954 

MAE 10.614 8.575 

 



 
Ilustración 25. Distribución error sin datos sintéticos (a) y con datos 

sintéticos (b). Fuente propia. 

 
 

Ilustración 26. Datos reales (azul) y estimados (rojo) y correlación de 
Pearson. Fuente propia 

Al aumentar el número de muestras, como se observa en la Ilustración 25, la 
distribución del error se acerca más a la distribución gaussiana, la cual es la 
distribución normal y esperada al analizar el error de un modelo [297], [298]. 
En la Ilustración 26, se visualiza la comparación de los valores reales y los 
estimados, en el eje X se encuentra el identificador y en el eje Y el valor de 
clorofila, además se obtiene una correlación de Pearson de 0.41, por lo cual 
hay una correlación positiva moderada entre los valores reales y estimados 
del modelo, entre mayor sea la correlación de los datos y menor el error 



presentado, mejor es el funcionamiento del modelo. 
 

Tabla 12. Error de datos de entrenamiento y datos sintéticos por cada 
índice de vegetación con regresión lineal simple. Fuente propia. 

 INICIAL DATOS SINTÉTICOS 

NDVI 
MAE 10.6102 8.4129 

MSE 163.0969 108.682 

CVI 
MAE 10.5688 8.4148 

MSE 162.321 116.220 

GNDVI 
MAE 10.5640 8.44 

MSE 162.421 115.56 

NRVI 
MAE 10.5404 8.4031 

MSE 160.45113 108.084 

RVI 
MAE 10.5916 8.41612 

MSE 162.022 108.308 

GCI 
MAE 10.5668 8.4506 

MSE 161.6797 115.56 
 

Cabe resaltar que inicialmente se hizo el mismo procedimiento y aplicación 
de la regresión lineal simple y múltiple para analizar el comportamiento sin el 
filtro realizado por zona y fecha mencionado, la diferencia se encuentra en 
que se realizó una limpieza de datos externos manualmente y además se 
modeló el conjunto de datos con redes neuronales artificiales; los resultados 
obtenidos no fueron los mejores en ese momento, por lo cual se tomó la 
decisión de realizar el proceso de filtración y explorar nuevos algoritmos, ya 
que las redes neuronales no eran las adecuadas. Lo mencionado 
anteriormente se encuentra descrito en el ANEXO I. 
 

 Modelado con árbol de decisión 
 
Los árboles de decisión son algoritmos que al igual que las regresiones 
relacionan distintas variables con el fin de predecir otra, utilizados 
principalmente cuando la variable de respuesta es numérica. Los árboles de 
decisión poseen una estructura que está formada por ramas y nodos. 
Los nodos internos representan las características que se tienen en cuenta 
para tomar una decisión, las ramas representan la decisión en función de una 
condición y los nodos finales el resultado de la decisión, es decir, representa 
la estimación esperada [299], [300]. Para la implementación se utilizó la 
librería sklearn con la configuración por defecto [301]. El algoritmo se entrenó 
con los datos iniciales y el conjunto de datos integrando los datos sintéticos, 
se observa en la Tabla 13 que nuevamente el error disminuyó al incluirlos y 
en la Ilustración 27 mejoró la distribución gaussiana (que es lo esperado) al 
incorporar los datos sintéticos. 
 



Tabla 13. Error árbol de decisión con datos iniciales y con datos sintéticos. 
Fuente propia 

 INICIAL CON DATOS SINTETICOS 

MAE 11.71 10.87 

MSE 262.73 208.05 
 

 
Ilustración 27. Distribución error árbol de decisión con datos iniciales (a) e 

integrando datos sintéticos (b). Fuente propia 

 

En la gráfica de la Ilustración 28 se observa la correlación de Pearson 
obtenida entre los valores reales y estimados, la cual es sustancial o fuerte 
con un valor de 0.502, lo cual indica una fuerte conexión en la estimación del 
valor. 

 
Ilustración 28. Datos reales (azul) y estimados (rojo) y correlación de 

Pearson. Fuente propia. 



La Tabla 14 enseña el error obtenido con cada índice de vegetación con los 
datos iniciales y con los datos sintéticos, en este caso, quien demostró el 
mejor desempeño es el CVI, el cual es un índice adecuado al ser usado para 
estimar el contenido de clorofila de las hojas [302], [303]. 
 

Tabla 14. Error de datos de entrenamiento y datos sintéticos por cada 
índice de vegetación con árbol de decisión. Fuente propia. 

 INICIAL DATOS SINTÉTICOS 

NDVI 
MAE 13.9162 11.69 

MSE 290.13 242.01 

CVI 
MAE 11.18 9.84 

MSE 264.73 175.79 

GNDVI 
MAE 11.13 11.04 

MSE 221.12 209.56 

NRVI 
MAE 13.92 11.70 

MSE 289.87 241.79 

RVI 
MAE 12.42 11.11 

MSE 243.36 213.79 

GCI 
MAE 10.48 11.16 

MSE 225.81 219.582 

 
 

 Modelado con máquina de vectores 
 
La máquina de vectores (SVM, por sus siglas en inglés) es un algoritmo de 
aprendizaje supervisado, en el cual, a partir de un conjunto de datos de 
entrenamiento, se configura un modelo que prediga la clase de un nuevo 
dato. Para ello, el algoritmo obtiene un hiperplano que representa de la mejor 
manera posible el comportamiento de los datos, separándolos entre si al 
categorizar y segmentar los datos según su ubicación en el hiperplano [304], 
[305]. El rendimiento depende de la configuración de los parámetros del 
Kernel, es por ello que se debe usar librerías de programación que tengan 
bien desarrolladas la implementación de este algoritmo, como Scikit Learn 
[306]. Se observa en la Tabla 15 y en la Ilustración 29 que el error mejoró 
tanto en su valor como en la forma de la distribución al incluir los datos 
sintéticos, al igual que en los modelos anteriores. 
 
Tabla 15. Error de datos de entrenamiento y datos sintéticos con máquinas 

de vectores. Fuente propia. 

 
 INICIAL CON DATOS SINTETICOS 

MAE 10.129 7.849 

MSE 188.77 106.491 

 



  
Ilustración 29. Distribución del error de datos de entrenamiento iniciales (a) 

y datos sintéticos (b) con máquinas de vectores. Fuente propia. 

 
En la Ilustración 30 se observa una alta correlación entre los valores 
predichos y reales con un valor de 0.764, lo cual refleja ser un modelo 
adecuado para el fin de esta investigación debido a su alta correlación 
presente. 

 
Ilustración 30. Datos reales (azul) y estimados (rojo) y correlación de 

Pearson. Fuente propia. 

La Tabla 16 enseña los errores obtenidos por el modelo en cada índice de 
vegetación con los datos iniciales y con los datos sintéticos, en este caso el 



índice con mejor comportamiento fue el GNDVI, el cual es más sensible a la 
variación de la clorofila en el cultivo que el índice NDVI, este índice es 
adecuado para estimar el vigor del cultivo [307], cabe resaltar que el CVI y 
GCI, índices enfocados en la estimación de clorofila tuvieron un error 
bastante próximo al GNDVI, lo que concuerda con lo encontrado en el análisis 
de la correlación de Pearson. 

Tabla 16. Error de datos de entrenamiento y datos sintéticos por cada 
índice de vegetación con máquina de vectores. Fuente propia 

 INICIAL DATOS SINTÉTICOS 

NDVI 
MAE 10.26 8.44 

MSE 192.69 117.18 

CVI 
MAE 10.03 7.96 

MSE 188.83 108.31 

GNDVI 
MAE 10.014 7.95 

MSE 187.178 108.81 

NRVI 
MAE 10.32 8.50 

MSE 195.18 118.93 

RVI 
MAE 10.17 8.45 

MSE 190.50 117.26 

GCI 
MAE 10.07 7.96 

MSE 190.23 108.61 

 
 

 Modelado con bosque aleatorio 
 
Los bosques aleatorios seleccionan al azar características para construir 
varios árboles de decisión y luego promediar los resultados. Los bosques 
aleatorios generalmente evitan el exceso de adaptación, ningún árbol ve 
todos los datos de entrenamiento, esto hace que cada árbol se entrene con 
distintas muestras de datos para un mismo problema; al promediar y 
combinar dichos resultados, unos errores se compensan con otros y se tiene 
una predicción que generaliza mejor [308]. Nuevamente para la 
implementación del modelo se utilizó la librería sklearn. 
 
Al integrar los datos sintéticos en el conjunto de datos que alimentan el 
modelo, se ve una mejoría del error en la Tabla 17 y en la distribución 
observada en la Ilustración 31. 
 

Tabla 17. Error de datos de entrenamiento y datos sintéticos con bosque 
aleatorio. Fuente propia. 

 INICIAL CON DATOS SINTETICOS 

MAE 9.05 8.79 

MSE 154.70 130.98 

http://soporte.auravant.com/knowledge-base/que-es-ndvi/


 
Ilustración 31. Distribución del error de datos iniciales (a) y datos sintéticos 

(b) con bosque aleatorio. Fuente propia. 

Para el modelo de bosque aleatorio el conjunto de datos analizados, es decir, 
los datos reales y estimados se asemejan entre sí, como se observa en la 
Ilustración 32 arrojó una correlación de 0.693, la cual es una correlación muy 
alta y representa ser un buen modelo de predicción al igual que la máquina 
de vectores. 
 

 
Ilustración 32. Datos reales (azul) y estimados (rojo) y correlación de 

Pearson. Fuente propia. 

El índice que mostró el error más bajo en el modelo bosque aleatorio es el 
CVI como se observa en la Tabla 18, un índice que es utilizado regularmente 



para estimar la clorofila. 
 

Tabla 18. Error de datos de entrenamiento y datos sintéticos por cada 
índice de vegetación con bosque aleatorio. Fuente propia 

 INICIAL DATOS SINTÉTICOS 

NDVI 
MAE 11.41 10.25 

MSE 207.19 177.50 

CVI 
MAE 10.50 8.848 

MSE 192.59 137.78 

GNDVI 
MAE 9.52 9.49 

MSE 163.13 155.409 

NRVI 
MAE 11.18 10.27 

MSE 200.74 177.30 

RVI 
MAE 10.68 9.64 

MSE 185.16 162.17 

GCI 
MAE 9.39 9.38 

MSE 163.22 157.02 
 
 

 Modelado con K vecinos más cercanos 
 

K vecinos más cercanos (KNN, por sus siglas en inglés) es un algoritmo 
de aprendizaje supervisado. Este algoritmo no hace suposiciones sobre la 
funcionalidad y busca memorizar las instancias de aprendizaje que se utilizan 
para usarlo en la fase predictiva. Una pequeña cantidad de vecinos suele 
demostrar mayor flexibilidad, bajo sesgo, pero alta varianza. Por el contrario, 
un gran número de vecinos una varianza más baja pero un sesgo más alto. 
 
El algoritmo clasifica cada nuevo dato que ingresa en el grupo que 
corresponda, dependiendo del número de vecinos más cercanos de un grupo 
o de otro. Los datos parecidos están próximos y los que no lo son están 
alejados entre sí. Por lo tanto, la distancia entre dos casos es una medida de 
disimilaridad. Para usos de predicción de valores continuos se utiliza la media 
o el valor objetivo medio de los vecinos más cercanos [309]–[311]. 
 
En la Tabla 19 se registran los errores obtenidos con los datos iniciales y con 
los datos sintéticos del modelo de la librería sklearn. Nuevamente se 
demuestra una mejoría en el error al modelar el algoritmo con los datos 
sintéticos. Esto también se observa al mejorar la distribución gaussiana 
obtenida en la Ilustración 33. 
 
Tabla 19. Error de datos de entrenamiento y datos sintéticos con k vecinos 

más cercanos. Fuente propia 

 INICIAL CON DATOS SINTETICOS 

MAE 9.71 8.247 



MSE 152.67 120.74 

 

 
 

Ilustración 33. Distribución del error de datos iniciales (a) y datos sintéticos 
(b) con k vecinos más cercanos. Fuente propia. 

La Ilustración 34 muestra en una gráfica una línea azul que vislumbra los 
valores reales versus la línea roja que son los valores estimados, además se 
observa la correlación dada, la cual es de 0.446, la cual es moderada y no 
tan eficiente en comparación con los modelos anteriores. Entre mayor sea la 
cercanía entre los puntos al valor real (azul), mejor es el comportamiento del 
modelo. 
 

 
Ilustración 34. Datos reales (azul) y estimados (rojo) y correlación de 

Pearson. Fuente propia. 

En la Tabla 20 se observa la mejoría al integrar los datos sintéticos para cada 
índice de vegetación, destaca en este caso el GNDVI, GCI y CVI 



nuevamente, como en el algoritmo de máquina de vectores. 
 

Tabla 20. Error de datos de entrenamiento y datos sintéticos por cada 
índice de vegetación con k vecinos más cercanos. Fuente propia 

 INICIAL DATOS SINTÉTICOS 

NDVI 
MAE 10.43 9.43 

MSE 180.25 140.70 

CVI 
MAE 10.88 8.30 

MSE 170.32 111.51 

GNDVI 
MAE 9.96 8.25 

MSE 154.14 115.68 

NRVI 
MAE 10.44 9.42 

MSE 180.22 140.97 

RVI 
MAE 10.35 9.27 

MSE 175.38 135.91 

GCI 
MAE 10.02 8.26 

MSE 156.55 17.15 

 

 Comparación entre modelos 
 

En la Tabla 21 se observa que el modelo que obtuvo el error más bajo al 
tener todos los datos de entrenamiento es el registrado por máquina de 
vectores de soporte, con un error de 7.85 y una correlación de 0.58. En la 
Ilustración 35 se observa el comportamiento de los datos estimados de cada 
modelo en comparación con los datos reales (línea azul), el eje X representa 
el identificador del dato y el eje Y el valor de clorofila. 
 

Tabla 21. Comparación errores y correlación entre los modelos. Fuente 
propia. 

MODELO MAE MSE PEARSON CORR 

Regresión lineal 8.58 111.95 0.48 

Árbol de decisión 10.87 208.05 0.42 

Máquina de vectores 7.85 106.49 0.58 

Bosque aleatorio 8.79 130.98 0.49 

K vecinos más cercanos 8.26 120.74 0.51 

 



 
Ilustración 35. Valor real y valor de predicción según cada modelo. Fuente 

propia. 
El índice con mejor desempeño es el CVI como se observa en la columna 
Media de la Tabla 22, el cual fue uno de los más destacados en cada modelo. 
El CVI como se ha mencionado en secciones anteriores es uno de los índices 
más usados para estimar clorofila, al igual que el GCI y GNDVI, los cuales 
también resaltan por desempeñarse mejor que los demás. El modelo que 
presentó el error más bajo es máquina de vectores, debido a la 
estandarización que este genera en la creación del hiperplano y la 
segmentación de datos en ella, mitigando estimaciones con valores 
extremos, otro modelo con buen desempeño es el bosque aleatorio, el cual 
al ser un conjunto de árboles de decisión que no se ven entre sí, mitiga el 
error y crea una mejor generalización en la estimación de los datos. 
 
Tabla 22. Errores por modelos e índices de vegetación. Fuente propia. 
 

 
Regresión 

lineal 
Árbol de 
decisión 

Máquina 
de 

vectores 

Bosque 
aleatorio 

K 
vecinos 

más 
cercanos 

Media 

NDVI 
MAE 8.412 11.69 8.44 10.25 9.43 9.64 

MSE 108.68 242.01 117.18 177.50 140.70 157.21 

CVI 
MAE 8.414 9.84 7.96 8.848 8.30 8.67 

MSE 116.22 175.79 108.31 137.78 111.51 129.92 

GNDVI MAE 8.44 11.04 7.95 9.49 8.23 9.03 



MSE 115.56 209.56 108.81 155.41 115.68 141 

NRVI 
MAE 8.403 11.70 8.50 10.27 9.42 9.66 

MSE 108.08 241.79 118.93 177.30 140.97 157.41 

RVI 
MAE 8.416 11.11 8.45 9.64 9.27 9.38 

MSE 108.31 213.79 117.26 162.17 135.91 147.49 

GCI 
MAE 8.45 11.16 7.96 9.38 8.26 9.04 

MSE 115.56 219.582 8.44 157.02 17.15 103.55 

 
En este capítulo se describió la metodología aplicada y sus fundamentos para 
la captura de los datos (imágenes multiespectrales y la clorofila en planta con 
el CCM-200 plus), además de su procesamiento.  Después del 
procesamiento, los datos finales alimentaron los modelos de regresión lineal, 
árboles de decisión, bosque aleatorio, máquina de vectores de soporte y k 
vecinos más cercanos. Cada uno de estos modelos fue evaluado con los 
datos sin y con los datos sintéticos con los errores MAE y MSE y el análisis 
de la correlación de Pearson. 
 
 

 

 
 

 

 
 

 

 

 
 

 

 
 

 

 

 
 

 

 
 

 

 
 

 

 

 
 

 



4. Conclusiones 
 

Al analizar los errores en los diferentes modelos, sus valores se pueden justificar 
por varios factores. En primera instancia, los datos de la clorofila presentan una 
desviación estándar significativa tanto a nivel de hoja como de planta, lo que 
aumenta la dispersión entre los datos obtenidos. Además, se deben tener en cuenta 
los tiempos de muestreo largos de los parámetros físicos respecto al tiempo del 
vuelo del VANT, ya que tomar las muestras físicas llevaba un tiempo aproximado 
de 7 - 8 horas y el vuelo del VANT se llevaba a cabo durante 10 minutos en una 
hora específica del día (generalmente entre las 11:00am y 01:00pm). Otro aspecto 
importante es que la variación climática afecta la respuesta de clorofila y la 
reflectancia capturada por la cámara, ya que, en uno de los vuelos, el día estaba 
despejado y en el otro existió nubosidad intermitente. (Se realizaron más vuelos, 
pero estos fueron descartados al no poder tomar todos los datos de forma completa 
ya que las lluvias afectaron la toma de muestras físicas, además el paro nacional 
del 28 de abril de 2021 y la emergencia sanitaria debida a la pandemia por COVID 
-19 afectaban la movilización para realizar más vuelos).  
 
Por estas razones fue importante tener categorizada y segmentada la información, 
para poder realizar el análisis exploratorio de datos pertinente y modelar los datos 
de una mejor forma. Para ello, es importante tomar los datos en una hora 
determinada, preferiblemente al medio día en donde el sol se encuentra en el punto 
más alto y el nivel de reflectancia es el más adecuado. Tener un esquema de 
muestreo es importante, definir la sección y puntos de medición a nivel de hoja y de 
planta permite relacionar mejor los datos obtenidos. 
 
Teniendo en cuenta los aspectos que afectaron el experimento, al observar los 
errores obtenidos, la correlación y el nivel de precisión obtenido, el modelo que más 
se destaca es la máquina de vectores, en el cual los valores atípicos tienen menos 
impacto debido a la segmentación de hiperplanos. Otro modelo que se destaca por 
su buen rendimiento y correlación es el bosque aleatorio, el cual al promediar los 
resultados de árboles de decisión que no se ven entre sí, disminuye el error que 
pueden generar datos extremos. Al momento de revisar la multicolinealidad a través 
del análisis de la correlación entre los índices de vegetación se destaca la división 
entre dos grupos, el primero relaciona los índices NDVI, RVI y NRVI. El segundo 
grupo es el que contiene los índices GNDVI, GCI y CVI. Para la mayoría de los 
modelos, exceptuando la regresión lineal, el segundo grupo destaca por obtener los 
errores más bajos, y tiene todo el sentido, ya que como se ha expresado en varias 
ocasiones, según la literatura son índices que se utilizan para estimar el contenido 
de clorofila. En la regresión lineal el índice que se destacó fue el NRVI (aunque fue 
cuestión de decimales), el cual es similar al NDVI, pero además reduce los efectos 
de la topografía, la iluminación y los efectos atmosféricos, lo cual ayudó en momento 
en que las nubes nublaban la captura de las imágenes multiespectrales.  
 

Para finalizar, la salud del cultivo en general se estima como adecuada en cada 
planta tomando de referencia el valor de clorofila de referencia y el estimado, ya que 



este supera los 54 CCI en cada planta. En términos generales la cámara mapir 
Survey aerotransportada en VANT fue útil para estimar la salud de cultivos de café, 
no obstante, se aconseja tener más indicativos (carbono, nitrógeno, abono, entre 
otros) a parte de la clorofila medida con el CCM 200 PLUS para alimentar los 
modelos de predicción. 
 
LIMITACIONES 

Como se ha mencionado en diferentes secciones, en el desarrollo de esta 
investigación existieron varias limitaciones, una de las más grandes fue la dificultad 
de no poder ir frecuentemente a tomar muestras con el clorofilómetro y los vuelos 
del VANT, esto debido a la coyuntura por la que está pasando el mundo debida a la 
pandemia por COVID-19, sumado a la problemática socio cultural de Colombia y el 
Cauca en el marco del paro nacional. Lo anterior en combinación con la variabilidad 
climática, en donde en varias ocasiones se presentaron lluvias, lo que no permitió 
continuar con la captura de datos, lo que influyó en que el volumen de datos 
obtenido no fuera de la cantidad esperada. Esto en conjunto con las variables 
climáticas tales como: lluvia, nubosidad, viento, entre otras, hicieron que el vuelo del 
VANT y la concentración de clorofila se vieran afectadas, lo cual altera la relación 
que se quiere establecer entre los índices de vegetación (calculados a partir de las 
imágenes multiespectrales) y el valor CCI, que se toma manualmente, proceso que 
tiene una duración aproximada de 8 horas, espaciado aproximadamente por 4 horas 
del vuelo del VANT. 
 
Otro inconveniente que se tuvo en el desarrollo del proyecto fue la falta de acceso 
a un cultivo tecnificado que permitiera tener en cuenta otras variables que se 
relacionan con la salud del cultivo como por ejemplo el nitrógeno, abono utilizado y 
carbono, lo cual permitiría tener más variables y datos a relacionar para entrenar los 
modelos, no sólo la clorofila capturada por el CCM200. Las restricciones de acceso 
fueron atribuidas a la pandemia y al paro nacional. 
 
APORTES 
 

En el presente trabajo de investigación se destacan los siguientes aportes:  
 

 Reporte de la revisión bibliométrica realizada (CAPÍTULO 2). 

 Poster y artículo titulado ‘Uso de UAV equipados con cámaras 
multiespectrales para el análisis de cultivos de café’ IEEE COLCOM 
(Colombian Conference on Communications and Computing) del 7-8 de 
agosto 2020 (ANEXO J).  

 Tutoriales para el manejo de las herramientas QGIS (ANEXO A) y mission 
planner para el procesamiento de imágenes y de sistemas aéreos no 
tripulados (ANEXO B). 

 Repositorio GIT con los códigos implementados para los modelos de 
aprendizaje automático. 

 Artículo que contiene los resultados de la investigación (ANEXO K). 

 Banco de imágenes multiespectrales recolectadas (ANEXO L). 



5. Trabajos de futuros 
 

Teniendo en cuenta las oportunidades de investigación que se abren con el 

desarrollo de este proyecto de investigación, se proponen los siguientes trabajos 

futuros. 

1. Con el fin de aumentar el tamaño de datos, es importante tomar un número 

mayor de muestras, de ser posible con varios equipos (más dispositivos para 

medir variables físicas en campo). Es importante, tener en cuenta otras 

variables físicas como el nitrógeno, cantidad y tipo de abono utilizado, 

carbono, entre otras, de un lote tecnificado con el objetivo de mejorar la 

estimación y tener en cuenta más factores que influyen en ella. Esto 

acompañado de otros modelos de entrenamiento como vecinos cercanos, 

árbol de decisiones, bosque aleatorio, entre otros. 

2. Otra posibilidad, es, si se tiene el acceso, trabajar con cultivos enfermos 

segmentados por tipo de enfermedad, con el fin de analizar dicho cultivo y 

comportamiento a través de las imágenes multiespectrales y diferentes 

parámetros medidos en tierra, esto permite caracterizar el cultivo y realizar 

segmentación automática. 

3. Una variante que se puede agregar a este estudio y a lo mencionado en los 

puntos anteriores de esta sección, es realizar los análisis con cámaras de 

mayor alcance y más bandas para tener en cuenta más índices de vegetación 

y una mejor resolución. Además, el tener acceso a un geolocalizador de 

precisión que acompañe las medidas en tierra, ayudaría a mejorar la calidad 

y rectificación del ortomoisaco. 

4. Las etapas del café son prolongadas, por lo cual se propone realizar un 

análisis de los diferentes ciclos del café, para validar la relación entre los 

valores de clorofila en cada etapa del crecimiento y el estado de salud. 

5. Realizar el estudio para diferentes cultivos agrícolas representativos de 

Colombia como el plátano, el banano, aguacate, caña, entre otros. 

6. Un aspecto importante para validar y realizar pruebas es utilizar nuevos datos 

de entrada para analizar el comportamiento de los modelos, es decir, utilizar 

generalización, ya que tomar nuevos datos según el panorama nacional y el 

tiempo no eran viables en nuestro caso. 

7. Crear un prototipo en el cual se suban las fotografías multiespectrales 

capturadas por VANT y arroje directamente el estado de salud de la planta 

y/o cultivo de café. 
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ANEXO A: Configuración del vuelo del VANT  
Este anexo corresponde a un video tutorial de configuración del vuelo del VANT 

SOLO 3D en el programa Mission Planner, donde se muestra cómo crear el 

polígono correspondiente al área de estudio, la configuración de las 

especificaciones requeridas para el vuelo y toda la información necesaria para 

realizar las tomas. El video se encuentra en la siguiente URL: 

https://drive.google.com/drive/folders/1c7zjNkOnTEH_Cz8xJQlpF2HJPyZGeT85?u

sp=sharing 
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https://drive.google.com/drive/folders/1c7zjNkOnTEH_Cz8xJQlpF2HJPyZGeT85?usp=sharing


ANEXO B: Creación de ortomosaicos 
Este anexo corresponde a un video tutorial en donde se encuentra el proceso 

requerido para una correcta creación de ortomosaico a partir de imágenes 

individuales georreferenciadas que son primero procesadas y calibradas para 

posteriormente ser corregirlas espacialmente con el fin de unificarlas en una sola 

imagen. Este anexo se encuentra en 

https://drive.google.com/drive/folders/1onwRHIccvdUuUz-

4o6R3ibIY2rI2Ncno?usp=sharing 
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https://drive.google.com/drive/folders/1onwRHIccvdUuUz-4o6R3ibIY2rI2Ncno?usp=sharing


ANEXO C: Obtención de los índices de 

vegetación con QGIS 

Este anexo es un video tutorial que contiene la guía para realizar el cálculo de 

funciones matemáticas utilizando las bandas disponibles en las imágenes de 

entradas, en este caso las funciones tienen como resultado índices de vegetación 

por zonas, estas zonas son delimitadas por polígonos y los promedios son 

calculados gracias a las librerías propias de QGIS. La dirección es 

https://drive.google.com/drive/folders/1xCxZEClmYjdGLVh0kdhqFCshbUB2d7K_?

usp=sharing 
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ANEXO D: Archivos con los índices de 

vegetación obtenidos 
 

Después de la generación de las ortofotos y su procesamiento en el programa 

QGIS, se obtienen como resultado los archivos de configuración para cargar en el 

programa y un archivo (por cada cálculo de índice de vegetación) con los 

identificadores del valor que se dan según la ubicación de la planta, la media, el 

valor mínimo, el valor máximo, el promedio y todos los cálculos que se 

seleccionaron en la herramienta QGIS. URL de acceso 

https://drive.google.com/drive/folders/1ffrJkDtRux6bC4BLDsk7cx28i7P7RsFo?usp

=sharing 
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ANEXO E: Desviación estándar de los datos 

de clorofila por planta 
El documento desviaciónEstandar.xlsx posee los datos de clorofila tomados de una 

sola planta en diferentes zonas (baja, media y alta), para validar la desviación 

estándar según el número de datos a tomar en cuenta por planta. Estos datos fueron 

utilizados para generar la tabla 7 de la monografía. URL 

https://drive.google.com/drive/folders/1_7YzklmSLKO-6wm-PFR-

k4A_93XyNunD?usp=sharing 
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ANEXO F: Desviación estándar de los datos 

de clorofila por hoja 

El documento desviaciónEstandarPorHoja.xlsx posee los datos de clorofila tomados 

de seis puntos de una misma hoja. Se tomaron en total catorce hojas, dando por 

ende un total de 84 muestras para analizar la desviación estándar por hoja. Estos 

datos fueron utilizados para generar la tabla 8 de la monografía. Este documento se 

encuentra en el siguiente enlace: 

https://drive.google.com/drive/folders/1KKSFoJi3lOdYt3xV0w2dPn0rSv-

7IO_X?usp=sharing 
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ANEXO G: Datos de entrada para los 

modelos 

Se realizaron dos procedimientos, el primero con el proceso de filtrado que se 

menciona en el capítulo 3, el cual tiene un archivo con todos los índices de 

vegetación y valor de clorofila (CLL con unidades CCI, NDVI, CVI, NRVI, RVI, GCI, 

GNDVI adimensionales) con los datos iniciales y otro integrando los datos sintéticos. 

Además, si se requiere, en una carpeta hay archivos por cada índice de vegetación 

en contraste con el CLL con sólo los datos iniciales y otro integrando los datos 

sintéticos. 

Por otro lado, el segundo proceso, el cual implica la limpieza de datos extremos, en 

el archivo datosCorrelacionIndices.xlsx (ubicado en) contiene los datos 

mencionados en el primer procedimiento, con el análisis de correlación inicial y la 

correlación al remover datos extremos. URL de acceso 

https://drive.google.com/drive/folders/1FiTTipllmHeZIsziOmyn6LsDYJX9uOnP?usp

=sharing 
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ANEXO H: Reportes de generación de datos 

sintéticos con Gretel 
Contiene los reportes de las pruebas realizadas en la API de Gretel con diferentes 

configuraciones soportadas en la librería (default, low and field count), donde se 

visualiza la correlación y calidad de los datos generados en comparación con los 

datos originales (Ilustración 20 e Ilustración 21), también se agrega un archivo con 

extensión .csv con los datos generados para alimentar los diferentes modelos 

expuestos en el capítulo 3. Las columnas que contiene son: CLL, NDVI, GCI, 

GNDVI, RVI, NRVI, CVI y NRVI3. Estos reportes se encuentran en 

https://drive.google.com/drive/folders/16vwfn2tc2P8yVhN1Wr4FXVi6x45tLD2d?us

p=sharing 
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ANEXO I: Ejemplo de procedimiento 

realizado con redes neuronales 
Se describe el segundo procedimiento realizado con los datos obtenidos del anexo 

H, datos con los cuales se modelo una red neuronal artificial y regresión lineal simple 

y múltiple tanto con el conjunto de datos iniciales como con aquellos integrando los 

datos sintéticos generados por la API de Gretel. En este anexo se encuentran los 

modelos entrenados con los datos sin ningún tipo de filtro inicial y sus resultados. 

También se puede encontrar en la siguiente URL de acceso 

https://drive.google.com/drive/folders/1isZzZIbh4x9bsaF1aUpljYmPN3iiLS7m?usp

=sharing  

Limpieza de datos 
A continuación, se condensan dichos resultados a través de una gráfica de 
dispersión con la ecuación de la recta dada por ‘y’. Al observar datos extremos (en 
amarillo). Cómo se representa en la Ilustración 1 y la Ilustración 1, se procedió a 
limpiar dichos valores, esto se realizó de forma manual ya que eran pocos valores. 

La limpieza se realizó con el fin de mejorar la correlación de Pearson y el 𝑅2 los 
cuales miden la relación entre los datos, entre más se acerquen a 1, mejor es la 
relación de las variables.  
 

 
Ilustración 1. Gráfica de dispersión con valores extremos para RVI(a) y NDVI(b). 

Fuente propia 

https://drive.google.com/drive/folders/1isZzZIbh4x9bsaF1aUpljYmPN3iiLS7m?usp=sharing
https://drive.google.com/drive/folders/1isZzZIbh4x9bsaF1aUpljYmPN3iiLS7m?usp=sharing


 
Ilustración 2. Gráfica de dispersión después de eliminar valores extremos para 

RVI(a) y NDVI(b). Fuente propia. 

 
Tabla 1. Correlación de Pearson de índices de vegetación. Fuente propia 

 ANTES DE LIMPIEZA DESPUÉS DE LIMPIEZA 

NDVI 0,08671 0,164307 

CVI -0,01813 -0,00014 

GNDVI -0,00187 0,021876 

NRVI 0,08671 0,164307 

RVI 0,091016 0,16979 

GCI -0,00172 0,022046 

 
En la Tabla 1 se observa que después de la limpieza la correlación de Pearson 
mejoró ya que los valores obtenidos se acercan un poco más al 1 en comparación 
a los datos sin limpieza de extremos. 
 
Para aumentar el tamaño del conjunto de datos obtenidos inicialmente y superar las 
limitantes de tiempo y espacio para tomar más muestras en campo, se optó por una 
alternativa usada en el ámbito del aprendizaje automático, la generación de datos 
sintéticos [1]–[5].  



Regresión lineal 
 
Tabla 2. Error regresión lineal con y sin datos sintéticos. Fuente propia 

 INICIAL CON DATOS SINTETICOS 

MSE 225.41 199.66 

MAE 12.01 11.43 

 
En la Tabla 2 se registran el MSE y el MAE de la regresión lineal múltiple tanto con 
los datos iniciales en contraste con los datos integrando los datos sintéticos. Para 
la regresión lineal múltiple el valor a predecir fue el índice de contenido de clorofila 
(CCI) y las variables independientes los índices de vegetación (NDVI, CVI, GNDVI, 
NRVI3, NRVI, RVI y GCI) por planta. Además, se implementó una regresión lineal 
simple para cada uno de los índices de vegetación. Como se observa en la Tabla 3, 
el mejor comportamiento de la regresión lineal se observó en el NRVI al tener los 
errores de error más bajo. 
 

Tabla 3. Error de datos de entrenamiento y datos sintéticos por cada índice de 
vegetación con regresión lineal simple. Fuente propia. 

 

 INICIAL CON DATOS SINTETICOS 

NDVI 
MAE 9.35 10.77 

MSE 140.90 177.97 

CVI 
MAE 9.24 10.97 

MSE 133.63 182.26 

GNDVI 
MAE 9.26 10.8 

MSE 134.74 178.37 

NRVI 
MAE 8.97 10.74 

MSE 135.67 177.03 

RVI 
MAE 9.04 10.83 

MSE 133.46 179.74 

GCI 
MAE 9.16 10.91 

MSE 132.62 179.82 

 

Se observa que la regresión lineal múltiple mostrada en la Tabla 2 mejora al 
evaluarla con los datos sintéticos, no obstante, al evaluar cada índice por separado 
condensada en la Tabla 3, el error aumenta un poco en comparación con los datos 
iniciales.  
 
Red neuronal artificial 
Las redes neuronales son sistemas computacionales, inspirados en las 
neuronas presentes en el cerebro, las cuales se conectan entre sí buscando 
establecer inteligencia artificial para entender datos del mundo real [6]. Para la 
configuración de la red neuronal se configuraron 3 métodos de activación y de 
corrección en base a la librería Keras [7].  



 

 Funciones de activación 
 

Sigmoid: La función de activación (FA) Sigmoid no lineal es una función 
diferenciable acotada y definida para valores de entrada reales, con 
derivadas positivas y con cierto grado de suavidad [8]. 
Tanh: La función tangente hiperbólica conocida es una función centrada en 
cero, con rango entre -1 y 1 [9]. La función tanh es más usada en 
comparación con la función sigmoidea, ya que proporciona un mejor 
rendimiento de entrenamiento para redes neuronales multicapa [8], [10] . 
Relu: La FA Relu es la más utilizada [11], [12] ya que permite el aprendizaje 
rápido en las redes neuronales y es fácil de optimizar con métodos de 
descenso de gradiente por su comportamiento casi lineal [13].  

 

 Métodos de corrección 
 

Una devolución de llamada (callback) se puede realizar acciones en varias 
etapas del entrenamiento con el fin de mejorar el entrenamiento. A 
continuación se explican brevemente las utilizadas [14]. 
 
EarlyStopping: Esta función lo que realiza es detener el entrenamiento 
cuando la métrica monitoreada ha dejado de mejorar. 
ModelCheckpoint: Permite ejecutar un modelo en un intervalo en donde se 
va guardando el mejor resultado obtenido. 
ReduceLROnPlateau: Ha diferencia del EarlyStopping, este método no 
detiene el entrenamiento, sino que reduce la tasa de aprendizaje cuando una 
métrica ha dejado de mejorar, el límite se establece en base a las épocas de 
‘paciencia’. 
Se realizó una prueba inicial con los datos para observar cual era la mejor 
configuración de activación y de corrección. Como se observa en la Tabla 4, 
la mejor configuración es en la que se usa el método de activación Relu, lo 
cual cual valida lo expuesto en la literatura [15], [16] y la función de corrección 
EarlyStopping.  

 

Tabla 4. Error con diferentes funciones de activación y de corrección. Fuente 
propia. 

CONFIGURACIÓN MAE MSE 

Activación Callback   

Relu ReduceLROnPlateau 10.01 155.28 

Relu ModelCheckpoint 10.47 164.48 

Relu EarlyStopping 9.92 148.67 

Tanh ReduceLROnPlateau 11.05 175.39 

Tanh ModelCheckpoint 11.06 177.98 

Tanh EarlyStopping 11.05 175.09 

Sigmoid ReduceLROnPlateau 11.05 175.45 



Sigmoid ModelCheckpoint 11.05 177.46 

Sigmoid EarlyStopping 11.05 175.09 

 
 
 
 

 
Ilustración 3.Perdida de entrenamiento y de validación. Fuente propia 

La pérdida de validación fue monitoreada y evaluada contra la pérdida de 
entrenamiento para asegurar que no exista sobreajuste, lo cual sucede si la perdida 
de validación es mayor que la de entrenamiento  [17]. Se puede observar que los 
valores de perdida de validación no fueron significativamente mayores que las 
pérdidas de entrenamiento como se denota en la Ilustración 3¡Error! No se 
encuentra el origen de la referencia.. Se encuentra una mayor relación cuando 

se entrena el modelo con los datos sintéticos. 
 

 
Ilustración 4. Distribución de valores respecto a la recta de predicción. Fuente 

propia 



En la Ilustración 4 se observa la distribución de los valores a validar en relación con 
la recta de predicción. Entre más cerca estén los valores estimados a la recta de 
predicción, mejor habrá sido el modelo. 
 
 

 
 

Ilustración 5. Distribución del error. Fuente propia. 

 
Al aumentar el número de muestras, como es esperado y se observa en la 
Ilustración 5 la distribución del error debería acercarse a la distribución gaussiana, 
la cual es la distribución normal y esperada al analizar el error de un modelo [18], 
[19]. 
Se realizó el procedimiento realizado previamente para analizar el comportamiento 
de cada uno de los índices de vegetación con la configuración que mostró el mejor 
desempeño (activación es relu y su callback de corrección es EarlyStopping). 
Cuando se entrenan con todos los datos (con todos los indices de vegetación), se 
observa que la red neuronal artificial ofrece una mejor estimación al tener un error 
mae y mse más pequeño en comparación con la regresión lineal múltiple. Además, 
se analizó el comportamiento de la red neuronal artificial con el conjunto de datos 
inicial Ilustración 6(a) en contraste con el conjunto de datos integrando los datos 
sintéticos generados Ilustración 6(b).  
 
 

 
 



Ilustración 6. Perdida de entrenamiento y de validación sin datos sintéticos (a) y 
con datos sintéticos (b). Fuente propia. 

 
La pérdida de validación fue monitoreada y evaluada contra la pérdida de 
entrenamiento para asegurar que no exista sobreajuste, lo cual sucede si la perdida 
de validación es mayor que la de entrenamiento  [17]. Se puede observar que los 
valores de perdida de validación no fueron significativamente mayores que las 
pérdidas de entrenamiento como se denota en la Ilustración 6.  
 

 
Ilustración 7. Distribución de valores respecto a la recta de predicción. Fuente 

propia 
En la Ilustración 7¡Error! No se encuentra el origen de la referencia. se observa 

la distribución de los valores a validar en relación con la recta de predicción. Entre 
más cerca estén los valores estimados a la recta de predicción, mejor habrá sido el 
modelo. Se observa una mejoría en la cantidad de datos cercanos a la recta cuando 
se entrenan con los datos sintéticos ¡Error! No se encuentra el origen de la 
referencia.(b) en contraste con los datos iniciales ¡Error! No se encuentra el 
origen de la referencia. (a). 

 
 



Ilustración 8. Distribución del error. Fuente propia. 

Al aumentar el número de muestras, como es esperado y se observa en laIlustración 
8, la distribución del error se acercar a la distribución gaussiana cuando se agregan 
los datos sintéticos Ilustración 8 (b), mejorando respecto a la Ilustración 8 (a), la cual 
es la distribución normal y esperada al analizar el error de un mode. 
Se ejecutó el procedimiento realizado previamente para analizar el comportamiento 
de cada uno de los índices de vegetación con la configuración que mostró el mejor 
desempeño (activación es relu y su callback de corrección es EarlyStopping). 
De manera similar, se aplica el análisis efectuado anteriormente para la Ilustración 
9, contrastando el comportamiento de los datos iniciales en comparación con los 
datos integrando los datos sintéticos. El mejor comportamiento fue dado por el 
GNDVI como se observa en la comparación de errores de la Tabla 5¡Error! No se 
encuentra el origen de la referencia.. El comportamiento en la Ilustración 
9Ilustración 9Ilustración 9 del GNDVI representa la mejoría del modelo al comparar 
los datos iniciales Ilustración 9(a) con los datos integrando los datos sintéticos 
generados Ilustración 9(b). 
 



 
Ilustración 9. Resultados de predicción para GNDVI. Fuente propia. 

Tabla 5. Error por cada índice de vegetación en cada modelo. Fuente propia 

 
 

 Regresión lineal Red neuronal artificial 

mae mse mae mse 

NDVI 10.77 177.97 11.01 178.67 

GNDVI 10.80 178.37 9.69 147.15 

NRVI 10.74 177.03 10.87 171.65 

CVI 10.97 182.26 9.99 157.70 

GCI 10.91 179.82 10.46 164.50 

RVI 10.83 179.74 10.33 159.57 



El procedimiento descrito anteriormente se realizó para cada índice de vegetación 
como se muestran de la Ilustración 10 a la Ilustración 15. 

 
Ilustración 10. Resultados de predicción para NDVI. Fuente propia. 

 



 
Ilustración 11. Resultados de predicción para CVI. Fuente propia. 

 
 
 



 
Ilustración 12. Resultados de predicción para GNDVI. Fuente propia. 

 
 
 
 
 
 
 



 
Ilustración 13. Resultados de predicción para NRVI. Fuente propia. 

 
 
 



 
Ilustración 14. Resultados de predicción para RVI. Fuente propia. 

 
 
 



 
Ilustración 15. Resultados de predicción para GCI. Fuente propia. 
 
 

 

 



ANEXO J: Artículo y Poster  

Poster y artículo titulado ‘Uso de UAV equipados con cámaras multiespectrales 

para el análisis de cultivos de café’ IEEE COLCOM (Colombian Conference on 

Communications and Computing) del 7-8 de agosto 2020. También se pueden 

encontrar en 

https://drive.google.com/drive/folders/1oZ3G2I82romPiLMzaLfokMbKNqRyhL1A?

usp=sharing 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

https://drive.google.com/drive/folders/1oZ3G2I82romPiLMzaLfokMbKNqRyhL1A?usp=sharing
https://drive.google.com/drive/folders/1oZ3G2I82romPiLMzaLfokMbKNqRyhL1A?usp=sharing


ANEXO K: Artículo resultados de la 

investigación 
Artículo que contiene los resultados de la investigación, consta de introducción, 

estado del arte, materiales y métodos y conclusiones. Este artículo también se 

encuentra en https://drive.google.com/drive/folders/11A-

FEbQjFlG4n5br0PtZA3OLmKWzErW_?usp=sharing 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

https://drive.google.com/drive/folders/11A-FEbQjFlG4n5br0PtZA3OLmKWzErW_?usp=sharing
https://drive.google.com/drive/folders/11A-FEbQjFlG4n5br0PtZA3OLmKWzErW_?usp=sharing


ANEXO L: Imágenes Multiespectrales 

Obtenidas 

Banco de imágenes multiespectrales de un cultivo de café de variedad Castillo 
ubicado en una finca en San Joaquín, Tambo, Cauca. Las imágenes se obtuvieron 
de la cámara MAPIR SURVEY 3 aerotransportada en un VANT SOLO 3DR entre 
los meses de febrero y marzo de 2021, las cuales se utilizaron y se procesaron el 
programa agisoft metashape y posteriormente QGIS. El banco de imágenes se 
encuentra en 
https://drive.google.com/drive/folders/1GEHuU3yGkkcitbcP_HZV1Sd9vx2RIdQ1?u
sp=sharing 
 
 
 

 

 
 

 

 
 

 

 

 
 

 

 
 

 

 
 

 

 

 
 

 

 
 

 

 

 
 

 

 
 

 

 
 

 

https://drive.google.com/drive/folders/1GEHuU3yGkkcitbcP_HZV1Sd9vx2RIdQ1?usp=sharing
https://drive.google.com/drive/folders/1GEHuU3yGkkcitbcP_HZV1Sd9vx2RIdQ1?usp=sharing
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