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Capítulo I  
 

1. Introducción 
 

1.1  Planteamiento del problema 
 

Colombia es uno de los países más biodiversos del mundo y no está exento del flagelo de 
la destrucción y deforestación de sus bosques nativos por causa de actividades como la 
transformación de los terrenos para poder suplir la creciente demanda de alimentos, la tala 
con fines económicos, la extracción ilícita de minerales, la ampliación de la frontera agrícola 
y pecuaria, la ampliación de la infraestructura vial y la urbanización de zonas boscosas [1]. 
El decrecimiento de la cobertura forestal, en Colombia y alrededor del mundo, tiene efectos 
negativos sobre el equilibrio de ecosistemas, de las comunidades indígenas y campesinas, 
y en general toda la población se ve afectada por la deforestación [2]. La falta de bosques 
ocasiona la pérdida del hábitat de millones de especies, contribuye al cambio climático y 
los suelos húmedos sin la protección de los árboles se secan rápidamente. Según cifras del 
IDEAM, la deforestación en Colombia ascendió a 140.356 hectáreas de bosque natural, por 
consiguiente, el aumento de la deforestación de bosques naturales fue del 16% [2]. En ese 
sentido, el gobierno tiene la obligación de regular estas actividades con el fin de mitigar el 
daño a los ecosistemas mediante incentivos de la plantación de bosques para la explotación 
y generar restricciones para la tala de bosques naturales [3]. 

Con el fin de mitigar la deforestación y la tala ilegal que se ha venido presenciando en el 
país, el gobierno ha tratado de implementar planes para poder contrarrestar la tala 
indiscriminada de bosques naturales [1]. En consecuencia, el país apuesta por el desarrollo 
sostenible, económico, social y ambiental para que de esta forma puedan mejorar la calidad 
y cantidad de recursos naturales [1]. No obstante, mantener estas regulaciones sobre el 
territorio nacional ha sido muy complicado, dado que no se tiene un control estricto sobre 
toda la cadena de producción porque se carece de herramientas para poder hacer un 
rastreo e identificación de la madera [6].  

La identificación de las maderas se hace de manera manual [4] o haciendo uso de base de 
datos de maderas colombianas, de este modo, la identificación visual se hace basada en el 
juicio, experticia y conocimiento de la anatomía de maderas del observador. También 
existen aplicaciones como Covima [5][43] la cual permite verificar 55 especies maderables 
que se comercializan mediante la comparación de una imagen macroscópica de la madera 
con la muestra, donde aquellas aplicaciones están desplegadas en la nube, haciendo que 
sea necesario el uso de internet para poder obtener las imágenes y seguido a eso, poder 
hacer la respectiva identificación, aspecto que es de gran relevancia por la cobertura de 
internet en el Cauca y el país.  

Teniendo en cuenta lo anterior, para la identificación de maderas se emplean análisis de 
ADN o rayos X [4] que se realizan al interior de laboratorios, los cuales son de muy alto 
costo o casi no se pueden utilizar en el campo. Existen varias técnicas las cuales permiten 
la identificación de maderas, entre las cuales se pueden dividir en dos métodos, primero, el 
análisis e inspección en campo y la segunda, que consiste en el análisis detallado mediante 
un laboratorio [4]. Existe un método de menor costo que los mencionados anteriormente, el 
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cual consiste en un análisis macroscópico en donde solamente se requiere una lupa para 
poder realizar su debida identificación, pero no existe una gran cantidad de personal 
capacitado para aplicar correctamente esta técnica, además, de la alta demanda [4]. Debido 
a esto, existe un gran campo de estudio para impulsar el desarrollo de sistemas de visión 
por computadora para ayudar en el reconocimiento de maderas.  

La visión por computadora juega un papel importante en la identificación rápida en campo, 
dado que ayuda al criterio de decisión de las personas con poca experticia en la 
identificación. Dentro de las soluciones existentes a nivel mundial se encuentran my-
WoodID [29] donde se presenta una aplicación móvil usando un macro lente adaptable a 
un teléfono inteligente. Este sistema está capacitado para identificar 100 tipos de madera 
comúnmente comercializados que se encuentran en Malasia con una precisión del 77.52%. 
Con el alojamiento en la nube, el sistema es de fácil acceso, rápido y escalable al mismo 
tiempo que proporciona una gran precisión en la identificación. Por otro lado, en el contexto 
nacional existe el Xylotron [27] que permite la identificación de 14 especies comercializadas 
en Colombia, sin embargo, requiere de ciertas consideraciones a la hora de preparar la 
muestra y su debida captura. Estas soluciones mantienen las dificultades de trasladar las 
aplicaciones fuera de su contexto local, dada la escasez de imágenes de referencia, la falta 
de colaboración y prácticas estandarizadas. 

Con base en lo anteriormente planteado, el desarrollo de este proyecto resolvió la siguiente 
pregunta de investigación: ¿Cómo contribuyen los algoritmos de aprendizaje profundo 
dentro de los procesos de identificación de maderas colombianas en campo? 

1.2.  Aportes de este proyecto 

 

En este trabajo se propuso un prototipo portable para la identificación de 20 especies de 
maderas comercializadas en la región del Cauca a partir de imágenes macroscópicas de la 
sección transversal sin la necesidad de estar conectado a una red de internet y que puede 
ser utilizado en campo. Este sistema utiliza el aprendizaje por transferencia para ser 
adaptado al problema de capturar imágenes preparadas en campo, por tal motivo para la 
creación del conjunto de datos se siguió el mismo protocolo de preparación y captura 
utilizado en ámbitos reales. La herramienta se probó en diferentes centrales de maderas de 
la ciudad de Popayán con la compañía de personal experto para tener una guía a la hora 
de realizar las pruebas de validación.  

1.3.  Objetivos 

1.3.1. Objetivo general 

Diseñar e Implementar un prototipo para identificación de especies de maderas en un 
dispositivo de cómputo de bajo costo que opere sin internet. 

1.3.2.  Objetivos específicos 

● Crear un dataset que contenga un conjunto de imágenes macroscópicas de 
especies de maderas que contribuyan a enriquecer el dataset de trabajo. 

● Evaluar el desempeño de un conjunto de modelos neuronales basados en 
aprendizaje por transferencia sobre sistemas embebidos empleando el dataset de 
imágenes obtenido. 

● Implementar un prototipo para identificación de maderas, que se base en las 
mejores arquitecturas hardware y software identificadas. 
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● Validar y contrastar el funcionamiento del prototipo en centros de acopio y viveros 
con el fin de evaluar la precisión del prototipo. 

1.4.  Metodología 
 

Para el desarrollo de este proyecto se plantea seguir la metodología de CRISP-DM [7], la 
cual es aplicable al presente proyecto. CRISP-DM posee una serie de fases genéricas las 
cuales brindan la flexibilidad para evaluar y ajustarse a las diferentes fases del proyecto 
múltiples veces. A continuación, se muestra una gráfica con las fases de CRISP-DM. 

 

Figura 1: Fases CRISP-DM [7] 

 

1.4.1 Entendimiento del negocio 

En el contexto regional, existe la intención de proteger los bosques nativos y sus 
comunidades locales de actividades ilegales como, la minería y la tala ilegal, a través del 
uso de herramientas tecnológicas para el reconocimiento de maderas [2]. Por medio del 
protocolo recomendado para la identificación de madera sobresalen dos métodos, el 
primero es una inspección en campo y el segundo es una prueba de laboratorio, los cuales 
son métodos lentos y deben ser realizados por expertos. Una solución a este problema es 
la implementación de tecnologías para el reconocimiento de maderas que se pueda utilizar 
en campo. 
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1.4.2 Comprensión de los datos 

Se plantea la recolección de un conjunto de imágenes perteneciente a diferentes especies 
comercializadas y transportadas en la región del Cauca. Se debe hacer un proceso de 
entendimiento de la composición anatómica de los árboles que hay en cada imagen tomada 
por un sistema de cámara conocido como lupa digital, el cual es empleado por 
Corporaciones Regionales dentro de sus procesos de Gobernanza Forestal. 

1.4.3 Preparación de los datos 

En esta fase se definirán y aplicarán los criterios de selección y redimensionamiento de las 
imágenes con el fin de garantizar que todas las imágenes cumplan con las mismas 
características para ser procesadas por los modelos de aprendizaje profundo, donde se 
debe hacer un etiquetado de las imágenes y separarlas en tres subconjuntos; uno de 
entrenamiento, uno de validación y uno de prueba. 

1.4.4 Desarrollo de modelos 

Posteriormente, se seleccionará y ajustará una arquitectura de red por medio de la 
experimentación basada en varios modelos preexistentes, para comprender su desempeño 
y ajustes de parámetros a la hora de clasificar las imágenes de la sección transversal de la 
especie forestal, con el objetivo de determinar si una imagen pertenece a una especie de 
interés. Esta etapa es de gran relevancia ya que se debe refinar el modelo computacional 
para que opere satisfactoriamente. 

1.4.5 Evaluación 

Se evaluarán los diferentes modelos que se implementaron con el fin de medir el 
rendimiento a la hora de identificar las imágenes en una variedad de situaciones no 
capturadas en los datos de validación.  

1.4.6 Despliegue 

En esta instancia se involucró el trabajo necesario para hacer accesible el modelo de 
aprendizaje profundo desde un dispositivo de cómputo de bajo costo sin necesidad de tener 
conexión a internet, donde se evalúan las compatibilidades de software y hardware, es 
decir, el trabajo conjunto de la lupa digital y el miniordenador. 

 

1.5.  Estructura de la monografía 
 

La presente monografía está organizada de la siguiente forma: 

Capítulo 1: Introducción. En este capítulo, es presentado el planteamiento del problema, la 
justificación, los objetivos del presente trabajo y la metodología que se siguió. Además, en 
este capítulo, se brinda una estructura del documento de monografía, con el fin de brindar 
al lector información de cómo se presentará el trabajo de investigación. 

Capítulo 2: Comprensión del negocio 

Capítulo 3: Comprensión de los datos: En este capítulo se presenta la recopilación de las 
muestras y como es el proceso para la captura de la imagen macroscópica de la sección 
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transversal. También se explica el uso de la lupa digital y cómo se realiza el corte sobre la 
superficie de madera. 

Capítulo 4: Preparación de los datos: en esta sección se detalla la captura de las imágenes 
y la integración con los conjuntos trabajados en [28]. 

Capítulo 5: Modelado y evaluación: aquí se presenta la selección de los modelos, el ajuste 
de hiper parámetros y su respectiva evaluación con el fin de obtener el mejor modelo para 
su despliegue. 

Capítulo 6: Despliegue: en esta fase se detalla el proceso de creación del prototipo, en 
ensamble del prototipo, la conversión de modelo para su despliegue y las pruebas que se 
realizaron en campo. 

Capítulo 7: Conclusiones y trabajo futuro: es este último capítulo se muestran las 
conclusiones obtenidas y los trabajos futuros. 

 

Capítulo II: Comprensión del Negocio 
 

2.1. Métodos de identificación de la madera 
 

Las especies de árboles que corresponden a un mismo grupo presentan similitudes 
genéticas las cuales se expresan en las características morfológicas y fisiológicas [8]. Los 
métodos para la identificación de maderas incluyen una gran variedad de enfoques 
organolépticos, químicos y genéticos para determinar las fuentes taxonómicas, origen 
geográfico y la edad [9]. A continuación, se describen los métodos para la identificación de 
maderas. 

 

2.1.1.  Dendrocronología 
 

La ciencia de la dendrocronología se basa en el análisis de los incrementos periódicos que 
se forman en la mayoría de las especies de árboles templados y algunas especies de 
árboles tropicales. Las características de los anillos que posee cada árbol pueden 
proporcionar información de gran relevancia sobre el crecimiento y la cronología de estos 
anillos puede proporcionar información acerca del árbol y el entorno en el que se encuentra. 
Este método también puede proporcionar información sobre la edad y la procedencia del 
árbol.  [10] 

2.1.2.  Espectrometría de masa 

 
Este método de identificación de la madera utiliza espectrometría de masas para 
caracterizar los fitoquímicos presentes en el duramen, a menudo denominados extractos y 
exudados, o metabolitos. Estos extractos se depositan durante la formación del duramen y 
son en gran parte responsables de su durabilidad. Los extractos se pueden medir mediante 
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espectrometría de masas para generar un perfil químico o una huella dactilar. Los análisis 
estadísticos de estos perfiles se pueden optimizar para agrupar individuos relacionados 
taxonómicamente. La espectrometría de masas ioniza compuestos químicos para generar 
moléculas cargadas y mide las relaciones de masa a carga. Tradicionalmente, la 
espectrometría de masas requería amplios pasos de preparación de muestras debido a la 
necesidad de ionización en el vacío [11].  

2.1.3.  Código de barras genético  
 

El código de barras del ADN se basa en la premisa de que determinadas regiones genéticas 
muestran suficiente variación genética para permitir que los miembros de una especie se 
distingan de forma fiable de los miembros de otra especie. El código de barras de ADN es 
ahora una iniciativa global con la región del gen del citocromo oxidasa mitocondrial elegida 
como estándar para los animales. Dos regiones del gen del cloroplasto son actualmente los 
marcadores estándar para las plantas, sin embargo, solo pueden distinguir alrededor del 70 
por ciento de las maderas y, a menudo, requieren códigos de barras locales (regiones 
genéticas adicionales) para facilitar la determinación a nivel de especie. Los códigos de 
barras de ADN se pueden utilizar como parte de un proceso de descubrimiento de especies 
o para la identificación de muestras. A los efectos de la identificación forense de la madera, 
es el último recurso que se utiliza, aunque el descubrimiento de especies utilizando códigos 
de barras de ADN probablemente constituirá una proporción de la investigación taxonómica 
de fondo necesaria para respaldar una identificación sólida de especies [12].  

2.1.4.  Espectroscopia de infrarrojo cercano (NIRS) 
 

Existen diversos colores que no pueden ser detectados a través del ojo humano, es posible 
generar y medir estos colores invisibles por medio de instrumentos. Cuando se expone a 
energía electromagnética un material la reflexión de la luz puede hacer que algunos colores 
sobresalgan más que otros dando pistas sobre la composición del material. La 
espectroscopia de infrarrojo cercano (NIRS) mide los espectros de absorción del material 
cuando se expone a energía electromagnética del infrarrojo cercano y devuelve información 
derivada de la estructura química y física de la madera. Los resultados de este análisis son 
directamente informativos y se requiere un análisis multivariado para obtener resultados 
significativos [13]. Este método tiene la capacidad de retornar resultados precisos con un 
procesamiento de muestras mínimo y la ayuda de una persona con habilidades 
especializadas para esta identificación. 

2.1.5.  Olfatometría 
 

El uso de perros detectores para la identificación rápida de madera en el campo puede ser 
muy útil para especies particulares de interés, específicamente aquellas bajo la regulación 
de los gobiernos. Sin embargo, un perro sólo puede confirmar si detecta el olor de una 
sustancia a la que ha sido entrenado para responder; no puede determinar la identidad de 
otras sustancias. Como tal, el uso de perros detectores puede aumentar el conjunto de 
herramientas del personal encargado de hacer cumplir la ley, pero no puede satisfacer 
todas las necesidades de identificación rápida de campos de madera. No hay un límite 
establecido para la cantidad de objetivos que un perro puede ser entrenado para detectar, 
pero 12-15 se considera un conjunto razonable de olores para cualquier perro en particular 
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dado el tiempo requerido para el entrenamiento continuo para preservar la eficacia. 
Además, la intensidad de los olores y la frecuencia de su presentación pueden afectar la 
voluntad de un perro de buscarlos. El perro puede ignorar los olores raros y débiles en favor 
de los más comunes y fuertes. Se han elaborado directrices para el adiestramiento de 
perros a fin de detectar la vida silvestre en el comercio y se emprendió un proyecto piloto 
para evaluar la viabilidad de utilizar perros detectores para identificar maderas específicas. 
La información se proporciona en las referencias [14].  

 

2.1.6.  Análisis microscópico 
 

Es el método de laboratorio que más se usa. Este consiste en observar la madera mediante 
microscopía óptica de transmisión en busca de características microscópicas definidas 
donde se describen los tipos de tejidos individuales: vasos, parénquima, rayos y fibras, las 
cuales proporcionan información adicional sobre las inclusiones minerales como parte de 
una "huella dactilar anatómica" de la madera. Los análisis microscópicos permiten la 
identificación de madera de todas las muestras de madera maciza, incluidas capas de 
chapa muy delgadas y también hebras y virutas de madera individuales. Para la 
identificación microscópica de madera de muestras macizas, estas muestras a menudo 
tienen una longitud de aprox. 20 a 50 mm y una sección transversal de 10 a 15 mm son 
ideales [15]. 

 

2.1.7.  Análisis macroscópico 
 

Se ha desarrollado una variedad de ayudas que describen las características anatómicas 
macroscópicas de una selección de maderas para ayudar a las fuerzas del orden en la 
identificación rápida de cargas de madera. Estos recursos incluyen manuales, bases de 
datos de referencia interactivas y carteles, y deben ir acompañados, cuando sea posible, 
de programas de capacitación sobre su uso eficaz realizado por anatomistas profesionales 
de la madera. Los ejemplares de maderas de especies conocidas que pueden encontrarse 
con frecuencia en un punto de control particular son otra opción para respaldar la 
identificación macroscópica de madera de primera línea. Las personas pueden examinar 
estos ejemplos reales de madera y compararlos directamente con la evidencia. Sin 
embargo, se debe tener mucho cuidado al obtener tales ejemplos como referencia, ya que 
un ejemplo incorrecto obviamente puede conducir a resultados incorrectos de identificación 
rápida en campo. Las maderas de ejemplo deben ser verificadas por un anatomista experto 
en madera antes de su uso para garantizar una identificación correcta [9].  

2.2.  Anatomía de la madera 
 

Existen una gran variedad de maderas alrededor del mundo, cada especie tiene unas 
propiedades que las caracterizan. Las características de la madera se basan en un amplio 
conjunto de caracteres anatómicos de la madera. Cada carácter anatómico tiene un grado 
relativo de influencia ambiental y genética y, como tal, combinaciones específicas de 
caracteres pueden servir como identificadores de diagnóstico de ciertos grupos 
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taxonómicos. La anatomía de la madera se centra en el examen de la forma, el tamaño, la 
disposición y el contenido de los diversos tipos de células y tejidos que se encuentran en la 
madera [38].  

 

Figura 2: Partes de la madera [38] 

Entre las particularidades de la madera destaca no solo que no es un material homogéneo, 
sino que las diferentes células que lo componen desempeñan las funciones de conducción 
de savia, sostén del vegetal, transformación y almacenamiento de los productos vitales. Los 
más comunes tipos de corte son: transversal, radial y tangencial (Figura 3). A continuación, 
se describen los elementos que son visibles en el corte transversal de la madera.   

 

Figura 3: Tipos de corte 

 

2.2.1.  Poros 
 

Los poros son células conductoras con forma tubular que en especies como el nogal o el 
olmo se pueden ver a simple vista (figura 4). Las coníferas pueden tener canales resiníferos, 
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que son diferentes que los poros en su anatomía (los canales resiníferos tienen bordes 
irregulares cubiertos de células que producen resina) y aparecen en menor cantidad que 
los poros. 

 

Figura 4: Poros de la madera [38]. 

2.2.2.  Parénquima 
 

Son células que se agrupan en sentido longitudinal, paralelamente al eje del tronco. Su 
color es, en general, más claro que el del resto de las células que componen el tejido leñoso, 
de manera que, en la sección transversal, se pueden apreciar sus dibujos con una lente de 
diezaumentos. Unas veces toca los poros (paratraqueal) y otras es independiente de éstos 
(apotraqueal). Dichas células cumplen la función de almacenamiento, translocación de 
azúcares y agua dentro del leño y en algunos casos pueden desarrollar la función de 
soporte [16]. Dentro del análisis macroscópico no se pueden observar estas células 
mediante una lupa debido a su tamaño tan reducido. 
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Figura 5: Partes de la madera vistas desde el corte transversal, tangencial y radial [30]. 

 

2.2.3.  Fibras 
 

Son células que constituyen el mayor porcentaje del tronco y con función única de 
sustentación. Las fibras influyen directamente en el peso, grado de variación volumétrica e 
indirectamente a las propiedades mecánicas de la madera.  

 

2.2.4 Radios 
 

Los radios son líneas que van desde la parte interior hasta el exterior del árbol formando el 
sistema transversal del tronco. Los radios están constituidos por parénquimas axiales, por 
esta razón los radios son partes débiles de la madera por lo que durante el proceso de 
secado de la madera se tienden a producir grietas. Tienen la función de sintetizar, 
almacenar y transportar bioquímicos en dirección horizontal. 

 

2.3. Algoritmos de aprendizaje automático 
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Las redes neuronales y el aprendizaje profundo están entre las herramientas más utilizadas 
dentro del aprendizaje automático, tienen como objetivo desarrollar sistemas que aprendan, 
reconozcan patrones, puedan predecir comportamientos y generalicen información a partir 
de un conjunto de datos. Estas herramientas se han convertido en una potencial área de 
investigación en la ingeniería [17][33]. 

El aprendizaje automático tiene como objetivo establecer un regresor o clasificador a través 
del aprendizaje del conjunto de entrenamiento y luego evaluar el rendimiento del regresor 
o clasificador a través del conjunto de prueba [17][18]. 

 

2.3.1.  Aprendizaje profundo 
 

El aprendizaje profundo permite que los modelos computacionales que se componen de 
múltiples capas de procesamiento aprendan representaciones de datos con múltiples 
niveles de abstracción. Estos métodos han mejorado significativamente el campo del 
reconocimiento de voz, reconocimiento de imágenes, detección de objetos entre otros 
dominios [18][41]. El aprendizaje profundo descubre una estructura en común en grandes 
conjuntos de datos y mediante el uso de algoritmos de backpropagation ajusta los 
parámetros internos de cada capa a partir de la capa anterior. Uno de los procedimientos 
utilizados es el descenso de gradiente estocástico (SGD) [42]. Esto consiste en mostrar el 
vector de entrada para algunos ejemplos, calcular las salidas y los errores, calcular el 
gradiente promedio para esos ejemplos y ajustar los pesos en consecuencia. 

 

2.3.2.  Aprendizaje por transferencia 
 

El aprendizaje por transferencia (en inglés: transfer learning), consiste en entrenar primero 
un modelo base con un conjunto de datos de origen y luego transferir las características 
aprendidas a una segunda red para entrenarse con un conjunto de datos distinto a la inicial 
[46], como se puede apreciar en la figura 55, se hace un pre entrenamiento del modelo 
base y luego se adapta a un problema en específico que se quiera abordar. Esto mejora la 
capacidad de generalización del modelo en muchas tareas de visión artificial, como el 
reconocimiento de imágenes y la localización de objetos [47].  

 

Figura 55: aprendizaje por transferencia [28]. 
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2.4. Estado del arte 
 

2.4.1.  Arquitectura LeNet  
 

En [19] se presenta una red neuronal para la identificación de especies forestales basadas 
en imágenes macroscópicas de cortes de madera. Aquí se implementa una arquitectura de 
red neuronal convolucional (CNN) LeNet la cual se puede ver en la figura 6, la cual se 
entrena desde cero con una base de datos de imágenes macroscópicas de 41 especies 
forestales. Esta base de datos contiene 2942 imágenes en formato JPG y con 3264 x 2448 
píxeles de resolución. El entrenamiento de los datos se hizo dividiendo en un conjunto del 
80% para los datos de entrenamiento, luego un conjunto del 15% para los datos de 
validación y 5% para las pruebas. Para incrementar el tamaño del dataset se tomó cada 
imagen de los conjuntos de validación y entrenamiento y se dividió en 16 sub-imágenes no 
superpuestas las cuales tienen tamaños idénticos. Al ser evaluado este modelo, se obtiene 
un resultado del 93,6% accuracy.  

 

Figura 6: arquitectura LeNet3 [20] 

Las arquitecturas profundas LeNet3 y NIRNet fueron usadas en [20] y su rendimiento fue 
evaluado en un dataset de 475 imágenes, correspondientes a cinco especies diferentes 
pertenecientes a Corea. Los modelos se probaron mediante un teléfono inteligente. A la 
hora de evaluar los modelos, se utilizaron las métricas precisión, recall y F1. El modelo 
LeNet obtuvo un mejor desempeño con precisión, recall y F1 de 93.28%, 90.96% y 91.98% 
respectivamente, mientras que el modelo NIRNet obtuvo una precisión, recall y F1 de 
86.22%, 85.69% y 85.94% respectivamente. Adicionalmente, los autores probaron algunos 
métodos de ensamble con los modelos obtenidos, donde el mejor resultado se consiguió al 
aplicar el método de promedio, obteniendo valores de precisión, recall y F1 de 96.28%, 
94.58% y 95.31%, respectivamente. 
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2.4.2.  Arquitectura ResNet 
 

En el artículo [19] anteriormente mencionado, además de la arquitectura LeNet mencionada 
previamente se hace uso de una arquitectura ResNet la cual se aprecia en la figura 7, que 
ha sido pre-entrenada en ImageNet y luego se refinan parámetros en el dataset del 
problema.  El modelo basado en ResNet alcanzó una precisión superior al 98%, superando 
al modelo LeNet implementado en este mismo artículo.  

 

Figura 7: arquitectura ResNet [19]. 

En el artículo [21] se determina la viabilidad de utilizar una CNN ResNet para identificar 
correctamente las especies de madera dura a partir de imágenes macroscópicas. El método 
consiste en un teléfono inteligente equipado con un lente macro con zoom de 14x para 
fotografía. Se tomaron como referencia diez especies diferentes de madera dura de 
América del Norte para crear un conjunto de 1869 imágenes. Se utilizó el método de 
validación cruzada cinco veces, en los cuales el número de muestras de prueba fue 
variando de 341 a 342. Durante el desarrollo se fue realizando el aumento de datos para 
cada conjunto de entrenamiento mediante rotación, zoom y reflexión de imágenes. Se 
evidencia que la red neuronal puede identificar de manera precisa las diferentes especies 
de madera dura basándose en imágenes macroscópicas con una precisión ajustada del 
92.60%. También, otra implementación descrita en [29], propone un sistema de 
identificación macroscópico de madera que utiliza visión artificial con un método de 
aprendizaje profundo utilizando un teléfono inteligente y una macro lente adaptable como 
dispositivo de adquisición de imágenes. Con el alojamiento en la nube, el sistema es de 
fácil acceso, rápido y escalable al mismo tiempo que proporciona una gran precisión en la 
identificación. Este sistema está capacitado para identificar 100 tipos de madera 
comúnmente comercializados que se encuentran en Malasia con una precisión del 77.52%. 

En [29] aborda el problema de la identificación automática de especies de árboles a partir 
de imágenes macroscópicas de madera. El modelo se aplica a segmentos consecutivos de 
la imagen siguiendo la estrategia de ventana deslizante para reconocer la pertenencia de 
un píxel central del segmento. Luego decide sobre las especies de árboles resultantes 
mediante una votación por mayoría. El rendimiento del modelo se evaluó en relación con 
un conjunto de datos de 312 imágenes de núcleos de madera que representan 14 especies 
de árboles europeos. Los autores consideraron dos tareas, las cuales incluyen la 
clasificación de segmentos de imágenes de madera y la clasificación de núcleos de madera. 
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En estas tareas, el modelo propuesto reconoció correctamente especies de casi el 93% de 
los segmentos de la imagen de madera y el 98,7% de las imágenes de núcleos de madera. 
También superó al competidor basado en redes neuronales convolucionales de última 
generación en un 9% y un 3%, respectivamente. 

2.4.2.  Arquitectura VGG 
 

Una red VGG19 se describe en [23] cuya arquitectura se aprecia en la figura 8, la cual 
clasifica 25 especies de maderas. Mediante una lupa de 20 aumentos se obtuvieron un total 
de 192 imágenes de cada especie de árbol, obteniendo un total de 4800 imágenes. Este 
número de imágenes se divide en tres subconjuntos, los cuales corresponden a 
entrenamiento, validación y prueba. El 60% del dataset es usado para el conjunto de 
entrenamiento, el 20% es usado para el conjunto de validación y el 20% restante es usado 
en el conjunto de prueba. El modelo de la red VGG19 se entrenó en el conjunto de datos 
ImageNet y se aplicó a la clasificación de 25 maderas, para lograr esto, los autores [23] 
tuvieron que aplicar métodos de aprendizaje por transferencia sobre el modelo pre-
entrenado. La red de aprendizaje profundo logra un buen efecto de ajuste al aprender de 
una gran cantidad de datos de muestras de madera etiquetadas y extraer características 
efectivas. También tiene un buen rendimiento de generalización en el conjunto de prueba. 

 

Figura 8: Arquitectura VGG16 [23]. 

 

2.4.3.  Arquitectura Xception 
 

En [24] se investiga el uso de la red neuronal convolucional profunda (D-CNN) con el 
método de aprendizaje por transferencia y el diseño de cuello de botella para la clasificación 
de cinco clases de cedro con un pequeño conjunto de datos aplicando un modelo xception 
figura 9, con el fin de determinar la calidad de la madera. Hay cinco clases diferentes de 
madera en dicha propuesta, la mejor calidad es la clase I y la peor calidad es la clase V. El 
método de aprendizaje y las funciones de cuello de botella pueden aumentar la precisión 
de la red neuronal convolucional profunda (D-CNN). Al evaluar el modelo, el experimento 
alcanza un 95,69% de precisión. 
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Figura 9: Arquitectura Xception [24]. 

2.4.4.  Arquitectura Depthwise 
 

La identificación confiable y rápida de especies maderables es un tema muy relevante para 
muchos países de América del Sur, en [25] propone una CNN para la identificación de 
maderas en Perú, la arquitectura del modelo se detalla en la figura 10. Este modelo puede 
ejecutarse en un SBCo en tiempo real y es capaz de manejar el problema de reconocimiento 
de conjuntos abiertos. Este modelo puede discriminar entre especies conocidas y especies 
desconocidas. Las imágenes usadas pertenecen a dos conjuntos. El primero agrupa 16 
especies de maderas del Perú y el segundo conjunto corresponde al Forest Species 
Database - Macroscopic. Para la evaluación del modelo se hacen pruebas sobre los dos 
conjuntos de datos y se desarrollan experimentos en el SBCo Raspberry Pi para medir el 
consumo de energía. Los resultados mostraron que logra discriminar las especies que no 
conoce con una alta precisión y una medida F1 superior al 92% para ambos conjuntos de 
imágenes utilizados. 
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Figura 10: Arquitectura DepthWise [25]. 

 

2.4.5.  Clasificador vecino más cercano 
 

En [26] se plantea que la visión artificial basada en el reconocimiento de patrones podría 
ser una solución viable y atractiva debido a que depende menos del conocimiento experto. 
Este trabajo se centra en la clasificación automatizada de 1221 micro-imágenes de 77 
especies de madera pertenecientes a la región del Congo, en la figura 11 se muestra la 
arquitectura utilizada. Imágenes microscópicas de la sección transversal de las especies de 
maderas fueron tomadas de manera estandarizada con un aumento de 25x las cuales son 
clasificadas mediante un modelo basado en el algoritmo del vecino más cercano. A la hora 
de evaluar los modelos obtuvieron una tasa de éxito del 88% a nivel de especies, 89% a 
nivel de tipo y un 90% a nivel de familia. 

 

Figura 11: Vecino más cercano [26]. 
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2.4.6.  Xylotron 
 

En [27] se utilizaron 764 especímenes de xilotecas para la identificación de 14 especies 
comercializadas en Colombia. Se tomaron un total de 4180 imágenes de las superficies 
pulidas de la madera mediante el Xylotron, el cual es un sistema de visión por computadora 
que emplea imágenes macroscópicas para la identificación de maderas, en la figura 12 se 
muestra la arquitectura utilizada. Estas imágenes fueron clasificadas en 14 clases y 
separadas en dos conjuntos, uno de prueba y otro de entrenamiento, de tal manera que, el 
80% de las imágenes pertenecen al conjunto de entrenamiento y el 20% restante 
corresponde a el conjunto de prueba. La exactitud de la clasificación de los especímenes 
fue del 97.3%. Este sistema sin ninguna optimización computacional requiere de 2-3 
segundos de tiempo para realizar la identificación de las imágenes en campo, sin embargo, 
presenta un alto costo económico para uso masivo. 

 

Figura 12: Arquitectura usada para Xylotron [37]. 

 

2.4.7.  EfficientNet 
 

Para la identificación de especies de maderas [28] plantea el uso de una CNN en la 
modalidad de transfer learning sobre nueve especies de madera comercializadas en el 
departamento del Cauca. En el proceso de adquisición de imágenes los autores utilizaron 
una lupa digital con la cual después de eliminar las imágenes de baja calidad obtienen 8445 
imágenes. Emplearon la métrica del coeficiente de correlación de Matthews cuyo resultado 
fue 0.967 sobre el conjunto de prueba y abre la posibilidad de diferenciar correctamente las 
9 especies con un porcentaje superior al 90%. Adicionalmente, se hizo el despliegue en la 
nube para ser accesible mediante un chatbot de Telegram (IMACA). 
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2.4.8.  Arquitectura MobileNet 
 

La red mobileNet se basa en una arquitectura simplificada que utiliza depth-wise separables 
en profundidad para construir redes neuronales profundas y livianas [44]. En [45] se 
utilizaron 1000 imágenes de 10 especies de maderas comercializadas en indonesia. Las 
imágenes se dividieron en 90 conjuntos de datos de imágenes y 10 imágenes para 
conjuntos de datos de validación. Según los resultados, se alcanzó una exactitud de 98% 
para el conjunto de entrenamiento, el 93,3% para las pruebas, el 28% de recall y el 93% 
para la precisión.  

 

 

Capítulo III: Comprensión de los datos 
 

El criterio base para definir un protocolo de adquisición de imágenes, fue adaptarse a las 
condiciones bajo las cuales se hacen las inspecciones de madera en campo, de manera 
que el proceso sea lo más ceñido a la realidad. Los siguientes procesos son importantes 
para poder dar explicación a la recolección de datos que se realizó para este trabajo. 

Para la comprensión de los datos, hay que tener en cuenta el proceso que se debe seguir 
para poder obtener una imagen macroscópica de una muestra de madera, en la figura 13 
se detalla dicho proceso que se debe seguir para dicho objetivo. 

 

Figura 13: Proceso para la adquisición de imágenes. fuente autor. 

 

3.1 Técnica para la extracción de las muestras 
 

Para la extracción de las muestras se utiliza un barreno, como se muestra en la figura 14, 
el cual es un instrumento que permite extraer pequeñas porciones cilíndricas de madera de 
un árbol [32]. Este instrumento consta de una punta aserrada para poder entrar con mayor 
facilidad en la madera, en este proceso queda un cilindro de aproximadamente 5mm de 
diámetro el cual es utilizado para hacer el corte de la sección transversal y luego la captura 
de la imagen usando una lupa digital. 
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Figura 14: Uso del barreno [32]. 

 

 

 

Figura 15: Cilindro obtenido con el barreno, fuente autor. 

También existen bloques de madera los cuales se les puede hacer el corte transversal de 
la misma manera que la técnica anterior; la diferencia entre estas es que existe una mayor 
área para hacer el corte transversal. 

 

Figura 16: Bloques de madera, fuente autor. 
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3.2 Proceso de corte de la muestra. 
 

Luego de haber obtenido el cilindro se procede a hacer el corte apoyándose sobre una base 
metálica la cual proporciona más estabilidad para poder hacer un corte longitudinal como 
se muestra en la figura 15.  

 

 

Figura 17: Cilindro obtenido con el barreno, fuente autor 

Cuando se posiciona el trozo de madera en la estructura de aluminio, se debe garantizar 
que las fibras deben estar de forma perpendicular a las bases de apoyo. Con ayuda de un 
bisturí se hace el corte a lo largo de las muestras con el fin de exponer la mayor cantidad 
de características la madera, en la figura 17 y 18 se detalla el proceso. 

 

 

Figura 18: Muestra antes y después de hacer el corte, fuente autor. 

 

En este proceso el corte debe ser lo más limpio posible para que la mayor cantidad de poros 
quede expuesta y así de esta manera se pueden obtener aproximadamente 130 imágenes 
de cada muestra, haciendo que se tenga una buena cantidad de datos para el proceso de 
entrenamiento. 
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Figura 19: Muestra antes y después de hacer el corte, fuente autor.  

 

3.3 Proceso de captura de las imágenes. 
 

Para obtener una imagen macroscópica de la madera es necesario el uso de una lupa digital 
con la cual se logra visualizar un área 3x2 mm sobre la superficie de la muestra previamente 
obtenida con la ayuda del barreno, esta se debe ubicar sobre la superficie que fue cortada. 

 

 

Figura 20: Lupa digital, fuente autor 

 

Se toma cada cilindro en los pasos anteriores y se coloca en una base en aluminio diseñada 
para realizar el respectivo corte transversal con ayuda del instrumento de corte (bisturí). 
Después de posicionar el cilindro de madera, se le realiza un corte según la figura 18, con 
el fin de poder exponer la mayor cantidad de características anatómicas. Posteriormente, 
se hacen las respectivas capturas de cada cilindro con ayuda de una lupa digital como se 
muestra en la figura 20 y 21. Es de anotar que de cada cilindro se pueden capturan 
aproximadamente una cantidad entre 100-150 imágenes  
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Figura 21: Corte y captura de imágenes, fuente autor 

 

 

3.4 Recolección de datos. 
 

Durante la recolección de los datos la Corporación Autónoma del Cauca (CRC) proporcionó 
aproximadamente 14 bolsas selladas en las cuales se encontraban múltiples cilindros de 
madera pertenecientes a una especie que ya venían etiquetadas con el nombre y/o código 
de identificación de un proceso de aprovechamiento forestal en el departamento del Cauca, 
en la tabla 1 se muestran las especies que fueron seleccionadas inicialmente. 

 

Tabla 1: Especies seleccionadas 

Especie Cantidad de muestras Calidad de la muestra 

Aceite Maria 3 Buena 

Pomo 2 Buena 

Cargadero 2 Buena 

Sande 2 Buena 

Aguamanil 2 Buena 

D543 3 Buena 

Caimito 3 Buena 
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Especie Cantidad de muestras Calidad de la muestra 

Tangare 3 Buena 

Laurel Paliarte 2 Buena 

Palo Mulato 2 Mala 

Cuangare 1 Mala 

Caimito rayuelo 1 Mala 

naguare 1 Mala 

N-34 1 Mala 

 

En la tabla 1 se detalla la calidad de las muestras, donde el criterio es bueno cuando la 
muestra tiene un largo aproximado entre 8 y 14 cm, además, que la muestra no se 
encuentre dañada o podrida, y se considera mala cuando su largo es inferior a 8 cmo ya 
venía en malas condiciones o podrida. 

 

Capítulo IV: Preparación de los datos 
 

En esta fase del trabajo se revisaron las muestras proporcionadas con el fin de seleccionar 
qué muestras son adecuadas para el proceso de corte y captura de imágenes. También se 
hace la construcción y limpieza de los datos para finalmente hacer la integración con el 
conjunto de datos que fueron trabajados en [28]. 

 

 

Figura 22: Preparación de los datos, fuente autor 

4.1 Selección de los datos 
 

Para la selección de las especies se tuvo en cuenta la calidad de las muestras, dado que, 
muchas de ellas eran muy cortas o la madera se encontraba dañada o podrida impidiendo 
realizar un corte sobre su superficie, de esta manera se empieza a hacer un primer filtrado 
de las especies dando un resultado preliminar de nueve especies cuyas muestras están en 
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óptimas condiciones para realizar un corte y de esta manera poder sacar la mayor cantidad 
de imágenes posibles. 

 

Figura 16: Bolsa sellada con las muestras dentro, fuente autor. 

En la tabla 2 se muestran las especies que fueron seleccionadas tras haber hecho el filtrado 
por la calidad de las muestras y en la figura 23 se observa una imagen macroscópica de 
las especies. 

Se escogieron nueve especies de madera a las cuales se le debe hacer un proceso de 
corte en la sección transversal. Con el uso de una lupa digital se hace la captura de las 
imágenes en las cuales se obtiene un área aproximada de 3x2mm. 

  

Tabla 2: Especies seleccionadas 

Nombre científico Nombre común 

osteophloeum platyspermun Aguamanil 

Brosimum utile Sande 

Caimito pouteria caimito Caimito 

Calophyllum mariae Aceite María 

Carapa guianensis Tangare 

Cariniana pyriformis Palialte Amarillo 

Guatterua cuatrecasasil Cargadero 

Ocotea insularis Laurel Paliarte 

Qualea acuminata Spruce ex Warm Pomo 
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Figura 23: de izquierda a derecha: primera fila, aguamanil, Calophyllum mariae, Cariniana 
pyriformis, Carapa guianensis. Segunda fila: Brosimum utile, Ocotea insularis, Guatterua 

cuatrecasasil, Caimito pouteria caimito. Tercera fila: Qualea acuminata Spruce ex Warm, fuente 
autor. 

 

Se elige como superficie de prueba la sección transversal de la madera porque su corte 
revela las características anatómicas más importantes para la diferenciación por análisis 
macroscópico o asistido por redes neuronales, como lo demuestra el experimento y la 
experiencia de identificación humana con lupa manual. Por razones prácticas, la 
preparación de la muestra se mantuvo simple, haciendo uso del corte de madera con un 
bisturí según estándares nacionales e internacionales [3][4]. 

Se capturan aproximadamente 150 imágenes por especie las cuales se tienen que pasar 
por un proceso de limpieza de datos que se explicará en el siguiente capítulo debido a que 
durante el proceso de captura se presentaron desenfoques y partes borrosas de las 
imágenes las cuales podrían generar confusiones al momento de entrenar los modelos.  

Adicionalmente, se tomaron nueve especies de maderas que se trabajaron en [28] y de esta 
forma enriquecer la cantidad de especies para este trabajo. Y finalmente se agregaron las 
especies pino patula y ciprés. 

 

4.1.1 Conjunto de imágenes disponibles 
 

Se buscó la posibilidad de ajustar modelos existentes con fuentes externas de información, 
como imágenes o secciones macroscópicas de otras especies, pero este proceso se 
dificulta debido a que los métodos de captura de imágenes no están estandarizados [33]. 
En el trabajo de grado [28] queda una base de datos de nueve especies de maderas 
comercializadas en el Cauca la cual constaba con imágenes macroscópicas de la sección 
transversal de la madera tomadas a partir de troncos de madera, el área que cubre la 
imagen es de 2.5x1.9mm, esta área es adecuada para poder observar los poros y patrones 
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de la madera. Este conjunto de imágenes consta de 8450 imágenes aproximadamente 
pertenecientes a 9 especies de madera diferentes. En la tabla 13 se muestra un resumen 
de las especies trabajadas y la cantidad de imágenes capturadas por especie. 

 

Tabla 13: especies trabajadas en [28]. 

Nombre científico Nombre común Número de imágenes 

Campnosperma panamensis Sajo 646 

Cedrela odorata Cedro 1031 

Cedrelinga cateniformis Achapo 1005 

Cordia alliodora Nogal cafetero 833 

Dialyanthera gracilipes Cuángare 1031 

Eucalyptus globulus Eucalipto blanco 1039 

Handroanthus chrysanthus Guayacán amarillo 991 

Humiriastrum procerum Chanul 919 

Fraxinus uhdei Urapán 950 

 

 

4.2 Limpieza de los datos 
 

El procedimiento de limpieza se realiza para borrar o eliminar datos incorrectos con el fin 
de obtener las imágenes que están en mejores condiciones en términos de nitidez y enfoque 
con el fin de evitar futuros problemas con el modelo a raíz de imágenes difusas. 

Posteriormente al proceso de captura de imágenes, se realizó una revisión general de las 
mismas con el fin de identificar capturas que presenten problemas de enfoque, poros 
tapados o partes negras en las esquinas. De esta manera se depura el conjunto y se deja 
las imágenes de mejor calidad que serán utilizadas en el entrenamiento de los modelos.  

El procedimiento consiste en la división de tres subcarpetas por especie donde se 
clasificaron por el nivel de nitidez y enfoque presente en la imagen, donde la carpeta número 
uno corresponde a las imágenes que no se ven borrosas y cuentan con la mayor cantidad 
posible de poros, la dos corresponde a las imágenes que tienen pequeños bordes negros 
asi como desenfoques, y la tres corresponde a todas aquellas que estaban totalmente 
desenfocadas y sus poros tapados, en la figura 24 se muestra la clasificación realizada en 
esta fase.  
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Figura 24: de izquierda a derecha, mayor enfoque a menor enfoque, fuente autor 

 

Al finalizar, se escogen las imágenes de la carpeta uno donde están presentes las mejores 
capturas realizadas. Tener un conjunto de datos robusto y de alta calidad ayuda a 
enriquecer los bancos de imágenes macroscópicas que pueden ser usados para trabajos 
posteriores o en las líneas de estudios forestales.  

4.3 Construcción de los datos 

 

Posteriormente al proceso de limpieza de datos se deja un total de 100 imágenes por 
especies de las nueve que fueron seleccionadas para la captura de la imagen. Inicialmente 
se mantiene una distribución de 70%, 15% y 15% para los conjuntos de entrenamiento, 
validación y prueba respectivamente. 

4.4 Integración de los datos 
 

Para la integración de los datos se utilizaron las 9 especies trabajadas en [28], las 9 
especies recolectadas previamente y se agregaron las especies pino patula y ciprés las 
cuales estaban presente en una base de datos de maderas del Cauca [40] donde se 
encuentran imágenes macroscópicas de la sección transversal tomadas a partir de troncos 
de madera. 

En base a lo anteriormente planteado y realizado, se procedió a hacer la integración con el 
conjunto de imágenes disponibles de otras especies de maderas. Se tomaron 100 
imágenes de cada una de las especies para trabajar con un conjunto de datos balanceado, 
teniendo en cuenta que cada imagen tuviese una óptima cantidad de poros expuestos y 
que no presentará desenfoques o partes oscuras en la imagen, dando como resultado 
aproximadamente 2000 imágenes luego de su respectiva integración con los datos 
obtenidos en el apartado anterior. 

En la figura 25 se aprecia una imagen macroscópica de cada una de las 20 especies que 
se van a utilizar en el entrenamiento de los modelos. De igual manera, en la tabla 3 se 
detalla el nombre común de la especie en la región, junto con su nombre científico. 
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Figura 25: de izquierda a derecha: primera fila, aguamanil, Brosimum utile, Caimito pouteria 
caimito, Calophyllum mariae. Segunda fila, Campnosperma panamensis, Campnosperma 

panamensis, Cariniana pyriformis, Cedrela Odorata. Tercera fila: Cedrelinga Cateniformis, Cordia 
alliodora, Cupresus lusitanica, Dialyanthera gracilipes. Cuarta fila: Eucalyptus globulus, Fraxinus 
uhdei, Guatterua cuatrecasasil, Handroanthus chrysanthus. Quinta fila: Humiriastrum procerum, 

Ocotea insularis, Pinus patula, Qualea acuminata Spruce ex Warm, fuente autor 

 

Tabla 3: Nombres de especies 

Nombre científico Nombre común 

aguamanil-c716 Aguamanil 

Brosimum utile Sande 

Caimito pouteria caimito Caimito 

Calophyllum mariae Aceite María 

Campnosperma panamensis Sajo 
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Nombre científico Nombre común 

Carapa guianensis Tangare 

Cariniana pyriformis Palialte Amarillo 

Cedrela odorata Cedro Costeño 

Cedrelinga cateniformis Achapo 

Cordia alliodora Nogal Cafetero 

Cupresus lusitanica Ciprés 

Dialyanthera gracilipes Cuangare 

Eucalyptus globulus Eucalipto Blanco 

Fraxinus uhdei Urapan 

Guatterua cuatrecasasil Cargadero 

Handroanthus chrysanthus Guayacan Amarillo 

Humiriastrum procerum Chanul 

Ocotea insularis Laurel Paliarte 

Pinus patula Pino Patula 

Qualea acuminata Spruce ex Warm Pomo 

 

 

Capítulo V: Modelado y Evaluación 
 

Dentro de las etapas que se desarrollan en CRISP-DM, el proceso asociado al modelado y 
evaluación presenta una gran importancia dado que puede surgir al final de este un 
algoritmo óptimo que se aplique a la identificación de tipos de madera. De este modo, en el 
presente capítulo se ahonda en el desarrollo, construcción y evaluación de varios modelos 
de aprendizaje profundo basados en redes neuronales convolucionales (CNN), con el fin 
de encontrar la arquitectura de red más adecuada para la identificación de maderas, de 
acuerdo con su desempeño en el entrenamiento. Para la evaluación se tienen en cuenta 
varias métricas como accuracy, recall, entre otras, las cuales se detallan más adelante. La 
figura 26 detalla el proceso que se lleva a cabo en esta fase.  
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Figura 26: Proceso para el modelado, fuente autor. 

 

Para todas las arquitecturas de red, inicialmente se entrenan con el optimizador Adam [35], 

con una tasa de aprendizaje de 1 × 10−3, una función de pérdida llamada entropía cruzada 
categórica, un tamaño de batch de 128 y se corre a 60 épocas. La mayoría de parámetros 
están configurados por defecto pero posteriormente, en la fase de optimización algunos 
serán ajustados con el fin de encontrar la combinación adecuada que permita tener una 
mejor exactitud. 

5.1 Selección de una arquitectura de red 
 

Múltiples técnicas aplican CNNs a problemas en los cuales se poseen cantidades limitadas 
de imágenes, y en este sentido, una forma de aprovechar esta limitación es empleando la 
transferencia de características, particularmente, el ajuste controlado de parámetros de un 
modelo que ha sido previamente entrenado en otro dominio y con cientos de miles o 
millones de imágenes. 

En la literatura [24][27][28], una de las técnicas utilizadas para la identificación de maderas 
es el aprendizaje por transferencia (en inglés: transfer learning), el cual utiliza como punto 
de partida modelos que ya han tenido un proceso de pre-entrenamiento, con lo cual permite 
desarrollar un modelo de una manera más rápida haciendo que se adapte a las necesidades 
del problema de identificación de maderas. Específicamente, que los modelos de las redes 
neuronales empleadas se enfoquen en el aprendizaje de detalles, rasgos o aspectos 
característicos que se observan en un corte transversal de madera (características 
anatómicas que se describieron anteriormente). 

Los modelos que se han trabajado en diferentes países se ven en la tabla 4, en la cual 
resalta la arquitectura de red ResNet.  

 

Tabla 4: Modelos utilizados en diferentes países. 

Arquitectura de red Número de especies País 

Lenet 41 Costa Rica 

ResNet50 41 Costa Rica 

ResNet 10 EEUU 

ResNet 14 EUROPA 

VGG16 25 China 

Xception 5 Indonesia 
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Depthwise 16 Perú 

InceptionV4_ResNetV2 10 EEUU 

ResNet 100 Malasia 

Vecino más cercano 77 El Congo 

Resnet 14 Colombia 

Efficienet 9 Colombia 

MobileNet 10 Indonesia 

 

 

Los enfoques que se han tomado en la tabla 4 han sido en la implementación de redes 
convolucionales, estandarizando la extracción de características y clasificación para lograr 
un buen rendimiento en las pruebas de laboratorio.  Sin embargo, en estas aplicaciones se 
sigue presentando dificultades a la hora de utilizarlas fuera de su contexto local, debido a 
la escasez de imágenes que existen y la falta de prácticas estandarizadas en esta 
comunidad. Por ejemplo, el Xylotron [27] utiliza su propia instrumentación y una rigurosa 
preparación de las muestras para poder reducir la cantidad de imágenes que son requeridas 
en la naturaleza, mientras que My Wood-ID [29] partidario de recopilar y usar bases de 
datos grandes con el objetivo de dar flexibilidad en la preparación de muestras, y ser 
compatible con dispositivos móviles. 

En este trabajo se optó por trabajar con los modelos Resnet, MobileNet, VGG16 y una red 
neuronal convolucional hecha desde cero con el fin de contrastar los resultados obtenidos 
de cada modelo en la fase de evaluación, y de esta manera, escoger el que presente un 
mejor desempeño para su despliegue y prueba en campo y entornos reales. Estos modelos 
se seleccionaron basándose en las arquitecturas encontradas en la literatura, en la facilidad 
de implementación y despliegue en dispositivos con bajos recursos de cómputo, además 
se tuvo en cuenta la cantidad de parámetros que se pueden entrenar y la exactitud al ser 
entrenado con el dataset de imageNet como se aprecia en la figura 54. 
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Figura 54: Rendimiento de los modelos 

 

 

5.2 Generación de un diseño de pruebas 
 

Antes de la creación de los modelos, es necesario generar un procedimiento para verificar 
la calidad de los modelos. Para este caso, se utilizó un conjunto de datos el cual se dividió 
en 70%, 15% y 15% para el conjunto de entrenamiento, validación y prueba 
respectivamente. Es importante utilizar la métrica exactitud la cual describe el rendimiento 
del modelo en todas las clases. Se calcula como la relación que hay entre el número de 
predicciones correctas y número de predicciones totales. Está métrica es de gran ayuda 
para decidir sobre cuál modelo está presentando una mejor certeza a la hora de hacer una 
predicción sobre el conjunto de pruebas. La fórmula de la exactitud se muestra a 
continuación: 

𝑎𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  (𝑇𝑃 + 𝑇𝑁) / (𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁) 

Ecuación 1: exactitud. 

Por otro lado, es importante la matriz de confusión (figura 27) porque está ayuda a visualizar 
el desempeño del modelo y nos puede brindar información sobre la cantidad de 
predicciones correctas que tuvo sobre el conjunto de pruebas para cada tipo de madera. 
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Figura 27: Matriz de confusión, fuente autor. 

 

Comparar las curvas de exactitud (accuracy) y pérdida (loss) en una gráfica de los conjuntos 
de entrenamiento y validación es muy importante para la interpretación de los resultados, 
dado que, esto nos ayuda a tener una idea del proceso de entrenamiento y la forma en que 
está aprendiendo los modelos. En la figura 28 se muestran el significado de las posibles 
formas que pueden tomar tanto la curva de pérdida como de exactitud con respecto al 
número de épocas. La sobregeneralización nos indica que existe una imposibilidad de hacer 
una predicción correctamente, eso puede ser debido a la baja cantidad de datos o un 
entrenamiento muy pobre. Y el sobreajuste nos puede indicar que existe un aprendizaje 
excesivo de los datos de entrenamiento ocasionando que el modelo pueda producir 
resultados singulares y con una imposibilidad de predecir correctamente nuevos datos de 
entrada. 

 

Figura 28: Interpretación de curvas[39]. 

 

5.3 Construcción de los modelos 
 

En esta fase se toman los modelos escogidos en el apartado 4.1, los cuales se les hace un 
proceso de adaptación y ajuste dado que son modelos que ya están entrenados con los 
pesos de imageNet. 
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5.3.1 Arquitectura ResNet 
 

En la figura 29 se muestran las capas que son utilizadas para este modelo, la primera 

consiste en el modelo que fue preentrenado, la segunda corresponde a Global Average 
Pooling 2D cuya función es la agrupación promedio en las dimensiones espaciales 
hasta que cada dimensión espacial es una, y deja las demás dimensiones sin cambios, 
la tercera consiste en una capa densa la cual está completamente conectada con una 
dimensionalidad de salida de 512 neuronas (generalmente se trabaja con 128, 256, 
512) y la cuarta capa también es una capa densa con una dimensionalidad de salida 
de 20 que corresponde al número de clases. Además, ambas capas densas constan con 
una función de activación ReLu (Rectificador lineal).  

 

Figura 29: Resumen de capas que se utilizó para la construcción del modelo con ayuda del 
framework Tensor Flow. 

 

Por otra parte, se activan 58 capas para que puedan volver a ser entrenadas con los nuevos 
los datos que se ingresan en el modelo y así pueda extraer la mayor cantidad de 
características de esos datos. Las demás capas quedan congeladas y no aprenderán de 
los nuevos datos, es decir que los valores de los pesos ya entrenados no se alteran. 
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5.3.2 Arquitectura VGG16 
 

En la figura 30 se muestran las capas que son utilizadas para este modelo, donde se hace 
la unión de una capa Densa al final de la arquitectura VGG16 la cual tiene un formato de 
salida de 20 y una función de activación softmax. La cantidad de capas entrenables para 
este modelo son dos con el fin de que las funciones que se aprendieron en VGG con los 
pesos de ImagenNet aún sean bastante relevantes para la nueva tarea de clasificación de 
imágenes. 

 

Figura 30: Resumen de capas que se utilizó para la construcción del modelo VGG16 con ayuda del 
framework Tensorflow. 

5.3.3 Arquitectura MobileNet 
 

En la figura 31 se muestran las capas que son utilizadas para este modelo. La primera 
consiste en la arquitectura que fue pre-entrenada y las siguientes capas tienen las mismas 
características que las capas agregadas para el modelo ResNet. 
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Figura 31: Resumen de capas que se utilizó para la construcción del modelo MobilNet con ayuda 
del framework Tensorflow. 

Para este modelo se congelaron 58 capas con el fin de que el modelo pueda aprender de 
los nuevos datos con que se va a hacer el respectivo entrenamiento y de esta manera 
pueda aprender características para la identificación de maderas. 

 

5.3.4 Arquitectura CNN 
 

También se construyó una red neuronal desde cero la cual consta de 20 capas para realizar 
el respectivo entrenamiento y posteriormente su evaluación con nuestro conjunto de datos. 
Esto nos dará una línea de base para comparar más adelante con nuestra red de 
transferencia aprendida dado que está red no ha tenido un proceso de preentrenamiento.  

La red que construiremos contiene cuatro capas alternas convolucionales y de agrupación 
máxima, seguidas de un dropout. Después de la última capa de agrupación, adjuntamos 
una capa completamente conectada con 256 neuronas, otra capa de dropout y finalmente 
una capa de clasificación softmax para nuestras clases, como se muestra en la figura 32. 

 

 

 

Figura 32: Resumen de capas que se utilizó para la construcción del modelo con ayuda del 
framework Tensorflow. 

 

5.4 Evaluación de los modelos 
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Una vez construidos los modelos, se procedió a hacer el entrenamiento de los modelos, 
con los conjuntos de datos ya descritos anteriormente. De esta forma garantizamos que el 
modelo únicamente sea entrenado con el respectivo conjunto de entrenamiento y evaluado 
con el conjunto de prueba, esto con el objetivo de evitar que el modelo memorice datos.  

Se realizó una versión preliminar donde los modelos se corrieron con 60 épocas y con la 
configuración por defecto que traen definida. En la figura 33 se evidencian los resultados 
preliminares de las arquitecturas escogidas.  

 

Figura 33: gráfica exactitud vs modelos 

 

Tabla 5: Pruebas preliminares 

Modelo Exactitud del conjunto de prueba 

MobileNet 0,855633795 

ResNet 0,841549277 

VGG16 0,753521144 

CNN 0,735915 

 

Los resultados iniciales nos indican que la arquitectura MobileNet con la configuración 
previamente explicada es la que mejor exactitud presenta de los cuatro modelos, seguida 
por la ResNet. Los resultados que están en la tabla 5 pueden ser mejorados mediante el 
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ajuste de hiperparámetros [36] que consiste en buscar la combinación de valores adecuada 
para atributos que son sintonizables o modificables dentro de las arquitecturas de red; 
siendo un paso de importancia, dado que ayuda a mejorar la exactitud de los modelos.

 

Figura 34: a) ResNet: perdida de entrenamiento vs pérdida de validación, exactitud entrenamiento 
vs validación, b) VGG16: perdida de entrenamiento vs perdida de validación, exactitud 

entrenamiento vs validación, c) MobileNet: perdida de entrenamiento vs perdida de validación, 
exactitud entrenamiento vs validación, d) CNN: perdida de entrenamiento vs perdida de validación, 

exactitud entrenamiento vs validación. 
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La gráfica de los modelos ResNet, MobileNet y CNN presentan unas curvas de pérdida con 
muchos picos pronunciados como se muestra en la figura 34. Esto nos indica que hay un 
sobreajuste y que el modelo no puede generalizar ni adaptarse a los datos utilizados para 
el entrenamiento. La gráfica del modelo VGG16 también presenta una gráfica con picos 
que no son tan pronunciados como los otros modelos, de igual manera que los otros 
presentan un bajo ajuste. 

El modelo MobileNet obtuvo 0.85 de exactitud y una pérdida de 0.82, seguido por el modelo 
ResNet el cual tuvo un valor de exactitud de 0.84 y una pérdida de 1.40 para el conjunto de 
pruebas. Estos dos modelos sobresalen notoriamente con respecto a las arquitecturas 
VGG16 y la red neuronal convolucional que obtuvieron 0.75 y 0.73 respectivamente. 

 

 

Figura 35: De arriba hacia abajo, Matriz de confusión ResNet y mobileNet 
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La Matriz de confusión de la figura 35 para el modelo ResNet indica que de los datos de 
prueba de la clase Guayacán amarillo no ha tenido aciertos y que el modelo lo está 
confundiendo con la clase Cuangare, de igual manera existe la confusión entre el ciprés y 
el pino patula. La confusión entre ciprés y pino patula puede ser debido a que estas 
especies carecen de poros y el área de captura es lisa como se ejemplifica en la figura 36. 
Un mecanismo que se utilizó para solucionar estos problemas fue aumentar la cantidad de 
muestras por Guayacán amarillo, Pino Patula y ciprés, de esta forma, se puede ayudar al 
modelo a que tenga más muestras de dichas especies y así aprender más sobre sus 
características. 

 

Figura 36: de izquierda a derecha, pino patula y ciprés  

 

5.5.1 Ajuste de Hiperparámetros  

Aumentación de datos 

 

Durante el proceso de construcción de los datos, se utilizaron transformaciones en las 
imágenes con el fin de aumentar y diversificar la cantidad de imágenes que se van a utilizar 
para el proceso de entrenamiento de los modelos. Para cada imagen de los conjuntos que 
se seleccionaron para validación y entrenamiento se hicieron cuatro tipos de 
transformaciones las cuales consisten en un reescalado dándole un zoom en la parte 
central de la imagen, rotaciones de izquierda a derecha, de arriba hacia abajo y finalmente 
dando una rotación de 90 grados en su propio eje. 

Luego de esta aumentación de datos se obtiene una cantidad considerable de imágenes 
adicionales como se ve en la tabla 6.  

Tabla 6: Cantidad de imágenes 

Total Imágenes  

2000 Sin aumentación 

10000 Con aumentación 
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Learning Rate 

Variar la tasa de aprendizaje durante el entrenamiento es generalmente beneficioso y, por 
lo tanto, durante el entrenamiento de los modelos se varió la tasa de aprendizaje en 
términos de valor en lugar de establecerla en un valor fijo. 

Después de haber hecho la aumentación de datos, se corre los modelos con una tasa de 

aprendizaje que va desde 1𝑒−1 hasta 1𝑒−5. Los datos obtenidos se muestran en la tabla 
7.  

Tabla 7: Resultados variando la tasa de aprendizaje 

Modelo Test Accuracy Test Loss Learning Rate 

ResNet50 0,063380279 3,030479431 

0.1 

 

VGG16 0,753521144 34,35808182 

MobileNet 0,102112673 2,891295195 

CNN 0,052816901 3,051103354 

ResNet50 0,827464759 1,704901695 

0.01 

 

VGG16 0,714788735 6,180431366 

MobileNet 0,82042253 1,757711411 

CNN 0,052816901 3,037062883 

ResNet50 0,834507048 1,402437568 

0,001 

VGG16 0,771126747 0,988184631 

MobileNet 0,855633795 1,522329092 

CNN 0,735915 1,320121 

ResNet50 0,880281687 0,896596372 

0,0001 

VGG16 0,725352108 0,835817695 

MobileNet 0,873239458 0,824580967 

CNN 0,588028193 1,132803559 

ResNet50 0,841549277 0,684219897 

0,00001 

VGG16 0,619718313 1,571918011 

MobileNet 0,827464759 0,646193087 

CNN 0,28873238 2,007040024 

 

La figura 37 muestra la variación de la exactitud frente a la tasa de aprendizaje de cada 
modelo, el mejor valor obtenido se encuentra en el punto de inflexión de cada curva. Se 
observa una mejoría en la exactitud del conjunto de pruebas cuando se utilizó una tasa de 
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aprendizaje de 1𝑒−4 sobresaliendo los modelos MobileNet y ResNet. Mientras que los 
modelos VGG16 y la CNN presentaron su mejor valor de exactitud con una tasa de 

aprendizaje de 1𝑒−3 manteniendo el valor de exactitud muy cercano a lo presentado en la 
evaluación de los modelos con la configuración por defecto.  

Después de estos ajustes se seleccionaron los dos modelos que presentaron mejor 
desempeño para proceder a ajustar el dropout.  

 

Figura 37: tasa de aprendizaje vs Exactitud del conjunto de pruebas, fuente autor. 

 

Dropout 

Agregar una capa de dropout nos ayuda a ignorar aleatoriamente ciertos nodos en una capa 
durante el entrenamiento con el fin de que la red pueda generalizar mejor los datos y de 
esta manera poder reducir el sobre ajuste. Con los modelos que obtuvieron mejores 
resultados se procede a agregar una capa de dropout, cuyo valor se modificó con los 
siguientes datos: 0.3, 0.4 y 0.5. En la figura 38 y 39 se observa que se agregó la capa de 
dropout entre la capa densa de salida 512 y la capa densa de salida 20. 
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Figura 38: Modelo MobileNet con capa de dropout 

 

Figura 39: Modelo ResNet con capa de dropout 

 

Los resultados obtenidos después de variar el dropout se detallan en la tabla 8, donde se 
muestra que agregar una capa de dropout puede mejorar los resultados de los modelos. 
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Con estos ajustes sobresale el modelo ResNet con una exactitud de 0.920 con un dropout 
de 0.5, además, para el entrenamiento con 0.5 de dropout se agregó un valor de 0.0001 del 
L1 y L2. Esta regulación consiste en agregar una penalización a la función de costo y de 
esta forma poder reducir el sobre ajuste. 

Tabla 8: Resultados variando el dropout 

modelo test accuracy test loss Dropout L1 y L2 

ResNet50 0,9003322124 0,6826148629 

0.3 No presenta MobileNet 0,8737541437 0,834749758 

ResNet50 0,8970099688 0,6077461839 

0.4 No presenta MobileNet 0,8704319 0,7660528421 

ResNet50 0,9202657938 0,5886482596 

0.5 0.0001 MobileNet 0,8837209344 0,8679258823 

 

También es importante la lectura de las gráficas de estos modelos que se ilustran en las 
figuras 40 y 41 dado que con la configuración de una capa dropout, L1 y L2 ayudaron a que 
la curva de perdida de entrenamiento y validación se fuera aplanando, reduciendo los picos 
que se generaban cuando no se había hecho un proceso de optimización. Esto indica que 
el modelo está aprendiendo y que se ha reducido el bajo ajuste del modelo haciendo que 
pueda dar un buen resultado a la hora de hacer las pruebas.  

 

Figura 40: Gráfica ResNet: de izquierda a derecha,curva de pérdida de Validación VS perdida de 
entrenamiento y curva Validación vs Entrenamiento 
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Figura 41: Gráfica MobileNet: de izquierda a derecha, curva de pérdida de Validación VS perdida 
de entrenamiento y curva Validación vs Entrenamiento. 

La matriz de confusión presentada en la figura 42 se observa que se redujeron las 
confusiones presentadas anteriormente entre las clases. Los resultados que se encuentran 
por fuera de la diagonal corresponden a las predicciones incorrectas y nos indica con que 
especie esta teniendo problemas el modelo, también cabe mencionar que las matrices de 
confusión varian entre modelo debido a que cada modelo esta aprendiendo de forma 
distinta las características de las especies.  

 

Figura 42: de arriba hacia abajo, matriz de confusión MobileNet y ResNet 
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En el proceso de lectura de la curva de pérdida de los modelos escogidos se puede 
observar que hacen falta más épocas para saber si el modelo está convergiendo, por tal 
motivo, se hace el entrenamiento de dichos modelos con 100 épocas. 

 

Figura 43: MobileNet 100 épocas 

 

Figura 44: ResNet 100 épocas 

 

En la figura 43 el modelo MobileNet converge a las 100 épocas mientras que el modelo 
resnet figura 44 las curvas de pérdida de entrenamiento y validación se empiezan a alejar. 
Los modelos obtuvieron una exactitud de 0.89 para MobileNet la cual aumentó con respecto 
al modelo corrido a 60 épocas, mientras que ResNet obtuvo 0.91 disminuyendo con 
respecto al modelo que se corrió a 60 épocas 

 

Tabla 9: Número de épocas usadas en el entrenamiento  

Modelo Épocas Exactitud Pérdida 

ResNet 100 0,9136212468 0,4825401902 

ResNet 60 0,9202657938 0,5886482596 

MobileNet 100 0,8903654218 0,5501293540 

MobileNet 60 0,8837209344 0,8679258823 
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5.6 Resultados de los modelos 
 

Después de hacer el proceso de optimización se obtienen los resultados de la tabla 10 y 
11, donde se evidencia que las arquitecturas Resnet y MobileNet obtuvieron los mejores 
resultados con su respectiva configuración.  

Tabla 10: Resultados finales 

modelo Dropout L1 L2 

Tasa de 

aprendizaje 

Test 

accuracy 

ResNet50 0.5 0.001 0.001 0.0001 0.920 

MobileNet 0.5 0.001 0.001 0.0001 0.883 

  

Tabla 11: Métricas 

modelo Pérdida Exactitud Recall F1-score Precisión 

ResNet50 0.588648259 0,920265793 0.920265793 0.928266882 0.938983023 

MobileNet 0.867925882 0.883720934 0.890365421 0.896441459 0.917808234 

  

El proceso de ajuste de hiperparametros fue importante para lograr mejorar la exactitud de 
los modelos, en el proceso se fue evidenciando la mejoría de dichos modelos. Para el 
proceso de despliegue se utiliza el modelo de ResNet para ser utilizado en la tarjeta 
Raspberry Pi. En la matriz ver (figura 45) de confusión se evidencia que se redujo 
notablemente las equivocaciones presentadas entre las especies pino patula y cipres como 
también entre el guayacan amarillo y el cuangare.  

 

Figura 45: Matríz de confusión ResNet 
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Capítulo VI: Despliegue 
 

Una vez realizada la evaluación de los modelos, se obtuvo que la arquitectura ResNet 
presentó el mejor desempeño, por esa razón se seleccionó para su debido despliegue. El 
sistema planteado consiste en una tarjeta Raspberry pi 3 (figura 46), una pantalla LCDde 
3.5 pulgadas, una lupa digital y una fuente de alimentación. Esta configuración tiene como 
objetivo que el dispositivo sea portable y sea empleada para hacer identificaciones en 
campo, donde sirva como herramienta de apoyo en el diagnóstico que realiza el personal 
capacitado. 

 

Figura 46: Raspberry PI 3 

 

6.1 Generación de modelo para el despliegue 
 

Para poder correr el modelo en la tarjeta, es necesario convertir el modelo seleccionado a 
la extensión tflite ya que se ha trabajado con el módulo de TensorFlow. Esta conversión 
permite que el modelo esté optimizado para su ejecución en dispositivos portables que no 
poseen grandes capacidades de cómputo. Para la ejecución de este modelo es necesario 
crear un script en el lenguaje de programación Python y requiere la utilización del paquete 
Tensorflow. La necesidad de esta etapa radica en el uso del sistema sin estar conectado a 
internet. 

 

Figura 47: Script para convertir modelo a la extensión tflite 
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6.2 Configuración de la tarjeta y ensamble 
 

Para el funcionamiento de la tarjeta es necesario la instalación del sistema operativo 
Raspbian Buster, está ya viene con python 3.7, también es necesario instalar TensorFlow 
2.8 el cual nos permite correr el modelo y opencv para poder acceder a la lupa digital. El 
sistema se configuró para que una vez cargado el sistema operativo lance la aplicación y 
sea accesible para el usuario. 

Para hacer portable el dispositivo se requiere una fuente de poder con la capacidad 10.000 
mAh. El ensamblaje de los periféricos es sencillo, la pantalla LCD ya está configurada para 
adaptarse a la raspberry y la lupa se conecta por medio del puerto USB. En la figura 48 se 
observa el ensamblaje del prototipo.  

 

 

Figura 48: Ensamblaje del prototipo 

 

6.3 Uso del prototipo 
 

Para hacer uso del dispositivo implementado en cualquier sitio se debe tener en cuenta un 
conjunto de pasos muy sencillos dentro de los cuales están:  

a) Escanear: El botón de “Escanear” permite al usuario ver la imagen que está 
capturando la lupa digital con el fin de que el usuario pueda hacer un enfoque 
adecuado de la madera, el usuario debe buscar el enfoque adecuado para poder 
capturar la mayor cantidad de poros.  
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Figura 49: Interfaz de usuario 

b) Identificar: El botón “Identificar” permite tomar una captura de la lupa y pasarla al 
modelo para su debida identificación, cuando el modelo termina de hacer la 
predicción se muestra en pantalla los tres resultados más probables como se 
muestra en la figura 39 con la finalidad de que esto sirva como guía para el experto 
y de esta forma se pueda tomar una decisión sobre a qué especie de madera 
pertenece. 

 

Figura 50: Interfaz de usuario Con los resultados 

c) Salir: El botón salir cierra la aplicación. 



   

51 
 

 

Figura 51: Interfaz de usuario botón Salir 

 

6.4 Pruebas de campo 
 

Las pruebas de campo se realizaron con ayuda de un experto de la Corporación Autónoma 
del Cauca (CRC) con la cual se hizo una visita guiada a dos depósitos de maderas en la 
ciudad de Popayán, en la Central de maderas, Maderas del Sur, así como también se hizo 
la visita al vivero y a la xiloteca de la CRC. 

Para este proceso se deben realizar los siguientes pasos: 

a) El proceso inicia identificando un tronco de madera perteneciente a las especies 
trabajadas en este proyecto (ver tabla 3). La disponibilidad de especies depende de 
la demanda que se presenta en la región.  

b) Se corta varias veces en diferentes lados la sección transversal con ayuda de un 
bisturí como se muestra en la figura 52, esto con el fin de poder realizar varias 
capturas. 

 

Figura 52: Corte transversal 
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c) En la figura 53 se muestra como se hace la captura de la imagen sobre los cortes 
realizados. 

 

Figura 53: Captura de imágenes 

Cuando el modelo ya termina el proceso de identificación, se visualizan las tres especies 
más probables para el modelo, este proceso tarda alrededor de 8 s. Esto sirve para que el 
experto tenga una guía y le ayude en la toma de decisiones. 

Realizando el procedimiento anterior en los diferentes establecimientos que se 
seleccionaron se obtuvieron los resultados que se observan en la tabla 12. 

Tabla 12: resultados obtenidos en campo 

Lugar Imágenes 

capturadas 

Aciertos directos Aciertos Indirectos 

Central de Maderas 12 50% 92% 

Maderas del sur 10 40% 70% 

Vivero y Xiloteca CRC 17 56% 94% 

Aprovechamiento 

forestal de la CRC 

26 61.53% 84.61% 

 
Los aciertos directos indican que el primer resultado más probable es el correcto y los 
aciertos indirectos corresponden a que en los tres resultados más probable se encuentra la 
especie correcta. Durante el proceso de pruebas se evidencia que los siguientes factores 
pueden generar sesgos a la hora de una predicción: 

● El ángulo de la lupa digital.  
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● Desenfoques de la imagen, en ocasiones los troncos de madera estaban en 
posiciones incómodas o poco accesibles para la captura. 

● Nivel de luminosidad en el área. 
● Filo del bisturí. 
● Estado en el que se encuentra la madera.  
● Cortes donde los poros quedan tapados. 

 

Por dichos motivos, en la predicción del modelo el resultado correcto se ubicaba en la 
segunda o tercera probabilidad. En promedio, en campo el modelo tuvo un porcentaje de 
aciertos directos del 51.8% y los aciertos indirectos un 85%. El prototipo en la mayoría de 
los resultados clasifica la especie correcta entre las más probables. Esto ayuda al experto 
a tener una idea más clara y de esta manera pueda tomar una decisión con la ayuda del 
clasificador propuesto. 

En general, el prototipo implementado facilita el proceso de identificación y ayuda en el 
criterio de decisión de la persona que lo está utilizando, además, la capacidad de funcionar 
sin internet permite que sea llevado a zonas donde se tiene este servicio. También la 
capacidad de mostrar resultados luego de contados segundos es un gran avance porque 
se puede tener un veredicto mucho más rápido.  

Finalmente, la ingeniera forestal de la CRC Lady Paz, trabaja con gobernanza forestal deja 
la siguiente observación con respecto al prototipo: "En relación al prototipo offline, considero 
un importante avance ya que el aplicativo se utilizará en zonas en las que seguramente no 
hay acceso a internet, igualmente, me parece importante que el aplicativo tome 
directamente la imagen desde la lupa digital, omitiendo la necesidad de un aplicativo para 
la toma de la imagen, lo que lo hace más fácil de manejar.  Importante el incremento del 
número de especies ya que esto da un amplio rango de cobertura de las especies forestales 
comercializadas y facilita el control que debe ejercer no solamente la autoridad ambiental 
sino los demás entes que apoyan como policía, ejército, armada, etc." 

 

Capítulo VII: Conclusiones y trabajo futuro 
 

7.1 Conclusiones 
 

Se implementó un prototipo portable para la identificación de 20 especies de madera 
comercializadas en el Cauca a partir de imágenes macroscópicas de la sección transversal 
de la madera que funciona sin internet y que puede ser utilizada en campo. Esta 
herramienta proporciona una confianza del 85% y puede ser utilizada por personas que no 
tienen un amplio conocimiento en la identificación de maderas. Este desarrollo fue posible 
a la conformación de un buen banco de imágenes donde exponen las características 
anatómicas de la madera. Lo anteriormente mencionado permite establecer las siguientes 
percepciones:  

● Se logró recolectar un conjunto de imágenes macroscópicas pertenecientes a 20 
especies de maderas comercializadas en la región del Cauca, estas imágenes 
contribuyen a enriquecer las bases de datos de maderas dado que estas sirven 
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como insumos en la visión artificial y en estudios forestales. La calidad de las 
imágenes es muy importante dado que en ellas se captan todas las características 
anatómicas de la madera y estas son muy importantes, sobre todo, en el proceso 
de entrenamiento de los modelos para que se pueda aprender la mayor cantidad de 
características de cada especie y de esta manera evitar problemas de rendimiento 
del modelo. 

● Después del proceso evaluativo de los modelos se logró evidenciar que el ajuste de 
hiper parámetros es fundamental para mejorar los resultados, de esta forma logró 
valores de exactitud superiores al 90% lo cual permite delinear un camino por donde 
seguir incrementando el número de clases implementados para estos modelos de 
aprendizaje. En el proceso de entrenamiento de la red se utilizó técnicas de 
aumentación de datos y así tener muchas más imágenes sin la necesidad de hacer 
capturas adicionales, esto también ayuda al modelo a tener mejores resultados. 

● Se brindó una herramienta portable que facilita su uso en campo, los resultados 
obtenidos brindan alrededor del 85% exactitud. Este valor está influenciado por el 
entorno donde se hace la captura, las condiciones de la madera, el lugar del tronco 
donde se realiza la captura y de la calidad del corte. Generalmente los modelos de 
aprendizaje presentan algunas fallas a la hora de adaptarse a contextos reales, por 
este motivo, el uso en campo es muy útil dado que las predicciones proporcionadas 
por este dispositivo están orientadas a brindar una guía de apoyo para que la 
persona pueda tomar decisiones al respecto.  
 

7.2 Trabajos futuros 
 

Como trabajo futuro se propone aumentar el número de imágenes por especie de diferentes 
regiones del país con el fin de poder tener más variabilidad entre las mismas, además es 
importante enriquecer el conjunto de datos con más especies del país y no concentrarse en 
una región.  

También es interesante mejorar la calidad de las imágenes en términos de resolución para 
poder abarcar una mayor área de captura de la muestra y así poder probar si la cantidad 
de imágenes requeridas para el entrenamiento de los modelos disminuye sin perder la 
calidad de las métricas y predicciones.  

Se puede hacer una implementación de algoritmos genéticos para el proceso de 
optimización de hiper parámetros y así poder obtener mejores resultados de los modelos a 
la hora de hacer el despliegue en un dispositivo portátil, así se podría aumentar la exactitud 
de los resultados a la hora de hacer pruebas en campo.  

Se propone crear un protocolo general el cual permita extraer los datos de pruebas en 
campo empleando el mismo método que se usa para la extracción de los datos de 
entrenamiento con el fin de estandarizar la extracción y posterior captura de las imágenes. 
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