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INTRODUCCIÓN 

 

En las últimas décadas el crecimiento económico ha aumentado las emisiones de 

gases de efecto invernadero – GEI a la atmósfera siendo el dióxido de carbono (CO2) 

uno de los principales gases que inciden directamente en la temperatura del planeta, 

desde el 2011 se registra un aumento significativo en la atmosfera alcanzando 

promedios anuales de 410 ppm de CO2, suceso que ha contribuido que las últimas 

cuatro décadas sean más cálidas. Entre el 2001 al 2020 el incremento fue de 0,99 [ 

0,84 -1,10 °C] superando las temperaturas registradas en las décadas pasadas, 

reportes que permitieron inferir  que los GEI aportan en el calentamiento de la superficie 

del planeta entre 1,0 °C a 2,0°C (IPCC et al. 2021). 

En este contexto la comunidad internacional científica integrada en el panel 

intergubernamental del cambio climático - IPCC ha diseñado diferentes metodologías e 

implementado estrategias para que los países aliados realicen inventarios de GEI, esto 

con el fin de generar medidas de mitigación que buscan la reducción de emisiones de 

gases de efecto invernadero. En este sentido, Colombia no ha sido ajena ante estos 

compromisos ratificados en la Convención Marco de las Naciones Unidas Sobre el 

Cambio Climático (CMNUCC), siendo El IDEAM la autoridad científica en liderar los 

estudios nacionales de GEI que busca la cuantificación de los gases emitidos hacia la 

atmosfera, es así que para el año 2012 se llevó a cabo el último estudio donde se 

presentó detalladamente los resultados del inventario GEI diferenciados por sectores 

mostrando que para los años 2010 y 2012 el equivalente de CO2 en el sector  

transporte aporta el 30,4 ppm, el sector Agrícola 27,9 ppm, industria y manufactura 29,4 

ppm, sector pecuario 26,2 ppm, residuos 10,9 ppm, residencial – comercial 6,2 ppm y 

finalmente la deforestación  para el año 2010 aportó el  78,9 ppm. (IDEAM, 2015)  

Por lo anterior y según las cifras reportadas por deforestación en el País, estas se han 

incrementado en los últimos años, estudios elaborados por el IDEAM a través del 

Sistema de Monitoreo de Bosques y Carbono - SMBYC realizó el seguimiento de la 

deforestación para el año 2020 registrando una tasa de deforestación de 171.685 

Hectáreas (IDEAM 2021), situación que genera que se liberen grandes cantidades de 

CO2 a la atmosfera, según las investigaciones elaboradas por Cortés et al. (2020); 

Gasparri, y Manghi (2004); Melo, Rodríguez, y Rojas (2011) han demostrado que la tala 

de bosques contribuyen aproximadamente en un tercio del calentamiento de algunas 

regiones del planeta ya que las masas forestales  tienen la capacidad de mitigar y 

regular las emisiones de gases de efecto invernadero, actuando como secuestradores 

de dióxido de carbono a partir de la fijación de este gas en la biomasa forestal (Yepes et 

al. 2016) 
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Por consiguiente, el papel de los bosques por su capacidad de captación y 

almacenamiento de CO2, es de gran relevancia en la mitigación del cambio climático, no 

obstante los ecosistemas forestales poseen diferentes capacidades en el 

almacenamiento de carbono, se cree que los bosques tropicales y subtropicales 

representan casi el 70% de todo el Carbono almacenado, sin embargo estas 

estimaciones se basan en estudio de ecosistemas de tierras bajas, los cuales presentan 

gran variación dificultando la capacidad de extrapolar las tendencias y los resultados de 

retención de carbono, de manera que resulta más eficiente determinar el secuestro de 

carbono en áreas con heterogeneidad ambiental como los bosques de montaña, de 

manera que los bosques andinos por sus características medio ambientales son 

considerados como una fuente de reservorios de carbono. Investigaciones recientes 

han demostrado que estos sistemas presentan una tasa de captación de dióxido de 

carbono alta por hectárea que está incluso por encima de los bosques amazónicos. No 

obstante, y a pesar del gran potencial de los bosques andinos en la captación de 

carbono según sus características biofísicas y medio ambientales se han evaluado con 

modelos globales a resoluciones geográficas relativamente generales lo que ha 

propiciado que no se determine con certeza el verdadero potencial de este ecosistema 

(Duque et al. 2021). 

Por lo tanto, existe una necesidad considerable de realizar estudios que permitan 

cuantificar la variación espacio-temporal de la biomasa aérea en los ecosistemas 

andinos con el fin de mejorar los modelos y estimaciones encaminadas en determinar la 

dinámica del carbono en estos bosques y por ende su capacidad de almacenamiento. 

Dentro de los estudios desarrollados para la determinación de biomasa y secuestro de 

carbono se han empleado diferentes herramientas, en los últimos 40 años, las 

observaciones terrestres y satelitales, se han utilizado con éxito para apoyar los 

esfuerzos en la estimación de biomasa aérea en diferentes ecosistemas Räsänen et al. 

(2019); Cunliffe et al. (2020); Théau et al. (2021); Chandrakant (2022);  para ello se han 

empleado datos satelitales, producto de sensores pasivos y activos con el fin de  

obtener rápidamente datos que cubren grandes extensiones de áreas, por lo que 

muchos estudios han utilizado varios datos de detección remota para estimar la 

biomasa aérea a escala regional, empleando principalmente índices de vegetación (IV) 

extraídos de sensores ópticos los cuales pueden indicar directamente la condición de 

los componentes de la planta sobre el suelo (Gano et al. 2021).  y su habilidad como 

predictores de biomasa aérea. 

Para la presente investigación se emplearon datos satelitales producto del sensor 

remoto Sentinel 2A, seleccionado  por presentar alta resolución espacial y espectral, 

que a partir de la combinación de las bandas espectrales se calculó ocho (8) índices de 

vegetación entre los cuales se encuentran: índice de vegetación de diferencia 

normalizada (NDVI), índice de vegetación de diferencia normalizada verde (GNDVI), 
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Índice de vegetación mejorado (EVI), índice de vegetación ajustado al suelo (SAVI), 

índice de vegetación de amplio rango dinámico (WDRVI), índice de vegetación de 

diferencia normalizada verde – borde rojo 1 (GNDVIre1n), el índice de vegetación de 

diferencia normalizada verde – borde rojo 2 (GNDVIre2n), y  índice de vegetación de 

diferencia normalizada verde – borde rojo 3 (GNDVIre3n), los cuales se emplearon 

como variables predictoras de la biomasa área.  

A partir de las variables anteriormente nombradas, se empleó modelos no paramétricos 

y paramétricos, como la red neuronal artificial (RNA) y el modelo de regresión múltiple 

lineal (RLM) respectivamente, para estimar la biomasa aérea como variable de 

respuesta, siendo  las RNAs una técnica relativamente nueva de investigación del 

aprendizaje automatizado que presentan una serie de ventajas sobre los modelos de 

RML, (Liakos et al. 2018). 

Finalmente, y a partir del modelo regresor empleado se estimó la biomasa aérea con el 

fin de determinar el carbono almacenado en la cobertura forestal a partir de la 

correlación entre modelos alométricos y técnicas de sensores satelitales, aplicado a un 

bosque andino de la subcuenca del río las piedras, municipio de Popayán. 
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2 PLANTEAMIENTO DEL PROBLEMA 

 

El desarrollo de las actividades humanas relacionadas con los procesos productivos, 

industriales y tecnológicos han incrementado las concentraciones de gases de efecto 

invernadero (GEI) en la atmósfera, esto sumado a las alteraciones producidas por la 

liberación de emisiones de carbono que se han almacenado en la tierra a lo largo de la 

historia, están incidiendo en el incremento de la temperatura y en el cambio del clima 

del planeta. Cada año se depositan en la atmósfera 6.500 millones de toneladas 

adicionales de dióxido de carbono (CO2) (UNFCCC (2004); Fernández (2015)). Las 

Naciones Unidas afirman que las principales causas del cambio climático están 

relacionadas con los cambios de uso del suelo, principalmente la deforestación y 

desertificación.  A partir de estos se emiten alrededor de 25%-30% de los GEI que 

inciden en la ruptura del equilibrio biológico y energético del planeta (Rodríguez, 2019).  

 

Las cifras presentadas en el reporte especial sobre los impactos del calentamiento 

global establecen que el aumento de temperatura inducida por el impacto  

antropogénico ha alcanzado aproximadamente 1°C por encima de los niveles 

preindustriales y de continuar así se alcanzaría el 1.5 °C alrededor del 2050 (Masson et 

al. 2019 y IPCC 2021)  

En este sentido, la creciente problemática del cambio climático, ha generado una 

preocupación mundial por mitigar sus efectos. Desde 1994 La Convención Marco de las 

Naciones Unidas sobre el Cambio Climático ha venido trabajando en la generación de 

medidas para reducir las emisiones de GEI principalmente las concentraciones de CO2, 

debido a que se produce en cantidades considerables. En este contexto colombiano, se 

han diseñado políticas de carácter nacional de producción más limpia y estrategias de 

desarrollo sostenible orientadas en la implementación de tecnologías de producción 

limpia (Guevara 2019). Asimismo, se ha reconocido la importancia de los ecosistemas y 

en particular de los forestales por su papel en la captación de cantidades significativas 

de CO2, resaltando que contienen más del 83% del carbono global (Masera et al. 2003, 

IPCC 2021). 

 

En Colombia, los estudios enfocados en la cuantificación de carbono almacenado han 

cobrado importancia, dada la gran variedad de bosques con altos contenidos de 

carbono que existen a lo largo del territorio nacional (Alvares et al. 2012, Aguas 2016). 

La medición y el monitoreo de carbono en la biomasa forestal se ha convertido en un 

tópico de gran interés en el campo investigativo. Por lo tanto, conocer y mejorar la 

cuantificación de sumideros de carbono y su dinámica, permite gestionar los bienes y 

servicios ambientales suministrados por los bosques para generar medidas de 

protección ante los procesos de deforestación. 
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La problemática generada por la deforestación ha impulsado el desarrollado diferentes 

metodologías, técnicas y evaluaciones enfocadas al estudio de la cobertura forestal. 

Las técnicas de teledetección son cada vez más recurrentes y pueden jugar un papel 

importante en el seguimiento y cuantificación de las reservas de carbono en biomasa 

vegetal (Zhao et al., 2016), debido a los inconvenientes relacionados en el tiempo de 

muestreo, sobrecostos y dificultad para el acceso a las zonas de estudios.  

 

Atendiendo lo planteado, esta investigación pretende responder la siguiente pregunta 

de investigación, ¿La percepción remota a partir del sensor Sentinel 2A proporciona 

estimaciones eficaces y confiables para determinar el almacenamiento de carbono en la 

biomasa aérea de un bosque Andino de la subcuenca del rio Las Piedras?  
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3 JUSTIFICACIÓN 

 

Los bosques andinos son reconocidos por su papel importante en la regulación y 

protección de las fuentes hídricas, brindando refugio a varias especies, (Yepes et al. 

2015;Bokkestijn 2017), además de presentar una gran diversidad y endemismo. En este 

sentido, su papel en el ciclo y almacenamiento de carbono ha cobrado reconocimiento 

en los últimos años (Girardin et al. 2014; Gómez 2018 Spracklen y Righelato 2014). La 

mayoría de los estudios existentes, se han concentrado en bosques andinos de tierras 

bajas, debido a que son zonas de fácil acceso, y porqué son considerados los bosques 

más productivos del planeta (Yepes et al. 2015, Gómez 2018). Sin embargo, los 

bosques andinos que se encuentran a alturas superiores a los 2000 msnm, los que 

ocupan cerca del 7.97% del territorio nacional, son menos estudiados( Álvarez et al. 

2017; Yepes et al. 2015; Gómez 2018).  

 

Los bosques andinos colombianos son fuertemente intervenidos, lo que ha conducido a 

su degradación (Peña , 2014). La intervención humana ha contribuido con la 

desaparición de hasta el 70% de la cobertura vegetal original, debido principalmente a 

la ampliación de la frontera agropecuaria. Yepes et al. (2015) afirman que en Colombia 

queda menos del 10% de los bosques andinos originales, y probablemente, menos del 

5% de los bosques altoandinos. Entre los bosques andinos más representativos en 

Colombia están los robledales, los cuales son rodales dominados por la especie 

Quercus humboldtii, un representante florístico de las regiones templadas holárticas, 

que además contienen una alta riqueza florística y gran potencial maderero de 

extracción (Yepes et al. 2015). 

 

Los bosques andinos poseen la capacidad de almacenar CO2, por lo tanto, tiene la 

función de mitigar el cambio climático (Théau et al. 2021; Yue, Yang, and Feng 2016; 

Castillo et al. 2017). Es por ello, que es importante su monitoreo, y por lo cual se han 

diseñado políticas internacionales, que buscan establecer compromisos vinculantes 

para la reducción de las emisiones GEI por parte de los países industrializados 

(Lezama, 2014), empleando ciertos mecanismos mediante los cuales se podrían 

incentivar la búsqueda de captura de carbono a través del manejo y la gestión forestal 

(protocolo de Kioto). De esta forma, las Naciones Unidas a través del programa de 

reducción de emisiones producto de la deforestación y la degradación de los bosques 

(REDD+) genera apoyo técnico a los países en pro de mitigar el cambio climático con el 

fin de estructurar un sistema de vigilancia forestal y establecer un monitoreo de 

estimación de las emisiones de GEI provenientes de la dinámica del uso del suelo 

forestal y la densidad de carbono asociada (Shao et al.,2016); así mismo, se enfatiza la 

implementación de sistemas de monitoreo que utilicen datos obtenidos a partir de 
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sensores remotos e inventarios forestales para estimar el carbono almacenado en los 

bosques.  

 

En este sentido, se han desarrollado diversos métodos para la estimación de biomasa 

arbórea con el fin de evaluar el almacenamiento de carbono en los bosques (Askar et 

al. 2018). Por ello, las evaluaciones indirectas utilizando técnicas de teledetección son 

cada vez más recurrentes y empleadas, permitiendo reducir la intensidad del muestreo 

y con ello los costos de inventario forestales en escalas espaciales y temporales 

amplias (Balidoy et al. 2018). Sin embargo, en zonas altas, existen limitaciones como la 

nubosidad para la aplicación de éstos métodos.  

 

Por consiguiente, las técnicas derivadas del uso de datos satelitales multiespectrales se 

han empleado como una herramienta determinante en la evaluación de los bosques; 

según Milanese, (2016), la estimación de la biomasa en bosques de zonas templadas a 

partir de imágenes satelitales presentó un coeficiente de correlación de 0.82, situación 

contraria en los bosques húmedos tropicales donde se obtuvo resultados limitados al 

relacionar datos satelitales con biomasa, índice de área foliar y edad de los bosques 

secundarios. No obstante, las técnicas e imágenes satelitales se han ido 

perfeccionando, con el tiempo, y de acuerdo a lo evidenciado por Li et al. (2020) se 

logran mejores estimaciones con la utilización de datos de imágenes Sentinel- 2A 

(RMSE = 7.99t/hm2 para vegetación baja, 45.66t/hm2 para bosques latifoliados y 6.89 t / 

hm2 para bosque de coníferas); el estudio permitió mostrar el potencial de las imágenes 

Sentinel 2A para estudios de ecosistémicos de superficies pequeñas,  proporcionando 

información útil sobre la estimación de la biomasa de la vegetación con datos de 

teledetección por satélite. 

 

Por lo anterior, los datos extraídos de las imágenes Sentinel 2A presentan un gran 

potencial para la estimación de biomasa aérea, esto debido a que es un sensor 

multiespectral de alta resolución espacial (10 m) y de escala temporal corta, que incluye 

3 nuevas bandas dentro de la región del espectro denominada borde rojo (680-750nm), 

que posibilita la aplicación de diversos índices de vegetación con el fin de mejorar la 

precisión de la estimación de variables biofísicas. Las ventajas de usar estas bandas en 

el mapeo de vegetación, ha sido evaluado en base a conjuntos de datos 

hiperespectrales sobre el sector agrícola obteniendo resultados confiables (Korhonen et 

al. 2017). 

 

Por lo tanto, este estudio pretende determinar y evaluar índices de vegetación 

derivados del sensor Sentinel 2A*, con el fin de obtener un modelo de cálculo de 

biomasa aérea eficiente, rápido y económico que permitan determinar la cantidad de 

carbono almacenado en el bosque andino, esto con el fin de monitorear y evaluar el 

potencial de las imágenes Sentinel 2A para el cálculo de almacenamiento de carbono 

*Sentinel 2A: Los Sentinel son una nueva flota de satélites diseñada específicamente para proporcionar datos e imágenes para 
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en estos ecosistemas, y que sirva como una herramienta para el monitoreo de la 

distribución de esta variable biofísica, que permita proporcionar a los expertos y 

autoridades directamente vinculados a la toma de decisiones un argumento para el 

cuidado y protección de estos ecosistemas contribuyendo a mitigar el cambio climático.  
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4 OBJETIVOS 

 

4.1. Objetivo General 

 

Estimar el carbono almacenado en la cobertura forestal a partir de la correlación entre 

modelos alométricos y técnicas de sensores satelitales, aplicado a un bosque andino de 

la subcuenca del río las piedras, municipio de Popayán.    

 

4.2. Objetivos Específicos 

 

 Determinar la biomasa aérea y el contenido de carbono almacenado en el bosque 

andino de la subcuenca del río Las Piedras, a partir de inventarios forestales 

previos, desarrollados en la zona. 

 

 Estimar la biomasa aérea y el contenido de carbono almacenado mediante la 

combinación de índices espectrales para bosque andino en la subcuenca del río Las 

Piedras. 

 

 Validar la estimación de biomasa área y carbono almacenado a partir de información 

obtenida del sensor Sentinel 2A en relación a la cuantificación de almacenes de 

carbono de inventarios forestales del bosque andino, en la subcuenca del río Las 

Piedras. 
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5 MARCO TEÓRICO 

 

5.1. Fijación de carbono en los bosques 

 

Los ecosistemas forestales funcionan como uno de los principales sumideros de 

carbono de la superficie de la tierra, se estima que el 80% del carbono que es 

intercambiado entre la vegetación y suelo corresponde a los bosques, jugando un papel 

de gran importancia en el balance del carbono (Korhonen et al. 2017), elemento 

considerado como uno de los principales gases que contribuyen al efecto invernadero 

(GEI). 

 

Entre los gases de efecto invernadero el mayor porcentaje de carbono en la atmósfera 

se encuentra en forma de dióxido de carbono (CO2), y en menor proporción el metano 

(CH4), Perfluorocarbonos (PFCs) e Hidrofluorocarbonos (HFC), que contribuyen con el 

equilibrio térmico del planeta. En este sentido todas las actividades que generen la 

liberación de carbono tales como las relacionadas al uso del suelo, alteración en la 

biomasa forestal, influyen directamente en la alteración del balance de carbono 

(Rügnitz, et al. 2008, Lakshmi 2016; Rodríguez y Jimenez 2019). 

 

El proceso de intercambio de carbono entre la tierra y la atmósfera se da mediante los 

procesos de fotosíntesis, la respiración y la emisión de CO2 producidos por las 

actividades humanas. Las especies vegetales capturan carbono (C) mediante la 

fotosíntesis, absorben energía solar y CO2 de la atmósfera, produciendo oxígeno; 

proceso que se constituye como fijación de carbono en la biomasa de la vegetación 

generando un almacén natural de carbono, proceso contrario se presenta por la 

respiración de animales y plantas sumado a las acciones antropogénicas, 

contribuyendo así al desequilibrio del ciclo del carbono (Lakshmi 2016) . 

 

El cambio climático es uno de los principales problemas ambientales que enfrenta la 

sociedad mundial, y se manifiesta en la existencia de una relación directa entre 

emisiones de GEI y elevación de la temperatura media del planeta. Los GEI están 

presentes en la atmósfera en concentraciones muy pequeñas, pero aumentan 

significativamente la temperatura debido a su capacidad de absorber y emitir radiación 

infrarroja. Los GEI acorde a los procesos físicos, químicos y biológicos presentan 

periodos cortos y largos de vida; el CO2, CH4 y N2O su periodo de tiempo de vida es 

relativamente más largo, principalmente el CO2 que alcanza un tiempo de vida mayor a 

100 años (IDEAM et al. 2015), siendo este el principal gas de efecto invernadero de 

origen antropogénico. 
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El aumento en la concentración de CO2 en la atmósfera de la tierra es una 

preocupación mundial, y se considera como uno de los 6 principales gases que 

intervienen en el efecto invernadero, el cual está contribuyendo en mayor proporción al 

cambio climático (Masson et al. 2019)  

 

Ante esta temática de interés mundial, organismos competentes se han comprometido 

en cooperar en la investigación y observación del sistema climático mundial acorde a 

los acuerdos alcanzados a partir del Protocolo de Kyoto, se establecieron metas de 

reducción de emisiones de GEI a través de tres mecanismos innovadores  de aplicación 

conjunta, para un desarrollo limpio y de comercio de los derechos de emisión, cuyo 

objetivo es conseguir que las medidas de mitigación del cambio climático sean eficaces 

en relación con los costos ofreciendo a las partes medios para recortar las emisiones, o 

incrementar los sumideros de carbono (Tauli et at. 2011). 

 

Una forma natural de mitigar los efectos del CO2 en el planeta es a través de dos 

procesos; la fotosíntesis y la segunda mediante la descomposición y mineralización de 

la materia orgánica (Castro et al. 2014). En este contexto los ecosistemas forestales 

desempeñan un papel vital en el ciclo global del carbono, ya que lo absorben a través 

de la fotosíntesis y lo transforman en biomasa, creando así un almacenamiento natural 

de más del 40-50% del total de la absorción terrestre (Stephens et al. 2007). Los 

bosques además de cumplir con su rol en la conservación de biodiversidad y el 

mantenimiento de las reservas de carbono proveen otros servicios imprescindibles para 

la vida humana y la sociedad, como son la regulación hídrica y la conservación de 

suelos. 

 

Por ello, el rol de los bosques es particularmente importante como reservorios de 

carbono porque los árboles almacenan más carbono por unidad de área que otros tipos 

de vegetación (Castañeda et al. 2017) en este sentido y en particular los bosques de 

alta montaña se han tornado en un ecosistema de interés no solamente por su función 

hidrológica sino por su funcionalidad en almacenamiento de carbono, considerados 

potencialmente como sumideros de carbono. 

 

No obstante, el potencial de almacenamiento de carbono de un sistema forestal 

dependerá del contenido inicial en carbono orgánico, de las tasas de crecimiento, edad 

del bosque y de la capacidad biológica inherente al lugar, estas variaciones se 

encuentran directamente relacionadas entre ecosistemas y tipos de bosques. 

(Spracklen 2014) 

 

5.2. Estimación de biomasa aérea a partir de modelos alométricos 
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Los bosques son los almacenes importantes que los convierten en un determinante del 

ciclo global del carbono (Yepes et al. 2015), responsables de la mayor parte de los 

flujos de carbono entre la tierra y la atmósfera a través de la fotosíntesis y la respiración 

(Durán y Gianoli 2013). Aproximadamente el 90% de la biomasa acumulada en la tierra 

se encuentra en los bosques en forma de fustes, ramas, hojas, raíces y materia 

orgánica (Castañeda et al. 2017). 

 

La información obtenida de la biomasa de los árboles es esencial para evaluar el 

almacenamiento de carbono y su dinámica (Binkley et al. 2004), razón por la cual se ha 

diseñado diferentes metodologías y ecuaciones que permitan evaluar y cuantificar la 

estructura y condiciones de los bosques con el fin de determinar la cantidad de carbono 

almacenado y con ello contribuir a mitigar los impactos del cambio climático. 

 

En particular, en los bosques andinos se presentan fuertes gradientes ambientales en 

distancias cortas, que pueden tener impacto en la biomasa aérea y el almacenamiento 

de carbono. Estudios desarrollados a lo largo de gradientes altitudinales, han concluido 

que a medida que incrementa la altitud disminuye la biomasa aérea (Spracklen y 

Righelato, 2014), en respuesta posiblemente a las limitaciones en el crecimiento que 

supone la disminución de la temperatura, las fuertes pendientes, cambios en la 

precipitación, velocidad del viento, o nubosidad, características de zonas altas. 

 

En este sentido, las mediciones de biomasa se realizan mediante estimaciones directas 

e indirectas, siendo el primero un método destructivo, que implica la tala del árbol para 

determinar la biomasa pesando directamente cada componente del árbol (Durán y 

Gianoli 2013). En cuanto a los métodos indirectos son más comúnmente utilizados, 

donde se emplean ecuaciones alométricas, herramienta matemática que permite 

conocer de forma simple, la cantidad de biomasa de un árbol por medio de la medición 

de variables, como la altura o el diámetro. Las ecuaciones son generadas a partir de los 

análisis de regresión, donde se estudian las relaciones entre la masa (generalmente en 

peso seco) de los árboles y sus datos dimensionales (ej. altura, diámetro) (Rügnitz, et 

al. 2008; Yepes et al. 2015). 

 

Una gran cantidad de modelos alométricos para las estimaciones de la biomasa aérea 

se han publicado durante las últimas décadas (Yepes et al. 2016; B. Liu et al. 2018; 

Ordoñez et al. 2020). De igual forma, para Colombia los modelos para la estimación de 

biomasa planteados por Chave et al. (2005) son ampliamente considerados como la 

mejor aproximación actual para sitios en donde las ecuaciones locales no están 

disponibles. 

 

Generalmente las ecuaciones alométricas emplean el diámetro a la altura del pecho 

(DAP) como la única variable independiente y establecen una relación entre esta 
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variable y los componentes de la biomasa del árbol (Babcock et al. 2018). Otros autores 

incorporan la altura de los árboles o la densidad de la madera como la segunda variable 

predictora; sin embargo, los modelos a emplear dependerán del tipo de especie 

forestal, el área a estudiar y varía en función de la edad, diámetro, altura de los 

componentes arbóreos, la densidad de la población de cada estrato y de la comunidad 

vegetal. 

 

En este sentido, el cálculo de biomasa aérea está fuertemente determinado por la 

variación espacial de las características funcionales y arquitecturales de las especies 

tales como la densidad de la madera y la altura total (Alvares et al. 2011; IDEAM et al. 

2015).  

 

En Colombia se han llevado a cabo estudios e investigaciones con el fin de estimar la 

biomasa aérea forestal a fin de proponer modelos a escala regional y nacional que 

permitan determinar estimaciones con mayor precisión en los bosques del país; los 

modelos desarrollados se han realizado en seis zonas de vida. Al respecto, se resalta la 

necesidad de generar modelos específicos para formaciones vegetales a escalas 

locales (Alvares et al. 2011; IDEAM et al. 2015).Teniendo en cuenta lo anterior, Yepes 

et al. (2015),Aguas (2016); Ontiveros et al. (2015); Gómez (2018) estudiaron la relación 

entre la biomasa aérea en los bosques ubicados en el sur de la región andina 

colombiana y el gradiente altitudinal, encontrando que los valores de biomasa más altos 

se encuentran en rango altitudinal de 1700 – 1800, donde las condiciones ambientales 

podrían ser más favorables para su crecimiento. De igual forma, afirma que incluir el 

DAP en modelos alométricos a escala local permitirían obtener resultados prácticos y 

precisos, situación contraria que ocurre a una escala regional. 

 

Autores como Martínez et al. (2014), mencionan que el uso de ecuaciones alométricas 

para estimar la cantidad de biomasa y de carbono en sistemas vegetales, resulta ser 

más práctica y confiable. Diversos estudios (Ontiveros et al. 2015; Gómez 2018; Blanco 

et al. 2020) han utilizado ecuaciones alométricas para la estimación de biomasa, entre 

los que destacan los de Acosta, (2008), quienes generaron ecuaciones alométricas 

para seis especies forestales del bosque mesófilo de montaña y bosque de encino 

(Quercus spp) en Oaxaca, México. Dichas ecuaciones se basaron en el modelo Y=bX 

K, donde Y es la biomasa aérea (Kg), X es el diámetro (cm) a la altura del pecho (DAP) 

y b y k son los parámetros a estimar. 

 

De igual forma, Triana (2018), evaluó 13 modelos alométricos para establecer la 

biomasa presente en el bosque húmedo tropical de Paindamó, departamento del 

Chocó, en el cual se evidenció que el mejor modelo era el propuesto por Chave et al. 

(2005) que relacionó una única variable dasométrica y diámetro a la altura del pecho. 

Agudelo, (2018) estimó 279,73 t ha-1 de carbono almacenado en un bosque de roble 
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(Quercus humboldtii) que hace parte del corredor de conservación de robles, Guantiva - 

La Rusia – Iguaque, ubicado en la vertiente occidental de la cordillera Oriental, en los 

departamentos de Cundinamarca, Boyacá y Santander. Igualmente, investigaciones, 

como las de Alvares et al. (2012), analizaron datos de biomasa aérea de 631 árboles en 

diferentes regiones biogeográficas en Colombia, evaluando la precisión de los modelos 

alométricos pantropicales más utilizados para la estimación de la biomasa aérea y a 

partir de éstas, desarrollaron nuevos modelos que permitan estimaciones más precisas 

de las reservas actuales de carbono en la biomasa aérea de los ecosistemas forestales 

naturales en Colombia. 

 

En Colombia los bosques de roble se distribuyen desde los 750 hasta los 3450 m.s.n.m. 

y concurren en cerca de 18 departamentos del país, con lo que se reconocen como 

elementos importantes de los bosques andinos de Colombia. Sin embargo, la especie 

Quercus humboldtii hace parte de los individuos responsables de almacenar grandes 

cantidades de carbono en los bosques tropicales (Yepes et al. 2015). 

5.3. Estimación de biomasa aérea a partir de sensores remotos 

 

La biomasa aérea (hojas, ramas y tallo del árbol) adquiere una importancia 

trascendental en temas de conservación, aprovechamiento de energía, estimación de la 

fijación de carbono derivado del crecimiento de las plantas y que están directamente 

relacionados con los procesos de cambio climático  (Battude et al. 2018). Por tal motivo, 

durante las últimas décadas los avances tecnológicos han contribuido a los estudios e 

investigaciones relacionados con la estimación de variables biofísicas de las masas 

forestales, siendo de gran importancia para lograr un mejor entendimiento del ciclo 

global del carbono, de las causas y efectos del calentamiento global.  (Battude et al. 

2018) 

 

En la actualidad, la aplicación de las técnicas de teledetección enfocadas al inventario y 

monitoreo de biomasa forestal y del contenido de carbono en la vegetación son cada 

vez más empleadas. El uso de sensores ópticos a escala global, son el método más 

práctico y económico para monitorear regularmente el estado de los bosques (Battude 

et al. 2018); situación contraria se evidencia en la estimación de la biomasa aérea y 

carbono almacenado a través de los métodos directos tradicionales a partir de variables 

alométricas, caracterizándose por requerir un mayor esfuerzo para su implementación, 

no obstante, los resultados obtenidos son de alta precisión. Sin embargo, éste  método 

aplicado en superficies extensas y de difícil acceso, no garantiza la precisión adecuada 

para la estimación de biomasa aérea (Torres et al. 2018). Por lo tanto, la identificación 

de sistemas forestales a través de sensores remotos se convierte en una herramienta 

fundamental para la cuantificación de la biomasa aérea y de los cambios asociados a 
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ella, que representan un apoyo en las investigaciones encaminadas en dar 

cumplimiento a los acuerdos alcanzado en el Protocolo de Kyoto.  

 

En este sentido, autores como Milanese, (2016), Li et al. (2020) y Korhonen et al. 

(2017) han utilizado estas técnicas de percepción remota para realizar avances en la 

investigación del monitoreo, estimación de la biomasa aérea y carbono almacenado con 

el uso de sensores remotos pasivos y datos de campo de inventarios forestales, con 

diferentes grados de coeficiente de determinación; en zonas con áreas inaccesibles, las 

técnica de teledetección favoreció el cálculo de la biomasa forestal a partir de los 

parámetros derivados espectralmente de la reflectancia medida por el sensor 

obteniendo  mayor precisión y predicción de la biomasa para el mapeo de varias 

características de la vegetación determinando estimaciones de predicción alrededor de 

R2 = 0.87 y RMSE = 10.75 t ha-1 (Torabzadeh, et al. 2019). 

 

La cuantificación de la biomasa aplicando técnicas de teledetección a partir de 

relaciones empíricas se realiza mediante índices de vegetación, definidos como un 

parámetro calculado a partir de valores de la reflectancia a distintas longitudes de onda, 

cuyo fin es extraer información relativa a la vegetación, minimizando las perturbaciones 

debidas a factores tales como el suelo y/o la atmósfera. Estos índices se emplean para 

estimar la cantidad, calidad y desarrollo de la vegetación, asimismo, pueden ser usados 

como indicadores de productividad en un período de crecimiento de los cultivos y 

plantaciones, debido a que son capaces de caracterizar la variación en la fenología y el 

potencial fotosintético de los cultivos y ayudar a identificar el ciclo de cultivo y el 

crecimiento (Jia et al. 2014).  

 

Los índices están condicionados por cambios en el estado fisiológico de las coberturas 

vegetales, los más comúnmente empleados son el índice de vegetación de diferencia 

normalizada (NDVI), que ha demostrado ser una variable de predicción efectiva para 

modelar la biomasa aérea en estudios previos, sin embargo, se han evidenciado casos 

donde este índice se satura en coberturas densas (Tilly et al. 2015); también es 

comúnmente utilizado el índice de vegetación ajustado al suelo (SAVI), el que presenta 

un adecuado resultado cuando la cobertura vegetal es densa, debido a que este índice 

tienen rangos dinámicos amplios y menor susceptibilidad a las perturbaciones 

atmosféricas (Saadat et al. 2011); cuando se utiliza  este índice, dos coberturas 

vegetales de igual actividad fotosintética, pero sobre suelos muy diferentes, aparecerán 

con igual o muy similar índice SAVI, a diferencia de lo que puede suceder en el NDVI 

clásico (Muñoz 2013). El índice de vegetación de diferencia normalizada verde 

(GNDVI), es más sensible a la variación en el contenido de clorofila que el NDVI (Jia et 

al. 2014) y que el índice de vegetación mejorado (EVI), que permite monitorear altas 

densidades de biomasa y su estado. Por lo tanto, se ha demostrado que los índices de 
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vegetación extraídos de datos de satélites ofrecen estimaciones útiles acerca del 

contenido de biomasa y por ende de carbono almacenado (Yepes et al. 2015). 

 

La combinación de bandas espectrales derivadas de imágenes satelitales, a partir de 

operaciones algebraicas, permite determinar los índices que se han implementado con 

el fin de resaltar la vegetación sobre los demás elementos que se encuentra en el 

contexto, en este sentido, el cálculo de estos índices se ha logrado realizar con 

sensores remotos a diferentes resoluciones espaciales, principalmente aplicados a 

estudios que abarcan grandes superficies. Por lo tanto, a partir de los nuevos sistemas 

satelitales de resolución moderada, la estimación de la biomasa a nivel de parcela 

también se puede lograr a través de sensores con una resolución temporal más corta. 

Entre estas nuevas plataformas se encuentran los satélites Sentinel 2 (S2) que 

permiten proporcionar datos multiespectrales con una frecuencia de 5 días. (Korhonen 

et al. 2017),además de permitir el monitoreo mejorado a una mayor resolución temporal 

de los datos. Sentinel 2A con las tres nuevas bandas espectrales de borde rojo S2 

(RE1, RE2, RE3), mejora la precisión de la estimación de diversas variables biofísicas. 

Las longitudes de onda de dichas bandas varían de 705 a 865 nm y tienen una 

resolución espacial de 20 m. Por lo tanto, ha permitido el mapeo de vegetación 

evaluado con base a conjuntos de datos hiperespectrales sobre el sector agrícola y 

ambiental obteniendo resultados favorables (Korhonen et al. 2017). 

 

La aplicación de imágenes Sentinel, para la estimación de biomasa y carbono 

almacenado, implica el cálculo de los diferentes índices de vegetación que son 

desarrollados a partir de la construcción de algoritmos de un modelo matemático en 

relación a las bandas de reflectancia del sensor (Blanco, 2018). Muhsoni et al. 2018 se 

enfocó en determinar un modelo para estimar el carbono almacenado en ecosistemas 

de manglar usando información de campo combinada, con datos de teledetección, 

obteniendo resultados ideales y prácticos para estimación de reservas de carbono; este 

resultado se obtuvo del uso de  Sentinel 2 y las bandas 2, 3, 4, 5, 6, 8, 8A y 24 

algoritmos de índices de vegetación. Los resultados arrojados demostraron que el mejor 

modelado de Sentinel-2 para la estimación del carbono de manglar es el modelo 

estimado con la regresión potencial geométrica. 

 

En este mismo sentido,  Blanco, (2018) estimó la biomasa aérea en plantaciones 

forestales de Eucalyptus grandis y Pinus spp. ubicadas en el sector centro-oriental del 

departamento del Cauca (Colombia), a partir de datos de radar de apertura sintética 

(SAR) de Sentinel-1A, datos ópticos de Sentinel 2A y datos de inventarios forestales, 

empleando el algoritmo Random Forest, demostrando el potencial de combinar datos 

Sentinel para estimar la biomasa aérea en plantaciones comerciales. Sin embargo, aún 

se requiere el estudio de acoplamiento espacial de los datos de campo y su incidencia 
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en las estimaciones de los modelos, así como la pertinencia de adelantar estudios a 

nivel de especies para evaluar su incertidumbre.  

 

Askar et al. (2018), evaluaron el potencial de los índices de vegetación derivados del 

Sentinel-2 para estimar la biomasa aérea de los bosques. Los resultados reflejaron que 

el índice de diferencia normalizada (NDVI) exhibió una fuerte correlación con la 

biomasa aérea en comparación con otros índices. Asimismo, se empleó la regresión 

lineal escalonada ajustada para establecer el modelo entre la biomasa aérea y los 

índices de vegetación (R2 =0.81). Torabzadeh, et al. (2019), demostraron el potencial 

del instrumento multiespectral Sentinel-2 (MSI) para evaluar su rendimiento para un 

bosque en la provincia de Kurdistán, al oeste de Irán, utilizando el valor de biomasa 

aérea medido en campo, datos espectrales e índices de vegetación espectral 

derivados, como variables independientes en la regresión forestal aleatoria, obteniendo 

un valor de R2=0.87. Este resultado se explica por la naturaleza técnicamente avanzada 

de Sentinel-2, que incluye una resolución espacial fina (10 y 20 m) y bandas 

estratégicamente posicionadas (red edge), realizadas en diferentes condiciones 

topográficas con un algoritmo de aprendizaje automático avanzado.  

 

Igualmente, en el estudio propuesto por Blanco et al. (2020), se estimó la biomasa 

aérea a partir de la combinación de datos ópticos y SAR, usando sistemas de  

aprendizaje automatizado, los mejores resultados arrojados mostraron un coeficiente  

de  determinación  R2  =  0.27  y  un  error  cuadrado  promedio  EMC  =  42.75  t.ha-1, 

generando buenas estimaciones de Biomasa aérea, para ello se empleó el método 

Random Forest, en cuanto al manejo de los datos satelitales, la retrodispersión con 

polarización  VV  mostró  ser  una  variable  importante  para la estimación de biomasa 

aérea en el área de estudio, así como el GNDVI, no obstante se recomienda considerar 

una mayor área de las parcelas que incluyan más de un pixel para reducir el sistema de 

incertidumbre respecto a la asociación espacial entre los datos espectrales y los 

levantados en campo.  

 

En general, los índices de vegetación de las imágenes multiespectrales de Sentinel-2 

pueden proporcionar un resultado aceptable en términos de estimar la biomasa aérea 

en los ecosistemas estudiados. 

 

Las firmas espectrales de la imagen satelital Sentinel-2 están representadas por un 

valor numérico que depende de la radiación almacenada en el píxel de la imagen, 

además, son niveles de energía de la radiancia intrínseca del objeto de estudio 

(Korhonen et al., 2017).   

 

A continuación, se presenta la tabla 1, identificando los índices espectrales derivados 

del Sentinel 2A estudiados en el presente estudio.  
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Tabla 1. Índices de vegetación   
Índice Ecuación Fuente 

índice de vegetación de 

diferencia normalizada 

(NDVI) 

𝑁𝐷𝑉𝐼 =
𝑁𝐼𝑅 − 𝑅𝐸𝐷

NIR + RED
 

 

(Cunliffe et al. 2020,  

Théau et al. 2021) 

El índice de vegetación 

de 

diferencia normalizada 

verde 

𝐺𝑁𝐷𝑉𝐼 =
𝑁𝐼𝑅 − 𝐺𝑅𝐸𝐸𝑁

NIR + GREEN
 

 

(Prabhakara et al. 

2015) 

Índice de vegetación 

Mejorado 
𝐸𝑉𝐼 = 2.5

𝑁𝐼𝑅 − 𝑅𝐸𝐷

NIR + 6RED − 7.5BLUE + 1
 

 

(Martínez et al. 2014, 

Guerini Filho, Kuplich, 

and Quadros 2020) 

El índice de vegetación 

ajustado al suelo 
𝑆𝐴𝑉𝐼 = 1 + 𝐿

𝑁𝐼𝑅 − 𝑅𝐸𝐷

NIR + RED + L
 

 

(Lu et al. 2004, 

Prabhakara, 2015) 

índice de vegetación de 

amplio rango dinámico 
𝑊𝐷𝑅𝑉𝐼 =

0.1 ∗ 𝑁𝐼𝑅 − 𝑅𝐸𝐷

0.1 ∗ NIR + RED
 

 

(Vina, 2004,Cao et al. 

2020) 

El índice de vegetación 

de 

diferencia normalizada 

verde – borde rojo 1 

𝐺𝑁𝐷𝑉𝐼𝑟𝑒1𝑛 =
𝑅𝐸𝐷𝑒𝑑𝑔𝑒1 − 𝐺𝑅𝐸𝐸𝑁

𝑅𝐸𝐷𝑒𝑑𝑔𝑒1 + 𝐺𝑅𝐸𝐸𝑁
 

 

(Blanco, 2020) 

El índice de vegetación 

de 

diferencia normalizada 

verde – borde rojo 2 

𝐺𝑁𝐷𝑉𝐼𝑟𝑒2𝑛 =
𝑅𝐸𝐷𝑒𝑑𝑔𝑒2 − 𝐺𝑅𝐸𝐸𝑁

𝑅𝐸𝐷𝑒𝑑𝑔𝑒2 + 𝐺𝑅𝐸𝐸𝑁
 

 

El índice de vegetación 

de 

diferencia normalizada 

verde – borde rojo 3 

𝐺𝑁𝐷𝑉𝐼𝑟𝑒3𝑛 =
𝑅𝐸𝐷𝑒𝑑𝑔𝑒3 − 𝐺𝑅𝐸𝐸𝑁

𝑅𝐸𝐷𝑒𝑑𝑔𝑒3 + 𝐺𝑅𝐸𝐸𝑁
 

 

Fuente: Propia. Rededge1: Banda de borde rojo (1), Rededge2: Banda de borde rojo (2); Rededge3: 

Banda de borde rojo (3).  

 

Los índices de vegetación convencionales están basados en las bandas del rojo e 

infrarrojo cercano (NIR) del espectro electromagnético, utilizados comúnmente para 

estimar el área foliar y biomasa, sin embargo dichos índices son sensibles a los efectos 

del suelo y problemas de saturación, con el fin de disminuir este inconveniente la 

sustitución por bandas de borde rojo muestra modificaciones significativas ya que la 

reflectancia en la región espectral del mencionado borde es más sensible al contenido 

de clorofila ideal para identificar el estado fitosanitario de las plantas (Marini et al. 2019) 

por lo tanto los índices de vegetación que incluyan bandas de borde rojo permiten 

obtener mejores resultados en comparación con los índices que carecen de esta; por tal 

motivo se incluyen los índices de vegetación de diferencia normalizada de borde rojo 1, 

2 y 3 que a la fecha han sido poco investigados para los bosques andinos.   
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El índice de vegetación de diferencia normalizada (NDVI), es un indicador adimensional 

que describe la diferencia de la reflectancia de la vegetación en el rango del espectro 

visible y el infrarrojo cercano, (González et al. 2006, Matsushita et al. 2007) ver tabla 1. 

Es globalmente usado para la evaluación y seguimiento de la vegetación, dado que 

compensa cambios en las condiciones de iluminación, la pendiente de la superficie 

sobre la cual se asientan las plantas, exposiciones y otros factores externos (Lakshmi 

2016).  

El rango de valores del NDVI oscila entre (+1,-1) es debido a que el pigmento de las 

hojas de las plantas, la clorofila, absorbe fuertemente la luz visible (de 0,4 a 0,7 µm) 

para desarrollar la fotosíntesis. Según Cunliffe et al. (2020), la estructura celular de las 

hojas,  refleja fuertemente la luz del infrarrojo cercano (de 0,7 a 1,1 µm), cuantas más 

hojas tiene una planta, más se ven afectadas estas longitudes de onda de luz, 

respectivamente. En este sentido, según la clasificación de Ya’Acob et al. (2014) los 

valores negativos de la función de NDVI indican nubes, agua y nieve, los valores 

negativos cercanos a cero están formados principalmente por rocas y suelo 

descubierto.  

De igual forma, Los valores entre (0.1 - 0.0) corresponden a áreas sin rocas, arena o 

nieve. Los valores moderados (0,2 a 0,3) representan arbustos y praderas, mientras 

que los valores grandes mayores a 0.6 indican bosques templados y tropicales.  

En relación con la biomasa aérea, el NDVI a menudo también se ha considerado un 

predictor de superficie total de biomasa, sin embargo, diferentes tejidos vegetales 

tienen diferentes propiedades de reflectancia, y la biomasa aérea está dominada por 

tejidos no fotosintéticos, como tallos leñosos, en muchas comunidades de vegetación 

(Cunliffe et al. 2020).  

En este sentido, el Índice de vegetación de diferencia normalizada verde (GNDVI), 

también juega un papel importante en la cuantificación de la biomasa; el GNDVI es 

similar al NDVI, no obstante, en lugar de registrar energía en el espectro rojo lo refleja 

en el espectro verde, ver tabla 1. Este indicador evidencia la actividad fotosintética de 

vegetación (Moges et al. 2004); su uso más frecuente es evaluar el contenido de 

humedad y la concentración de nitrógeno en las hojas de las plantas, en comparación 

con el índice NDVI, es más sensible a la concentración de clorofila (Prabhakara, at at. 

2015).  

De acuerdo a que el  índice GNDVI es más sensible a la variación de la clorofila en 

cultivos que el índice NDVI y presenta un punto de saturación más alto. En relación a la 

biomasa aérea, Gano et al. (2021) menciona que el GNDVI presenta correlación baja, 

pues la predicción de biomasa fue menos precisa que LAI (Índice de área foliar), dado 

que la complejidad de los rasgos de la biomasa, no está necesariamente ligada a un 

solo índice de vegetación. 
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Otro índice predictor de la biomasa aérea es el índice de vegetación mejorado (EVI), 

que optimiza la señal de la vegetación aumentando su sensibilidad en casos de altas 

densidades de biomasa, mediante la separación de la señal proveniente de la 

vegetación y la influencia atmosférica (H. Q. Liu and Huete 1995). El EVI es un índice 

mejorado del NDVI con un factor de corrección del suelo L=1, dos coeficientes C1=6 y 

C2=7.5 que corrigen efectos de resistencia de aerosoles y un factor de ganancia G=2.5, 

(H. Q. Liu and Huete 1995) que se calcula de acuerdo a la tabla 1. 

El EVI se diseñó basado en la retroalimentación que incorpora los conceptos de ajuste 

de fondo y resistencia atmosférica en el NDVI (H. Q. Liu and Huete 1995). Por lo tanto, 

este índice se ha considerado un NDVI modificado con una sensibilidad mejorada a las 

regiones de alta biomasa y una mejor capacidad de monitoreo de la vegetación 

(Matsushita et al. 2007). Según lo determinado por  Matsushita et al. (2007), el EVI 

reduce los efectos adversos de los factores ambientales, como las condiciones 

atmosféricas y el fondo del suelo, pero no tiene en cuenta el efecto topográfico, que se 

define como la variación en la radiación que acompaña a un cambio de orientación de 

una superficie horizontal a una inclinada.   

Por otro lado, el índice de vegetación ajustado al suelo (SAVI) presenta una ligera 

variante respecto a la fórmula tradicional del NDVI para mitigar distorsiones en los 

valores cuando la vegetación se encuentra sobre suelos expuestos. Condiciones como 

la temperatura o la humedad pueden ejercer influencia en las bandas de trabajo 

analizadas. 

El índice de vegetación SAVI ajusta la influencia del suelo sobre los resultados 

añadiendo una variable denominada línea del suelo, que se genera ajustando una 

regresión lineal entre las bandas roja e infrarroja a partir de muestra de pixeles 

representativa de la cobertura del suelo desnudo permitiendo trabajar en escenarios 

donde el desarrollo vegetal sea bajo. Ver tabla 1.   

Para el estimación de biomasa usando el SAVI y datos SAR, Kumar et al. (2016) obtuvo 

un R2= 0.86, indicando que presenta una relación positiva moderada, como estimador 

de Biomasa aérea en Tailandia. En contraste, en el estudio desarrollado por (Bordoloi et 

al. 2022) se obtuvo una baja correlación en comparación con otros índices estudiados, 

debido a que la reflectancia del suelo fue minimizada sobre las propiedades de 

reflectancia del dosel de la alta vegetación. Por lo anterior, el SAVI, presenta mejores 

resultados en áreas de pastizales con baja vegetación.  

Igualmente, otro de los índices predictores de la biomasa aérea, es el índice de 

vegetación de amplio rango dinámico (WDRVI) el cual realiza cálculos ponderados 

donde el coeficiente de ponderación tiene un valor de a = 0.1, aumentando la 

correlación con la fracción de vegetación mediante la linealización de la relación para 

las condiciones de biomasa media a alta.  En este sentido, el WDRVI usa las mismas 
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bandas que el NDVI (ver tabla 1), permitiendo una caracterización más robusta de las 

características fisiológicas y fenológicas de la vegetación. 

Según lo mencionado por Cao et al. (2020), indica que este modelo, es particularmente 

importante en condiciones de densidades moderadas a altas de biomasa, dado que la 

banda NIR es significativamente mayor que la banda roja, mejorando la linealidad y 

reduciendo la saturación, lo que facilita un control preciso del crecimiento  generando al 

menos tres veces resultados más preciso que el NDVI, siendo capaz de detectar 

diferencias sutiles en el dosel en condiciones mediana y alta densidad de vegetación, 

importante para cultivos con copas densas y maduros.  

Otros de los índices importantes propuestos para la identificación de la biomasa aérea 

son los índices de vegetación diferenciada normalizada verde de bordes rojos 1, 2 y 3. 

Dichos índices se constituyen como una mezcla de varias bandas, ver tabla 1, las 

bandas de borde de borde rojo oscilan entre las longitudes de ondas (680nm-740nm) 

han demostrado ser particularmente sensibles para detectar pequeños cambios de 

clorofila, pudiendo ser una herramienta valiosa para la detección temprana del estrés 

(Nolasco 2015). 

Si bien la importancia de las bandas de borde rojo en la estimación de biomasa aérea 

se ha abordado en investigaciones anteriores por Blanco et al. (2020) afirma que índice 

GNDVI construido con las bandas de borde rojo, se muestra sensible en la 

determinación del contenido de clorofila, pigmento que se encuentra directamente 

relacionado al vigor vegetal,  y a su vez,  es importante para la estimación de la 

biomasa aérea. 

Los índices de vegetación convencionales están basados en las bandas del rojo e 

infrarrojo cercano (NIR) del espectro electromagnético, utilizados comúnmente para 

estimar el área foliar, sin embargo dichos índices son sensibles a los efectos del suelo y 

problemas de saturación, con el fin de disminuir este inconveniente la sustitución de 

bandas de borde rojo muestra modificaciones significativas ya que la reflectancia en la 

región espectral del mencionado borde es más sensible al contenido de clorofila ideal 

para identificar el estado fitosanitario de las plantas (Marini et al. 2019) por lo tanto los 

índices de vegetación que incluyan bandas de borde rojo permiten obtener mejores 

resultados en comparación con los índices que carecen de esta; por tal motivo se 

incluyen los índices de vegetación de diferencia normalizada de borde rojo 1, 2 y 3. 

 

De acuerdo a los índices propuestos como predictores de biomasa aérea, se requiere 

implementar un modelo estimativo de la misma, teniendo en cuenta el tipo de variable, 

se establece modelos de regresión paramétricas y no paramétricas con fin de evaluar 

su confiabilidad en la estimación de biomasa aérea.  
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5.4. Modelos de regresión para la estimación de biomasa aérea 

 

El análisis de regresión es una técnica que calcula la relación estimada entre una 

variable dependiente y una o varias variables explicativas. A partir de la regresión, es 

posible modelar la relación entre las variables elegidas, así como predecir valores 

basándose en el modelo (Han et al. 2022). Existen varias opciones para estimar un 

modelo de regresión, entre los que se destacan por su facilidad de aplicación e 

interpretación, el modelo de regresión lineal y la red neuronal artificial, que se clasifican 

como modelo paramétrico y no paramétricos, respectivamente (Montero 2016).   

Los modelos paramétricos parten de una relación entre variables conocidas, y limita el 

problema a predecir las diferentes variables que se adaptan eficientemente a las 

observaciones de la muestra en estudio (Verrelst et al. 2015). La implementación de 

estos modelos en algunas ocasiones resulta ser muy potente cuando el proceso 

generador de datos sigue la distribución propuesta, aunque pueden llegar a ser muy 

sensibles frente a la negación de la hipótesis de partida cuando se utilizan muestras de 

reducido tamaño (Montero 2016). En este sentido, los modelos paramétricos presentan 

limitaciones para calcular los parámetros de una función, dado que ellos parten de una 

relación conocida entre variables.  

Teniendo en cuenta lo anterior, existen los modelos no paramétricos, que no dependen 

de un conocimiento previo de la relación existente de las variables explicativas y la 

variable dependiente. Estos últimos, resultan ser más prácticos dada las pocas 

restricciones para reconstruir la función de clasificación (L. Wang et al. 2018; 

Pattanayak et al. 2021,Bonilla M., Olmeda I. 2003).  

Es importante resaltar que tanto para los modelos paramétricos y no paramétricos, es 

necesario estimar los parámetros que depende la función elegida, sin embargo, para los 

modelos paramétricos, la elección de función se establece con anterioridad, lo cual una 

elección imprecisa arrojará un modelo ineficaz que no se ajusta correctamente a los 

datos. Para la estimación de la biomasa aérea y el carbono almacenado, se estableció 

un modelo de regresión paramétrico y no paramétrico, como lo es la regresión múltiple 

lineal y la red neuronal artificial. De igual forma, para la remoción de nubes y sombras 

se implementó el árbol de decisión, caracterizado por ser un modelo no paramétrico 

(Das, Pramod, and Sunitha 2022). 

5.4.1. Regresión lineal múltiple  
 

La regresión lineal múltiple, es una técnica estadística que utiliza diferentes variables 

explicativas para predecir el resultado de una variable de respuesta. La regresión lineal 

múltiple modela la relación lineal entre las variables explicativas y las variables de 

respuesta (Montero 2016). A diferencia de la regresión simple, se aproxima más a 
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situaciones de análisis real puesto que los fenómenos, hechos y procesos ambientales, 

por definición, son complejos y, en consecuencia, deben ser explicados en la medida de 

lo posible por la serie de variables que, directa e indirectamente, participan en su 

relación (Montero 2016). Lo anterior expresado en la siguiente función:  

 𝑦𝑖 = 𝐵0 + 𝐵1𝑋𝑖1 + 𝐵2𝑋𝑖2 + ⋯ + 𝐵𝑝𝑋𝑖𝑝 + 𝐸 (1)  

 
Donde, para i=n observaciones, yi =variable dependiente, xi=variables explicativas, 

β0=intersección con el eje Y, (término constante), βp=coeficientes de pendiente para 

cada variable explicativa, E=término de error del modelo (también conocido como los 

residuos).  

Para llevar a cabo el modelo de regresión múltiple se debe garantizar los supuestos de 

linealidad, aleatoriedad, colinealidad, y homocedasticidad. 

Es importante tener en cuenta que el coeficiente de determinación (R2) es una métrica 

estadística que se usa para medir qué parte de la variación en el resultado puede 

explicarse por la variación en las variables independientes. R2 siempre aumenta a 

medida que se agregan más predictores al modelo, aunque es posible que los 

predictores no estén relacionados con la variable de resultado (Novales 2010). Por lo 

tanto, R2 por sí solo no se puede usar para identificar qué predictores deben incluirse en 

un modelo y cuáles deben excluirse. R2 solo puede estar entre 0 y 1, donde 0 indica 

que ninguna de las variables independientes puede predecir el resultado y 1 indica que 

el resultado se puede predecir sin error a partir de las variables independientes. 

Los métodos paramétricos (lineal, cuadrática, múltiple) aplicados sobre una gran 

variedad de bosques, han obtenidos valores de R2 para datos multiespectrales de 

media y alta resolución entre 0.63 y 0.66 asumiendo una relación directa entre la 

reflectividad y los valores observados (Galidaki et al. 2017).  

 

Por otro lado, los modelos no paramétricos hacen parte del aprendizaje automático, que 

es una rama en evolución de los algoritmos computacionales que están diseñados para 

emular la inteligencia humana aprendiendo del entorno circundante. Las técnicas 

basadas en el aprendizaje automático se han aplicado con éxito en diversos campos 

del conocimiento. Entre los modelos no paramétricos más utilizados está la red 

neuronal artificial y el árbol de decisión.   

5.4.2. Árbol de decisión  

 

Éste último se caracteriza dado que proveen de una herramienta de clasificación muy 

potente, teniendo en cuenta las diferentes posibilidades que brinda y la facilidad de 

comprender sus resultados ya que implementa un aprendizaje inductivo a partir de las 

observaciones y construcciones lógicas, similares a los sistemas de predicciones 
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basados en reglas, que sirven para representar y categorizar una serie de condiciones 

que ocurren de forma sucesiva, para la resolución de un problema (Charris et al. 2018).  

 

Dicha representación y categorización, se realiza mediante dos etapas; en la primera 

etapa se construye el árbol de decisión a partir del conjunto de datos de entrenamiento; 

comúnmente cada nodo interno del árbol se compone de un atributo de prueba y la 

porción del conjunto de entrenamiento presente en el nodo es dividida de acuerdo con 

los valores que pueda tomar ese atributo (Sharma 2021).  

La construcción del árbol inicia generando su nodo raíz, eligiendo un atributo de prueba 

y dividiendo el conjunto de entrenamiento en dos o más subconjuntos; para cada 

partición se genera un nuevo nodo y así sucesivamente, cuando en un nodo se tienen 

objetos de más de una clase se genera un nodo interno; cuando contiene objetos de 

una clase solamente, se forma una hoja a la que se le asigna la etiqueta de la clase 

(Xochitl 2021; Charris et al. 2018)  

En la segunda etapa del algoritmo cada objeto nuevo es clasificado por el árbol 

construido; después se recorre el árbol desde el nodo raíz hasta una hoja, a partir de la 

que se determina la membresía del objeto a alguna clase. El camino a seguir en el árbol 

lo determinan las decisiones tomadas en cada nodo interno, de acuerdo con el atributo 

de prueba presente en él (Wei et al. 2019; Charris et al. 2018). 

5.4.3. Red neuronal artificial (RNA)  

 

Las RNA están diseñadas en la funcionalidad del cerebro humano, emulando funciones 

complejas como la generación de patrones, la cognición, el aprendizaje y la toma de 

decisiones (Mendoza 2018). Las RNA son modelos supervisados que normalmente se 

usan para problemas de regresión y clasificación. Los algoritmos de aprendizaje 

comúnmente utilizados en las RNA incluyen las redes de función de base radial (Liakos 

et al. 2018), los algoritmos de perceptrón (Rosenblatt 1958) y la retropropagación (P. A. 

Blanco 2014), que se desarrollan a través de unidades de procesamiento 

interconectadas y organizadas en una topología específica, las cuales consisten en una 

capa de entrada de los datos que se introducen en el sistema, seguido de una o más 

capas ocultas donde tiene lugar el aprendizaje y finalmente una capa de salida, que da 

la estimación, como se aprecia en la siguiente figura.  
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Figura 1. Representación de una red neuronal artificial 

Fuente: propia 

 

Las RNAs son un área relativamente nueva de investigación del aprendizaje 

automatizado que permite que los modelos computacionales que se componen de 

múltiples capas de procesamiento aprendan representaciones de datos complejos 

utilizando múltiples niveles de abstracción (Liakos et al. 2018). 

 

Las RNAs tiene ciertas limitaciones en comparación con los modelos estadísticos 

tradicionales; un claro ejemplo, es la precisión durante el aprendizaje automático que 

básicamente, está fuertemente relacionada con el número y calidad de los datos, y 

durante del proceso, ésta puede tomar mucho tiempo o sufrir problemas de mínimos 

locales (Guerini Filho et al. 2020). En este sentido, existen los mecanismos 

subyacentes del procesamiento de información en paralelo y el almacenamiento 

distribuido para los modelos RNA que no son comprensibles.  

Otra habilidad de la RNA consiste en resolver el problema relacionado con el peso de la 

convergencia de la red; pero no garantiza que la solución sea óptima; por lo tanto, se 

requiere un entrenamiento repetido para obtener una red neuronal óptima y lograr 

resultados razonables. Es importante aclarar que, aunque la red neuronal resuelve 

problemas multifactoriales lineales y no lineales, obtiene mayor precisión que los 

modelos estadísticos tradicionales; los procesos de entrenamiento de la red neuronal y 

las ecuaciones del modelo no se pueden observar, por lo tanto, se torna complejo 

explicar los resultados de RNA desde una perspectiva teórica (Batanero 2001,Naqa and 

Murphy 2015,Liakos et al. 2018). 

La geometría de una RNA actúa como un modelo de caja negra con una arquitectura 

compleja que, a su vez, puede proporcionar buenos resultados para un conjunto 

específico de datos, es posible que no proporcione resultados precisos para otro 

conjunto de datos, debido al problema de sobreajuste de un modelo RNA (Naqa and 

Murphy 2015). 
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La arquitectura de la RNA, incluye también un número óptimo de capas y neuronas 

ocultas que depende estrictamente del problema en sí y de las pruebas repetidas, 

cuando el número de neuronas en la capa oculta es demasiado pequeño, el algoritmo 

no podrá enfocarse en la propagación inversa para alcanzar el valor mínimo durante el 

entrenamiento, caso contrario sucede, cuando el número de neuronas en la capa oculta 

es demasiado grande, la red tiende a sobreestimar. (Batanero 2001). 

Dentro de la funcionalidad de la RNA, la retropropagación es una herramienta o 

algoritmo necesario para hacer mejoras cuando se experimentan resultados imprecisos 

en el aprendizaje de la máquina. Para ello, se utiliza el algoritmo de Gradiente 

descendente, para calcular los pesos de cada error automáticamente a través de la red 

(Charris et al. 2018).  

En primera instancia, el conjunto de datos de entrenamiento es dividido en mini-lotes y 

cada mini-lote recorre el modelo hasta completar el conjunto de datos de 

entrenamiento, donde cada recorrida es llamada época. Cada mini-lote es pasado a la 

primera capa de las neuronas de la red y se va propagando hacia adelante a través de 

todas las capas intermedias y superiores hasta generar una salida. Sin embargo, los 

resultados se almacenan en cada capa para luego utilizarlos en la propagación hacia 

atrás (Charris et al. 2018). 

Al final de la propagación hacia adelante, la función de perdida, calcula el error teniendo 

en cuenta la salida de la última capa. En la propagación hacia atrás, el error se propaga 

a partir de la capa de salida, hacia todas las neuronas de la capa intermedia que 

contribuyan directamente a la salida, recibiendo el porcentaje de error aproximado a la 

participación de la neurona intermedia en la salida original. Este proceso se repite, capa 

por capa, hasta que todas las neuronas de la red hayan recibido un error que describa 

su aporte relativo al error total. Basándose en el valor del error recibido, se reajustan los 

pesos de conexión de cada neurona, de manera que la siguiente vez que se presente el 

mismo patrón, la salida este más cercana a la deseada, es decir, que el error 

disminuya(Räsänen et al. 2019). 

Finalmente, el algoritmo realiza un paso de gradiente descendente para ajustar todos 

los pesos de conexión en la red, utilizando los gradientes de error que acaba de 

calcular (Girardin et al. 2014). El algoritmo de retropropagación tiene tres versiones: por 

lotes, cuando en la fase hacia adelante se calcula la función de costo como un 

promedio sobre los errores cometidos sobre todos los datos de entrenamiento. 

En este sentido, el algoritmo de retropropagación puede calcular el gradiente del error 

de la red con respecto a cada parámetro del modelo. En otras palabras, puede 

descubrir cómo se debe ajustar cada peso de conexión y cada termino de sesgo para 

reducir el error. Una vez que tiene estos gradientes, solo realiza un paso de descenso 

https://datascience.eu/es/aprendizaje-automatico/las-6-mejores-tecnicas-de-aprendizaje-de-maquinas/
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de gradiente y todo el proceso se repite hasta que la red obtenga en la solución 

(Pattanayak et al. 2021). 

El algoritmo de retropropagación requiere que las funciones de activación sean no 

lineales para que trabaje adecuadamente (Montero 2016). Debido a que la derivada de 

la función de paso es plana (cero) este algoritmo no puede trabajar con esta función. 

Por esta razón es necesario utilizar otras funciones de activación las cuales sean no 

lineales. Adicionalmente, una red neuronal de múltiples capas cuyas funciones de 

activación son lineales se reduce a una red neuronal de una sola capa lineal y por lo 

tanto no es posible resolver problemas complejos con esta aproximación. Una red 

neuronal de múltiples capas y con funciones de activación no lineales es capaz de 

aproximar cualquier función. 

A partir de lo anteriormente definido y lo argumentado por Lourakis y Argyros (2005), 

matemáticamente el algoritmo de retropropagación se expresa, teniendo en cuenta lo 

siguiente:   

Para determinar el coste respecto a cada uno de las modificaciones de los parámetros 

de la red neuronal (peso y sesgo), se implementa las derivadas parciales de cada una 

de estos parámetros respecto al coste, como se plantea en la siguiente expresión. 

Dónde w y b, se corresponde al peso y sesgo, y L el súper índice de la última capa. 

 𝜕𝐶

𝜕𝑏𝐿
 

𝜕𝐶

𝜕𝑤𝐿
 

 

(2)  

El algoritmo de retropropagación desarrolla los cálculos desde atrás hacia adelante, es 

decir se calculan primero las métricas de la última capa, analizando los datos de 

entrada, salida y el proceso respectivo. Cada neurona posee una suma ponderada (Z), 

la cual sería evaluada por la función de activación (a) que finalmente se evaluaría por la 

función de coste (C), para determinar el error. 

 

Todo lo anterior, se estructura en una composición de funciones, que para ser 

solucionada se debe hacer uso de una herramienta de cálculo matemático que llamada 

Regla de la Cadena, la cual indica que se debe multiplicar cada una de las derivadas 

parciales intermedias, de la siguiente manera.  

Para W (los pesos),  

 𝜕𝐶

𝜕𝑤𝐿
=  

𝜕𝐶

𝜕𝑎𝐿

𝜕𝑎𝐿

𝜕𝑧𝐿

𝜕𝑧𝐿

𝜕𝑤𝐿
 

 

 

Para b (sesgo)  
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 𝜕𝐶

𝜕𝑏𝐿
=  

𝜕𝐶

𝜕𝑎𝐿

𝜕𝑎𝐿

𝜕𝑧𝐿

𝜕𝑧𝐿

𝜕𝑏𝐿
 

 

 

 

Es importante denotar que 
𝜕𝐶

𝜕𝑎𝐿  es la derivada de la activación con respecto el coste de 

la RNA, en esta se evidencia como varía el coste de la red cuando varía la salida de la 

red neuronal, en síntesis, se tiene la función del error cuadrático medio y su derivada:  

 
𝐶(𝑎𝑗

𝐿) =
1

2
∑(𝑌𝑗 − 𝑎𝑗

𝐿)2

𝐽

 
(3)  

 

 𝜕𝐶

𝜕𝑎𝐿
= (𝑎𝑗

𝐿 − 𝑌𝑗) 

 

(4)  

En cuanto a la activación con respecto a Z, se expresa como varia la salida de la 

neurona cuando se modifica la suma ponderada; para este caso, se debe derivar la 

función de activación, como se representa a continuación: 

 𝜕𝑧𝐿

𝜕𝑤𝐿
 
𝜕𝑧𝐿

𝜕𝑏𝐿
 

 

(5)  

Siendo la derivada del sesgo con respecto a la suma ponderada, 1, dado que el término 

del sesgo es independiente.  

 𝜕𝑧𝐿

𝜕𝑏𝐿
= 1 

(6)  

Con respecto a w, la derivada es simplemente el valor de entrada a la neurona que 

conecta a esa conexión para cual ese parámetro hace referencia.  

 𝜕𝑧𝐿

𝜕𝑤𝐿
=  𝑎𝑖

𝐿−1
 

(7) 

Finalmente, la solución para los parámetros de la última capa se obtiene computando 

las derivadas intermedias anteriormente descritas. Sin embargo, se reestructura las 

expresiones, teniendo en cuenta que:  

 𝜕𝐶

𝜕𝑎𝐿
 
𝜕𝑎𝐿

𝜕𝑧𝐿
=

𝜕𝐶

𝜕𝑍𝐿
= 𝛿𝐿 

(8) 

Representando la variación del error en función del valor de Z calculada dentro de la 

neurona, dicha derivada informa en qué grado se modifica el error cuando se produce 

un cambio en la suma ponderada de la neurona. Dicha derivada evidencia la 
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responsabilidad de la neurona en el error final. Luego, para las expresiones iniciales, se 

tendría: 

 

 𝜕𝐶

𝜕𝑏𝐿
= 𝛿𝐿           

𝜕𝐶

𝜕𝑤𝐿
= 𝛿𝐿 − 𝑎𝑖

𝐿−1
 

 

(9) 

Con lo anterior, se deduce las expresiones para hallar las derivadas parciales y el error 

en la última capa. Posteriormente, se define la función para calcular el error en las 

capas anteriores, se tienen finalmente las siguientes expresiones:  

𝛿𝐿−1 =  𝑊𝐿𝛿𝐿
𝜕𝑎𝐿−1

𝜕𝑧𝐿−1
     

𝜕𝐶

𝜕𝑏𝐿−1
= 𝛿𝐿−1  

𝜕𝐶

𝜕𝑤𝐿−1
= 𝛿𝐿−1𝑎𝐿−2 

(10) 

Es importante denotar que una de las funciones de activación más utilizadas en redes 

neuronales artificiales es la función logística, la cual se presenta en la Ecuación 13. La 

salida de la función logística esta entre 0 y 1. Aunque tiene una derivada bien definida 

en todo el plano, cuando tiene valores grandes o pequeños a la entrada, la función se 

satura y la derivada se hace cero o casi cero. 

Otras funciones utilizadas en redes neuronales artificiales es la función de tangente 

hiperbólica, la siguiente ecuación, es también es una función sigmoide con la diferencia 

que su salida está en el rango de -1 y 1. 

 
𝜎 (𝑧) =

1

(1 + exp(−𝑧))
 

 

(11) 

Debido a que la función logística es poco sensible a valores muy grandes o muy 

pequeños se prefiere utilizar otra función de activación como la función de Unidad 

Lineal Recticada, se presenta las siguientes ecuaciones.  

           𝑅𝑒𝐿𝑈 (𝑧) = max (0, 𝑧) 

 

(12) 

𝜎𝑓 (𝑧) =
2

(1 +  𝑒−2𝑧)
− 1 = 2 𝜎 (2𝑧) − 1 

(13) 
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6 METODOLOGÍA 

 

La presente investigación se estructuró bajo el enfoque cuantitativo, que permitió 

diseñar y aplicar instrumentos de medición para la obtención de datos verificables a 

partir de la aplicación de métodos matemáticos y estadísticos.  

 

6.1. Área de estudio 

 

La investigación se desarrolló en el área de la subcuenca río Las Piedras (ver figura 2), 

localizada al nororiente del municipio de Popayán, entre latitudes 2°26'57,658 "N y 

2°25'28,161"N, longitudes 76°31'13,995" W y 76°23'8,273" W, presenta una extensión 

de 6.626 hectáreas y comprende alturas que oscilan desde 1.980 a 3.820 msnm, 

teniendo jurisdicción los corregimientos de Quintana y Las Piedras, esta área se 

caracteriza por la presencia de zonas de páramo, subpáramo, bosques alto-andinos, 

andinos y subandinos, siendo la subcuenca la principal fuente abastecedora de agua 

para el municipio de Popayán (Devereux 2013). 

 

En la Subcuenca del río Las Piedras, dominan diferentes especies forestales entre las 

cuales se encuentra el roble (Quercus humboldtii), arrayan (Myrcianthes sp. O. Berg), 

jigua (Nectandra reticulata Mez), Guarea kunthiana A.Juss, entre otras. Para el 

desarrollo de esta investigación se seleccionó una ventana de estudio que comprende 

un área de  612.928 hectáreas localizada en la vereda Quintana, presentando una 

altitud de 2.600 m.s.n.m.; con rangos promedio anuales de temperatura de 18,4ºC;  

precipitación de 1.729 mm; y humedad relativa de 84 % (CRC, 2006); en esta zona 

previamente se establecieron  parcelas permanentes de un área de 7.5 hectáreas para 

monitoreo de vegetación, como resultado de un proyecto de investigación (Valencia 

2013). 

 

Los datos empleados para la estimación de carbono almacenado del presente estudio 

se realizaron a partir del cálculo de biomasa aérea, para ello, fueron tomados los datos 

de la parcela permanente del inventario forestal suministrado por Valencia,(2013)  y el 

grupo de investigación de estudios ambientales (GEA) de la Universidad del Cauca. 

Dentro de la parcela permanente se encontraron inventariadas diferentes especies 

forestales pertenecientes a la clasificación de bosque andino (Cortés, Ballesteros, y 

Matoma 2020),  clasificados según las condiciones medio ambientales y gradiente 

altitudinal característico de estos ecosistemas (Kattán, 2003). En esta zona se 

identifican relictos de bosque andino, caracterizados por ser un ecosistema estratégico, 

no solamente por ser una zona de nacimiento de fuentes hídricas que abastecen de 
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agua a acueductos municipales, sino también por la importancia y la función de los 

bosques en la captación y fijación del carbono atmosférico (Ontiveros et al. 2015). 

 

 Figura 2. Ubicación Subcuenca del Río Las Piedras 
Fuente:  Propia 

 

6.2. Área de investigación   

 

Para el desarrollo de esta investigación se realizó la búsqueda y revisión de inventarios 

forestales, donde se tuvo como parámetro de selección factores ambientales, como el 

gradiente altitudinal, para el cual se tomaron parcelas de especies forestales entre 

2.400 y 3.400 m.s.n.m pertenecientes a la clasificación de bosque andino (Kattán, 

2003). Los relictos de bosques se encuentran localizados en la subcuenca del Río Las 
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Piedras. (Ontiveros et al. (2015). A continuación, se presenta la figura 3 del flujo 

metodológico desarrollado, que permite visualizar las actividades que dieron lugar al 

objetivo de la presente investigación. 

 
 

Figura 3. Flujo metodológico 

Fuente: Propia 

 

6.3.  Revisión de datos - inventarios forestales 

 

Los datos obtenidos del inventario forestal de la Reserva de la Sociedad Civil 

Arrayanales, en la Vereda Quintana, Municipio de Popayán, incluyen la composición y 

estructura vegetal, según la base de datos suministrada; la información se encuentra 

establecida por cuadrantes de la A a la Z y están clasificados por familia, especie, 

registrando el diámetro a la altura del pecho DAP y altura total.  
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La zona de estudio comprende un área de 7.5 hectáreas en la que se ubica el bosque 

andino y se encuentra espacializado el inventario forestal, el cual fue utilizado, para 

realizar el modelo estimativo. Esta área se subdividió en 26 cuadrantes para un total de 

1055 individuos y un área resultante de 1.5 hectáreas, según el diseño experimental 

realizado de Sarria et al., (2013).  entre las especies más representativas se identificó 

El roble (Quercus humboldtii), El Encenillo (Weinmannia sp.), Arrayán (Myrcianthes 

leucoxyla), (Freziera canescens), Mortiño, (Vismia lauriformis), Mayo (Tibouchina sp.), 

Pino Colombiano (Podocarpus oleifolius), mandur (Tibouchina sp.), Cucharo (Clusia 

sp.), Motilón (Miconia caudata), Mano de Oso (Oreopanax discolor), Chilco (Baccharis 

latifolia), Jigua (Nectandra sp.), Carne Fiambre (Roupala sp.), entre otras,  los 

individuos presentaron un DAP ≥ 5 cm, igualmente  (Sarria et al., 2013). 

 

6.4.  Análisis estadístico descriptivo de las variables de interés 

 

El procesamiento estadístico de los datos del inventario forestal suministrado, se 

estructuró mediante el programa computacional R Studio de licencia libre, en aras de 

identificar tendencias y características más representativas de los individuos arbóreos. 

De igual forma, a partir de los resultados, se organizó la información, en 

subpoblaciones, dado el DAPs, obteniendo cinco grupos con rangos diferentes de 

DAPs, con el fin de caracterizar e identificar la distribución de los datos determinando la 

media, desviación estándar y curtosis, lo que finalmente, permitió conocer el 

comportamiento general del bosque andino.  

 

6.5. Estimación de carbono en biomasa aérea forestal a partir de índices 

espectrales 

 

La cuantificación del carbono almacenado en la biomasa aérea se realizó a partir de 

datos dasométricos suministrados por el Grupo de Estudios Ambientales (GEA) de la 

Universidad del Cauca, implementando el modelo alométrico propuesto por Álvarez et 

al., (2012), el cual permite calcular la biomasa aérea de los árboles individuales, 

partiendo de las variables tales como el diámetro del tronco a la altura del pecho DAP y 

la densidad de la madera. Posteriormente, la biomasa es convertida en unidades de 

carbono a partir del factor de conversión 0.5 establecido por Eggleston et al., (2006). 

 

El modelo diseñado por Álvarez et al., (2012), se ajusta a las dinámicas específicas de 

los bosques naturales presentes en el país y que además es específico para las zonas 

de vida identificadas y descritas dentro del estudio como bosque húmedo según 

Holdridge et al. (1971) que tiene en cuenta el rango altitudinal, y el potencial de 

evapotranspiración.  
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ln(AGB)  =  a +  b1 ln(D)  +  b2 (ln(D)) 2 +  b3 (ln(D)) 3 +  d ln(ρ) (1).  

Dónde: 𝑨𝑮𝑩 (Kg) = Sigla en inglés de above-ground biomass (biomasa por encima del 

suelo o aérea). 𝒂 = 1,836 𝒃𝟏= -1,255 𝒃𝟐= 1,169 𝒃𝟑= - 0,122 𝒅 = - 0,222  𝑫 = Diámetro 

a la altura del pecho (expresado en cm) 𝜌 = Densidad de la madera (expresada en g 

cm-3) 

 

6.6.  Localización geográfica del inventario forestal  

 

Los datos del inventario forestal de cada uno de los cuadrantes inventariados, se 

sistematizaron y se ubicaron geográficamente, determinando así la zona de estudio, 

localizada en la Subcuenca del río Las Piedras, información que fue utilizada en la 

selección de las imágenes satelitales de las cuales se extrajo datos de biomasa que 

fueron comparables con la información extraída mediante la aplicación de un modelo 

alométrico implementado para este estudio.  

 

La localización de los datos del inventario forestal se realizó con el apoyo de 

herramientas de sistemas de información geográfica - SIG a partir del software ArcGis 

10.5 en su versión académica.  

 

6.7. Selección de Imágenes Satelitales Sentinel 2A 

 

Los datos satelitales empleados en la presente investigación fueron obtenidos a partir 

del sensor remoto Sentinel 2A, imágenes que fueron seleccionadas por su potencial 

para evaluar parámetros biofísicos como el índice de área foliar, temáticas relacionadas 

con carbono terrestre y vigilancia de los bosques y vegetación (Blanco,2020).  

La selección de las imágenes estuvo sujeta a la fecha del levantamiento del inventario 

forestal suministrado que data del año 2015, de manera que se descargaron imágenes 

obtenidas en el periodo comprendido entre junio del 2015 a diciembre 2016, no 

obstante, la zona objeto de estudio presenta alta nubosidad durante todo el año, por lo 

tanto, el análisis se realizó con la imagen de fecha 16/09/2016 (ver figuras).  
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Figura 4. Imagen RGB de la zona de estudio para el año 2016 

Fuente: Propia 

Figura 5. Imagen RGB de la zona de estudio para el año 2020 

Fuente: Propia 
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Cabe anotar que también se realizó la descarga de imágenes, en otras temporalidades; 

datos del 2020, esto con el fin de realizar un análisis temporal adicional de toda la 

ventana objeto de investigación y estudiar el comportamiento de la biomasa. 

6.8. Pre-procesamiento de imágenes satelitales 

 

Una vez realizada la descarga de los datos satelitales se procedió a verificar el nivel de 

procesamiento de cada una de las imágenes, encontrando que las mismas presentaban 

un nivel de procesamiento L1C, es decir, ortorectificadas y con niveles de reflectancia 

por encima de la atmósfera (TOA), condición que no considera el efecto de la atmósfera 

imposibilitando la adecuada detección de lo sucedido en la superficie. 

 
Figura 6. Preprocesamiento en SEN2COR 

Fuente: Propia 

Por lo anterior se procedió a realizar el procesamiento de las imágenes Sentinel 2A, 

empleando el software de uso libre SNAP (Sentinel Application Platform), a partir de la 

herramienta Sen2Cor, aplicación que permitió corregir las distorsiones radiométricas y 

geométricas de las imágenes obteniendo un nivel de procesamiento L2A, pasando los 

datos de reflectancia a nivel de la superficie (BOA), generando datos más precisos 

removiendo la textura blanquecina producida por el efecto de la presencia de la 

atmósfera. (Mendoza 2018), sin embargo, esta herramienta no removió la totalidad de 

la nubosidad dada la proporción de la misma, lo que hizo indispensable implementar un 

método más robusto como lo es el método de Árbol de decisión. 

Para ello, se establecieron las clases que agrupan nubes, no nubes, sombras y no 

sombras, a partir de la banda de borde rojo 1, se obtuvieron 10 puntos de valores 

espectrales por cada clase, como insumo principal del Random Forest, que acorde a 

sus características permiten caracterizar idóneamente las nubes y las sombras.  
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A partir de la clasificación obtenida, se realizó un recorte sobre los datos espectrales 

usando el software ArcGIS 10.5, para obtener finalmente el mapa de biomasa aérea y 

carbono almacenado sin afectación de la nubosidad. 

  

Como paso final, se realizó el remuestreo de las bandas, es decir que para todas las 

bandas espectrales se trabajó con una resolución de 10m, esto apoyado en el estudio 

desarrollado por Qunming, et al. (2016). 

 

6.9.  Generación de índices de vegetación a partir de bandas espectrales 

 

La selección de los índices de vegetación consistió en identificar a partir de estudios 

relacionados, la habilidad de estimar la biomasa aérea en vegetación densa, 

estableciendo los índices de la tabla 1 

En cuanto al índice EVI, las constantes relacionadas dentro de la ecuación como el 

coeficiente de corrección del suelo L=1, y el coeficiente de corrección por dispersión 

atmosférica C1=6 y C2=7.5 son establecidas directamente para el sensor Sentinel por 

la ESA. De igual manera, para el índice SAVI, su coeficiente (L=0.5)  fue establecido 

teniendo en cuenta las condiciones de la zona de estudio y lo reportado en el estudio 

(Bordoloi et al. 2022). 

El cálculo de los índices de vegetación se inició a partir de la operación entre bandas 

espectrales del Sentinel 2A, preprocesadas y corregidas atmosféricamente, usando el 

software Matlab en su versión académica. Seguidamente, con los índices de vegetación 

calculados, se usó la aplicación ModelBuilder de ArcGis ESRI creando un flujo de 

trabajo como se ve en la siguiente figura para recortar todos los índices a la zona de 

estudio de forma eficiente.   
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Figura 7 Flujo de trabajo en ModelBuilder 

Fuente: Propia 

 

 

6.10. Generación del modelo de regresión lineal múltiple  

 

Inicialmente se asumió el cumplimiento de los supuestos estadísticos entre las variables 

predictoras (índices de vegetación), tales como colinealidad, homocedasticidad, 

linealidad, y aleatoriedad, con el objetivo de explicar la variable respuesta (biomasa 

aérea).  

Para la construcción y validación de un modelo estadístico en la estimación de biomasa 

aérea en términos de la reflectancia, se usó el software Matlab en su versión académica 

para relacionar el valor del índice espectral con la biomasa calculada mediante los 

datos de campo. 

Para ello, se dividió el total de los datos de biomasa en campo, seleccionando 

aleatoriamente el 70% para el entrenamiento y el 30% para la validación a partir del 

modelo establecido.  

Teniendo en cuenta lo anterior, se procedió a interpretar las relaciones estadísticas 

entre biomasa medida en campo y los valores de los índices espectrales estudiados, 

mediante análisis gráfico de carácter individual, de igual forma, se obtuvieron los 

valores de biomasa estimados en relación al resultado de la biomasa medida en campo.  
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El comportamiento de las variables predictoras en las diferentes combinaciones y el 

valor de biomasa aérea medido en campo, fueron calculados a partir de los diferentes 

coeficientes correlación, que muestra la proporción de la varianza de la variable 

dependiente explicada por el modelo. 

6.11. Configuración de la red neuronal  

 

Las variables ingresadas como datos de entrada a la red neuronal fueron los índices de 

vegetación espectral calculados para la predicción de biomasa aérea, utilizando el 

software Matlab, se desarrolló la fase de configuración de la RNA, en dos etapas de 

identificación, teniendo en cuenta la división de los datos de campos realizada 

anteriormente. 

Índices espectrales influyentes: se configuró a partir de las diferentes combinaciones de 

índices de vegetación propuestos, en relación a los errores generados a nivel interno de 

la RNA y la validación con los datos de campo, obteniendo la combinación espectral 

adecuada. 

Estructura de la red neuronal: a partir de la combinación de índices espectrales 

seleccionada, se estableció como algoritmo de retropropagación, a Levenberg-

Marquard,  teniendo en cuenta lo afirmado por Lourakis y Argyros (2005).  

Seguidamente, se realizaron las pruebas modificando el número de capas ocultas y el 

número de neuronas, evaluadas a partir del RMS obtenido en cada una de ellas, y de 

esta manera se estableció la mejor combinación de capas ocultas y neuronas.  

Finalmente, obtenidas el número de capas ocultas, se estableció como funciones de 

transferencia, las determinadas por Dorofki et al. (2012), teniendo en cuenta las 

ventajas reflejadas en purelin, Log-sigmoid y Hyperbolic tangent sigmoid.  

 

6.12. Generación y representación de los datos de biomasa aérea y carbono 

almacenados  

 

Como resultado final de la red neuronal configurada y evaluada, se obtuvo el valor de 

biomasa aérea a partir de los índices espectrales de cada temporalidad. Con la 

determinación de la biomasa aérea se procedió a determinar el carbono almacenado a 

partir del factor de conversión. Los anteriores resultados fueron presentados a partir del 

software ArcGIS 10.5.     
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7. RESULTADOS Y DISCUSIÓN 

 

Los resultados se presentaron en tres secciones; en el primer aparte se desarrolló la 

estimación de biomasa aérea a partir de modelos alométricos, posteriormente se 

aborda la estimación de biomasa a partir de los modelos paramétricos y no 

paramétricos empleados para estudio, y finalmente se estableció un comparativo de los 

resultados obtenidos. 

 

7.1. Estimación de biomasa aérea usando modelos alométricos  
 

La estimación de la biomasa aérea para cada individuo arbóreo inventariado se realizó 

a partir de un DAP>10cm. De acuerdo con Agudelo (2009), los árboles de diámetros 

menores contribuyen poco a la biomasa y carbono de un bosque, especialmente los 

árboles de gran porte como el roble Quercus humboldtii. Las variaciones encontradas 

en los DAP de las diferentes especies se categorizaron en los siguientes rangos como 

se muestra en la tabla 2. 

 
Tabla 2. Categorización DAP de los individuos identificados en la parcela  

Rango 

DAP 

(cm) 

Número 

de 

individuos 

Biomasa 

Aérea 

Promedio  

ton ha-1 

Carbono 

almacenado 

Promedio  

ton ha-1 

Desviación 

estándar 

Porcentaje 

(%) 

10-20 336 35.97 17.98 0.13 9.87 

20-40 244 136.75 68.37 0.34 37.51 

40-60 57 103.39 51.69 0.53 28.36 

60-80 13 53.32 26.66 0.65 14.62 

80-100 5 35.17 17.58 0.97 9.65 

Fuente: propia 

Es importante resaltar que la desviación estándar representó un comportamiento directo 

en relación con los rangos de DAP y número de individuos por rango (tabla 2), es decir, 

se encontró el valor más bajo para los rangos de DAP de 10-20 cm, esto debido a que 

para este grupo se presentó una mayor cantidad de individuos (336 individuos). Caso 

contrario sucedió con el rango de 80-100 cm, dado que se presentó una desviación 

estándar alta de 0.97.  

 

El análisis de la estadística descriptiva  determinó que dichas variables tanto el DAP y 

la biomasa área en todos los rangos establecidos, mantienen un comportamiento 

asimétrico positivo, como se determinó en la figura 8, lo cual indica que se encuentran 

valores menores de Biomasa y DAP con mayor frecuencia, lo cual es característico de 

un bosque relativamente joven, pues cuenta con suficientes individuos en estado de 
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crecimiento que aportan biomasa a la medida que se van desarrollando (Bokkestijn 

2017). Dicha característica, es más prominente en los rangos de DAP pequeños y que 

a medida que se incrementar el DAP, tiende a un comportamiento normal de los datos, 

lo cual según Cortes et al. (2020) indica que la tendencia de la distribución asimétrica 

positiva, evidencia una regeneración activa del bosque andino. 

  

  

 

 

Figura 8 Histogramas de densidad de DAP – Biomasa aérea 

Fuente: Propia 

 

A partir del análisis de la curtosis, se pudo inferir que los rangos menores de DAP y el 

comportamiento de la biomasa, es de carácter leptocúrtica, dado que existe una gran 

concentración de los valores entorno a la media para dicho rango.  
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A medida que se incrementa en rango de DAP, se puede establecer una tendencia de 

los datos identificándose dentro la categoría platicurtica, pues existe una baja 

concentración de los valores en torno a su media, dicho análisis se corrobora con la 

desviación estándar pues a medida que se incrementa el DAP, la desviación estándar 

aumenta notoriamente.  

 

El valor de biomasa total obtenido fue de 364.60 ton ha-1 que es equivalente a 182.3 ton 

ha-1 de carbono. correspondientes a los 656 individuos estudiados de un DAP>10cm, 

los cuales representan 62.2% de la población inventariada. El valor de biomasa 

obtenido es similar en comparación con el encontrado por Aguirre, (2018) quien obtuvo 

un valor de 343.42 ton ha-1 en el bosque andino de Loja, Ecuador. La diferencia del 

contenido carbono puede ser debida a el compartimento leñoso (biomasa viva) de las 

especies endémicas del Ecuador como Ahetheolaena heterophylla (Asteraceae), 

Centropogon erythraeus (Campanulaceae), Ageratina  dendroides (Asteraceae) y 

Senecio iscoensis (Asteraceae) que fueron estudiadas.  

 

Es importante resaltar que la especie Quercus humboldtii, aporta el 22.5% de biomasa 

teniendo en cuenta que existen 61 individuos; seguidamente, la especie Myrcianthes 

sp. O. Berg representa el 10.6% de la biomasa total con 67 individuos, por último, la 

especie Nectandra reticulata Mez, representa el 10% de la misma. La especie con más 

individuos presente en el área inventariada corresponde a Guarea kunthiana A.Juss con 

un total de 86 especies y una biomasa de 33.6 ton ha-1 que corresponden al 9% del 

valor total.  

  

Ahora bien, el comportamiento de la biomasa en relación a los individuos y según los 

rangos establecidos muestran los resultados como se pueden apreciar en la figura 9. 

 

Como se puede evidenciar, el rango de 10-20 DAP, posee el mayor número de 

individuos, aportando el 9.9% de biomasa aérea con un coeficiente de regresión de 

R2=0.9, seguidamente, el mayor valor de biomasa aérea se obtuvo para el rango que 

oscila entre 20-40 cm, dado que contiene 244 individuos con promedio de DAP de 

27.41 cm y de biomasa aérea de 136.75 ton ha-1, aportando el 37.5% de la biomasa 

total del área de estudio, a   medida que se disminuye el número de individuos, para los 

rangos de 40-60, 60-80, y 80-100, el valor de biomasa aumenta y el coeficiente de 

regresión disminuye como se muestra en la siguiente figura.  
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Figura 9. Comportamiento de la biomasa en diferentes rangos de DAP 

Fuente: Propia 

A partir del comportamiento de la biomasa, el número de individuos y lo expuesto por 

Torres et al (2017), el ecosistema en estudio tiene una longevidad aproximadamente de 

40 años, dado que existe una relación directa entre la edad y la biomasa aérea de los 

bosques de 12, 30 y 40 años, pues el contenido de carbono almacenado en la biomasa 

aérea de los bosques aumenta conforme a su crecimiento y desarrollo de los mismos. 

Al respecto, Torres et al (2017), indica que la tasa de fijación de carbono tiene una 

relación inversa con la edad, dado que los bosques de menor edad, generan mayor 

tasa de fijación de Carbono. Es por ello, que este estudio la mayor tasa de fijación se 
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dio en el rango 20-40 cm que en el rango de 80-100 cm, debido al crecimiento de 

especies. Sin embargo, Segura et al (2002), indica que la captura de carbono depende 

principalmente de las condiciones edafológicas y climáticas, además de la capacidad de 

respuesta que presenten las especies.  

 

Quercus humboldtii, se proyecta como una de las especies que mayor captura de 

carbono a largo plazo, pues dicha especie lleva a cabo su proceso de almacenamiento 

de materia de forma moderada teniendo en cuenta su condición de vida, según (Melo, 

Rodríguez, y Rojas 2011). Lo anteriormente expuesto, se ve reflejado en el 

comportamiento de la zona de estudio según Palacio y Fernández (2006) indican que El 

Roble común (Quercus humboldtii) es una especie característica de los Andes 

Colombianos, que crece desarrollando asociaciones con numerosas especies de flora y 

fauna. 

 

El valor obtenido de Carbono almacenado 364.60 ton ha-1 en el presente estudio es 

similar al encontrado en la investigación desarrollada por Agudelo, (2009) que 

corresponde a 139.86 ton ha-1 , dicho valor lo relaciona al Corredor de Conservación de 

Robles Guantiva – La Rusia – Iguaque, que abarca los parches más importantes de 

roble blanco (Quercus humboldtii) y roble negro (Colombobalanus excelsa) en 

Colombia; que se encuentra entre una altura mínima de 300 m sobre el nivel del mar y 

los puntos más altos que corresponden a zonas de páramo a 3900 m de elevación. 

Dichas condiciones altitudinales se relacionan con la zona de estudio presentando 

similitudes ambientales y biofísicas de los ecosistemas.   

 

Los valores de biomasa encontrados en la presente investigación son característicos de 

otro tipo de ecosistemas; según Yepes et al. (2016) los resultados de biomasa total 

encontrados para los bosques de manglar del Caribe Colombiano es de 129.69 ± 20.24 

Ton/ha, es decir, que almacenan 64.85 ± 10.12 Ton/ha. Sin embargo, según Gasparri, I. 

y Manghi, (2004), existen bosques andinos con valores de biomasa aérea variables,  

como el encontrado en el parque chaqueño Selva Misionera con 229.51 ton/ha, Selva 

Tucumano Boliviana 184.49 ton/ha y Bosques Andino Patagónicos 483,74 ton/ha 

evidenciado las variaciones de los resultados dado que se implementaron diferentes 

metodologías en cada uno de los estudios     

 

7.2.  Correlación entre índices espectrales y biomasa aérea  

 

Para el análisis de los resultados a partir de los índices espectrales, se ilustran las 

figuras  correspondientes a los índices de vegetación NDVI, GNDVIre3n y SAVI, dada la 

extensión presente documento; sin embargo, las figuras de los índices en su totalidad 

reposan en el anexo 2. 
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Para la zona de estudio, el NDVI identificó  valores que oscilan entre (0.81 – 0.88) lo 

cual es concordante con la clasificación de Ya’Acob et al. (2014), siendo este un 

bosque de montaña denso joven en crecimiento (ver figura 10). Al mismo tiempo, se 

evidencia otros valores cercanos al 0, representando vegetación baja, y suelo desnudo, 

correspondiente a la ampliación de la frontera agrícola relacionados con actividades 

agropecuarias en la subcuenca del río las piedras. 

 

 

Figura 10. Resultado del Índice NDVI 

Fuente: Propia 

 

Es importante resaltar que, bajo los valores del NDVI del bosque andino en estudio, no 

es posible identificar claramente la diferencia entre el bosque denso, lo cual es 

consistente con los resultados encontrados por Blanco et al. (2020), Cunliffe et al. 

(2020) y Galidaki et al. (2017) referente al estado de saturación del índice en vegetación 

densa. 

Sin embargo, en la siguiente figura, se ilustra la relación positiva entre la biomasa aérea 

medida en campo y el índice espectral, obtenido como mejor modelo, la función 

polinómica, con un R2= 0.729.  
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Figura 11. Correlación entre NDVI y biomasa aérea medida en campo. 

Fuente: Propia 

 

Teniendo en cuenta los resultados de la relación entre el NDVI y la biomasa aérea en 

este estudio (figura 11), y los obtenidos en diferentes estudios (Cunliffe et al. 2020, 

Bratsch et al. 2017, Räsänen et al. 2019), se ha evidenciado que el NDVI mantiene una 

relación positiva con la biomasa aérea y que podría ser un buen predictor. Sin embargo, 

Cunliffe et al. 2020 menciona que la limitación del índice para el estimación radica en 

que diferentes tejidos vegetales tienen propiedades de reflectancia, y la biomasa aérea 

está dominada por tejidos no fotosintéticos, como tallos leñosos (Elmendorf et al. 2012), 

sin embargo, según Bratsch et al. 2017 y Räsänen et al. 2019 , para mejorar la 

estimación de biomasa aérea requiere una evaluación conjunta con otros factores. 

El indice GNDVI implementado como estimador arrojó valores, que oscilan 0.73-0.82 

(ver anexo 2) que en relación con la biomasa medida en campo, presenta un 

coefieciente de correlación de R2=0.38, indicando la limitación del índice por sí solo 

para estimar biomasa aérea y carbono almacenado. Al mismo tiempo, el GNDVI, 

clasifica mejor los tipos de cobertura, los valores cercanos al 0, identifican los suelos 

desnudos y a su vez la vegetación baja o pastizales. Siendo estos mejor diferenciados 

por el GNDVI. De igual forma, otra ventaja evidente de este Índice, es reflejar una 

diferencia más determinante, de la vegetación densa, de la arbustiva, siendo estos 

valores cercanos al 1. Dicha ventaja es sobresaliente en comparación con el NDVI, ya 

que no existe una saturación tan profunda. Sin embargo, la correlación entre GNDVI y 

biomasa aérea medida en campo (ver anexo 2), evidencia que los cambios en biomasa 

no corresponden directamente a un cambio en la misma magnitud del índice de 

vegetación.  

Según Théau et al. (2021), el GNDVI puede obtener una alta precisión en pastizales. En 

este sentido, el GNDVI obtuvo una baja precisión en la estimación de la biomasa dado 

que la saturación juega un rol preponderante, el cual limita su aplicación en altos 

valores de biomasa, especialmente en biomasa con humedades altas. En concordancia 

con el presente estudio, el coeficiente obtenido permite establecer el nivel bajo de 

relación entre la biomasa y el índice, dado que, en esta zona, se caracteriza por ser un 
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bosque andino con precipitaciones y humedades altas. Sin embargo, otros autores 

Coltri et al. (2013) afirman que el índice GNDVI ha sido desarrollado para estimar la 

biomasa del dosel verde, encontrando una mejor correlación entre la concentración de 

clorofila y la banda verde, argumentando que el "NDVI verde" (GNDVI) es más sensible 

a la concentración de clorofila en comparación con el NDVI, haciéndolo más útil para 

estimar la biomasa de cultivos verdes.  

En este sentido, los resultados de Coltri et al. (2013) indican que el GNDVI y el NDVI 

tiene una fuerte correlación en el cálculo de la biomasa en cultivos de café, sin 

embargo, el GNDVI presenta una mejor correlación con la biomasa seca en 

comparación con otros índices. 

Otros de los índices considerados dentro de la investigación, fue el EVI, sin embargo, la 

zona de estudio se caracteriza por presentar un bosque de alta montaña, con fuertes 

pendientes factor que limita parcialmente la utilidad del índice como estimador; los 

valores del EVI (ver anexo 2) y el coeficiente de correlación respecto a la biomasa 

(R2=0.376), infiriendo según los resultados éste índice está influenciado por el efecto 

topográfico.  

A partir del resultado del EVI (ver anexo 2), se puede evidenciar la habilidad del EVI, 

para identificar la diferencia entre vegetación densa y el resto de coberturas presentes, 

pues los valores más altos identifican el bosque andino (vegetación densa). 

Seguidamente, en la figura se visualiza los valores cercanos a 0, como vegetación baja 

o pastizales, siendo este un poco preciso. (Pinty et al. 2011). 

El coeficiente de correlación obtenido en el presente estudio, permitió establecer que 

EVI,  posee una limitación como estimador de biomasa, en comparación con lo 

encontrado por Munyati (2022), el EVI, presenta una habilidad como estimador al igual 

que otros índices como el NDVI y SAVI. No obstante, en esta investigación, se detalló 

que el EVI presenta influencia directa por inclinación del terreno, según menciona Pinty 

et al. (2011) podría eliminarse o debilitarse cuando los índices de vegetación se 

expresan como relaciones de banda, como en el NDVI, RVI, etc. A diferencia del NDVI, 

el EVI incluye un término constante, el factor de ajuste del suelo L, lo cual hace que no 

se pueda despreciar el efecto de la topografía, que contribuye al ruido en el resultado 

del EVI, sin embargo, esta condición depende de la resolución espacial de la imagen, 

dado que, si el tamaño de pixeles aumenta, el efecto de la topografía podría disminuir o 

anularse. 

Según lo mencionado por Prabhakara et al. (2015), la relación entre la biomasa aérea y 

el comportamiento de índices como EVI, NDVI, SR, VARI y GNDVI, permitieron 

identificar una relación mayor de la biomasa con los índices NDVI y GNDVI, cuando 

existe una vegetación arbustiva o secundaria y una topografía plana,  debido a que 

algunos índices no pueden diferenciar la cantidad de biomasa cuando existe mucha 
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vegetación, pues en este caso, la relación directa de la biomasa-índices se vuelve más 

difusa.  

Los resultados de SAVI, (ver figura 12), que evidencia la principal habilidad que tiene el 

índice para identificar la vegetación baja o pastizales que están presente dentro del 

área de estudio, no obstante, logra también identificar la vegetación densa, que 

corresponden a los valores altos de SAVI, sin embargo, dicha identificación se 

caracteriza por presentar una saturación en las zonas de vegetación densa, del mismo 

modo que el NDVI.   

Figura 12. Resultados del índice SAVI. Fuente: Propia 

 

En el presente estudio, es importante resaltar el SAVI al igual que NDVI, EVI y WDRVI, 

obtuvo un coeficiente de correlación alto (R2=0.729) (ver figura 13).  

 

Lo anterior, soporta los resultados encontrados por (Munyati 2022), dado que los 

índices ajustados al suelo como el SAVI, actúan mejor que el NDVI en los pastizales y 

vegetación subarbustiva. En este sentido, SAVI entrega mayor detalle en la cobertura 

vegetal de baja y mediana densidad, como los matorrales. Según el estudio de Ceceña 

et al. (2021) el índice SAVI resultó ser una herramienta que proporciona datos 



57 

concretos para evaluar los cambios en la respuesta fotosintéticamente activa de la 

cobertura vegetal, particularmente la subarbustiva. 

 

Figura 13. Correlación entre SAVI y biomasa aérea medida en campo. 

Fuente: Propia 

El SAVI, presentó una alta correlación con la biomasa aérea del bosque andino, debido 

a la densa vegetación y dado que este índice tiene grandes rangos dinámicos y una 

poca susceptibilidad a las perturbaciones atmosféricas. 

Otro índice con potencial en la detección de biomasa es el WDRVI; (ver anexo 2), 

resalta la clasificación que realizó el índice sobre la zona de estudio, indicando las 

diferentes densidades de vegetación existente dentro de área de alta vegetación, con 

valores cercanos al 1. De igual forma, resalta la vegetación baja y subarbustiva, 

directamente relacionada por las actividades antrópicas.  

 

A partir de la correlación entre WDRVI y biomasa aérea medida en campo (ver anexo2), 

se evidencia la relación directa que existe entre el valor de biomasa y el índice WDRVI 

(ver figura), con un coeficiente de correlación de (R2=0.7382). 

 

El WDRVI permite la clasificación de diferentes densidades de alta de vegetación, como 

las existentes en un bosque andino natural, en contraste con el NDVI, que presenta 

saturación en este tipo de vegetación. Según Cao et al. (2020) el WDRVI describe 

correctamente las características fisiológicas de la alta biomasa, debido al rango 

dinámico de las bandas de NDVI. En este sentido, Yue, Yang, y Feng (2016) y Hank, 

Bach, y Mauser (2015) Cao et al. (2020) afirman que el WDRVI, se ha utilizado para 

monitorear indicadores de crecimiento de la biomasa para cultivos de trigo, soja, maíz, y 

algodón; estableciendo que las relaciones lineales entre el WDRVI y los indicadores de 

crecimiento fueron evidentes.  

En aras de potencializar la detección de las diferentes densidades de la clorofila dentro 

de las coberturas del área de estudio, y partiendo de los resultados reportados por 
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Blanco, (2020), GNDVI se ajusta a las bandas de borde rojas propias del sensor 

sentinel 2A, las cuales según Castillo et al. (2017) presentan una mayor sensibilidad en 

la detección del contenido de clorofila para la detección del estado fitosanitario de las 

plantas, por lo tanto los índices de vegetación que incluyan bandas de borde rojo 

permiten obtener mejores resultados en comparación con los índices que carecen de 

esta.  

Teniendo en cuenta lo anterior, se presenta el GNDVI en combinación con la banda 1 

de borde rojo (GNDVIre1n), (ver anexo 2), evidenciando que existe una limitación para 

identificar por sí solo, las variedades de coberturas vegetales; no obstante, se alcanza a 

apreciar las coberturas que presentan vegetaciones densas como los parches de 

bosques, con valores cercanos a 0.90, en contraste, los valores cercanos a 0 

pertenecen exclusivamente a los valores de nubosidad detectados por dicho índice.  

La figura de la correlación entre GNDVIre1n y biomasa aérea medida en campo (ver 

anexo 2) muestra claramente la limitación del índice de GNDVIre1n como estimador de 

biomasa aérea por sí solo, lo que se traduce en una dificultad para encontrar una 

relación entre la biomasa aérea y los valores de índice de vegetación. Esto debido a 

que tiende a confundir la nubosidad y las sombras como vegetación.   

Otro índice derivado del GNDVI y la banda 2 de borde rojo, es el GNDVIre2n, (ver 

anexo 2), presenta los resultados del índice, mostrando que posee habilidades para 

identificar diferentes coberturas de vegetación, específicamente la vegetación densa 

como los parches de bosques, con valores cercanos a 0.90, en contraste, los valores 

cercanos a 0 pertenecen exclusivamente a los valores de nubosidad detectados por 

dicho índice. Con todo lo anterior, el índice muestra una mejora en los resultados 

gráficos comprados con el GNDVIre1n (ver anexo 2).  

La figura de la GNDVIre2n y biomasa aérea (ver anexo2), evidencia claramente la 

limitación del índice de GNDVIre2n como estimador de biomasa aérea por sí solo, 

obteniendo un coeficiente de correlación de 0.1, lo que se traduce en una dificultad para 

encontrar una relación entre la biomasa aérea y los valores del índice de vegetación.   

El GNDVIre3n, incluye la banda 3 de borde rojo, ver figura 14, refleja los resultados del 

índice, que se muestran levemente mejorados en comparación con el GNDVIre1n y 

GNDVIre2n, dado que identifica la vegetación densa como los parches de bosques, con 

valores cercanos a 0.90, en contraste, los valores cercanos a 0 pertenecen 

exclusivamente a los valores de nubosidad detectados por dicho índice.  
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Figura 14. Resultados de GNDVIre3n. Fuente: Propia 

A partir de lo anterior, es importante resaltar que, en comparación con los tres índices 

diseñados por (Navarro 2017) utilizando las bandas de borde rojo, el índice GNDVIre3n, 

reflejó una mejora gráficamente (ver figura 15 ), en comparación con los otros dos 

índices de borde 1 y 2, esto según lo determinado por el coeficiente de correlación 

superior a 0.6.   

 
Figura 15. Correlación entre GNDVIre3n y biomasa aérea medida en campo. 

Fuente: Propia 
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Los índices espectrales inicialmente seleccionados para el desarrollo de este estudio, 

fueron determinados a partir de las investigaciones previas, relacionadas como 

variables predictoras de la biomasa aérea, sin embargo, dicha selección se sometió a 

un análisis teniendo en cuenta el comportamiento de la variable espectral y la biomasa 

aérea medida en campo.  

 

De acuerdo con a la figura 16, el NDVI es consistente en cuanto a los incrementos o 

decremento de biomasa en diferentes pixeles, estos cambios son considerados leves, 

en comparación con los cambios significativos de biomasa aérea medida en campo, 

esto es debido a que el NDVI se satura y pierde sensibilidad para identificar cambios de 

vegetación densa, específicamente en el bosque andino en estudio, según lo afirma 

(Blanco et al. 2020, Cunliffe et al. 2020 y Galidaki et al. 2017).  

 

Figura 16. Relación entre valores de NDVI y biomasa aérea. 

Fuente: Propia 

Según Wang et al. (2016), la posible explicación es que la reflectancia tanto en el visible 

como en el infrarrojo cercano es sensible biomasa aérea por debajo del umbral de 

saturación, debido a que el pigmento de clorofila absorbió la mayor parte de la luz roja 

visible, mientras que la estructura celular de los individuos del bosque andino reflejaron 

la mayor parte de la luz del infrarrojo cercano, lo cual significa que existe una alta 

actividad fotosintética y un comportamiento del índice poco variable.  

En este sentido y en comparación con otros índices, el NDVI está limitado en su 

capacidad para estimar biomasa en una vegetación densa. Por lo tanto, se estudia el 

comportamiento el índice EVI.  
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El comportamiento del EVI evidenciado (ver anexo2), establece relación con la biomasa 

aérea, dado que las magnitudes de los cambios tanto del EVI como en la biomasa son 

semejantes.  El EVI es más sensible a las variaciones estructurales del dosel, incluido 

el índice de área foliar (LAI), el tipo de dosel, la fisonomía de la planta y la arquitectura 

del dosel. Todo lo anterior, se logra, por la habilidad del índice al separar la señal 

proveniente de la vegetación y de la influencia atmosférica.  

Continuando con el análisis, el índice SAVI, evidenciado en la figura 17, presenta una 

relación directa con la biomasa aérea, sin embargo, esta relación no describe los 

cambios con la misma magnitud, resultado que afirma Araujo, et al. (2000), dado que no 

existe un comportamiento lineal entre estas dos variables de estudio.  

 
Figura 17. Relación entre valores de SAVI y biomasa aérea. Fuente: Propia 

 

En este sentido, SAVI entrega mayor detalle en la cobertura vegetal de baja y mediana 

densidad, como los matorrales.  Según (Ceceña-Sánchez et al. 2021) el índice SAVI 

presentó datos concretos para evaluar los cambios en la respuesta fotosintéticamente 

activa de la cobertura, particularmente la subarbustiva.  

Dentro de los índices detallados, podemos inferir que el índice WDRVI no corresponde 

a un comportamiento totalmente lineal con respecto a la biomasa aérea, sin embargo, 

se puede identificar claramente que existe una correspondencia a los cambios de 

biomasa entre pixeles, como se evidencia en el anexo 2. 

No obstante, estos cambios no son significativos en comparación con la biomasa, pues 

dicho índice mejora la linealidad y reduce la saturación causada por la vegetación 

mediana y altamente densa, lo que facilita un control preciso del crecimiento y lo hace 

al menos tres veces más preciso que el NDVI. En este sentido, el potencial de este 

índice, se ve evidenciado por el estudio realizado por (Cao et al. 2020) donde afirma 

que el WDRVI presenta la habilidad para determinar las diferencias sutiles en el dosel 

del cultivo en condiciones moderadas y alta densidad de vegetación, como lo es en el 

bosque andino.  
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Por otro lado, el GNDVI muestra una relación directa con la biomasa aérea en campo, 

sin embargo, dicha relación no es fuerte, dado que la habilidad para este índice radica 

en la identificación de pastizales, lo cual evidencia la limitación para estimar la biomasa 

por sí sola, como se ilustra en el anexo 2.  que de igual forma está en concordancia con 

el coeficiente de correlación obtenido dado que muestra un nivel bajo de relación entre 

la biomasa aérea en bosque denso y el índice. 

En relación con el GNDVI y ajustado con las bandas de borde rojo, se determinan estos 

tres índices; GNDVI Borde rojo 1, GNDVI Borde rojo 2 y GNDVI Borde rojo 3.  Al igual 

que el NDVI, presenta un comportamiento de saturación, dado que los cambios que se 

presentan entre valores de los índices de borde rojos son leves en comparación con los 

valores de biomasa aérea, a diferencia del índice GNDVI, el cual presenta una mejora 

gráficamente en su clasificación de vegetación densa, dado que el efecto de saturación 

no es profundo. A continuación, se presenta el resultado del GNDVI Borde rojo 3.  

 
  

Figura 18. Relación entre valores de GNDVIre3n y biomasa aérea. 

Fuente: propia 

Por otro lado, autores como (Marini y Santamaría 2019), indican que los índices que 

incluyen bandas de borde rojo, permite disminuir el inconveniente la sustitución 

evidenciando modificaciones significativas, ya que la reflectancia en la región espectral 

del mencionado borde es más sensible al contenido de clorofila ideal. Sin embargo, en 

comparación con los resultados anteriores, y en contraste con los resultados 

encontrados por (Blanco et al. 2020) tan solo, el GNDVI y el GNDVI Borde rojo 3, 

presentan una diferencia perceptible gráficamente, determinando que el GNDVI borde 

rojo 1 y GNDVI borde rojo 2, reflejan problemas de saturación. 
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7.4. Regresión múltiple lineal 
 

A partir de los índices espectrales, se procedió a implementar un modelo de regresión 

múltiple que evaluó diferentes escenarios, a partir de sus variables predictoras (índices 

de vegetación). A continuación, se presenta la tabla con los coeficientes de correlación 

obtenidos con sus respectivos índices de vegetación empleados.  

Tabla 3. Coeficientes de correlación para la regresión múltiple lineal   

N. 

Índices 
Índices espectrales 

Coeficiente 

Correlación 

8 NDVI, GNDVI, GNDVI1N, GNDVI2N, 

GNDVI3N, SAVI, EVI, WDRVI 

0.7296 

6 NDVI, GNDVI, GNDVI1N, SAVI, EVI, 

WDRVI 

0.7251 

5 GNDVI, GNDVI1N, SAVI, EVI, WDRVI 0.7246 

4 GNDVI, SAVI, EVI, WDRVI 0.7243 

4 GNDVI1N, SAVI, EVI, WDRVI 0.7240 

4 GNDVI1N, GNDVI, EVI, WDRVI 0.6851  

4 NDVI, SAVI, EVI, WDRVI 0.7254  

3 NDVI, SAVI, EVI 0.7132 

3 WDRVI SAVI EVI 0.7217  

3 GNDVI1N, EVI, WDRVI 0.6728 

3 NDVI, EVI, WDRVI 0.7217 

Fuente: propia 

La evaluación de la influencia que tiene los predictores utilizados en cada prueba sobre 

la biomasa aérea, permiten inferir que existe una relación directa positiva con diferentes 

magnitudes, entre los índices de vegetación y la biomasa aérea.   

Según los resultados obtenidos, la mayor relación existente está en la implementación 

de todos los ocho (8) índices espectrales, con un valor de 0.7296, lo cual indica que 

existe un mayor grado de ajuste lineal por parte del modelo establecido para obtención 

del valor de la biomasa, en comparación con los otros escenarios. Sin embargo, 

escenarios como GNDVIre1n, EVI, WDRVI, con R2= 0.6728 permiten evidenciar que 

dicho escenario diseñado no presenta un modelo ajustado y por lo tanto es el menos 

fiable. No obstante, es importante resaltar, que en los escenarios planteados se 

obtuvieron valores mayores a R2=0.65 que fue reportado por (Guerini Filho et al. 2020), 

para el cálculo de biomasa en pastizales usando información de Sentinel 2A con 

regresión lineal múltiple.  

A continuación, se presenta la figura 19 del modelo de regresión múltiple con el 

coeficiente de correlación más bajo (R2=0.6851) obtenido, que representa la diferencia 

entre el valor de la biomasa aérea medida en campo y el valor estimado de biomasa 

aérea por el modelo de regresión múltiple. 
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Figura 19. Comparación de resultados de biomasa aérea usando RLM y la biomasa aérea medida en 

campo. Fuente: Propia 

 

Según los resultados arrojados se pudo inferir que la biomasa aérea calculada se 

subestima en relación con la biomasa aérea medida campo. Razón por la cual los 

resultados del coeficiente de correlación no describen adecuadamente la relación 

directa entre estos dos resultados.   

Ahora bien, dentro de las combinaciones de las variables estudiadas, se logró 

determinar el mayor coeficiente de correlación (R2=0.7296), resultado que muestra una 

moderada relación entre las biomasas estimada y medida en campo, información que 

se evidencia en la figura 20.  

 

Figura 20. Comparación de resultados de biomasa aérea usando RLM y la biomasa aérea medida en 

campo. Fuente: Propia 

A diferencia del modelo de regresión del cual se obtuvo el R2=0.6851, se evidencia una 

menor subestimación, aproximándose cada vez más a los datos de biomasa aérea 
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medidos en campo, siendo este un modelo más confiable para la estimación de la 

biomasa, no obstante, el coeficiente de correlación no presenta una fuerte relación con 

los datos.     

Todo lo anterior, se sustenta teniendo en cuenta que la regresión múltiple hace cuatro 

supuestos sobre los errores del modelo; ésta asume que los errores del modelo se 

distribuyen normalmente; que los errores tienen varianza constante; que la media de los 

errores es cero; y que los errores son independientes. 

Finalmente, los valores obtenidos del coeficiente de correlación en cada escenario 

están caracterizados por presentar una estrecha diferencia entre ellos, alrededor de 

0.70, lo cual infiere que existe una limitación para modelar relaciones complejas entre 

índices de vegetación.  

 

7.5. Red Neuronal Artificial  
 

Teniendo en cuenta la posibilidad que existe de una mejora significativa en términos de 

precisión en la implementación de los modelos no paramétricos para el cálculo de 

biomasa aérea, y los resultados arrojados por el modelo de regresión múltiple lineal 

desarrollado, se propuso evaluar la efectividad de un método para el modelado 

predictivo usando aprendizaje automático, en el que se implementó un algoritmo más 

robusto para predecir resultados continuos.  

Para el caso en estudio, la red neuronal estableció una relación no lineal compleja entre 

los índices espectrales de vegetación y la biomasa aérea para un bosque andino, 

desarrollando operaciones rápidas y masivas de manera paralela.  

En otros estudios (Dorofki et al. 2012 Naqa y Murphy 2015), se ha demostrado que los 

modelos RNA son superiores a otros métodos tradicionales en términos de precisión de 

datos, velocidad de procesamiento y resolución de problemas no lineales, por lo tanto, 

la red neuronal se ha aplicado ampliamente a los índices espectrales basados en 

estimaciones de biomasa aérea en diferentes regiones naturales. En este sentido, para 

poder determinar la mejor red neuronal, se realizaron diferentes configuraciones 

variando primero el número de índices, para identificar cuáles de estos índices 

espectrales presentaban una relación directa con la biomasa aérea. Para ello, se 

efectúo la función exponencial para todos los índices de vegetación con el objetivo de 

identificar con claridad su comportamiento.  

A partir del análisis espectral desarrollado, se procede a correr la red neuronal con una 

configuración inicial para evaluar el comportamiento de todos los índices en conjunto, y 

de esta forma, determinar la pertinencia de cada uno respecto al valor de biomasa 

aérea.  
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La configuración inicial consistió en tres capas ocultas, con 8, 15 y 20 neuronas 

respectivamente, usando funciones de transferencia como Hyperbolic tangent 

sigmoid, la Log-sigmoid, y lineal.  

Es importante denotar, que se implementó el algoritmo de Levenberg-Marquard, que 

según autores como (Lourakis,2005), lo catalogan como el más rápido algoritmo para 

solución de problema de mínimos cuadrados no lineales. 

Seguidamente, los resultados obtenidos fueron evaluados a partir del 30% establecidos 

para validación propiamente. A continuación, se presenta la tabla 4, con los resultados 

y validaciones de los test realizados con sus respectivas configuraciones y errores 

generados, usando como medida el error cuadrático medio.   

Tabla 4. Resultados las RNAs a partir de los índices de vegetación. 

N.  

Versión 

N. 

Índices 
Índices espectrales 

Performance 

(net) 

Performance 

(test) 

1 8 NDVI, GNDVI, GNDVI1N, 

GNDVI2N, GNDVI3N, 

SAVI, EVI, WDRVI 

0.00995 1.5756 

2 6 NDVI, GNDVI, GNDVI1N, 

SAVI, EVI, WDRVI 

0.0108 0.8795 

3 6 NDVI GNDVI GNDVI3N 

SAVI WDRVI 

0.0326 0.9085 

4 5 GNDVI, GNDVI1N, SAVI, 

NDVI, WDRVI 

0.0325 0.889 

5 4 GNDVI, SAVI, EVI, 

WDRVI 

0.012 0.8553 

6 4 GNDVI1N, SAVI, EVI, 

WDRVI 

0.042 0.7316 

7 4 GNDVI1N, GNDVI, EVI, 

WDRVI 

0.033 0.8701 

8 4 NDVI, SAVI, EVI, WDRVI 0.147 0.6951 

9 3 NDVI, SAVI, EVI 0.0861 0.64069 

10 3 WDRVI SAVI EVI 0.125 0.6243 

11 3 GNDVI1N, EVI, WDRVI 0.0493 0.6843 

Fuente: Propia 

Es importante analizar el comportamiento gráfico de cada versión en los datos de 

entrada, para lo cual se visualizarán la de mayor y menor desempeños para evidenciar 

sus discrepancias. En este sentido, para la versión 1 (ver anexo 2), la inclusión de todos 

los 8 índices propuestos genera un desmejoramiento de la RNA como regresor, en 

comparación con los otros resultados, causando un sobre-entrenamiento, que, a su vez, 

genera una sobre estimación en los valores de biomasa estimados. 
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En la versión 2, evidencia (ver anexo 2) una leve subestimación, sin embargo, error 

cuadrático medio generado en la validación, indica una mejora en su estimación general 

cuando se eliminan los índices con borde rojo 2 y 3.  

En la figura 21 de la versión 3, se obtiene el mejor resultado con un RMS=0.9085, 

descartando índices como el EVI, GNDVI1N y GNDV2N, lo cual permite clarificar que la 

saturación de dichos índices interfiere de manera directa en la estimación de la 

biomasa, debido a su limitación espectral sobre el bosque andino en estudio.  

 

Figura 21. Comparación de resultados de biomasa aérea usando RNA y la biomasa aérea medida en 

campo. Fuente: Propia 

En la versión 4 (ver anexo 2), se produce una desmejora del modelo (RMS= 0.889), 

descartando el GNDVI1N, pues en comparación con los índices de borde rojo 2 y 3, 

éste aporta una mejor precisión.  

Al igual que en la versión 4, la versión 5 (ver anexo 2), se evidencia una desmejora 

significativa en la red neuronal descartando el GNDVI, (RMS=0.8553), por lo cual se 

intuye la habilidad que presenta el GNDVI para la mejora de la estimación de la 

biomasa aérea.  
 

Seguidamente, en la versión 6 (ver anexo 2), se evidencia la habilidad del SAVI, pues 

en comparación con la versión 3, esta se desmejora (RMS=0.7316) por la ausencia de 

dicho índice, al mismo tiempo, se evalúa que como GNDVI1N, GNDVI, EVI y WDRVI, 

denotan la habilidad para la estimación de biomasa aérea.  

La habilidad del GNDVI se evidencia en la versión 7 (ver anexo 2), dado que éste 

mejora cuando se incluye dentro del modelo, arrojando (RMS=0.8701). Sin embargo, 

denota una significativa sobreestimación de la biomasa.  

Los datos de entrada que fueron conformado por solo tres índices de vegetación (ver 

anexo 2), presentaron una precisión baja, en comparación, con los datos de entrada de 
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más de 4 índices de vegetación, por lo cual, se permite afirmar que la biomasa no está 

correlacionada directamente con una sola variable, sino por el contrario, existe una 

mejora cuando se complementa con otras habilidades ofrecida otros índices.  

 

Figura 22. Comparación de resultados de biomasa aérea usando RNA y la biomasa aérea medida en 

campo. Fuente: Propia 

 

Teniendo en cuenta lo anterior, se permite establecer que la mejor configuración de 

índices espectrales consiste en NDVI, GNDVI, GNDVI3N SAVI, y WDRVI. Por lo cual, 

se inicia a configurar la red neuronal teniendo estos datos de entrada ya establecidos y 

justificados estadística y gráficamente.  

La configuración de la red neuronal, consiste en ajustar parámetros como número de 

capas, neuronas y funciones de transferencias, hasta finalmente tener la estructura de 

la red neuronal más apropiada, según el valor de performance (error cuadrático medio).  

En la siguiente tabla, se evidencia las métricas que se obtuvieron de cada versión de la 

red neuronal.  

Tabla 5. Resultados de las RNAs configuradas 

N. 

Versión 

Capas 

ocultas 

N. 

Neuronas 
Performance (rms) 

Performance 

(Testing) 

12 1 15 0.324 0.6418 

13 1 25 0.0252 0.8069 

14 1 35 0.0152 0.892 

15 2 15 25 0.000192 0.862 

16 2 15 35 0.0948 0.776 

17 3 15 35 45 0.368 2.899 

18 3 12 20 30 0.00802 0.885 

19 3 12 18 25 1.18E-19 0.902 

20 3 12 16 20 0.0303 0.9111 

21 3 12 16 18 0.0326 0.9135 

Fuente: propia  
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Las versiones configuradas fueron organizadas desde una sola capa hasta tres capas, 

respectivamente; sin embargo, se ilustra la que obtuvo un mejor desempeño.  

Se inició la primera versión con una capa oculta con 15 neuronas generando un 

RMS=0.6418 (ver anexo 2) causando una sobreestimación de los datos. Seguidamente, 

se incrementó el número de neuronas a 25 produciendo en una mejora en la red 

neuronal llegando a RMS=0.8069 (ver anexo 2) y a su vez una sobreestimación 

significativa.  

Posteriormente, se incrementó a 35 neuronas obteniendo un declive en la precisión y 

generando una RMS=0.892 (ver anexo 2), al igual que los modelos anteriores, ésta 

también presenta sobreestimación.  

De igual manera, se incrementó a dos capas ocultas, con 15 y 25 neuronas 

respectivamente, generando una mejora con un RMS= 0.862, (ver anexo 2). Siendo 

evidente una menor sobreestimación en relación a los modelos anteriores.  

Al mismo tiempo, se ajustaron el número de neuronas con 15 y 35, aumentando la 

precisión con un RMS=0.776 (ver anexo 2) siendo evidente la sobreestimación de los 

datos con lo cual permite afirmar que, a mayor número de neuronas, mayor 

sobreestimación de la red neuronal.  

En este sentido, se aumentó otra capa oculta, modificando el número de neuronas por 

capa, quedando con 15, 35 y 45 neuronas, respectivamente, arrojando un RMS=2.899 

(ver anexo 2) generando una sobreestimación. El cual refleja una desmejora 

sustancialmente del modelo, cuando se incrementa las capas y el número de neuronas.  

Seguidamente, se ajustó el número de capa quedando finalmente 12 18 y 25, 

mejorando igualmente la precisión con un RMS=0.885. En este sentido, se siguió 

proyectando las tres capas, pero ajustando con un número más bajo de neuronas, tales 

como 12,16 y 20 y 12 16 y 18, arrojando un RMS=0.902 (ver anexo 2) y RMS=0.9135 

(ver figura 23), respectivamente. Esta última modificación, evidencia el punto máximo 

de mejora en la precisión, se obtuvo con tres capas ocultas con 12 18 y 25 neuronas 

respectivamente.  
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Figura 23. Comparación de resultados de biomasa aérea usando RNA y la biomasa aérea medida en 

campo. Fuente: Propia  

A partir de los resultados obtenidos de la mejor configuración de la RNA, se presenta su 

arquitectura, en la siguiente figura.  

 
Figura 24. Configuración de la RNA.  Fuente: Propia 

 

Posteriormente, en la figura 25, se ilustra el rendimiento de la validación y la evaluación 

usando como medida el error medio cuadrático.   

 
Figura 25. Rendimiento del entrenamiento, validación y prueba. 

 Fuente: Propia 

 

Dicha figura, representa la convergencia de la red neuronal y el logro del error mínimo 

de cuadrático medio (ECM) para los tres grupos de datos: los datos de entrenamiento 

(70%), validación (15%) y prueba (15%) de la RNA. Esta figura muestra que el valor 



71 

inicial del error cuadrático medio (ECM) es elevado, luego decrece con el número de 

épocas, como puede verse en esta cifra, hasta la época 6 (punto de mejor rendimiento 

del modelo), no se produjo un sobreajuste y su ECM es aceptable de aproximadamente 

0.4199 para entrenamiento, validación y prueba. 

Dicha cifra no indica ningún problema importante con el entrenamiento. Las curvas de 

validación y prueba son muy similares. Si la curva de prueba había aumentado 

significativamente antes de que aumentara la curva de validación, entonces es posible 

que se haya producido algún sobreajuste. 

Seguidamente, la figura 26, muestra la relación entre los resultados de la red y los 

objetivos (target). Si el entrenamiento fuera perfecto, los resultados de la red y los 

objetivos serían exactamente iguales, pero la relación en este estudio, se presenta de la 

siguiente manera. 

 
Figura 26. Regresión lineal del entrenamiento, validación y prueba.  

Fuente: Propia 

 

La figura anterior, representa los datos de entrenamiento, validación y prueba. La línea 

discontinua en cada gráfico representa el resultado perfecto: Biomasa aérea estimada 

es igual a la Biomasa aérea medida en campo. 

La línea continua representa la línea de regresión lineal de mejor ajuste entre los 

resultados y los objetivos. El valor R es una indicación de la relación entre los 
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resultados y los objetivos. Para el caso en estudio el coeficiente de correlación R, para 

todos los datos fue de 0.91305, lo cual indica que existe concordancia entre los 

resultados experimentales y los resultados de RNA.  

En contraste y en comparación, con los performances encontrados en el estudio en 

plantaciones de coníferas y latifoliadas usando datos Landsat-5 y GLAS desarrollados 

por (López et al. 2016), y en el cual implementaron modelos generados con random 

forest son relativamente altos, cuyo performances oscila entre 0.73 y 0.96, que 

comparados con los resultados arrojados se obtuvo un performance de 0.91, 

determinando que los método no paramétricos reflejan buenas estimaciones para el 

cálculo de biomasa aérea.  

De igual forma, lo reportado por (Pattanayak et al. 2021) en su predicción de biomasa 

aérea en plantaciones de bamboo, indica que las RNAs obtuvieron una precisión mayor 

a 0.90, que comparados con los resultados obtenidos en la presente investigación, se 

asemejan permitiendo inferir que éste modelo no paramétrico se caracteriza por 

presentar habilidad para predecir valores de biomasa.   

Según L. Wang et al. (2018) reportó los resultados de la comparación entre el modelos 

de regresión múltiples lineales y RNAs, para la predicción de Biomasa aérea en 

montañas del éste de China, evidenciando que los modelo con redes neuronales son 

más precisos y a su vez, afirma que  la combinación de datos de sensores remotos e 

inventarios forestales de campo es una técnica práctica y efectiva para estimar la 

distribución de biomasa aérea requerida para las evaluaciones regionales de reservas 

de carbono.  

En este sentido, los resultados presentados por (Chandrakant, 2022) para la estimación 

de biomasa aérea en bosques húmedos usando técnicas de machine learning como 

Random Forest y RNA, arrojaron que estos métodos son aplicables para el cálculo de 

biomasa aérea en bosques andinos.  

Por lo anterior y una vez realizadas las pruebas y el entrenamiento de la RNA, se 

estableció que la mejor configuración para la estimación de biomasa consistió en la 

selección de cinco (5) índices de vegetación, tales como: GNDVI, GNDVIre3n-1, SAVI, 

NDVI y WDRVI, tres capas ocultas con 12, 18 y 20 neuronas respectivamente y cada 

capa oculta con una función de transferencia, siendo la primera Hyperbolic tangent 

sigmoid, la segunda, Log-sigmoid, y la tercera linear.  

A partir de la estructuración de la red neuronal anteriormente descrita, se obtuvieron los 

mapas de biomasa, para el determinación del carbono almacenado, para las 

temporalidades mencionadas, como se ilustra a continuación. 
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Mapa 1. Resultados de biomasa aérea usando RNA para el año 2016 

Fuente: Propia 

 

Los resultados obtenidos a partir de RNA, mostraron una biomasa aérea de 7.037 

Ton/ha, en zonas de vegetación densa, diferenciando claramente esta cobertura 

vegetal de los pastizales y cultivos presentes en la zona causada por la ampliación de 

la frontera agrícola, información que fue corroborada con la imagen RGB que muestran 

las diferentes tonalidades naturales de las coberturas, tal y como se puede evidenciar 

en el siguiente mapa.  
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Mapa 2. Resultados de biomasa aérea usando RNA para el año 2020 

 
Fuente: propia 

Los resultados obtenidos a partir de RNA para el año 2020, mostraron una biomasa 

aérea de 9.89 Ton/ha, que comparada con los resultados de biomasa aérea obtenidas 

para el año 2016, evidencia un incremento en el valor y área de biomasa área, 

aumentando en 1.85 ton/ha durante 4 años. Esto obedece al grado de conservación del 

bosque natural, y su crecimiento biológico dadas las condiciones microclimáticas de la 

zona. Gráficamente en el mapa se puede apreciar el incremento de parches de 

bosques y cambios de cobertura en la zona de estudio, escenario reflejado en la 

imagen RGB (figura 27), que se muestra a continuación.  
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Figura 27. Comparación entre imágenes RGB para el año 2016 2020. 

Fuente: Propia 

Una vez calculada la biomasa aérea, se procedió a determinar el carbono almacenado, 

que según (Quiceno et al. 2016, Gasparri, . y Manghi 2004), el contenido de carbono 

para los compartimientos por encima del suelo, debajo del suelo y en la madera muerta 

constituye el 50% de la biomasa de los mismos , es decir, que para estimar el contenido 

de carbono se multiplica el valor de la biomasa por 0,5. El valor de 0,5 corresponde al 

denominado factor de reducción (FR). 
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Mapa 3. Resultados de carbono almacenado usando RNA para el año 2016 

Fuente: Propia 

 

 

 

 

 

 

 

 

 



77 

Mapa 4. Resultados de carbono almacenado usando RNA para el año 2020 

 

 

Fuente: Propia  
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8. CONCLUSIONES 

 

La determinación de la biomasa aérea y el contenido de carbono almacenado a partir 

de datos dasométricos en el bosque andino de la subcuenca del río Las Piedras, se 

desarrolló teniendo en cuenta los inventarios forestales previos, implementando el 

modelo establecido por Álvarez et al., (2012), el cual arrojó resultados similares a los 

encontrados en la literatura para ecosistemas con dinámicas naturales similares, 

ratificando su capacidad como sumidero de carbono y así su capacidad para amortiguar 

los efectos del cambio climático.   

La estimación de la biomasa aérea y el contenido de carbono almacenado se logró 

mediante la combinación de índices espectrales seleccionados para bosque andino en 

la subcuenca del río Las Piedras. La selección de los índices de vegetación, es una de 

las actividades fundamentales en la implementación de este método, para la obtención 

de resultados aceptables dentro de la RNA; para el caso en estudio, los índices como 

NDVI GNDVI GNDVIre3n SAVI y WDRVI, fueron destacados por su habilidad para 

estimar la biomasa aérea, resaltándose el índice GNDVIre3n, por su ajuste con la 

banda de borde rojo que mejoró el modelo no paramétrico implementado.   

La validación de la estimación de biomasa área y carbono almacenado se desarrolló a 

partir de información obtenida del sensor Sentinel 2A en relación a la cuantificación de 

almacenes de carbono de inventarios forestales del bosque andino, implementando 

métodos paramétricos (regresión lineal múltiple) y no paramétricos (red neuronal 

artificial) obteniendo precisiones de 0.7246 y 0.913, respectivamente, evidenciando así 

la superioridad en términos de precisión de la RNA sobre la regresión lineal múltiple 

implementada.  

 

Los resultados obtenidos por parte del modelo estimativo propuesto (RNA), reflejan 

que, durante el entrenamiento de la RNA, se estableció el número óptimo de capas y 

neuronas ocultas, con lo cual se afirma que el comportamiento de los índices de 

vegetación seleccionados presenta una relación no-lineal, indicando la concordancia 

entre los resultados experimentales y los resultados de RNA.  

 

A partir de la importancia en la estimación de la biomasa y carbono aéreo, el método 

estimativo (RNA), propone una ventaja en términos de tiempo y precisión, para la toma 

de decisiones orientadas a la protección de estos ecosistemas que contribuyen a 

mitigar el cambio climático.   

 

Los resultados obtenidos a partir de la combinación de datos de campo y la extracción 

de datos del sensor Sentinel 2A, determinaron que son una técnica práctica y efectiva 

para la estimación de la biomasa aérea y carbono almacenado; el modelo propuesto es 

aplicable a bosques densos andinos usando modelos no paramétricos como la RNA.  
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La zona de estudio se caracteriza por estar cubierta de nubosidad gran parte del año, 

dicha característica fue una condición limitante para la selección de imágenes 

satelitales, dado que al estar cerca del volcán Puracé hace propicia la formación de los 

sistemas convectivos de gran extensión durante largos periodos del año, para ello, se 

implementó, en las imágenes del sensor Sentinel 2A, el algoritmo de árbol de decisión 

dada su habilidad como método no paramétrico para realizar clasificaciones de nubes y 

sombras.  

 

Los resultados de biomasa y carbono aéreo en términos de la temporalidad, han 

evidenciado principalmente un cambio en la cobertura vegetal, especialmente en las 

zonas de pastizales o suelos desnudos a áreas cultivadas, como resultado de la 

expansión de la frontera agrícola, no obstante, en las zonas de reserva se han 

evidenciado un aumento de la biomasa y el carbono aéreo durante los años 2016 al 

2020 en la subcuenca del rio Las Piedras.  

 

 

  



80 

9 RECOMENDACIONES 

 

La estimación de la biomasa para el cálculo de carbono aéreo, puede mejorarse 

significativamente usando productos de sensores remotos con una alta resolución 

espacial y espectral, no obstante, se recomienda incluir en próximos estudios 

información de sensores activos como el radar, dado que, esta zona se caracteriza por 

presentar sistemas de nubosidad convectivos durante gran parte del año.  

 

Los resultados obtenidos a partir del inventario forestal suministrado, se podrían 

mejorar a partir de la recolección de otras características dasométricas, así como 

proporcionar valores de densidades de madera, teniendo en cuenta la especie de cada 

individuo, y de esta forma implementar nuevos modelos alométricos que mejoren los 

resultados de la estimación.  

 

La selección de los índices de vegetación debe estar en función de las condiciones 

biofísicas de la zona de estudio, dado que el efecto topográfico incide sobre los 

resultados de la mayoría de los índices de vegetación que no presenten una diferencia 

normalizada, de igual forma, implementar las bandas de borde rojo dentro del NDVI y 

WDRVI, es una buena alternativa para mejorar la habilidad de estimación.  

 

Para la implementación de este modelo en otros tipos de ecosistemas es importante 

contar con el inventario forestal y así realizar el entrenamiento con los índices de 

vegetación seleccionados, para la generación de resultados aceptables.   
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