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Capitulo 1

Introduccion

El turismo es una de las industrias de mas rapido desarrollo en el mundo [1]. Las llegadas de tu-
ristas internacionales crecieron un 5 % en 2013, alcanzando un récord de 1.087 millones de llegadas,
segun el ultimo Barémetro OMT del Turismo Mundial. A pesar de los desafios econémicos globales,
los resultados del turismo internacional estuvieron muy por encima de las expectativas, con un adi-
cional de 52 millones de turistas internacionales viajando por el mundo en 2013. Para 2014, la OMT
previé un 4 % a un 4,5 % de crecimiento - una vez mds, por encima de las proyecciones a largo plazo
[2]. El turismo es un dominio desafiante para el desarrollo de servicios basados en la localizacién que
proporcionan servicios de asistencia e informacién personalizados y méviles a los turistas. Las guias
de turismo mdviles suelen incluir una amplia gama de servicios de navegacion, planificacién de rutas
y re-planificacion, entrega de contenido basado en la localizacién, alertas sobre eventos relevantes,
servicios de pago y reserva de instalaciones (por ejemplo, aparcamiento y reserva de asiento).

Por otro lado, dentro de los entornos turisticos se hace necesario personalizar la interaccion del
usuario con su ambiente por medio de la tecnologia, mas especificamente con las (TICs), rescatando
dentro de este campo, el rapido desarrollo de las tecnologias de computacién mdvil [3]. Para el campo
del turismo, el uso efectivo de dichas tecnologias permite personalizar la interaccion del turista con
su ambiente, y para proporcionar servicios personalizados y relevantes a los usuarios son empleados
los sistemas de recomendacion, y en este contexto, los dispositivos mdviles son particularmente ttiles
debido a su naturaleza ubicua que los convierte en una plataforma atractiva para asistir a los turistas a
elegir los puntos de interés para visitar en funcion de su ubicacién fisica (Noguera et al. 2012), y una
tecnologia que estd emergiendo y es incipiente, es NFC (Near Field Communications) [4] [5] la cual
proporciona una forma natural de interaccion entre el usuario y su entorno. La tecnologia NFC ofrece
una solucién simple basada en el “paradigma de tocar’que hace posible el intercambio de informacién
y el acceso a contenidos y servicios de forma intuitiva.

Uno de los desafios de los sistemas de recomendaciones para turismo es el uso de informacién
contextual, y debido a las ventajas que ofrece la computacién movil [6], permite tener conocimien-
to contextual (ubicacidn fisica, la velocidad de movimiento, tiempo, entre otros) de los usuarios en
consideracién [7] [8], especificamente usando la tecnologia NFC para dicho propdsito en el presente
trabajo.



Capitulo 1. Introduccién

1.1. Contexto de Investigacion

En los ultimos tiempos el turismo ha tomado gran importancia en la economia mundial, no solo
por ser una actividad generadora de riqueza y crecimiento econdmico, sino también por el efecto
positivo generado en otros sectores involucrados en su operacién. En la actualidad, existe un gran
nimero de destinos alrededor del mundo con diferentes atractivos, lo cual ha generado un aumento
en la competitividad entre los destinos, y por ende todo un juego en precios, calidad, oferta, servicio,
entre otros, con el fin de atraer mds turistas y de brindarles una experiencia atractiva en el lugar. El
turismo es una actividad que consiste en una gran variedad de comercios al por menor y de servicios, y
los sectores mas afectados son los hoteles y otros alojamientos, establecimientos de comida y bebida,
y las instalaciones recreativas y de entretenimiento, como parques tematicos y centros comerciales
[9]. Algunas personas estan dispuestas a gastar mas dinero y tiempo de ocio en el turismo que otras
personas, y para ellos, éste se ha convertido en parte de su estilo de vida, asi mismo los hédbitos de
consumo que representan estilos de vida y las variables de antecedentes demograficos influyen en el
consumo y la disposicién a consumir mds [10].

En consecuencia, un destino turistico debe contar con herramientas tecnolégicas y metodolégicas
que permitan motivar o incentivar el consumo turistico, priorizando posibles patrones de consumo o
visita, que permitan influir en el tiempo de permanencia y su movimiento dentro de un destino; razén
por la cual se hace necesario personalizar la interaccién del usuario con su ambiente por medio de la
tecnologia, mas especificamente con las Tecnologias de la Informacién y las Comunicaciones (TICs),
rescatando dentro de este campo, el rdpido desarrollo de las tecnologias de computacién mévil que
permite el acceso a la informacién en cualquier momento y en cualquier lugar, incluso en entornos
con escasas conexiones de red fisicas.

En esta linea, los Sistemas de Recomendaciones (S.R) representa un hilo de investigacion con
numerosos campos de aplicacién posibles (por ejemplo, las compras méviles, publicidad/marketing
y suministro de contenido), los cuales son capaces de obtener informacion relacionada con los gus-
tos, preferencias y demads caracteristicas del turista, para estimular el deseo por visitar y conocer la
oferta propia del destino [11]. Definiendo S.R. como cualquier sistema que produce recomendaciones
individualizadas o que tiene el efecto de guiar al usuario en un camino personalizado de acuerdo a
sus intereses para tomar una decisioén en un gran espacio de posibles opciones [12]. Para el caso del
turismo, las recomendaciones son un medio comun de la planificacién en viajes y hospedaje, siendo
una extension intuitiva y valiosa a los sistemas de informacién turistica [13].

Luego, el apoyo de tecnologias ubicuas se hace indispensable para mejorar la captura de informa-
cién relacionada con el contexto del usuario, las cuales permiten la interaccidon con el ambiente que
lo rodea (Inteligencia Ambiental Aml) [14] [15]. En este sentido, dentro de los entornos en donde se
pueden ofrecer informacion y servicios personalizados de acuerdo al contexto del usuario es en una
ciudad, y es aqui donde se introduce el concepto de SmartCity (en castellano Ciudad Inteligente) la
cual es una ciudad que usa las tecnologias de la informacion y las comunicaciones para hacer que tanto
su infraestructura critica, como sus componentes y servicios publicos ofrecidos sean mds interactivos,
eficientes y los ciudadanos puedan ser mas conscientes de ellos [16].

En estos entornos, el usuario esta rodeado de recursos ubicuos incrustados en objetos aumentados
(ambientes etiquetados), en los cuales, la interaccion con el usuario, la visualizacién de informacién,
acceso a la personalizacién y la sensibilidad del contexto, juegan un papel muy importante [17], [18] y
la tecnologia NFC [4], [S] proporciona una forma natural de interaccidn entre el usuario y su entorno.
La tecnologia NFC ofrece una solucién simple basada en el “paradigma de tocar”que hace posible
el intercambio de informacion y el acceso a contenidos y servicios de forma intuitiva. Ademas, se
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1.2. Planteamiento del Problema

simplifica la interaccion de las personas con el medio ambiente, lo que resulta en el paradigma “Touch
Computing”, donde los usuarios obtienen en su dispositivo mévil objetos cercanos de la vida cotidiana,
dotados con marcas visuales y etiquetas RFID u otros dispositivos NFC, con el fin de desencadenar los
servicios inteligentes ofrecidos por esos objetos. Esta caracteristica hace que sea el candidato preferido
para el desarrollo de ambientes inteligentes y permite la interaccién del usuario con los sitios de la
oferta turistica, asi como también ofrece una alternativa de provision de informacién contextual basada
en localizacién con NFC.

No obstante, en entornos turisticos la motivacidn del consumo turistico por medio de la tecnologia,
especificamente a través de Sistemas de Recomendaciones, enfrenta nuevos desafios, si se tiene en
cuenta que no basta con recomendar al usuario basado sélo en sus gustos y preferencias sino que
es posible priorizar o influir en posibles patrones de consumo turistico en cuanto a su permanencia
y su movimiento dentro de un destino. En este escenario, los algoritmos de recomendacion deberan
operar para ofrecer recomendaciones que habiliten movimientos dentro del destino de acuerdo a varios
patrones o caracteristicas de consumo en los que se esté interesado en incentivar.

En las siguientes secciones, se describe brevemente la metodologia utilizada para la construccién
del estado del arte y el conjunto de trabajos relacionados mds relevantes para el contexto del trabajo
de investigacion.

1.2. Planteamiento del Problema

El turismo es una de las industrias de mas rapido desarrollo en el mundo [1], y por esto es un
desafio el desarrollo de servicios basados en localizacién que proporcionan servicios de asistencia e
informacion personalizadas y méviles a los turistas. Por lo general, el turismo no es una industria en
si, sino un conjunto de industrias interrelacionadas, que venden productos a los turistas, asi como a
una serie de otros clientes: hoteles, operadores turisticos, y agencias de viajes, compaiiias aéreas, etc
[9]. Entender el consumo turistico se ha convertido en una caracteristica importante de la geografia
del turismo en los dltimos afios, como el reconocimiento de que ha crecido la incorporacién de los
lugares y la gente en el turismo como una formacién socio-econémica es en gran parte estructurada
por los deseos y las decisiones de los turistas ordinarios [19]. Hay dos dimensiones que deben tenerse
en cuenta cuando se refiere al consumo del turismo. Por un lado, el consumo requiere capacidades
financieras, por otra parte, debe haber un deseo de consumir. De acuerdo con este punto de vista los
factores estructurales tales como las restricciones monetarias y la demografia son todavia importantes
predictores sobre el consumo en el turismo (consumo turistico) y la disposicién a consumir mas en
el turismo (el deseo de viajar mas) [10]. Para el campo del turismo, el uso efectivo de las (TICs)
permite personalizar la interaccién del turista con su ambiente, generando ambientes etiquetados en
los que se encuentre rodeado de objetos con los cuales interactuar de una manera natural y directa. En
este sentido, para proporcionar servicios personalizados y relevantes a los usuarios son empleados los
sistemas de recomendacion, y uno de los desafios de los sistemas de recomendaciones para turismo es
el uso de informacién contextual, y debido a las ventajas que ofrece la computacion mévil [6], permite
tener conocimiento contextual (ubicacion fisica, la velocidad de movimiento, tiempo, entre otros) de
los usuarios en consideracion [20] [8].

En consecuencia, la mayoria de investigaciones que hacen uso de informacién contextual en sis-
temas turisticos no emplean Sistemas de Recomendaciones como enfoque de personalizacién, y las
que emplean algoritmos de recomendacién, no los han utilizado para priorizar las recomendaciones
de acuerdo a patrones de consumo turistico y optimizar el tiempo de permanencia del turista en un
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destino. Por otro lado, en cuanto a trabajos relacionados con la obtencién de informacién contex-
tual en ambientes turisticos, la mayoria de prototipos ofrecen servicios de enrutamiento basado en la
ubicacion geogréfica de los usuarios méviles, obtenida tipicamente de receptores GPS, o técnicas de
seguimiento de ubicacion alternativas (Wi-Fi, celular-id, RFID, etc.) [18] [21] [22].

Para terminar, es claro que se puede influenciar sobre el comportamiento del turista mediante he-
rramientas tecnoldgicas y metodoldgicas que permitan obtener una motivacion o incentivo al consumo
turistico empleando Sistemas de Recomendaciones para priorizarlas de acuerdo a posibles patrones
de consumo que permitan incrementar el deseo de consumir més en el mismo. En este contexto, la
mayoria de aproximaciones en el drea turistica se ha enfocado hacia la prestacion de servicios de viaje
y actividades de asesoramiento, listas de puntos de interés (POI) que responden a las preferencias del
usuario y recomendaciones de paquetes turisticos, entre otros.

De acuerdo a lo expuesto anteriormente, se plantea la siguiente pregunta para orientar el proceso
de investigacion del presente proyecto:

Cémo motivar o incentivar el posible consumo de oferta turistica a través de Sistemas de Reco-
mendaciones en un entorno de computacién moévil?

1.3. Objetivos

Una vez expuesto el enfoque de este proyecto, se presenta los objetivos de investigacién que
materializaron la exploracion de las hipétesis previamente presentadas.
1.3.1. Objetivo General

Proponer un Sistema de Recomendaciones turistico mdvil basado en contexto para motivar o in-
centivar el posible consumo de oferta turistica.
1.3.2. Objetivos Especificos

= Definir los parametros contextuales que alimentaran el sistema de recomendaciones turistico
movil.

= Disenar un filtro de recomendacion a partir de la combinacién de los algoritmos de filtrado de
acuerdo a los informacién contextual previamente caracterizada.

= Evaluar el sistema de recomendaciones propuesto por medio de un conjunto de escenarios si-
mulados con patrones de consumo a motivar o incentivar.

1.4. Alcance

El presente trabajo de investigacion esta enmarcado en el drea de Sistemas de Recomendacion en
un entorno Turistico Mévil y para limitar su alcance se tiene en cuenta las siguientes consideraciones:

= El presente trabajo es evaluado de manera online en un entorno cerrado controlado por medio
de escenarios turisticos simulados que intentan ubicar al usuario en una determinada situacién
para hacer uso del sistema. Sin embargo, no es evaluado en un entorno real con turistas y sitios
turisticos reales, debido a la complejidad que conlleva su despliegue en la vida real.
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= El conjunto de datos empleado para las recomendaciones fue obtenido en la experiencia del
caso de estudio realizada bajo el Proyecto de Trazabilidad Turistica de la Universidad del Cau-
ca y adicionalmente se agregaron nuevos items a recomendar de los sitios web Foursquare y
TripAdvisor.

= El sistema implementado es un prototipo experimental, enfocado en la utilidad que genera la
utilizacion del sistema propuesto ya que incentiva el consumo de oferta turistica por medio
de la habilitacién y maximizacién de posibles movimientos a realizar por parte de un turista
optimizando su tiempo en un destino.

1.5. Contribuciones

El aporte investigativo del presente proyecto se centra en:

= Definicién de un modelo de informacién contextual y comportamiento contextual (Capitulo 3).
Este es uno de los mds importantes aportes del presente proyecto de grado, debido a que es-
ta definicién estuvo soportada por i) una amplia exploracién sobre las diversas definiciones de
contexto existentes en la literatura, ii) un analisis de datos de contexto para realizar el modela-
do de variables o dimensiones que comparten el mismo tipo de informaciodn iii) el disefio del
modelo de datos y de usuario en términos de caracteristicas de datos en que se basan las reco-
mendaciones y las propiedades del lado del usuario que tienen impacto en el disefio del sistema
de recomendaciones.

= Un enfoque (Capitulo 4) o planteamiento conceptual para motivar o incentivar el posible con-
sumo de oferta turistica por medio de la habilitaciéon y maximizacién de posibles movimientos
a realizar por parte de un turista optimizando su tiempo en un destino por medio de un sistema
de recomendaciones turistico mévil.

= Un prototipo experimental que implementa la arquitectura propuesta (Capitulo 5) del Sistemas
de Recomendaciones en un entorno turistico mévil soportado en interaccion contextual con
NFC.

= Un reporte de resultados de pruebas y experimentacion del sistema propuesto a través de la
evaluacioén de la calidad y utilidad de las recomendaciones y el grado de aceptacién del sistema
por parte del turista (Capitulo 6).

1.6. Contenido de la Monografia

La presente monografia se encuentra formada por tres partes que en su orden corresponden a
introduccidn, propuesta y experimentacion.
1.6.1. Parte L. Introduccion

Esta primera parte estd dedicada a la descripcidn del entorno de investigacion del presente proyecto
de maestria, los principales conceptos relacionados y los trabajos més significativos del estado actual
del conocimiento relacionados con el trabajo. Esta parte estd conformada por los siguientes capitulos.
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Capitulo 1. Introduccion Este capitulo estd dedicado a presentar el entorno de investigacion consi-
derado en el presente proyecto de grado.

Capitulo 2. Estado Actual de Conocimiento Presenta una vision general sobre los trabajos rela-
cionados y los conceptos que giran en torno a las dreas de sistemas de recomendaciones sensibles al
contexto en entornos turisticos moviles, alternativas de interaccién contextual basada en ubicacién de
los usuario méviles y aproximaciones de recomendacidn basadas en conocimiento.

1.6.2. Parte II. Propuesta

La segunda parte de esta monografia expone los avances propios realizados al interior del presente
proyecto de investigacion.

Capitulo 3. Disefio del Modelo Contextual En este capitulo se presenta un estudio sobre las ca-
racteristicas de la informacién contextual de Usuario y de Datos. En este sentido, se define y presenta
un modelo contextual del sistema comprendido por un Modelo de los Datos en los que se basan las
recomendaciones y un Modelo de Usuario; los cuales son insumos de referencia para el planteamien-
to del enfoque de recomendaciones propuesto al interior de este proyecto de investigacion, dando
cumplimiento al objetivo especifico 1.

Capitulo 4. Enfoque del Sistema de Recomendaciones Propuesto Este capitulo propone un enfo-
que de recomendacion disefiado para motivar o incentivar el posible consumo de oferta turistica por
medio de la habilitacién y maximizacién de posibles movimientos a realizar por parte de un turista op-
timizando su tiempo en un destino, y generando el modelo conceptual del sistema de recomendaciones
a construir para dar planteado en el objetivo especifico 2.

Capitulo 5. Implementacion del Sistema Propuesto En este capitulo se enfatizard en la arquitec-
tura fisica y logica del enfoque propuesto para el sistema de recomendaciones junto con los detalles
de implementacién de cada uno de los médulos que la integran, con lo cual se termina de dar cumpli-
miento al objetivo 2.

1.6.3. Parte III. Evaluacion y Resultados

Corresponde a la dltima parte de la monografia, en la cual se presentan los elementos utilizados
para la evaluacién del sistema propuesto en la parte II.

Capitulo 6. Experimentacion y Evaluacion El capitulo de experimentacién y evaluacién, contiene
los fundamentos tedricos de la evaluacion de técnicas de prediccion en sistemas de recomendacidn, asi
como el plan de pruebas y resultados, fruto de este proceso, dando cumplimiento al objetivo especifico
3.

Capitulo 7. Conclusiones y trabajos futuros Presenta las principales contribuciones del trabajo,
conclusiones, restricciones y perspectivas de la investigacion, analizando los resultados del trabajo
realizado y generando un conjunto de recomendaciones importantes para el desarrollo de trabajos
futuros.



Capitulo 2

Estado del Actual de Conocimiento

Este capitulo presenta un andlisis detallado de los referentes tedricos y trabajos de investigacion,
que justifican la realizacién del presente proyecto y guian su ejecucion.

2.1. Contexto general

En esta seccion se describen los conceptos mds relevantes en el nicleo temdtico de la presente
propuesta.

2.1.1. Contexto del usuario

La importancia de la informacién contextual ha sido reconocida por los investigadores y profe-
sionales en muchas disciplinas, incluyendo la personalizacién de comercio electrénico, biisqueda de
informacion, la computacién ubicua y mévil, la minerfa de datos, marketing y gestién. Mientras que
una cantidad sustancial de investigaciones se han realizado en el area de sistemas de recomendacion,
la mayoria de los enfoques existentes se centran en la recomendacién de los items mds relevantes
para los usuarios sin tener en cuenta cualquier informacién contextual adicional, como el tiempo, la
ubicacion, o la compafifa de otras personas (por ejemplo, para ver peliculas o salir a cenar) [20].

Dado que el ambiente turistico es un ambiente muy diverso, la incorporacién de la informacién
contextual sobre el usuario en el proceso de recomendacion ha atraido gran interés. Esta contextua-
lizacidén es investigada como un paradigma para la construccion de sistemas inteligentes que pueden
predecir y anticipar mejor las necesidades de los usuarios, y actuar de manera mds eficiente en res-
puesta a su comportamiento.

Una de las definiciones mas citadas de contexto es la definicién de Dey et al. [23] que define
el contexto como “cualquier informacién que se puede utilizar para caracterizar la situaciéon de una
entidad. Una entidad es una persona, lugar u objeto que se considera relevante para la interaccién entre
un usuario y una aplicacion, incluyendo el usuario y las propias aplicaciones”. Para operacionalizar
contexto, los investigadores han tratado de definir el contexto enumerando categorias. Los primeros
trabajos de Schilit et al. [24], [23] dividieron el contexto en tres categorias.

= Informdtica contexto, como la conectividad de red, los costos de comunicacién, y la comunica-
cién ancho de banda y recursos cercanos, como impresoras, pantallas, y estaciones de trabajo.
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= Contexto del usuario, tales como el perfil del usuario, la ubicacién, las personas cercanas, y la
situacion social.

= Contexto fisico, tales como la iluminacion, los niveles de ruido, las condiciones del tréfico, y la
temperatura.

Chen y Kotz [25] afiaden tiempo como una cuarta categoria de contexto. Schmidt et al. [26] afadié
una categoria de tareas y define las siguientes dimensiones: el usuario, el entorno social del usuario,
tareas, ubicacion, infraestructura, condiciones fisicas, y el tiempo. Beale y Lonsdale [27] sostienen
que es esencial para capturar las interacciones entre el medio ambiente, el usuario, sus tareas, y otros
usuarios. E1 Medio Ambiente lo constituyen la computacion, el tiempo y las caracteristicas del con-
texto fisico. Li et al. [28] definen cinco dimensiones de contexto: quién (usuario), qué (objeto), cémo
(actividades), donde (ubicacidén), y cuando (el tiempo). Otros ejemplos incluyen las definiciones de
Schmidt [28], Tankelevic IENE y Damas EVIC ius [29], Kurti [30], y Hu y Moore [31].

La mayoria de estas definiciones se refieren a categorias de contexto similar como se define en las
definiciones genéricas: la ubicacidn, el tiempo, la informética, el usuario, la actividad y las relaciones
sociales. Aunque el alcance de las categorias de contexto difiere (es decir, algunas definiciones especi-
ficanr s6lo unas pocas categorias que cubren varios elementos mientras que otras definiciones intentan
definir las categorias de contexto mas precisamente), hay muchas similitudes entre las definiciones de
contexto.

La necesidad de definir y modelar el contexto m4s precisamente y de una manera consistente ha
sido identificado por varios investigadores [27], [32]. Una definicién y el modelo de contexto preci-
so puede facilitar la identificacién de lo que constituye y no constituye contexto y pueden permitir
la reutilizacién y el intercambio de datos contextuales a través de las aplicaciones. En este sentido,
en [7] se introduce una simple clasificacién de informacién de contexto que es relevante para aplica-
ciones sensibles al contexto. Esta clasificacién fue construida por el andlisis y la integracion de las
definiciones de contexto existentes.

Computacion

La Computacién del Contexto ha sido investigado ampliamente por la comunidad de investigado-
res [33], incluso por los investigadores en el drea de aprendizaje mévil [34], [35]. Las caracteristicas
de computacién se pueden clasificar en tres areas.

= Red: incluye propiedades estdticas y dindmicas de la red, tales como ancho de banda maximo y
disponible.

= Hardware: comprende capacidades de entrada y salida de los dispositivos, de almacenamiento
o capacidades de CPU, etc.

= Software: describe si el contexto de entrega es compatible con ciertas APIs, formatos de docu-
mentos, sistemas operativos, protocolos de la capa de aplicaciones, etc.
Ubicaciéon

Ademds de la computacion de contexto, el contexto de ubicacién ha dominado la investigacion
sobre la informética mévil sensible al contexto en gran medida [26]. Modelos de Ubicacién han sido
propuestos para la captura de informaciéon geométrica de los objetos legible por humanos, incluidas
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las personas y los dispositivos, y las relaciones entre los objetos. Estos incluyen: 1) la proximidad de
los objetos dentro de un espacio, 2) la capacidad comunicativa, y 3) la orientacién.

Tiempo

El Contexto de Tiempo incluye la fecha y hora, o menos especifico, informacién acerca de la
semana, mes o semestre del afo. El tiempo se utiliza a menudo en conjuncién con otras piezas de
contexto, ya sea como una marca de tiempo o como lapso de tiempo, lo que indica un instante o
periodo durante el cual se conoce otra informacién contextual pertinente [23].

Condiciones Fisicas

El Contexto fisico describe las condiciones ambientales donde el sistema o el usuario estin si-
tuados, y por lo general incluye medidas para el calor, la luz y el sonido. El contexto fisico ha sido
investigado ampliamente en la investigacion de automatizacion del hogar.

Actividad

El Contexto de Actividad refleja las tareas, objetivos o acciones del usuario. Los modelos permiten
la captura de las acciones del usuario, que se componen de eventos dentro de una aplicacidn, la sesién
y los datos relacionados con el tiempo. Estos datos se analizan a continuacion, para inferir informacion
sobre la actual tarea, objetivo o tema de interés del usuario, por ejemplo mediante el uso de ontologias
de dominio que describen el dominio [36]. Los modelos proporcionan elementos para capturar datos
contextuales adicionales, pero no definen tipos especificos de dichos datos.

Usuario

Los sistemas sensibles al contexto deben ser capaces de observar el comportamiento del usuario y
los cambios en el contexto y hacer generalizaciones y predicciones sobre el usuario y el contexto en
base a sus observaciones. La informacion sobre el usuario normalmente es recolectada en un modelo
denominado de usuario y administrado por un sistema de modelado de usuario [37], en el que se
definen (en el contexto de un sistema de didlogo) los dos siguientes conceptos:

= Modelo de Usuario: La determinacion del modelo de usuario es una fuente de conocimiento en
un sistema que contiene supuestos explicitos sobre todos los aspectos del usuario que pueden
ser relevantes para el comportamiento del sistema. Estos supuestos deben ser separables por el
sistema del resto de los conocimientos del sistema.

= Componente de modelado de usuario: un componente de modelado de usuario es la parte de un
sistema cuya funcién es construir incrementalmente un modelo de usuario; almacenar, actualizar
y borrar entradas; para mantener la consistencia del modelo; y suministrar otros componentes
del sistema con suposiciones sobre el usuario.

A continuacidn se detallan los elementos de datos disponibles en el modelo de usuario:

» Informacion Basica Personal: suele incluir informacion de identificacion, nombre, informacion
de contacto, la informacién de autenticacidn, informacién sobre la accesibilidad, incluyendo
capacidades de lenguaje y discapacidades, y otras caracteristicas personales como el género, la
edad, profesion y nivel educativo.
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= Intereses: Intereses o preferencias de los usuarios las cuales son caracteristicas clave para apoyar
la personalizacién.

En la presente propuesta, basado en la definicidn de las dimensiones de Li et al. [28], se analizan
y agrupan los datos de contexto que tienen el mismo tipo de informacion contextual, combinando las
variables contextuales en tres grupos que corresponden con los que se producen los eventos relacio-
nados con el dispositivo durante la recomendacion de las actividades turisiticas, la ubicacion fisica
durante y el tiempo en que se produce este evento.

= Cuéando: El dia (o semana o fin de semana) y el marco de tiempo (maiana, tarde, atardecer o
noche) se etiquetan como la fecha y tiempo [38].

= Dénde: ubicacion fisica del turista obtenido a partir de la interaccion con la etiqueta NFC del
sitio que se encuentra visitando.

= Qué: Todas las demads variables o dimensiones que tienen que ver con las tareas que realiza el
sistema de recomendaciones, especificamente lo que debe tener en cuenta para proporcionar las
actividades turisticas a realizar en dicho momento.

El modelo de contexto-agrupacidn que se presenta aqui proporciona una base para la representa-
cién de las variables de contexto para identificar posteriormente pefiles turisticos contextuales.

2.1.2. Sistemas de Recomendacion

Un Recomendador o Sistema de Recomendaciones (en inglés Recommender Systems - RS) tiene
como objetivo ayudar a un usuario o un grupo de usuarios en un sistema para seleccionar items de un
espacio apifiado de informacién [39]. Con el fin de generar recomendaciones, un RS intenta identificar
las coincidencias de las caracteristicas de los usuarios con las caracteristicas de los items mediante la
realizacion de filtrado de contenido, o podria tomar previas interacciones del usuario en el sistema
para que coincida con patrones de usuarios similares [40]. Un dominio tipico en de los Sistemas
de Recomendaciones es la World Wide Web (WWW), ya que con el abrumador crecimiento de la
informacién disponible y el continuo aumento de dispositivos diferentes que se pueden utilizar para
acceder a ella, éstos sistemas han asumido un papel importante en la vida diaria de las personas para
ayudarles a encontrar los recursos pertinentes, como peliculas [41], libros [42], musica [43] o destinos
turisticos [44].

Clasificacion de los Sistemas de Recomendaciones

Filtrado basado en Demografia En [45] Pazzani investigo el enfoque basado en recomendacion de-
mogréafica. Los datos demograficos se pueden utilizar para identificar el tipo de usuarios a los que les
gusta un determinado objeto y poder crear “estereotipos”. Los sistemas de recomendaciéon demografi-
cos apuntan a categorizar el usuario en funcién de los atributos personales y hacer recomendaciones
basadas en las clases demogréficas.

= Ventajas: La ventaja de un enfoque demografico es que las calificaciones del usuario para los
items no se utilizan, por lo que los nuevos usuarios pueden obtener recomendaciones antes
de que hayan clasificado algtin item. Y no es necesario el conocimiento de los items y sus
caracteristicas; Por lo tanto, la técnica es independiente del dominio.
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= Desventajas: La desventaja del enfoque demografico es que la recopilacién de los datos de-
mograficos requeridos conduce a problemas de privacidad [46]. La clasificacion demografica
también es demasiado bésica para recomendaciones altamente personalizadas. Por ejemplo, no
todas las mujeres de 20 afios de edad que trabajan disfrutan de las mismas peliculas. Y los clien-
tes con diferentes opiniones o un inusual gusto resultan en un bajo coeficiente de correlacién
con otros clientes, por lo tanto las recomendaciones para ellos son muy dificiles de encontrar y
también causan recomendaciones impares para sus usuarios correlacionados, este problema se
denomina ““grey sheepz se discute en [47]. Otro desafio es la dificultad para cambiar un perfil
creado de un cliente una vez que el gusto del cliente cambia, lo que se conoce como el problema
de estabilidad vs plasticidad [48].

Basado en Contenido El filtrado colaborativo utiliza el supuesto de que las personas con gustos
similares calificarian cosas de manera similar, mientras que el filtrado basado en contenido utiliza el
supuesto de que los items con caracteristicas similares serdn valorados de manera similar. Si bien los
métodos de filtrado de informacién de colaboracién y demograficos no requieren ninguna informacién
adicional sobre el item, el enfoque de filtrado basado en contenido depende de la disponibilidad de
(creado manualmente o extraidos automaticamente) descripciones de los mismos y de un perfil de
usuario que asigna relevancia a estas caracteristicas. Esos items que son mds similares a una consulta
o para el perfil del usuario son recomendados [49].

Por ejemplo, en una aplicacién de recomendacion de peliculas, con el fin de recomendar peliculas
a usuarios u, el sistema de recomendacidn basado en contenido busca las similitudes entre los items
que el usuario u ha calificado altamente (clasificacién de forma explicita, comprado o visto) en el
pasado (actores especificos, géneros). S6lo las peliculas que tienen un alto grado de similitud con las
preferencias del usuario pueden ser recomendados.

El perfil de usuario de las preferencias se almacena como un vector de palabras clave. Estos perfiles
se obtienen mediante el andlisis del contenido de los items anteriormente vistos y valorados por el
usuario y se construyen generalmente mediante técnicas de andlisis de palabras clave del area de la
recuperacion de informacién. La recuperacion de la informacién implica la asignacién de varios pesos
de palabras clave mediante el uso de algoritmos como los algoritmos Winnow [50] y Rocchio.

= Ventajas: Debido a que el enfoque basado en el contenido utiliza caracteristicas de items y lo
compara con otros items sin importar cual es el item, lo importante es recomendar, el enfoque
no tiene conocimiento sobre el dominio, y funciona bien si los items se pueden representar
adecuadamente como un conjunto de caracteristicas.

= Desventajas: Hay varias desventajas. Cuando no hay caracteristicas disponibles de los items,
se debe suministrar manualmente las caracteristicas de los items, que puede ser una tarea des-
agradable. Cuando se tienen todos los items tinicos con todas las diferentes caracteristicas, el
enfoque no seré capaz de hacer una recomendacién adecuada. El cdlculo de similitud se limita
a las caracteristicas del item, y también adolece del problema de arranque en frio y estabilidad
frente a problema plasticidad.

Filtrado Colaborativo Es el enfoque mas popular e implementado. En su aplicacién mas simple y
original este enfoque recomienda al usuario activo, los ftems que a otros usuarios con gustos simila-
res les ha gustado en el pasado. La similitud en el gusto de los dos usuarios se calcula en base a la
similitud en el historial de calificaciones de los usuarios. De hecho los recomendadores colaborativos
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aprovechan los métodos de vecinos mds cercanos (método de vecindad basada en el usuario y el méto-
do de vecindad basado en items). Asi, los métodos basados en usuario se basan en la opinién de los
usuarios afines para predecir una calificacion, y generar recomendaciones, mientras que los enfoques
basados en items toman las calificaciones otorgadas a los items similares y generan recomendaciones.

Los sistemas de recomendacién basados en filtrado colaborativo [41] apuntan a resolver algunos
de los problemas de los sistemas de recomendacion basados en contenido y basado en reglas, por lo
que han logrado un éxito aceptable en sitios de comercio electrénico [51]. Estos modelos generalmen-
te incluyen coincidencia de items del usuario actual (como calificaciones de libros o peliculas) con
usuarios similares (vecinos cercanos) para recomendar items que ain no han sido valorados por este
usuario. Los sistemas de filtrado de colaboracién tradicionales utilizan un enfoque estindar de cla-
sificaciéon basado en memoria basada en el método k-vecino mds cercano (kNN). En este algoritmo,
el perfil de usuario de destino se compara con otros perfiles de usuario para identificar los primeros
k usuarios que tienen intereses similares a este usuario. En el filtrado tradicional de colaboracion, el
rating predicho del usuario activo a en cada ftem j se calcula como la suma ponderada de los rankings
de los usuarios similares en el mismo item como se muestra en la siguiente ecuacién, donde n es el
nimero de usuarios similares para tener en cuenta, « es un normalizador, v; ; es el voto del usuario
i sobre el item j, vi es el rating promedio de los usuarios 7 y w(a, i) es el peso de estos n usuarios
similares.

n
Paj = Vg + Z w(a, Z')(UZ‘J' —7;)(1)
i=1

El valor de w(a, i) se puede calcular de muchas maneras. Los métodos mds comunes son la simi-
litud del coseno, similitud euclidiana o Correlacion de Pearson en los perfiles de usuario.

Aunque estos sistemas tienen como objetivo proporcionar una solucién a los problemas en los
modelos anteriores de los sistemas de recomendacién, adolecen de sus propios problemas. El problema
mas importante de los sistemas de filtrado colaborativo basados en memoria tradicionales es que no
son escalables. En el algoritmo kNN, la formacién de los vecinos debe hacerse en un método en
linea. En otras palabras, contrariamente a los métodos basados en modelos en los que la fase de
aprendizaje del modelo se realiza fuera de linea con los datos de entrenamiento, la fase de modelado
en estos sistemas se lleva a cabo como una tarea en linea. Con el aumento de los usuarios y los items,
este método puede ser inaceptablemente lento para producir recomendaciones dindmicas durante la
interaccion con los usuarios.

Otro problema es debido a la naturaleza dispersa de la mayorfa de los conjuntos de datos. Mas
items en el conjunto de datos resultan en una disminucion de la densidad del perfil de usuario. Como
consecuencia, la probabilidad de similitud de iftems observados entre los usuarios disminuye, lo que
resulta en menos confianza en los calculos de correlacién.

Adicionalmente, este método también sufre el problema “nuevo item”. Cuando se afiade un item o
producto nuevo al conjunto de items, que nunca se ha visto ni calificado por cualquier usuario. Como
resultado, no existe en ningln perfil de usuario y el sistema de recomendacién no se lo recomienda a
cualquier usuario. La falta de capacidad para explicar recomendaciones para los usuarios es otro pro-
blema de estos sistemas. Como los recomendadores de filtrado colaborativo no utilizan otros recursos
de informacidn, al igual que el contenido o los datos semdnticos, no pueden explicar la razén para re-
comendar un item especifico al usuario. Para resolver los problemas sparsity y escalabilidad, algunas
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2.1. Contexto general

técnicas de utilizacién de optimizacién [52] [53] [54]. Estos métodos incluyen técnicas de reduccién
de dimensionalidad, la indexacién de similitud y agrupacion offline de perfil de usuario en el pasado
para buscar en el grupo combinado, mientras genera las recomendaciones.

Otro método que se basa en filtrado colaborativo es filtrado colaborativo basado en item [55]. En
este método, una matriz de similitud de items se produce sobre la base de los datos de calificacién de
perfiles de usuario en una manera fuera de linea. Esta matriz se utiliza para generar recomendaciones
en la fase en linea. En otras palabras, en lugar de depender de la similitud entre los items en sus des-
cripciones de contenido, se calcula sobre la base de valoraciones de los usuarios de los mismos. Cada
item se muestra como un vector y las similitudes se calculan en base a medidas como la similitud del
coseno o similitudes basadas en correlaciéon como Pearson o Spearman. El proceso de la generacién
de recomendaciones predice la calificacién del usuario de destino a un {tem de destino sin ser visto,
por una suma ponderada de las calificaciones dadas a items similares al item de destino. La evalua-
cién de este método demuestra que puede producir recomendaciones con cualidades similares a las
recomendaciones de filtrado de colaboracion basadas en modelos [56].

= Ventajas: La ventaja del enfoque de colaboracion es igual que el enfoque demogréfico que no
se necesita ningiin conocimiento acerca de los productos, por lo que también es de dominio
independiente. Las técnicas de filtrado de colaboracidon son capaces de hacer recomendaciones
“fuera de la caja”’porque se ven fuera de las preferencias del usuario individual [57]. La principal
ventaja del enfoque basado en el modelo es poca memoria y requisitos de tiempo de CPU.

= Desventajas: Todavia hay varias desventajas, como que el tamafio del conjunto de datos influye
en la calidad de las recomendaciones. Y cuando hay nuevos usuarios y nuevos items sin califi-
cacion, el enfoque no es capaz de dar una recomendacidn, ya que no es capaz de identificar a los
usuarios con la misma preferencia, ya que no hay preferencias del usuario disponibles. Esto se
conoce como el problema de arranque en frio [47]. También la oveja gris y la estabilidad frente
a la plasticidad son problemas aqui [47] [48]. El enfoque basado en memoria requiere mucha
memoria y tiempo de CPU, por lo que sélo es aplicable a un niimero relativamente pequefio de
usuarios e items.

Basados en conocimiento La recomendacion basada en el conocimiento ha sido discutida en [58].
Utiliza el conocimiento acerca de los usuarios y de los items y las razones acerca de qué items cumplen
con los requisitos del usuario. Los sistemas basados en restricciones y recomendadores basados en
casos son ejemplos de tales sistemas. Por ejemplo, en el caso del sistema de recomendaciones de
peliculas, si un cliente ha indicado que €l o ella le gustan las peliculas con el género de la comedia y
la musica, el sistema buscard peliculas que responden a estas preferencias.

En este sentido, los sistemas basados en conocimiento recomiendan items basados en el conoci-
miento de dominio especifico acerca de coémo ciertas caracteristicas de items responden a las nece-
sidades y preferencias de los usuarios y, en ltima instancia, la forma en que el item es util para el
usuario. En este tipo de sistemas la funcién de similitud estima cudnto las necesidades de los usuarios
(descripcion problema) coinciden con las recomendaciones (soluciones del problema).

= Ventajas: La ventaja del enfoque basado en el conocimiento es que no se basa en datos histéri-
cos. El sistema no tiene que almacenar cualquier informacién sobre el usuario en un largo plazo.
Asi que cada usuario que utiliza el sistema proporciona su preferencia y puede tener en sus re-
comendaciones de inmediato. Si la preferencia de los usuarios cambia, es facil ajustarlo.
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Capitulo 2. Estado del Actual de Conocimiento

= Desventajas: La desventaja es que el sistema no aprende de sus preferencias, cada vez que va
a utilizar el sistema, tendra que indicar su preferencia. Con el fin de brindar recomendaciones
correctas el conocimiento de dominio es necesario. Por ejemplo, si usted ha elegido un conjunto
de preferencias para un item, el sistema tiene que averiguar qué items se adaptan mejor a las
preferencias, y esto requiere un poco de ingenieria del conocimiento.

Hibridos Burke hizo una encuesta sobre varios enfoques hibridos [48]. Los sistema de recomenda-
ciones hibridos son otra categoria de sistemas de recomendacion que intenta superar las limitaciones
de los otros enfoques. Un sistema de recomendacién hibrido combina dos o més técnicas de recomen-
dacidn para obtener una mejor optimizacion del sistema y mejorar las debilidades de los recomen-
dadores individuales. Los enfoques hibridos mds populares son las de filtrado basado en contenido y
colaboracion.

Hay diferentes estrategias mediante las cuales la hibridacién se puede lograr y se clasifica en siete
categorias que se resumen en la siguiente tabla:

Meétodo de Hibridacién | Descripcién
Las puntuaciones (o votos) de varias técnicas de recomendaciones

Weighted . . . S
son combinadas juntas para producir una recomendacion simple.
Switching El sistema sv&./itchf':a entre técnicas de recomendaciones dependiendo
de la actual situacidn.
Mixed Recomendaciones de diferentes recomendadores

son presentadas al mismo tiempo.

Caracteristicas de diferentes fuentes de datos de recomendacién
estan incluidas dentro de un algoritmo de recomendacién simple.
Un recomendador refina las recomendaciones

realizadas por otro.

La salida de una técnica es usada como la entrada de caracteristicas
de otra.

El modelo aprendido por el recomendador es usado

como entrada de otro.

Feature combination

Cascade

Feature augmentation

Meta-level

Tabla 2.1: Categorias de métodos hibridos

2.1.3. NFC

La tecnologia conocida como Near Field Communication o NFC puede considerarse como un
avance del RFID o Radio Frequency Identification [59]. Bdsicamente, NFC permite realizar una co-
municacion simple, segura e intuitiva entre dispositivos. NFC aparece como una evolucién en el uso
de aplicaciones dentro del teléfono mévil, pues se presenta como un sistema de comunicacién senci-
Ila, una alternativa para el manejo de pagos y una opcion para el almacenamiento de datos de forma
més segura para los dispositivos electronicos méviles [60]. La principal caracteristica que hace que
la tecnologia NFC sea interesante y atractiva, es que complementa a otras tecnologias inaldmbricas
como el Bluetooth, Wifi y el mismo RFID. La principal diferencia entre NFC y los otros esquemas sin
contacto, es que no estd pensada para la transmisién masiva de datos, pero si para un intercambio casi
instdntaneo de una poca cantidad de informacion y no necesita de un emparejamiento previo [60].
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Definicion de NFC

Near Field Communication (NFC), es una tecnologia de comunicacién de corto alcance, que per-
mite el intercambio de datos entre dos dispositivos de manera inaldmbrica. Es compatible con infra-
estructuras RFID, dado a que es un derivado del mismo [61]. El sistema de corto alcance se compone
de dos elementos: un iniciador y un objetivo, en donde cualquier dispositivo con NFC puede adoptar
las funciones o el comportamiento de una de estas partes.

Modos de operacion

Teniendo en cuenta el modo de operacion el NFCIP-1 y el NFCIP-2 son los protocolos mas signi-
ficativos. A continuacién se describen brevemente [59]:

= NFCIP-1: Combina dos protocolos de comunicacién que pertenecen al RFID, tales como el
MIFARE vy el FeliCa, e incluye en ellos nuevos protocolos de transporte.

= NFCIP-2: Hace posible la combinacién del NFC con lectores RFID logrando asi una compati-
bilidad.

En este sentido, para establecer una comunicacién existen dos modos [62]:

= Modo pasivo: Debe existir un dispositivo que reciba y otro que emita, este dltimo dispone de
fuente eléctrica propia para funcionar, y debe generar una sefial para el intercambio de datos.
Por otro lado el dispositivo receptor no posee baterias y debe aprovechar el campo incidente del
emisor para el funcionamiento de sus circuitos.

= Modo Activo: Los dispositivos poseen energia propia, por lo que ambos son capaces de generar
el campo electromagnético para la transferencia de datos.

Para los dispositivos NFC es posible hacer la comunicacién con el otro par, actuando como etiqueta
o haciendo de lector/escritor. Referente a esto, el NFC Forum define los siguientes modos de operacién
[59] (Figura 2.1):

= Peer to peer: Es utilizado cuando surge la necesidad de transmitir una reducida cantidad de datos
(unos pocos kilobytes). Si se desea elevar la cantidad de datos en la transmisidn, la tecnologia
NFC es utilizada para concretar una conexién inaldmbrica con el soporte necesario para la
comunicacién, como por ejemplo Bluetooth [63].

= Lectura/escritura: En este modo, se tiene la capacidad de leer y escribir las etiquetas [63]. Una
vez establecida la comunicacion es posible el intercambio de texto (en pequefias cantidades),
una direccién de internet o un numero de teléfono [64].

= Emulacién de tarjeta inteligente: Un lector puede identificar a un dispositivo NFC, como si este
fuera una etiqueta NFC o una tarjeta inteligente. Este modo puede ser usado para medios de
pago [63], transacciones bancarias, pagos rapidos y control de acceso [64].
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___________________

NFC device

___________________

NFC device

Reader mode )

e e e e

Card emulation mode

PLL DL L bt L iataiatate o DL L L L L L T

Contactless

reader

Peer-to-peer mode J

Figura 2.1: Modos de operacién del NFC [65]

Etiquetas NFC

Constituyen una parte importante de la tecnologia NFC, implementan un almacenamiento pasivo
en la espera de que algun lector NFC requiera la informacion que retienen. E1 NFC Forum ha definido
cuatro tipos de etiquetas [59]. En las especificaciones de las etiquetas se establecen las caracteristi-
cas de cada uno de los cuatro tipos, de manera tal a lograr la compatibilidad y operabilidad de los
dispositivos en sus diferentes modos de lectura o escritura. En estas especificaciones se fijan varios
pardmetros [64] como los que se muestran a continuacién en la Figura 2.2.

Memoria
96 Bytes
hasta 2
KBytes

Especificaciones
ISO -14443 A

. Velocidad  Lectura/Escritura
106 kbits/s Si '

48 Bytes
hasta 2
KBytes

ISO -14443 A

06kbits/s | Si

| Hasta IMB = FeliCaISO 18092 | 212Kkbits/s y  Preconfigurados |

424 kbits/s[16] de fabrica como de
lectura y escritura |
. o sélo de lectura.

32KBytes  ISO-14443AyB

106 kbits/s

| y424 kbits/s de fabrica

Figura 2.2: Cuadro comparativo. Tipos de etiquetas NFC [66]

Formato de datos

Para que las etiquetas y los dispositivos puedan comunicarse entre si [60], y se pueda conseguir
la compatibilidad entre dispositivos NFC y RFID de los diferentes fabricantes [59], el NFC Forum
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defini6 un formato de datos estandarizado.

NFC Data Exchange Format NDEF [67] Se define un formato de encapsulacién de mensaje para
intercambiar informacién entre dispositivos NFC, ya sea de un dispositivo a una etiqueta o entre dos
dispositivos NFC activos, también se especifican las reglas para construir un mensaje NDEF correcto,
asi como una cadena ordenada de registros NDEF. NDEF no hace referencia a ningin circuito, ni ar-
quitectura de conexion, ni se debe pensar que especifique el intercambio de informacién, es solamente
un formato de mensaje. Este formato es el mismo para tarjetas, asi como para dispositivos NFC, de es-
to se concluye que la informaciéon de NDEF no guarda relacién con el tipo de dispositivo que participa
en una comunicacién. Con este formato pueden transmitirse varios tipos de informacién, como:

= Documentos o fragmentos XML, imadgenes de diverso formato y datos encriptados.
= Cadenas de informacién encapsulada.

= Documentos multiples que guardan alguna relacion 16gica.

Record Type Definition RTD Proporciona las pautas para la especificacion de los tipos de registros,
que pueden ser incluidos en mensaje NDEF. Esta especificacion soporta aplicaciones especificas NFC
[67]. E1 NFC Forum define dos tipos: NFC Forum External Types y NFC Forum Well-Known Types,
siendo el primero creado para dar a otros organismos la posibilidad de especificar sus propios tipos
de forma independiente [59]. Con respecto al NFC Forum Well-Known Types, es necesario decir
que fue estandarizado por las especificaciones del NFC Forum, que proporcionan la pauta para el
procesamiento y representacion de los datos. Ellos son [59]:

= Text Record Type: Sélo texto simple, ninguna aplicacién especifica asignada.

= Uniform Resource Identifier (URI) Record Type: Correo electrénico, direcciones de Internet,
nimeros de teléfono u otros cédigos de identificacion.

= Smart Poster Record Type: Es una extension del tipo de registro URI, que proporciona informa-
cién adicional acerca del URI, como iconos o acciones recomendadas.

= Generic Control Record Type: Proporciona una estructura para cualquier actividad de control.
= Signature Record Type: Una firma esta prevista para certificar la veracidad de los datos.

= Connection Handover: Ofrece traspaso de una conexién NFC a otra tecnologia de comunicacion
con mayor rendimiento de datos (por ejemplo, Bluetooth).

2.1.4. Aprendizaje Automatico

El Aprendizaje automadtico estd relacionado con el campo de la inteligencia artificial, y es una con-
secuencia natural de la interseccién de la informadtica, la estadistica y la ciencia cognitiva; por lo tanto,
las definiciones vendran de todos esos campos. El aprendizaje automatico se ocupa de las aplicaciones
que mejoran con la experiencia; por lo tanto, se tendrd que ganar un poco de comprension del apren-
dizaje, aprendizaje automaético, la prediccion, el modelado y algoritmos de aprendizaje. La definicién
formal del aprendizaje automético es “se dice que un programa de ordenador aprende de la experiencia
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E con respecto a alguna tarea T y alguna medida de desempeiio P, si su desempeiio en T, medida por
P, mejora con la experiencia E”[68]. A continuacion se definen todos los conceptos subyacentes que
son necesarios para entender la estructura fundamental de los problemas de aprendizaje.

Aprendizaje

La palabra “aprendizaje”tiene muchos significados diferentes. Ejemplos de ello son “conocimiento
o habilidad que se adquiere por la instruccién o el estudioz “modificacién de la tendencia del compor-
tamiento por la experiencia”[69]. La palabra puede ser usada para describir el acto de memorizar algo
o aprender hechos a través del andlisis, la practica y la organizacién del conocimiento. Los métodos
de aprendizaje difieren tanto en términos de los tipos de hipdtesis con las que trabajan y los algoritmos
que utilizan para encontrar una buena hipdtesis dados los datos. El objetivo del aprendizaje es encon-
trar una hipétesis, h, que describe la relacién entre las entradas y las salidas. Se tienen un conjunto
de hipétesis, y un algoritmo de aprendizaje debe elegir una. Para todos los métodos de aprendizaje,
se tiene un conjunto de datos de entrenamiento que se emplea como la base para el aprendizaje y la
produccién de una salida o respuesta. Los modelos de aprendizaje son ampliamente implementados
para la prediccién del comportamiento del sistema y predecir las tendencias futuras [70].

El proceso de aprendizaje

[71] Se puede visualizar el aprendizaje como si se estuviera tratando de encontrar la definicién de
una funcién dada a un grupo de ejemplos de su entrada y salida. Se tiene un conjunto de ejemplos de
entrenamiento, que se componen de variables de entrada x (o caracteristicas) y salidas y u objetivos.
Se alimenta el entrenamiento establecido en el algoritmo y el uso de una hipétesis (h) para mapear x
ay (ver Figura 2.3).

-

Figura 2.3: Estructura de un método de aprendizaje y su notacién. Adaptado de [71]

Pasos a seguir para el aprendizaje: 1. Elegir el tipo de ejemplo de entrenamiento: Este paso debe
especificar los datos de entrada para el algoritmo. 2. La recopilacién de un conjunto de entrenamiento:
El conjunto debe ser caracteristico del mundo real y basado en mediciones. 3. La determinacién de la
representacion de las caracteristicas de entrada de la funcién aprendida: La entrada se transforma en un
vector de caracteristicas, que contiene un conjunto de caracteristicas que son descriptivas del objeto y
son una buena representacion de lo que se quiere que el algoritmo aprenda. Debe contener informacién
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suficiente para que el algoritmo pueda aprender. 4. Definicién de la estructura de la funcién aprendida
y algoritmo de aprendizaje: El rendimiento del algoritmo de aprendizaje es ajustado y optimizado
usando un conjunto de validacién (un subconjunto de conjunto de entrenamiento).

Tipos de aprendizaje

[71] Hay tres métodos principales a través de los cuales podemos aprender: supervisado, no su-
pervisado y de refuerzo .

= Supervisado: Aprender de ejemplos etiquetados. Dado un conjunto de entrada y la salida desea-
da correspondiente, predecir salidas para entradas futuras, es decir, encontrar una regla que
hace un buen trabajo de predecir la salida asociada con una nueva entrada. Ejemplos de ello son
la clasificacién (aprender a predecir etiquetas de clase), de regresidon (aprender a predecir los
resultados con valores reales) y la prediccién de series de tiempo.

= No supervisado: Aprender de los ejemplos no etiquetados. Sélo entradas dadas, descubre au-
tomdticamente las representaciones, las caracteristicas y la estructura, entre otros aspectos de
la entrada. Los ejemplos incluyen agrupar el conjunto de ejemplos en clusters naturales y de
compresion, entre otros. Clustering es agrupar patrones de entrada de acuerdo con clusters o
agrupaciones naturales. La cuestion es lo que define “agrupacién naturalc el nimero de gru-
pos que debe ser utilizado. Estos algoritmos son ttiles para el procesamiento de imagenes, la
segmentacion del mercado, y las relaciones sociales de la red.

» Refuerzo: Trial y el aprendizaje de error. Dadas las secuencias de entradas, acciones de un con-
junto fijo y recompensas/castigos, aprender a seleccionar las secuencias de accién de una manera
que maximiza la recompensa esperada. Un agente interactda con el mundo haciendo observa-
ciones, toma acciones y es recompensado cuando se ha aprendido correctamente y castigado
cuando no. El agente de aprendizaje realiza una secuencia de acciones.

Algoritmos de Aprendizaje Automatico

Hay dos tipos principales de algoritmos: los clasificadores y predictores on-line. La principal di-
ferencia entre ellos es que los algoritmos clasificadores toman un conjunto de diferentes valores de
las variables de datos de contexto en un punto de tiempo como entradas y derivan una clase (estado
contexto) de ellos [72], mientras que los algoritmos en linea toman la historia de los valores de una
Unica variable de datos contexto y pronostican el proximo a venir [73].

Los clasificadores son funciones que permiten obtener el valor de una clase ¢ basado en un con-
junto de datos entrenados de entrada de instancias etiquetadas A con el formato [al, a2, ..., an] [72]
[74], donde a; son las caracteristicas (también llamados atributos).

Los predictores en linea se basan en un proceso estocdstico X que, dada una secuencia de simbolos
observados [x1, x2, ...z, ], predice el siguiente simbolo z,, + 1, [75], donde z; es el simbolo observado
en un punto dado del tiempo.

Hay muchas formas de representar la funcién de un clasificador y modelar los procesos estocésti-
cos basados en diferentes algoritmos. Se presentan a continuaciéon una muestra representativa de di-
ferentes algoritmos de aprendizaje automdtico utilizados en la literatura que son muy populares y
han demostrado buenas tasas de resultados para la clasificacion utilizada en el diagndstico de una
condicién médica de los sintomas, para la toma de decisiones y la prediccién, para las predicciones
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atmosféricas de tormentas eléctricas, por ejemplo, o para crear perfiles precisos de los usuarios que
interpretan la informacion del usuario [76] [70] [77], y la prediccidn en linea se ha utilizado para la
compresion de datos, andlisis de secuencias bioldgicas, el habla y el modelado del lenguaje, y para el
reconocimiento de actividad o la prediccién de ubicacion [78] [79] [80] [81].

A continuacién se describen cuatro tipos de clasificadores de diferentes naturalezas: basados en
reglas, basado en redes Bayesianas, basados en instancia, los basados en funcién lineal y en drboles
de decision.

Clasificadores basados en reglas Los Clasificadores basados en reglas consisten de un sistema
conformado por reglas de la forma “‘si-entonces”, hechos y un intérprete que controla la aplicacién
de estas reglas, teniendo en cuenta los hechos. Estas reglas se usan para formular las declaraciones
condicionales que conforman la base de conocimientos completa, y cada una de ellas asumen la forma
de “si x es A entonces y es B”, donde x es el atributo, A es el valor que se necesita, y es la clase, y
B es el nombre de la clase. La parte de la regla antes “then.®s llamada premisa, y la parte que sigue se
Ilama la conclusién [82]. Estos algoritmos pueden ser representados como arboles o tablas.

= En el caso del algoritmo tree C4.5, cada camino desde la raiz a una de sus hojas se puede trans-
formar en una regla simplemente “con la conjuncidn las pruebas a lo largo de la ruta para formar
la parte antecedente, y tomando la prediccion de la clase de la hoja como la clase valor”’[83].

= [os algoritmos decision table mapean el conjunto de caracteristicas que se incluyen en la tabla
de los casos etiquetados desde el espacio definido por las caracteristicas [84].

Clasificadores basados en redes Bayesianas Los clasificadores de Bayes aplican la regla de Bayes
(Ecuaciodn 2) para calcular la probabilidad de un atributo de pertenecer a una clase en la que se clasifica
un conjunto de atributos ¥ en una clase C' dada la clase etiquetada del conjunto de datos con la maxima
probabilidad [72]. Se asume que todas las caracteristicas son independientes entre si [85].

Probability(C|E) = Probability(C) x Probability(E|C)(2)

Donde C es la etiqueta de clase y E es el conjunto de atributos.
Dos algoritmos clasificadores de Bayes populares son las Redes Bayesianas y Naive Bayes.

= Los algoritmos de Redes Bayesianas son grafos aciclicos dirigidos con una distribucién de pro-
babilidad condicional para cada nodo. Cada vértice en el grafo representa una variable aleatoria,
y los bordes son las correlaciones directas entre las variables [85].

= En los algoritmos de Naive Bayes también se utilizan grafos con una estructura simple que tiene
el nodo de clasificaciéon como el nodo padre de todos los otros nodos que no tienen conexiones
adicionales [85]

Clasificadores basados en instancia La salida de los Clasificadores basados en Instancia o Clasi-
ficadores Lazy es un concepto de funcién de Descripcién que mapea las instancias (atributos pares)
a categorias. Una descripcién de concepto basado en instancia incluye un conjunto de instancias al-
macenadas y también puede contener alguna informacién sobre sus actuaciones pasadas durante la
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clasificacién, como el ndmero de predicciones de clasificacion correctas e incorrectas. El ejemplo mas
simple de clasificador basado en instancia es / B1 que utiliza la funcién de similitud que se describe en
la ecuacion 3 para encontrar coincidencias entre una instancia de formacién y una instancia de prueba
dada [86] mediante el cdlculo de la distancia entre los casos (que son atributos pares).

Similarity(x,y) =

Donde x y y son instancias(atributos de pares de valores), n es el nimero de atributos y la funcién
f(zs,y;) es igual a (x; — y;)? para los atributos con valores numéricos y es igual a (z; # y;) para
atributos con valores Booleanos y simbélicos [86].

Clasificadores basados en funciones lineales Los clasificadores de funcién se aplican a los datos
que son linealmente separables en el espacio de caracteristicas en dos clases diferentes, y su objetivo
es encontrar la margen del plano hiper que separa los puntos de datos basado en la clase a pertenecer.
Hay muchos planos hiper que podrian clasificar los datos, y la mejor eleccion es el que representa la
mayor separacion entre las dos clases [87].

Un ejemplo de los clasificadores de funciones lineales son Maquinas de Vectores de Soporte
(SVM), que operan mediante la adopcion de un conjunto de datos de entrada y predicen a cudl de
las dos clases posibles puede pertenecer, un punto de datos es visto como un vector n-dimensional
(una lista de n nimeros), y se quiere saber si se pueden separar estos puntos con un hiper plano
dimensional (n-1). El hiper plano se construye utilizando la funcién descrita en la Ecuacién 4 [87].

n

fz) = (wizi) +b(4)

i=1

Donde x es el atributo, z; es la instancia ith, w es el peso, y b es el sesgo.

Clasificadores basados en Arboles de decision Un arbol de decision es un clasificador expresado
como una particion recursiva del espacio de instancia. El 4rbol de decisién consta de nodos que forman
un arbol de raiz, lo que significa que es un drbol dirigido con un nodo llamado “raiz”’que no tiene
bordes entrantes. Todos los otros nodos tienen exactamente un borde entrante. Un nodo con bordes
salientes es llamado un nodo interno o de prueba. Todos los otros nodos se denominan hojas (también
conocido como terminales o nodos de decisién). En un arbol de decisién, cada nodo interno divide
el espacio de instancia en dos o mas sub-espacios de acuerdo con una cierta funcién discreta de la
entrada de valores de atributos. En el caso mds simple y mds frecuente, cada prueba considera un solo
atributo, de tal manera que el espacio de ejemplo se divide de acuerdo con el valor del atributo. En el
caso de atributos numéricos, la condicion se refiere a un rango [88].

Los inductores de arboles de decisién son algoritmos que construyen automaticamente un arbol
de decision de un determinado conjunto de datos. Normalmente, el objetivo es encontrar el drbol
de decision 6ptimo, reduciendo al minimo el error de generalizacién. Sin embargo, otras funciones
objetivo pueden ser también definidas, por ejemplo, minimizando el nimero de nodos o0 minimizando
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la profundidad media. La induccién de un drbol de decisién Optimo a partir de un conjunto de datos
dado se considera que es una tarea dificil [89]. En términos generales, estos métodos se pueden dividir
en dos grupos: de arriba hacia abajo y de abajo hacia arriba, con clara preferencia en la literatura para
el primer grupo.

Hay varios drboles de arriba hacia abajo de toma inductores como ID3 [76], C4.5 [90], CART
[91]. Algunos consisten en dos fases conceptuales: crecimiento y poda (C4.5 y CART). Otros induc-
tores realizan Unicamente la fase de crecimiento. Se debe tener en cuenta que estos algoritmos son
codiciosos por naturaleza y construyen el drbol de decision de arriba hacia abajo de manera recursiva
(también conocido como “divide y venceras”). En cada iteracidn, el algoritmo considera la particién
del conjunto de entrenamiento con el resultado de una funcién discreta de los atributos de la entrada.
La seleccion de la funcién més adecuada se realiza de acuerdo con algunas medidas de division. Des-
pués de la seleccion de una divisién apropiada, cada nodo subdivide mds el conjunto de entrenamiento
en subconjuntos mas pequeilos, y hasta que no haya ganado la medida de divisién suficiente o un
criterio de parada no esté satisfecho.

2.1.5. SR Basados en conocimiento u ontologias

Un tipo de sistema de recomendacion es el que utiliza el conocimiento acerca de los usuarios y de
los items para aplicar un enfoque basado en el conocimiento para la generacién de una recomendacion,
discutiendo acerca de lo que los items cumplen con los requisitos del usuario [58].

El modelado de usuario es tipicamente basado en conocimiento o basado en el comportamien-
to. Los enfoques basados en conocimiento construyen modelos estaticos de los usuarios y ajustan
dindmicamente a los usuarios el modelo mds cercano. Los enfoques basados en Comportamiento uti-
lizan el comportamiento de los usuarios como un modelo, a menudo utilizando técnicas de aprendizaje
automaético para descubrir patrones ttiles de comportamiento [92].

Las ontologias se utilizan tanto para estructurar la web, como en la busqueda de categorizacién
de espacio, y para proporcionar una base comun para el entendimiento entre los sistemas. En profun-
didad las representaciones ontolégicas también se observan en los sistemas basados en conocimiento,
que utilizan las relaciones entre entidades Web (marcadores, paginas web, los autores de paginas,
etc.) para inferir hechos sobre situaciones dadas. En este sentido, un sistema de gestién de reglas de
recomendacion basado en ontologias [93] implementa el sistema de recomendacién que combina la
gestion de reglas con el fin de mejorar la coherencia funcional del sistema.

Definicion de Ontologia

Las ontologias proveen una comprensién compartida y consensuada del conocimiento de un do-
minio que puede ser comunicada entre personas y sistemas heterogéneos. Las ontologias fueron desa-
rrolladas en el drea de Inteligencia Artificial (IA) para facilitar el intercambio y reutilizacién del co-
nocimiento [94]. Una ontologia es una jerarquia de conceptos con atributos y relaciones que tiene una
terminologia consensuada para definir redes semdnticas de unidades de informacién interrelaciona-
das, proporcionando un vocabulario de clases y relaciones para describir un dominio. Por tanto, una
ontologia debe ser capaz de proveer un buen entendimiento del dominio que representa, esto incluye
relaciones de términos y conceptos, sus definiciones o significados, sus relaciones con cada uno de
ellos y las caracteristicas del dominio [95].
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Componentes de las Ontologias

Los componentes de una ontologia varian de acuerdo al dominio de interés y a las necesidades de
los desarrolladores. Por lo general entre los componentes se encuentran los siguientes [96] [97]:

= Clases: son la base de la descripcién del conocimiento en las ontologias ya que describen los
conceptos (ideas basicas que se intentan formalizar) del dominio. Las clases usualmente se
organizan en jerarquias a las que por lo general se les aplican mecanismos de herencia, es decir
un concepto de nivel superior generaliza a otro de nivel inferior [98].

= Relaciones: Representan las interacciones entre los conceptos del dominio. Las ontologias por
lo general contienen relaciones binarias; el primer argumento de la relacion se conoce como el
dominio y el segundo como el rango.

= Funciones: Son un tipo concreto de relaciéon donde se identifica un elemento mediante el calculo
de una funcién que considera varios elementos de una ontologia.

= Instancias o individuos: Representan objetos o elementos concretos de un concepto.

» Taxonomia: Conjunto de conceptos organizados jerarquicamente. Las taxonomias definen las
relaciones entre los conceptos pero no los atributos de éstos.

= Axiomas: Se usan para modelar sentencias que son siempre ciertas. Los axiomas permiten,
junto con la herencia de conceptos, inferir conocimiento que no esté indicado explicitamente en
la taxonomia de conceptos. Los axiomas definidos en una ontologia pueden ser estructurales o
no estructurales: un axioma estructural establece condiciones relacionadas con la jerarquia de la
ontologia, conceptos y atributos definidos; un axioma no estructural establece relaciones entre
atributos de un concepto y son especificos de un dominio. Los axiomas se utilizan también para
verificar la consistencia de la ontologia.

= Propiedades (Slots): Son las caracteristicas o atributos que describen a los conceptos. Las es-
pecificaciones, rangos y restricciones sobre los valores de las propiedades se denominan facets.
Para un concepto dado, las propiedades y las restricciones sobre éstos son heredadas por las
subclases y las instancias de la clase.

Herramientas y APIs de programacion de ontologias

Protégé Protégé es un software libre de codigo abierto implementado en Java, desarrollado en la
Universidad de Stanford, que permite la construccion de ontologias de dominio. Es capaz de operar
como una plataforma para acceder a otros sistemas basados en conocimiento o aplicaciones integra-
das, o como una libreria que puede ser usada por otras aplicaciones para acceder y visualizar bases
de conocimiento. La herramienta ofrece una interfaz grifica que permite al desarrollador de onto-
logias enfocarse en la modelacion conceptual sin que requiera de conocimientos de la sintaxis de los
lenguajes de salida. Protégé ha sido utilizado como el ambiente de desarrollo primario para muchas
ontologias, y se ha convertido en la herramienta més utilizada en el mundo para trabajar con OWL
[99].
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OWL API OWL API [100] es una interfaz Java y la implementacion para el Lenguaje de Onto-
logias Web del W3C (OWL. OWL API también ofrece enlaces especificos para razonadores OWL
DL: Fact++ y Pellet. Incluye los siguientes componentes:

» Parser RDF/XML parser

Parser OWL /XML

Analizador de sintaxis funcional OWL

Soporte para la integracion con los razonadores como Pellet y FACT++.

Jena Ver apartado Jena, en la seccién “Razonadores de Programacién Légica”.

Formalismos y razonamiento con ontologias

Para que los programas software sean capaces de realizar procesos de inferencia sobre la infor-
macién almacenada en las ontologias, éstas deben de fundamentarse en algin formalismo légico. La
utilizacion de estos formalismos 16gicos, ofrecen la posibilidad de realizar procesos de razonamiento
e inferencia que conducen a la adquisicién de nuevo conocimiento a partir del ya existente. Asi, se
puede decir que una lI6gica define un lenguaje formal para expresar conocimiento acerca de algin do-
minio y las proposiciones a ser derivadas de este conocimiento, es decir, fija el conjunto de primitivas
que pueden emplearse para modelar el contexto, esto es, la sintaxis, y establece la semantica formal
de cada proposicién en el lenguaje correspondiente (valor de verdad de cada sentencia respecto a cada
mundo posible) y estd equipada con un “cdlculo”, es decir, un procedimiento formal (computable)
para derivar nuevos hechos (descritos en el lenguaje correspondiente) a partir de un conjunto de pro-
posiciones dado en el lenguaje. Los tres formalismos 16gicos mds relevantes son: 16gica de primer
orden, 16gica descriptiva y programacion l6gica [101].

Las tareas de razonamiento tienen como objetivo la explotacidn significativa de las bases de cono-
cimiento a través de la validacién o la deduccién de nuevos conocimientos [102]. Entre estos motores
o razonadores se tienen:

Pellet Es un razonador open source para OWL-DL completo con muy buen rendimiento [103], y
se encuentra construido en Java. Pellet soporta toda la expresividad de la l6gica descriptiva, imple-
menta estrategias de T-Box, soporte nominal (clases definidas por extension), absorcion, ramificacién
semadntica. Su razonamiento individual, de tipos de datos (DataType), y la optimizacién de las respues-
tas a las consultas de A-Box, hacen que sea adecuado para aplicaciones web seménticas. Pellet soporta
la gama estandar de las consultas derivativas y varios servicios de gestion de razonamiento a través de
su propia API, mediante el suministro de enlaces y el apoyo de toolkits comunes (por ejemplo, Jena
[104], WonderWeb de OWL API [105] y DIG [106]). También se ha ido mds alla tanto en el conjunto
estandar de servicios de inferencia (consistencia, satisfacibilidad, clasificacién, y la realizacién) y las
recomendaciones sugeridas por la W3C (la coherencia, la vinculacidn, y respuesta a consultas con-
juntivas) para introducir varios servicios estdndar, que se cree que son casi indispensables para el uso
préctico.

El sistema proporciona una fina capa de acceso a través de la interfaz de programacion de servicio
(SPI), que ofrece funciones convenientes para acceder a los servicios de razonamiento [103]. Este
razonador implementa las mejores técnicas de optimizacion, lo que hace que su desempeio sea bueno,

24



2.1. Contexto general

en especial cuando debe evaluar ontologias con mayor complejidad y expresividad; sin embargo no es
tan eficiente como RacerPro o FACT ++ en clasificaciones [103].

Fact++ Esunrazonador DL que soporta la 16gica SHOIQ(D) y ha sido desarrollado bajo el proyecto
europeo “WonderWeb”’[107] [108]. Estd implementado en C++ y corresponde a una nueva version del
razonador DL FaCT, que fue originalmente implementado en Lisp [35]. FaCT++ es un buen razonador
para la T- Box de una ontologia. Sin embargo, hay dos desventajas importantes de FaCT++, por un
lado, no tiene soporte para otros tipos de dato que no sean string o integer, como si ocurre, por ejemplo,
con Pellet, y por otro lado, tampoco tiene soporte para el razonamiento con la A-Box de la ontologia.
Entre las ventajas que ofrece FaCT++ se tienen: posee licencia GPL, que todavia tiene mantenimiento
y sigue en desarrollo (actualmente se esta investigando como aumentar la capacidad de razonamiento
del motor de inferencia y tiene soporte de OWL2) [108] y trabaja de forma eficiente con la T-Box de
ontologias de tamafo grande y mediano.

Racer Pro Por sus siglas, Renamed Abox and Concept Expression Reasoner (RACER) es un ra-
zonador DL para la légica descriptiva SHI, desarrollado en LIPS. Inicialmente fue creado por la
Universidad de Hamburgo, pero luego se convirtidé en software propietario y su nombre comercial
es RacerPro [109] [110]. Soporta OWL DL excepto para los nominales (clases definidas por una enu-
meracion de sus miembros, que implementa como definiciones parciales) y para tipos de datos no
estdndar; maneja largas A-Boxes en combinacién con largas y expresivas T-Boxes y provee servicios
de inferencia sofisticados [98] [103].

Programacion Légica

En ésta, se trabaja de una forma descriptiva, estableciendo relaciones entre entidades e indicando
no el cémo se deben de hacer las cosas, sino el qué hacer. La programacion l6gica se basa en un sub-
conjunto de LPO denominada “Légica de Horn”’[111]. Sin embargo, la seméntica de la programacién
16gica es diferente de la LPO. En este caso, la seméntica estd basada en los modelos minimos de Her-
brand. Por analogia con la formulacién implicativa y deductiva, la notacién utilizada para este tipo de
clausulas es una lista de literales negados como antecedente y el literal afirmado como consecuente
separados por el signo de implicacién: A(z), D(z), E(xz)yF (z,y). De esta forma, un programa 16gico
consiste en reglas de la forma “si A entonces B”.

El uso de motores de reglas, conocido también como motores de inferencia, es un paradigma ge-
neral basado en datos, y por tanto, es declarativo para deducir nuevas conclusiones a partir de un
conjunto de datos y reglas de inferencia. Una regla de inferencia generalmente se expresa a través
de una clausula “Ifz una cldusula “Then”. Hay dos grandes tipos de sistemas basados en reglas: los
sistemas de encadenamiento hacia adelante y los de encadenamiento hacia atrds. El encadenamiento
hacia adelante empieza con los primeros hechos y sigue utilizando las reglas para sacar nuevas con-
clusiones, dados los hechos. En un sistema de encadenamiento hacia atrds, se comienza con algunas
hipétesis (o0 metas) que se estan tratando de probar, y sigue buscando reglas que le permiten concluir
la hipétesis y establece nuevos sub-objetivos [112].

Lenguajes de reglas La definicion de reglas juega un papel importante en los procesos de inferen-
cia de ontologias: de la buena definicién de las reglas depende el éxito para la generacién de nuevo
conocimiento [90]. A través de las reglas se expresa el comportamiento de las instancias dentro de un
dominio. Se detalla a continuacién algunos de los lenguajes de reglas:
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SWRL SWRL, por sus siglas en inglés Semantic Web Rule Language, se basa en la combinacién
de OWL DL- OWL Lite, OWL DL y RuleML [91]. Para extender el OWL utiliza las reglas Horn-Like
(de tipo si.. entonces.. sino...) expresadas en términos de OWL (clase, literales, instancias, propiedades,
etc.). Un editor de este lenguaje es Protegé [113] [114]. SWRL ofrece una sintaxis abstracta que
incluye axiomas y hechos, por esto, las reglas son parejas formadas por un antecedente (cuerpo) y
un consecuente (encabezado). Cada consecuente puede estar formado por cero o mas atomos, y €stos
pueden ser instancias, literales, variables de instancias o variables de datos [115].

DL Safe Rules Puede considerarse como un subconjunto de SWRL (Semantic Web Rule Lan-
guage), en la que las variables pueden solo asumir valores concretos. Surgieron como una extension
de OWL DL, con el objetivo de asegurar que un razonador no llegue a un estado de no decision [116].
Las reglas DL Safe utilizan reglas Horn con predicados binarios y unarios [117]. Estas reglas tienen
una expresividad limitada; por ejemplo, no permiten la negacién o disyuncién en el cuerpo de la regla
[96]. Son soportadas por el razonador KAON?2.

RuleML Por sus siglas en inglés Rule Markup Language, es un lenguaje para representar reglas
de negocio en la web y fue definido por Rule Markup Initiative. Cubre un amplio rango de reglas
que incluye reglas de derivacidn, reglas de transformacién y reglas de reacciéon [118]. La idea de
RuleML es permitir realizar tareas de deduccién e inferencia sobre la web, mapeos entre ontologias
y comportamientos dindmicos como servicios y agentes. La sintaxis de RuleML estd basada en las
definiciones de XML esquema y su nuicleo o kernel es Datalog, que constituye un sublenguaje de la
16gica de Horn.

Razonadores de Programacion Logica

A continuacidn, se presenta una el razonador mas habitual para la programacién légica.

Jena Es un framework de Java open source para construir aplicaciones de web semdntica sobre
modelos RDF [119]. Jena proporciona a los desarrolladores un API para leer y escribir en formatos
XML/RDF, N3 y N-Triples (formatos para grafos abreviados) [120]. Adicionalmente, permite el trata-
miento del lenguaje OWL, al utilizar el modelo semantico de RDF, y proporciona conexién de forma
externa a través del interfaz DIG hacia razonadores DL, como Pellet o FaCT++ [107]. Jena posee la
capacidad para conectarse con motores de inferencia externos tipo Plug-in a través de una interface
DIG; sin embargo, tiene su propio subsistema de inferencia que consiste en un motor hibrido con enca-
denamiento hacia-adelante y hacia-atras utilizando el algoritmo RETE (algoritmo de reconocimiento
de Patrones). Los razonadores que ofrece son [107]:

= Razonador transitivo, que implementa propiedades transitivas y simétricas de rdfs: subPropert-
yOf and rdfs: subClassOf [121].

= Razonador para RDF(S)
» Razonador para OWL

= Razonador para DAML (Darpa Agent Markage Language) [122]. Motor de reglas multipropdsi-
to, que puede ser utilizado para el procesamiento de RDF, deduccién de nuevo conocimiento y
la transformacién de grafos RDF.+
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2.2. Trabajos Relacionados

Esta seccién presenta un andlisis de los trabajos relacionados mds sobresalientes en el drea de ac-
cidén del presente proyecto, resaltando que hasta el momento, no se ha encontrado trabajos que tengan
una aproximacion igual a la presentada en este documento. Por lo anterior, a continuacién se expondra
el estado actual de la investigacion en guias de turismo moviles sensibles al contexto, Sistemas de Re-
comendaciones para el entorno turistico movil, alternativas de obtencion de informacién contextual
basada en ubicacién de los usuarios méviles y sistemas de recomendaciones basados en conocimiento
ya que son las dreas mds cercanas al dominio de la presente investigacion.

2.2.1. Guias de turismo moviles sensibles al contexto

La Computacién Ubicua ofrece nuevas oportunidades y desafios en términos de servicios perso-
nalizados y sensibles al tiempo, la ubicacién y el dispositivo, que se pueden lograr mediante el uso
de la personalizacién, es decir, la adaptacién de una aplicacion hacia el contexto actual. Las raices
de la personalizacién son multiples y se pueden encontrar en las interfaces de usuario que pueden ser
adaptativas o incluso inteligentes y de asesoramiento, en el filtrado de la informacién y sistemas de
recomendacidn, en hipertexto e hipermedia adaptativos y la informética mévil. Uno de los dominios
de aplicaciones especialmente adaptadas para proporcionar acceso ubicuo sobre la base de la perso-
nalizacion es el dominio del turismo, permitiendo el acceso con cualquier medio de comunicacién,
en cualquier momento, desde cualquier lugar. Tales aplicaciones de apoyo al turista en movimiento
por medio de los servicios de localizacién son a menudo llamadas Guias de Turismo Méviles, las
cuales proporcionan al turista informacién personalizada sobre puntos de interés (POI) (por ejemplo,
ambiente, atracciones del lugar o la gastronomia), o asistir al turista en la organizacién de un viaje
individual [123].

Una serie de dichas guias de turismo mdviles se han propuesto, ofreciendo una amplia gama de
funcionalidades con respecto a la sensibilidad al contexto y la adaptacién, descritas a continuacion, las
cuales son relevantes para la presente investigacion, debido a la importancia del uso de informacion
contextual en el sistema de recomendaciones:

COMPASS [124] la abreviatura de Context-Aware Mobile Personal Assitant - ofrece a los turistas
recomendaciones y servicios sensibles al contexto, especificamente informacion de restaurantes. El
Contexto de Ubicacion es considerado como el principal criterio para seleccionar los servicios perti-
nentes en el entorno cercano del usuario, mientras que el Contexto del usuario comprende un perfil
suministrado de forma manual indicando los intereses del usuario que es actualizado por el sistema en
forma automatica basado en la retroalimentacion de los usuarios para un POI especifico.

CRUMPET [125] [126] es un proyecto de la UE relativa a la “Creacién de Servicios Méviles
personalizados faciles de usar para el Turismo”, basado en la tecnologia de agentes. El usuario puede
solicitar informacién y recomendaciones sobre los lugares de interés turistico, restaurantes y excur-
siones. CRUMPET considera la ubicacion, el dispositivo, la red y las propiedades de contexto de
usuario. El contexto de ubicacion fisica se presenta en forma de coordenadas del sensor GPS y todas
las propiedades de contexto se adquieren de forma dindmica y automaética.

El sistema GUIDE [127] [128] se deriva del area de los servicios basados en la localizacién. El
objetivo es proporcionar informacién actualizada y sensible al contexto de una ciudad a los turistas a
través de una PDA. Aunque el objetivo del sistema es la prestacion de servicios basados en la localiza-
cién, un modelo de contexto 16gico méds amplio en términos de perfiles es proporcionado, distinguien-
do entre el llamado contexto personal en términos de la informacién sobre el usuario (por ejemplo,
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las preferencias, ubicacion actual y antecedentes de atracciones ya visitadas) y el llamado contexto
ambiental, que comprende informacién sobre lugares de interés (por ejemplo, los vinculos entre las
atracciones cercanas, horarios de apertura y cierre, relevancia para los intereses de los usuarios).

Gulliver Genie [129] [130] es un prototipo que resulta de las dreas de inteligencia artificial y siste-
mas de agentes que se centra en la entrega de contenidos inteligentes teniendo en cuenta la ubicacion y
las necesidades de los turistas durante su viaje de una manera proactiva. Gulliver considera ubicacién,
en términos de la posicion actual del usuario, la orientacién y el movimiento, asi como el contexto del
usuario y del dispositivo. Un receptor GPS proporciona la ubicacién actual del usuario y una brdjula
electrénica proporciona la orientacidn del usuario de forma automaética. Esta informacién de contex-
to es supervisada dindmicamente por un agente, y otro agente gestiona el contexto del usuario que
comprende los datos demograficos como la edad, el género, el idioma y la nacionalidad, junto con un
perfil de interés que contiene preferencias acerca de la literatura, el arte, entre otros.

Entre otros prototipos de Guias turisticas méviles basadas en contexto se encuentran: LoL@ [131]
- la abreviatura de Local Location assistant la cual es una aplicacién mévil basada en la ubicacién con
GPRS/UMTS, proporcionando a los turistas informacion turistica multimedia sobre la ciudad de Vie-
na. MobiDENK [132] - siglas en alemdn para los monumentos méviles - soporta tanto la navegacién
e informacion actualizada sobre los POIs. El prototipo m-ToGuide [133] se ha desarrollado dentro del
Proyecto Europeo IST promoviendo el uso de las redes celulares 2.5/3G con servicios basados en la
localizacién y PinPoint [134] es un marco para el desarrollo de aplicaciones web sensibles al contexto
basado en una arquitectura externa y se ha implementado una guia turistica para méviles basada en la
Web utilizando dicho framework.

En efecto, los anteriores trabajos relacionados orientan claramente sobre la informacién de con-
texto que es empleada en un sistema turistico, convergiendo todos en que la ubicacién es una de las
variables fundamentales para dichos sistemas. Sin embargo, es de resaltar que aunque emplean como
enfoque de personalizacién: sistemas basados en agentes, sistemas basados en ubicacién, servicios
moviles personalizados, entre otros, no emplean Sistemas de Recomendaciones para guiar al turista.

2.2.2. Sistemas de Recomendaciones para el entorno turistico mévil

Las tecnologias de recomendacién (SR) han sido ampliamente investigadas durante los dltimos
afios, las cuales emplean un amplio rango de técnicas estadisticas, Aprendizaje Automético y recu-
peracion de informacion [135]. En un contexto general algunas investigaciones condensan algunos
conceptos, técnicas y algoritmos relevantes [41] en el campo de sistemas de recomendaciones, de
igual manera, algunas plataformas como Mahout de Apache [136] o Lenskit [137] han surgido como
soporte en la construccién de SR tanto a nivel comercial como académico. Los sistemas de reco-
mendaciones son usualmente clasificados en las siguientes categorias basado en cdmo son hechas
las recomendaciones: basadas en contenido, en las que se le recomienda al usuario items similares a
otros que ha preferido en el pasado; colaborativas, se le recomiendan items que personas con gustos
y preferencias similares han elegido en el pasado, y enfoques hibridos en los que combinan métodos
colaborativos, basados en contenido, entre otros [135].

En el ambito turistico, varios trabajos han abordado temadticas orientadas hacia el disefio concep-
tual de Sistemas de Recomendaciones Turisticos, que van desde metodologias para el desarrollo de
sistemas de recomendaciones turisticos [13], enfoques sistemdticos de revision del estado del arte de
los TSR [138], y técnicas de modelamiento de contexto en RS, junto con las direcciones de investiga-
cion futuras [124].

En cuanto a los algoritmos empleados en sistemas de recomendaciones turisticos, algunos trabajos
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incorporan correlaciones entre ubicaciones en la técnica de Filtrado Colaborativo basado en su histo-
ria de ubicaciones y en la de otros obtenida con GPS como se presenta en [139], asi mismo en [140]
se propone un método para la generacion de itinerarios turisticos en los sistemas de recomendacién
basados en algoritmos de conocimiento, en [141] se plantea una plataforma de sistema de recomen-
dacién con un enfoque hibrido, combinando Filtrado Colaborativo y filtrado basado en contenido en
funcién de la ubicacién y tiempo para visitar el destino, en [142] se presenta un enfoque multidimen-
sional (MD) para los sistemas de recomendacién y su aplicacion en un filtro colaborativo estdndar
u otras técnicas de recomendacién, en [143] se presenta un enfoque Unico de filtrado que combina
informacion demografica disponible en los datasets de los sistemas de recomendacién y se proponen
dos algoritmos hibridos resultantes de mejorar demograficamente el Filtrado Colaborativo basado en
Items y basado en Usuarios. Finalmente [45] presenta un enfoque que aprende perfiles de usuario
basdndose en un marco comtn que emplea diferentes tipos de informacién y una combinacién de un
filtro demogréfico, un filtro basado en contenido y un filtro colaborativo.

Por dltimo, aunque las anteriores investigaciones dan luces acerca de los algoritmos de recomen-
dacién a emplear en sistemas turisticos, no han sido empleados algoritmos en los que se prioricen las
recomendaciones de acuerdo a patrones de consumo turistico, las que finalmente si el usuario decide
seguir, se convertird en una motivacion o incentivo para el consumo en el destino.

2.2.3. Alternativas de obtencion de informacion contextual basada en ubicacion de los
usuarios moviles

La ubicacion es una parte esencial de la informacién contextual, que ha resultado ser til en mu-
chas aplicaciones, particularmente las de determinacién de la posicién, navegacion, rutas, seguimiento,
logistica y control de dispositivos de computacién ubicua. De hecho, una serie de servicios basados
en la localizacién han sido investigados hasta ahora, pero la mayoria de los servicios existentes in-
herentemente dependen de determinados sistemas de deteccidn, tales como GPSs y etiquetas RFID
[144].

En este sentido, normalmente, la ubicacién de un usuario es detectada y luego se realizan suposi-
ciones sobre el contexto mds generales con base a dicha posicion, y en esta linea varios enfoques se
han empleado para determinar la ubicacién del usuario, la tecnologia GPS es una solucién comtn en
ambientes abiertos y al aire libre (outdoor). Sin embargo, se ha demostrado que una sefial GPS esta
disponible sélo el 4,5 por ciento del tiempo durante el dia de un usuario tipico [145]. Esto sugiere
que el promedio de los usuarios pasan mucho de su tiempo en el interior, donde el servicio de GPS
estd normalmente restringido. El sistema de posicionamiento Wi-Fi es una alternativa eficaz al GPS
para interiores [146] [147], aunque este método proporciona un grado razonable de precision, el mapa
de radio debe ser construido fuera de linea a un costo adicional para obtener informacién sobre la
ubicacidén exacta.

En este sentido, una aproximacién denominada LifeMap [148] ha sido desarrollada, la cual es un
proveedor de contexto basado en smartphones que funciona en tiempo real, el acelerometro, la brijula
digital, Wi-Fi y GPS para realizar un seguimiento y autométicamente identificar puntos de interés con
precision a nivel interior (indoor). En [21] se presenta otra aproximacién que desarrolla y despliega
una guia sensible al contexto para la ciudad de Lancaster, Reino Unido, que ofrece viajes a la medida
para los visitantes, adaptando su comportamiento a los cambios en la ubicaciéon de un usuario, en
funcién de los intereses del visitante, la ubicacion, el tiempo disponible, las limitaciones financieras,
limitaciones de movilidad, y las condiciones climéticas locales, adoptando un enfoque centrado en la
red inaldmbrica 802.11.
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Igualmente [22] propone UbiCicero, una guia de museo multi-dispositivo sensible a la ubicacién
equipada con un lector RFID capaz de explotar de manera oportunista pantallas grandes cuando los
usuarios se encuentran cerca. Al tomar en cuenta la informacién dependiente del contexto, incluyendo
la posicion actual del usuario y de la historia de comportamiento, asi como el tipo de dispositivo
disponible, se proporciona informacién mds personalizada y relevante para el usuario, lo que permite
una experiencia global més rica.

Sin embargo, una alternativa a las tecnologias de obtencidon de informacion contextual a partir
de la deteccién de la ubicacién, es NFC, la cual permite una interaccién natural del usuario con su
entorno y aunque es emergente, ya se han realizado algunas investigaciones en este &mbito, tal como
se muestra en [149], que identifica como los sistemas basados en NFC podrian utilizarse para mejorar
los flujos de trabajo de soluciones mdviles y la facilidad de uso, los resultados de este estudio se
basan en la ejecucién de seis casos piloto en 2005-2007, y concluye que el uso de NFC ofrece tanto
ventajas como desventajas y, por lo tanto, para estimar el potencial de la NFC, sus pros y sus contras
tienen que ser sopesados para cada caso en cuestion, en [150] se desarrollan técnicas de deteccion de
proximidad seguras basadas en la informacién recogida por los sensores ambientales disponibles en
los teléfonos moéviles NFC, tales como datos de audio y luz y [151] muestra un proyecto denominado
“Ciudad NFC”, en el cual la tecnologia NFC se utiliza para demostrar los servicios instantdneos. NFC
hace posible conectar dispositivos electrénicos e iniciar servicios con sélo tocar una etiqueta (o un
dispositivo) con un teléfono. En el proyecto de la Ciudad NFC, éste se utiliza en varias aplicaciones
experimentales. Una aplicacidn presentador usa esto para crear una presentacién (en un proyector o
pantalla) sin tener que conectar cables o transferir archivos de forma manual utilizando memorias USB
o similar. Una aplicacién de chat establece una charla sencilla habilitando el contacto de dos teléfonos
moviles NFC. Una aplicacion de fiesta transfiere imagenes y modifica la lista de reproduccién de
musica, tocando una etiqueta NFC con el teléfono. Una aplicacion de guia proporciona informacion y
sugieren sitios turisticos de la misma manera.

Especificamente en el 4mbito turistico en [152] se propone una solucién orientada a ayudar al
usuario a encontrar la ubicacién de los puntos de interés dentro de la ciudad y desplazarse a través
de ellos, el uso de los teléfonos moviles con la tecnologia de comunicacion de campo cercano (NFC)
incorporada y Smart Posters diseminadas a lo largo de la ciudad.

En sintesis, la mayoria de investigaciones se han orientado hacia prototipos que ofrecen servicios
de enrutamiento basado en la ubicacion geografica de los usuarios méviles, obtenida tipicamente de
receptores GPS, o técnicas de seguimiento de ubicacién alternativas (Wi-Fi, celular-id, RFID, etc.)
[148] [21] [22] y no se han explorado alternativas de interaccién de contexto por medio de la tecnologia
NFC para alimentar un sistema de recomendaciones turistico mévil.

2.2.4. Aproximaciones de recomendacion basadas en conocimiento y sensibles al con-
texto

Los sistemas de recomendacién brindan asesoramiento a los usuarios acerca de los items que
desearan comprar o examinar. Las recomendaciones formuladas por estos sistemas pueden ayudar a
los usuarios a navegar a través de grandes espacios de informacion de descripciones de los productos,
articulos de noticias u otros items. El tipo més conocido de sistemas de recomendaciones es el tipo
de filtrado colaborativo. Estos sistemas agregan datos sobre los hdbitos o preferencias de compra de
los clientes, y realizan recomendaciones a otros usuarios en funcion de la similitud de los patrones
de compra en general. Sin embargo, un tipo de sistema de recomendacién que utiliza el conocimiento
acerca de los usuarios y de los iftems para aplicar un enfoque basado en conocimiento para la genera-
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cién de una recomendacion, razonando acerca de lo que los items que cumplen con los requisitos del
usuario.

Un sistema de recomendacion basada en el conocimiento evita algunos inconvenientes: no tiene
un problema de aceleracion ya que sus recomendaciones no dependen de una base de valoraciones
de los usuarios, no tiene para recopilar informacion acerca de un usuario en particular porque sus
juicios son independientes de los gustos individuales. Estas caracteristicas hacen que los recomenda-
dores basados en conocimiento no sélo son sistemas valiosos por si mismos, sino también altamente
complementarios a otros tipos de sistemas de recomendacion.

Es necesario una ingenieria de conocimiento para la construccién de un sistema de recomenda-
cion basada en el conocimiento. Este es el “precio de la entradainevitable de un enfoque basado en
conocimiento, un precio que no se incurre por el método de conocimiento débil, como el filtrado de
colaboracién o de aprendizaje automatico. Sin embargo, estos métodos débiles sufren el problema de
aceleracion se menciond anteriormente.

A diferencia de otros sistemas de recomendacion, estos sistemas no dependen de grandes masas de
datos estadisticos sobre determinados items calificados o usuarios particulares. Ademads, los sistemas
de recomendacién basados en conocimiento ayudan a los usuarios a explorar y con ello a entender
un espacio de informacién. Los usuarios son una parte integral del proceso de descubrimiento del
conocimiento, elaborando sus necesidades de informacion en el curso de la interaccidn con el sistema.
Una necesidad es suficiente conocimiento general sobre el conjunto de items y sélo un conocimiento
informal de las necesidades de uno; el sistema sabe acerca de las ventajas y desventajas, los limites y
las estrategias ttiles de busqueda en el dominio, es por esto que los sistemas de recomendacién basados
en conocimiento son fuertemente complementarios a otros tipos de sistemas de recomendacién [58].

Por su parte, un enfoque de recomendacién novedoso como una alternativa para seleccionar el
mejor conjunto de recursos y evitar la sobrecarga cognitiva es presentado en [153], el cual estd basado
en conocimiento que toma el contexto en consideracién para ayudar en la seleccion de los mejores
recursos de acuerdo a la situacién actual del usuario.

De manera similar, en [154] se propone un sistema para llevar a cabo recomendaciones adaptativas
sensibles a la situacién de informacion para ayudar a los usuarios de teléfonos méviles en un entorno
de campus. Su principal aporte es un modelo para describir cualquier contexto de usuario y de la situa-
cién o de los recursos, una arquitectura del sistema, sus componentes y las tecnologias subyacentes.
Esta arquitectura y el modelo propuesto se utilizan para realizar recomendaciones que se adaptan al
interés de usuario, localizacién, hora y agenda.

Adicionalmente, en [155] se desarrolla un método hibrido de sistemas de recomendacion sensible
al contexto, basado en ontologias en el entorno de una Infraestructura de Datos Espaciales para usua-
rios moviles. El componente recomendador del sistema implementa filtros espaciales, semanticos y
de colaboracion.

Ahora bien, en [156] se presenta un sistema de recomendacion inteligente para los turistas intere-
sados en experiencias relacionadas con el sector del vino. El sistema de recomendacidn y la ontologia
de dominio permite la clasificacién de los items, considerando que cada item es una instancia de una (o
varias) de las clases de nivel mas bajo de la ontologia y emplea el dominio ontolégico para representar
las preferencias de los usuarios.

Seguidamente, en [157] se presenta una plataforma de recomendacion hibrido que proporciona
informacién acerca de los recursos turisticos en funcién del perfil de usuario, ubicacién, horario y
la cantidad de tiempo para visitar puntos de interés aislados o combinados en una ruta. El sistema de
recomendacién mediante técnicas hibridas combinan el filtrado colaborativo con la recomendacién ba-
sada en el contenido, y que permite el razonamiento sobre las folcsonomias. Estas técnicas se adaptan
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a las necesidades de servicios méviles en el ambito turistico.

De manera similar, en [158] se presenta un enfoque de un sistema turistico inteligente ubicuo de
informacién basado en ontologias que propone una ontologia de dominio turistico que consta de los
conceptos de contenidos turisticos y lugares, y un recorrido por la ontologia de aplicacién para varios
servicios turisticos inteligentes.

Asi mismo, en [159] se presenta un enfoque basado en ontologias para encontrar recomendacio-
nes razonables para los sitios (Puntos de interés) como restaurantes, hoteles y lugares turisticos. Se
extiende una ontologia OWL existente con el fin de mantener las relaciones seméanticas entre diferen-
tes tipos de sitios. La ontologia se utiliza para hacer recomendaciones sobre una aplicacion de realidad
aumentada para méviles basado en las entradas del usuario en su dispositivo.

En igual sentido, en [160] se propone un enfoque basado en ontologias para la semantica de reco-
mendacién de contenidos hacia el e-learning sensible al contexto. El recomendador toma conocimiento
sobre el alumno (contexto de usuario), el conocimiento sobre el contenido, y el conocimiento sobre
el dominio que se aprendié en consideracion. La ontologia se utiliza para modelar y representar estos
tipos de conocimiento. La recomendacién consiste en cuatro pasos: célculo relevancia semantica, el
refinamiento de la recomendacidn, la generacién del camino de aprendizaje, y la recomendacién de
aumento.

Finalmente, en [161] se propone el sistema de recomendacidn es el sistema predice la preferencia
del usuario para sugerir articulos por el uso de la técnica de la informacién del sistema de filtrado.
Este sistema de gestion de reglas para la recomendacion basada en ontologias implementa el sistema
de recomendacién que combina la gestién de reglas con el fin de mejorar la coherencia funcional del
sistema.

En resumen, los enfoques de sistemas de recomendaciones basados en conocimiento emplean on-
tologias para realizar el proceso de recomendacion, y sirven como base para el planteamiento del siste-
ma de la presente propuesta, sin embargo, hasta la presente, no se tiene conocimiento sobre propuestas
que lleven estas aproximaciones al dominio de recomendaciones en entornos turisticos méviles usando
NFC para incentivar el consumo turistico; lo cual justifica la pertinencia de la presente propuesta.
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Diseno del Modelo Contextual

Los capitulos 3, 4y 5 presentan la Propuesta que busca habilitar y maximizar posibles movi-
mientos a realizar por parte de un turista optimizando su tiempo dentro de un destino turistico, lo cual
permite incentivar o motivar el consumo turistico del mismo, por medio de un sistema de recomenda-
ciones.

En este sentido, para el disefio del presente sistema se han tomado las Directrices de disefio para un
sistema de recomendacion presentada en el trabajo [162], dentro del cual se resalta que la construccién
de un recomendador presenta dos principales desafios: 1) Decisiones de disefio del sistema a construir
y 2) encontrar la mejor manera de representar los datos para que puedan ser eficientemente usados por
el recomendador y proporcionar una mayor precision que un sistema de recomendaciones simple.

El disefno de un sistema de recomendacion significa tomar decisiones que se pueden clasificar en
los siguientes dominios:

= Algoritmos: qué métodos de recomendacion utilizar?
= Arquitectura: como se implementard el sistema, tendrd que ser centralizada o distribuida?
» Perfil de usuario: ;jcudl es el modelo de usuario? ;Es necesaria la adaptacién de perfil?

Estas opciones se ven limitadas en gran parte por el entorno del recomendador. El entorno del re-
comendador se puede estudiar a través de tres dimensiones: Usuarios: qué son los usuarios, cudles son
sus objetivos? Datos: jcudles son las caracteristicas de los datos en que se basan las recomendaciones?
Aplicacioén: ;cudl es la aplicacion general del recomendador en el sistema?

Las dos primeras dimensiones se abordaran en el presente capitulo y en el capitulo 4 se aborda el
disefio del motor de recomendaciones.

3.1. Diseno

Las aplicaciones context-awareness apoyan de manera inteligente las tareas del usuario, actuando
auténomamente en nombre de los usuarios. El comportamiento de las aplicaciones context-awareness
no solo depende de sus estados internos e interacciones con el usuario, sino también del contexto de-
tectado durante su ejecucion. Para esto es necesario definir un modelo de la informacién de contexto,
el cual generalmente varia segin el tipo de informacién que puede representar. Aunque algunos mo-
delos tienen en cuenta el estado actual de un usuario, por ejemplo, “en una reunién”, otros modelos
tienen en cuenta el medio ambiente fisico, por ejemplo, su ubicacion. Para ello, se necesita modelar el
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contexto que permita capturar diversas caracteristicas de la informacién contextual, incluyendo la va-
riedad de tipos, dependencias, la calidad, e historias. Ademas, se requieren métodos de procesamiento
y gestion para apoyar el descubrimiento y la reutilizacién de la informacion contextual.

El objetivo de esta seccidn es conceptualizar un modelo de contexto que pueda ser utilizado por el
sistema propuesto.

3.1.1. Modelado de datos en el contexto

Para modelar la informacién contextual, deben entenderse tanto la definicién y el método para
procesar datos de contexto. En esta seccidn, se define el contexto y su conocimiento y se discute cémo
agregar datos del mismo para que puedan ser utilizados por el sistema.

Definicion de Contexto

Para crear aplicaciones sensibles al contexto, se debe primero entender el significado de contex-
to desde el punto de vista de un entorno turistico mévil. En este sentido, se exploran las variables
o dimensiones contextuales disponibles en dicho entorno. El uso del término contexto, o context-
awareness, por lo general se refiere a un tipo general de sistemas que pueden detectar un entorno fisico
en continuo cambio y proporcionar servicios de interés para el usuario basada en élste [163]. Usando
esta definicién bésica, varios autores [164] [165] [166] [167] se han centrado en diferentes aspectos
del context-awareness, tales como su naturaleza, cémo modelar datos contextuales y las interacciones
entre los usuarios y el mismo.

= Definicion de contexto. El contexto es cualquier informacién pertinente que se puede utilizar
para caracterizar una entidad en la interaccién con un usuario en un punto dado en el tiempo. En
este mundo centrado en el usuario, una entidad puede ser una persona, dispositivo, aplicacién, o
casi cualquier otra cosa. Este trabajo se centra principalmente en un sistema de recomendaciones
en un entorno turistico moévil.

= Estado de Contexto. Un estado de contexto es la informacion prominente que caracteriza como
se utiliza el sistema de recomendaciones y que puede afectar su funcionalidad. Es la suma de
multiples variables o dimensiones de contexto cuya combinacién tiene diferentes significados
que pueden afectar al sistema. Una variable o dimensién de contexto es una sefial de contexto,
como por ejemplo la ubicacion.

» Adquisicién de Contexto. Para la adquisicidon contexto, se obtiene una instantanea del contexto
del usuario mediante la combinacién de las dimensiones definidas en el modelo de contexto:
ubicacidn, tiempo, perfil, informacién del usuario, entre otros (véase la seccién 3.1.2).

= El uso de Contexto. Se utiliza la informacién de contexto para enriquecer las recomendaciones
generadas por el sistema y aumentar la experiencia del usuario en la misma.

3.1.2. Modelo Contextual

Para conceptualizar el modelo contextual es necesario analizar los datos de contexto existentes y
modelarlos para su uso en el sistema, especificamente existen algunas variables o dimensiones que
se utilizardn en algunos algoritmos de aprendizaje para inferir y predecir perfiles contextuales. El
enfoque del sistema centrado en el turista, hace que se deba considerar la interaccion del mismo con
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un entorno turistico ubicuo basado en la tecnologia NFC. En general, estas interacciones podrian
incluir informacién de ubicacion detectada por medio de NFC, informacion de tiempo, intereses del
usuario, caracteristicas propias de las actividades turisticas a ser recomendadas, entre otros. Es por
esto que para construir el sistema se debe tener un modelo de contexto apropiado para representar,
manipular y acceder a la informacién de contexto.

Existen diferentes enfoques para modelar la informacién de contexto, dos ejemplos comunes son:
el enfoque basado en roles de objetos, que es un método para el disefio y consulta de modelos de con-
texto a nivel conceptual; y el enfoque basado en la ontologias, que utiliza las ontologias, que se definen
como “una especificacion formal y explicita de una conceptualizacion compartida”[168], para descri-
bir los elementos de contexto y sus relaciones. La informacion contextual en este trabajo se modela
utilizando el enfoque basado en ontologias, ya que es muy adecuado para el intercambio de conoci-
miento. Dado que proporciona una especificacion formal de la seméntica de datos de contexto y esto
es especialmente importante en entornos moviles y ubicuos donde diferentes entidades heterogéneas
y distribuidas deben interactuar para el intercambio de informacion de contexto de los usuarios [169].

Con el fin de definir mejores modelos de ontologias es importante considerar la reutilizacién de
ontologias existentes, ya que ayuda a reducir al minimo la introduccién de errores y a mejorar la
reutilizacién del modelo desarrollado. En este sentido, algunas ontologias existentes se emplearon y
se extendieron para completar las especificidades de dominio del presente proyecto.

Principales variables de contexto

En la conceptualizacion del contexto de presente trabajo se analizaron y agruparon los datos de
contexto que comparten el mismo tipo de informacién contextual, combinando las variables o dimen-
siones en tres grupos, que corresponden con la tarea que realiza el turista, la ubicacion y el tiempo en
que se produce la interaccion.

= Cuando: El dia (o semana o fin de semana) y el marco de tiempo (mafiana, tarde, atardecer o
noche) se etiquetan como la fecha y tiempo [38].

= Dénde: ubicacion fisica del turista obtenido a partir de la interaccion con la etiqueta NFC del
sitio que se encuentra visitando.

= Qué: Todas las demads variables o dimensiones que tienen que ver con las tareas que realiza el
sistema de recomendaciones, especificamente lo que debe tener en cuenta para proporcionar las
actividades turisticas a realizar en dicho momento.

Cuando: Fecha y hora: La dimensién de tiempo es generalmente capturada implicitamente y pro-
porciona informacion sobre la hora y la fecha. El grupo de fecha y hora es importante debido a que el
contexto general consiste de muchas descripciones parciales de una situacién que varian con el tiempo.
En el presente proyecto, se va a usar como una variable de contexto, dividiendo un dia en diferentes
periodos de tiempo (es decir ranuras: mafana, tarde, atardecer y noche), en la que por lo general se
diferencian las actividades humanas. De manera andloga para la fecha, se empled el atributo dia de la
semana (Lunes, Martes, Miércoles, Jueves, Viernes, Sdbado, Domingo) que se pueden clasificar en si
es un Dia de la semana (WeekDay) o un Dia de Fin de semana (WeekendDay), tal como se muestra en
las Figuras 3.1y 3.2.
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Morning Afternoon Evening Night Slots

+8 12 4 18 4 23 L
: - ime

Figura 3.1: Particién del dia en zonas horarias.

Week Day Weekend Day Slots

! Monday ITucsda}' ! Wednesday | Thursday T Friday {Saturday | Sunday’ Date

Figura 3.2: Particion de la semana.

Doénde: Ubicacion: La ubicacién del usuario generalmente es detecta a menudo implicitamente a
través de GPS o sensores de localizacién Wi-Fi, o una combinacién de ambos [170]. Esta dimensién
modela la informacién necesaria sobre la posicién geografica del usuario actual, que pueden ser coor-
denadas geométricas o simbdlicas. Las coordenadas geométricas comprenden informacién sobre los
puntos espaciales tales como latitud, longitud y altitud y se modelan mediante la ontologia de Geo
Posicionamiento W3C WGS84. Las coordenadas simbdlicas son identificadores para las ubicaciones
(por ejemplo, ndmero de sala, el nombre del auditorio) y se modelan a través de los conceptos de
Entorno y Tipo de Entorno, que se refieren a la informacion sobre el entorno actual (por ejemplo, el
aula, la biblioteca) y el tipo de este Entorno (por ejemplo, publico, privado), respectivamente. Para el
presente proyecto, la ubicacién del usuario es obtenida por medio de las Smart Tags, que representan
una ubicacién especifica como se muestra en la figura 3.3, en este caso, el punto de interés (o lu-
gar) turistico, y se recuperan las coordenadas fisicas del mismo. Esta dimension mantiene importantes
relaciones con el usuario y las dimensiones de lugares.

Qué: Tareas del sistema de recomendacion: En este item se clasifican las demds dimensiones
relacionadas con las tareas que realiza el sistema de recomendaciones, relacionadas con disponibilidad
de tiempo, intereses, gustos y preferencias del usuario, asi como también el tipo de actividades a
recomendar, el horario de disponibilidad, entre otras.

Modelado de variables o dimensiones de contexto

Como se muestra en la figura 3.4, existen varias variables o dimensiones que deben ser tenidas en
cuenta en el momento de realizar las recomendaciones, principalmente tienen que ver con los gustos
y preferencias del usuario, su disponibilidad y el horario y tipo de actividades a recomendar en dicho
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NFC Tag located geographically on
the Place (latitude, longitude)

Place Name

Figura 3.3: Etiqueta NFC representativa de la ubicacion de un Lugar Turistico.

momento.

El elemento principal del modelo es el usuario, que esta relacionado con las actividades a recomen-
dar, el perfil contextual, su tiempo disponible, sus intereses y con cinco dimensiones de la informacion
de contexto: la ubicacién, el tiempo, la tipologia, el motivo de viaje y el rango de edad. Por otro lado
las actividades a recomendar se realizan en un Sitio o Punto de Interés y cuentan con una disponibili-
dad (horario) y un duracién, cada una de estas dimensiones y algunas de sus relaciones se resumen en
la siguiente figura y se explican mejor a continuacion.

Time Location isLocatedIn. Place

{

isFoundin
hasActivity

isLocatedIn Time |
isPerformedin
hasStartTime

hasFinishTime

Characteristics Time Availability has. Activity

defineA

}

hasUserProfile hasinterests hasTimeDuration

Contextual I Time D .
Profile nterests ime Duration

Figura 3.4: Modelo de variables o dimensiones contextuales.

Range for
Recommendations

'

Estas variables o dimensiones proporcionan varios puntos de vista complementarios en las inter-
acciones del usuario. Por ejemplo, el turista puede tener un motivo de viaje Eventos, haber viajado
de manera individual y tener mds de 50 afios, definir 8 horas como tiempo disponible para realizar la
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visita y definir que esta interesado en turismo relacionado con Arte & Entretenimiento y Colegio &
Educacion. La Tabla 3.1 enumera varias variables de contexto y los valores que pueden tomar.

Variable Contextual Descripcion Valor
E Eventos
TN | Trabajo/Negocios
Motivo Viaje TO | Turismo/Ocio Si o No (1 0 0) Una opcién
VF | Visita a Familiares
O Otros
FA | Familia
Tipologia G Grupo Si o No (1 0 0) Una opcién
1 Individual
ME | Menor de 18
Rango Edad JA ég Z 28 Si o No (1 o0 0) Una opcién
AM | Mayor a 50
D UU | Ubicacién de usuario Coordenadas geograficas
Ubicacion L .. .
UA | Ubicacién de actividad | Coordenadas geograficas
Hora del dia H Hora Hora en formato de 24 horas
Rango definido
Rango R por el usuario Kilémetros
para las
recomendaciones
Disponibilidad
Tiempo disponible | TD | de tiempo Tiempo definido en horas
del usuario
Duracién DA | Duracién de la actividad | Tiempo definido en horas
AE | Arte y Entretenimiento SioNo(100)
CE | Colegio y Educacion SioNo (100)
Intereses VN | Vida Nocturna S% oNo(100)
AL | Aire libre SioNo(100)
T Tiendas SioNo(100)
(0] Otros SioNo (100)

Tabla 3.1: Valores que pueden tomar las Variables contextuales.
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A continuacién se explican en detalle cada una de las variables o dimensiones contextuales:

= Dimension de caracteristicas: esta dimension hace referencia a la informacién personal del usua-
rio que se emplea para la prediccion del perfil contextual. Para el caso del presente trabajo, como
estd enmarcado dentro de los datos obtenidos del proyecto de Trazabilidad Turistica del Depar-
tamento del Cauca, dentro de los pardmetros que caracterizaban a un usuario estaban: tipologia,
motivo de viaje, nacionalidad, pais, ciudad, dias de visita, posible gasto, rango de edad, género
y transporte, de los cuales fueron elegidos 3: tipologia, motivo de viaje y rango de edad como
variables contextuales a emplear para predecir el Perfil del Usuario. Esta dimension se explicara
con mayor detalle en la secciéon 3.1.2.

= Dimension de Perfil contextual: Ver en detalle la seccion 3.1.2.
= Dimension de Intereses: Ver en detalle la seccién 3.1.2.

= Dimensién de Actividades: Hace referencia a las actividades turisticas a recomendar en el siste-
ma, dentro del dominio turistico y para el modelo de Datos, los diferentes tipos de actividades
a realizar en los sitios para realizar las recomendaciones, se empleé la ontologia denominada
ETP-Tourism [171], de las cuales fueron escogidos los siguientes:

Type of Activity | Subtype
BoatExcursion
DesertExcursion
Adventurer Fishing
Hiking
ScudaDiving
Dancing
Shopping
Sightseeing
Sunbathing
Byking

Golf

Sport Jogging
Swimming
Waterskiing
Craftsmanship
Training LanguageCourses
MusicLessons
Massage
Wellbeing TaiChi

Yoga

Recreation

Tabla 3.2: Tipos de Actividades
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Se agregaron los siguientes tipos adicionales: Art, Culture, Education y Religion.

= Dimensién de Sitios o Puntos de Interés: La dimensién de Lugares hace referencia a los Puntos
de Interés turisticos que el turista puede visitar y se encuentran geograficamente referenciados
y etiquetados con las Smart Tags, las cuales poseen la informacién de ubicacién que permite
situar al usuario.

= Dimensién de Tiempo Disponible: Se refiere al rango de tiempo con el que cuenta el usuario para
realizar la visita en la ciudad y el horario en que se encuentra abierto el Sitio o Establecimiento
turistico para el cual estd disponible su visita.

= Dimensién de Duracién: Estd directamente relacionada con el tiempo que gastaria el usuario
en realizar una actividad, especificamente se usa para maximizar el tiempo durante la visita del
turista en la ciudad.

= Dimensién de Rango para las recomendaciones: es el radio en kilémetros alrededor definido por
el usuario para el que desea visualizar las recomendaciones.

A continuacién se muestra el vector de contexto que resulta en la Tabla 3.3.

Contextual

Profile Location

Week Day | Time

Time Range for

Interests s .
Availability | Recommendations

Tabla 3.3: Vector de Contexto

Diseno del Modelo de Datos

El modelo de datos se refiere a las caracteristicas de los datos en que se basan las recomendacio-
nes, estudiando cuidadosamente los ftems que el sistema va a manipular. Generalmente cuando los
items y sus descripciones ya existen previamente, el disefio del sistema de recomendacion tiene pocas
posibilidades de influir en éstos o cambiarlos. En este punto es importante destacar que es necesario
identificar las principales caracteristicas de los datos que pueden influir en el disefio y los resultados
del sistema de recomendacion.

Dentro de las caracteristicas a identificar se encuentran: los tipos de datos que el recomendador
deberd manipular (estructurados, semi-estructurados o no estructurados), calidad y cantidad de los
mismos (alta, media o baja), volumen de los items (muchos, pocos), diversidad de los items (hete-
rogénea u homogénea), cambio constante de los items o estabilidad de los mismos, valoraciones o
calificaciones de los usuarios de manera implicita o explicita, y si son binarias o no [162]:

Tipo de datos:

= Datos no estructurados: en este caso un item puede ser representado Unicamente por datos de
tipo no estructurado, que se refiere a la informacién que no es facilmente utilizable por un
programa informético, por lo que se requiere un pre-procesamiento para extraer palabras clave
significativas, o conceptos que ayudan a distinguir cada item de otro.

= Datos semi-estructurados: los items son descritos generalmente por varios metadatos genéricos,
que corresponden a las principales caracteristicas del articulo y el texto de forma libre.
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= Datos estructurados: los ftems pueden ser descritos por medio de un modelo bien estructurado
que podria pertenecer a una norma o un estandar de facto.

La calidad/cantidad de los metadatos:

= Calidad: para el disefio del sistema de recomendaciones es necesario conocer la calidad de
los metadatos disponibles. En general, una descripcién de metadatos del item se considera de
alta calidad si ésta permite que un item pueda ser distinguido de otro, en este sentido, se debe
entender el nivel adecuado de detalles en la descripcion de los items para capturar las diferencias
entre fuentes de informacidn.

= Cantidad: La cantidad de metadatos es un factor importante a tener en cuenta: muy pocos meta-
datos pueden llevar a recomendaciones inexactas, mientras que demasiados metadatos pueden
conducir a procesamiento inttil. Ademads, la descripcién de metadatos puede variar en términos
de profundidad (grado de precisién) y ancho (variedad de descripcién). El riesgo con la des-
cripcién superficial es proponer items a los usuarios que no se corresponden exactamente con
lo que esperan.

Volumen de items: Ademads de la cantidad de metadatos por item, es necesario tener en cuenta el
volumen de items en el conjunto de datos, ya que representa un factor importante en la determinacién
de la eleccién del sistema de recomendacion.

Distribucion de los items: También es esencial tener en cuenta cémo los items se distribuyen entre
el conjunto de datos. Por ejemplo, si en un conjunto de datos de peliculas, una proporcién muy alta
de los items se anota con el concepto de “Accién”, estos metadatos pueden no ser lo suficientemente
discriminativos (demasiados items de contenido seleccionados si al usuario le gustan las peliculas de
accion, demasiado pocos si no lo hace). En estos casos, y si es posible, el nivel de profundidad de la
anotacion de los datos debe ser repensada con el fin de obtener mejores metadatos de calidad.

Naturaleza y estabilidad de los items del conjunto: Las noticias, libros o programas de television
son intrinsecamente diferentes, y por lo tanto los usuarios no se comportan de la misma manera en
funcién de la naturaleza de los items. También se debe considerar la estabilidad del conjunto de los
items, es decir, con qué frecuencia se introducen nuevos items o items que desaparecen.

Valoraciones de los items por los usuario: Otra consideracion importante es tomar en cuenta las
valoraciones de los usuarios o no. Si no hay puntuacién de usuarios en relacién con los items del
sistema, esto excluye toda la familia de los métodos de filtrado colaborativo. Las calificaciones de
los usuarios acerca de los items pueden ser explicita (por ejemplo en Amazon, los usuarios pueden
indicar lo mucho que disfrutaron de un libro o un CD), y puede ser expresado en diferentes escalas
(como binario o multi-nivel). Si esto no estd directamente disponible, es posible calcular indicadores
de realimentacién implicita (por ejemplo, el hecho de comprar un item puede ser considerado como
un indicador implicito de interés del usuario), que se puede utilizar ya sea en algunos algoritmos
de recomendacién (como el filtrado colaborativo), o como una entrada a un médulo de adaptacion
del perfil de usuario que actualizard intereses de los usuarios en base a gustos y disgustos de items
especificos.
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Conjunto de Datos

En el anélisis contenido en este capitulo se emplearon los datos que fueron obtenidos en la expe-
riencia del Estudio de caso realizada bajo el Proyecto de Trazabilidad Turistica de la Universidad del
Cauca con las siguientes caracteristicas:

= Usuarios: Registro de Usuarios por medio de una Tarjeta Turistica actuando como identificacion.
La informacién obtenida de un usuario es: tipologia, motivo de viaje, nacionalidad, pafs, ciudad,
dias de visita, posible gasto, rango de edad, género y transporte.

= PATs (Puntos de Atencién al Turista): Sitios a visitar por parte del turista, la gran mayoria de
estos puntos estan constituidos por hoteles, restaurantes, artesanias y sitios de interés cultural y
de valor histérico. La informacién de éste se caracterizé por nombre, latitud, longitud.

= Numero de Visitas: 1742 registros.

= Numero de Usuarios: 1246 registros.
= Numero de PAT’s: 21 registros.

= Ratings Binarios: Presente o Ausente

= Este conjunto de datos es disperso ya que se obtuvieron maximo 5 registros por usuario.

Modelo de datos

Tipo de datos: Se decidié optar por los datos semi-estructurados. Eso significa que los sitios son
descritos por los metadatos genéricos correspondientes a sus caracteristicas y también un poco de
texto libre (descripcion). Por ejemplo, un restaurante puede ser clasificado por categoria y puede tener
varios atributos que lo describe (titulo, tipo de turismo al que pertenece).

Calidad / Cantidad de metadatos: La calidad general de los metadatos es medio. La estructura de
los datos (semi-estructurada) permite capturar una gran cantidad de detalles, pero no con la mayor
precision los datos estructurados.

Volumen de sitios: El volumen de sitios es medio, ya que Popayan no cuenta con una cantidad
enorme de sitios a visitar, ademds se empleard la base de datos con la que se cuenta del Proyecto
Trazabilidad Turistica.

Ratings de elementos de usuario: Las calificaciones o ratings de los usuarios para el sistema seran
implicitas y unarias, es decir si un usuario visita el sitio se calificard como 1, pero para el usuario serad
explicitamente ya que existird una seccion en la aplicacién donde podré calificar la recomendacién
como tal en una escalade 1 a 5.

Existird una seccién en la aplicacién que le permitird al usuario indicar explicitamente qué tipo de
Turismo le interesa (relacionado directamente con los patrones de consumo a maximizar).

Dimensiones del rating: Serd unidimensional ya que se manejard un solo rating o calificacién para
cada item.
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Timestamp en los ratings: Se realizard la inclusién de informacion de tiempo en los ratings con
propésitos histdricos.

Persistencia de las recomendaciones desplegadas al usuario: Se ha definido el formato para un
archivo de log que almacenara todas las interacciones.

Densidad de los ratings (porcentaje promedio de items rateados calificados por usuario): En
principio baja, ya que el dataset es disperso, pero con tendencia a incrementarse si los usuarios califi-
can las actividades recomendadas.

Distribucion de las propiedades del dataset: Mads usuarios que items y con maximo 5 calificacio-
nes por usuario.

Diseno del Modelo Contextual de Usuario

Es necesario y fundamental entender al usuario completamente para el éxito de cualquier sistema
de recomendacién. En esta seccion se discuten las propiedades del lado del usuario que pueden tener
un impacto en el disefio y las opciones que se deben tener en cuenta en el momento de disefiar el
sistema de recomendaciones. La identificacién de esas propiedades se reduce a entender quiénes son
los usuarios y cudles son las expectativas y metas que se encuentran detras de las motivaciones de los
mismos en el momento de utilizar el sistema recomendaciones.

Para entender quiénes son los usuarios se deben tener en cuenta los tres principales aspectos:
comprension de sus caracteristicas de identificacion clave, niveles de habilidad y experiencia previa
con sistemas similares. Para el caso del presente trabajo, el aspecto mas importante es:

Identificar las caracteristicas de los usuarios La identificacion de un grupo de usuario se puede
realizar a partir de la informacién demografica, como la edad y el género, area de trabajo, naciona-
lidad, idiomas que hablan, y profundos conocimientos cualitativos de investigacién del usuario son
un importante punto en el desarrollo de los modelos de usuario para un recomendador. A partir de la
comprension de estos factores se puede construir una relacién con los usuarios y obtener una apre-
ciacidén de sus necesidades. Asi por ejemplo el desarrollo para grupos de usuarios puede permitir (1)
la construccion de recomendadores simples basados en la demografia, esto se utiliza cominmente en
soluciones publicitarias focalizadas en agrupar los clientes en segmentos; (2) definir los estereotipos
de los usuarios: técnicas para estereotipar permiten la definicion de un conjunto de caracteristicas di-
ferenciales para un grupo de usuarios; cuando un nuevo usuario se introduce en el sistema, se puede
asignar a un estereotipo predefinido, en base a sus datos personales, lo que permite la activacién de
un conjunto de preferencias predeterminadas que pueden ser perfeccionadas en el tiempo gracias a
métodos de adaptacioén de perfil de usuario. En este sentido, las soluciones personalizadas explotan
las caracteristicas del usuario que pueden ser utilizadas en combinacion con técnicas mds sofisticadas
para proporcionar un primer paso sencillo en un proceso de filtrado hibrido, o para un proceso de
algoritmo de filtrado basado en contenido mediante el uso de perfiles estereotipados.

Seguidamente para entender las motivaciones, expectativas y objetivos del usuario, en el disefio
del motor de recomendacién se deben identificar las tareas de los usuarios y entender si la aplicacion
las soporta. Identificar y comprender la motivacién usuario puede dar lugar a mejoras fundamentales
de recomendacién y de la experiencia del usuario. Las percepciones de los usuarios capturadas dentro
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del disefio del modelo de usuario permiten considerar el posible rango de tareas que la aplicacién
debera soportar.

En la mayoria de los casos el usuario podra tener muchas motivaciones para el uso de un sistema, y
en el proceso del disefio del sistema de recomendaciones se deben considerar las formas de encontrar la
naturaleza del objetivo del usuario, ya sea explicita o implicitamente. Existen algunos casos en los que
la tarea objetivo no es perceptible (por ejemplo, porque la aplicacién estd dedicada al entretenimiento).
En tales casos puede ser dificil construir un buen recomendador, ya que la satisfaccién del usuario
puede estar mds fuertemente relacionada con factores externos como el estado de dnimo del usuario,
lo cual se encuentra por fuera del control del sistema. En este caso, la extension, la cantidad o la
casualidad pueden ser las cualidades mds deseables del recomendador.

Modelo de Usuario

A continuacion se muestra el modelo de usuario disefiado:

Time | Location | Time Avallability
- Hour of day - Latitude, Longitude - Start Time
- Day of Week Coordinates (NFC Smart - Finish Time
Tag)
isFoundin
J hasTimeAvailable
isLocated
Age Range User Interests
- Less than 18 p hasinterests En .
1810 30 hasAgeRange - Contexmal Profile - College and Education
- - Night Life
30to 50 Outdoor
- More than 50 i Shops
) - Others
isClassifiedAs
hasTypdlogy hasTripReason
Typology Trip Reason Contextual Profile
- Family - Tourism [ Leisure Classict Tourist
- Group - Events _ Clubbi
- Single - Family Visit : quni];n%?;pe
- Work / Business - Thinker
- Other
A

Figura 3.5: Modelo de Usuario propuesto.
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Caracteristicas de los usuarios Para el presente proyecto las dimensiones del usuario que tienen
una importancia primordial basado en el conjunto de datos existentes y en la interaccién con su con-
texto a través de la tecnologia NFC son:

= Ubicacién: determinada por medio de coordenadas latitud y longitud de la ubicacién geografica
de la etiqueta NFC, la cual representa la localizacion fisica del sitio que el usuario estd visitando
en ese momento.

= Dimensién de informacién de tiempo: relacionada con la hora del dia y el dia de la semana.

= Dimensién de Motivo de viaje: Dentro de las caracteristicas del turismo se encuentran los ele-
mentos motivadores del viaje: “ocio, negocios, salud, descanso, entre otros”. En este sentido, de
acuerdo a las opciones definidas previamente en el conjunto de datos utilizado, los motivos o
razones de viaje estdn definidas como: Turismo/Ocio, Eventos, Visita Familiares, Trabajo/Ne-
gocios, Otro.

= Dimensién de Rango de edad: Hace referencia a la edad del turista y segtn lo que se tiene
definido en el conjunto de datos, la edad el turista puede estar en los siguientes rangos definidos:
Menor a 18, 18 a 30, 30 a 50, Mayor a 50.

= Dimensién de Tipologia: Esta dimension se refiere a la forma en que viaja el turista, en este
sentido segtn el conjunto de datos, el turista puede viajar en Familia, en Grupo o Individual.

= Dimensién de Intereses: Esta dimension se relaciona directamente con los patrones o carac-
teristicas de consumo ajustables para motivar o incentivar consumo turistico, y en este sentido
un patrén de consumo es la relacién con los bienes y servicios que caracterizan un estilo de
vida. Bajo esta premisa se han definido los intereses de un turista basado en las categorias en
las que se clasifica un establecimiento, tomadas de la clasificacion que realiza Foursquare: Arte
y Entretenimiento, Colegio y Educacién, Vida Nocturna, Aire libre, Tiendas, Otros.

= Dimensién de su tiempo disponible: Esta dimensién se relaciona con el tiempo en horas con
el que el usuario cuenta para una visita, y puede ser configurado por el mismo y variado en
cualquier momento mediante la aplicacidn.

= Dimensidn del perfil contextual: Esta dimensién hace referencia al perfil en el cual el turista
es clasificado por el sistema, se han definido los siguientes perfiles: Turista cldsico, Nocturno,
Familiar y Pensador. En la seccién 4.5.1 se definird en detalle el proceso seguido para realizar
dicha clasificacion.

Motivaciones de los usuarios y expectativas: Dentro de las expectativas de los usuarios esta el
poder encontrar servicios personalizados y relevantes mediante los dispositivos méviles, gracias a su
naturaleza ubicua que los convierte en una plataforma atractiva para asistir a los turistas a elegir los
puntos de interés para visitar en funcién de su ubicacién fisica y de otros pardmetros contextuales.
Los objetivos de los turistas son: al llegar a un destino turistico poder optimizar su tiempo disponible
gracias al sistema, el cual le proporcionard recomendaciones de actividades que se puedan realizar
en dicho intervalo de tiempo, de igual forma poder visualizar la oferta turistica con la que cuenta
un destino gracias al sistema, lo que incrementard el numero de visitas que realizarfa si llegara al
destino sin conocerlo y finalmente poder observar recomendaciones acordes a sus gustos, preferencias,
intereses y perfil turistico.
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De esta forma, lo que se espera es que las expectativas de los turistas aumenten cuando descubren
progresivamente los beneficios de sistema de recomendaciones.

3.2. Resumen

A lo largo de este capitulo se present6 la conceptualizacidn del modelo de contexto a ser utilizado
por el sistema propuesto, analizando los datos de contexto existentes y su posible modelado para su uso
en el sistema, especificamente considerando la interaccién del usuario con un entorno turistico ubicuo
basado en la tecnologia NFC. En este sentido se presentaron las dimensiones o variables contextuales
a ser tenidas en cuenta en el momento de realizar las recomendaciones, principalmente en relacién con
los gustos y preferencias del usuario, su disponibilidad y el horario disponible y tipo de actividades
a recomendar en dicho momento y para luego presentar el disefio del modelo de datos (relacionado
con las caracteristicas de los datos en que se basan las recomendaciones o items que el sistema va a
manipular) y de usuario (relacionado con las propiedades del lado del usuario que conllevan a entender
quiénes son los usuarios y cudles son las expectativas y metas) a considerar.
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Enfoque del Sistema de Recomendaciones
Propuesto

Este capitulo propone un enfoque de recomendacién disefiado para motivar o incentivar el posible
consumo de oferta turistica por medio de la habilitacién y maximizacién de posibles movimientos a
realizar por parte de un turista optimizando su tiempo en un destino, y generando el modelo conceptual
del sistema de recomendaciones a construir para dar planteado en el objetivo especifico 2.

Los trabajos mds importantes presentados en la secciéon 2.2.2 que se abordaron durante la etapa
de generacion de base inicial de conocimiento y a partir del andlisis de los trabajos mencionados y la
discusion generada en torno a ello en los diferentes espacios de socializacidn, se generan las siguientes
reflexiones:

= Los sistemas de recomendacién basados en el conocimiento utilizan la informacién de dominio
para recomendar elementos que asisten a las necesidades y preferencias del usuario.

= Los sistemas sensibles al contexto del usuario actual permiten el uso de la informacién de con-
texto, ademads del conocimiento del dominio y los intereses del usuario, afiadiendo una dimen-
sién extra de andlisis para realizar recomendaciones. Esto conduce a recomendaciones mds
especificas, que contribuyen a evitar la sobrecarga cognitiva usuario.

= Los sistemas que utilizan la informacién de contexto y el perfil de usuario en apoyo de su con-
ducta adaptativa se conocen como sistemas adaptativos sensibles al contexto y se han utilizado
ampliamente en entornos ubicuos que son ambientes provistos de muchas computadoras dispo-
nibles que trabajan de forma invisible para el usuario.

A partir del estudio realizado, se hace un planteamiento del enfoque de recomendacidn para mo-
tivar o incentivar el posible consumo de oferta turistica por medio de la habilitacién y maximizacién
de posibles movimientos a realizar por parte de un turista optimizando su tiempo en un destino. A
continuacion se presenta el esquema con las fases correspondientes a desarrollar:
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Figura 4.1: Enfoque del sistema propuesto.

A continuacién se describen cada una de las fases del enfoque de recomendacién propuesto.

4.1. Diseno del Modelo de Aplicacion

Un sistema de recomendaciones es una pieza compleja de software y es por naturaleza parte de
un gran sistema. Este puede ser una caracteristica menor o el punto principal; la aplicacién puede pre-
existir o ser construida junto con el recomendador, pero en cualquier caso el disefio de un sistema de
recomendaciones debe estar integrado dentro del disefo de la aplicaciéon que lo contiene. Esta seccion
estudia los principales factores de la aplicacién que contiene el sistema y que pueden influenciar en
el disefio del recomendador sobre dos lineas principales: el rol del recomendador y la influencia de la
implementacion de la aplicacién. En orden de entender el rol del sistema de recomendaciones se debe
dar respuesta a las siguientes preguntas:

= Cual es el proposito del motor de recomendaciones?
= Cual es el tipo de recomendaciones que se van a proporcionar?
= Las recomendaciones estardn integradas con otras caracteristicas de la aplicacién?

= Cuales métricas se usaran para medir el rendimiento del motor de recomendaciones?

4.1.1. Propoésito del motor de recomendaciones:

El recomendador puede ser un servicio proporcionado por la aplicacién que lo contiene (appli-
cation hosting), pero puede tener menor importancia que otros servicios proporcionados por la apli-
cacion. Ademas, un recomendador dentro del contexto de negocios puede tener ficilmente acceso a
items dificiles de encontrar como es el caso de muchos sitios de e-commerce, retornando los servicios
que mejor se ajustan a sus necesidades. Finalmente, el propésito de un sistema de recomendaciones
es incrementar la eficiencia del sistema permitiendo al usuario obtener directamente el contenido que
estd buscando.

4.1.2. Tipos de recomendaciones:

Un recomendador puede proporcionar varias clases de recomendaciones, desde un simple item (o
una simple lista de items) o una secuencia (por ejemplo un sistema de recomendaciones de viajes).
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Los recomendadores de un simple item o una lista simple de items no tienen en cuenta cémo la
escogencia de un item por el usuario en un punto de tiempo puede influenciar en la escogencia de
los siguientes items. La escogencia del tipo de recomendaciones debe ser dirigida por la necesidad o
presencia de un orden 16gico en las recomendaciones, por ejemplo, en un sistema de recomendaciones
de viajes, un viaje puede ser visto como una secuencia de puntos de viaje (como visitar un museo,
luego una playa, etc.), los cuales pueden ser conectados a través de varias caracteristicas 16gicas como
la geografia, cultura, ocio, entre otros, en orden de proporcionar una buena experiencia de viaje. Las
recomendaciones de secuencia de items pueden ser particularmente utiles cuando los usuarios son
nuevos en un dominio y necesitan una trayectoria en la seleccion de diversos items, ayudandolos en el
desarrollo de sus objetivos personales: el orden l6gico de las recomendaciones ayuda progresivamente
en su curva de aprendizaje proporcionando los siguientes items mas apropiados.

4.1.3. Integracion con el contenido de navegacion:

Cémo las recomendaciones se integraran con otras caracteristicas de contenido de navegacion?
En la mayoria de los casos, se ofrecerd a los usuarios otro medio para buscar contenido por medio de
recomendaciones. Una buena integracion de estos diferentes métodos de navegacién pueden en gran
medida mejorar la experiencia de usuario. Los usuarios pueden solicitar recomendaciones completa-
mente separadas de la bisqueda de contenido. Esto puede ser una buena eleccion si las recomenda-
ciones estdn destacadas como una caracteristica principal de la aplicacién. Dichas recomendaciones
pueden aparecer en la pagina principal de un sitio web o en la pantalla principal de una aplicacion.
Esto también puede ser beneficioso para tener recomendaciones dependientes del actual contexto de
interaccion. El caso tipico es recomendar items que son similares a los que el usuario esta actualmente
buscando. En este caso, el sistema de recomendaciones estard habilitado para proporcionar recomen-
daciones adaptadas al contexto, por ejemplo, la actual categoria cuando esta buscando un articulo
de noticias (si la actual categoria es deportes entonces el recomendador recomendara items en esta
categoria).

En este sentido, es importante considerar si el sistema de recomendaciones es una parte opcional u
obligatoria del modelo de interaccidn. Esto tiene fuertes implicaciones en la confiabilidad esperada del
sistema: las fallas para completar una mayor tarea en un sitio web porque la inica manera de completar
dicha tarea es usando un sistema de recomendaciones, el cual ofrece recomendaciones inexactas puede
ser una fuente de una mayor insatisfaccion del usuario. Sin embargo dentro del disefio del sistema
donde el recomendador actda en paralelo a métodos de navegacién tradicionales, el impacto del mismo
recomendador puede ser muchas veces menos severo.

4.1.4. Métricas de rendimiento:

La escogencia de las métricas no solamente permite evaluar el recomendador una vez que se
construye sino también la influencia de la escogencia de los algoritmos a implementar. Las principales
métricas que se pueden considerar son las siguientes:

= Métricas de Exactitud como Accuracy, Precision y Recall: son criterios técnicos los cuales pue-
den ser usados para evaluar el sistema de recomendaciones. Accuracy es el margen de error del
recomendador mientras realiza la recomendacién de los items. Precision se refiere a la propor-
cién del top de recomendaciones que son buenas recomendaciones. Recall representa la propor-
cioén de las buenas recomendaciones que aparecen en el top de recomendaciones. En la seccién
6.1.2 del capitulo de evaluacién se describirdn detalladamente.
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» Clarity y explainability: ésta muestra que tan importante es que el usuario entienda cémo las
recomendaciones han sido determinadas. Un buen nivel de transparencia puede ser mas dificil
de lograr con algunas familias de algoritmos.

= Serendipia: los usuarios pueden ser gratamente sorprendidos por algunas de las recomendacio-
nes o es conveniente permitir recomendaciones obvias?.

= Toma de riesgos: relacionado con el anterior criterio, se realizardn recomendaciones solamente
para items que el usuario tiene una alta probabilidad de tener preferencia?. ftems mas riesgosos
pueden ser recomendados si el objetivo es permitir al usuario descubrir contenido que no seria
consciente sin la ayuda del sistema. Pero el disefiador de un recomendador debe tener cuidado
de los riesgos que asume en la exploracion de nuevos items. El costo de la insatisfaccion de los
usuarios puede ser tenido en cuenta antes de tomar dichos riesgos.

= Velocidad de respuesta/rendimiento: en muchos casos, la reactividad de la aplicaciéon es una
gran preocupacién y puede ser algunas veces més importante que la exactitud de los resulta-
dos. Conociendo como muchas recomendaciones son necesarias por unidad de tiempo permite
escoger los mejores algoritmos o decidir si las recomendaciones se realizan pre-calculadas.

» Fiabilidad: Mide que tan critica es la salida de un recomendador en el contexto de la aplicacion?.
Por ejemplo el disefio de un recomendador para un sitio web de e-commerce puede no ser
acerado de la misma manera como una solucién para un sistema de donantes compatibles de
6rganos en un hospital.

Adicionalmente a las caracteristicas vistas por los usuarios, algunos aspectos de la implementacién
también tienen una gran influencia en el disefio del recomendador.

4.1.5. Unicos o muiltiples dispositivos:

La misma aplicacién puede ser accedida desde un tinico o multiples dispositivo(s) (por ejemplo un

sistema de recomendaciones de noticias en un movil, PC). Esto deberia ser estudiado si las recomen-
daciones dependen del contexto de usuario. Pero en términos de implementacién, también se plantean
preguntas adicionales:
Las preferencias coleccionadas son fusionadas o deberian seguir siendo separadas para habilitar re-
comendaciones contextuales?. Donde deberian ser almacenadas las preferencias?. Si las preferencias
son almacenadas en un servidor, éstas son transmitidas al servidor en tiempo real (implicando una
conexién constante) o en lotes?. Respondiendo estas preguntas es importante incluso si el acceso des-
de multiples dispositivos no estd inicialmente planeado, ya que se estd convirtiendo en la norma que
aplicaciones web son derivadas de versiones méviles.

4.1.6. Unicos o multiples usuarios:

Inversamente, el mismo dispositivo puede ser usado por varios usuarios. Adicionalmente, los usua-
rios que interactian con la aplicacién anfitriona pueden estar registrados o ser anénimos y pueden in-
teractuar frecuentemente u ocasionalmente. Esto impacta la arquitectura de un recomendador (requie-
re diferentes mecanismos de identificacién, por ejemplo login vs. cookies), escogencia del algoritmo
(por ejemplo perfil de sesién en caso de usuarios ocasionales anénimos vs. perfil persistente en caso
de usuarios registrados), y pardmetros de algoritmos (ejemplo, el grado de adaptabilidad del sistema
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al usuario - ejemplo la rapidez de la adaptacién del perfil: a largo plazo frente a corto plazo - que suele
depender de la frecuencia del uso).

4.1.7. Infraestructura de la aplicacion:

La infraestructura de la aplicacién contenedora impone restricciones fuertes de los tipos de algo-
ritmos de recomendacién que pueden ser usados en su implementacion especifica. En particular, la
escalabilidad de la solucién tiene que ser cuidadosamente estudiada. Dos casos principales pueden
ser identificados, si la aplicacion es accedida a través de un navegador o si una aplicacién se ejecuta
localmente en el dispositivo del usuario.

= Aplicacién basada en navegador. En el caso de una aplicacién basada en navegador, el proce-
samiento que se realiza en el cliente es minimo. Como toda la informacién esta disponible en
un simple punto, cualquier tipo de algoritmo puede ser usado. Sin embargo, la escalabilidad se
enfocara en el disefio.

= Aplicacidn distribuida. Cuando el dispositivo del usuario ejecuta una aplicacion local, diferentes
arquitecturas pueden ser usadas. Para determinar la arquitectura distribuida mas adecuada, los
siguientes criterios pueden ser estudiados:

e Poder de procesamiento de dispositivos relevantes. Es el dispositivo del cliente capaz de
soportar tareas interactivas?. Puede el lado del servidor computar recursos que son exten-
didos segtin sea necesario para el nimero de usuarios?.

e Conectividad de red. Es la conexién de red permanente?. Tiene la transferencia de datos
un costo para los usuarios?. Para dispositivos méviles, cual es el impacto de la conexién
en la vida de la bateria?.

e Fuente de datos. Cémo son los datos de los que proceden las recomendaciones? Desde
una base de datos (recuperacién de informacion) o un stream de datos (filtrado de in-
formacién)?. Estado real de la pantalla: un punto que es facilmente pasado por alto en
etapas tempranas de disefio es la cantidad de espacio en pantalla que las recomendaciones
usardn. En muchos casos esto es muy limitado por el disefio de la interfaz de usuario de la
aplicacion. Esto no es solo una cuestién cuantitativa y puede influenciar en la naturaleza
de las recomendaciones que son proporcionadas. Por ejemplo, si estd destinada para pro-
porcionar recomendaciones mds exploratorias, es necesario tener un suficiente niimero de
recomendaciones y asi suficiente espacio. El estudio de la aplicacién de la cual hace parte
el sistema de recomendaciones impone un primer conjunto de restricciones en el disefio
del recomendador, pero no es suficiente para construir un sistema apropiado. Esto requiere
adicionalmente conocimiento acerca de ambos: el usuario y los datos.

4.2. Inclusion de contexto en Sistemas de Recomendaciones

En la exploracién de los paradigmas para incluir informacion de contexto en los sistemas de re-
comendaciones, se encontré que en [20] se argumenta que la informacién contextual relevante es
importante en los sistemas de recomendacién y que es necesario tomar en cuenta esta informacién
al proporcionar recomendaciones, y por ende se discute la nocién general de contexto y la forma en
que se puede modelar en sistemas de recomendacion. A continuacion se explica dicha metodologia,
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la cual serd aplicada en la presente propuesta en la toma de decisiones con respecto a qué paradigma
emplear.

Los sistemas de recomendacién surgieron como un drea de investigacién independiente a me-
diados de la década de 1990, cuando los investigadores y practicantes comenzaron centrandose en
problemas de recomendacién que se basan explicitamente en la nocién de calificaciones (ratings) co-
mo una manera de capturar las preferencias del usuario para los diferentes items. Por ejemplo, en el
caso de un sistema de recomendacion de peliculas, John Doe podrd asignar una calificacion de 7 (sobre
10) para la pelicula “Gladiador”, es decir, establecer Rmovie (John Doe, Gladiador) = 7. El proceso
de recomendacion general comienza con la especificacién del conjunto inicial de calificaciones que
es proporcionado explicitamente por los usuarios o se infiere de forma implicita por el sistema. Una
vez que estas calificaciones iniciales se especifican, un sistema de recomendacion intenta estimar la
funcion de clasificacién R

R : User x Item — Rating

para los pares (user, item) que no han sido calificados por los usuarios. Aqui Rating es un conjunto
totalmente ordenado (por ejemplo, nimeros enteros no negativos o nimeros reales dentro de un cierto
rango), y User e Item son los dominios de usuarios e items respectivamente. Una vez que la funcion
R se calcula para todo el espacio User x Item, un sistema de recomendacién puede recomendar el
item mejor calificado (o k items de mejores calificados) para cada usuario. Este tipo de sistemas son
llamados sistemas tradicionales o de dos dimensiones (2D), ya que consideran sélo las dimensiones
de Usuarios e Items en el proceso de recomendacion.

En otras palabras, en su formulacién mds comun, el problema recomendacién se reduce al pro-
blema de estimar ratings para los items que no han sido vistos por un usuario. Esta estimacion se
basa generalmente en las calificaciones otorgadas por este usuario a otros items, las calificaciones
dadas a este item por otros usuarios, y posiblemente en alguna otra informacion, asi (por ejemplo,
la demografia de los usuarios, las caracteristicas de items). Mientras que una cantidad sustancial de
investigaciones se han realizado en el drea de sistemas de recomendaciones, la gran mayoria de los
enfoques existentes se centran en recomendar items a usuarios 0 usuarios a items y no toman en con-
sideracién cualquier informacién contextual adicional, tales como el tiempo, el lugar, la compaiiia de
otras personas. Es por esto que en esta seccidon se toman como base los sistemas de recomendaciones
sensibles al contexto (CARS), que tratan de modelar y predecir los gustos y preferencias del usuario
mediante la incorporacion de la informacién contextual disponible en el proceso de recomendacion
como categorias adicionales explicitas de datos. Estas preferencias y gustos a largo plazo por lo ge-
neral se expresan como calificaciones y se modelan como la funcién no sélo de items y usuarios, sino
también del contexto. En otras palabras, las calificaciones se definen con la funcién de calificacién
como

R : User x Item x Context — Rating
donde User e Item son los dominios de usuarios e items respectivamente, Rating es el dominio de
las calificaciones, y Context especifica la informacién contextual asociada a la aplicacién.
4.2.1. Paradigmas para incluir contexto en sistemas de recomendaciones

El uso de la informacién contextual en sistemas de recomendacion se puede remontar al trabajo
de Herlocker y Konstan [172], cuya hipdtesis de que la inclusidn de conocimientos sobre la tarea del
usuario en el algoritmo de recomendacion en ciertas aplicaciones puede conducir a mejores recomen-
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daciones. Diferentes enfoques para el uso de informacién contextual en el proceso de recomendacién
pueden ser clasificados en dos grupos:

Recommendation via context-driven querying and search

Este enfoque ha sido utilizado por una amplia variedad de sistemas de recomendaciones méviles
y turisticos [173] [174] [124]. Los sistemas que utilizan este enfoque suelen utilizar informacién con-
textual (obtenida ya sea directamente del usuario, por ejemplo, mediante la especificacion del actual
estado de dnimo o interés, o del medio ambiente, por ejemplo, la obtencién de la hora local, el clima,
o la ubicacién actual) para consultar o buscar en un determinado repositorio de recursos (por ejemplo,
restaurantes) y presentar los mejores recursos que coinciden (por ejemplo, los restaurantes cercanos
que estan actualmente abiertos) para el usuario.

Contextual preference elicitation and estimation

El otro enfoque representa una tendencia mas reciente en la literatura de sistemas de recomenda-
cidén sensibles al contexto [142] [175] [176] [177]. Las técnicas que siguen a este segundo enfoque
intentan modelar y aprender preferencias del usuario, por ejemplo, mediante la observacién de las
interacciones de éste y otros usuarios con los sistemas o por la obtencién de retroalimentacion de
preferencias del usuario en diversos items recomendados previamente. Para modelar las preferencias
sensibles al contexto de los usuarios y generar recomendaciones, estas técnicas tipicamente adoptan
los métodos de filtrado colaborativo existente, basado en contenido, o recomendacién hibrida con los
ajustes de recomendacidn context-aware o aplican diversas técnicas de andlisis de datos inteligentes
de mineria de datos o aprendizaje de maquina de (tales como clasificadores bayesianos o maquinas de
vectores soporte). Esta propuesta esta basada en el segundo enfoque ya que es la tendencia mas recien-
te y el presente sistema estd basado en un sistema de recomendacién hibrido. Mds especificamente, el
proceso de recomendacion basado en Contextual preference elicitation and estimation puede adoptar
una de las tres siguientes formas, basadas en la utilizacién del contexto, como se muestra en la Figura
4.2:

= Contextual Prefiltering (o contextualizacién de entrada de recomendacién): En este paradigma
de recomendacion (presentada en la figura 4.2a), la informacidn contextual impulsa la seleccién
de datos o la construccién de datos para ese contexto especifico. En otras palabras, la informa-
cion sobre el contexto actual ¢ se utiliza para seleccionar o construir el conjunto pertinente de
los registros de datos (por ejemplo, ratings). Entonces, las calificaciones se pueden predecir
utilizando cualquier sistema de recomendacion 2D tradicional sobre los datos seleccionados.

= Contextual Postfiltering (o contextualizacién de salida de recomendacién): En este paradigma de
recomendacion (presentada en la figura 4.2b), la informacién contextual se ignora inicialmente,
y las calificaciones son predichas con el uso de cualquier sistema de recomendacién tradicional
2D en los datos completos. A continuacion, se ajusta el conjunto resultante de recomendaciones
(contextualizada) para cada usuario utilizando la informacién contextual.

= Contextual Modeling (o contextualizacién de la funcién de recomendacion): En este paradigma
de recomendacidén (presentada en la figura 4.2c), la informacién contextual se utiliza directa-
mente en la técnica de modelado como parte de la estimacién de calificacion.

En resumen se tiene que:
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= Contextual Prefiltering: Informacién contextual filtra un conjunto de datos antes de aplicar un
algoritmo de recomendacion tradicional.

= Contextual Postfiltering: Recomendaciones sobre todo el conjunto de datos y se ajustan usando
informacién contextual.

= Contextual Modeling: Uso de informacién contextual directamente en la funcién de recomen-
dacién como predictor explicito de un rating para un {tem.

(a) Contextual Pre-Filtering (b) Contextual Post-Filtering (c) Contextual Modeling
Data Data Data
. UxIxCxR UxIlxCxR UxI=xCxR

Contextualized Data
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Figura 4.2: Paradigmas para incluir contexto en Sistemas de Recomendaciones.

4.3. Meétodos de Hibridacion

De acuerdo con lo discutido anteriormente, el enfoque propuesto estd basado en “Contextual pre-
ference elicitation and estimation”, adoptando la forma de utilizacién de contexto “Contextual Mo-
deling”. En este sentido, es importante describir las técnicas de hibridacién que combinan dos o mas
técnicas de recomendacion para obtener un mejor rendimiento. Mds cominmente, el filtrado colabo-
rativo se combina con alguna otra técnica, a continuacién se presentan algunos de las métodos de
combinacion que se pueden emplear [48]:

4.3.1. Weighted

En un weighted recomendador hibrido la puntuacién de un item recomendado se calcula a partir
de los resultados de todas las técnicas de recomendaciones disponibles presentes en el sistema. Por

54



4.3. Métodos de Hibridacion

ejemplo, el hibrido simple combinado seria una combinacién lineal de las puntuaciones de recomen-
dacién. La ventaja este método es que todas las capacidades del sistema se ejercen en el proceso de
recomendacion de una manera sencilla y es fécil de realizar la asignacion de pesos. Sin embargo, la
suposicién implicita en esta técnica es que el valor relativo de las diferentes técnicas es mas o menos
uniforme en todo el espacio de posibles items.

4.3.2. Switching

Este método se basa en la sensibilidad a nivel de item en la estrategia de hibridacién: el sistema
utiliza algiin criterio para cambiar entre las técnicas de recomendacién. Por ejemplo, un sistema usa
un hibrido de contenido/colaboracién en el que un método de recomendacién basado en contenido
se emplea por primera vez, y si éste no puede hacer una recomendacion con la suficiente confianza,
entonces una recomendacién colaborativa es realizada. Esto hace que se introduzca una complejidad
adicional en el proceso de recomendacién ya que los criterios de conmutacidn deben determinarse, y
esto introduce otro nivel de parametrizacion.

4.3.3. Mixto

Donde es practico hacer gran niimero de recomendaciones simultdneamente, puede ser posible uti-
lizar un hibrido “mixto”, donde se presentan recomendaciones de mds de una técnica, en ese sentido,
las recomendaciones de las dos técnicas son combinadas en el resultado sugerido al final. Por lo gene-
ral, la recomendacién requiere un ranking de items o la seleccién de una tnica mejor recomendacion,
y en ese momento debe emplearse algin tipo de técnica de combinacion.

4.3.4. Combinacion de caracteristicas

Otra forma de conseguir la fusién de un contenido/colaborativo es tratar la informacién de colabo-
racién como datos de entidad simplemente adicionales asociados con cada ejemplo y utilizar técnicas
basadas en el contenido sobre este conjunto de datos aumentado. El hibrido de combinacién de carac-
teristicas permite que el sistema considere los datos de colaboracién sin depender exclusivamente de
él, por lo que reduce la dependencia del sistema del nimero de usuarios que han valorado un {tem.

4.3.5. Cascada

A diferencia de los métodos de hibridacién anteriores, el hibrido cascada implica un proceso por
etapas. En este método, una técnica de recomendacién se emplea primero para producir un ranking
de los candidatos y una segunda técnica refina la recomendacion del conjunto de candidatos. Cascada
permite que el sistema evite el empleo de la segunda técnica de menor prioridad, la técnica de los
items que ya han sido bien diferenciados por la primera o que estan lo suficientemente mal valorados
y que nunca van a ser recomendados. El segundo paso de la cascada se centra s6lo en aquellos items
para los que hace falta una discriminacién adicional, es mds eficiente que, por ejemplo, un weighted
hibrido que se aplica para todos los items.

4.3.6. Caracteristica de Aumento

Esta técnica se emplea para producir una calificacidn o clasificacién de un item y la informacién
se incorpora entonces en el procesamiento de la siguiente técnica de recomendacion. Mientras que
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ambas técnicas tanto de cascada y de aumento que secuencian dos recomendadores, con el primer
recomendador tiene una influencia sobre el segundo, son fundamentalmente muy diferentes. En un
hibrido de aumento, las caracteristicas utilizadas por el segundo recomendador incluyen la salida del
primero. En un hibrido en cascada, el segundo recomendador no utiliza ninguna salida del primero en
la produccién de sus clasificaciones, pero los resultados de los dos recomendadores se combinan de
una manera priorizada.

4.3.7. Meta nivel

Otra forma en que dos técnicas de recomendacién pueden ser combinadas es utilizando el modelo
generado por uno como entrada para otro. Esto difiere de la caracteristica de aumento: en un hibrido
de aumento, utilizamos un modelo aprendido para generar caracteristicas para la entrada a un segundo
algoritmo; en un hibrido meta-nivel, todo el modelo se convierte en la entrada. Un hibrido meta-nivel
que se centra exclusivamente en la recomendacion, es descrito por Pazzani [45] como “la colaboracién
a través de contenidos”. Estos modelos, esencialmente vectores de términos y pesos, a continuacion,
se pueden comparar entre los usuarios para hacer predicciones.

El beneficio del método de meta-nivel, especialmente para el hibrido contenido/colaborativo es que
el modelo aprendido es una representacién comprimida de los intereses de un usuario, y un mecanismo
de colaboracion que sigue, puede operar en esta representacion de informacién densa mds facilmente
que en los datos de calificacién en bruto.

A continuacién se resumen los métodos descritos:

Meétodo de Hibridacién | Descripcién
Las puntuaciones (o votos) de varias técnicas de recomendaciones

Weighted . . .
son combinadas para producir una recomendacién simple.
Switching El sistema sv&./itche.:a entre técnicas de recomendaciones dependiendo
de la actual situacion.
Mixed Recomendaciones de diferentes recomendadores

son presentadas al mismo tiempo.

Caracteristicas de diferentes fuentes de datos de recomendacion
estdn incluidas dentro de un algoritmo de recomendacién simple.
Un recomendador refina las recomendaciones

realizadas por otro.

La salida de una técnica es usada como la entrada de caracteristicas
de otra.

El modelo aprendido por el recomendador es usado

como entrada de otro.

Feature combination

Cascade

Feature augmentation

Meta-level

Tabla 4.1: Métodos de Hibridacion

4.4. Modelo de Aplicacion

El enfoque a usar en el motor de recomendacién es un enfoque hibrido que combina a base de
filtrado de conocimiento y filtrado colaborativo. La razén de la escogencia de dicho enfoque a par-
te de las limitaciones de cada uno por separado encontrado en la literatura, es por las caracteristicas

56



4.5. Fases del enfoque propuesto

intrinsecas propias del proyecto, para lo cual es necesario emplear el perfil de usuario, las caracteristi-
cas contextuales, y las caracteristicas de los items a recomendar.

4.4.1. Proposito del motor de recomendacion

El objetivo principal del sistema es incentivar el consumo de oferta turistica por medio de la
habilitacién y maximizacién de posibles movimientos a realizar por parte de un turista optimizando
su tiempo en un destino.

4.4.2. Tipo de recomendaciones

El tipo de recomendaciones que el motor de recomendacion va a generar son actividades a realizar
en sitios turisticos (puntos de interés).

4.4.3. Uno o varios dispositivos

La versién actual del motor de recomendacién es para dispositivos moéviles.

4.4.4. Usuarios individuales o miiltiples

EIl motor de recomendacién generard recomendaciones para multiples usuarios, cada uno con una
aplicacion local en su dispositivo mévil.

4.4.5. Meétrica de rendimiento

Precision, recall y utilidad.

4.4.6. Infraestructura de aplicacion

La aplicacion se basaré en el sistema operativo Android con comunicaciéon HTTP hacia el servidor.

4.5. Fases del enfoque propuesto

El enfoque a usar para el motor de recomendaciones es un enfoque hibrido el cual combina un filtro
basado en conocimiento y uno colaborativo. Los problemas de la sobre-especializacion y el nuevo
usuario también se superan mediante las valoraciones de los usuarios. Los problemas de cold start
y nuevo rater en filtrado colaborativo que son el resultado de la escasez de datos (escasez en ratings
de usuario), haciendo dificil para el filtro colaborativo proporcionar recomendaciones exactas, son
superadas usando las caracteristicas de conocimiento el cual introduce datos adicionales suficientes
para usar el recomendador hibrido. En orden de decidir cual arquitectura y cual modelo de usuario
usar, en el disefio del sistema se debe tener en cuenta el ambiente del sistema de recomendaciones.
Este ambiente puede ser estudiado sobre los 3 modelos anteriormente descritos: modelo de aplicacidn,
modelo de usuario y modelo de datos. Dado que el filtrado colaborativo es una técnica bien establecida
para las preferencias de las predicciones, y estd muy bien soportado por Apache Mahout, se utilizard
esta técnica. Sin embargo, en un sistema de recomendacion basado en la colaboracién, items co-
calificados por un par de usuarios pueden ser muy pocos y la correlacién entre dos usuarios puede
ser insuficiente, por tanto la informacién basada en conocimiento de cada usuario se explota para
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soportar el conocimiento del turista (contexto del usuario), conocimiento de los ftems y el dominio en
consideracion para soportar la definicidon y relaciones semanticas y facilidades de razonamiento. Se
emplea el método de hibridacion: “Caracteristica de aumento”, en el que la salida de una técnica se
utiliza como una caracteristica de entrada a otra.

4.5.1. Inferencia de Perfiles Contextuales

En esta seccidn se explicara la inferencia del perfil del usuario a partir de la utilizacién de 3 va-
riables contextuales del Modelo del Usuario, las cuales son capturadas implicitamente a través de un
formulario de la aplicaciéon mévil, y formateadas de manera que puedan ser entendidas computacio-
nalmente. En primer lugar se transforman los datos en vectores contextuales que almacenan varias
variables que pueden ser interpretadas mejor para producir un vector de contexto con valores claros
y bien definidos. Para modelar las variables de contexto que afectan la identificacién del perfil de un
turista, se muestra el vector resultante en la siguiente tabla:

Tipologia | Motivo Viaje | Rango Edad

Tabla 4.2: Vector de perfil de contexto

Para calcular el valor de las variables, se sincronizan respecto al tiempo en porciones de tiempo
discretas, creando un vector de perfil contextual V(t) el cual es parametrizado por el tiempo t. La
duracién de la porcién de tiempo determina la cantidad de datos disponibles del contexto para el paso
de inferencia o razonamiento del perfil contextual. Los estados de contenido del vector pueden ser
calculados en la siguiente ecuacioén:

—

v(t) = {CS1(t), CSa(t)..0Sn (1)} (1)

Donde CS es la variable contextual, C'S;(¢) es el valor de 4 de la variable contextual para la porcién
de tiempo ¢. Ciertas variables no pueden ocurrir simultdneamente y luego tiene valores binarios, que
puede tomar valores de 1 o 0. Por ejemplo, el rango de edad puede ser Menor a 18 o 18 a 30.

Razonamiento de perfil contextual

Las variables contextuales se convierten en perfiles contextuales cuando son combinadas: por
ejemplo, turistas que llegan acompafiados por familiares buscan planes de tipo familiar, mientras que
los jovenes interesados en entretenimiento o diversion prefieren actividades nocturnas. En este sentido,
se usan algoritmos de clasificacion para inferir perfiles contextuales, por ejemplo la clase a la cual se
ajusta la combinacion de las variables de perfil de contexto descritas anteriormente. Las combinaciones
de dichas variables y usar los clasificadores para los cuales los resultados de prediccidon son mejores,
indicando en ese modo que tan relevantes son las clases. Se ha etiquetado el conjunto de datos basado
en los perfiles contextuales objetivo y creado el vector de perfil de contexto, para tenerlos en cuenta
como entrada para inferir los diferentes perfiles contextuales: este proceso puede ser realizado con
técnicas de Aprendizaje Automadtico. La figura 4.3 muestra el diagrama conceptual de este proceso:

Se deduce el perfil contextual de los datos disponibles, los cuales son clasificados en patrones que
pueden ser interpretados como perfiles turisticos. En éste anélisis, se considera el perfil contextual
proporcionado como un recurso, la maquina interpreta el conjunto de datos del contexto del usuario
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1
Y - Y I
Vector de Contexto Férmula de Clasificacion Perfil Contextual Derivado

Figura 4.3: Identificacién de Perfil Contextual.

como una manera que se usa para entender el comportamiento del usuario [178]. Cuando se clasifican
perfiles contextuales, se continda usando el modelo clasificado que fue creado después de los datos
entrenados con los datos de usuario, y se usa para predecir el perfil contextual de un nuevo turista a
partir de dicho modelo aprendido.

Definicion de Perfiles Contextuales

Para definir perfiles contextuales a usar, se analizan los escenarios que pueden suceder cuando
un turista llega a un destino. Se definen los perfiles a derivar, para realizar esto, se analizan las 3
variables definidas previamente relaciondndolas a varios perfiles contextuales que son especificas para
el entorno turistico como se detalla a continuacién:

Escenarios

Turista llega a un destino acompafiado de su familia
Turista llega a un destino en Grupo

Turista llega a un destino de manera individual

El motivo de viaje de un turista es Turismo/Ocio

El motivo de viaje de un turista es Eventos

El motivo de viaje de un turista es Visita a Familiares
El motivo de viaje de un turista es Trabajo/Negocios
El motivo de viaje de un turista es Otros

El turista tiene un rango de edad Menor a 18 afios
El turista tiene un rango de edad entre 18 y 30 afios
El turista tiene un rango de edad entre 30 y 50 afios
El turista tiene un rango de edad mayor a 50 afios

Tabla 4.3: Ejemplo de posibles escenarios para un Turista

Estas variables son combinadas para crear un posible escenario turistico basado en lo valores de
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dichas variables, lo cual es llamado “context stamp”[179]. De acuerdo a esto se han definido cuatro
principales perfiles contextuales: Classic Tourist, Clubbing-type, Family Type y Thinker, los cuales
fueron tomados de la ontologia de Usuario del proyecto Travel Guide Ontology [171] que contiene
conceptos relacionados con los viajeros. Esta ontologia describe intereses de los usuarios y activi-
dades, grupos de edad, las compaiiias de viajes preferidas, y otros datos sobre los diferentes tipos de
usuarios y perfiles de usuario, para lo cual ampliaron el médulo de gestiéon del conocimiento PROTON
con los conceptos y las relaciones de dominio-relacionados para la ontologia del usuario. Cada perfil
es un escenario turistico para el usuario, dependiendo de las dimensiones del modelo de usuario que
se emplean para caracterizar a un turista, como se muestra en la tabla 4.4:

Perfil Contextual | Definicién

Turista interesado en conocer mejor otras culturas, viajando a un destino
Classic Tourist turistico con el fin de ampliar sus horizontes, adquirir conocimientos

de otras culturas, y aprender una lengua extranjera. [180]

Turista que viaja principalmente para visitar clubes nocturnos u otros
bares y lugares de ocio. [181]

Turistas que les interesan actividades orientadas a la familia como:
visitas a lugares histéricos, experiencias relacionadas con el agua

Clubbing-type

Family Type - . .
y P (lago/mar), la montafa/aventuras al aire libre, las experiencias de los
museos urbanos, reuniones familiares y compras. [182]
. Turista interesado en visitar sitios relacionados con arte, museos,
Thinker

instituciones educativas, eventos, trabajo o negocios, entre otros.

Tabla 4.4: Definicion de Perfiles Contextuales

Se aplica el modelo de usuario usando la formula de vector de perfil contextual V(t) (Ecuacién
1). Se puede ver una imagen del entorno de trabajo unificado de variables de perfil contextual en la
tabla 4.5, la cual es definida basada en todas los posibles valores que pueden tomar las variables y en
el previo modelo de usuario definido.

Variable de Tipologia Variable Rango de Edad Variable Motivo de Viaje
. Visi- | Tra-
Fami- | Indivi- | Gru- Me- | 18 30 Ma- | Turis- taa bajo/ | Even- | O-
. nor a a yor mo/ .
lia dual po Fami- | Nego- | tos | tros

al8 | 30 50 as0 Ocio . .
liares cios

100 100 100|100 100 100|100|100 100 100 100 100

Tabla 4.5: Vector de Perfil contextual

Reglas de Inferencia

Cuando se infieren perfiles contextuales, se usa un algoritmo clasificador de Aprendizaje Au-
tomadtico para permitir automaticamente derivar un perfil contextual basado en el vector de contexto.
Para entrenar estos algoritmos, se han definido etiquetas de clase correspondientes a dicho perfil. Se
han definido un conjunto de reglas para etiquetar las clases y entrenar los clasificadores en la inferen-
cia de perfiles contextuales. Para etiquetar las clases, se ha seguido el enfoque tomado en el Proyecto
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MavHome [78]. Cuando se definen etiquetas de contexto, se han tenido que realizar un conjunto de
supuestos relacionados al entorno turistico y al comportamiento del turista cuando llega a un destino,
los cuales son listados a continuacién:

= Los turistas que llegan a un destino acompanados por sus familiares, amigos, compafieros bus-
can planes de tipo familiar.

= [os turistas que no vienen en plan familiar y su interés es por trabajo, estudio, eventos, etc.
prefieren actividades culturales e intelectuales.

= Los turistas jévenes cuyo interés sea la diversion o el ocio estdn mas dispuestos a realizar acti-
vidades nocturnas.

Con relacién a lo anterior, se han definido un conjunto de reglas no exhaustivas para etiquetar los
perfiles contextuales basado en las diferentes combinaciones que los valores pueden tomar:

L] If (motivo_viaje[Turismo/Ocio] = 1) AND
rango_edad[18 a 30] = 1) AND (Tipologia[Individual] = 1
OR Tipologia[Grupo] = 1) => ClubbingType

" If (motivo_viaje[Visita a Familiares] = 1) OR
(Tipologia[Familia] = 1) => FamilyType

L] If (motivo_viaje[Eventos] = 1 OR
motivo_viaje[Trabajo/Negocios] = 1) => Thinker

" If (motivo_viaje[Turismo/Ocio] = 1) AND
rango_edad[18 a 30] = 0) AND (Tipologia[Individual] =1

OR Tipologia[Grupo] = 1) => ClassicTourist

A continuacién se construye un clasificador basado en técnicas de Aprendizaje Automatico para
inferir perfiles contextuales. Se definen los vectores basados en cada variable de contexto y sus po-
sibles valores, explicando cdmo se etiquetan (soporte de supuestos). Se emplea el conjunto de datos
descrito en la seccién 3.1.2 para probar los algoritmos con los datos de la vida real y evaluar su desem-
pefio para elegir el mds adecuado para esta fase de la propuesta. Se utilizan diferentes clasificadores
de los diferentes tipos definidos en la seccién 2.1.4 soportados ampliamente por WEKA:

= Bayesian family: Bayes Net, Naive Bayes, WAODE, HNB y AODE
= Functions Classifiers: Logistic, MultilayerPerceptron, RBFNetwork, SimpleLogistic y SMO
= Lazy Classifiers: IB1, IBk, KStar, LBR y LWL

» Rule Classifiers: ConjunctiveRule, DecisionTable, DTNB, JRip, NNge, OneR, PART, Prism,
Ridor y ZeroR.

= Tree Classifiers: BFTree, DecisionStump, FT, 1d3, J48, J48gfraft, LADTree, LMT, NBTree,
RandomForest, RandomTree, REPTree, SimpleCart y UserClassifier.

Se usa el conjunto de reglas descrito anteriormente para etiquetar los conjuntos de datos en los
cuatro perfiles contextuales (clases) definidos: Classic Tourist, Clubbing-type, Family Type y Thinker.
Las métricas a tener en cuenta para la evaluacion de los algoritmos son:
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= Precisién (o confianza) denota la proporcién de casos positivos que son predichos correcta-
mente positivos reales, es decir, la proporcion de casos que se clasifican correctamente como
pertenecientes a una clase entre todos los casos clasificados como pertenecientes a esa clase.

= Recall denota la proporcion de casos positivos reales que se predice correctamente positivo,
es decir, la proporcién de casos clasificados como pertenecientes a una clase entre todas las
instancias que pertenecen a esa clase, este valor indica cudnto de la clase fue capturado la hora
de clasificar.

Se emplean estas medidas para evaluar el desempefio de los clasificadores para elegir el que tiene
el mejor equilibrio entre estas métricas calculando los promedios ponderados de los valores obtenidos
para cada clase.

Herramientas de programacion

Se ejecutaron los algoritmos en una computadora portétil Dell Vostro 1220 con Windows 7 OS,
usando la tercera edicion de WEKA software simulador de cédigo abierto, publicado bajo la Li-
cencia Publica General GNU, para ejecutar las clasificaciones [183]. Es un ambiente que permite
el acceso a una variedad de técnicas de Aprendizaje Automatico, con ambas funcionalidades pre y
post-procesamiento, y contiene una “coleccién de herramientas de visualizacion y algoritmos para el
andlisis de datos y el modelado predictivo, junto con interfaces graficas de usuario”[184]. WEKA pro-
porciona un entorno integrado en el que se puede acceder a una variedad de técnicas de aprendizaje
automatico a través de una interfaz interactiva y proporciona herramientas de anélisis que permiten
comprender los resultados de las pruebas mas en profundidad y ha sido elegido como uno de los favo-
ritos para las pruebas de mineria de datos [70]. WEKA permite cargar los vectores de contexto, con el
formato .csv, y elegir los atributos para poner a prueba, asi como el niimero de casos a utilizar cuando
se entrena el clasificador. En este sentido se evalda la Precision y Recall de los clasificadores anterior-
mente mencionados para elegir el modelo con mejor comportamiento y posteriormente clasificar la
otra mitad del conjunto de datos usando las siguientes opciones disponibles por WEKA para evaluar
el conjunto de datos:

» Training set: se utiliza el conjunto de entrenamiento (el archivo que se carga en el preproceso)
para la prueba.

= Cross validation: la validacidn cruzada es el método para evaluar los clasificadores realizando
una particién del conjunto de datos en k partes.

= Percentage split: los resultados de clasificacion serdn evaluados en una prueba de conjunto que
es una parte de los datos originales. La divisién por defecto (que se muestra en el drea de texto
junto a la opcién) es del 66 %, lo que significa que el 66 % de los datos va para training y el
34 % para testing.

Se ponen a prueba la precision de los clasificadores, los gréficos de la Figura 4.4, Figura 4.5,
Figura 4.6, Figura 4.7 y la Figura 4.8 informan de la Precision de clasificacién de cada algoritmo
sobre todo el conjunto de datos:
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Bayes Classifiers
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Figura 4.4: Evaluacién de Precision para Bayes Classifiers.

Como se puede observar en la anterior figura el mejor clasificador de este tipo (Bayesianos) es
WAODE con un resultado promedio del 100 % y para el resto de clasificadores se obtuvo un valor de
99 % para el valor de Precision en el conjunto de datos.

Functions Classifiers

- 1,001 ==Logistic

1
5 \ /’ =+=MultilayerPerceptron
'g 0,999
& 0,998 L \l/ ~H=RBFNetwork

0,997 ~®-—SimpleLogistic
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Figura 4.5: Evaluacion de Precision para Functions Classifiers.

En la anterior figura ningtn clasificador de este tipo (Funcién) alcanza un resultado promedio del
100 %, ya que se obtiene una tasa de precision media de 93 % en el conjunto de datos.

Lazy Classifiers
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Figura 4.6: Evaluacién de Precision para Lazy Classifiers.
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Para este tipo (Lazy) ningun clasificador alcanza un resultado promedio del 100 %, ya que se
obtiene una tasa de precision media de 98 % en el conjunto de datos.

Rule Classifiers
1,2
=&#=ConjunctiveRule
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=@®=0neR
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Use training set Cross Percentage Ridor
Validation Split

Figura 4.7: Evaluacién de Precision para Rule Classifiers.

En la anterior figura ningin clasificador de este tipo (Reglas) alcanza un resultado promedio del
100 %, ya que se obtiene una tasa de precision media de 83 % en el conjunto de datos.

Tree Classifiers
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Validation Split

Figura 4.8: Evaluacion de Precision para Tree Classifiers.

Como se puede observar en la anterior figura el mejor clasificador de este tipo (Arbol) es LADTree
con un resultado promedio del 100 % y para el resto de clasificadores se obtuvo un valor de 90 % para
el valor de Precision en el conjunto de datos.

Se ponen a prueba el Recall de los clasificadores, los graficos de la Figura 4.9, Figura 4.10, Figura
4.11, Figura 4.12 y la Figura 4.13 informan del Recall de clasificacién de cada algoritmo sobre todo
el conjunto de datos.
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Figura 4.9: Evaluacién de Recall para Bayes Classifiers.

Como se puede observar en la anterior figura todos los clasificadores de este tipo (Bayesianos)
obtienen un resultado promedio del 99 % para el valor de Recall en el conjunto de datos.

Functions Classifiers
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Figura 4.10: Evaluacion de Recall para Functions Classifiers.

En la anterior figura ningun clasificador de este tipo (Funcién) alcanza un resultado promedio del
100 %, ya que se obtiene una tasa de Recall media de 93 % en el conjunto de datos.

Lazy Classifiers
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Figura 4.11: Evaluacion de Recall para Lazy Classifiers.

Para este tipo (Lazy) ningin clasificador alcanza un resultado promedio del 100 %, ya que se
obtiene una tasa de Recall media de 98 % en el conjunto de datos.
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Rule Classifiers
1,2 . .
=4#=ConjunctiveRule
1 e~ + _; =#—DecisionTable
08 =#=DTNB
3 v v 2 =4=|Rip
206 —
~ “#=NNge
0,4
OneR
02 PART
0 Prism
Use training set C_r05§ Percemage Ridor
Validation Split

Figura 4.12: Evaluacion de Recall para Rule Classifiers.

En la anterior figura ningtin clasificador de este tipo (Reglas) alcanza un resultado promedio del
100 %, ya que se obtiene una tasa de Recall media de 86 % en el conjunto de datos.
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Figura 4.13: Evaluacion de Recall para Tree Classifiers.

Como se puede observar en la anterior figura el mejor clasificador de este tipo (Arbol) es LADTree
con un resultado promedio del 100 % y para el resto de clasificadores se obtuvo un valor de 92 % para
el valor de Recall en el conjunto de datos.

Los resultados de las pruebas muestran que para todos los clasificadores la tasa de precision media
es de 93 % en el conjunto de datos de usuario. Los mejores clasificadores son los WAODE y LADTree
con un resultado promedio de 100 %, FT y PART con un resultado promedio de 99.99 %. Gracias a
los resultados experimentales realizados se puede proporcionar un punto de control para el modelo de
contexto propuesto y la inferencia del perfil contextual con el fin de evaluar el mejor clasificador, los
cuales indican que WAODE y LADTree tienen la mejor combinacidn de rendimiento. Consecuente-
mente, se emplea el modelo de WAODE previamente cargado por medio del API Weka en java para
su implementacion como predictor de Perfiles contextuales y obtener el perfil del usuario al que se le
van a realizar las recomendaciones.
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4.5.2. Recomendacion basada en Conocimiento

Esta fase es la encargada de realizar el proceso de recomendacién empleando un motor de inferen-
cia, guiado por las reglas construidas que se razonan sobre la base de conocimiento (KB) representada
por la ontologia OWL, la cual recoge las dimensiones del modelo contextual anteriormente planteado:
el conocimiento sobre el turista (contexto de usuario), el conocimiento de contenidos y el conocimien-
to sobre el dominio en consideracion. La salida de este proceso es un conjunto de recursos pertinentes,
para este caso, esos recursos son actividades turisticas relacionados con un turista.

Representacion del conocimiento

Los Sistemas de recomendacion basados en contenidos estdn disefiados principalmente para reco-
mendar objetos basados en texto y emplear técnicas para representar caracteristicas del objeto que se
adquieren directamente de las descripciones textuales de los objetos [49] [185]. En algunos casos, los
objetos en los sistemas se describen con vectores de caracteristicas que se construyen sobre la base
de las ocurrencias de las palabras en las descripciones de texto de los objetos. Cada palabra se con-
sidera como una caracteristica independiente que caracteriza el objeto [135]. Dicha representacion,
donde el contenido expresado en lenguaje natural se indexa directamente en el uso de palabras como
las caracteristicas, tiene algunas limitaciones. El problema con la indexacién directamente con texto
no estructurado es que las realizaciones sintdcticas y léxicas de las frases pueden variar, esto se puede
mejorar mediante el modelado de los conceptos y sus relaciones en las frases y el uso de las estructuras
resultantes como caracteristicas. Tales caracteristicas pueden ser representados mediante anotaciones
estructuradas basadas en ontologias, que se discute en las siguientes secciones.

Ontologias

En informética, una ontologia se puede definir como una especificacién de un vocabulario de
representacion que consiste en las definiciones de clases, relaciones, funciones y otros objetos de un
dominio compartido del discurso [186].

Lenguajes de Ontologias y Reglas Los lenguajes desarrollados por la comunidad de la Web
Semadntica se han adoptado para apoyar la representacion conceptual de ontologias y esquemas de
anotacion. El Marco de Descripcién de Recursos (esquema) (RDF (S)) [187] y OWL [188], se pue-
de utilizar para describir formalmente los conceptos y propiedades entre ellos. Las construcciones en
estos lenguajes tienen la semdntica predefinida. Los Recursos (conceptos y propiedades) se pueden
definir y describen el uso de estas construcciones. El lenguaje RDF (S), y la seméntica definidas por
ellos, se pueden utilizar para describir, por ejemplo, la subsuncién y las relaciones de tipo. Los re-
cursos pueden ser identificados con identificadores uniformes de recursos (URI). RDF se ha definido
como un modelo general para la descripcion de recursos web, utilizando una variedad de formatos de
sintaxis. El modelo de datos RDF es similar al enfoque de modelado conceptual como los diagramas
entidad-relacién [189], ya que se basa en la idea de hacer declaraciones sobre los recursos en forma de
declaraciones de sujeto-predicado-objeto, también conocido como triples en la terminologia RDF. Una
vez que se construye una definicidén de ontologia, sus individuos pueden ser formados como valores de
datos reales que se asignan a las propiedades de tipo de datos, y los enlaces a los individuos de otras
clases se asignan a propiedades de objetos. Asi, se ha demostrado [190] que OWL tiene limitaciones
en el caso de representar relaciones entre propiedades complejas. Esto ha sido superado con el trabajo
conjunto entre OWL y un lenguaje de reglas. Como resultado de eso, Semantic Web Rule Language
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(SWRL) se ha introducido [190] y combina OWL con RuleML (el sub-idioma de Rule Markup Lan-
guage). En SWRL, un axioma de regla consiste en un antecedente (cuerpo) y un consecuente (cabeza).
El elemento basico tanto de antecedente y consecuente es un dtomo. SWRL identifica cinco dtomos
basicos que se han construido en base a conceptos definidos en la ontologia. Los d&tomos son:

= C(x) - se utiliza para comprobar si un determinado individuo x es una instancia del concepto C,
por ejemplo, la Track(Yesterday) comprueba si Y esterday es la instancia del concepto T'rack;

= P(x, y) - permite comprobar si dos individuos x y y se relacionan entre si a través de una
propiedad P, por ejemplo, genre(Yesterday, rock) estd “buscando”la propiedad genre entre los
individuos Yesterday y rock;

= Q(X, z) - verifica si una Data Property Q de un individuo x tiene un valor de z;
= sameAs(X, y) - se mantiene si los individuos x y ¢ son los mismos;

= differentFrom(x, y) - se mantiene si los individuos z y y son diferentes.

Todos los dtomos presentados anteriormente se pueden utilizar con variables en lugar de indivi-
duos. El dtomo de P(x,y) se puede utilizar de la siguiente manera - genre(?t, rock) para representar
la una pregunta: ;qué pistas pertenecen al género del rock?.

Perfiles de usuario

La personalizacién en el contexto de los sistemas de recomendacién se puede definir como el
proceso de personalizacion de los contenidos a las necesidades especificas e individuales de cada
usuario [191]. Para esto es necesario conocer el perfil de usuario, el cual se utiliza para identificar los
intereses de los usuarios y preferencias. Existen varios enfoques adecuados para la construccion de
un perfil de usuario [192] [193] [194], principalmente se pueden dividir en dos categorias: 1) basada
en el conocimiento, y 2) basada en el comportamiento [195]. El primero considera un modelo de
usuario estdtico y utiliza cuestionarios y entrevistas para que coincida con un modelo de usuario a
uno de los modelos ya existentes, mientras que el segundo construye un modelo de un usuario en
funcién de los patrones descubiertos a partir del comportamiento del usuario aplicando técnicas de
aprendizaje automdtico. La mayoria de los sistemas de recomendacion utilizan un enfoque basado
en el comportamiento y modelan un usuario de un modo binario. Como se menciond anteriormente
el perfil contextual del turista para la presente propuesta es construido por medio de un modelo de
clasificacion basado en Aprendizaje Automatico.

Personalizacion basada en Ontologia

Los enfoques de perfiles de usuario basados en Ontologia estdn disefiados para reducir la bre-
cha semdantica entre las caracteristicas de bajo nivel extraidas de documentos, como la bolsa de las
palabras, y las mds abstractas, vistas conceptuales de intereses de los usuarios [196]. Los sistemas ac-
tuales utilizan ontologias extendiendo el modelo de la bolsa de palabras [197] [195]. Las Ontologias
de dominio se utilizan para unir los conceptos en los perfiles y los objetos mediante subsuncion de
jerarquias para generalizar los conceptos [93]. En esta tesis, los perfiles de usuario se modelan a través
de una ontologia de dominio como se describi6 en la secciéon 4.5.1.
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Reglas e Inferencia

El lenguaje de ontologias puede ser visto como una especializacién de la légica de predicados
la cual puede mejorar la inteligencia de maquina, manejable y estd soportado por una herramienta de
razonamiento eficiente mediante la implementacién de la 16gica y la interferencia o reglas. De acuerdo
con la légica, es mas general que las ontologias ya que puede ser utilizada por agentes inteligentes
para la toma de decisiones y tiene mds explicaciéon que el lenguaje de ontologias. Las reglas son
responsables de lo que representa la relacion entre los hechos. El sistema de inferencia consiste de
reglas de la forma:

SI E contiene ciertos triples

ENTONCES afiadir a E ciertos triples adicionales donde E
es un conjunto arbitrario de triples RDF

E.

Disefio de la Ontologia

La Ontologia que se emplea para la presente propuesta es disefiada basada en las dimensiones
presentadas en el modelo contextual presentado en la seccién 3.1.2, la cual relaciona el Usuario, su
tiempo disponible y su perfil con las Actividades turisticas y su duracioén, los Sitios donde se realizan
dichas actividades, la Informacién de Tiempo y Ubicacion, la cual sirve como base de conocimientos
para apoyar la definicién de las relaciones semédnticas y las instalaciones de razonamiento. El reco-
mendador toma conocimiento sobre el turista (contexto de usuario), el conocimiento de contenidos y
el conocimiento sobre el dominio en consideracién y por ende se utiliza para modelar y representar
este tipo de conocimiento y disefiar las reglas de recomendacién sobre la misma.

La Ontologia fue desarrollada usando el software Protege [198]. Protege es una herramienta de
software libre que se desarroll$ para la construccién y edicion de las ontologias. La ontologia se cons-
truy6 mediante la definicion de las clases o subclases y propiedades y para algunas de las dimensiones
se emplearon ontologias base, especificamente tres ontologias, de las cuales se obtuvieron los concep-
tos que estaban directamente relacionados con el proyecto. El modelo del Perfil de Usuario se basé en
“The USERMODELONTOLOGY”’[199], dentro de la cual los conceptos relevantes de la ontologia
general de modelo de usuario GUMO se puede acceder en linea a través del navegador UbisOntology
bajo la URL:
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http://www.u2m.org/UbisWorld/UbisBrowser.php}

o en RDFS, DAML y OWL bajo

http://www.u2m.org/UbisWorld/UbisOntology.php?window=
UserModelOntology OWL

http://www.u2m.org/UbisWorld/UbisOntology.php?window=
UserModelOntology DAML

http://www.u2m.org/UbisWorld/UbisOntology.php?window=
UserModelOntology RDFS

Las dimensiones bésicas modelo de usuario se organizan en varios grupos de propiedades como
se describe a continuacién (Tabla 4.6):

Group Class Id

UserModelPropertyGroup | MentalState 700017
UserModelPropertyGroup | PhysicalState 700016
UserModelPropertyGroup | Demographics 700010
UserModelPropertyGroup | ContactInformation 700008
UserModelPropertyGroup | Role 700019
UserModelPropertyGroup | EmotionalState 700014
UserModelPropertyGroup | Personality 700012
UserModelPropertyGroup | Characteristics 700013
UserModelPropertyGroup | AbilityAndProficiency | 700011

Tabla 4.6: Dimensiones de Usuario tomadas de la ontologia [199]

Dentro de las dimensiones basicas del modelo de usuario que se consideraron de acuerdo con las
caracteristicas del enfoque propuesto son (Tabla 4.7):

70



4.5. Fases del enfoque propuesto

Group Class Id

Demographics Gender 800300
Demographics AgeGroup 800301
Demographics Age 800302
Demographics Birthday 800303
Demographics Birthplace 800304
Demographics FirstLanguage 800306
Demographics SecondLanguage 800308
Demographics FamilyStatus 800312
Demographics EducationLevel 800314
Demographics Employment 800316
Demographics Salary 800318
Demographics Wealth 800320
ContactInformation | GivenName 800410
ContactInformation | MiddleName 800411
ContactInformation | FamilyName 800412
ContactInformation | FullName 800414
ContactInformation | Street 800416
ContactInformation | HouseNumber 800418
ContactInformation | PostalCode 800420
ContactInformation | City 800422
ContactInformation | State 800424
ContactInformation | Country 800426
ContactInformation | TelephoneNumber 800430
ContactInformation | MobilePhoneNumber | 800432
ContactInformation | FaxNumber 800433
ContactInformation | Email 800434
ContactInformation | Homepage 800436
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Y adicionalmente como ya se menciond anteriormente, es necesario conocer la Tipologia y el
motivo de Viaje de los turistas.

Para el modelo del Perfil de Usuario se tomé como base la ontologia de Usuario del proyecto
Travel Guide Ontology [171] que contiene conceptos relacionados con los viajeros. Esta ontologia
describe intereses de los usuarios y actividades, grupos de edad, las compaiiias de viajes preferidas, y
otros datos sobre los diferentes tipos de usuarios y perfiles de usuario, para lo cual ampliaron el médulo
de gestion del conocimiento PROTON con los conceptos y las relaciones de dominio-relacionados
para la ontologia del usuario (Tabla 4.8):

Type of User Profile
Adventurer
Artist
ClassicTourist
Clubbing-type
Conformist
Cosmopolit
FamilyType
Historic
Hooliggan
NatureLover
Passivist

Romantic
Shopaholic
Thinker

Tabla 4.8: Tipos de Perfil de Usuario tomados de la ontologia la ontologia de Usuario del proyecto
Travel Guide Ontology [171]

Finalmente dentro del dominio turistico y para el modelo de Datos, es decir los diferentes tipos de
actividades a realizar en los sitios para realizar las recomendaciones, se tomé como base la ontologia
denominada “ETP-Tourism”[200], de las cuales fueron escogidos los mencionados en la tabla 3.2.

Se agregaron los siguientes tipos adicionales (Tabla 4.9):

Type of Activity
Art

Culture
Education
Religion

Tabla 4.9: Tipos de actividades turisticas adicionadas al disefio de la ontologia del proyecto

Las filas sombreadas en algunas tablas son las clases que finalmente fueron empleadas en la on-
tologia construida de acuerdo a las caracteristicas y requerimientos de la presente propuesta. A conti-
nuacién se describe el proceso para el diseiio de la misma:

= Clases o Subclases de la ontologia: Las clases se definen mediante un elemento owl: Class. La
estructura de clase de la ontologia se puede ilustrar en la Figura 4.14. Por ejemplo, la clase
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Adventure definida como sigue:

<owl:Class rdf:ID="Adventure">
<rdfs:label>Adventure</rdfs:label>
<rdfs:subClassOf rdf:resource="\#Activity"/>
</owl:Class>

= Propiedades de la ontologia: En OWL hay dos tipos de propiedades:

e Propiedades de objeto, que se relacionan los objetos con otros objetos. He aqui un ejemplo
de una propiedad de objeto que esta en la forma de OWL:

<owl:0ObjectProperty rdf:ID="hasTimeDuration">
<rdfs:domain rdf:resource="\#Activity" />
</owl:0ObjectProperty>

e Propiedades de tipo de datos, que relacionan objetos a valores de tipo de datos. He aqui un
ejemplo de una propiedad de tipo de datos que se encuentra en la forma de OWL:

<owl:ObjectPropertyrdf:ID="hasName">
<rdfs:domain rdf:resource="\#User" />
</owl:0ObjectProperty>

Recomendacion basada en conocimiento

Las dimensiones del modelo contextual se recogieron en la ontologia OWL anteriormente descrita
que sirve como base de conocimientos para apoyar la definicién de las relaciones semadnticas y las
facilidades de razonamiento. El recomendador toma conocimiento sobre el turista (contexto de usua-
rio), el conocimiento de contenidos y conocimiento sobre el dominio en consideracidn, la ontologia
se utiliza para modelar y representar a ese tipo de conocimiento.

Fundamentalmente, un sistema de recomendacién es el sistema que predice la preferencia del
usuario para sugerir items por el uso de la técnica de la informacién del sistema de filtrado. Un Sistema
de recomendacion basado en ontologias por medio de reglas tiene como objetivo mostrar los resultados
de recuperacién o recomendaciones para el usuario objetivo.

El recomendador de conocimiento estd formado por la base de conocimiento (KB) y el motor de
razonamiento. Se construyeron reglas utilizando un motor de inferencia, tales reglas guian el proceso
de recomendacion y la salida de este proceso es un conjunto de recursos pertinentes, para este caso,
esos recursos son actividades turisticas relacionadas con un turista.

Reglas Recomendacion

Cuando se detecta un cambio en el contexto del usuario, los datos de contexto recogidos se trans-
fieren al recomendador basado en conocimiento (KB), el cual instancia del modelo de contexto y llama
al motor de razonamiento que analiza las reglas de contexto almacenadas en la base de conocimientos.

Dichas reglas fueron construidas en SWRL vy tienen la forma de una implicacion entre el antece-
dente (el cuerpo) y el consecuente (cabeza), es decir, cada vez que las condiciones especificadas en
el antecedente sostiene, el consecuente también se sostiene. Siempre que el motor de Razonamien-
to encuentra una coincidencia entre la informacion instanciada y las reglas, las actividades turisticas
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Figura 4.14: Estructura de la Ontologia empleada en el sistema.

que asisten a esa especificacion son seleccionados por el sistema. A continuacién se ejemplifican dos
clases de reglas usadas por el sistema:

Las primeras clases de reglas relacionan los tipos de perfiles turisticos con los tipos de actividades
de acuerdo con la definicion de perfiles contextuales especificados en la tabla 4.4:

» FamilyType (?p), Outdoor(?a), User(?u),
hasUserProfile (?u, ?p) —> hasRecommended (?u, ?a)

» Education(?a), Thinker(?p), User(?u),
hasUserProfile (?u, ?p) —> hasRecommended (?u, ?a)

Las segundas clases de reglas tienen en cuenta la disponibilidad de cada una de las actividades

turisticas, para recomendar actividades que se puedan realizar en el horario en que el turista se en-
cuentra:

Recreation(?a), Time (?finishTime), Time (?startTime),

Time (?userTime), Time_Availability(?ta), User(?u),
hasCurrentDate (?u, ?2userTime), hasFinishTime (?ta, ?finishTime),
hasStartTime (?ta, ?startTime), hasTimeAvailability(?a, ?ta),
hasHour (?finishTime, ?hourFinishTime),
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hasHour (?startTime, ?hourStartTime), hasHour (?userTime, ?hUserTime),
greaterThan (?hUserTime, ?hourStartTime),
lessThan (?hUserTime, ?hourFinishTime) -> hasRecommended (?u, ?a)

En el cuerpo de la regla, la variable User corresponde con Activity (el tipo de actividad) en el
ejemplo a través de la relacién hasUserProfile, dicha instancia pertenece a la dimension UserProfile y
tiene el valor de tipo familiar (FamilyType).

Si todas las condiciones establecidas en el cuerpo de la regla se cumplen, entonces la parte de la
cabeza de ella se emparejan con las instancias presentes en el modelo de contexto y, finalmente, los res-
pectivos componentes se presentan al usuario. En el ejemplo anterior, si todas las condiciones se cum-
plen entonces el usuario se empareja con las actividades a través de la relacién hasRecommended.

Se observa que el uso de dichas reglas con el modelo de contexto extrae la recomendacién seméanti-
cay la coloca en el modelo ontoldgico. Una ventaja de esta caracteristica es que el conocimiento del
dominio es modelado por la ontologia y las reglas pueden manipular los conceptos de la misma, in-
cluyendo el contexto de usuario.

4.5.3. Recomendacion por Filtrado Colaborativo

La siguiente fase del enfoque propuesto es el uso de filtrado colaborativo para predecir las pre-
ferencias del usuario y generar recomendaciones. El Filtrado colaborativo en su implementacién mas
simple que recomienda al usuario activo, los items que otros usuarios con preferencias similares les
han gustado en el pasado. Estos sistemas de filtrado colaborativo producen predicciones o recomenda-
ciones para un usuario determinado y uno o més {tems. Los items pueden consistir en cualquier cosa
para la que un ser humano puede proporcionar una calificacién, como el arte, libros, CDs, articulos
de revistas, o destinos de vacaciones. Los ratings en un sistema de filtrado de colaboracién pueden
adoptar una variedad de formas:

= Calificaciones escalares: pueden consistir en cualquiera de las calificaciones numéricas, como
las 1 a 5 estrellas proporcionadas en MovieLens o calificaciones ordinales como muy de acuer-
do, de acuerdo, neutral, en desacuerdo, totalmente en desacuerdo.

= Opciones binarias de calificaciones como: de acuerdo/en desacuerdo o bueno/malo.

= (Calificaciones unarias pueden indicar que un usuario ha observado o comprado un articulo, o
de otro modo calificar el item positivamente. La ausencia de una calificacién indica que no se
tiene informacion relativa al usuario al item (tal vez ha comprado el item en otro lugar).

Las calificaciones pueden ser recogidas a través de los medios explicitos, implicitos, o ambos. Las
calificaciones explicitas son aquellas en las que se pide a un usuario proporcionar una opinién sobre un
item. Las calificaciones implicitas son aquellas que pueden inferirse de las acciones del usuario. Por
ejemplo, un usuario que visita una pagina de productos tal vez tiene algo de interés en ese producto,
mientras que un usuario que posteriormente adquiere el producto puede tener un interés mucho mas
fuerte en ese producto.

Usos del filtrado colaborativo

En esta seccidén se consideran cuestiones relacionadas con el uso del CF mediante la exploracién
de las tareas del usuario que soporta, a continuacién, los servicios que proporcionan los sistemas de
CFE.
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Las tareas para las cuales el filtrado colaborativo se ha usado y que se han estudiado son:

= Ayudar a los usuarios a encontrar nuevos items que le podrian gustar. En un mundo de la sobre-
carga de informacidn, no es posible evaluar todas las cosas. Presentar algunos para poder elegir
se ha aplicado con mayor frecuencia a los items de consumo (musica, libros, peliculas), pero
también puede ser aplicada a la investigacidn los documentos, paginas web u otros elementos
calificables.

= Asesorar sobre un item en particular. Si se tiene un tema en particular en mente; la comunidad
sabe si es bueno o malo?

= Ayudar a encontrar un usuario (o algunos usuarios) que le puedan gustar. Esto podria ayudar
con la formacién de grupos de discusién [201], matchmaking, o conectar a los usuarios para
que puedan intercambiar recomendaciones socialmente.

Los recomendadores colaborativos explotan los métodos de vecinos mas cercanos (método de
vecindad basada en usuario y el método de vecindad basado en item). Los métodos basados en usuario
se basan en la opinidn de los usuarios afines para predecir una calificacién, y generar recomendaciones.
Los enfoques basados en {tem toman las calificaciones otorgadas a los items similares y generan
recomendaciones. La complejidad computacional de los métodos basados en usuario escala como el
nimero de usuarios aumenta, mientras que la de los métodos basados en item sube como el nimero
de items crece.

Algoritmos de vecindad basada en usuario

Estos algoritmos generan predicciones para los usuarios basdndose en puntuaciones de usuarios
similares, los cuales son llamados usuarios vecinos similares. Si un usuario n es similar a un usuario
u, se dice que n es un vecino de u. Algoritmos basados en el usuario generan una prediccién para un
item ¢ mediante el andlisis de ratings de ¢ de los usuarios en la vecindad de u [202].

El algoritmo de recomendacién basado en el usuario sale de esta intuicién. Es un proceso de
recomendar {tems a algtin usuario, denotado por u, como se ve a continuacion:

every item i that u has no preference for yet every other user v that has a preference for i
compute a similarity s between u and v incorporate v’s preference for i, weighted by s,
into a running average return the top items, ranked by weighted average

El bucle externo simplemente considera todos los items conocidos (para los que el usuario no ha
expresado su preferencia) como candidato a la recomendacién. El bucle interno busca cualquier otro
usuario que ha expresado su preferencia por este item candidato, y obtiene su valor de preferencia para
el mismo. Al final, los valores se promedian para llegar a una estimacién - un promedio ponderado.
Cada valor de preferencia se pondera en el promedio por que tan similar es el usuario al usuario activo.
Para el usuario m4s similar, su valor de preferencia es ponderado mds fuertemente.

En realidad, una vecindad de la mayoria de usuarios similares se calcula primero, y sélo los items
conocidos por los usuarios son considerados:

for every other user w? compute a similarity s between u and w?
retain the top users, ranked by similarity, as a neighborhood n
for every item i that some user in n has a preference for,

but that u has no preference for yet

for every other user v in n that has a preference for i?
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compute a similarity s between u and v
incorporate v’s preference for i, weighted by s, into a
running average

La principal diferencia es que los usuarios similares se encuentran en primer lugar, antes de ver en
lo que los usuarios mds similares estdn interesados. Esos elementos se convierten en los candidatos a
la recomendacion.

Vecindades de usuario

Dos técnicas, la correlation-thresholding y best-n-neighbors, se han utilizado para determinar
cudntos vecinos seleccionar. Con ambas técnicas, las contribuciones de las pocas excepcionalmen-
te valiosas altas correlaciones tienden a perderse en el ruido de las muchas correlaciones mas bajas
cuando los algoritmos estdn configurados para dar cobertura aceptable.

La primera técnica, utilizado por Shardanand y Maes [203], es establecer un umbral de correla-
cién absoluta, donde se seleccionan todos los vecinos con correlaciones absolutas mayores que un
umbral dado. El establecimiento de un umbral alto limita su vecindario para que contenga muy buenas
correlaciones, pero para muchos usuarios altas correlaciones no estan disponibles, lo que resulta en
un pequeilo vecindario que no pueden proporcionar la cobertura de prediccién para muchos items.
Una configuracién de un umbral de correlacién bajo resulta en un gran niimero de correlaciones mas
bajas, anulando el propdsito del umbral. El umbral debe estar entre -1 y 1, ya que todas las métricas
de similitud devuelven valores de similitud en este rango, la literatura recomienda explorar muchos
valores de datos reales para determinar el 6ptimo.

La segunda técnica consiste en escoger la mejor n correlacién para un n dado. Esta técnica se
realiza razonablemente bien, ya que no limita la cobertura de prediccidon. Sin embargo, la seleccién
de un mayor n producird demasiado ruido para aquellos que tienen altas correlaciones. Escoger un
menor n puede causar predicciones pobres para aquellos usuarios que no tienen ninguna correlacion
alta. Una vez mas la literatura recomienda evaluar varios valores y averiguar la configuracién 6ptima
para el conjunto de datos con el que se este trabajando, pero afirman que no hay valor magico; un poco
de experimentacion con datos reales es necesario para delimitar el recomendador.

Meétricas de similitud

Una decisién de disefio critico en la implementacion de un CF basado en Usuario es la eleccion de
la funcién de similitud. Se han propuesto y evaluado en la literatura diferentes funciones de similitud.

= Correlacion de Pearson: Este método calcula la correlacion estadistica (r de Pearson) entre dos
ratings comunes de los usuarios para determinar su similitud. GroupLens y Bellcore utilizan
este método [204] [205]. La correlacion se calcula por la siguiente férmula:

Zielmlv (Tuyi - Tiu)(rwi - 7:11)

) =
\/Zielumlv (T“’i B T_U)Q\/Zieluﬂlv (Tv,i - T_v)2

(2)

s(u,v

La correlacion de Pearson sufre de computacion de alta similitud entre los usuarios con pocas
calificaciones en comtn. Esto puede ser aliviado mediante el establecimiento de un umbral en
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el ndmero de {tems co-rateados necesarios para el acuerdo total (correlacién de 1) y escalan-
do la similitud cuando el nimero de items co-rateados cae por debajo de este umbral [206]
[41]. Los experimentos han demostrado un valor umbral de 50 util en la mejora de la exacti-
tud de la prediccién, y el umbral pueden ser aplicado al multiplicar la funcién de similitud por
min {|I,, N I,]50,1}.

Correlacion de Spearman: El coeficiente de correlacién de Spearman es otro candidato para
una funcién de similitud [206]. Para la correlacién de Spearman, los iftems que un usuario ha
calificado estdn clasificados de manera que los de mayor calificacion estdn en el rango 1 y los
items de menor calificacién tienen rangos mds altos. A los items con la misma calificacién se
les asigna el rango promedio para su posicion. El célculo es entonces el mismo que el de la
correlacién de Pearson, excepto que se utilizan los rangos en lugar de las calificaciones.

Similitud del Coseno: Este modelo es algo diferente de los enfoques descritos anteriormente, ya
que es un enfoque de vector-espacio basado en dlgebra lineal en lugar de un enfoque estadistico.
Los usuarios se representan como —I—-vectores dimensionales y la similitud se mide por la
distancia coseno entre dos vectores de calificacion. Esto se puede calcular de manera eficiente
mediante la adopcién de su producto escalar y dividiéndolo por el producto de su norma 1.2
(euclidiana):

Ty -Ty 22 Tu,iTv,i

_ 3
Iral2limall2 5702 52,

Distancia Euclidiana [207]: La distancia euclidiana es una métrica familiar por la geometria
de 2 y 3 dimensiones. La distancia euclidiana 12 (x,y) entre dos vectores 2-dimensionales x =
(z1,22)T y y = (y1,y2)T viene dada por:

s(u,v) =

rafe,y) = Vw2 + (@2 — o) =

Coeficiente de Tanimoto [202]: Curiosamente, también hay implementaciones de similitud por
el usuario que ignoran valores de preferencia completamente. No importa si un usuario expresa
una preferencia alta o baja para un sélo item, sélo que el usuario exprese una preferencia en
absoluto, el coeficiente de Tanimoto es una implementacién de esto, el cual también se conoce
como el coeficiente de Jaccard. Es el nimero de items para los que dos usuarios expresan alguna
preferencia por éstos, dividido por el nimero de items por los que el usuario expresa cierta
preferencia, como se ilustra en la figura 4.15:

En otras palabras, es la relacion entre el tamafio de la interseccién con el tamafio de la unién
de sus items preferidos. Tiene las propiedades requeridas: cuando los items de dos usuarios se
superponen completamente, el resultado es 1,0. Cuando no tienen nada en comun, que es 0,0.
El valor nunca es negativo, pero eso estd bien. Su expresiéon con mas de dos vectores de bits se
puede escribir como:
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User 2
preferred

items

Figura 4.15: Coeficiente de Tanimoto.
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= Similitud Log Likelihood [202]: similar a la similitud basada en el coeficiente de Tanimoto, ya
que es otra métrica que no toma en cuenta los valores de preferencias individuales. Al igual que
el coeficiente de Tanimoto, estd basado en el nimero de items en comin entre dos usuarios, pero
su valor es mas una expresion de lo improbable que es para dos usuarios tener alta superposicion,
dado el niimero total de {tems existentes y el nimero de items para los que cada usuario tiene
una preferencia. La similitud log- likelihood se calcula tratando de evaluar lo improbable que es
que la superposicion entre los dos usuarios es sélo debido a la casualidad. Es decir, dos usuarios
distintos, sin duda evaluardn un par de peliculas en comun, pero dos usuarios similares mostrara
una superposicién que se ve muy poco probable que sea una casualidad. Con algunas pruebas
estadisticos, esta similitud intenta determinar qué tan probable es que dos usuarios no tienen
ningln parecido en sus gustos; mds improbable, mds similares los dos deben ser. El valor de
similitud resultante puede ser interpretada como una probabilidad de que la superposicién no se
debe al azar.

Diseno del Filtro Colaborativo

Muchos frameworks de cddigo abierto se han desarrollado para la construccion, la investigacion
y el estudio de los sistemas de recomendacién, como Apache Mahout [208], LensKit [209], Waffles
[210], Recommenderlab [211]. Fueron construidos con diferentes lenguajes de programacion, entre
los cuales, Mahout y LensKit se basan en Java; Waffles se basa en C ++; Crab se basa en Python; y el
lenguaje R se adopta en Recommenderlab. Para el contexto de esta tesis, la implementacion del Filtro
Colaborativo se ha realizado con Apache Mahout.

La introduccién detallada a Apache Mahout se puede encontrar en su sitio web [208]. Algunos
de los puntos se destacan en esta seccién. El motor de recomendacién dentro de Apache Mahout se
implementa a través de Taste, el cual puede ser considerado como un componente flexible y maduro y
tipo de independiente dentro Mahout. No sélo es compatible con los enfoques bésicos de CF basados
en usuario basada y en items, sino que también proporciona interfaces extensibles para conectar y rea-
lizar recomendaciones personalizadas de los usuarios. Taste tiene cinco interfaces de paquetes como
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abstracciones clave para llevar a cabo las recomendaciones: DataModel es un conector para extraer la
informacién de las preferencias del usuario de la fuente de datos. JDBCDataModel y FileDataModel
se usan para leer la informacion de base de datos y archivos, respectivamente; Usersimilarity e Item-
similarity son otro paquete de interfaces para averiguar usuarios o items similares para los usuarios o
items especificos, denominados vecindades. Un algoritmo de similitud es el nicleo del motor de reco-
mendacién de CF. Muchos algoritmos de similitud populares de los paquetes Taste, como la similitud
de correlacién de Pearson, distancia de similitud Euclidiana, similitud de correlacién de Spearman,
coeficiente de similitud Tanimoto, similitud del coseno, y asi sucesivamente para satisfacer las necesi-
dades diferentes de los usuarios; UserNeighborhood es especialmente para la recomendacion basada
en el usuario, que generan resultados de recomendacién de los vecinos del usuario dado. En el mo-
delo UserNeighborhood, se podria definir un nimero diferente de vecindad para afinar el resultado
de recomendacién. Por lo general, la vecindad se encuentra por UserSimilarity; la dltima interfaz es
Recommender, que implementa la recomendacion. Proporcionando un DataModel, un Recommender
podria generar la prediccidn, haciendo uso de la GenericUserBasedRecommender o GenericltemBa-
sedRecommender.

Parametros de configuracion del recomendador CF

El conjunto de datos a emplear para el recomendador fueron los obtenidos en la experiencia del
caso de estudio realizada bajo el Proyecto de Trazabilidad Turfstica de la Universidad del Cauca como
se menciond en la seccién 3.1.2.

Evaluacion de las métricas de similitud

Los algoritmos de recomendacién disponibles en Apache Mahout incluyen Filtrado Colaborativo
basado en usuarios e items, recomendadores basados en Matrix de factorizacién, clustering K-means
y Fuzzy K- means y asi sucesivamente [208]. Las predicciones generadas por el motor de recomen-
dacion se basan en las correlaciones entre los usuarios o items a una amplia extension. Casi todos los
esfuerzos realizados en el enfoque de recomendacion sobre el tratamiento de este problema. La forma
en la medicidn directa de la similitud entre los usuarios o los items de acuerdo con los perfiles de los
usuarios o las descripciones de los items por medio del recomendador de filtrado basado en contenido.
Si se toman los comportamientos de los usuarios en cuenta y la similitud se basa calculado sobre estas
preferencias, la recomendacidén pertenece a un recomendador CF.

Para la presente propuesta, dado que los valores de preferencia del conjunto de datos son unarios,
las métrica de similitud que aplican para este tipo de datos booleanos son el coeficiente Tanimoto
y la Similitud Log Likelihood, por lo cual estas dos métricas fueron las que se emplearon sobre el
dataset para evaluar el nimero de usuarios para los que el recomendador es capaz de recomendar, el
nimero maximo de recomendaciones por usuario, el nimero de usuarios para cada niimero maximo
de recomendaciones, Precision y Recall, variando el niimero de vecinos mds cercanos para el caso de
la técnica de vecindad basada en Nearest Neighborhood y variando el umbral de vecindad para el caso
de la técnica basada en Neighborhood Threshold, con el fin de elegir la configuracién que mejor se
comporte con el dataset disponible.

Los gréificos de la Figura 4.16, Figura 4.17, Figura 4.18 y la Figura 4.19 informan de la eva-
luacién para la Similitud Log Likelihood basada en la técnica de vecindad Nearest Neighborhood,
variando el nimero de vecinos mas cercanos tomando valores entre 100 y el nimero maximo de
usuarios del dataset (1246), con un intervalo de 100 entre cada uno:
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Figura 4.16: Evaluacién del ntimero de usuarios para los que el recomendador es capaz de recomendar
- Similitud Log Likelihood basada en Nearest Neighborhood.

Como se observa en la anterior figura el nimero de usuarios para los que el recomendador es capaz
de recomendar alcanza su mdximo valor (1230) a partir del valor de vecindad 400.
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Figura 4.17: Evaluacién del nimero maximo de recomendaciones por usuario y nimero de usuarios
para cada nimero maximo de recomendaciones - Similitud Log Likelihood basada en Nearest Neigh-
borhood.
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La anterior figura muestra que el maximo nimero de recomendaciones por usuario es 13 y se
presenta en el valor de vecindad igual al total de usuarios del dataset (1246) para 46 usuarios. Asi
mismo se presenta un caso especial en el que el nimero de recomendaciones por usuario 12 en el
valor de vecindad 1000 para 365 usuarios.
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Figura 4.18: Evaluacién de Precision - Similitud Log Likelihood basada en Nearest Neighborhood.
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Figura 4.19: Evaluacion de Recall - Similitud Log Likelihood basada en Nearest Neighborhood.

Segun las figuras 4.18 y 4.19 los valores de Precision y Recall alcanzan un valor de 1 para los
valores de vecindad entre 100 y 300.

Los gréficos de la Figura 4.20, Figura 4.21, Figura 4.22 y la Figura 4.23 informan de la eva-
luacién para la Similitud Log Likelihood basada en la técnica de vecindad Neighborhood Threshold
variando el umbral entre los valores 0,2 a 1.0:
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Figura 4.20: Evaluacién del niimero de usuarios para los que el recomendador es capaz de recomendar
- Similitud Log Likelihood basada en Neighborhood Threshold.

Como se observa en la anterior figura el nimero de usuarios para los que el recomendador es capaz
de recomendar alcanza su maximo valor (1230) en valores de umbral entre 0,2 y 0,8.
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Figura 4.21: Evaluacion del nimero maximo de recomendaciones por usuario y nimero de usuarios
para cada nimero maximo de recomendaciones - Similitud Log Likelihood basada en Neighborhood
Threshold.

Como se observa en la anterior figura el mdximo nimero de recomendaciones por usuario es 13
en valores de umbral entre 0,2 y 0,4 para 46 usuarios. Asi mismo se presenta un caso especial en el
que el nimero de recomendaciones por usuario 12 en valor de umbral de 0,8 para para 302 usuarios.
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Figura 4.22: Evaluacion de Precision - Similitud Log Likelihood basada en Neighborhood Threshold.
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Figura 4.23: Evaluacién de Recall - Similitud Log Likelihood basada en Neighborhood Threshold.

Segun las figuras 4.22 y 4.23 los valores de Precision y Recall igual a 1 en valor de umbral de

0,8 para Log Likelihood y entre 0,4 y 0,6 para Tanimoto.

Los gréficos de la Figura 4.24, Figura 4.25, Figura 4.26 y la Figura 4.27, informan de la
evaluacion para el Coeficiente Tanimoto basado en la técnica de vecindad Nearest Neighborhood,
variando el nimero de vecinos mds cercanos tomando valores entre 100 y el nimero maximo de
usuarios del dataset (1246), con un intervalo de 100 entre cada uno:
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Figura 4.24: Evaluacién del ndmero de usuarios para los que el recomendador es capaz de recomendar
- Similitud Log Likelihood basada en Neighborhood Threshold.

Como se observa en la anterior figura el nimero de usuarios para los que el recomendador es capaz
de recomendar alcanza su méximo valor (1230) a partir del valor de vecindad 400.

Tanimoto Coefficient - Nearest Neighborhood

212 e=@=Maximum number of
192 recommendations per
user

Titulo del eje
—
fee]
3%}

162 | Number of users to this
152 | maximum number of
recommendation

Figura 4.25: Evaluacién del nimero mdximo de recomendaciones por usuario y nimero de usuarios
para cada nimero miximo de recomendaciones - Coeficiente Tanimoto basado en Nearest Neighbor-
hood.

La anterior figura muestra que el maximo nimero de recomendaciones por usuario es 13 y se
presenta en el valor de vecindad igual al total de usuarios del dataset (1246) para 46 usuarios. Asi
mismo se presenta un caso especial en el que el nimero de recomendaciones por usuario 12 en el
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valor de vecindad 1000 para 365 usuarios.
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Figura 4.26: Evaluacién de Precision - Coeficiente Tanimoto basado en Nearest Neighborhood.
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Figura 4.27: Evaluacion de Recall - Coeficiente Tanimoto basado en Nearest Neighborhood.

Segun las figuras 4.26 y 4.27 los valores de Precision y Recall alcanzan un valor de 1 para los
valores de vecindad entre 100 y 300.

Los graficos de las Figura 4.28, Figura 4.29, Figura 4.30 y la Figura 4.31 informan de la
evaluacion para el Coeficiente Tanimoto basado en la técnica de vecindad Neighborhood Threshold
variando el umbral entre los valores 0,2 a 1.0:
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Figura 4.28: Evaluacién del ndmero de usuarios para los que el recomendador es capaz de recomendar
- Coeficiente Tanimoto basado en Neighborhood Threshold.

Como se observa en la anterior figura el nimero de usuarios para los que el recomendador es capaz
de recomendar alcanza su maximo valor (1230) en valores de umbral de 0,2.
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Figura 4.29: Evaluacién del nimero méximo de recomendaciones por usuario y ndmero de usuarios
para cada nimero maximo de recomendaciones - Coeficiente Tanimoto basado en Neighborhood Th-
reshold.

Como se observa en la anterior figura el mdximo nimero de recomendaciones por usuario es 13
en valores de umbral de 0,2 para 46 usuarios. Asi mismo se presenta un caso especial en el que el
nimero de recomendaciones por usuario 12 en valor de umbral de 0,4 para 302 usuarios.
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Figura 4.30: Evaluacion de Precision - Coeficiente Tanimoto basado en Neighborhood Threshold.
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Figura 4.31: Evaluacién de Recall - Coeficiente Tanimoto basado en Neighborhood Threshold.

Segun las figuras 4.30y 4.31 los valores de Precision y Recall igual a 1 en valor de umbral entre
0,4y0,6.

Segun los resultados presentados, para el caso de la técnica de vecindad basada en Nearest Neigh-
borhood tanto para la Similitud Log Likelihood como para el Coeficiente Tanimoto el niimero de
usuarios para los que el recomendador es capaz de recomendar, el niimero maximo de recomenda-
ciones por usuario y el nimero de usuarios para cada nimero maximo de recomendaciones presentan
el mismo comportamiento, es decir, el niimero de usuarios para los que el recomendador es capaz de
recomendar alcanza su médximo valor (1230) a partir del valor de vecindad 400, el nimero miximo
de recomendaciones por usuario es 13 y se presenta en el valor de vecindad igual al total de usuarios
del dataset (1246) y el nimero de usuarios para este nimero maximo de recomendaciones es 46. As{
mismo el maximo nimero de usuarios para un nimero de recomendaciones menor, el caso especifico
de 12 recomendaciones es 365 usuarios y se da en el valor de vecindad igual a 1000. Mientras que la

88



4.5. Fases del enfoque propuesto

evaluacién de Precision y Recall demuestra que los mejores resultados se obtienen para los valores de
vecindad entre 100 y 300 tanto para la Similitud Log Likelihood como para el Coeficiente Tanimoto.

La situacién es un poco diferente para la técnica de vecindad basada en Neighborhood Threshold,
para la Similitud Log Likelihood el nimero de usuarios para los que el recomendador es capaz de
generar recomendaciones alcanza su maximo valor (1230) para los valores de Umbral comprendidos
entre 0,2 y 0,8, mientras que para el Coeficiente Tanimoto el nimero de usuarios para los que el
recomendador es capaz de recomendar alcanza su médximo valor (1230) para el valor de Umbral de
0,2. Por su parte, el niimero maximo de recomendaciones por usuario es 13 y el nimero de usuarios
para éste es 46 y se presenta en los valores de Umbral comprendidos entre 0,2 y 0,4 para la Similitud
Log Likelihood, mientras que para el Coeficiente de Tanimoto el nimero maximo de recomendaciones
por usuario es 13 y el nimero de usuarios para éste es 46 y se presenta en el valor de Umbral igual
0,2. Asi mismo el mdximo niimero de usuarios para un nimero de recomendaciones menor, el caso
especifico de 12 recomendaciones es 302 usuarios y se da en el valor de Umbral igual a 0,8 para el
caso de la Similitud Log Likelihood y 0,4 para el Coeficiente de Tanimoto. La diferencia también
radica en la evaluacién de Precision y Recall, ya que los valores maximos de Precision y Recall (igual
a 1.0) se da en el valor de Umbral igual a 0,8 para la Similitud Log Likelihood y para el Coeficiente
de Tanimoto se da en los valores de Umbral entre 0,4 y 0,6.

Debido a que a parte de la importancia de los valores de Precision y Recall, es importante ga-
rantizar las recomendaciones para la mayor cantidad de usuarios posibles y con un alto ndmero de
recomendaciones para cada uno, se elige el algoritmo basado en la métrica de Similitud Log Like-
lihood basada en Neighborhood Threshold con un valor de Umbral igual a 0,8.

4.54. Algoritmo de Maximizacion de consumo de recursos turisticos en un tiempo
limitado

Esta fase toma el conjunto de recursos obtenidos de la fase de filtrado colaborativo para combinar-
los y formar un conjunto de recursos que maximiza la cantidad de tiempo disponible por el usuario.
Asi mismo se tiene en cuenta el tiempo dedicado durante el desplazamiento.

Para el disefio de esta fase se tom6 como base el problema de la “mochila”, el cual tiene como
objetivo mds general, seleccionar a un subconjunto del total del valor maximo, sujeto a la restriccion
de que su peso total no supere W.

En este sentido, la implementacién del algoritmo de maximizacién emple6 la solucién al “Knap-
sack Problem”, en el cual se tienen algunos articulos con una ganancia p; y un peso w; que se empa-
quetan en una o varias mochilas de capacidad c. Vamos a suponer que todos los coeficientes p;, w; y
¢ son ndmeros enteros positivos a pesar de los supuestos mas débiles a veces pueden ser manejados
en los problemas individuales.

El problema Knapsack es el problema de la eleccién de un subconjunto de los n elementos ta-
les que la suma de los profits correspondiente se maximiza sin que la suma de los pesos exceda la
capacidad c. Esto puede ser como formular el siguiente problema de maximizacién [212]:

n

mazximize Z p;jx;(6)
=1
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n
subjecttoz wiz; < ¢, (7)
j—1

z;€{0,1},j=1,...,n,

Donde z; es una variable binaria igualada a 1 si el item j puede ser incluido en la mochila, y 0 si
no.
Si se tiene una cantidad m; de cada item tipo j, el Knapsack Problem acotado seria:

n

maximize Z piz;i(8)
j—1

n
subtectto Z w;z; < ¢, (9)
j—1

zj €{0,1,...m;},j=1,..,n,

Este problema tiene numerosas aplicaciones en la teoria como en la prictica. Desde un punto de
vista tedrico, la estructura simple aboga por explotacién de numerosas propiedades interesantes, que
puede hacer que los problemas sean mds féciles de resolver. Los Kanapsack Problems también surgen
como subproblemas en varios algoritmos para mas complejos problemas de optimizacién combinato-
ria, y estos algoritmos se beneficiardn de cualquier mejora en el campo de los Kanapsack Problems.

Para este caso, este problema se empleé para maximizar el consumo de actividades en un deter-
minado tiempo, asi la variable peso w; seria el tiempo de duracion de cada actividad y c el tiempo
disponible total con el que cuenta el usuario.

La solucién a dicho problema fue implementada empleando el algoritmo de Programacién dindmi-
ca, el cual es definido de la siguiente manera:

Supongamos que wi, wa,...,wy,,W son estrictamente enteros positivos. Se define m/[i, w] para ser
el valor maximo que se puede alcanzar con el peso inferior o igual a w usando los elementos hasta ¢
(primeros ¢ articulos).

Podemos definir m[i, w] recursivamente de la siguiente manera:

mli,w] = mli — 1, w]ifw; > w
el nuevo item es mayor que el limite del peso actual
mli,w] = maz(mli — 1, w],m[i — 1,w — w;] +v;)ifw; < w

La solucién puede entonces ser encontrado mediante el cdlculo de m[n, W]. Para hacer esto de
manera eficiente, podemos utilizar una tabla para almacenar computaciones.
El siguiente es el algoritmo para la solucién del problema por medio de la programacién dindmica:
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//Values (stored in array v)
//Weights (stored in array w)
//Number of distinct items (n)
//Knapsack capacity (W)
for each j from 0 to W do
m[0,j]:=0
end for
for each i from 1 to n do
for 3 from 0 to W do

if w[jl<= j then

m[{i,Jj] := m[i-1, 7]

end if

end for
end for

Como resultado de esta fase, se obtienen las actividades que efectivamente si pueden ser realizadas
en el tiempo disponible especificado por el usuario, teniendo en cuenta el tiempo que se requiere para
realizar cada actividad y un tiempo de desplazamiento promedio entre cada una de ellas para garantizar
maximizar el tiempo disponible con el que cuenta el turista.

4.5.5. Priorizacion por patrones de consumo

En esta fase, el usuario es el encargado de proporcionar los intereses los cuales corresponden a las
categorias o patrones de consumo que le gustaria priorizar. Segtin el orden en el que sean escogidos se
asignardn pesos de mayor a menor para emplearlos como postfiltro en el listado de recomendaciones
y organizar la lista a ser desplegada al usuario.

En este sentido se relacionan los patrones de consumo con los tipos de actividades correspon-
dientes, por ejemplo, Arte & Entretenimiento esta relacionado con actividades de tipo Arte, Aventura,
Recreacidn, entre otros.

A continuacién se describe el algoritmo utilizado para realizar el ordenamiento de las actividades
a recomendar segtn los intereses o patrones de consumo indicados por el usuario:

for every interest 1 expressed by the user u
get the type of activity ta concerned
for every type of activity ta
for each recommended activity a
type of activity ta compare to the type of each activity a
if they match the types of activity added to the priority list
return the priority list ranked by order of interest

Esta fase tiene como resultado organizar las actividades recomendadas a los turistas con base a
sus intereses expresados, priorizdndolas segiin el orden en los intereses marcados por el usuario en el
sistema.

4.5.6. Optimizacion de Trayectoria

Esta dltima fase toma la salida de las actividades a recomendar priorizadas por los patrones de
consumo elegidos por el usuario y emplea la solucién al problema “Traveling Salesman Problem
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(TSP).° “Problema del Agente viajero”’[213], el cual ha llamado mucho la atencién de los mateméticos
y cientificos informaticos especificamente porque es muy facil de describir y tan dificil de resolver.
El problema sélo se puede establecer como: si un vendedor viajero desea visitar exactamente una vez
cada uno de una lista de las ciudades m (donde el costo de viajar de la ciudad 7 a la ciudad j es ¢;;) y
luego regresar a la ciudad natal, ;cudl es la ruta menos costosa que el viajante puede tomar?

El problema

Desde los dias en que los vendedores viajaban de puerta en puerta vendiendo aspiradoras y en-
ciclopedias, tenian que planificar sus rutas, de casa en casa o una ciudad a otra. Cuanto més corta la
ruta, mejor. Encontrar la ruta mds corta para un conjunto de lugares es un problema con una dificultad
exponencial: encontrar el camino mas corto para 20 ciudades tiene el doble de dificultad que para 10
ciudades.

Se garantizaria una busqueda exhaustiva de todos los caminos posibles para encontrar la mas
corta, pero es computacionalmente intratable para todos pero los pequefios conjuntos de ubicaciones.
Para los problemas m4s grandes, se necesitan técnicas de optimizacién para buscar inteligentemente
el espacio de soluciones y encontrar soluciones casi dptimas.

Matematicamente, el problema del agente viajero puede ser representado como un grafo, donde
los lugares son los nodos y los pesos en los bordes representan las distancias entre los lugares. El
objetivo es encontrar el camino mas corto con la suma de los pesos. A continuacién, un sencillo grafo
de cuatro nodos y el ciclo mds corto que visita todos los nodos como se observa en la figura 4.32:

10

50 45
25 25

g ——®

Figura 4.32: Grafo representativo del Problema del Agente Viajero.

El TSP tradicional es simétrico: la distancia del punto A al punto B es igual a la distancia desde
el punto B al punto A. Gracias al API Directions de Google se puede resolver el problema TSP
con ubicaciones del mundo real por medio de una Google Directions API key, proporcionando las
ubicaciones en una URL y obteniendo la respuesta de vuelta como JSON.
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API Directions de Google

El API Directions de Google es un servicio que calcula direcciones entre ubicaciones mediante
una peticion http, por medio del cual se puede buscar direcciones para varios modos de transporte,
incluyendo el transito, conducir, caminar o andar en bicicleta. Las direcciones pueden especificar
origenes, destinos y puntos sea como cadenas de texto (por ejemplo, “Chicago, IL.° “Darwin, NT,
Australia”) o como coordenadas de latitud/longitud. El API Directions puede devolver direcciones de
varias partes utilizando una serie de waypoints. Este servicio esta disefiado en general para el calculo
de direcciones estdticas (conocidas con antelacion) generalmente para la colocacién de contenido de
la aplicacién en un mapa; y no esta diseilado para responder en tiempo real a la entrada del usuario,
por ejemplo.

Uso de Waypoints en rutas

En el célculo de rutas utilizando el API Directions, también puede especificar Waypoints (puntos
de referencia) para direcciones en el modo conducir, caminar o andar en bicicleta. Los Waypoints
permiten calcular rutas por lugares adicionales, en cuyo caso la ruta devuelta pasa por los puntos
dados.

Los puntos intermedios se especifican en el pardmetro de waypoints y consisten en una o mas
direcciones o lugares separados por el cardcter (“—).

Por defecto, el servicio Directions calcula una ruta a través de los waypoints previstos en el orden
dado. Opcionalmente, puede pasar el pardmetro “optimize:truecomo primer argumento dentro del
pardmetro de waypoints para permitir que el servicio Directions optimice la ruta proporcionada por
la reordenacién de los waypoints en un orden més eficiente. (Esta optimizacion es una aplicacion del
problema del Agente Viajero.)

Si se indica al servicio Directions para optimizar el orden de los waypoints, su orden serd devuelto
en el campo

waypoint_order
dentro del objeto de las rutas. El campo
waypoint_order

devuelve valores que son de base cero.
El siguiente ejemplo calcula una ruta de viaje por carretera desde Adelaida, Australia del Sur para
cada una de las principales regiones vinicolas del sur de Australia utilizando la optimizacion de rutas.

https://maps.googleapis.com/maps/api/directions/json?
origin=Adelaide, SA&destination=Adelaide, SA&
waypolnts=optimize:true|Barossa+Valley, SA|Clare,
SA|Connawarra, SA|McLarentVale, SA&key=API_KEY

La inspeccidn de la ruta calculada indicaré que se calcula la ruta con el siguiente waypoint orden:
waypoint_order: [ 1, 0, 2, 3 ]

En la presente propuesta, se ha empleado el API Directions de Google para optimizar la trayectoria
a seguir por parte del turista en su visita a la ciudad, en ese sentido, ésta ultima fase retorna la ruta
optimizada a seguir por parte del turista para ser desplegada en un mapa del aplicativo y de esta forma
optimizar su tiempo dentro de su visita a la ciudad de destino.
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4.6. Resumen

A partir del estudio realizado, se hace un planteamiento del enfoque de recomendacion para moti-
var o incentivar el posible consumo de oferta turistica por medio de la habilitacién y maximizacién de
posibles movimientos a realizar por parte de un turista optimizando su tiempo en un destino, presen-
tando un esquema con las fases que lo componen, destacando que es un enfoque hibrido que combina
a base de filtrado de conocimiento y filtrado colaborativo. Como primera fase se presento la Inferencia
de Perfiles Contextuales, la cual se encarga de predecir el perfil del turista por medio de técnicas de
Aprendizaje Automadtico basadas en algunas variables contextuales del Modelo del Usuario. La segun-
da fase es el Sistema de Recomendaciones basado en Conocimiento, encargado de realizar el proceso
de recomendacién empleando un motor de inferencia, guiado por las reglas construidas que se razo-
nan sobre la base de conocimiento (KB) representada por la ontologia OWL y cuya salida de este
proceso es un conjunto de recursos pertinentes, para este caso, €sos recursos son actividades turisticas
relacionados con un turista. La siguiente fase del enfoque propuesto es el uso de filtrado colaborativo
para predecir las preferencias del usuario y generar recomendaciones usando el algoritmo basado en
la métrica de Similitud Log Likelihood con la técnica de vecindad Neighborhood Threshold con un
valor de Umbral igual a 0,8, la cual es una similitud basada en usuarios. La fase siguiente toma el
conjunto de recursos obtenidos del filtrado colaborativo para combinarlos y formar un conjunto de
recursos que maximiza la cantidad de tiempo disponible por el usuario tomando en cuenta el tiempo
dedicado durante el desplazamiento, empleando un algoritmo de Programacién dindmica que calcula
de manera recursiva las actividades que efectivamente si pueden ser realizadas en el tiempo disponible
especificado por el usuario. La fase a continuacién toma el orden en el que sean escogidos los intereses
(correspondientes a las categorias o patrones de consumo) para priorizar la lista de recomendaciones a
ser desplegada al usuario. La tltima fase toma la salida de las actividades a recomendar priorizadas por
los patrones de consumo elegidos por el usuario y emplea la solucién al problema “Traveling Sales-
man Problem (TSP).° “Problema del Agente viajero”, para generar la ruta menos costosa en términos
de tiempo que pase por todos los sitios donde se realizan las actividades recomendadas.
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Capitulo 5

Implementacion del Sistema Propuesto

Este capitulo presenta la arquitectura fisica y légica del enfoque propuesto para el sistema de
recomendaciones junto con los detalles de implementacion de cada uno de los médulos que la integran,
con lo cual se termina de dar cumplimiento al objetivo 2.

La arquitectura es un conjunto de principios de estructuracién que permite que un sistema que
se compone de un conjunto de sistemas mdas simples, cada uno con su propio contexto local que es
independiente de, pero no es incompatible con el contexto del sistema mas amplio en su conjunto. La
arquitectura se cred para describir la estructura del sistema a construir y cdmo esa estructura es com-
patible con los requerimientos del negocio y de nivel de servicio [162]. En esta seccion se discutirdn
los componentes por los que estd compuesto el sistema.

Antes de entrar en detalle de cada componente del sistema, se mostrara una vision general de la
arquitectura fisica y 16gica de la presente propuesta. La figura 5.1 muestra los principales componentes
del sistema, mientras que la figura 5.2 muestra los principales elementos 16gicos que componen el
conjunto del sistema.
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Figura 5.1: Arquitectura fisica del sistema.
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La siguiente figura muestra la arquitectura ldgica del sistema.
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Figura 5.2: Arquitectura légica del sistema.
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Esta propuesta es una arquitectura distribuida que consta de tres médulos principales, tal como se
representa en la Figura 5.2:

= Smart Tags (Etiquetas Inteligentes): es el objeto que representa una ubicacion especifica, una
empresa, en este caso, un punto de interés turistico, o cualquier otro lugar en el escenario de
aplicacidn, que estd marcado con una etiqueta inteligente.

= Cliente Movil, es una aplicacidon que se ejecuta en los dispositivos mdviles de los usuarios.
Gestiona la interaccién con el usuario a través de una interfaz gréfica, mostrando las actividades
recomendadas entregadas por el servidor, las cuales pueden ser visualizadas en una lista y en un
mapa. También es el lector de etiquetas NFC, y la comunicacion establecida se realiza en modo
pasivo, porque el dispositivo mévil es el que tiene la fuente de alimentacién y es el que genera
la sefial para el intercambio de datos. Otra funcionalidad es capturar la informacién contextual
requerida por el médulo de inferencia de perfiles contextuales y el sistema de recomendaciones.

= Servidor, es el ndcleo de la aplicacién 16gica del sistema. Incluye los servicios web de comu-
nicacién con el cliente mévil, asi como también la implementacién de cada una de las fases o
moddulos del enfoque propuesto.

5.1. Implementacion de la solucion

A continuacion se describen los detalles de implementacién de cada uno de los médulos que
integran la arquitectura légica presentada en la figura 5.2.

5.1.1. Smart Tags

El escenario de operacién es un entorno abierto e inteligente gracias a las etiquetas inteligentes se
propagan a través de €1, donde hay objetos con informacién visual.

El usuario encontraré la etiqueta inteligente colocada en el punto de interés correspondiente, en la
que, a primera vista, verd el nombre asignado a la misma (el lugar, la ubicacion, punto de interés, etc.)
y/o iconos, imagenes o cualquier otro texto o informacién visual del sitio turistico. El papel principal
de las etiquetas inteligentes es ser un elemento habilitador del sistema propuesto, ya que permite
localizar al usuario y que tenga acceso a las recomendaciones en un servicio de informacion turistica,
en relacion con el lugar de interés donde se encuentra ubicada la etiqueta inteligente.

La Figura 5.3 muestra el nimero de formas en que se puede utilizar la tecnologia NFC para
diferentes propdsitos. Hay basicamente tres categorias principales:
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Figura 5.3: Usos de los dispositivos NFC. Adaptado de [214].

Para esta propuesta, cada punto de interés o ubicacion tiene un identificador tinico (LUID) inde-
pendientemente de la etiqueta inteligente a la que pertenece. Cada etiqueta inteligente (una etiqueta se
relaciona con un punto de interés inico) almacena un ID del Sitio etiquetado con el fin de permitir al
usuario el acceso a informacién relacionada con:

= Nombre del punto de interés o ubicacién.

= Informacién de contacto: como direccién y teléfono.

Asi mismo, el sistema accede a las coordenadas fisicas del punto de interés relacionado con el
Tag, para realizar el proceso de recomendacion.

5.1.2. Cliente Movil

Este médulo es una aplicacién mévil Android que implementa la interfaz grafica de usuario que
gestiona la interaccion con los turistas y su implementacion se basa en la plataforma Java Android.
El diseio y desarrollo se basa en el paradigma Modelo-Vista-Controlador, este patrén arquitecténico
tiene como objetivo aislar la l6gica de negocio de la interfaz de usuario, por lo que es mas facil de
modificar, ya sea la apariencia visual o las reglas de negocio subyacentes de una aplicacion sin afectar
al otro.

El modelo representa la 16gica de negocio y es implementado por las siguientes clases: NFC
Manager, Data Model, Model Manager, Communication Manager y de Local Storage Manager. El
Data Model representa los datos manejados por la aplicacién y contiene un subconjunto de entidades
que cargan el modelo de informacién conceptual del sistema. El NFC Manager utiliza el API NFC
de Android que permite las siguientes funciones: enviar y recibir datos NFC en forma de mensajes
NDEEF [215]. La lectura de datos NDEF de una etiqueta NFC se maneja con el sistema de etiquetas
de envio, y se lleva a cabo con la creacién de un Intent que encapsula e identifica la informacién,
especificamente por medio del uso del ACTIONTAGplISCOV ERED, e interceptar el momento
en el que es leida la etiqueta para llevar a cabo una accidn especifica.
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La figura 5.4 muestra el formato de intercambio de datos de NFC, que es un formato de mensaje
binario ligero y estd disefiado para encapsular una o mas cargas ttiles de aplicacién en el constructor
del mensaje simple. Cada NDEF Message consta de uno o mas NDEF Records. Cada NDEF Record
puede transportar una carga ttil de un tipo arbitrario y hasta 231 — 1 octetos de tamafio. Si la carga es
mayor, los registros se pueden encadenar para apoyar datos més grandes.

NDEF Message

NDEF Message
(variable lenght) NDEF Record NDEF Record NDEF Record

NDEF Records Record Record Record Record
. Record Header  Record Payload Head Pavioad e e
(variable lenght) eader ayloal eader ayloal

Reco’rd 1 Record 2: Contact’s Record 3: URL
Contact’s name phone number

Figura 5.4: NDEF Message. Adaptado de [214].

El Model Manager gestiona la interaccion entre Controller, la vista y los otros médulos que im-
plementan el Modelo. Andlogamente, cualquier invocacién de los servicios proporcionados por el
Communication Manager y el Local Storage Manager es gestionado por el Model Manager. El Com-
munication Manager gestiona la comunicacion basada en HTTP y servicios web REST-Ful entre el
movil y el servidor con el fin de enviar la informacién de la visita. El Local Storage Manager gestiona
la base de datos de almacenamiento local a través del motor de base de datos SQLite.

La vista es responsable de desplegar las actividades recomendadas de forma gréfica (imagen del
sitio en el que se realiza la actividad) al usuario por medio de una lista y un mapa con la ruta a
seguir para su facilidad en la navegabilidad por la ciudad, por cada actividad recomendada se puede
acceder a informacién mas detallada como una breve descripcion e informacién de contacto. Asi
mismo es responsable de permitir la autenticacion, registro y edicién de informacidén como: su tiempo
disponible, rango para las recomendaciones, intereses, entre otros, las cuales son variables que toma
el sistema de recomendaciones para operar.

El controlador gestiona las solicitudes del usuario, estas solicitudes pueden implicar cambios en el
modelo de datos o solicitudes de comunicacién con el servidor mediante el Communication Manager.

5.1.3. Servidor

El servidor contiene la aplicacién légica del enfoque del sistema de recomendaciones propuesto,
como se menciond anteriormente se compone de los siguientes médulos:

Context Collector

Es el componente responsable de recopilar toda la informacién de contexto necesaria. Esta in-
formacién se captura a través del dispositivo mévil y su comunicacién con el servidor por medio de
servicios web, el cual se comunica con la base de datos del dataset Trazabilidad Turistica adaptado.
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Classification Profile Manager

Este componente usa un algoritmo clasificador de Machine Learning para inferir contexto, en la
presente propuesta se encarga de derivar automdticamente un perfil basado en el vector de contexto
(perfiles contextuales). Como se menciond en la seccién 4.5.1, para entrenar a este algoritmo, se
definen los etiquetas de clases (class labels) correspondientes a ese perfil, se definen un conjunto de
reglas para etiquetar las clases y entrenar a los clasificadores para inferir perfiles contextuales, para
lo cual, se hace una serie de supuestos relacionados con el comportamiento y estilo de vida de los
turistas. Segun los resultados obtenidos en la experimentacion, en general se obtuvieron muy buenos
resulados con la gran mayoria de algoritmos, sin embargo existieron dos que obtuvieron el mayor
resultado de precision y recall con las tres opciones de testing fue el algoritmo: WAODA de Bayes
Classifier.

Este componente se implementa en java gracias al uso del API Weka usando el modelo WAODA
aprendido y generado por Weka como predictor del Perfil Contextual de una nueva entrada del vector
de contexto del vector usuario al que se le van a realizar las recomendaciones.

KB Recommender

Esta formado por la base de conocimiento (KB) y el motor de Razonamiento. El primero es res-
ponsable de recibir la informacion y perfil de contexto del Context Collector y el Classification Profile
Manager, almacenar las actividades a recomendar y crear la instancia de modelo de contexto. Antes
de instanciar en la ontologia las actividades a recomendar, el sistema realiza un filtro por ubicacién y
el rango en kilémetros especificado por el usuario, la cual tiene precargadas las reglas definidas en la
seccion 4.5.2. El segundo es el responsable de razonar sobre el lenguaje de Reglas de la Web Semanti-
ca (SWRL) para las reglas construidas utilizando un motor de inferencia, tales reglas guian el proceso
de recomendacion y la salida de este proceso es un conjunto de recursos pertinentes, en nuestro caso,
esos recursos son actividades turisticas relacionadas con un usuario.

Para implementar este modulo se ha usado el API Jena [216] el cual se emplea como API de
programacion de ontologias y se encarga de cargar el modelo ontolégico en memoria y acceder a un
razonador externo para realizar inferencias acerca de las clases y las instancias en la ontologia. La
version actual de Jena incluye un razonador OWL por defecto y dos pequeias configuraciones rapi-
das. Cada una de las configuraciones estd destinada a ser una adecuada ejecucién de un subconjunto
de semantica OWL pero ninguno de ellos es completa (en el sentido técnico). Para el razonamiento
completo se utiliza un razonador OWL DL externo como Pellet, Racer o FaCT. EI rendimiento (es-
pecialmente el uso de memoria) de la configuracién del razonador mas completa atin deja mucho que
desear y el tema de los futuros trabajos - el tiempo lo permite. Hay dos maneras diferentes de utili-
zar Pellet en el API de Jena: o bien utilizando la interfaz directa de Pellet (muy recomendable); o el
uso de la interfaz de Jena DIG (no recomendado). La interfaz directa Pellet es mucho maés eficiente
(por ejemplo, no tiene la sobrecarga de comunicacion HTTP) y proporciona més inferencias (proto-
colo DIG tiene algunas limitaciones). Mediante la interfaz directa no es diferente que cualquier otro
razonador Jena:

// ontology that will be used

String ont = "http://www.mindswap.org/2004/owl/mindswappers";
// create an empty ontology model using Pellet spec

OntModel model = ModelFactory.createOntologyModel (
PelletReasonerFactory.THE_SPEC) ;
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// read the file

model.read( ont );

// get the instances of a class

OntClass Person = model.getOntClass (
"http://xmlns.com/foaf/0.1/Person");
Iterator instances = Person.listInstances();

Las reglas se han incluido a la ontologia por medio de la extension SWRTabEditor, el cual es un
subcomponente del SWRLTab para Protege-OWL que soporta la edicién de reglas SWRL. Se puede
utilizar para crear reglas SWRL, editar reglas SWRL existentes, y leer y escribir reglas SWRL. El
propio editor SWRL no realiza ninguna inferencia, para ello se utiliza el razonador Pellet, el cual se
encarga de llevar a cabo la inferencia y hacer valer su nuevo conocimiento en el modelo OWL.

Collaborative Recommender

Este componente se encargar de predecir ratings usando el algoritmo basado en la métrica de Si-
militud Log Likelihood con la técnica de vecindad Neighborhood Threshold con un valor de Umbral
igual a 0.8, la cual es una similitud basada en usuarios. Los items obtenidos en la anterior fase (conse-
cuencia de aplicar un prefiltro) se emplean como entrada a este filtro colaborativo mediante Mahout.
En términos de implementacion, como el dataset no cuenta con ratings, se empleo la siguiente confi-
guracion:

Modelo: GenericBooleanPrefDataModel Recomendador: GenericBooleanPrefUserBasedRecom-
mender Similitud basada en usuario: LoglikelihoodSimilarity Vecindad basada en Threshold: Thres-
holdUserNeighborhood con valor de 0,8

import java.util.Arraylist;

import java.util.List;

import java.util.logging.Logger;

import org.apache.mahout.cf.taste.common.TasteException;
import org.apache.mahout.cf.taste.impl.model.
GenericBooleanPrefDataModel;

import org.apache.mahout.cf.taste.impl.model. jdbc.
MySQLJDBCDataModel;

import org.apache.mahout.cf.taste.impl.neighborhood.
ThresholdUserNeighborhood;

import org.apache.mahout.cf.taste.impl.recommender.
GenericBooleanPrefUserBasedRecommender;

import org.apache.mahout.cf.taste.impl.similarity.
LogLikelihoodSimilarity;

import org.apache.mahout.cf.taste.model.JDBCDataModel;

import org.apache.mahout.cf.taste.neighborhood.UserNeighborhood;
import org.apache.mahout.cf.taste.recommender.RecommendedItem;
import org.apache.mahout.cf.taste.recommender.Recommender;
import org.apache.mahout.cf.taste.similarity.UserSimilarity;
import com.mysqgl. jdbc. jdbc2.optional.MysglDataSource;

public class DBRecommender {
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public static Recommender recommender;
private static final Logger log = Logger
.getLogger (DBRecommender.class.getName () ) ;

public static void initialiceRecommender () {
try {

MysglDataSource dataSource = new MysqglDataSource();
dataSource.setServerName ("localhost");
dataSource.setPort (3306);

dataSource.setUser (Constants.dbUser) ;
dataSource.setDatabaseName (Constants.dbName) ;

JDBCDataModel model = new MySQLJDBCDataModel (

dataSource, "preferences", "id_user", "id_activity", "preference",

final GenericBooleanPrefDataModel boolModel =

new GenericBooleanPrefDataModel (

GenericBooleanPrefDataModel.toDataMap (model) ) ;

UserSimilarity similarity = new LogLikelihoodSimilarity(
boolModel) ;

UserNeighborhood neighborhood = new ThresholdUserNeighborhood (

0.8, similarity, boolModel);

recommender = new GenericBooleanPrefUserBasedRecommender (
model, neighborhood, similarity);

} catch (TasteException e) {

// TODO Auto-generated catch block

e.printStackTrace () ;

}

try |

List<RecommendedItem> recommendations = recommender.recommend (
userId,
20);

} catch (TasteException e) {
// TODO Auto-generated catch block
e.printStackTrace () ;

}

"");

Como salida de este médulo, el sistema recomienda los items que los usuarios similares han eva-
luado de su preferencia pero todavia no han sido evaluados por este usuario, para este caso, se reco-
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miendan las actividades turisticas basado en el dataset utilizado.

Maximization Algorithm y Consumption Patterns Manager

En éste médulo se implementan los algoritmos presentados en las secciones 4.5.4y 4.5.5 por
medio del lenguaje Java.

Optimization Trajectory Manager

Finalmente se gestiona la optimizacién de la trayectoria por medio del API Directions de Google,
al cual se le pasan los waypoints o puntos intermedios por lo cuales debe pasar la ruta para obtener el
orden en formato JSON, en el que se deberia realizar para optimizar el tiempo del turista, teniendo en
cuenta su desplazamiento.

import java.io.BufferedReader;
import java.io.IOException;

import java.io.InputStream;

import java.io.InputStreamReader;
import java.net.HttpURLConnection;
import java.net.URL;

import java.util.List;

import javax.xml.parsers.DocumentBuilder;
import javax.xml.parsers.DocumentBuilderFactory;

import org.apache.http.HttpResponse;
import org.apache.http.client.HttpClient;
import org.apache.http.client.methods.HttpPost;
import org.apache.http.impl.client.DefaultHttpClient;
import org.apache.http.protocol.BasicHttpContext;
import org.apache.http.protocol.HttpContext;
import org.server.actourrec.entities.LatLng;
import org.w3c.dom.Document;
public String getMapsApiDirectionsUrl (List<LatLng> points,
LatLng location) {
StringBuilder pointsStr = new StringBuilder ();
for (int 1 = 0; i < points.size(); i++) {
pointsStr.append (points.get (i) .getLatitude()+",
"+points.get (1) .getLongitude());

if (i<points.size()-1) {
pointsStr.append("|");
}
}
String waypoints = "waypoints=optimize:true|"+pointsStr.toString();
String originDestination = "origin=" + location.getLatitude() +
"," + location.getLongitude()+ "&destination="
+ location.getLatitude() + "," + location.getLongitude();
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String sensor "sensor=false";

String params = originDestination + "&"+waypoints + "&" + sensor;
String output = "json";
String url = "https://maps.googleapis.com/maps/api/directions/"

+ output + "?" + params;
return url;

}

public String getDirections (String mapsApiDirectionsUrl)
throws IOException {

String data = "";
InputStream iStream = null;
HttpURLConnection urlConnection = null;
try f
URL url = new URL(mapsApiDirectionsUrl);
urlConnection = (HttpURLConnection) url.openConnection();

urlConnection.connect () ;
iStream = urlConnection.getInputStream() ;
BufferedReader br = new BufferedReader (
new InputStreamReader (iStream));
StringBuffer sb = new StringBuffer();
String line = "";
while ((line = br.readLine()) != null) {
sb.append(line) ;

}
data = sb.toString();
br.close () ;

} catch (Exception e) {
System.out.println ("Exception while reading url "
+e.toString());

}

return data;

}

}

De forma adicional se encuentran los servicios web requeridos para gestionar la interaccién con
el usuario, en total son 6:

El primer servicio permite el Registro del usuario en el sistema, El segundo es el servicio de
Autenticacion de usuarios ya registrados, El tercero permite la edicién de configuraciones del usua-
rio, permitiendo editar sus intereses, tu tiempo disponible, rango de recomendaciones, entre otros, El
cuarto servicio es el Registry Manager: gestiona el servicio de registro de las visitas a los puntos de
interés en la base de datos, junto con la informacién de tiempo obtenida. El quinto servicio es el de
las recomendaciones como tal, el cual ejecuta todo el enfoque propuesto para generar las actividades
recomendadas al turista. El sexto y dltimo servicio es el que le permite al turista enviar la calificacion
de la recomendacion al sistema para motivos de evaluacion de la presente propuesta.

105



Capitulo 5. Implementacion del Sistema Propuesto

De forma adicional, dentro de los pilotos iniciales se generd un Servicio de Generacion Informa-
cidn a través de un mapa en una pagina web (Maps Generator Information Manager), el cual gestiona
el servicio de despliegue de informacién de visitas a través de mapas en una pigina web. Para este
propdsito, se empled el componente GMap de la libreria Primefaces (un conjunto de componentes
JSF) [217], que es construido con Google Maps API version 3, integrado con el modelo de programa-
cién JSF y mejorado con capacidades Ajax. Esta API se utiliza para mostrar en un mapa la trazabilidad
de la ruta seguida por un turista especifico, asi como también la ubicacidn de los sitios de interés, junto
con el ndmero de visitas que se han realizado en cada uno de los sitios.

El servidor ha sido disefiado y desarrollado como una aplicacién J2EE (Java 2 Enterprise Edition).
Asi, la arquitectura del servidor consiste en una capa de presentacién a través de mapas, una capa de
16gica de aplicacion de servicios y una capa de base de datos.

El intercambio de mensajes con las instancias de aplicaciones méviles se implementa de acuerdo
a las especificaciones de servicios web, a través de la API de Java para servicios web XML-base
(JAX-WS). Los servicios han sido implementados utilizando los servicios web RESTful JAX-RS.
Los procedimientos se llevaron a cabo utilizando los servicios web de lenguaje Java con Jersey y
compilados para la obtencién de la aplicacién de servidor.

La capa de base de datos gestiona el acceso a la informacién de base de datos. Los datos de la
aplicacion del sistema se conservan en una base de datos MySQL y se accede por medio del API Java
Persistence.

Cada modulo ha sido disefiado y desarrollado con el fin de mantener lo méas débilmente acopla-
dos posible los componentes de la arquitectura. La interaccién entre mddulos se realiza a través de
interfaces de servicios Web, reduciendo al minimo la dependencia de las opciones tecnoldgicas y de
ejecucion.

5.2. Resumen
A lo largo de este capitulo se presenta una visién general de la arquitectura fisica y l6gica de la

propuesta, y finalmente se detallan los detalles de implementacién de cada uno de los médulos que
integran la arquitectura légica presentada.
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Capitulo 6

Experimentacion y Resultados

Este capitulo presenta la evaluacién del sistema de recomendaciones propuesto a través de dos
aspectos: i) la calidad y utilidad de las recomendaciones y ii) el grado de aceptacion del sistema por
parte de un usuario final (turistas), ambas pruebas realizadas sobre un entorno de prueba y a través de
un experimento on-line.

6.1. Metodologia

El objetivo de esta seccidn es describir la metodologia de la experimentacion realizada en el pre-
sente proyecto de investigacidn, para lo cual se describird la planeacidn del experimento, seguida por
las métricas de evaluacion empleadas y la ejecucion de las pruebas y andlisis de resultados.

6.1.1. Planeacion del experimento

En esta seccion se expone la panificacion de la experimentacion realizada, retomando el objetivo,
definiendo la hipétesis, seleccion de sujetos y objetos experimentales.

Definicion del Objetivo

El objetivo de la evaluacién por medio de los experimentos realizados es “determinar la calidad”
y nivel de aceptacién por parte del turista del sistema presentado en esta propuesta por medio de la
definicion de cuatro escenarios simulados que buscan identificar a un turista en un perfil determinado
para obtener recomendaciones por medio el enfoque propuesto.

Hipétesis

Esta experimentacion busca la comprobacion o negacion de la Hipétesis relacionada a continua-
cién: Hln (Hipdtesis Nula) La utilizacién del sistema propuesto no incentiva el consumo de oferta
turistica por medio de la habilitacién y maximizacién de posibles movimientos a realizar por parte de
un turista optimizando su tiempo en un destino. Hla. (Hipétesis Alternativa) La utilizacion del siste-
ma propuesto incentiva el consumo de oferta turistica por medio de la habilitacién y maximizacién
de posibles movimientos a realizar por parte de un turista optimizando su tiempo en un destino. La
comprobacion o negacién de la hipdtesis enunciada anteriormente se realiza mediante la ejecucion del
método de evaluacién Andlisis de Caracteristicas por Encuesta del grado de aceptacion del sistema
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por parte de un usuario final y la calidad y utilidad de las recomendaciones por medio de las métricas
empleadas.

Seleccion de variables

Puesto que el objetivo del experimento es “determinar la calidad” y nivel de aceptacién por parte
del turista del sistema presentado, se utilizardn métricas de calidad descritas en la Seccién 6.1.2 y el
Andlisis de Caracteristicas por Encuesta. Asi, las variables a utilizar son las siguientes:

Variables Independientes Perfil de Usuario, Intereses del Usuario, Hora del dia, Dia de la semana,
Tiempo disponible del Usuario, Duracién de las actividades recomendadas.

Variables Dependientes Actividades recomendadas por el sistema propuesto.

Seleccion de Sujetos

Debido a las caracteristicas del dominio de la recomendacién de aplicaciones mdviles, descrito
en la introduccién de este documento, los sujetos de estudio debian utilizar la aplicacion en el dispo-
sitivo mévil con tecnologia NFC de acuerdo a los instrucciones dadas, recibir las recomendaciones
a medida que visitaran un sitio turistico (tocar etiqueta correspondiente al sitio), calificar dos o mds
recomendaciones de la lista y variar los pardmetros o variables para observar el efecto del sistema.
Asi, se emple6 el dataset ajustado a partir de los datos obtenidos del Proyecto de Trazabilidad Turisti-
ca, cuyas caracteristicas estan descritas en la Seccién 3.1.2 . Para llevar a cabo la evaluacion se han
definido 4 escenarios simulados correspondientes a los 4 perfiles descritos en la secciéon 4.5.1:

Escenario de un turista Clasico: Suponga que es un turista que llega a la ciudad de Popayan de
manera individual o en grupo, que tiene mas de 30 afios y su motivo de viaje es principalmente el
Turismo/Ocio.

Escenario de un turista que viaja en Familia: Suponga que es un turista que llega a la ciudad de
Popayén acompaiiado de su familia o que su motivo de viaje principalmente es la Visita a Familiares.

Escenario de un turista intelectual: Suponga que es un turista que viaja a la ciudad de Popayan
por motivo de Eventos o Trabajo/Negocios.

Escenario de un turista que prefiere la vida nocturna: Suponga que es un turista que llega a la
ciudad de Popayan de manera individual o en grupo, que tiene entre 18 y 30 afios y su motivo de viaje
es principalmente el Turismo/Ocio.

A continuacién se presenta la informacién general de los participantes de esta evaluacién. La
evaluacién cont6 con 31 participantes entre 20 y 26 afos de edad, de la ciudad de Popayén asistentes
a la materia Fundamentos Tecnoldgicos para Empresas Turisticas del programa de Turismo de la
Universidad del Cauca. Se citaron a los colaboradores en diferentes momentos a las instalaciones de
la Universidad del Cauca a un recinto privado, ya que se conformaron 8 grupos de 4 personas (debido
a que se tenian disponibles 4 teléfonos méviles con tecnologia NFC), donde se realizé una exposicién
breve del proyecto, se explicé a dindmica del experimento y se realizé una pequefia demostracion de
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funcionamiento de la aplicacién y del procedimiento que debian realizar. Al final de cada sesién de
experimentacion (de 20 minutos aproximadamente cada una) las personas procedieron a rellenar la
encuesta para medir el grado de aceptacion del sistema.

Objetos Experimentales

Para cumplir con la finalidad de la experimentacién se cuentan con las siguientes caracteristicas:
Numero de usuarios: 31 Lugar de la muestra: Popaydn Dimensiones contextuales analizadas: Ubica-
cién, Perfil de Usuario, Hora del dia, dia de la semana y disponibilidad de tiempo del usuario. Edad
de los participantes: 22 a 26 afios

6.1.2. Meétricas de Evaluacion

La precision de los sistemas de recomendaciones se ha evaluado en la literatura de investiga-
cién desde 1994 [218]. Muchas de las evaluaciones publicadas de sistemas de recomendacion utilizan
diferentes métricas, las cuales se clasifican ampliamente en tres clases: las métricas de precision pre-
dictiva, métricas de precision de clasificacion, y métricas de precision rango [219]. Para el contexto
del presente proyecto es interesante la segunda clase de métricas, las cuales miden la frecuencia con
la que un sistema de recomendacién hace decisiones correctas o incorrectas acerca de si un articulo
es bueno, estas métricas de clasificacion son por lo tanto apropiadas para tareas tales como “encontrar
buenos items”. Precision y Recall son las métricas mds populares para la evaluacién de los sistemas
de recuperacion de informacion. En 1968, Cleverdon les propone como las métricas clave [220], y
se han celebrado desde entonces. Para la evaluacién de los sistemas de recomendacién, que han sido
utilizados por [221], [222], [223] y [53].

Precision

La precision es definida como la relacion de los elementos relevantes seleccionados para niime-
ro de elementos seleccionados. En otras palabras, la precisién es una medida de la eficiencia de la
seleccidn articulo pertinente definida a continuacion:

. Nrs
Precision =

10

*(10)
Donde Nrs es el conjunto de elementos seleccionados que son relevantes, y Ns el conjunto de
elementos seleccionados o recomendados.

Precision representa la probabilidad de que un elemento seleccionado sea relevante. El nimero de
elementos que se recomiendan en una lista puede ser muy alto, dependiendo del método de recomen-
dacién y el tamafio del conjunto de datos, y no es posible que un usuario pueda revisar y evaluarlos
todos. Por esa razén, la métrica de evaluacién tendra en cuenta sélo los elementos principales, llamada
recomendacion Top-N [56], y por lo general se presenta en varios trabajos como Precision@n. Pre-
cision o Precision@n se utiliza para evaluar el sistema en el contexto de un solo usuario. Con el fin
de obtener una Unica métrica que representa la precisiéon del método de recomendacién sobre todo el
conjunto de usuarios, se usa la métrica Mean Average Precision (MAP). MAP se obtiene calculando
la media sobre la precisién promedio de la lista de recomendaciones de cada usuario, como:
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N
MAP=Y" M‘ENPW(H)
n=1

En la ecuacion, AveP(n) es la precision promedio para el usuario n, es decir, el promedio de los
valores de precisién obtenida para el conjunto de top-N recomendaciones después de que se recupera
cada recomendacién relevante [224].

Recall

Recall se define como la relacién de los elementos relevantes seleccionados al nimero total de
elementos relevantes disponibles. En este sentido el Recall representa la probabilidad de que se selec-
ciona un elemento relevante y se define a continuacidn:

Nrs

Recall =

(12)

r

Donde Nrs es el conjunto de elementos seleccionados que son relevantes, y N7 el conjunto de
elementos relevantes para el usuario.

Precision y Recall dependen de la separacién de los articulos relevantes y no relevantes. La de-
finicién de “relevancia” y la forma correcta de calcular que ha sido una fuente importante de la ar-
gumentacién en el campo de la recuperacion de informacién. Ademads de los gustos de los usuarios
que son diferentes, las escalas de calificaciéon de usuario también pueden ser diferentes. Un usuario
puede considerar una calificacion de 3 en una escala de 5 puntos relevante, mientras que otro puede
considerarlo irrelevante. Para el presente proyecto, se definié que un item es relevante cuando su ca-
lificacién se encuentre entre 3 a 5. Aunque Precision y Recall son dos medidas diferentes, no pueden
ser considerados separados una de otra. Se ha observado que Precision y Recall estdn inversamente
relacionados. Generalmente, cuando el numero de elementos recomendados aumenta, también lo hace
el Recall, mientras que la precision disminuye. Existen varios métodos que tienen en cuenta Precision
y Recall y producen una sola métrica. Probablemente la mas ampliamente utilizada es la medida-F,
como se muestra en la siguiente ecuacién, con o = 1.

PrecisionzRecall

F=(1+a) (13)

axPrecision + Recall

En el dominio de las recomendaciones, un score perfecto de Precision es 1,0 y significa que cada
item que se recomienda en la lista es bueno (aunque no dice nada sobre si se sugirieron todas las
buenas recomendaciones) mientras que un score perfecto de Recall es 1,0 y significa que todos los
buenos items recomendados fueron sugeridos en la lista (aunque no dice nada de como muchas malas
recomendaciones también estaban en la lista).
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Utilidad

Si bien el ranking de referencia puntda un ranking en su correlacién con algtin ranking “verdade-
ro”, hay otros criterios para decidir sobre el orden de una lista de items. Una alternativa popular es
asumir que la utilidad de una lista de recomendaciones es aditiva, dado por la suma de las utilidades
de las recomendaciones individuales. La utilidad de cada recomendacién es la utilidad del item re-
comendado descontada por un factor que depende de su posicién en la lista de recomendaciones. Un
ejemplo de una utilidad tal es la probabilidad de que un usuario observard una recomendacién en la
posicién i en la lista. Se asume generalmente que los usuarios escanean las listas de recomendacion
desde el principio hasta el final, lo que hace que la utilidad de las recomendaciones se descuente mas
fuertemente hacia el final de la lista. El descuento también puede interpretarse como la probabilidad
de que un usuario podria observar una recomendacién en una posicién particular en la lista, con la
utilidad de la recomendacion ya que se observé que sélo depende de la opcidén recomendable.

La métrica R-Score [225] supone que el valor de las recomendaciones declinan de manera exponencial
por la lista clasificada para producir la puntuacién siguiente para cada usuario u:

Ry = Z ma:c(ri(bkz —d,0) (14)
k

k=1
2(1—1

Donde (bg) es el elemento en la posicion k, r;(bx) es el rating del usuario u para el item 4, d es
el valor predeterminado o el voto neutral y a es un niimero natural que denota el rango de un item
de la lista que tiene un 50 % de probabilidad de ser visto, el cual controla la disminucién exponencial
del valor de las posiciones en la lista clasificada, generalmente se toma o« = 2. Las puntuaciones
resultantes de cada usuario se agregan utilizando:

Zai Rai
O

Donde R;'** es la puntuacion de la mejor clasificacion posible para el usuario u (es decir, el
sistema de recomendacion clasifico los items exactamente como lo hizo el usuario).

R, =100 (15)

6.2. Plan de ejecucion de pruebas

Como se menciond anteriormente, la evaluacion busca comprobar la siguiente hipétesis, que es
el objetivo del presente trabajo: Hla. (Hipétesis Alternativa) La utilizacién del sistema propuesto
incentiva el consumo de oferta turistica por medio de la habilitaciéon y maximizacion de posibles
movimientos a realizar por parte de un turista optimizando su tiempo en un destino. Para lo cual se
realizé una experimentacion de manera on-line, realizindose en primera instancia la evaluacién de las
métricas anteriormente definidas sobre los datos obtenidos en dicha experimentacidn, y seguidamente
la conduccién de la Prueba t sobre los datos recolectados por medio de la encuesta aplicada. En ambas
evaluaciones se planteard una hipétesis que es la deseable a comprobar, de manera que si ambas
hipétesis son validas entonces la hipdtesis general Hla se comprueba y se cumple con el objetivo del
presente trabajo.
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6.2.1. Plan de Ejecucion de Pruebas: Métricas

A través de esta evaluacidn se busca comprobar o refutar la siguiente hipétesis por medio del
célculo de las métricas anteriormente descritas: HO1. (Hipdtesis) La utilidad y Precision promedio
calculados de los datos obtenidos a través de la experimentacion del sistema se encuentran por encima
del 70 %.

Plan de Ejecucion de Pruebas: Aceptacion del Sistema

Por medio de esta evaluacién se busca determinar el grado de aceptacion del sistema por parte
de usuarios finales, en este caso los turistas. A través de esta evaluacion, el presente proyecto busca
comprobar o refutar la siguiente hipdtesis: HO2: Los turistas demuestran una opinién positiva con
respecto a la pertinencia de las actividades recomendadas de acuerdo al contexto del usuario por
medio del sistema propuesto. Ya que el objetivo de la hipétesis es medir el grado de percepcién sobre
el objeto de evaluacién, se emplea una encuesta con el fin de conocer aspectos relevantes sobre si el
sistema es capaz de cumplir las expectativas de los turistas. De esta manera, la encuesta (ver Anexo
B) estd conformada por 15 preguntas que se componen de: Una descripcion de la caracteristica a
evaluar, una estimacién sobre su grado de importancia, una escala de evaluacién y un espacio para
observaciones; tal como se muestra en el siguiente Figura:

1. Calidad de las recomendaciones
Descripcion: Esta caracteristica mide la calidad percibida de la
recomendacién por parte del usuario.

Pregunta 1: En general me gustan las actividades recomendadas por
el sistema.

Grado de importancia: Altamente deseable

Escala de Evaluacion: De acuerdo?

Completamente
En alto grado
Parcialmente
Muv poco
Ninguno X
Observacion:

Figura 6.1: Ejemplo de pregunta de la Encuesta.

Esta encuesta se fundamenta en la evaluacidon expuesta por [226], cuyo enfoque estd centrado en
el usuario para la evaluacién de los sistemas de recomendaciones. Esto quiere decir que se tienen en
cuenta aspectos subjetivos relacionados con el comportamiento del usuario objetivo, las caracteristicas
personales y situacionales en la experiencia del usuario. Asi mismo se observa que la percepcion
de la calidad y/o variedad de las recomendaciones son medidores importantes de la experiencia del
usuario, teniendo en cuenta el esfuerzo o dificultad percibido, la eficacia percibida del sistema y la
satisfaccion de la eleccién. Para conducir la evaluacion se emplea una Prueba t para una muestra, que
permite verificar si en una muestra la variable de interés presenta una media determinada para evaluar
la hipétesis nula de igualdad de la media con un valor determinado. De esta manera, la evaluacién
conté con 31 participantes teniendo en cuenta la teoria de pequefias muestras, este nimero genera una
distribucién de muestreo adecuada, debido a que, cuando este nimero de muestras se aproximan a 31
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o tienden a nimero infinito, la dispersion correspondiente a la curva ¢ disminuye aproximédndose a la
curva estandar, razén por la cual, se conoce como curva z a la curva t cuando N tiende a infinito. Es
necesario especificar los conceptos de Alfa, p-Valor y Significancia Estadistica.

Alfa: Representa el nivel de significancia, es decir, el nivel de alfa es la probabilidad de rechazar la
hipétesis nula cuando la hipdtesis nula es verdadera. Este concepto tiene un valor comprendido entre
[0,1]. Ademads, el valor de alfa estd asociado a un nivel de confianza de la prueba. A continuacion se
enumeran algunos niveles de confianza con sus valores correspondientes de alfa:

= Para obtener resultados con un nivel de confianza del 90 %, el valor de alfa es 0,1 (1-0,90 =
0,10).

= Para obtener resultados con un nivel de confianza del 95 %, el valor de alfa es 1-0,95 = 0,05.
= Por lo general, el valor de alfa puede adoptar un rango diverso de valores. Por lo tanto, para

resultados con un nivel de confianza C %, el valor de alfa es: 1 - C/100.

p-Valor (p): EIl p-Valor es la probabilidad de obtener un resultado estadistico de la prueba, bajo el
supuesto que la hipétesis nula es verdadera. A continuacion, se expone la interpretacion del p-Valor
con base en un nivel de significancia del 10 %:

= p < 0.01: evidencia una muy fuerte suposicién en contra de la hipétesis nula.

= p =0.01: evidencia una fuerte suposicién en contra de la hipétesis nula.

= 0. 01 < p < 0.05: evidencia una suposiciéon moderada en contra de la hipétesis nula.

= p > 0.1: ninguna suposicién en contra de la hipétesis nula.
Significancia Estadistica: Para determinar si un resultado observado es estadisticamente significa-
tivo, se comparan los valores de alfa y p. Lo que conlleva a dos posibilidades:

= Si p es menor o igual a alfa: En este caso se rechaza la hipétesis nula. Cuando esto ocurre se
dice que el resultado es estadisticamente significativo.

= Si p es mayor que alfa. En este caso, no se rechaza la hipétesis nula. Cuando esto ocurre se dice
que el resultado no es estadisticamente significativo.

Considerando un nivel de significancia de 0.05 (correspondiente al de mayor aceptacion en la
academia y la industria), en la seccién 6.3 se presentan los resultados conseguidos en cada evaluacién
descrita en la seccién anterior.

6.3. Resultados de Evaluacion

A continuacién se presentan las pruebas que fueron realizadas utilizando el entorno de experi-
mentacién compuesto por las herramientas empleadas en el enfoque propuesto en el Capitulo 5. En
los experimentos planteados fueron necesarias todos los componentes contenidos en la arquitectura
planteada; sin embargo, en este capitulo se enfatiza en las pruebas para realizar la Evaluacién de las
Recomendaciones.
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6.3.1. Resultados de Evaluacion de Métricas

Se realiz6 la evaluacién on-line por medio de los datos recolectados en el experimento midiendo
cada una de las métricas presentadas en la seccién anterior.

Resultados de Evaluacion de Utilidad

Se realizo6 el célculo de la utilidad para cada lista de recomendaciones presentada al usuario y
luego se obtuvo la utilidad promedio de cada usuario. Finalmente para calcular la utilidad total del
sistema se obtuvo la utilidad media para todos los usuarios. A continuacion se presenta el cdlculo de
la utilidad para el usuario con id 111 a manera de ejemplo, donde d =2y o = 3:

k| by | ri(b) | ri(be) —d
1 55 4 2
2| 56 0 0
3 58 3 1
4 57 0 0
51109 3 1
6 61 0 0
71 115 0 0

Tabla 6.1: Célculo de Utilidad R,

k| by | ri(b) | ri(be) —d
1 55 4 2
2| 58 3 1
3| 109 3 1
4 55 0 0
5 57 0 0
6 61 0 0
7| 115 0 0

Tabla 6.2: Calculo de Utilidad RZ’;“

El célculo de Ry, es igual 2,75 y R = 3,20, por tanto el R — score da como resultado
85,74706699, observando que para este usuario la lista de recomendaciones fue muy util segin las
calificaciones asignadas a los items. El anterior procedimiento se llevd a cabo para todos los usua-
rios (en el Anexo B se presenta el cédlculo de la utilidad para cada usuario de manera detallada) y a
continuacion se presentan los resultados resumidos de la utilidad calculada para cada usuario:

114



6.3. Resultados de Evaluacion

User ID R,
111 78,22
106 70,71
321 61,40
113 100
107 86,88
323 90,67
130 81,53
152 100
109 100
331 91,66
151 100
306 90,95
112 88,58
335 69,17
192 83,76
330 83,71
116 100
339 88,36
327 100
337 75,22
376 85,35
342 81,11
364 83,08
120 95,01
512 94,14

Tabla 6.3: Célculo de Utilidad para todos los usuarios.

Finalmente para el célculo de la utilidad del sistema se obtiene la media para todos los usuarios,
cuyo valor indica que las recomendaciones resultan muy utiles para los usuarios del sistema, puesto
que esta por encima del valor de referencia planteado (;70):

R =87,18

Resultados de Evaluacion de Precision y Recall

Se realiz6 el cdlculo de la precisién teniendo en cuenta los elementos Top-N de cada lista de
recomendaciones presentada al usuario, ya que en el experimento se les solicité a los usuarios que
calificaran por lo menos dos items de la lista, se tomaron como Top-N los primeros 3 y como items re-
levantes los que fueron calificados de 3 a 5 y no relevantes calificados de 1 a 2. Por lo general se puede
esperar una compensacién entre Precision y Recall, pero a medida que las listas de recomendacién
son mas largas normalmente se suele mejorar el Recall, sin embargo también es probable que reduzca
la precision. Por lo tanto, se pueden calcular las curvas comparando Precision y Recall, o la verdadera
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tasa de true positive y false positive. Las curvas del primer tipo son conocidos simplemente como cur-
vas de Precision-Recall, mientras que las de este tltimo tipo se conocen como curvas ROC. Mientras
que ambas curvas miden la proporcién de items preferidos que en realidad se recomiendan, las curvas
Precision-Recall enfatizan la proporcién de items recomendados que son preferidos mientras que las
curvas ROC enfatizan la proporcion de items que no son preferidos que terminan siendo recomenda-
dos. Se opta por usar la curva Precision-Recall con base a las propiedades del dominio y el objetivo del
sistema; para este caso, la medida de precisién describe qué proporcion de las recomendaciones son
realmente convenientes para el usuario, si las recomendaciones inapropiadas representan una fraccion
pequeiia o grande de las actividades turisticas inadecuadas que podrian haber sido recomendadas (es
decir, la tasa de falsos positivos) puede no ser tan relevante, por tanto a pesar que se calcula Precision
y Recall, la medida que interesa evaluar para el contexto de la presente experimentacion es Precision.
A continuacién se presenta el calculo de Precision y Recall para el usuario con id 323 a manera de
ejemplo, donde se toman los primeros 3 items de cada lista de recomendacidn y como items relevantes
los que fueron calificados de 3 a 5 y no relevantes calificados de 1 a 2: Fueron presentadas dos listas
de recomendaciones en dos instantes de tiempo diferentes definidas como el conjunto de elementos
seleccionados o recomendados:

Posicién en la lista | Item ID | Rating
1 117 4
2 118 3
3 127 5
4 129 5
5 120 0
6 122 0
7 128 0

Tabla 6.4: Lista 1 (Hora: 9:43:14) de Recomendaciones para el usuario con ID 323

Posicién en la lista | Item ID | Rating
1 64 4
2 127 3
3 129 5
4 120 5
5 121 0
6 122 0
7 128 0

Tabla 6.5: Lista 2 (Hora: 9:48:42 ) de Recomendaciones para el usuario con ID 323

Como se puede observar, el conjunto de elementos relevantes para el usuario estd definido como
Nr = 117,118, 64,127,129. Para el caso de ambas listas, el conjunto de elementos seleccionados
que son relevantes para cada momento son Nrsl = 117,118 y Nrs2 = 64,127,129. Como se
menciond anteriormente se tomaron las 3 primeras recomendaciones para el cilculo de Precision@n,
por lo que el conjunto de elementos recomendados Top-N estéd definido asi: Ns1 = 117,118,127y
Ns2 = 64,127,129, para la Lista 1 y 2 respectivamente. A continuacién el cdlculo de Precision y
Recall para cada una de las listas quedaria de la siguiente manera:
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Nrsl 117,11 2
rsl {117,118} 2 _ 0,66

Precision@nl = = -
rEASOnTIY = TNl T {117,118,127) 3

N Nrs2  {64,127,120} 3
reastonTIe = Nsa T 164,127,129} 3

Nrsl {117,118} 2
Reca Nr  {117,118,64,127,120} 5

Nrs2 64,127,129} 3
Nr — {117,118,64,127,129} 5

Recall2 = =0,6
Calculando la Precision@n promedio y el Recall Promedio para el usuario en consideracién se
obtendria:

AvePrecision@Qngsg = 0,833

AveRecallzas = 0,5

Para calcular Precision y Recall para multiples usuarios se emple6 el enfoque de calcular Precision
y Recall (o tasa positiva verdadera y tasa de falsos positivos) en cada lista de recomendaciones de
longitud N para cada usuario, y luego calcular el promedio de Precision y Recall en cada N [223].
Por lo tanto, este enfoque es 1til en el escenario de recomendar algunos buenos items”, donde una
decisién importante es la longitud de la lista de recomendacion. El anterior procedimiento se llevo a
cabo (en el Anexo B se presenta el célculo de Precision y Recall para cada lista de recomendaciones
presentada al usuario) y los resultados obtenidos para cada usuario se presentan a continuacion:
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idUser | AvePrecision | AveRecall
111 0,44 0,33
106 0,66 1
321 0,55 0,33
113 0,5 0,5
107 0,66 0,2
323 0,833 0,5
130 0,8 0,5
152 0,833 0,5
109 0,833 0,5
331 0,77 0,38
151 0,833 0,5
306 0,66 0,5
112 0,833 0,5
335 0,833 0,5
192 0,55 0,5
330 0,5 0,5
116 1 1
339 0,65 0,33
327 0,5 0,5
337 0,833 0,5
376 0,833 0,5
342 0,66 0,2
364 0,6 0,2
120 0,75 0,25
512 0,77 0,09

Tabla 6.6: Célculo de Precision y Recall Promedio para todos los usuarios.

Finalmente para el célculo de Precision y Recall del sistema se obtiene la media para todos los
usuarios:

N ..
AveP Q 1
MAPistema = Y~ nn) _ 55 (17.681) = 0,707
n=1
al AveRecall(n)
Recallsist@ma = z_:l T = 0, 745

Con los datos obtenidos se procedié a graficar la curva Precision-Recall:
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Precision-Recall Curve
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Figura 6.2: Ejemplo de pregunta de la Encuesta.

Por lo general, Precision y Recall estdn inversamente relacionados, es decir, a medida que aumenta
Precision, Recall disminuye y viceversa. En la tarea de “recomendar algunos buenos items” es proba-
ble que prefiramos un sistema con una alta tasa de Precision, mientras que en la tarea de “recomendar
todos los buenos items”, una tasa de Recall més alta es mas importante que la de Precision. Para el
caso del presente sistema, como se menciond anteriormente, por el contexto turistico en el que se en-
cuentra enmarcado es mas importante la métrica de Precision que la de Recall, ya que es importante
dar a conocer al usuario la oferta turistica de la ciudad por medio del sistema de recomendaciones. Con
relacién a los resultados presentados, se observa que los valores obtenidos para las métricas de Utili-
dad (87,18 %) y Precision (70,7 %) fueron mayores a un 70 % lo que indica que se acepta la hipétesis
objetivo(HO1).

6.3.2. Resultados de Evaluacion de aceptacion del sistema

Se procede a transformar una escala de calificacion de 1 a 5 a una propuesta con valores legibles
para las personas, como se presenta en la tabla 6.7:
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Escala Calificacién
Completamente 5
En Alto Grado 4
Parcialmente 3
Muy Poco 2
Ninguno 1

Tabla 6.7: Escala de Calificacion transformada.

Se plante6 dicha escala de tal forma que la escala “Parcialmente” exprese un grado de aceptacién
neutra (3), las escalas “Completamente” y “En alto Grado” reflejan un alto grado de aceptaciéon (>3)
y por ultimo, las opciones “Muy poco” y “Ninguno” reflejan un grado de aceptacion bajo (<3) sobre
el sistema. Como la evaluacién cont6 con 31 participantes, se realizé una revision previa a la cuanti-
ficacién de resultados, eliminando 3 de las encuestas porque se dedujo que no entendieron el objetivo
del experimento. Asi, a continuacién se visualizan las frecuencias de los resultados obtenidos en cada

pregunta de la encuesta:

Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 9 32,14 32,14
En Alto Grado 4 14,28 46,42
Parcialmente 14 50 96,42
Muy Poco 1 3,57 100
Ninguno 0 0 100
Total 28 100.0
Tabla 6.8: Tabla de Frecuencia Pregunta 1.

Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 3 10,71 10,71
En Alto Grado 9 32,14 42,85
Parcialmente 14 50 92,85
Muy Poco 2 7,14 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.9: Tabla de Frecuencia Pregunta 2.
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Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 2 7,14 7,14
En Alto Grado 11 39,28 46,42
Parcialmente 14 50 96,42
Muy Poco 1 3,57 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.10: Tabla de Frecuencia Pregunta 3.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 7 25 25
En Alto Grado 10 35,71 60,71
Parcialmente 9 32,14 92,85
Muy Poco 2 7,14 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.11: Tabla de Frecuencia Pregunta 4.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado (%)
Completamente 9 32,14 32,14
En Alto Grado 8 28,57 60,71
Parcialmente 9 32,14 92,85
Muy Poco 1 3,57 96,42
Ninguno 1 3,57 100
Total 28 100.0

Tabla 6.12: Tabla de Frecuencia Pregunta 5.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 15 53,57 53,57
En Alto Grado 10 35,71 89,28
Parcialmente 2 7,14 96,42
Muy Poco 1 3,57 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.13: Tabla de Frecuencia Pregunta 6.

121




Capitulo 6. Experimentacion y Resultados

Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 15 53,57 53,57
En Alto Grado 10 35,71 89,28
Parcialmente 2 7,14 96,42
Muy Poco 1 3,57 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.14: Tabla de Frecuencia Pregunta 7.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 9 32,14 32,14
En Alto Grado 16 57,14 89,28
Parcialmente 3 10,71 100
Muy Poco 0 0 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.15: Tabla de Frecuencia Pregunta 8.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 6 21,42 21,42
En Alto Grado 10 35,71 57,14
Parcialmente 10 35,71 92,85
Muy Poco 2 7,14 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.16: Tabla de Frecuencia Pregunta 9.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 7 25 25
En Alto Grado 12 42.65 67,85
Parcialmente 7 25 92,85
Muy Poco 2 7,14 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.17: Tabla de Frecuencia Pregunta 10.
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Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 15 53,57 53,57
En Alto Grado 9 32,14 85,71
Parcialmente 3 10,71 96,42
Muy Poco 1 3,57 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.18: Tabla de Frecuencia Pregunta 11.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 7 25 25
En Alto Grado 11 39,28 64,28
Parcialmente 10 35,71 100
Muy Poco 0 0 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.19: Tabla de Frecuencia Pregunta 12.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 12 42,85 42,85
En Alto Grado 8 28,57 71,42
Parcialmente 6 21,42 92,85
Muy Poco 2 7,14 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.20: Tabla de Frecuencia Pregunta 13.
Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 19 67,85 67,85
En Alto Grado 7 25 92,85
Parcialmente 2 7,14 100
Muy Poco 0 0 100
Ninguno 0 0 100
Total 28 100.0

Con el fin de describir apropiadamente las caracteristicas relevantes de esta evaluacion, se procede
a realizar el andlisis estadistico descriptivo a partir de la equivalencia numérica de las escalas de las

Tabla 6.21: Tabla de Frecuencia Pregunta 14.

frecuencias obtenidas en las calificaciones de cada pregunta a continuacidn:
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Escala Frecuencia | Porcentaje (%) | Porcentaje Acumulado ( %)
Completamente 18 64,28 64,28
En Alto Grado 9 32,14 96,42
Parcialmente 1 3,57 100
Muy Poco 0 0 100
Ninguno 0 0 100
Total 28 100.0

Tabla 6.22: Tabla de Frecuencia Pregunta 15.

Escala Pl | P2 | P3| P4|P5|P6|P7|P8|P9|PIO|PIl|PI12|PI3| P14 | P15

Comple | o1 <1 51 71 9l15/15] 9| 6| 7| 15| 7| 12| 19| 18
tamente
EnAllo g 11l 10 8l10l10]16]10] 12] ol 11| 8| 7| 9
Grado
Parcial 1 b gl a ol of 21 20 310!l 71 3| 10| 6| 2| 1
mente
Muy

1 20 1] 2] 1] 1] 1] ol 2] 2| 1] ol 2| o] o
Poco

Ninguno | 0| 0| O O] O] O O O O 0 0 0 0 0 0
3, |3, |3, 13, |3, |4, |4, |4 |3, 3, 4, 3, 4, 4, 4,
75146 | 50 | 78 | 82 | 39| 39 | 21 | 71 85 35 89| 07| 60| 60
Moda 3 3 31 4] 5] 4| 5| 4| 4 4 5 4 5 5 5
Desviac. | 0, | O, | O, | O, |1, |0, | O, |0, |O, 0, 0, 0, 0, 0, 0,
Tipica 96 | 79 | 69|91 | 05| 78|78 | 62|89 | 8| 82| 78| 97| 62| 56

Media

Tabla 6.23: Tabla de Frecuencias.

De acuerdo al valor de la moda indica que la mayoria de usuarios tienen una opinion favorable
“En Alto Grado”, es decir, consideran adecuado el sistema para incentivar el turismo. De esta manera,
teniendo en cuenta que tres (3) corresponde al punto neutro, se formulan las siguientes hipotesis
estadisticas:

= HO3n (Hipétesis nula): El grado de aceptacion promedio del sistema es igual a 3.
= HO3a (Hipotesis alternativa): El grado de aceptacion promedio del sistema es mayor a 3.

Para validar la hipdtesis nula, se obtuvieron los resultados que se observan en la tabla 6.23 y
considerando un nivel de significancia de 0.05, se consiguieron los resultados que se observan en la
tabla 6.3.

Con relacién a los resultados presentados en la anterior tabla, se observa que el nivel de signi-
ficancia estadistica es menor a 0,005, lo que indica que el grado de aceptacion promedio sobre las
preguntas evaluadas por turistas es estadisticamente significativo y se rechaza la hipétesis nula H3n,
y por tanto se comprueba la hipdtesis objetivo de esta evaluaciéon HO1. Asi, para una perspectiva mas
general de los resultados la Figura 6.4 representa una distribucién de las evaluaciones y la Figura 6.5
grafica el porcentaje de frecuencia de las calificaciones:
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Valor de prueba = 3
95% de intervalo de
confianza de la
Diferencia diferencia

Pregunta t gl Sig. (p) de medias Inferior Superior
P1 4,104 27 0,000300 0,75 0,38 1,12
P2 3,099 27 0,004400 0.46 0,16 0,77
P3 3,813 27 0,000700 0,50 0,23 0,77
P4 4,533 27 0,000100 0,79 043 1,14
P5 4,116 27 0,000300 0,82 041 1,23
P6 9,378 27 0,000000 1,39 1,09 1,70
P7 9,378 27 0,000000 1,39 1,09 1,70
P8 10,200 27 0,000000 1,21 0,97 1,46
P9 4,215 27 0,000250 0,71 0,37 1,06
P10 5,091 27 0,000024 0,86 0,51 1,20
P11 8,692 27 0,000000 1,36 1,04 1,68
P12 6,011 27 0,000002 0.89 0.59 1,20
P13 5,793 27 0,000004 1,07 0,69 1.45
P14 13,523 27 0,000000 1,61 1,36 1,85
P15 15,000 27 0,000000 1,61 1,39 1,83
T Valor de prueba T.

gl: Grado de libertad.

Figura 6.3: Prueba T - Evaluacién del sistema.
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Figura 6.4: Distribucién de las calificaciones.

A partir de la figura anterior, se obtienen las siguientes observaciones:

= Las preguntas con opinién parcialmente favorable, se presentaron en la en la P1,P2 y P3 indi-
cando que la calidad de las recomendaciones es buena, ya que la tarea del sistema de recomen-
daciones era “recomendar algunos buenos items” y los turistas observaron que varios de ellos
fueron relevantes para ellos.

= En términos generales, los resultados obtenidos en las preguntas P4, PS5, P7,P8 y P9 fueron los
deseables ya que la utilidad o eficacia del sistema percibida por el usuario tuvo gran nivel de
aceptacidon comprobando que el sistema permite ampliar la perspectiva turistica de los usuarios
incentivando su consumo y optimizando su tiempo en el destino.

= Con respecto a las preguntas restantes, los resultados son igualmente deseables, indicando que el
sistema es intuitivo, conveniente, algo variado y que su aplicabilidad a futuro e implementacién
en un entorno real podria ser exitoso.

Respecto a la totalidad de las calificaciones conseguidas, en la Figura 6.5: el 34 % corresponde a
la opcién “En Alto Grado”, el 37 % a “Completamente” y el 25 % a “Parcialmente”. Por lo tanto, los
resultados positivos en la evaluacion constituyen un 71 %, las opiniones neutras constituyen un 25 %,
y para un 4 % de presentaron opiniones negativas. Teniendo en cuenta los resultados conseguidos, se
puede considerar que el sistema tiene una alto grado de aceptacion sobre la mayoria de usuarios.

6.4. Resumen

Este capitulo abord6 una descripcién detallada de la evaluacién llevada a cabo para el sistema
propuesto, realizdndose dos tipos de evaluaciones por medio de un experimento de manera on-line:
La primera consistié en obtener los resultados de las métricas de evaluacion definidas sobre los datos
obtenidos con el experimento; y la segunda evaluacién consistié en una apreciacion del sistema, que
permitié determinar el grado de aceptacion del mismo. Los resultados obtenidos en la experimentacién
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® Completamente
® En Alto Grado
= Parcialmente

m Muy poco

= Ninguno

Figura 6.5: Porcentaje de frecuencia.

presentada, permiten deducir por un lado que el sistema propuesto alcanzé un alto nivel de utilidad
y Precision por medio de la comprobacion de la hipdtesis HO1 con los resultados de la evaluacién
de las métricas empleadas; y por otro lado los usuarios finales manifestaron una opinién positiva
con respecto a la pertinencia de las actividades recomendadas de acuerdo al contexto del usuario por
medio del sistema propuesto, como se pudo comprobar en la evaluacion de la aceptacion del sistema al
validar la hipétesis HO2. Finalmente gracias a la comprobacion de lo anterior se puede afirmar que la
utilizacién del sistema propuesto incentiva el consumo de oferta turistica por medio de la habilitacién
y maximizacién de posibles movimientos a realizar por parte de un turista optimizando su tiempo
en un destino definida como la hipétesis deseable a comprobar por medio de este capitulo (H1a),
relacionada directamente con el cumplimiento del objetivo general del presente trabajo. A su vez, el
contenido del presente capitulo van alineado con el cumplimiento del Objetivo Especifico 3, Seccién
1.3.
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Capitulo 7

Conclusiones y Trabajo Futuro

Actualmente, el turismo es un dominio desafiante para el desarrollo de servicios basados en lo-
calizacién que proporcionan informacién personalizada y relevante (recomendaciones) a los turistas,
sin embargo el usuario deseard priorizarla de acuerdo a patrones de consumo turistico y optimizar su
tiempo de permanencia en el destino. Con el fin de presentar una solucién a este problema, y a partir
de trabajos relacionados que expusieron premisas importantes en esta area, fue elaborado el presente
trabajo de grado que consta de una conceptualizacién de un modelo de contexto, analizando los datos
de contexto existentes y su posible modelado para su uso en el sistema, especificamente considerando
la interaccion del usuario con un entorno turistico ubicuo basado en la tecnologia NFC, el enfoque
de recomendacién para motivar o incentivar el posible consumo de oferta turistica por medio de la
habilitacién y maximizacion de posibles movimientos a realizar por parte de un turista optimizando su
tiempo en un destino. Asi, este capitulo describe inicialmente las principales conclusiones obtenidas,
sus restricciones y finalmente se propone algunos trabajos futuros.

7.1. Conclusiones

» FEldisefio de un sistema de recomendacion significa tomar decisiones que se pueden clasificar en
los siguientes dominios: algoritmos (métodos de recomendacion a utilizar), arquitectura (imple-
mentacidn del sistema), perfil de usuario (modelo de usuario), las cuales se ven limitadas en gran
parte por el entorno del recomendador, el cual se puede estudiar a través de tres dimensiones:
Usuarios (qué son los usuarios, cudles son sus objetivos), Datos (cudles son las caracteristicas
de los datos en que se basan las recomendaciones) y Aplicacién (cudl es la aplicacion general
del recomendador en el sistema).

= Las aplicaciones context-awareness apoyan de manera inteligente las tareas del usuario, actuan-
do auténomamente en nombre de los usuarios. Para esto es necesario definir un modelo de la
informacién de contexto, el cual generalmente varia segun el tipo de informacién que puede
representar, el cual permita capturar diversas caracteristicas de la informacién de contexto, in-
cluyendo la variedad de tipos, dependencias, la calidad, y las historias de contexto. Ademads, se
requieren métodos de procesamiento y gestion de contexto para apoyar el descubrimiento y la
reutilizacién de la informacién contextual.

= Para el modelo contextual conceptualizado en la presente propuesta se analizaron y modelaron
los datos de contexto existentes para su uso en el sistema, y gracias al enfoque centrado en el
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turista, hace que se deba considerar la interaccién del mismo con un entorno turistico ubicuo
basado en la tecnologia NFC, incluyendo informacién de ubicacién detectada por medio de
NFC, para el caso del modelo de usuario se considerd la informacién de tiempo, intereses del
usuario, el perfil contextual, su tiempo disponible, tipologia, el motivo de viaje y el rango de
edad y caracteristicas propias de las actividades turisticas a ser recomendadas: su tipo, horario
de disponibilidad y duracién de las mismas. Por el lado del modelo de datos se consider6 el
tipo, calidad/cantidad de los datos, ratings y sus dimensiones, entre otros.

De acuerdo al dominio turistico es indispensable contar con el perfil de usuario para incorporarlo
en el sistema de recomendaciones, y de acuerdo al conjunto de datos empleado se hizo necesario
inferirlo a partir de ciertas variables con las que se contaba, empleando técnicas de Machine
Learning para este proceso. Luego de su inferencia el perfil turistico es empleado como una
de las entradas del sistema de recomendaciones propuesto. Asi mismo por este motivo, es muy
importante conocer las opiniones de otros turistas para generar las recomendaciones, y es por
esto que se hizo uso de la técnica de Filtrado Colaborativo, la cual predice las preferencias del
usuario y genera las recomendaciones empleando la métrica de similitud basada en usuarios.

La informacion contextual en este trabajo se modela utilizando el enfoque basado en ontologias,
ya que es muy adecuado para el intercambio de conocimiento. Dado que proporciona una es-
pecificacién formal de la semdntica de datos de contexto y esto es especialmente importante en
entornos méviles y ubicuos donde diferentes entidades heterogéneas y distribuidas deben inter-
actuar para el intercambio de informacion de contexto de los usuarios, es por esto que se usa
un enfoque de recomendacidn basado en conocimiento, para lo cual se construyen reglas que se
razonan sobre la base de conocimiento (KB) representada por la ontologia.

Para optimizar el tiempo del turista en el destino, se implement6 un Algoritmo de Maximizacion
de consumo de recursos turisticos en un tiempo limitado, el cual emplea un algoritmo de Progra-
macién dindmica que calcula de manera recursiva las actividades que efectivamente si pueden
ser realizadas en el tiempo disponible especificado por el usuario. Adicionalmente se realizd
una Optimizacién de Trayectoria, generando la ruta menos costosa en términos de tiempo que
pase por todos los sitios donde se realizan las actividades recomendadas.

Para priorizar las recomendaciones de acuerdo a los intereses proporcionados por el usuario
que corresponden a las categorias o patrones de consumo en el orden en el que sean escogidos
se asignaron unos pesos de mayor a menor para emplearlos como postfiltro en el listado de
recomendaciones y organizar la lista a ser desplegada al usuario.

De acuerdo al estudio realizado, el enfoque de recomendacién presentado estd compuesto 6
fases: el primera instancia la fase denominada “Inferencia de Perfiles Contextuales”, a conti-
nuacioén la fase llamada “Filtro basado en Conocimiento”, seguidamente la fase de “Filtrado
colaborativo”, la fase siguiente “Algoritmo de Maximizacién de consumo de recursos turisticos
en un tiempo limitado”, luego la fase “Priorizacién por patrones de consumoz una tltima fase
denominada “Optimizacién de Trayectoria”, destacando que es un enfoque hibrido que combina
a base de filtrado de conocimiento y filtrado colaborativo.

Los resultados obtenidos en la experimentacion realizada, permiten deducir por un lado que el
sistema propuesto alcanzé un alto nivel de Utilidad y Precision por medio de la comprobacién
de la hipdétesis “La utilidad y Precision promedio calculados de los datos obtenidos a través
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7.2

de la experimentacion del sistema se encuentran por encima del 70 %con los resultados de la
evaluacién de las métricas empleadas; y por otro lado los usuarios finales manifestaron una
opinién positiva con respecto a la pertinencia de las actividades recomendadas de acuerdo al
contexto del usuario por medio del sistema propuesto, como se pudo comprobar en la evaluacion
de la aceptacion del sistema al validar la hipdtesis “Los turistas demuestran una opinién positiva
con respecto a la pertinencia de las actividades recomendadas de acuerdo al contexto del usuario
por medio del sistema propuesto”.

Finalmente gracias a la comprobaciéon de lo anterior se puede afirmar que la utilizacion del
sistema propuesto incentiva el consumo de oferta turistica por medio de la habilitacién y ma-
ximizacién de posibles movimientos a realizar por parte de un turista optimizando su tiempo
en un destino definida como la hipétesis deseable a comprobar “La utilizacién del sistema pro-
puesto incentiva el consumo de oferta turistica por medio de la habilitacién y maximizacién de
posibles movimientos a realizar por parte de un turista optimizando su tiempo en un destino”,
relacionada directamente con el cumplimiento del objetivo general del presente trabajo.

Trabajos Futuros

Mejorar el dataset con el fin de enriquecerlo con mds items a recomendar y mds ratings de
usuario por actividad recomendada para evitar los problemas de dispersion de datos.

Incorporar informacién de redes sociales en los mecanismos de recomendacién propuestos para
enriquecer ain més el sistema.

Extender el soporte de la propuesta a otras plataformas moviles. Se plantea la necesidad de
migrar la aplicacion a otras plataformas méviles, como pueden ser i0S, Windows Phone, entre
otros. Esto con el fin de observar los efectos que puede generar el tipo del mercado o plataforma,
sobre el sistema propuesto.

Evaluar la herramienta propuesta en un entorno real, etiquetando la ciudad con el fin de entrenar
el sistema de recomendacion a través de un conjunto considerable de usuarios finales.

Investigar mas algoritmos de Optimizacién de Trayectoria y Maximizacién de recursos en un
tiempo limitado para explorar y evaluar sus caracteristicas para su inclusion en el sistema.
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