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3.13 Errores en Interfaces Gráficas iniciales de Experimento de construcción del dataset . 38

3.14 Pesos porcentuales de cada uno de los ambientes . . . . . . . . . . . . . . . . . . . 39

3.15 Pesos porcentuales de cada una de las variables del contexto separadas en ambientes 39
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Capı́tulo 1

Introducción

¿Cuántas veces ha ocurrido que mientras una persona observa su programa favorito es interrum-
pida para entregarle algún anuncio publicitario? ¿Cómo podrı́an describirse sus sentimientos cuando
esto sucede? tal vez enojo si es detenida en la parte más emocionante para enseñarle algo que ni
siquiera le es de su interés, o tal vez le dé igual porque tampoco estaba tan bueno el programa, pero
tal vez emoción porque justo el anuncio publicitario que están presentando es algo que le interesa
mucho. Esta forma de reacción ante un anuncio es común en las personas, constantemente existe un
bombardeo de publicidad, tanto que muchas veces ni siquiera llega a ser percibida, en la televisión, en
la bandeja de correo electrónico, en la calle, en internet, etc, y la forma como un individuo reacciona
frente a ella depende en gran medida de sus gustos y preferencias, pues de antemano existe una
predisposición a aceptar ciertas cosas y a rechazar algunas otras. Pero, ¿también pasa que algo que
normalmente serı́a rechazado consigue llamar la atención porque se está con otra persona a quien le
gusta? seguramente que sı́, y es porque las personas que están cerca entre sı́ logran influenciarse las
unas a las otras y logran cambiar sus perspectivas; y no sólo las personas al rededor, sino también el
ambiente en general, la temperatura, estado de ánimo, hora del dı́a, dı́a de la semana, son elementos
que pueden influir y hacer que alguien acepte cosas que normalmente rechazarı́a o por el contrario
rechace cosas que normalmente aceptarı́a.

Lo anterior permite comprender que la publicidad puede ser más efectiva en la medida en que se
entregue en el lugar justo y en el momento justo, y este momento y lugar vienen acompañado no solo
de una fecha y una localización, sino de un estado actual de la temperatura, de un estado de ánimo,
de un conjunto de personas, de muchas otras variables que suelen conocerse como contexto. De esta
forma, considerar la información de contexto se convierte en un elemento relevante en el momento de
pensar en recomendarle publicidad a un usuario, y es por este motivo que este trabajo se enfoca en
la construcción de un sistema de recomendaciones para publicidad ubicua que involucra información
contextual. Para ello, se definirán el conjunto de variables que serán consideradas como contexto, el o
los mecanismos para incluirlas en el sistema y las herramientas para su implementación y evaluación.
A lo largo de este documento se presentarán un conjunto de decisiones tomadas a partir del análisis
de trabajos relacionados relevantes, paradigmas de diseño de software y evaluación y pruebas del
sistema construido.

1



Capı́tulo 1. Introducción

1.1. Escenario de motivación
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Figura 1.1: Escenario de motivación Fuente: creación propia

Considérese la siguiente situación. Es el final de la Champions League, Real Madrid contra el
Barcelona se enfrentan en un clásico que no es posible dejar de ver, ası́ que un grupo de amigos
deciden reunirse para ver el partido en casa de Andrés, la decisión básicamente se tomó porque es él
quien cuenta con el televisor mas grande y con el mejor servicio de televisión satelital, sin contar con
que su vivienda no es la más grande pero cuenta con el espacio necesario y suficiente para albergar a
todo el grupo. Todo está listo para ver el partido, hay suficiente comida y Carlos se ha comprometido
a llevar las bebidas, todos han llegado a casa de Andrés y como lo prometió Carlos ha llevado las
bebidas, sólo que calculó mal el número de personas y no ha llevado suficiente. La estación del año
es verano, ası́ que el calor empieza a invadir el lugar y peor aún con la gran cantidad de personas
que se encuentran allı́. A sólo dos cuadras de casa de Andrés hay una tienda de barrio donde están
estrenando congelador, cuentan con bebidas muy frı́as y además ofrecen servicio de domicilios. Sin
embargo, ninguna de las personas en casa de Andrés saben de la existencia de esta tienda y peor
aún, no quieren despegarse ni un minuto del televisor. Afortunadamente, el dueño de la tienda ha
subscripto su negocio a un sistema de publicidad, este sistema cuenta en su base de datos con muchos
anuncios, incluyendo ropa deportiva, y presenta a sus usuarios una experiencia personalizada acorde
a los gustos de cada uno. Para Andrés o Carlos el sistema ha determinado que les gusta mucho
los deportes y puede presentarles como publicidad la ropa deportiva, pero este sistema conside-
ra además el contexto y al determinar la temperatura recomienda los domicilios de bebidas en su lugar.

El escenario anterior motiva a la construcción de un sistema que incluya lo necesario para hacer
precisamente lo que se ha mencionado, pues la publicidad justo dentro del partido podrı́a ser
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rechazada pero si es lo que el usuario desea y resuelve una necesidad en el momento, puede ser muy
atractiva. Adicionalmente, un sistema de recomendaciones de publicidad podrı́a suplir un problema
que normalmente se conoce como publicidad spam y que se da justamente porque al enviar los
anuncios se hace de forma indiferente y se termina abrumando al individuo con demasiadas cosas,
algunas buenas y otras no, pero al final, tantas que para el usuario es una pérdida de tiempo revisar
cada una y termina rechazando todo. La figura 1.1 resume este problema.

1.2. Planteamiento del problema

La publicidad es considerada como una relación que permite a los proveedores compartir información
con los consumidores buscando un beneficio para ambos, pues educa a estos últimos acerca de los
productos y servicios disponibles que pueden satisfacer sus necesidades y ayuda a los vendedores
a crear un ambiente agradable para su acercamiento con los clientes [1]. A pesar de esto, cada dı́a
las personas son más reacias a aceptar contenidos publicitarios. Esto puede apreciarse por ejemplo
en trabajos como [2, 3] donde se realizó un estudio de la eficiencia del mercadeo utilizando blogs y
curiosamente se concluye que el incluir contenido publicitario en estos disminuye la confianza de los
usuarios sobre el contenido del mismo. Por otro lado, un estudio sobre la postura de los consumidores
frente a la publicidad realizado por la Asociación Americana de Agencias de Publicidad (American
Association of Advertising Agencies) en abril de 2004 [4] mostró un 69 % de interés en productos y
servicios que ayuden a bloquear la publicidad y un 65 % de afirmación que la publicidad es siempre
spam. Una explicación para estos resultados puede basarse en la forma como por mucho tiempo ha
sido emitida la publicidad, pues es indiferente a todos los consumidores y no tiene en cuenta sus
gustos y preferencias [5].

A su vez, una tecnologı́a que se ha hecho popular en la última década es la conocida como “compu-
tación ubicua”, la cual presenta un mundo donde las soluciones computacionales y los servicios de
comunicación están disponibles en todo momento y en todo lugar [6], permitiendo la construcción de
sistemas que pueden adaptarse a los constantes cambios de su entorno y soportando las actividades
diarias de sus usuarios [7]. Esta concepto de computación ubicua da paso a lo conocido como “Publi-
cidad ubicua” refiriéndose al uso de la computación ubicua con fines publicitarios [8]. En este orden
de ideas, las caracterı́sticas esenciales de este paradigma computacional (ubicuidad, interactividad y
automatización) son ideales para transformar los esquemas de publicidad tradicionales a través de
mecanismos de comunicación simétrica, personalización, medición precisa de audiencia, adaptación
al contexto y persuasión; dando a la publicidad las herramientas para bordear su principal falencia,
relacionada con la ausencia de personalización de los anuncios que son entregados a los clientes
potenciales. No obstante, a pesar de todas las ventajas mencionadas la publicidad ubicua enfrenta una
serie de retos relacionados con aspectos como: la entrega del contenido apropiado en el momento
adecuado (personalización), privacidad de los usuarios, publicidad invasiva, usabilidad, gestión de
perfiles de usuario, entre otros, que han sido abordados a través de diversas aproximaciones en
diferentes trabajos de investigación [9, 10, 11, 12, 13, 14].

Como ya se ha mencionado una de las posibles causas por las cuales clientes potenciales pierden
interés en la publicidad es la baja personalización de la misma. No obstante, incluir mecanismos de
personalización sugiere una necesidad de interacción entre los consumidores y los sistemas encarga-
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dos de desplegar el contenido. En consecuencia, la publicidad no puede ser un canal de una sola vı́a,
ésta debe percibir y entender las necesidades y preferencias de los consumidores, lo que es posible
aprovechando las bondades de la computación ubicua. Con el objetivo de entender las necesidades
del usuario y aprovecharlas en el proceso de compra, se han llevado a cabo investigaciones en
temas como diseño centrado en el usuario, minerı́a de datos e incluso sistemas de recomendaciones
[15]. Estos últimos como se presenta en [16], son cualquier sistema que produce recomendaciones
individualizadas o que tiene el efecto de guiar al usuario en un camino personalizado de acuerdo a
sus intereses para tomar una decisión en un gran espacio de posibles opciones. Es decir, personalizan
y filtran los contenidos acorde a las preferencias de los usuarios. Es claro entonces que incluir
un sistema de recomendaciones en un entorno de publicidad ubicua podrı́a lidiar con el problema
de baja personalización de los anuncios y disminuirlo. Sin embargo, en un proceso de compra la
personalización acorde a los gustos del usuario no es suficiente, debido a que si bien un anuncio
publicitario puede ser atractivo para un cliente potencial, no necesariamente es lo suficientemente
impactante para convertir dicha atracción en la adquisición del producto o servicio en cuestión. Es
aquı́ donde la “Información Contextual” toma un papel importante. Como se menciona en [17] la
información del contexto del comprador es crı́ticamente valiosa para los sistemas de recomendaciones
en entornos comerciales, en tanto que ignorar datos como la posición del consumidor en la tienda,
su objetivo de compra o cualquier otra variable contextual pone al sistema de recomendaciones en
un grave problema de rendimiento no óptimo si se evalúa con una métrica mercantil. El término
“Contexto” cuenta con diferentes definiciones, una de ellas y la que mejor se ajusta a lo considerado
como Contexto en este documento es la de Schillit en [18]: “El contexto se compone de tres aspectos
importantes: dónde estás, con quién estás y con qué recursos cuentas”, que, como puede apreciarse
divide el contexto en tres partes, localización, naturaleza social, y las herramientas para percibir datos
del usuario (teléfono móvil, sensores, etc.).

De lo anteriormente dicho, es evidente la necesidad de personalizar los anuncios publicitarios que
son entregados a los usuarios, ya que como se comentó, estos tienen el objetivo de beneficiar tanto
a clientes como a proveedores. Es indiscutible que la publicidad debe ser un canal de doble vı́a
y no un sistema broadcast que se envı́a indiferentemente a toda la población, lo que es posible
aprovechando todas las bondades de la computación ubicua. Es claro también que un sistema de
recomendaciones puede incluir una capa de personalización que podrı́a alivianar el problema, pero
que dicha personalización no es suficiente si no se considera la información contextual. De esta
manera surge la siguiente pregunta de investigación ¿Cómo mejorar las recomendaciones de
contenido publicitario teniendo en cuenta la información contextual de los usuarios?

1.3. Objetivos

1.3.1. Objetivo general

Construir un Sistema de Recomendaciones para entornos de Publicidad Ubicua que involucre
Información Contextual.
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1.3.2. Objetivos especı́ficos

Realizar una caracterización inicial de variables contextuales que puedan aplicarse a sistemas
de recomendaciones en entornos de publicidad ubicua.

Diseñar un filtro de recomendación que involucre algunas variables contextuales de acuerdo a
la caracterización realizada.

Construir un piloto en el contexto de publicidad ubicua que permita evaluar el filtro de reco-
mendaciones desarrollado.

1.4. Actividades

La estructura básica de las actividades propuestas para el desarrollo del presente trabajo, toma como
referencia la descomposición jerárquica WBS (Work Breakdown Structure) sugerida por el Project
Management Institute (PMI), a través de su metodologı́a PMBOK (Project Management Base of
Knowledge), especı́ficamente en el área de gestión del alcance (Scope Management) [19]. Los
procesos de ingenierı́a del software requeridos, serán abordados a través de un extracto y adaptación
de la metodologı́a UP (Unified Process) [20]. La metodologı́a que se utilizará para la evaluación del
sistema de recomendaciones (paquete de trabajo 4) se basa en los mecanismos de evaluación clásicos
de los SR los cuales se realizan en dos fases: la primera fase offline en la cual a partir de herramientas
estadisticas es posible calcular la precisión del SR. La segunda fase se realiza de forma online
utilizando usuarios, en ella no solo se busca una precisión estadı́stica objetiva, sino una precisión
subjetiva desde el punto de vista de los usuarios a partir de encuestas, donde además es posible incluir
métricas propias de la publicidad.

A continuación se realiza un resumen de actividades para cada uno de los paquetes de trabajo
propuestos.

1.4.1. Generación de la base inicial de conocimiento

Revisión del estado del arte.

Sı́ntesis.

Construcción de la base teórica.

1.4.2. Caracterización del Contexto

Exploración de modelos de contexto para entornos de publicidad ubicua .

Análisis de las variables contextuales a ser consideradas.

Caracterización de las variables con fines de recomendación.
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Generación de un dataset para publicidad ubicua con información contextual de forma empı́rica.

1.4.3. Diseño del Sistema de Recomendaciones

Selección de aproximación para reducción de dimensionalidad.

Formalización matemática del algoritmo de filtrado usando información contextual.

Diseño e implementación del algoritmo de filtrado.

1.4.4. Construcción del piloto de pruebas y evaluación del Sistema de Recomendacio-
nes

Exploración de frameworks para la construcción de Sistemas de recomendaciones.

Definición del entorno del piloto.

Estructuración del plan de pruebas (offline y online).

Puesta en marcha del piloto.

Recolección de datos y análisis.

1.4.5. Publicación

Socialización en el seminario.

Generación de artı́culos sobre los avances de la investigación.

Generación del documento final (monografı́a).

1.5. Contribuciones

1.5.1. Mecanismos para la predicción de calificaciones usando contexto

Se logró generar algunas aproximaciones para la información contextual utilizando similitud de
contextos. Dichas aproximaciones desembocaron en algunas ecuaciones que al implementarse
permiten generar recomendaciones basadas en contexto para anuncios publicitarios.

1.5.2. Implementación de referencia

Durante del desarrollo de este proyecto logró construirse una implementación de referencia para
sistemas de recomendaciones que involucran información contextual en entornos de publicidad
ubicua y que puede ser extendida a otros dominios de aplicación.

6



1.5. Contribuciones

1.5.3. Dataset para publicidad ubicua con información contextual

A partir de un experimento empı́rico logró generarse un dataset de publicidad ubicua que involu-
cra información contextual. Dicho dataset se encuentra disponible para ser utilizado en trabajos
relacionados y la plataforma creada para construirlo se encuentra funcionando en el siguiente link:
http://bitnami-tomcatstack-9d5b.cloudapp.net/ContextualDS/faces/pages/index.xhtml. En el anexo D
se encuentra descrito en detalle.

1.5.4. Librerı́a Mahout-Context-Recommender

Esta librerı́a construida a partir de las ecuaciones definidas y apoyada en el framework Mahout,
permite la construcción de sistemas de recomendaciones que involucran información contextual
de forma simple y ágil. En el anexo A pueden encontrarse descritas todas las funcionalidades que
un programador puede utilizar de la librerı́a y en el anexo B se encuentra el paso a paso para la
construcción de un SR utilizando la misma.

1.5.5. Adaptación de un modelo de contexto para entornos de publicidad Ubicua

Se generó un modelo de información contextual a partir de la adaptación de modelos existentes en la
literatura, con el objetivo de permitir su utilización en sistemas de recomendaciones para entornos de
publicidad ubicua.

1.5.6. Publicaciones

Con el avance de esta investigación se consiguió realizar algunas publicaciones cientı́ficas que se
listan a continuación:

Sistemas de recomendaciones para entornos de Digital Signage soportado en un esquema
de cooperación SmartTV - Smartphone
Revista de Ingenierı́as Universidad de Medellı́n - A2.

Enriching public displays ads recommendations using an individual - group cooperation
model
Conferencia: 3rd International Symposium on pervasive displays - ACM New York.

Context aware recommender system for pervasive advertising: experimental approach
Pendiente de publicación.

El detalle de los artı́culos se encuentra en el Anexo C (publicaciones).
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1.6. Contenido de la monografı́a

Capı́tulo 1. Introducción
Definición del problema y la estructura general del desarrollo del proyecto de investigación.

Capı́tulo 2. Estado actual del conocimiento
Este capı́tulo presenta los trabajos relacionados al proyecto los cuales se han dividido en tres grupos
temáticos: sistemas de recomendaciones, publicidad ubicua y sistemas de recomendaciones basados
en contexto. Para cada uno de dichos grupos se presentan las brechas más importantes halladas.

Capı́tulo 3. Contexto en entornos de publicidad ubicua y su implantación en Sistemas de
Recomendaciones
En él se realiza una definición de las variables de contexto para entornos de publicidad ubicua y
se construyen todas las ecuaciones que soportarán la integración de dichas variables dentro de un
sistema de recomendaciones. Además se presenta un experimento cuyo objetivo es la generación de
un dataset para publicidad ubicua utilizando el modelo contextual planteado.

Capı́tulo 4. Construcción de un sistema de recomendaciones soportado en información contex-
tual
A partir de las ecuaciones planteadas en el capı́tulo 3, se diseña una arquitectura de referencia que
permita la implementación del sistema de recomendaciones en sı́.

Capı́tulo 5. Experimentación y resultados
Presenta el plan de pruebas diseñado para determinar si existe una mejora en el sistema de recomen-
daciones al aplicar información contextual. El plan de pruebas se divide en una fase offline donde
sólo se trabaja con información contenida en el dataset y una fase online donde se utiliza un prototipo
funcional para permitir que usuario reales puedan interactuar con el sistema. Al final del capı́tulo se
presentan los resultados obtenidos de ambas fases y su análisis.

Capı́tulo 6. Conclusiones y trabajo futuro
Por último, se analizan los resultados del trabajo realizado, se detallan las principales contribuciones
obtenidas durante el ciclo del proyecto y se expone un conjunto de recomendaciones importantes para
el desarrollo de trabajos futuros.
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Estado actual del conocimiento

2.1. Contexto de la investigación

Sin duda alguna la publicidad se ha convertido en un elemento tan natural en la cotidianidad de las
personas que muchas veces simplemente está allı́ y es percibida casi como parte de la decoración. Aún
más, este mecanismo de comunicación se ha hecho tan relevante que muchos avances tecnológicos
han surgido con el objetivo de dar soporte a necesidades propias del mismo, e incluso ha permitido
la generación de nuevos modelos de negocio tan exitosos que han concedido que compañı́as como
Google y Amazon existan y facturen miles de millones de dólares al año. Dicha publicidad, se ha
incrementado con el constante incremento de tecnologı́a y en muchas ocasiones se ha convertido
en una molestia, generando lo que comúnmente se conoce como publicidad spam. Sin embargo,
considerando que ella ha sido concebida para ser benéfica, es necesario un esfuerzo por mejorar la
forma como los usuarios reciben los contenidos. De esta forma, algunos proyectos se han enfocado
en cumplir este objetivo mediante la utilización de sistemas de recomendaciones, y para ello, se
han apoyado en el concepto de computación ubicua, considerado como la posibilidad de utilizar
sistemas de comunicación y computación en todo momento y en todo lugar. De esta manera, se
generan ambientes de interacción que pueden alimentar y mejorar la forma como los usuarios reciben
y consumen la publicidad.

Ahora bien, aunque este tipo de sistemas pueden suplir un poco este problema, no es suficiente en
publicidad considerar solo las pocas variables que un sistema de recomendaciones clásico considera,
es decir, no es suficiente con considerar solo los usuarios y los ı́tems. Una razón es porque la
publicidad es principalmente situacional, tanto que [5] afirma que el 75 % de las decisiones de
compra se toman en el sitio de venta o cerca de él; otra razón es porque esta naturaleza situacional
implica que la publicidad dependa mucho del entorno o como es llamado, del contexto, pues no es
lo mismo ofrecer un artı́culo cuando hace frı́o que cuando hace calor, cuando la persona se siente
enojada que cuando se siente feliz, incluso [17] indica que no considerar variables como la posición
del usuario para un sistema de publicidad lo pone en un problema de bajo rendimiento. Es por este
motivo, que este trabajo se enfoca en el diseño y construcción de un sistema de recomendaciones
que involucre información contextual. Para ello, se investigará sobre las posibles variables que
deben considerarse como contexto en un entorno de publicidad, las principales caracterı́sticas de
los sistemas de recomendaciones, los mecanismos o aproximaciones para incluir las variables de
contexto definidas dentro del cálculo de recomendaciones y las herramientas para la implementación
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del mismo.

En las siguientes secciones, se describe brevemente la metodologı́a utilizada para la construcción el
estado del arte y el conjunto de trabajos relacionados más relevantes para el contexto del trabajo de
investigación.

2.2. Metodologı́a de la revisión

El enfoque de vigilancia tecnológica, metodologı́a utilizada para abordar la revisión del estado del
arte, se define como “la búsqueda, detección, análisis y comunicación de informaciones orientadas a la
toma de decisiones sobre amenazas y oportunidades externas en el ámbito de la ciencia y tecnologı́a”
[21] y se realiza en 3 fases principales: 1) planeación, donde se definió el objetivo de la revisión, se
identificaron las fuentes más relevantes para el contexto de investigación (ACM Digital Library, IEEE
Xplore Digital Library, Google Scholar, Springer) y se definieron las palabras clave que orientaron la
búsqueda (sistemas de recomendaciones, publicidad ubicua, sistemas de recomendaciones basados en
contexto, sistemas de recomendaciones multidimensionales); 2) búsqueda y captación, a través de la
cual se obtiene un conjunto de los artı́culos más relevantes relacionados con la presente investigación;
y 3) análisis, donde se realiza un estudio de los artı́culos previamente clasificados en tres grandes
grupos temáticos (sistemas de recomendaciones, publicidad ubicua y sistemas de recomendaciones
basados en contexto) y, con base en herramientas de análisis de datos como Matheo Analyzer, se
obtiene un listado de las fuentes mas relevantes.

Los resultados arrojados por esta vigilancia mostraron que temas como sistemas de recomendaciones
y publicidad ubicua han sido ampliamente estudiados. Asimismo, aunque la inclusión de información
de contexto en los sistemas de recomendaciones no es un tema nuevo de investigación, los resultados
obtenidos de esta búsqueda no son tan amplios como los dos anteriores. Por otro lado los sistemas
de recomendaciones de publicidad ubicua son un tema en proceso de investigación, puesto que los
resultados parecen ser hasta el momento muy escasos y casi nulos si se considera información de
contexto en los mismos. A continuación se presentan los trabajos relacionados clasificados en los
grupos temáticos ya definidos, al finalizar la sección se presenta una tabla a modo resumen de las
brechas mas importantes encontradas en cada grupo.

2.3. Trabajos relacionados

2.3.1. Sistemas de Recomendaciones (SR)

Los sistemas de recomendaciones o SR son herramientas y técnicas software que proporcionan
sugerencias basadas en distintos procesos de toma de decisiones sobre items para ser usados por
un usuario. Dichos ı́tems pueden representar cualquier cosa, como por ejemplo: qué comprar, qué
música escuchar o qué noticias leer en lı́nea [22]. Este tipo de sistemas no son un tema nuevo
de investigación, de hecho varios proyectos han aprovechado sus bondades para llegar de una
manera mucho más personalizada a sus usuarios y los han utilizado en un sin número de campos,
desde la recomendación de noticias como se hace en [23, 24], hasta en la realización de sistemas
para la solución de preguntas de usuarios como Yahoo! Answers presentado en [25]; pasando por
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sistemas de recomendaciones para libros, pelı́culas, programas de televisión, información para
investigadores, e incluso planes vacacionales [26, 27, 28, 29, 30, 31]. Por supuesto sin dejar de
lado los sistemas de recomendación de publicidad, [32] es un excelente ejemplo de ello. En él se
presenta un sistema de recomendaciones para publicidad desplegado en un gimnasio y según se
menciona se enfoca mucho en la obtención de las preferencias del usuario y la combinación de estas
preferencias con las de otros usuarios. Sin embargo, no hace un análisis completo del contexto y por
el contrario se enfoca más en realizar las recomendaciones grupales. Por otro lado, aunque [33] no
es exactamente un sistema para la recomendación de publicidad, se relaciona mucho, pues en él se
indica un sistema que intenta encontrar el mejor espacio publicitario para un anuncio basándose en el
objetivo del publicista, esto es, si se requiere que el usuario descargue una app o de clics en el anuncio.

En [34] se presenta una conceptualización muy completa de los sistemas de recomendaciones y un
estudio del estado del arte de los mismos. Este trabajo clasifica los sistemas de recomendaciones en
tres grupos: (1) basados en contenido o aquellos que utilizan información de los ı́tems que el usuario
ha calificado para recomendar ı́tems similares que puedan interesarle; y (2) filtros colaborativos
que, en el caso de ser User-User recomiendan al usuario elementos que fueron atractivos para otros
individuos con gustos similares, a su vez, un filtro colaborativo Item-Item sigue la misma idea
pero basada en ı́tems similares. Para calcular dicha similitud entre usuarios, el filtrado colaborativo
depende de las calificaciones pasadas de ambos usuarios ya que estos se consideran cercanos si han
dado calificaciones similares a los mismos elementos. Finalmente (3) representa los sistemas hı́bridos
que combinan los dos anteriores [35]. Otros trabajos como [36, 37] representan extensiones de estos
mecanismos de recomendaciones bajo aproximaciones basadas en conocimiento. Estos últimos se
enfocan en entregar recomendaciones basados en especificaciones explı́citas del tipo de contenido que
el usuario solicita al sistema, y se han clasificado en dos tipos: los basados en limitaciones [38, 39, 40]
donde el usuario entrega caracterı́sticas que limitan el contenido, por ejemplo, “rock de la década del
80” ; y los basados en casos [41, 42], en los cuales los usuarios solicitan los ı́tems al sistema a partir
de sus propios objetivos. Adicionalmente, es importante destacar que para la construcción de los SR
herramientas como Apache Mahout [43] y Lenskit [44], entre otras, han surgido para ser utilizadas
tanto comercial como académicamente.

En sı́ntesis, los trabajos anteriores resumen los conceptos básicos de los sistemas de recomendaciones
aplicados a diferentes dominios y como se puede apreciar, existen sistemas de este tipo para entornos
de publicidad. Sin embargo, no muchos han incluido información de contexto y los que lo han
hecho no han definido un dominio de variables enfocadas directamente a aplicarse dentro de la
recomendación.

2.3.2. Publicidad Ubicua

En [1] la publicidad ubicua es definida como “el uso de computación ubicua con fines publicitarios”,
en este trabajo en particular se presenta un sistema que intenta entregar anuncios mas precisos acorde
a las actividades realizadas por el usuario. Adicionalmente [45] y [46] presentan implementaciones
similares en un mercado de compras de productos de granja (donde se aplica lo presentado en [1]) y en
un ambiente rural o comunidad pequeña respectivamente. Estos trabajos son sólo una muestra de los
múltiples entornos en los que puede ser incluido un sistema de publicidad ubicua. Sin embargo, cabe
aclarar que se centran especı́ficamente en presentar el concepto y algunas implementaciones, mas no

11



Capı́tulo 2. Estado actual del conocimiento

en sistemas de recomendaciones de publicidad ubicua. De igual forma es importante mencionar que
se encuentran incluidos en [8], convirtiendo este último en un punto de partida importante para todos
los trabajos relacionados con este tema.

Como puede inferirse, el concepto de publicidad ubicua puede apreciarse muy extenso si se considera
que cualquier dispositivo con capacidad de computo que permita hacer uso de las bondades de la
computación ubicua (smartphone, computadora portátil, smarttv, etc) puede dar paso a la implemen-
tación de ello. En este sentido se han realizado subdivisiones acorde al tipo de mecanismo utilizado
para desplegar la publicidad, una de estas subdivisiones es la conocida como “Digital Signage”, que
es un concepto desarrollado por Jörg Müller y se refiere a la utilización de pantallas públicas para
el despliegue de anuncios [47], mientras que en [48] se estudian los tipos de contenidos que pueden
incluirse en este modelo. Por su parte en [49] se presentan los retos y las oportunidades que tiene este
tipo de publicidad y en se especifica la necesidad de utilizar nuevas tecnologı́as para el reconocimiento
de usuarios y sistemas de recomendaciones basados en contexto para presentar anuncios relevantes
acorde a los usuarios reconocidos. De esta manera, trabajos como [50, 51, 52, 53, 54] han abordado
esta concepción y han utilizado tecnologı́as como bluetooth para acceder a la información del usuario
y agregar algo de personalización a la publicidad. Es importante agregar que estos trabajos no se
centran en la utilización de sistemas de recomendaciones y no realizan una definición detallada del
contexto que será tenido en cuenta.

Al mismo tiempo, trabajos como [55] muestran la necesidad de incluir información contextual
en ambientes públicos, donde la publicidad ubicua se presenta como una posible implementación
de este paradigma. Asimismo, en [17] se ha estudiado la posibilidad de incluir información de
contexto dentro sistemas de recomendaciones para entornos de comercio electrónico (cercano con
publicidad ubicua) y se han centrado en el concepto de “Publicidad Contextual” definiéndolo como
toda publicidad presentada en un sitio Web que se ajusta al contenido del sitio y a las palabras clave
que el usuario introdujo para llegar allı́. No obstante, este tipo de publicidad podrı́a definirse como
toda aquella que se ajusta a un conjunto de variables contextuales, sea cual sea la definición que se
le de al contexto. En este sentido, Bauer en [56] presenta un sistema de despliegue de publicidad en
dispositivos móviles basado en la localización del usuario, para ello el sistema conoce previamente
anuncios relevantes en ciertas zonas y los utiliza para entregarlos al usuario en el lugar preciso o
cercano, sobra decir que se trata de un SR que aunque no necesariamente utiliza un enfoque de
filtrado colaborativo, considera una variable de contexto para las recomendaciones. De igual manera
en [57] y en [58] se presentan trabajos donde se incluye algo de información contextual utilizando
mecanismos de filtrado semántico, en ellos al igual que en trabajos mencionados previamente
no se realiza una definición sobre lo que es considerado como contexto, es decir, no se hace un
definición de las variables contextuales. Pero en [5] si presenta una aproximación para la utilización
de información contextual en entornos de publicidad ubicua. Para ello se define que esta debe ser
tratada como un servicio adaptativo, el cual cuenta con cuatro fases definidas al integrar elementos
comunes en [59, 60, 61, 62] y se describen de la siguiente manera: 1) Conceptualización: Identificar
las variables que serán tenidas en cuenta como información contextual; 2) Computación: Medir y
almacenar las variables que serán tenidas en cuenta; 3) Adaptación: esta fase corresponde a utilizar
todas las variables que han sido medidas y traducirlas a una acción, en este caso, dicha acción puede
corresponder a una recomendación; y 4) Interfaces de Salida: Corresponde a los dispositivos que
permitirán desplegar la información a los usuarios. Además, este artı́culo, se enfoca principalmente
en la fase de conceptualización, y en este sentido tiene como aporte un modelo inicial de lo que
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puede ser el contexto para publicidad ubicua basándose en la definición de contexto de Schillit. Por lo
tanto, este trabajo proporciona un punto de partida importante para la caracterización del dominio de
publicidad ubicua, pero no se ha considerado su adaptación con fines de recomendación ni tampoco
se ha realizado una implementación de referencia, ası́ que su aporte es fundamentalmente conceptual.

2.3.3. Sistemas de recomendaciones basados en Contexto

En [63] se presenta un paradigma donde además de la información de los usuarios y de los ı́tems,
se utiliza información contextual para alimentar el sistema de recomendaciones, dicha información
contextual es organizada jerárquicamente e incluida dentro de una ontologı́a que permita de una forma
semántica encontrar la similitud entre los contextos. Cabe destacar que el sistema de recomendaciones
propuesto es para hoteles y la información recolectada se centra en determinar la cercanı́a entre el
usuario y sus acompañantes en un viaje, lo que la convierte en insuficiente en entornos de publicidad
ubicua.

Dicha inclusión de información contextual en los sistemas de recomendaciones se ha convertido en
un tema importante de investigación en los últimos años. Trabajos como [64, 65, 66] indagan sobre la
forma como el contexto puede influenciar las decisiones de los usuarios y aunque presentan algunos
casos de estudio de sistemas implementados, no se enfocan en la construcción para un ambiente
especı́fico. Por otro lado, este tipo de sistemas han sido implementados para la recomendación de
viajes, material educativo, música, pelı́culas, entre otros, [67, 68, 69, 70, 71]. Ellos muestran la
importancia de este campo de investigación y aunque no se enfocan en el dominio especı́fico de
publicidad pueden aportar información relevante para la inclusión de datos de contexto al sistema.

El incluir información contextual dentro de los sistemas de recomendaciones sugiere migrar del espa-
cio clásico bidimensional (matriz de factorización bidimensional) R : Usuario× Item a un espacio
multidimensional R : Usuario× Item× Contexto, donde el contexto puede estar conformado por
una o más variables complicando un poco el modelo matemático de los SR clásicos y obligando a
adoptar mecanismos que permitan lidiar con el sinnúmero de variables que pueden incluirse en el
contexto. El concepto detrás de [72] es que es posible regresar a una matriz bidimensional aplicando
un proceso de reducción de dimensionalidad donde básicamente se establece un valor para la variable
contextual y se selecciona la matriz de factorización bidimensional que cumpla con dicho valor de
contexto. Luego de la reducción de dimensionalidad es posible trabajar con SR clásicos. Cabe aclarar
que este trabajo sólo se centra en la presentación del concepto de reducción de dimensionalidad y no
en un Sistema de Recomendaciones especı́fico. Como aporte importante de este trabajo se encuentra
la posibilidad de usar una reducción de dimensionalidad dentro de la construcción del Sistema
de Recomendaciones que incluye contexto. Sin embargo, no es claro cual debe ser el mecánismo
utilizado para realizar dicha reducción, trabajos como [73, 74, 75, 76] presentan distintas opciones
para efectuar este proceso, entre las que se incluyen árboles de decisión aleatorios, razonamiento
basado en casos, entre otros.

Finalmente, en [77] se tiene un enfoque algo diferente, pues hasta el momento todos los trabajos que
se han presentado han indicado que el orden para generar recomendaciones usando contexto consiste
inicialmente en hacer una reducción de dimensionalidad y luego utilizar la matriz resultante en un
sistema de recomendaciones clásico. Por el contrario este trabajo indaga sobre el mejor momento de
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realizar la reducción de dimensionalidad y expresa tres posibilidades: 1) hacer un prefiltro: tal cual
como se habı́a considerado antes; 2) hacer un post-filtro: en este caso primero se trabaja con todos
los datos del dataset sin considerar la información de contexto y al resultado aplicarle una reducción
de dimensionalidad y; 3) incluir la información de contexto directamente en el modelo del SR. Este
trabajo hace evidente la necesidad de determinar el momento justo para realizar la reducción de
dimensionalidad, exponiendo que no existe un punto para hacerlo que funcione bien para todos los
SR, y por tanto es necesario hacer pruebas de ensayo y error para identificarlo. Trabajos como [78]
han intentado hacer esta comparación, y aunque no logran concluir algo que se cumpla para todos
los sistemas, presentan un modo de proceder para evaluar cual de las dos posiciones del filtro es
mejor para un dataset especı́fico si el prefiltro o el postfiltro. Adicionalmente, Zheng en [79] indica
la posibilidad de utilizar una aproximación basada en modelo y para ello se basa en la similitud de
los contextos, sus experimentos sólo utilizan la variable tiempo dentro del contexto y en ambientes de
turismo y restaurantes parecen mejorar el valor de precisión del sistema.

Con esto se da por concluido el estado actual del conocimiento revisado, la tabla 2.1 resume las
brechas encontradas en cada grupo temático.
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Brechas

Se encontró un buen número de trabajos que se enfocan en el 
tema de sistemas de recomendaciones bajo diferentes aproxi-
maciones. Esta parte de la investigación está enfocada princi-
palmente a determinar el contexto de la investigación, indagar 
sobre este concepto y determinar cuales son las herramientas 
principales o modelos que pueden utilizarse para su eventual 
diseño e implementación. Adicionalmente, se enfocó una 
búsqueda en sistemas para publicidad ubicua y en ella se 
encontró que este tema es más reciente pues no muchos traba-
jos se han enfocado en él, y los pocos que lo han hecho no han 
tenido en cuenta la información de contexto, o la han consider-
ado bajo definiciones de contexto muy distintas, cómo es el 
caso de la definición de publicidad contextual, considerada 
solo en sitios web.

Se logró estudiar algunos trabajos enfocados en el concepto 
de publicidad ubicua, muchos de ellos se quedan en el concep-
to y no presentan una implementación de la misma. Algunos 
aunque si implementan sistemas de publicidad ubicua no se 
presentan como sistemas de recomendaciones y tampoco 
incluyen la información del contexto. 

Se estudiaron trabajos que presentan la importancia de utilizar 
contexto dentro de los sistemas de recomendaciones. Sin em-
bargo, solo se enfocan en enseñar el concepto de reducción de 
dimensionalidad como un mecanismo para incluir más vari-
ables dentro del espacio clásico R: Usuario X Item agregando 
una nueva dimensión (R: Usuario X Item X Contexto) y no se 
expresa exactamente las variables de contexto utilizadas. 
Muchos se enfocan en la validación del mejor momento para 
incluir el contexto, en un prefiltro o en un postfiltro, otros pre-
sentan la posibilidad de utilizar similitud entre contextos, pero 
no expresan un mecanismo exacto para medirlo y se limitan a 
determinar si el concepto es válido dejando estáticos los 
valores de similitud para un conjunto de contextos predefini-
dos. Los pocos trabajos que muestran implementaciones de 
estos sistemas solo utilizan una única variables y por tanto no 
especifican el dominio completo de las mismas.
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Tabla 2.1: Resumen de brechas encontradas Fuente: creación propia.
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Capı́tulo 3

Contexto en entornos de publicidad
ubicua y su implantación en Sistemas de
Recomendaciones

Dı́a a dı́a las personas son rodeadas de información publicitaria, anuncios en la calle, en la
televisión o en su bandeja de correo electrónico ofreciendo productos y servicios que en muchas
ocasiones son atractivos y en muchas otras una molestia. Normalmente, este nivel de atracción
depende de los gustos de las personas, pues constantemente se crean opiniones sobre cosas que nos
gustan, nos disgustan o simplemente no nos interesan. Aunque esto pasa de forma inconsciente y
los gustos varı́an mucho, siguen ciertos patrones; la gente tiende a sentirse atraı́da por elementos
que son similares o están relacionadas con cosas que le han gustado antes; ası́ mismo, individuos
con gustos similares tienden a sentirse interesados por los mismos elementos. De esta manera, si
eres alguien que odia el futbol no te interesará saber que hay un descuento en las entradas para
ver jugar al Real Madrid contra el Barcelona en el Santiago Bernabeu; lo mismo puede pasar con
la comida, las pelı́culas, los libros, etc. Los sistemas de recomendaciones intentan predecir estos
patrones o modelos para seleccionar un listado de sugerencias que el usuario tal vez no conoce.
Sin embargo, estos modelos pueden verse afectados por elementos externos, por ejemplo, a muchas
personas les encanta el helado, pero lo piensan dos veces antes de comerse una “banana split” en
una frı́a noche de invierno. Dichos elementos externos hacen parte del contexto de la recomen-
dación y como lo muestra el ejemplo, pueden resultar supremamente importantes en el momento
de predecir los gustos de los usuarios, y en el caso de la publicidad resulta ser aún más crı́tico,
pues como se menciona en [17] la información del contexto del comprador es crı́ticamente valiosa
para los sistemas de recomendaciones en entornos comerciales, en tanto que ignorar datos como
la posición del consumidor en la tienda, su objetivo de compra o cualquier otra variable contex-
tual, pone al sistema de recomendaciones en un grave problema si se evalúa con una métrica mercantil.

Después de esta introducción sobre las recomendaciones y un leve vistazo sobre la importancia
del contexto, en este capı́tulo se presentará una definición más completa del mismo. También se
presentará el proceso de construcción de un modelo contextual donde se identificaron las variables
más interesantes, a partir de trabajos previos, para un entorno de publicidad ubicua. Finalmente,
se aportará un mecanismo de inclusión de dicho modelo contextual dentro de los sistemas de
recomendaciones, que será evaluado de forma experimental en capı́tulos posteriores.
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3.1. ¿Qué es Contexto?

El término contexto cuenta con diferentes definiciones acorde al conjunto de variables que en él
están incluidas [80, 81, 18]. Sin embargo, para este trabajo sólo han sido consideradas dos de ellas.
La primera viene de Dey y Abowd [81]. Según ellos, el contexto es “Cualquiera información que
pueda utilizarse para caracterizar la situación de una entidad. Donde la entidad puede ser cualquier
persona, lugar u objeto importante en la interacción entre un usuario y una aplicación, incluyendo
dicho usuario o aplicación”, que permite inferir que el contexto básicamente está representado por
cualquier situación, objeto o personas que se encuentren alrededor de una interacción entre un usuario
y un aplicativo, y que dicho usuario o aplicativo también hacen parte del contexto. Aunque si bien
esta definición se ajusta mucho a lo que se espera plantear como contexto en este trabajo, deja muy
abiertos los lı́mites y esto conlleva a que su posterior modelado no se encuentre lo suficientemente
acotado, concediendo la utilización de muchas variables que pueden ser difı́ciles de medir y además
generan demasiado ruido en los cálculos.

Por otro lado, Schilit et al [18] presentan la siguiente definicion: “El contexto se compone de tres
aspectos importantes: dónde estás, con quién estás y con qué recursos cuentas”. Esta definición
está un poco más limitada, en ella se hace énfasis en tres aspectos importantes: el dónde, que puede
entenderse como la posición geográfica en la cual se lleva a cabo la interacción entre el usuario y el
aplicativo, y que además, dicha posición viene acompañada de todos los elementos fı́sicos o del medio
ambiente que caracterizan ese punto; el con quién, habla sobre la naturaleza social del individuo
y por tanto, tiene en cuenta la información de personas que se encuentran al rededor del usuario;
finalmente, el con qué, permite considerar las herramientas, objetos o dispositivos que acompañan
al usuario y que además de ser fuentes de información, funcionan como puertas para medir y ac-
ceder a datos del usuario, esto es: smartphones, relojes inteligentes, o cualquier otro dispositivo móvil.

Dadas las caracterı́sticas de la definición de contexto de Schilit, este trabajo se ha basado en ella para
determinar el contexto de la recomendación. Pero más allá de ello, en el dominio de la publicidad
es necesario determinar un conjunto más completo de variables que describan el entorno del usuario
que recibe el anuncio y además que sean útiles en el momento de recomendarle. En ese sentido,
la siguiente sección está dirigida a la adaptación de un modelo contextual existente para el caso
especı́fico de publicidad ubicua y para ello, inicialmente presenta la metodologı́a utilizada y luego las
adaptaciones.

3.2. Adaptación de un modelo contextual para el caso especı́fico de pu-
blicidad ubicua

3.2.1. Metodologı́a para la definición de un modelo de contexto

Como ya se ha mencionado, el modelo utilizado para este trabajo parte de la definición dada
por Schilit [18]. Sin embargo, la simple definición no es suficiente para modelar todo el espectro
de posibles atributos que aportan información relevante a la recomendación y se requiere, por tanto,
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agregar variables que sean medibles y que puedan definir un contexto real. Para ello, se ha partido de
la metodologı́a expuesta por [5], que utiliza aproximaciones tanto Bottom-Up como Top-Down. La
aproximación Top-Down consiste en una revisión de la literatura que permita identificar las diferentes
partes y niveles del modelo, mientras que la aproximación Bottom-Up considera el tipo de información
y la capacidad de ser medido. La metodologı́a planteada se divide en dos partes importantes:

1. Primera parte: Definición del modelo

Consiste en definir todas las variables que harán parte del modelo. Se parte de una apro-
ximación Top-Down donde se toman los elementos más grandes o complejos del modelo
y se subdividen en partes cada vez más pequeñas, hasta llegar a variables especı́ficas. Para
determinar los elementos principales se realiza un análisis de otros modelos existentes, luego a
partir de una lluvia de ideas los elementos son desglosados o agrupados.

2. Segunda parte: Verificación del modelo

Utiliza una metodologı́a Bottom-Up en la que se verifica que las variables incluidas en
el modelo sean medibles de alguna manera. Para realizar este paso, Bauer utilizó el concepto
de expertos, quienes fueron invitados para dar su punto de vista, agregar, eliminar o reorganizar
las variables planteadas como ellos lo considerasen más conveniente.

Cabe destacar que el trabajo de Bauer no solo aportó la metodologı́a planteada, sino también un mode-
lo como punto de partida. La siguiente sección presenta dicho modelo con más detalle y las posteriores
adaptaciones que se realizaron para utilizarlo en un sistema de recomendaciones de publicidad ubicua.

3.2.2. Adaptación del modelo para publicidad ubicua

Bauer y Spiekerman a partir de la metodologı́a planteada en [5] construyeron un modelo contextual
para ambientes de comercio ubicuo. Para su definición se basaron en el planteamiento de Schilit, y a
partir de la revisión bibliográfica, dividieron el contexto en tres partes fundamentales:

1. Ambiente del proveedor: engloba elementos propios de quien presenta la publicidad y se con-
forma de la oferta y demanda de productos y servicios, y la campaña publicitaria.

2. Ambiente fı́sico: representado por todo lo concerniente a la zona o lugar que rodea al usuario,
y consta de la localización, las condiciones manipulables (ruido, luz, etc) y las condiciones no
manipulables o atmosféricas (ej: clima).

3. Ambiente del consumidor: reúne elementos que describen al cliente y su interacción social, y
en ello se incluyen: el perfil del cliente, su ambiente social y su proceso de compra, o en otras
palabras su objetivo de compra.

Adicionalmente, el contexto ha sido dividido en tres niveles acorde a la granularidad de la variable,
ellos son: nivel macro, que se refiere a valores muy globales y que si se usa la localización como
ejemplo podrı́a ser una ciudad o todo un paı́s; nivel micro que es un poco más especı́fico como
un barrio dentro de la ciudad, y nivel situacional, que se enfoca en la escena como tal y usando
el mismo ejemplo podrı́a ser una tienda o la posición de una pantalla que despliega publicidad
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dentro de la tienda. La figura 3.1 presenta un resumen del modelo. Como se ha mencionado, este
esquema de contexto es el más completo encontrado en la literatura para entornos de publicidad.
No obstante, para cumplir el objetivo de incluir esta información contextual dentro de los Sistemas
de Recomendaciones, es necesario hacer ciertas adaptaciones que simplifiquen el modelo. Dichas
adaptaciones dependen en gran medida del caso especı́fico de publicidad ubicua para el cual esté
dirigido el SR. En ese sentido, para determinar las variables finales utilizadas en este trabajo se ha
puesto el foco en un caso de publicidad llamado “Digital Signage”, el cual consiste en el despliegue
de anuncios utilizando pantallas electrónicas públicas y se ha popularizado en los últimos años como
medio publicitario en aeropuertos, hospitales, centros comerciales, entre otros [82]. Cabe destacar que
en comparación con la publicidad estática tradicional, como carteles o letreros, la publicidad a través
de Digital Signage cuenta con la ventaja de poder actualizar oportunamente la información que se
despliega en pantalla, y esta caracterı́stica puede verse complementada y mejorada con la utilización
de sistemas de recomendaciones que consideren el contexto del usuario.
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Figura 3.1: Modelo de contexto para publicidad Fuente: Adaptación de [5]

Partiendo del modelo anterior y usando una aproximación Top-Down, se tomaron las siguientes deci-
siones considerando la información recolectada en la literatura. En [50] se afirma que la localización
de la pantalla es una variable crı́ticamente importante en la publicidad pues entre más tráfico de
personas, mayor atención atrae. Adicionalmente se hace énfasis en la importancia del contenido para
la comunidad local, este par de afirmaciones se relacionan con el hecho de que la publicidad es en
un gran porcentaje situacional. De hecho en [5] se afirma que el 75 % de las decisiones de compra se
toman en el punto de venta o cerca de él. De esta manera, se ha decidido eliminar el nivel macro y
micro del modelo contextual y se ha resuelto trabajar sólo con el nivel situacional. Por otro lado, una
de las variables consideradas dentro del perfil del consumidor es llamada “proceso de compra”, esta
variable fue incluida tomando como referencia [83]. Sin embargo, analizando con más detenimiento
dicho trabajo se ha encontrado que una de las fases del proceso mencionado es “involvenment” el
cual se define como “lo que el proveedor hace para atraer la atención del cliente publicando en una
pantalla o en un sitio web”, a partir de esto y considerando que la publicidad está en este punto del
proceso, pues se utiliza precisamente para generar atracción hacia el cliente, se ha decidido eliminar
esta variable del modelo.
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[51] hace énfasis en que el tiempo que una persona pasa frente a una pantalla mientras se despliega
un anuncio dice mucho del interés que esta persona tiene sobre el producto ofertado. De esta manera,
para un sistema de recomendaciones de publicidad serı́a muy valioso el conocer que productos han
atraı́do la atención del cliente y por este motivo se ha incluido el tiempo frente al anuncio publicitario
como una variable a considerar en el modelo de contexto, ubicándola dentro de un grupo que ha
sido denominado “Interacción con el sistema” dentro del ambiente del consumidor. De la misma
forma, otros trabajos enfocados en publicidad han reforzado algunas de las variables incluidas en
el modelo. [84] le ha dado importancia a la fecha y tiempo, localización y clima, mientras que [85]
ha incluido la localización y clima como ambiente fı́sico, y el género y la edad como ambiente del
consumidor, también ha tenido en cuenta el estado de ánimo del cliente y para ello se enfoca en
variables como su expresión facial, su distancia respecto al dispositivo y la dirección hacia donde
enfoca su vista. [50] y [52] han considerado también el tiempo, edad, localización, estado de áni-
mo y ruido ambiente. De esta manera el modelo contextual resultante es el presentado en la Figura 3.2.

En cuanto a la aproximación Bottom-Up, la mayorı́a de variables consideradas siguen siendo parte del
modelo original de Bauer, por tanto se confı́a que son perfectamente medibles. Por su parte, la variable
de interacción con el sistema puede utilizar información del GPS del dispositivo móvil del usuario o
análisis facial para determinar el tiempo que el usuario lleva observando el anuncio, de esta manera se
considera que la variable es medible.
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Figura 3.2: Modelo de contexto adaptado para SR de publicidad Fuente: creación propia basado en [5]

3.3. Aproximación a la inclusión de contexto dentro de los sistemas de
recomendaciones

Una de las tareas de los sistemas de recomendaciones antes de hacer la recomendación es predecir
el gusto de un usuario o usuarios por los ı́tems del sistema. Para ello, comúnmente están soportados
en un espacio bi-dimensional conformado por Usuarios e ı́tems, y relacionados entre sı́ con las
calificaciones o nivel de preferencia que cada usuario ha expresado por los ı́tems. Particularmente, el
filtrado colaborativo realiza la tarea de predicción usando la información o ratings de otros usuarios
del sistema, similares al usuario para el cual se desea recomendar. Esta información es traducida a
una matriz de factorización como la mostrada en la figura 3.3, desde la cual el análisis de los datos
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se hace más simple en el momento de realizar tareas propias del filtrado. Puesto que dicha matriz se
encuentra construida a partir de las calificaciones que los usuarios han expresado por los ı́tems del
sistema, normalmente se encuentra con espacios incompletos que representan ratings desconocidos,
es aquı́ donde entra en juego la tarea de predicción, pues en ella se busca rellenar aquellos espacios
vacı́os a partir de análisis matemáticos.

1 42 3
Alice

Charlie

Bob

Didi

US
ER

ITEM

32 5

1 54

1 2

3 5 5

U x I      R

¿?

Figura 3.3: Matriz de factorización bidimensional Fuente: creación propia

Agregar una nueva variable al sistema, como en este caso el contexto, sugiere migrar del espacio
bi-dimensional a un espacio multidimensional, donde además de tener en cuenta los usuarios y los
ı́tems entran en juego nuevas variables que se convierten en nuevas dimensiones dentro de la matriz
de factorización. La figura 3.4 muestra una matriz de factorización en la que además del espacio
U × I se ha tenido en cuenta la variable tiempo t.

Adomavicius [72] ha estudiado este problema y ha planteado un mecanismo de reducción de
dimensionalidad, donde se parte de un SR multidimensional y se convierte en un SR bi-dimensional
que puede ser tratado como filtrado colaborativo clásico. Dicha reducción de dimensionalidad puede
llevarse a cabo de tres maneras, diferenciadas por el momento en que se realiza: la primera opción
ha sido llamada “prefiltrado” y su nombre se debe a que la reducción de dimensión se lleva a
cabo antes de hacer las recomendaciones. Esto es, hacer un filtrado previo al dataset acorde a las
nuevas variables, y como resultado obtener un nuevo dataset que es utilizado para recomendar. El
segundo enfoque es el “postfiltrado” y su funcionamiento es similar al prefiltrado, pero tiene lugar
después de hacer la recomendación. De esta manera, el listado de ı́tems que son potencialmente
recomendables son filtrados haciendo uso de las nuevas variables. Finalmente, otra opción es hacer
una aproximación “basada en modelo”, que básicamente requiere una modificación a la ecuación
que calcula las predicciones y de esta manera la reducción tiene lugar durante la recomendación. La
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Figura 3.4: Matriz de factorización al agregar una nueva variable de contexto Fuente: Adaptación de [72]

figura 3.5 resume las aproximaciones planteadas.

El enfoque que se utilice para un SR especı́fico depende en gran medida del dataset utilizado. Algunos
autores se atreven a afirmar que cuando se trata de datasets muy pequeños no es muy recomendable
utilizar un postfiltrado o prefiltrado, pues estos reducirı́an aún más el tamaño del dataset dando lugar a
problemas de dispersión en los datos, y dificultando la posibilidad de encontrar ı́tems potencialmente
recomendables. Durante el desarrollo de este trabajo se estudiaron las tres opciones con el objetivo de
encontrar un mecanismo que se ajustará de la mejor manera las necesidades del proyecto.

3.3.1. Prefiltrado y Postfiltrado

Como ya se ha mencionado, el prefiltrado y postfiltrado tienen lugar antes y después de hacer la
predicción utilizando un RS clásico. Dado a que se trata de mecanismos similares, las herramientas
utilizadas para realizar el proceso de reducción de dimensionalidad pueden usarse también en ambos
casos. A continuación se listan cuatro opciones para dar paso a la reducción que fueron estudiadas en
el desarrollo de este proyecto.

1. Sistema de recomendaciones basado en contenido:
Los SR basados en contenido a diferencia de los filtrados colaborativos no se enfocan en las
interacciones pasadas de los usuarios con el sistema sino en la información que conforma cada
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Figura 3.5: Paradigma para la inclusión de información contextual en SR clásicos Fuente: Adaptación de [72]

uno de los ı́tems y usuarios del mismo. De esta manera, mide la cercanı́a entre cada uno de estos
elementos a partir de la cercanı́a entre sus caracterı́sticas. Si se considera el contexto como una
caracterı́stica que puede ser intrı́nseca de los ı́tems o de los usuarios, es viable considerar que
un SR basado en contenido podrı́a aplicarse como filtrado inicial para determinar una vecindad
de ı́tems para los cuales el contexto sea similar a aquel en el momento justo en el que se pre-
tende hacer la recomendación. Sobra aclarar que dicha vecindad serı́a el dataset reducido que
se utilizarı́a como entrada al mecanismo de recomendaciones utilizado en el caso de un pre-
filtrado y serı́a el paso final de la recomendación en el caso del postfiltrado. [74] presenta un
trabajo donde es utilizado este mecanismo como reducción de dimensionalidad combinado con
recomendaciones basadas en conocimiento y procesos analı́ticos en lı́nea (por sus iniciales en
inglés: OLAP).

2. Razonamiento basado en casos CBR:
El razonamiento basado en casos es una aproximación utilizada en diferentes tareas de
clasificación y resolución de problemas. Con el objetivo de resolver problemas nuevos este
tipo de sistemas utiliza los problemas pasados que han sido resueltos y almacenados en una
base de casos. Cada uno de dichos casos cuenta con una parte que describe el problema y otra
que describe la solución. El proceso de resolución cuenta con cuatro pasos: el primero es la
recuperación, equivalente a buscar todos los problemas similares a aquel al que se le desea
dar solución. Utilizando para ello la descripción del problema almacenada junto con cada
caso. Si alguno de los problemas hallados es el mismo o similar se pasa al siguiente paso; la
reutilización, en el que dicho caso es duplicado temporalmente para determinar si resuelve el
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nuevo problema y envuelve consigo una fase de adaptación; El tercer paso es la revisión, donde
se evalúa si la solución propuesta eventualmente resuelve el problema planteado, para ello se
pueden utilizar diferentes aproximaciones como por ejemplo el juicio de expertos; finalmente
se pasa a la retención, donde se determina si el caso es algo nuevo y debe almacenarse o es
completamente igual a otro existente y debe desecharse. [75] presenta un trabajo donde se ha
utilizado esta aproximación como método de reducción de dimensionalidad. Por otra parte, el
proyecto MyCBR [86] ha desarrollado una implementación opensource de algunas técnicas de
Razonamiento basado en casos y se encuentra disponible para su descarga.

3. Árboles de decisión aleatorios:
En [73] se presenta una aproximación para seleccionar la dimensión del contexto en la cual
aplicar un filtrado colaborativo clásico a partir de un algoritmo de árboles de decisión aleatorios.
El cual, es muy utilizado para crear árboles de decisión múltiples de forma aleatoria. La idea
es particionar los ratings del dataset original y agruparlos en ratings con contextos similares.
Cuando se construye cada árbol de decisión, en cada nivel se selecciona aleatoriamente una de
las variables contextuales para particionar el data set. La partición se hace acorde a la variable
seleccionada, si por ejemplo se selecciona el dı́a, entonces se hace una partición para cada
una de las opciones (lunes, martes, etc.). Cuando la partición se ha completado, se elimina la
variable seleccionada de las variables posibles en el contexto con el objetivo de procesar una
variable a la vez. A continuación, se toma cada una de las particiones y se repite el proceso
hasta contar con un árbol que se ajuste a las necesidades. Otro trabajo que utiliza la misma
aproximación se presenta en [87].

4. ı́tems virtuales:
En [16] se presenta una aproximación para la reducción de dimensionalidad un poco diferente.
En ella cada variable contextual es tratada como un nuevo ı́tem (ı́tems virtuales) en el
dataset. Es decir que agrega una nueva fila y una nueva columna a la matriz de similitud pa-
ra cada variable contextual y calcula la similitud correspondiente con los otros ı́tems del sistema.

Como se expuso con anterioridad, la decisión de utilizar un aproximación prefiltrado-postfiltrado o
una basada en modelo puede depender en gran medida del dataset utilizado. Durante el desarrollo
de este proyecto se tuvo una gran limitación referente a este tema y de hecho la sección 3.5
está enfocada a la construcción de un dataset con la información de contexto necesaria para los
requerimientos propios del proyecto, pues no fue posible encontrar uno existente que se adaptara
a nuestras necesidades. Ahora bien, trabajos como [78] han hecho una comparación entre pre y
post-filtrado buscando determinar cual de los dos presenta mejores resultados y en qué circuns-
tancias. Su conclusión no logra ser contundente y pone como variable importante el tamaño del
dataset. Por su parte [88] incluye la aproximación basada en modelo en un experimento similar
y demostró, al menos empı́ricamente, que esta aproximación genera, en la mayorı́a de los casos,
mejores resultados cuando el RS es evaluado combinando las métricas de diversidad y precisión.
Además su experimento también mostró que en muchos casos utilizar un enfoque sin contexto
puede ser más efectivo que utilizar un pre o post-filtrado. Por otra parte, algunos experimentos
simples que se ejecutaron utilizando árboles de decisión y un dataset que luego fue utilizado como
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base para la creación de la fuente final de datos para pruebas, mostraron que no se obtenı́an resul-
tados relevantes al incluir el contexto, bajo esta aproximación, en la precisión de las recomendaciones.

Por los motivos ya planteados se tomó la decisión de enfocarse en una inclusión de contexto bajo una
aproximación basada en modelo.

3.3.2. Aproximación basada en modelo

El utilizar un enfoque basado en el modelo sugiere una complejidad mayor para el diseño del SR.
A continuación se presentan las adaptaciones realizadas tanto al filtrado basado en usuario como al
filtrado basado en ı́tem para poder conseguir el objetivo.

3.3.2.1. Filtrado user-user

El filtrado user-user es un caso particular del filtrado colaborativo donde la predicción se hace a partir
de usuarios similares a aquellos a los cuales desea recomendar. Para ello se confı́a en la métrica de
similitud que se utiliza para generar una vecindad de usuarios parecidos al actual, y que han calificado
previamente el ı́tem que se desea predecir. De esta manera, la predicción del rating que un usuario u
dará a un ı́tem i se puede resumir como el promedio ponderado de todos los ratings que los usuarios
similares a u han expresado para i. La siguiente es la ecuación de filtrado colaborativo basado en
usuario.

pu,i =

∑
u′∈N s (u′, u) ru′,i∑
u′∈N |s (u′, u)|

(3.1)

donde pu,i equivale a la predicción del rating que el usuario u dará al ı́tem i.
N se refiere a la vecindad de usuarios similares a u.
s(u′, u) es la similitud entre el usuario u y el usuario u′.
ru,i equivale al rating que el usuario u ha expresado para el ı́tem i.

A partir de ello se plantea una inclusión de contexto considerando además del rating que el usuario
expresó para dicho ı́tem, el contexto en el momento en que expresó dicho rating. La siguiente es la
ecuación adaptada.

pu,i =

∑
u′∈N s (u′, u) η

(
c, cru′,i

)
ru′,i∑

u′∈N |s (u′, u)|
∣∣∣η (c, cru′,i)∣∣∣ (3.2)

donde η(c, c′) representa la similitud entre el contexto c y el contexto c′. Debe tenerse en cuenta que
dado a que esta ecuación recorre un conjunto de usuarios y deja fijo el ı́tem, el contexto tenido en
cuenta sólo puede considerar el ambiente del consumidor y el ambiente fı́sico, pues el ambiente del
proveedor se relaciona directamente con el ı́tem y no se cuenta con dos elementos diferentes para ser
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comparados.

3.3.2.2. Filtrado item-item

El filtrado item-item al igual que el user-user predice la preferencia de un usuario por cierto ı́tem a
partir de la información previa contenida en el dataset, pero esta vez se buscan ı́tems similares a los
que han sido relevantes para el usuario y se recomiendan aquellos cuya predicción sea mayor. La
siguiente es la ecuación del filtrado colaborativo item-item:

pu,i =

∑
i′∈I s (i

′, i) ru,i′∑
i′∈I |s (i′, i)|

(3.3)

donde pu,i equivale a la predicción del rating que el usuario u dará al ı́tem i.
s(i′, i) es la similitud entre el ı́tem i y el ı́tem i′.
ru,i′ equivale al rating que el usuario u ha expresado para el ı́tem i′.

Nuevamente se plantea una inclusión de contexto de la siguiente manera:

pu,i =

∑
i′∈I s (i

′, i) η
(
c, cru,i′

)
ru,i′∑

i′∈I |s (i′, i)|
∣∣∣η (c, cru,i′)∣∣∣ (3.4)

Donde al igual que en la anterior ecuación η
(
c, cru,i′

)
representa la similitud entre el contexto c y el

contexto en el momento en que el usuario u calificó el ı́tem i′. Debe notarse que esta vez el contexto
se encuentra enfocado en el ambiente del proveedor y fı́sico, pues la variable de usuario se deja fija y
por tanto no hay una manera de calcular similitudes en el ambiente del consumidor.

3.3.2.3. Similitud de usuarios e ı́tems considerando el contexto

Las ecuaciones 3.2 y 3.4 representan la inclusión de contexto para los algoritmos de filtrado colabo-
rativo user-user e item-item respectivamente. En ellas es posible notar que no todos los ambientes
considerados en el contexto pueden tenerse en cuenta al tiempo. En la ecuación 3.2 el ı́tem se
mantiene constante impidiendo que el ambiente del proveedor sea comparable con otro, mientras que
en la ecuación 3.4 el usuario se mantiene constante y en este caso, es el ambiente del consumidor
el que no tiene sentido compararse. Ahora bien, ambas ecuaciones parten de afectar el resultado de
similitud ya sea entre usuarios o entre ı́tems con la similitud de los contextos. Sin embargo, hay que
tener en cuenta que normalmente la similitud se mide considerando los ratings que los usuarios han
expresado para un conjunto igual de ı́tems, de hecho, una de las métricas de similitud más populares
es la correlación de Pearson que puede apreciarse en la ecuación 3.5.
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s(u, v) =

∑
i∈Iu∩Iv (ru,i − ru) (rv,i − rv)√∑

i∈Iu∩Iv (ru,i − ru)
2
√∑

i∈Iu∩Iv (rv,i − rv)
2

(3.5)

donde s(u, v) representa la similitud entre el usuario u y el usuario v, ru,i y rv,i representan la
calificación dada por el usuario u y el usuario v al ı́tem i respectivamente, y ru y rv representan
los valores medios de los ratings expresados por los usuarios u y v. Esta ecuación también es
usada en recomendaciones basadas en ı́tems, pero en ese caso, se enfoca en la similitud entre
los ı́tems utilizando un conjunto de usuarios quienes han expresado calificaciones para ambos
ı́tems. Desde este punto de vista, si se tiene en cuenta el contexto de dichos ratings es posi-
ble que el calculo de similitud se vea afectado. Considérese la matriz de factorización de la Tabla
3.1 como ejemplo, donde además del rating se incluye el contexto en el momento de calificar (c1 y c2).

A  B  C  D  

Alice  4/c2  1/c1  3/c1  5/c1  

Bob  3/c1  5/c1  4/c1  1/c2  

Charlie  5/c2  2/c1  3/c2  4/c2  

Tabla 3.1: Matriz de factorización de ejemplo Fuente: creación propia

La Tabla 3.2 presenta los valores de similitud calculados haciendo uso de la correlación de Pearson e
indican un gran parecido entre los usuarios Alice y Charlie, a su vez una diferencia entre los gustos de
Alice y Bob, e igualmente una diferencia entre Bob y Charlie. Estos resultados son consistentes con
los valores de la tabla 3.1, pero ¿cuál es el resultado si se tienen en cuenta los valores de contexto?.
Para este caso particular, se han considerado los contextos c1 y c2 completamente diferentes el uno
del otro η(c1, c2) = 0.

Alice Bob  Charlie  

Alice  1 -0,943 0,832 

Bob 1 -0,680 

Charlie  1 

Tabla 3.2: Valores del coeficiente de correlación de Pearson Fuente: creación propia
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Ahora bien, aunque Alice y Charlie parecen ser muy similares según el coeficiente de correlación
calculado, los contextos en los cuales se presentó su calificación son muy diferentes en muchos de
los casos. Por tanto, serı́a lógico pensar que la similitud entre los usuarios deberı́a considerar esta
información. Para ello, le ha sido agregado el factor de similitud de contextos a la ecuación 3.5, y
los valores de similitud han sido calculados nuevamente en la tabla 3.3 haciendo uso de la ecuación
3.6. Estos resultados muestran que aunque Alice y Charlie tienen cierto parecido, la similitud de los
contextos afecta significativamente los resultados y su parecido se disminuye en la medida en que la
calificación se da en un entorno completamente diferente.

s(u, v) =

∑
i∈Iu∩Iv (ru,i − ru) (rv,i − rv) η

(
cru,i , crv,i

)√∑
i∈Iu∩Iv (ru,i − ru)

2
√∑

i∈Iu∩Iv (rv,i − rv)
2

(3.6)

1 -0,021 0,170 

1 -0,567 

1 

Alice Bob Charlie
Alice
Bob

Charlie

Tabla 3.3: Similitud entre usuarios considerando el contexto Fuente: creación propia

Nuevamente, esto puede ser visto también en un SR basado en ı́tems, puesto que la ecuación de
correlación de Pearson es la misma y sólo se cambia el punto de vista. En este caso todo se analiza
considerando los ı́tems y no los usuarios.

En esta sección se han presentado alternativas para incluir contexto dentro de los sistemas de recomen-
daciones y se ha dejado claro que utilizar una aproximación basada en modelo puede generar mejores
resultados que usar algún filtrado ya sea antes o después de aplicar los algoritmos de recomendaciones
clásicos. El utilizar esta aproximación basada en modelo sugiere la necesidad de incluir un factor extra
a las ecuaciones de predicción de ratings, de tal forma que con él se tenga en cuenta la similitud entre
los contextos. De esta manera, la siguiente sección se enfoca en presentar un mecanismo para medir
la similitud entre contextos, es decir, calcular el valor de η (eta), y con ello completar las ecuaciones
planteadas.

3.4. Similitud de contextos

Las métricas de similitud son una parte importante de los sistemas de recomendaciones, pues estos
confı́an su funcionamiento en los componentes encargados de medir la semejanza entre los elementos
involucrados en la recomendación. Los sistemas basados en usuarios por ejemplo, requieren encontrar
los usuarios más parecidos a aquel a quien se pretende entregar una recomendación, de la misma
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forma aquellos que se soportan en los ı́tems primero deben encontrar los ı́tems más parecidos a aque-
llos que han sido relevantes para el usuario [89]. A partir de esto es posible inferir que las diferentes
métricas de similitud son aplicables a cualquier tipo de objeto, ası́ como los RSs pueden usarse para
recomendar cualquier tipo de ı́tem. Algunas de las métricas de similitud más utilizadas son la correla-
ción de Pearson, la correlación de Spearman, la distancia Euclidiana y la medida de cosenos; las dos
primeras hacen referencia a correlaciones, por tanto se enfocan en medir la similitud de dos objetos
respecto a sus comportamientos, y las dos siguientes son medidas de distancia y evalúan los objetos
a partir de la cercanı́a entre cada una de las partes que lo componen. Las medidas de correlación
tienen una ventaja y es que pueden ser aplicadas indiferentemente a cualquier objeto y funcionarán
sin hacer cambio alguno. No obstante, determinar la correlación entre dos elementos sugiere que se
realicen distintas iteraciones en el cálculo, requiriendo un monto importante de procesamiento. Las
medidas de distancia suelen depender de los elementos que componen los objetos y por tanto para
cada objeto distinto que se compare se requiere una implementación propia. Pese a esto, una vez se
cuenta con la información necesaria, el monto de procesamiento requerido para calcular la distancia
entre dos objetos es menor que el requerido para determinar su correlación. En el caso particular de
las recomendaciones, las medidas de correlación tienen otra desventaja, y es que para poder medirla
es necesario contar con datos de entrada que puedan indicar un comportamiento y sea comparable con
otros elementos en el sistema, y en muchos casos cuando el elemento apenas empieza a existir se im-
posibilita el calculo de su similitud. Este problema comúnmente se le conoce como “arranque en frı́o”.

El arranque en frı́o es un problema tan común de los SR tanto basados en usuario como basados en
ı́tem, que trabajos como [90] se han enfocado a presentar formas de bordearlo. Eventualmente, el
agregar una nueva variable como en este caso el contexto, puede aumentar los casos en los que este
problema se presenta. Pues contextos con nuevas configuraciones o caracterı́sticas diferentes son
considerados como elementos nuevos imposibles de ser comparados con una métrica de correlación.
Este es el principal motivo por el cual para este trabajo se ha decidido trabajar con una métrica de
distancia para medir la similitud entre los contextos, siendo en este caso particular la medida de
Distancia Euclidiana, dada su popularidad.

Ahora, para medir la distancia euclidiana supóngase A y B dos elementos de contexto conformados
por los atributos {a1, a2, . . . , an} y {b1, b2, . . . , bn}, la distancia euclidiana de este par de elementos
se encuentra expresada por:

D(A,B) =

√√√√ n∑
i=1

d2i (3.7)

Donde di es equivalente a la diferencia entre los atributos ai y bi, es decir, di = ai − bi. Ahora bien,
es posible que no todas las caracterı́sticas de los objetos tengan el mismo grado de importancia en el
momento de medir la similitud, por ejemplo, puede darse el caso de un contexto donde interese más la
variable de temperatura que la hora del dı́a, por motivos propios del sistema, como que los anuncios
están ligados a ı́tems que son interesantes en momentos calurosos. Para este caso, se ha incluido un
tercer vector de variables llamado W = {w1, w2, . . . , w3}, el cual está conformado por todos los
pesos de cada una de las variables. Ası́ la ecuación de distancia incluyendo dichos pesos es:
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D(A,B) =

√√√√ n∑
i=1

wid2i (3.8)

Finalmente, tal como se encuentra expresada la ecuación no es posible considerarla como una medida
de similitud, por una razón simple. Las medidas de similitud generalmente se encuentran en el rango
[0, 1] donde 1 significa que los elementos son completamente iguales y 0 completamente diferentes.
Por el contrario las medidas de distancia se encuentran en [0,max(ai, bi)] donde 0 significa que no hay
distancia entre los objetos y por tanto son completamente iguales. Para corregir ello se ha recurrido a
la siguiente transformación:

η(A,B) =
1

1 +
√∑n

i=1wid2i

(3.9)

Que puede ser fácilmente utilizada como ecuación para un cálculo de similitud.

3.4.1. Similitud de contextos incluyendo la similitud de los usuarios o ı́tems

Se ha visto que el incluir el contexto dentro de la similitud puede cambiar completamente el resultado
del parecido de dos usuarios o dos ı́tems. Pero también se ha visto que la similitud entre contextos
se mide mediante la combinación de distintas variables. Ahora, ¿qué pasa si se considera la similitud
entre los usuarios como una variable más del contexto? por ejemplo, en vez de utilizar la similitud
de las variables del consumidor o el proveedor, se considera la similitud entre los ı́tems o usuarios
midiéndolas como una correlación. La ecuación de similitud de contextos podrı́a extenderse a lo si-
guiente:

η(A,B) =
1

1 +
√
wsd2s(u,v) +

∑n
i=1wid2i

(3.10)

Donde ds(u,v) es la distancia equivalente a la similitud entre usuarios calculada con una correlación
de Pearson o alguna otra.

Hasta este punto ya está claro cuáles son las variables que puede contener un elemento de contexto
para publicidad y un mecanismo para medir su similitud. Sin embargo, no está claro como medir la
distancia entre cada una de las variables del contexto. Para ello en [63] se hizo una clasificación de
las variables de contexto en tres tipos: escalares, ordinales y categóricas, aunque en dicho trabajo la
clasificación se realiza directamente al contexto, es válido pensar que se enfoca más en los atributos
del mismo y adicionalmente, considerando el modelo de contexto planteado, se ha agregado un
cuarto tipo llamado variables de decisión. Las variables de decisión sólo requieren ser revisadas por
su cumplimiento, es decir, son completamente iguales o completamente diferentes, por ejemplo,
existen o no elementos en stock; la distancia entre variables escalares y ordinales comúnmente se
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mide mediante su diferencia aritmética, las variables categóricas por su parte, son un poco más
complejas y comúnmente requieren del uso de ontologı́as de dominio o algún otro mecanismo de
análisis semántico para calcular su distancia.

a lo largo de las secciones 3.3 y 3.4 se han presentado mecanismos para incluir contexto dentro de
los sistemas de recomendaciones mediante la adaptación de ecuaciones clásicas. Asimismo, se ha
presentado la distancia euclidiana como punto de partida para determinar la similitud entre un par de
contextos. Sin embargo, para poder hacer una evaluación de lo planteado es necesario contar con una
fuente de información que permita aplicar las ecuaciones y sacar conclusiones, y por dicha razón, la
siguiente sección se enfoca en la construcción experimental de un dataset que contenga información
contextual que se ajuste a las necesidades propias de este caso.

3.5. Construcción experimental de un Dataset para publicidad ubicua
usando información contextual

Generalmente, los sistemas de recomendaciones se componen de tres elementos: el primero es la
fuente de datos conocida como “Dataset”, el segundo es el encargado de hacer medidas de similitud
y el tercero es el responsable de hacer la recomendación usando para ello los elementos anteriores.
Considerando esto, uno de los limitantes para la construcción y evaluación de un SR es encontrar
datasets que se ajusten a las necesidades propias del sistema. Este trabajo particular requiere de unas
caracterı́sticas propias de la fuente de datos que no son fáciles de encontrar. Entre ellas tal vez la más
importante es que contenga información de contexto (adaptada al modelo planteado) en el momento
de expresar calificaciones. Adicionalmente se requiere que los ı́tems cuenten con sus datos de des-
cripción, tı́tulos y fotos, pues son necesarios para hacer pruebas del sistema con usuarios reales; y
finalmente se requiere contar con una información base de los usuarios, como su genero o edad, para
alimentar la información de contexto. Dadas estas condiciones, no fue posible encontrar una fuente
que incluyese dicha información y por tanto, fue necesario crear un experimento para recolectarla y
construir con ella el dataset. Cabe destacar que entre los datasets revisados antes de tomar esta de-
cisión se encuentran Epinions [91] que contiene datos de publicidad incluyendo descripción de los
ı́tems pero no cuenta con información de contexto, nopcommerce [92] que es un aplicativo web para
ecommerce y contiene datos de ı́tems pero no cuenta con calificaciones y mucho menos con contexto,
y otros obtenidos de Amazon. Para el experimento se tomó como base un dataset construido en el
proyecto SMARTA [93] el cual incluye anuncios publicitarios y calificaciones de varios usuarios para
dichos anuncios. Cabe aclarar que estas calificaciones, al igual que en los otros datasets, no cuentan
con la información del contexto en el momento de recomendar y por tanto de esta fuente solo se tomó
la información de los ı́tems.

3.5.1. Diseño del experimento

A continuación se listan una serie de decisiones para el experimento:

1. Es necesario que el experimento pueda ser accesado en lı́nea por varios usuarios al tiempo.
Por tanto, se construyó una aplicación web donde varios usuarios pueden acceder y calificar
anuncios.
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2. No todas las variables contextuales incluidas en el modelo son fácilmente medibles desde
un aplicativo sencillo. De esta manera, se seleccionaron algunas variables contextuales que
fueran fácilmente medibles o que el usuario pudiera indicar de forma explı́cita en el aplicativo
web. Cabe destacar que una regla importante para seleccionar las variables fue que todos
los ambientes incluidos en el modelo aparecieran con al menos un atributo dentro de los
seleccionados para el experimento. Estas variables se encuentran consignadas en la Figura 3.6.

CONTEXT
Physical 

Environment
Retailer’s 

Environment
Consumer’s 
Environment

Op
tio

ns

day
night

rain,
overcast,
cloudless

18 - ...man,
female

happy,
sad,

boring,
normal

week,
weekend

cold,
warm

clothes, 
sports, 

restaurants, 
entertainment, 

home, 
technology, 

vehicles

AgeSexDayHourWeather MoodPerceived 
TemperatureCategory Advertisement

Figura 3.6: Variables de contexto seleccionadas Fuente: creación propia

3. Dado a que en el momento de probar el SR se requieren los pesos de cada una de las variables
de contexto (para poder calcular su similitud), se hizo necesario que el aplicativo permitiera
tener un indicio de estos valores. Para ello se decidió solicitar al usuario la razón primordial
por la cual expresó la calificación cada vez que realice este proceso. Al final, el peso de la
variable serı́a equivalente a la probabilidad de que dicha variable sea seleccionada como razón
primordial.

Finalmente, el diagrama de casos de uso presentado en la figura 3.7 resume todas las acciones que un
usuario voluntario puede hacer con el aplicativo.

3.5.2. Implementación y ejecución del experimento

Con todas las decisiones tomadas el siguiente paso consistió en construir el aplicativo Web planteado.
Cabe destacar que se desarrolló utilizando el gestor de base de datos MySQL para albergar toda la
información del dataset, JSEE para construir el aplicativo y DAO1 para la conexión con la base de
datos; la capa de presentación se desarrolló utilizando JSF 2.02 y el framework primefaces. Estas

1DAO: Data Access Object (Objeto de acceso a datos) es un patrón de diseño que suministra una interfaz común entre la
aplicación y uno o más dispositivos de almacenamiento de datos, entre los que pueden incluirse bases de datos, archivos de
texto plano, etc.[94]

2JSF: Java Server Faces es una tecnologı́a y framework para aplicaciones JAVA basadas en Web que simplifica el desa-
rrollo de interfaces de usuario [95]
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Registrar

Iniciar Sesión
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Contraseña
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<<Extends>>

<<Include>>

<<Include>>

<<Include>>

Iniciar Sesión
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Usuario

Figura 3.7: Diagrama de casos de uso definido para el experimento Fuente: creación propia

mismas herramientas y tecnologı́as fueron utilizadas posteriormente para construir la plataforma
que permitirı́a hacer pruebas online y por este motivo se encuentran detalladas en el capı́tulo 5. En
cuanto a la base de datos, se diseñó de forma que pudiera ser utilizada posteriormente en el desa-
rrollo del SR para pruebas online, por esta razón, se encuentra descrita en el capı́tulo 4 sección 4.4.1.3.

A partir del diagrama de casos de uso enseñado en la figura 3.7 se diseñaron las siguientes interfaces:

Registro: Permite solicitar información del usuario como su género y edad. Adicionalmente, la
interfaz permite crear un usuario y contraseña para permitir al usuario realizar una futura prueba
online y presenta una introducción donde explica brevemente en qué consiste el experimento.
La imagen de la figura 3.8 presenta la interfaz de registro.

Login: Permite iniciar sesión a un usuario que ya ha sido registrado previamente. En la figura
3.9 se encuentra evidenciada esta interfaz. Para el inicio de sesión sólo se requieren el login
y la contraseña que fueron usados durante el registro. En caso de haber olvidado estos datos,
el usuario puede utilizar la función “olvidé mi contraseña” para recibir los datos por correo
electrónico. Si el usuario no se ha registrado previamente, puede usar la opción “No estoy
registrado” para regresar a la interfaz de registro.

Fijar contexto: Esta interfaz permite inicializar variables del ambiente fı́sico como el dı́a, hora,
clima y temperatura percibida; y del ambiente del consumidor como su estado de ánimo. Una
vez las variables se han fijado, se presenta una ventana solicitando confirmación. Las imágenes
de la figura 3.10 presentan la interfaz.
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Figura 3.8: Interfaz de registro para experimento dataset contextual Fuente: creación propia

Figura 3.9: Interfaz de login para experimento dataset contextual Fuente: creación propia
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(a) Selección de variables contextuales (b) Confirmación de variables contextuales

Figura 3.10: Interfaz de configuración del contexto para experimento dataset contextual Fuente: creación
propia

Calificar: Las imágenes de la figura 3.11 presentan la interfaz de calificación de anuncios.
En esta interfaz se resumen algunas reglas que el usuario debe tener en cuenta al calificar
los anuncios. Durante el proceso de calificación se entregan 20 anuncios para que el usuario
exprese su rating y se muestra el progreso a través de una barra en la parte superior. Para
calificar, el usuario debe utilizar las estrellas que se encuentran debajo de la imagen del anuncio
y una vez ha seleccionado la calificación, se presenta un cuadro de diálogo solicitando la razón
por la cual dio dicha calificación. Sobra decir que se espera que esta razón esté relacionada
con el contexto. Finalmente en la parte inferior derecha se encuentran los botones “contexto” y
“salir”, que permiten reconfigurar el contexto y salir del experimento respectivamente.

(a) Calificación del anuncio (b) Selección de razones para la calificación

Figura 3.11: Interfaz de calificación del anuncio para expermineto dataset contextual Fuente: creación propia
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Referir: Las imágenes de la figura 3.12 presentan el menú final del experimento. Las opciones
que se tienen son “calificar más anuncios” donde se le presentarán 20 anuncios nuevos,
“Recomendar a alguien” donde se podrá referir a nuevos usuarios para el experimento y de
esta manera ayudar a que muchas más personas participen. Estos usuarios que son referidos
recibirán un correo electrónico con la invitación. La ultima opción en el menú es “salir” que
terminará la sesión en el aplicativo.

(a) Menú final (b) Referir a otro usuario

Figura 3.12: Interfaz de finalización para expermineto dataset contextual Fuente: creación propia

Con las interfaces implementadas el aplicativo está listo para ser puesto en producción. Sin embargo,
es importante mencionar que antes de tener las interfaces en el estado presentado en las figuras previas
y poner en producción la aplicación para empezar a recolectar información, fue necesario realizar
cuatro iteraciones del experimento en las que se analizó la forma como los usuarios interactuaban con
el aplicativo, la calidad de la información recolectada para una posterior recomendación, y claridad
que el experimento tenı́a para con el usuario.

La primera iteración se realizó con cuatro usuarios buscando determinar si era entendible lo que se
esperaba hacer con el experimento. Como resultado se reportaron errores relacionados principalmente
con la interfaz gráfica de la plataforma. La figura 3.13 muestra los errores de las interfaces en
dicho estado del experimento. A continuación, en la segunda iteración se resolvieron los problemas
reportados y se analizaron los datos recolectados previamente. Esto mostró que en la mayorı́a de los
casos la razón de las calificaciones era la categorı́a del ı́tem, lo que es un comportamiento indeseado
pues se espera tener una participación de todas las variables contextuales seleccionadas. En la tercera
iteración se incluyeron cerca de 30 nuevos ı́tems que se consideraban más atractivos en ciertos
contextos que en otros, algunos ejemplos son: publicidad de bares, bebidas calientes, bebidas frı́as,
centros recreativos, entre otros. Esto mejoró mucho la cantidad de razones seleccionadas por los
usuarios. Adicionalmente, por sugerencia de algunas personas, el seleccionar una sola razón no era
suficiente para expresar el porqué de la calificación, además esto seguı́a siendo un problema, pues en
muchos casos los usuarios simplemente escogı́an la categorı́a por facilidad y por hacer el experimento
rápido. Finalmente, para resolver este problema, en la última iteración se permitió escoger de dos
razones en adelante para las calificaciones. Con este último cambio el experimento mostró mejores
resultados y era mucho más claro para los usuarios. De esta manera, esta versión el aplicativo fue
puesta en producción y se invitaron usuarios, hombres o mujeres mayores de 18 años, para que
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Característica
Usuarios 98

Calificaciones 1794

Ítems Activos 130

Ítems Totales 170

Contextos 57

Valor

Tabla 3.4: Información del dataset resultante Fuente: creación propia

realizaran el experimento. Las invitaciones se hicieron a través de redes sociales y también utilizando
la fase “referir” donde los mismos usuarios remitı́an a nuevos.

(a) Error en página de registro (b) Error en página de configuración del contexto

Figura 3.13: Errores en Interfaces Gráficas iniciales de Experimento de construcción del dataset Fuente:
creación propia

3.5.3. Dataset resultante

Después de 3 semanas de recolección de información se dio por terminado el experimento contando
con la información consignada en la tabla 3.4.

3.5.4. Cálculo de pesos para las variables de contexto

A partir de la información recolectada fue posible obtener un conjunto de pesos para cada variable
de contexto. Para ello se tomó como referencia el número de veces que un usuario expresaba como
razón principal de su calificación cada variable. Dado a que era posible seleccionar más de una razón
se tuvo un total de 3331 de las cuales 928 (28 %) correspondieron al ambiente fı́sico, 1344 (40 %) al
ambiente del consumidor y 1059 (32 %) al ambiente del proveedor. La figura 3.14 muestra el peso
porcentual de cada uno de los ambientes en la información de contexto y a su vez los gráficos de la
figura 3.15 presentan los pesos de cada variable.
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Figura 3.14: Pesos porcentuales de cada uno de los ambientes Fuente: creación propia
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100%
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Figura 3.15: Pesos porcentuales de cada una de las variables del contexto separadas en ambientes
Fuente: creación propia

A partir de los resultados se puede concluir que existe una gran importancia en las variables de
contexto seleccionadas. Aunque los tres ambientes tienen una participación significativa al realizar
las calificaciones, la variable de categorı́a al ser la única presente en el ambiente del proveedor cuenta
con un porcentaje bastante alto en comparación con las otras variables individuales. El dataset resul-
tante de este experimento se encuentra disponible en lı́nea para ser utilizado en proyectos relacionados.
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3.5.5. Cálculo de distancias entre los posibles valores de cada variable contextual

Para calcular la distancia se partió nuevamente de una distancia euclidiana entre los ratings expresados
cuando cada variable se hacı́a presente. A continuación se mostrará paso a paso el cálculo para una
variable particular teniendo en cuenta que las demás se calculan de forma similar.

Suponga que se quiere determinar la distancia entre las variable de hora: dı́a y noche. Los pasos para
hacerlo son los siguientes:

1. Se seleccionan todos los ratings para los cuales los usuarios expresaron la hora como razón de
la calificación.

2. Se separa este subconjunto de ratings entre aquellos que se expresaron de dı́a y aquellos que
se expresaron de noche. Y se agrupan con el id del ı́tem y el promedio de todos los ratings
expresados para dicho ı́tem dentro de cada subconjunto.

3. Se seleccionan los ı́tems que aparecen en ambos subconjuntos.

4. Se aplica una distancia euclidiana a partir de la ecuación 3.7. Donde di es la diferencia del rating
expresado de dı́a y el rating expresado de noche para el ı́tem i.

5. Finalmente la distancia al cuadrado es equivalente a la suma de los cuadrados de las diferencias.

En un caso práctico se tiene lo siguiente: Considérese el subconjunto de datos extraı́dos del dataset
completo de la tabla 3.5.

Day Night
item_id  count  avg  item_id count avg

3 2 1 3 2 3

6 2 5 11 1 1

11 2 3,5 13 1 5

13 1 5 19 1 3

15 1 4 23 1 5

16 2 2,5 24 1 5

18 4 3,75 26 1 5

19 2 3 27 1 3

24 1 1 28 1 5 

27 2 2 34 1 3 

33 1 4 37 1 1 

Tabla 3.5: Dataset extraido como ejemplo para el cálculo de distancia de la variable hora Fuente: creación
propia

En este caso ya se han separado entre las calificaciones de dı́a y las calificaciones de noche. También
se puede observar en la columna “count” el número de calificaciones encontradas para cada ı́tem y en
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la columna “avg” el promedio de los valores de los ratings. En el siguiente paso se extraen sólo los
ı́tems que se encuentran en ambos grupos. Ver tabla 3.6.

Day Night
item_id  avg  item_id  avg 

3 1 3 3 

11 3,5 11 1 

13 5 13 5 

19 3 19 3 

24 1 24 5 

27 2 27 3 

Tabla 3.6: ı́tems comunes para el cálculo de distancia Fuente: creación propia

Ahora que se han extraı́do los ı́tems que se encuentran en ambos grupos, es posible encontrar
la diferencia de las calificaciones y la distancia entre cada uno de los valores. Los resultados se
encuentran consignados en la tabla 3.7.

item_id  day  night  d d2 

3 1 3 -2 4 

11 3,5 1 2,5 6,25 

13 5 5 0 0 

19 3 3 0 0 

24 1 5 -4 16 

27 2 3 -1 1 

d2  27,25 

Tabla 3.7: Cálculo final de la distancia para los posibles valores de la variable hora Fuente: creación propia.

En este caso se ha encontrado que la distancia entre dı́a y noche elevada al cuadrado es 27,25. Cabe
resaltar que el subdataset seleccionado sólo es una pequeña porción del dataset completo. Pues en éste
se encontraron 262 ratings cuya razón fue la hora y en ellos, 48 ı́tems diferentes que se encontraban en
ambos grupos (dı́a y noche). Finalmente el resultado de la distancia elevada al cuadrado fue 156,988.
La tabla 3.8 muestra los resultados para todas las variables seleccionadas del modelo.
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 Day  Night  

Day  0 156,988 

Night   0 

(a) Hora

Week  Weekend  

Week 0 33,438 

Weekend  0 

(b) Dı́a

 Warm Cold  

Warm 0 227,733 

Cold  0 

(c) Temperatura

 Male Female  

Male 0 374,372 

Female  0 

(d) Género

 Overcast  Cloudless  Rain  

Overcast 0 138,833 4 

Cloudless  0 23,25 

Rain   0 

(e) Clima

 Normal  Boring  Happy  Sad  

Normal  0 92,826 178,424 13,000 

Boring   0 49,147 --- 

Happy    0 17,444 

Sad     0 

(f) Estado de ánimo

clothes sports restaurants home entertainment tech vehicles
clothes 0 144,711 141,231 234,763 208,630 221,613 131,071 

sports   0 111,951 142,945 96,054 163,099 98,732 

restaurants    0 182,285 131,833 181,932 101,695 

home     0 228,555 266,725 84,461 

entertainment      0 182,728 105,998 

tech       0 94,278 

vehicles        0 

(g) Categorı́a

Tabla 3.8: Distancias entre cada una de las variables de contexto Fuente: creación propia
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3.6. Conclusiones del capı́tulo

En este capı́tulo se definió un modelo para la información de contexto que puede ser utilizado
para la recomendación de publicidad ubicua. Dicho modelo esta basado en el de Bauer y
Spiekerman, y adaptado a partir de información obtenida de la literatura. Las principales
adaptaciones consistieron en eliminar los niveles macro y micro, pues se enfocó en el caso de
publicidad conocido como “Digital Signage”, el cual es principalmente situacional; y en la
agregación de la variable “interacción con el sistema”.

Aunque existen tres posibles opciones para hacer la reducción de dimensionalidad, estudios
previos demostraron que una aproximación basada en modelo puede generar mejores resultados
respecto a la métrica de precisión, en la mayorı́a de los casos. Para este trabajo se realizaron
algunas pruebas usando prefiltrado y postfiltrado, obteniendo con ellas resultados poco
relevantes. Dichas conclusiones combinadas con afirmaciones de otros autores dieron paso a la
selección de una aproximación basada en modelo como mecanismo de inclusión de contexto
dentro del sistema de recomendaciones.

Se logró generar una adaptación de las ecuaciones de filtrado colaborativo clásico user-user
e item-item para agregar en ellas la información contextual. Al hacer estas adaptaciones se
encontró que para un filtrado user-user no es posible incluir información del ambiente del
proveedor, pues en este caso los ı́tems se dejan constantes mientras se evalúan las similitudes
entre los usuarios. En el caso del filtrado item-item ocurre lo contrario y no es posible incluir
información del ambiente del consumidor. El ambiente fı́sico por su parte, puede ser tenido en
cuenta en ambos filtrados.

Las aproximación basada en modelo para la inclusión de información contextual sugiere la
necesidad de determinar un mecanismo para medir la similitud entre dos contextos. Para ello
se planteó una ecuación de similitud de contextos partiendo de la distancia euclidiana entre
dos objetos. Cabe resaltar que esta ecuación de similitud requiere además de las variables
contextuales, pesos de importancia para cada una de ellas y, por tanto, se requiere que el
dataset permita tener indicios de estos pesos o que se haga un estudio de marketing que permita
definirlos con más rigor.

El dataset es una de las partes más importantes en el momento de hacer pruebas a un sistema
de recomendaciones. Sin embargo, para el caso especı́fico de publicidad no son muy comunes
los datasets y aún menos que también involucren información contextual. Por este motivo fue
necesario diseñar un aplicativo que permitiese recolectar calificaciones sobre algunos anuncios
obtenidos del dataset de SMARTA e incluir en ellos información del contexto de la calificación.
El aplicativo en cuestión fue desarrollado usando tecnologı́as Web, contó con la participación
de cerca de 100 usuarios y logró conseguir más de 1500 ratings. Dicho dataset se encuentra
disponible para ser utilizado en trabajos relacionados.
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Capı́tulo 4

Construcción de un sistema de
recomendaciones soportado en
información contextual

Los sistemas de recomendaciones por su naturaleza requieren de ciertas pruebas que antes de
su construcción, den un indicio de los componentes que mejor se adapten a los datos utilizados
para hacer predicciones y por supuesto para recomendar. Para ello es necesario conocer cada uno
de los pormenores del dominio del mismo, es decir, las variables que se tendrán en cuenta, como la
composición del dataset y su forma de almacenamiento, la cantidad de usuarios e ı́tems, entre otras.
Con esta información se pueden determinar datos relevantes, como el tipo de filtrado a utilizar, las
técnicas de medida de similitud, los controladores necesarios para acceder a la información, etc. Por
este motivo, en el capı́tulo 3 se definió un modelo contextual adaptado a SRs para publicidad ubicua
y un mecanismo que permite incluir las variables definidas en dicho sistema. Este mecanismo parte
de una aproximación basada en modelo y por lo tanto, en él se realizan algunas adaptaciones a las
ecuaciones de filtrado colaborativo clásico con el objetivo de incluir contexto. Particularmente, el
filtrado colaborativo user-user fue adaptado desembocando en la siguiente ecuación:

pu,i =

∑
u′∈N s (u′, u) η

(
c, cru′,i

)
ru′,i∑

u′∈N |s (u′, u)|
∣∣∣η (c, cru′,i)∣∣∣ (3.2)

donde el factor η(c, cru′,i) representa la similitud de contextos que puede ser calculada a partir de la
ecuación 3.9. Dadas las caracterı́sticas de este tipo de filtrado, sólo el ambiente del consumidor y el
fı́sico pueden ser tenidos en cuenta como variables de contexto. Por otra parte, el filtrado colaborativo
item-item se adaptó dando como resultado la ecuación:

pu,i =

∑
i′∈I s (i

′, i) η
(
c, cru,i′

)
ru,i′∑

i′∈I |s (i′, i)|
∣∣∣η (c, cru,i′)∣∣∣ (3.4)
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donde nuevamente η
(
c, cru,i′

)
se calcula a partir de la ecuación 3.9, pero en este caso, sólo puede

considerarse el ambiente del proveedor y fı́sico como variables de contexto Adicionalmente y
considerando que no fue posible obtener un dataset que se ajuste a las necesidades propias del
sistema, se recolectó de forma experimental un conjunto de datos a partir del modelo contextual
planteado, facilitando su experimentación y evaluación.

Aunque estos elementos son insumos importantes para la eventual implementación de un SR que
involucre información contextual, aún hace falta determinar una arquitectura que se adecúe a las
necesidades del sistema. Es importante destacar que dicha arquitectura puede depender en gran
medida del framework utilizado para soportar la construcción, pues éste puede estar ya basado en una
arquitectura que es necesario recuperar, revisar y determinar si puede ser adaptada y/o reutilizada.

En ese orden de ideas, este capı́tulo se enfoca en el diseño del SR en sı́, del cual se espera construir una
implementación que pueda servir como referencia para trabajos relacionados y también como piloto
que permita realizar la posterior evaluación. El sistema tendrá como base las ecuaciones definidas en
el capı́tulo 3 y para su construcción se definirá inicialmente el framework para SR utilizado. A partir
de él se recuperará la arquitectura que será tomada como referencia y luego adaptada y modelada.

4.1. Mahout: framework seleccionado para soportar el sistema

Aunque Mahout fue la selección final, es importante mencionar los otros frameworks que se tuvieron
en cuenta y el proceso de selección antes de presentar las principales caracterı́sticas del mismo.
El listado completo de frameworks consultados incluye quince opcionados, de los cuales, a partir
de un filtrado inicial donde se consultó su sitio web y se determinó que no era posible acceder a
información del proyecto, se eliminaron seis. Los nueve restantes se filtraron a partir de las siguientes
caracterı́sticas:

Método de recomendaciones soportados:
El modelo de inclusión de contexto planteado en el capı́tulo 3 está basado en filtrado colabo-
rativo user-user e item-item. Por este motivo, se requiere que el framework soporte estos dos
métodos de recomendaciones.

Licencia:
Es importante que el framework pueda ser estudiado sin restricciones, no se pretende distri-
buir de forma comercial el resultado de la investigación pero es importante que legalmente sea
posible estudiar y utilizar el framework con fines académicos.

Nivel de documentación:
Se definieron tres niveles de documentación, los cuales son: alto: existe mucha documentación
y una comunidad de personas soportando el framework; medio: existen al menos bosquejos del
funcionamiento del framework; y bajo: no se encuentra documentación suficiente para ponerlo
en funcionamiento o hacer adaptaciones.
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Disposición de código fuente:
El desarrollo del sistema planteado puede implicar la modificación de algunos de los componen-
tes del framework. Por tanto, se espera contar con el código fuente que facilite dicha adaptación
o modificación.

A partir de esto se generó la tabla 4.1 que lista los marcos de trabajo consultados y sus caracterı́sticas.
Mahout por su parte, fue seleccionado para ser utilizado durante el diseño y construcción del sistema
principalmente por su buena documentación. Adicionalmente es un framework que no sólo cuenta
con las herramientas necesarias para construir SRs, sino que también implementa varias métricas de
cálculo de similitud, controladores para acceso a datasets desde bases de datos, archivos planos, entre
otros; también cuenta con herramientas de evaluación de sistemas y finalmente, porque es utilizado
para ser puesto en producción. No en vano grandes compañı́as como Microsoft Azure y Amazon
AWS cuentan con implementaciones del mismo. Otros frameworks como Cofi no contaban con el
código fuente disponible y Lenskit que también tiene muy buenas caracterı́sticas no presentó una
documentación clara en el momento de la consulta.

   Framework Lenguaje de 
programación

Nivel de 
documentación

Disposición de código 
fuente

EasyRec 
c. filtering, 

hybrid 
Java 

GNU - 
Opensource 

Medio Disponible 

Mahout 
c. filtering, 

contet based, 
hybrid 

Java 
GNU – 

Opensource 
Alto Disponible 

Crab C. filtering Python Opensource Bajo Disponible 

Cofi C. Filtering Java Desconocido Bajo No disponible 

SVDFeature C. Filtering C++ 
GNU – 

Opensource 
Medio Disponible 

Vogoo C. Filtering PHP 
GNU – 

Opensource 
Bajo Disponible 

Duine Hybrid Java Opensource Alto Disponible 

Lenskit c. Filtering Java Opensource Bajo Disponible 

Métodos soportados Licencia 

Tabla 4.1: Frameworks para la construcción de SR explorados Fuente: creación propia a partir de datos obtenidos
de: EasyRec[96], Mahout[43], Crab[97], Cofi[98], SVDFeature[99], Vogoo[100], Duine[101], Lenskit[102]

4.2. Recuperación de la Arquitectura

Mahout cuenta con una arquitectura basada en cuatro módulos sobre la cual puede soportarse un
sistema de recomendaciones simple. La figura 4.1 presenta dicha arquitectura y los módulos que la
componen se describen a continuación:
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Recommender

UserSimilarity
ItemSimilarity UserNeighborhood

DataModel

Figura 4.1: Módulos de un SR simple Fuente: Adaptación de [89]

4.2.1. Modelo de datos (DataModel)

El modelo de datos es la representación software de la información contenida dentro del dataset utili-
zado. Mahout abstrae cada pieza en el modelo de datos con un objeto básico denominado “Preference”
o preferencia, la cual contiene tres atributos: el identificador del item para el cual se ha expresado la
preferencia, el identificador del usuario que ha expresado la calificación y la preferencia como tal,
que es un número en una escala que depende del sistema e indica el gusto del usuario por el ı́tem dado.

4.2.2. Mecanismo de similitud (UserSimilarity o ItemSimilarity)

Como ya se ha mencionado, los sistemas de recomendaciones y particularmente los filtrados
colaborativos requieren de un mecanismo que permita medir la similitud entre los ı́tems o entre
los usuarios y a partir de ello, seleccionar un conjunto de elementos -muy parecidos al actual- que
permitan predecir los gustos del usuario por ı́tems que no ha calificado. Este módulo cuenta con
implementaciones de distintas métricas de similitud entre las que se encuentran Pearson, Spearman, y
Distancia Euclidiana.

4.2.3. Vecindad (UserNeighborhood)

Este módulo es utilizado únicamente en el filtrado user-user. A partir de él y del mecanismo de
similitud se determina un conjunto de usuarios que son muy parecidos al usuario actual del sistema.
De esta manera, se evita introducir ruido a las predicciones a partir de usuarios que no tienen mucho
que aportar. Entre sus implementaciones se encuentran las vecindades de tamaño fijo y las vecindades
de tamaño dinámico generadas a partir de umbrales.
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4.2.4. Recomendador (Recommender)

Finalmente, este módulo es el encargado de hacer las recomendaciones utilizando para ello todos los
anteriores. Mahout cuenta con diferentes implementaciones para el recomendador entre las que se
incluyen, los filtrados user-user e item-item que son genéricos y se configuran a partir de la selección
de los módulos anteriores; y también algoritmos de recomendación especı́ficos, como es el caso de
SlopeOne o SVD.

4.3. Arquitectura de referencia incluyendo información de contexto

Como ya puede inferirse la arquitectura de referencia está basada en la arquitectura de un recomen-
dador simple de Mahout pero esta vez se ha agregado un módulo esencial que habilita al sistema
con la capacidad de considerar el contexto dentro de las recomendaciones. La figura 4.2 presenta un
bosquejo de la arquitectura con el módulo adicional que se ha planteado.

Recommender

DataModel

UserSimilarity
ItemSimilarity

UserNeighborhood

ContextSimilarity

Figura 4.2: Módulos de un SR incluyendo contexto Fuente: creación propia

En ella cabe destacar que aunque los elementos iniciales tomados de Mahout no se ven modificados
en su nombre, si sufren algunas variaciones para permitir el ingreso del nuevo módulo. Es importante
rescatar también que Mahout utiliza una arquitectura basada en interfaces de JAVA y de esta manera,
la modificaciones de las que se habla no se hacen directamente al código de Mahout sino que es
posible implementar o extender dichas interfaces para habilitar el contexto. Como puede observarse
la similitud del contexto genera nuevas conexiones en la arquitectura, y entre ellas tal vez una de las
más importantes viene del recomendador, pues ahora todas las predicciones y recomendaciones se
realizan considerando los valores arrojados por el módulo de similitud de contextos. La similitud de
usuarios e ı́tems también se ven conectados con el nuevo módulo pues como se presentó en el capı́tulo
3, es posible que estos valores de similitud se vean afectados cuando el contexto es considerado. La
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siguiente sección se enfoca en la descripción al detalle de la arquitectura de referencia utilizada, para
ello se ha partido del modelo de 4+1 vistas del Proceso Unificado de Desarrollo (RUP) [103].

4.4. Descripción de la arquitectura de referencia mediante el modelo de
4+1 vistas de RUP

El modelo de 4+1 vistas arquitectónicas presentado por Kruchten en 1995 [104] describe la arqui-
tectura de un sistema utilizando vistas concurrentes, de forma que cada una de ellas responden a
requerimientos de diferentes stakeholders. A continuación se describe cada una de las vistas para la
arquitectura del sistema.

4.4.1. Vista lógica

Se enfoca principalmente en dos elementos: el primero son los requisitos funcionales del sistema, es
decir, aquellas funcionalidades que el sistema debe brindar a un usuario final y para ello se puede
utilizar un diagrama de casos de uso; el segundo elemento es la abstracción del sistema, donde se
representan en forma de objetos cada una de las partes importantes y para ello suele utilizarse un
diagrama de clases o un diagrama entidad relación cuando el sistema cuenta con alguna base de datos.
A continuación se presentan cada uno de los diagramas planteados.

4.4.1.1. Diagrama de casos de uso del sistema

La figura 4.3 presenta las funcionalidades básicas que un usuario del sistema podrı́a realizar con él.
Por su parte, cabe destacar que aunque el caso de uso “Obtener recomendaciones usando contexto” se
puede considerar como la funcionalidad principal del sistema, pues es la que realiza el proceso básico
de recomendación, existen también otros casos que son importantes. Por ejemplo, agregar la infor-
mación contextual, el cuál puede ejecutarse internamente en el sistema o hacerlo el usuario de forma
explı́cita; o calificar un ı́tem, son funcionalidades que apoyan a la generación de recomendaciones ya
que permiten mantener actualizada la información del dataset.

Una vez descritos cada uno de los casos de uso, el siguiente paso es presentar el diagrama de clases
que soportarán los casos de uso planteados.

4.4.1.2. Diagrama de clases del sistema

La figura 4.4 presenta el diagrama de clases, el cual ayuda a entender como se distribuyen y relacionan
cada uno de los elementos desde un punto de vista de abstracción en objetos.

El diagrama de clases ha sido distribuido en cuatro paquetes importantes:

1. Mahout: Este paquete cuenta con todas las clases que se tuvieron en cuenta para realizar la
extensión del framework y habilitar la inclusión de información de contexto. Aunque este pa-
quete no cuenta con clases nuevas que hayan sido construidas es importante incluirlo dentro del
diagrama para entender de una mejor manera como se organizan los otros elementos del sistema.
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System

Context
Recommender
Using Context
Information

Get Recommendations
Using context

Add Context
Information

Add a New 
Rating

User

1

2

3

<<Include>>

Figura 4.3: Diagrama de casos de uso del sistema Fuente: creación propia

2. Datamodel: Dentro de este paquete se encuentran todos los objetos relacionados con la
construcción del modelo de datos del sistema. Las clases que aquı́ se incluyen son:

ContextPreference: Como ya se ha mencionado, la unidad de información más simple
utilizada por Mahout es conocida como Preference o preferencia, y básicamente es un
elemento que combina un identificador de un usuario con un ı́tem a partir de un valor de
preferencia. La clase ContextPreference es una hija de la clase Preference que además
incluye un identificador del contexto en el momento de expresar la calificación.

UserInfo, ItemInfo y Context: Estas tres clases contienen la información de usuarios,
ı́tems y contextos respectivamente. Dicha información puede ser utilizada para realizar el
proceso de cálculo de similitud entre contextos, pues los ı́tems contienen información del
ambiente del proveedor, los usuarios contienen datos del ambiente del consumidor y los
objetos de contextos contienen la información del ambiente fı́sico y el estado de ánimo del
usuario. Esta última es una caracterı́stica que varı́a para cada momento en que el usuario
haya calificado y por este motivo no se encuentra incluida en la información del usuario.

ContextDatamodel: Como su nombre permite deducir, se trata de la clase encargada de
generar el modelo de datos con información contextual. Para no salirse de los lineamientos
de Mahout, esta clase es un interfaz que hereda de la clase DataModel. Puesto que es una
interfaz, simplemente contiene un bosquejo de los métodos que deben implementarse para
poner en marcha el modelo de datos. Dado a que la información recolectada como dataset
del sistema se encuentra almacenada en una base de datos MySQL, para este proyecto se
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<<library>>
Mahout

<<Interface>>
Preference

<<Interface>>
UserSimilarity

Data Model

<<Interface>>
ItemSimilarity

<<Interface>>
DataModel

<<Interface>>
ContextDatamodel

AbstractJDBCContextDatamodel<<Interface>>
JDBCDataModel

MySQLJDBCDataModel

Recommender
<<Interface>>
Recommender <<Interface>>

ContextRecommender

ContextUserBasedRecommender

ContextItemBasedRecommender

Similarity

ContextPreference

PearsonCorrelationSimilarity
WithContext

ContextSimilarity

EuclidianContextSimilarity

NotContextDatamodel Exception

<<Interface>>
Similarity

Context

ItemInfo

UserInfo

Figura 4.4: Diagrama de clases del sistema Fuente: creación propia
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desarrolló una implementación de esta interfaz que permite generar el modelo de datos
a partir de una base de datos utilizando un conector JDBC. Dicha clase se construyó de
forma abstracta y se implementó un clase hija especı́fica para la conexión con una base
de datos MySQL. De esta manera, si el dataset se encuentra almacenado en un motor de
bases de datos distinto, solo bastará con desarrollar una clase hija que soporte dicho motor.

NoContextDatamodel: Esta excepción es lanzada cada vez que se construya un reco-
mendador con información contextual pero no utilice un objeto de tipo ContextDatamodel
como fuente de entrada para los datos.

3. Similarity: Este paquete incluye todas las clases necesarias para realizar los cálculos de
similitud, tanto la similitud entre contextos, como la similitud entre usuarios e items utilizando
contextos. Para ello se construyeron dos clases importantes:

ContextSimilarty: Es una clase abstracta con todos los métodos necesarios para calcular
la similitud entre un par de contextos. Es implementada a partir de una clase hija llamada
EuclidianContextSimilarity, la cual, realiza el proceso de comparación de contextos
utilizando la distancia Euclidiana planteada en el capı́tulo 3.

PearsonCorrelationSimilarityWithContext: Esta clase implementa un cálculo de
similitud entre usuarios e ı́tems teniendo en cuenta la información de contextos. En otras
palabras es una implementación de lo planteado en la ecuación 3.6.

4. Recommender: Finalmente, en este paquete se encuentran contenidas las clases encargadas de
hacer las recomendaciones. Las cuales son:

ContextRecommender: Es una interfaz que hereda de la interfaz de Mahout Recom-
mender, ella se encarga de presentar todos los métodos necesarios para realizar las
recomendaciones. Es implementada a partir de las siguientes clases dentro del mismo
paquete.

• ContextItemBasedRecommender: Implementa un recomendador basado en ı́tems
con información contextual. Para ello utiliza las predicciones planteadas en la
ecuación 3.4.

• ContextUserBasedRecommender: Al igual que la anterior, implementa un reco-
mendador pero esta vez basado en usuarios con información contextual. Para ello
utiliza las predicciones planteadas en la ecuación 3.2.
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4.4.1.3. Diagrama entidad relación

La Figura 4.5 presenta el diagrama entidad relación de la base de datos. En él se han especificado la
siguientes cuatro tablas:

Ads - Anuncios: Es la tabla que contiene la información de los ı́tems, ó en este caso anuncios
publicitarios. Sus atributos son: id o identificador único del anuncio, url donde se almacena una
imagen alusiva, tı́tulo, descripción y habilitado que indica si el anuncio se encuentra disponible
para recibir calificaciones.

Users - Usuarios: Es la tabla que almacena la información de los usuarios.

Contexts - Contextos: Almacena la información de los contextos.

Taste preferences - Preferencias: Esta tabla almacena las calificaciones que los usuarios dan a
los ı́tems. En ella también se establece el contexto en el momento de la calificación y se incluyen
campos para almacenar la razón por la cual se dio la calificación.

ads
id bigint(20)

url varchar(255)

title varchar(50)

category varchar(20)

enabled tinyint(1)

taste_preferences
id integer(10)

preference float(10)

reason varchar(50)

other_reason varchar(100)

timestamp timestamp

item_id bigint(20)

user_id bigint(20)

context_id integer(10)

users
id bigint(20)

email varchar(50)

login varchar(50)

password varchar(50)

name varchar(50)

sex varchar(10)

age integer(3)

contexts
id integer(10)

weather varchar(50)

day integer(10)

hour varchar(50)

temperature varchar(50)

mood varchar(50)

Figura 4.5: Diagrama entidad relación del dataset Fuente: creación propia

Con esto se da por completada la vista lógica. La siguiente vista a detallar es la vista de procesos.
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4.4.2. Vista de procesos

Esta vista se enfoca en asuntos de concurrencia y distribución del sistema y especifica el hilo
conductor o el flujo para los procesos más importantes. Para la presentación de esta vista se han
considerado diagramas de secuencia para la solicitud de recomendaciones por parte del usuario
al Recommender, pues permiten comprender las interacciones entre cada uno de los módulos
presentados en el diagrama 4.2; Tambien se han utilizado diagramas de actividad para los procesos de
estimación de preferencias ejecutados dentro del recomendador y que representan la implementación
de las ecuaciones presentadas en el capı́tulo 3.

4.4.2.1. Diagramas de secuencia: Solicitud de recomendaciones para un recomendador user-
user e item-item incluyendo contexto

La figura 4.6 presenta el diagrama de secuencia para el proceso ejecutado cuando un usuario solicita
N recomendaciones a un recomendador que se basa en un filtrado user-user y además incluye
información contextual. El proceso inicia cuando un usuario solicita la recomendación de algunos
ı́tems. Para ello entrega el id del usuario para el cual requiere las recomendaciones, el número de
ı́tems que desea y el id del contexto. El recomendador inicialmente realiza una validación de la
configuración donde determina si todos los módulos se encuentren correctamente ajustados, verifica
la existencia del usuario, el contexto en el modelo de datos y comprueba que se haya solicitado al
menos un ı́tem. Cabe resaltar que para el caso de los filtrados user-user entra en juego el módulo de
vecindad, el cual haciendo uso del módulo de similitud de usuarios calcula un conjunto de usuarios
parecidos a aquel para el cual se desea recomendar. Posteriormente es éste conjunto de usuarios
el que se utiliza para determinar el listado de ı́tems que son potencialmente recomendables. Acto
seguido, para cada uno de estos ı́tems se realiza un proceso de estimación de preferencias haciendo
uso también del módulo de similitud de contextos. Finalmente los ı́tems que cuentan con mayor
estimación en la preferencia son seleccionados para ser recomendados al usuario.

Al igual que en la figura 4.6, la figura 4.7 presenta el diagrama de secuencia para el proceso de
solicitud de recomendaciones incluyendo información contextual, pero esta vez el recomendador
está basado en un filtrado item-item. Es importante rescatar que en este caso no existe el módulo de
vecindad, pues dado a que la recomendación se enfoca principalmente en los ı́tems, no es necesario
crear un conjunto de usuarios parecidos al actual. En este caso, el recomendador solicita directamente
al modelo de datos todos los elementos que son potencialmente recomendables. Es decir, aquellos
para los cuales el usuario no ha expresado una calificación y otros usuarios sı́ han calificado. A partir
de ellos pasa a la fase de estimación de preferencias y nuevamente se escogen aquellos ı́tems con
mayor preferencia estimada para ser recomendados.
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loop
[item in otherItems]

User

Data Model Context
Similarity

User SimilarityUser
Neighborhood

Context
Recommender

1.7: topNEstimations

1.6: estimatePreference

1.4.2: otherItems

1.4.1: selectItems

1.4: getOtherItems(neighborhood, userId)

1: recommend(userId,contextId,N)

1.5.2: contextSimilarity

1.5.1: calculateSimilarity

1.5: calculateContextSimilarity

1.2.1.3: estimateSimilarities

1.2.1.2: otherUsers

1.2.1.1: getOtherUsers(userId)

1.3: neighborhood

1.2.1.4: similarityEstimations

1.2.1: estimateSimilarities(userId)

1.2: getNeighborhood(userId)

1.1: validateConfiguration

Figura 4.6: Diagrama de secuencia para un filtrado user-user inluyendo contexto Fuente: creación propia
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loop
[item in otherItems]

Item
Similarity

Data Model Context
Similarity

Context
RecommenderUser

1.3.2: itemSimilarity

1.3: calculateSimilarities(item1, item2)

1.4.2: contextSimilarity
1.4.1: calculateSimilarity

1.4: calculateContextSimilarity

1.3.1: estimateSimilarities

1.2.2: otherItems

1.2.1: selectItems1.2: getOtherItems(userId)

1.6: topNEstimations

1.1: validateConfiguration

1.5: estimatePreference

1: recommend(userId,contextId,N)

Figura 4.7: Diagrama de secuencia para un filtrado item-item inluyendo contexto Fuente: creación propia
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4.4.2.2. Diagramas de actividad: Estimación de preferencias en un recomendador user-user e
item-item incluyendo contexto

Los diagramas de actividad que se presentan a continuación dejan ver con mayor detalle el que es tal
vez el paso más importante del proceso de recomendaciones. Es decir, la estimación de preferencias.
Al igual que en el apartado anterior se ha definido un diagrama tanto para un recomendador basado en
un filtro user-user como en uno item-item. La figura 4.8 permite ver el flujo de actividades realizadas
para estimar la preferencia de un usuario por un ı́tem en un contexto dado utilizando un filtrado
user-user.

Estimate Preference (userId,
itemId, currentContext,

neighborhood)

Initializate values:
contextSimilarity, total

preference, total similarity

<<structured>>
Loop: For each next user in neighborhood

Setup

Test

Body

Get nextUserID from
otherItems

get preference of
nextUserId for itemId

get similarity of contexts: current
context vs preference context

get similarity of users: userId vs
nextUserId

add the product of preference, context similarity
and user similarity to total preference

add the absolute value of product of user
similarity and context similarity to total similarity

get the preference value as
totalPreference/totalSimilarity

preference exists?

nextUserId is different from userId?

YES

NO

NO

YES

Just Physical and

CONSUMER
Environment

Figura 4.8: Diagrama de actividad para un filtrado user-user incluyendo contexto Fuente: creación propia
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En ella puede observarse que para estimar la preferencia de un usuario por un ı́tem, se tienen en
cuenta sólo los usuarios que hacen parte de la vecindad y se utilizan las preferencias que dichos
usuarios han expresado, combinándolas con la similitud de contextos y la similitud entre los usuarios.
Es decir, es una implementación de la ecuación 3.2.

La figura 4.9 por su parte, permite ver este mismo paso del proceso de recomendación pero esta vez
para un filtrado item-item. Como puede observarse no se tiene en cuenta la vecindad de usuarios, sino
un conjunto de otros ı́tems que han sido calificados por otros usuarios del sistema. La similitud de
contexto esta vez se calcula únicamente teniendo en cuenta el ambiente fı́sico y del proveedor. Este
diagrama representa la implementación de la ecuación 3.4.

Estimate Preference (userId,
itemId, currentContext,

otherItems)

Initializate values:
contextSimilarity, total

preference, total similarity

<<structured>>
Loop: For each other item in otherItems

Setup

Test

Body

Get otherItemID from
otherItems

get preference of
userId for otherItemId

get similarity of contexts: current
context vs preference context

get similarity of items: itemId vs
otherItemId

add the product of preference, context similarity
and user similarity to total preference

add the absolute value of product of user
similarity and context similarity to total similarity

get the preference value as
totalPreference/totalSimilarity

preference exists?

otherItemID is different from itemId?

YES

NO

YES

NO

Just Physical and

PROVIDER
Environment

Figura 4.9: Diagrama de actividad para un filtrado item-item incluyendo contexto Fuente: creación propia
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4.4.3. Vista de desarrollo

Como se menciona en [104], la vista de desarrollo se centra en la organización real de los módulos
en el ambiente de desarrollo del software. Este es empaquetado en partes pequeñas –bibliotecas de
programas o subsistemas– que pueden ser desarrollados por un programador o un grupo pequeño de
desarrolladores. Dichos sub-sistemas se organizan en una jerarquı́a de capas, de tal forma que una
capa solo requiera de las inferiores para subsistir.

4.4.3.1. Diagrama de componentes del sistema

La figura 4.10 presenta un diagrama de componentes de la arquitectura del sistema.
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Figura 4.10: Diagrama de componentes Fuente: creación propia

En el diagrama de la figura 4.10 se presenta una distribución en capas del sistema. Para dicha
distribución se ha partido de un modelo-vista-control donde el modelo se refiere a la abstracción de
preferencias a partir del dataset que puede estar almacenado en una base de datos o en archivos de
texto plano; en el control se encuentran los componentes esenciales para la lógica del sistema y en
él se han ubicado algunas interfaces para el recomendador y el medidor de similitud de contextos;
finalmente, en la vista se ubican algunas implementaciones de las interfaces creadas en el control,
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de forma que dichas implementaciones pueden ser utilizadas para ejecutar las acciones que fueron
planteadas en el diagrama de casos de uso de la figura 4.3. Dado a que el sistema se ha planteado a
partir de Mahout, muchos de los componentes dependen o son generalizaciones de elementos propios
del framework.

Por otro lado, con la vista de desarrollo se presenta cómo se organizan cada uno de los componentes
en una arquitectura en capas. Sin embargo, es necesario determinar cómo debe ser la distribución del
software para su eventual puesta en marcha, y es para ello que se presenta la vista de despliegue.

4.4.4. Vista de despliegue

La vista de despliegue o arquitectura fı́sica se enfoca principalmente en los requisitos no funcionales
del software, de forma que permite mapear el software en el hardware y la distribución fı́sica del
mismo. Para describir la arquitectura fı́sica se ha recurrido al diagrama de despliegue presentado en
la figura 4.11.

4.4.4.1. Diagrama de despliegue del sistema

La figura 4.11 describe la configuración de equipos utilizada en la implementación del sistema de
recomendaciones que incluye información contextual. Cabe destacar que este diagrama muestra la
configuración utilizada en el laboratorio para realizar pruebas del desarrollo, pero no significa que no
puedan utilizarse equipos hardware de distintos fabricantes. Básicamente se trabajó en un equipo con
sistema operativo Mac OS X. Sobre él se instaló la máquina virtual de Java V7 y en ella se utilizó el
framework mahout el cual se incluye como librerı́as al proyecto. En cuanto al dataset, fue almacenado
en un motor de bases de datos MySQL 5.1 en un equipo en la nube al que se accede a través de la
API JDBC sobre protocolo HTTP.

En este diagrama de despliegue se debe destacar el componente Mahout-Context-Recommender el
cual es una librerı́a para la construcción de sistemas de recomendaciones basados en contexto que fue
construida como un aporte adicional de este proyecto y que se presenta como una contribución a la
comunidad de desarrolladores, usuarios y otros involucrados en el marco de trabajo Mahout. Dicha
librerı́a contiene todas las clases planteadas en el diagrama 4.4 y fue diseñada para utilizarse como una
extensión del framework, de forma que es altamente escalable y adaptable a diferentes dominios. En el
anexo A se encuentra la descripción de los casos de uso o funcionalidades que un usuario desarrollador
podrı́a realizar con la misma, y en el anexo B se presenta un tutorial para la construcción de un SR
basado en contexto partiendo de la librerı́a.
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Mac OS X

Java Virtual Machine V7

Recommender System

Personal Computer

MySQL Database 5.0

Context DatasetJDBC/HTTP

User

Web Client

Web BrowserHTTP

<<Library>>

Mahout Distribution V0.7

<<Library>>

Mahout Context
Recommender

View

Controller

Model

Figura 4.11: Diagrama de despliegue Fuente: creación propia
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4.5. Conclusiones del capı́tulo

Tomando como base la arquitectura de un sistema de recomendaciones simple de Mahout, en
este capı́tulo logró construirse una arquitectura de referencia para sistemas de recomendaciones
que involucran información contextual utilizando las ecuaciones planteadas en el capı́tulo 3.
Dicha arquitectura, puede superponerse al marco de trabajo Mahout y facilitar su utilización
por parte de terceros. Adicionalmente se construyó un piloto que permite la evaluación del
sistema construido, y que será descrito con detalle en el capı́tulo 5 donde, a partir del plan de
pruebas, será más fácil de comprender.

Dado a que se diseñó una arquitectura basada en interfaces de JAVA, se hace fácilmente
escalable para sistemas de recomendaciones en otros entornos. De hecho, se facilita la
generación algoritmos de recomendaciones utilizando contextos diferentes a los planteados
durante el desarrollo de este proyecto, pues para ello sólo bastarı́a con extender la clase
“ContextRecommender”, demostrando la facilidad de escalabilidad del sistema.

Como aporte adicional, se construyó la librerı́a “Mahout Context Recommeder”, la cual fue
diseñada para que la construcción de los SRs basados en contexto se puedan realizar de una
forma simple. Esto puede verse evidenciado en el anexo B donde con cinco sencillos pasos
puede construirse un sistema de este tipo completamente habilitado para generar recomenda-
ciones. En cuanto a la facilidad de evaluación de los sistemas desarrollados utilizando dicha
librerı́a, vale la pena destacar que guarda una estrecha relación con los módulos básicos de
Mahout y por tanto, es posible utilizar sus algoritmos de evaluación sin mayores modificaciones.
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Capı́tulo 5

Experimentación y resultados

El estudio de Sistemas de Recomendaciones trae consigo un alto monto de experimentación.
De hecho durante el desarrollo de este proyecto se hallaron distintos trabajos donde sus autores
afirman que no es posible encontrar una configuración para este tipo de sistemas que mágicamente
permita obtener siempre los mejores resultados en todos los ambientes y dominios. Por este motivo,
es necesario hacer una fase de evaluación de la solución previa a su puesta en producción. Esta
evaluación permitirá tomar decisiones respecto al producto desarrollado, pues dependiendo de
ciertos elementos, como el dominio del sistema, su objetivo o incluso caracterı́sticas del dataset, los
resultados pueden variar mucho y darle ventajas a ciertas configuraciones sobre otras. Por ejemplo,
la técnica de similitud utilizada, el tamaño de la vecindad, o incluso el algoritmo de predicciones,
pueden presentar muy buenos resultados en un entorno y al mismo tiempo ser un completo fracaso
en otro. De ahı́ que diferentes autores se han enfocado en presentar mecanismos de evaluación de
sistemas de recomendaciones y muchos de ellos coinciden en que esta evaluación debe realizarse
en dos pasos: inicialmente con un test offline donde las pruebas se hacen únicamente con los datos
contenidos en el dataset, y posteriormente con un test online donde se utilizan usuarios reales del
sistema para corroborar los resultados de la experimentación offline. De la misma manera, para
este proyecto en particular la evaluación busca determinar si eventualmente el incluir contexto con
alguna de las ecuaciones planteadas en el capı́tulo 3 genera mejores resultados que los algoritmos de
recomendaciones clásicos, e incluso, identificar si alguna de dichas ecuaciones sobresale con respecto
a las otras.

En consecuencia a lo anterior, este capı́tulo está enfocado en el proceso de evaluación del mecanismo
de inclusión de contexto presentado en el capı́tulo 3 a partir del piloto del sistema de recomendaciones
construido en el capı́tulo 4 y la librerı́a descrita en el anexo B. Para ello, inicialmente se presentará
un listado de los algoritmos que serán evaluados, enseguida se indicarán las métricas de evaluación
utilizadas para posteriormente enseñar las pruebas realizadas junto con sus resultados y su respectivo
análisis, tanto en experimentación offline como online. Algo que es importante enfatizar es que para
la experimentación online fue necesario utilizar el aplicativo construido como piloto del sistema
presentado en el capı́tulo 4, por consiguiente, esta sección también incluye la descripción del mismo.
Por último, se finaliza con algunas conclusiones respecto a la evaluación.
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5.1. Definición de algoritmos a evaluar

El capı́tulo 3 estuvo enfocado en la generación de un modelo contextual que pudiera ser tenido en
cuenta para la construcción de un sistema de recomendaciones de publicidad ubicua. Adicionalmente,
en el mismo capı́tulo se presentaron algunas ecuaciones que fueron consideradas en el momento
de crear los algoritmos que permiten involucrar dicho modelo dentro del SR. Ahora bien, aquellas
ecuaciones fueron construidas a partir de los algoritmos de filtrado colaborativo clásico user-user e
item-item y dieron como resultado las ecuaciones 3.2 y 3.4 respectivamente. Este par de funciones
matemáticas pueden considerarse como una inclusión de contexto que combina tanto esta informa-
ción, como la similitud de usuarios e ı́tems, y se han convertido en la primera aproximación que
se pretende evaluar. Sin embargo, también resulta interesante determinar que pasa si se tiene en
cuenta únicamente el contexto y se pasa por alto la información de similitud de usuarios e ı́tems,
las ecuaciones anteriores podrı́an modificarse dando como resultado las funciones de predicción de
ratings 5.1 y 5.2 para usuarios e ı́tems respectivamente.

pu,i =

∑
u′∈N η

(
c, cru′,i

)
ru′,i∑

u′∈N

∣∣∣η (c, cru′,i)∣∣∣ (5.1)

pu,i =

∑
i′∈I η

(
c, cru,i′

)
ru,i′∑

i′∈I

∣∣∣η (c, cru,i′)∣∣∣ (5.2)

Como puede observarse, estas funciones reflejan un enfoque similar al antes planteado, pero esta
vez se reemplazan las similitudes de usuarios e ı́tems por las similitudes de contexto. Sobra recordar
que las variables de contexto para cada enfoque son diferentes, pues cuando se trata de user-user
sólo es posible considerar el ambiente del consumidor y cuando se trata de ı́tem-ı́tem, es el ambiente
del proveedor el que tiene sentido ser considerado. De esta manera, estas últimas se convierten en
algoritmos que serán evaluados. Por último, es importante tener un punto de referencia para hacer
comparaciones, y es por esto que los algoritmos clásicos user-user e item-item también se incluirán
en la evaluación.

Desde otro punto de vista, en la sección 3.3.2.3 se concluyó que incluir la información de contexto al
calcular la similitud de usuarios e ı́tems podrı́a generar cambios en dichos cálculos. Por lo tanto, se
podrı́a considerar esta como una variación de los algoritmos que incluyen contexto. De igual forma,
otra variación viene del apartado “Similitud de contextos incluyendo la similitud de los usuarios o
ı́tems” de la sección 3.4.1 donde se indica que dentro de las distancias utilizadas para calcular el
contexto puede incluirse la similitud entre usuarios e ı́tems, dependiendo el caso. En conclusión, los
algoritmos que incluyen contexto pueden evaluarse a partir de tres variaciones: A) Simple, donde se
consideran los algoritmos tal como fueron pensados inicialmente; B) Con contexto en la similitud de
usuarios e ı́tems: s(η), donde el cálculo de similitud se hace incluyendo la información contextual; y
C) Con similitud de usuarios e ı́tems dentro del contexto: η(s), donde los valores de similitud de
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usuarios e ı́tems son considerados en el momento de calcular la similitud del contexto.

En resumen los algoritmos que serán evaluados son los siguientes:

Filtrado colaborativo clásico user-user (user-user): no incluye información contextual y es
considerado como punto de referencia para los algoritmos basados en filtrado user-user.

Filtrado colaborativo Context-User (context-user): Es un algoritmo que combina tanto
la similitud entre contextos como la similitud clásica entre usuarios. Será evaluado en sus
variaciones A, B y C.

Algoritmo usando sólo contexto basado en usuarios (context-based-user): Es un algoritmo
donde sólo se tiene en cuenta el contexto basado en el ambiente del consumidor. Será evaluado
en sus variaciones A, B y C.

Filtrado colaborativo clásico item-item (item-item): no incluye información contextual y es
considerado como punto de referencia para los algoritmos basados en filtrado item-item.

Filtrado colaborativo Context-Item (context-item): Es un algoritmo que combina tanto la
similitud entre contextos como la similitud clásica entre ı́tems. Será evaluado en sus variaciones
A, B y C.

Algoritmo usando sólo contexto basado en ı́tems (context-based-item): Es un algoritmo don-
de sólo se tiene en cuenta el contexto basado en el ambiente del proveedor. Será evaluado en sus
variaciones A, B y C.

5.2. Métricas de evaluación

Cuando se habla de evaluar un sistema siempre surge una pregunta referente a los aspectos que deben
ser evaluados del mismo. En el caso de los sistemas de recomendaciones, comúnmente la evaluación
se hace en dos aspectos: uno relacionado con la calidad de las recomendaciones, es decir, que tan bien
el sistema recomienda ı́tems; y otro referente al rendimiento del sistema, o en otras palabras, que tan
rápido el sistema es capaz de recomendar. Este último aspecto depende en gran medida de los atributos
del equipo hardware en el que se encuentra alojado el software y además, siempre es posible utilizar
técnicas de procesamiento distribuido, clustering, entre otras, para mejorar este valor. Por otro lado, la
calidad de las recomendaciones puede depender de aspectos como el algoritmo utilizado, el dataset,
la configuración de los módulos, entre otras; por este motivo, en este proyecto la evaluación se enfoca
principalmente en la calidad de las recomendaciones y para ello se ha recurrido a dos métricas.

67



Capı́tulo 5. Experimentación y resultados

5.2.1. RMSE: Root Mean Square Error

Esta es tal vez la métrica más utilizada para evaluar la precisión de las predicciones que realiza el
sistema. Para medirla, el sistema debe generar predicciones de calificaciones para un conjunto de
pares usuario-ı́tem para los cuales ya se conoce el rating real [105]. Comúnmente este rating es
conocido porque ha sido apartado del dataset final en un experimento offline, o porque se ha obtenido
previamente en un experimento online. El valor de RMSE entre un rating predicho r̂ui y un rating real
rui para un conjunto de datos T puede calcularse a partir de:

RMSE =

√√√√ 1

|T |
∑

(u,i)∈T

(r̂ui − rui)2 (5.3)

Con el objetivo de incluir la información contextual, la ecuación debe tener una pequeña modificación
que permita la consideración de un valor de contexto c, por lo tanto, el RMSE puede ser calculado de
la siguiente manera:

RMSE =

√√√√ 1

|T |
∑

(u,i,c)∈T

(r̂uic − ruic)2 (5.4)

Debe notarse que RMSE mide la diferencia entre la realidad y la predicción y por tanto se espera que
entre mejor sea el recomendador, menores sean los valores de RMSE.

5.2.2. Precisión

En muchas ocasiones no sólo resulta interesante conocer que tan preciso es el sistema para predecir
las calificaciones del usuario sobre los ı́tems, sino también la capacidad del sistema para recomendar
ı́tems que son interesantes para el usuario aún cuando este no los conoce. Cómo se muestra en la
tabla 5.1, los ı́tems que le son recomendados a un usuario pueden clasificarse en cuatro grupos acorde
al punto de vista del usuario. De modo que los ı́tems que son recomendados y al mismo tiempo
representan utilidad para el usuario son considerados verdaderos-positivos, por otro lado aquellos
que no representan utilidad se consideran falsos-positivos. La relación entre verdaderos-positivos y
falsos positivos permite medir la precisión del sistema, de tal modo, que la convierte en una métrica
que indica que tan bueno es el sistema para recomendar ı́tems que sean realmente atractivos para el
usuario. La ecuación 5.5 permite calcular los valores de precisión.

precision =
#tp

#tp+#fp
(5.5)

68



5.3. Definición del plan de pruebas

 Recommended  No Recommended

Used True
Positive 

Unusued False
Positive

True
Negative

False
Negative

(tp)

(fp)

(tn)

(fn)

Tabla 5.1: Clasificación de los posibles resultados de una recomendación de un ı́tem a un usuario Fuente:
adaptación de [105]

5.3. Definición del plan de pruebas

A partir de lo anterior se ha definido un plan de pruebas para la evaluación de cada uno de los
algoritmos definidos en la sección 5.1. El plan de pruebas se encuentra dividido en dos secciones, en
primer lugar se realizarán tests offline utilizando únicamente la información contenida en el dataset, y
en segundo lugar se realizarán tests online con usuarios reales. Además, en cada una de las secciones
se evaluarán tanto la métrica RMSE, como la métrica de Precisión.

5.3.1. Pruebas Offline

Las pruebas offline de sistemas de recomendaciones comúnmente se hacen a partir del particionado
del dataset en dos grupos de calificaciones de la forma R→ U × I ×C. El primer grupo es conocido
como dataset test o en español, pruebas, y es una sección del dataset que se esconde de las evaluacio-
nes y que se utiliza para determinar aquellos ratings que son conocidos; el segundo grupo es el dataset
training o entrenamiento, y a partir de él se predicen los ratings del de pruebas. Dicho de otro modo,
para calcular las métricas se comparan las predicciones generadas a partir el dataset de entrenamiento
con los valores reales obtenidos de pruebas. Para este proyecto se tomará un dataset de pruebas del
25 % del tamaño real, es decir, un entrenamiento del 75 % del dataset. Adicionalmente, Mahout cuenta
con las clases necesarias para realizar el particionado de forma aleatoria, y para evitar que se generen
cambios en alguna de las partes se duplicará del dataset eliminando aquellos ratings que hacen parte
de pruebas. Luego, con el objetivo de medir RMSE se pedirá al sistema que prediga los ratings
eliminados para compararlos con los valores reales. Por otro lado, para la medida de precisión se
ubicará un umbral que permita considerar los verdaderos-positivos como aquellos que se encuentren
con una calificación por encima de él, este umbral será de 2,7, seguidamente se solicitará al sistema re-
comendar algunos ı́tems y se verificará cuántos de ellos hacen parte del grupo de verdaderos positivos.

5.3.2. Pruebas Online

Para realizar las pruebas online se ha utilizado el aplicativo construido como piloto del sistema
diseñado en el capı́tulo 4. A continuación se describe el aplicativo desarrollado.

5.3.2.1. Aplicativo construido para la evaluación online de algoritmos de recomendaciones

La descripción del aplicativo construido para la evaluación online de los algoritmos de recomenda-
ciones se realizará a partir del diagrama de procesos presentado en la figura ??, donde se indica uno a
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uno los pasos que guiarán al usuario a través del experimento.

Context 
Recommender System

Test
Login

1

Set Context
Values

2

Rate
Ads

3

Select Good
Recommendations

4

RMSE
Test

Precision
Test

Figura 5.1: Diagrama de procesos para evaluación online Fuente: creación propia

Fases del experimento para la prueba online Las fases presentadas en la figura se describen a
continuación:

1. Login

Se espera que sólo usuarios que hayan participado en el experimento de creación del da-
taset descrito en el capı́tulo 3 participen también en este experimento. Por este motivo, existe
una interfaz de Login donde a partir del nombre de usuario y contraseña antes utilizados para
el registro en el sistema, el usuario puede ser identificado e inicie el experimento. Esta interfaz
es similar a la utilizada para iniciar sesión en el experimento de creación del dataset ver figura
3.9. En caso de no encontrar al usuario en la base de datos, el sistema presentará un mensaje
de error y revocará el inicio de sesión. Adicionalmente, El usuario puede intentar recordar su
contraseña, en caso de haberla olvidado. Para ello ingresará el correo utilizado en el registro y
los datos le serán enviados vı́a email.
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2. Fijar contexto

Al igual que en el experimento de creación del dataset, se espera que el usuario ingrese
de forma explı́cita los valores para cada una de las variables de contexto. Una vez el usuario
a ingresado estos valores, el sistema busca en la base de datos si existe un contexto con los
valores indicados por el usuario, si el contexto existe, el sistema lo fija con dicho Id. De lo
contrario, crea uno nuevo. Esta interfaz es similar a la utilizada para fijar el contexto en el
experimento de creación del dataset ver figura 3.10

3. Calificación de anuncios: Prueba RMSE

Una vez el usuario ha fijado su contexto inicia la prueba RMSE, para ello debe calificar
10 anuncios que le son presentados. El sistema antes de presentarlos genera predicciones para
dichos anuncios con cada uno de los algoritmos y sus variaciones, esta información luego será
utilizada para comparar las calificaciones reales con las predichas. Esta interfaz es similar a la
utilizada para calificar en el experimento de creación del dataset ver figura 3.11

4. Selección de anuncios relevantes: Prueba de Precisión

En este paso se espera contribuir con la prueba de precisión. Para ello, el sistema gene-
rará recomendaciones de 15 anuncios utilizando cada uno de los algoritmos definidos en el
sección 5.1 y el usuario deberá indicar cuales de ellos considera que son una buena recomen-
dación (verdaderos positivos) y cuales son una muy mala recomendación. La imagen de la
figura 5.2 presenta la interfaz de selección de anuncios relevantes. En ella puede observarse que
cada anuncio cuenta con tres botones: el botón verde para indicar que es relevante, el botón
blanco para indicar que le es indiferente y el botón amarillo para indicar que es una muy mala
recomendación.

Finalmente es importante mencionar que para la construcción del aplicativo se utilizaron las herra-
mientas: Java Enterprise Edition1, Java Server Faces2 para la capa de presentación soportada con la
librerı́a Primefaces3, y el dataset se encuentra alojado en una base de datos MySQL4. Finalmente, se
utilizó también la librerı́a Mahout-Context-Recommender creada como aporte de este proyecto para
la generación de SRs basados en contexto.

1JEE: es la versión empresarial de JAVA y es construido bajo la contribución de expertos de la industria. Ofrece interfaces
de usuario enriquecidas, alto rendimiento, versatilidad y portabilidad [106]

2JSF: esta tecnologı́a establece el estándar para construir interfaces de usuario de lado del servidor [95]
3Primefaces: es una librerı́a de código abierto con componentes para soportar interfaces de usuario en JSF. Se distribuye

bajo licencia apache [107]
4MySQL Server: es tal vez el motor de base de datos de código abierto más popular, ofrece alto rendimiento y escalabi-

lidad [108]
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Figura 5.2: Interfaz de métrica de precisión Fuente: creación propia
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5.4. Resultados y análisis del plan de pruebas

Después de definir el plan de pruebas que será llevado a cabo, el siguiente paso es ejecutar dicho plan.
A continuación se describen los resultados obtenidos.

5.4.1. Resultados de la prueba offline

5.4.1.1. Métrica RMSE

La primera prueba offline llevada a cabo estuvo relacionada con la métrica RMSE. La figura 5.3
muestra la diferencia entre los resultados del algoritmo de filtrado colaborativo clásico user-user y
aquellos que se basan en éste pero a su vez incluyen contexto, es decir, las diferencias calculadas a
partir de las ecuaciones 5.6 y 5.7. Por otro lado, la figura 5.4 presenta la diferencia de los algoritmos
basados en filtrado colaborativo item-item, ó en otras palabras, las diferencias calculadas a partir de
las ecuaciones 5.8 y 5.9.

RMSEcbu−u = RMSEcontext−based−user −RMSEuser−user (5.6)

RMSEcu−u = RMSEcontext−user −RMSEuser−user (5.7)

-0,589

-0,385

-0,585

-0,610

-0,558

0,013

-0,7 -0,6 -0,5 -0,4 -0,3 -0,2 -0,1 0 0,1

C) η(s)B) s(η)A) Simple

Context-User
RMSEcu-u

Eq: 5.7

Context-Based-User
RMSEcbu-u

Eq: 5.6

Figura 5.3: Resultados de la prueba RMSE offline para algoritmos user-user Fuente: creación propia
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RMSEcbi−i = RMSEcontext−based−item −RMSEitem−item (5.8)

RMSEci−i = RMSEcontext−item −RMSEitem−item (5.9)

C) η(s)B) s(η)A) Simple

Context-Item
RMSEci-i

Eq: 5.9

Context-Based-Item
RMSEcbi-i

Eq: 5.8
0,277

0,820

0,277

0,921

0,278

0,971

0 0,2 0,4 0,6 0,8 1,0 1,2

Figura 5.4: Resultados de la prueba RMSE offline para algoritmos item-item Fuente: creación propia

En los resultados de la prueba RMSE, es de apreciarse que el contexto puede mejorar la precisión
de las predicciones en algoritmos basados en usuarios, ya que este genera una disminución en los
resultados en casi todos los casos. No obstante, esta afirmación no es cierta en los algoritmos basados
en ı́tems donde al parecer, agregar información de contexto empeora los resultados. Respecto a las
variaciones, se ha determinado que incluir la similitud de usuarios o ı́tems al calcular la similitud
entre contextos genera un deterioro en los valores de RMSE. Sin embargo, incluir el contexto dentro
del cálculo de similitud de usuarios o ı́tems, no parece tener efectos relevantes en los resultados,
aunque en algunos casos, como en el algoritmo context-user, puede resultar en una mejora. Siendo
esto ası́, se ha determinado desechar la variación C (η(s)) y continuar con las variaciones A y B para
la prueba offline de precisión.

5.4.1.2. Métrica de Precisión

Los gráficos de las figuras 5.5 y 5.6 muestran la diferencia porcentual de la precisión entre los
algoritmos que incluyen contexto y los filtrados colaborativos clásicos, es decir, los resultados de las
ecuaciones 5.10, 5.11, 5.12 y 5.13. En ellas puede notarse que los mejores resultados se obtuvieron
con el algoritmo Context-Based-User, el cual, además pudo obtener recomendaciones relevantes
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para 33 usuarios, muy por encima de otros algoritmos. Asimismo se puede observar una mejora en
algunos algoritmos al incluir el contexto dentro de la similitud de usuarios. También es importante
notar que el algoritmo Context-Based-User generó una mejora en la precisión de cerca del 100 %
comparada con el filtrado user-user clásico, es decir que la precisión del algoritmo fue de más
del doble que la de un filtrado colaborativo clásico. Por otra parte, en los algoritmos item-item la
consideración de contexto parece desmejorar los resultados de precisión en la mayorı́a de los casos,
esto puede deberse a que las calificaciones para los ı́tems se encuentran muy dispersas en términos
de los contextos para los cuales fueron expresadas, y por tanto al existir calificaciones en contextos
muy distintos se pueden disminuir los casos en los que un item relevante es recomendado y afectar
directamente la métrica de precisión. Sin embargo, este es un problema que puede deberse prin-
cipalmente a la información del dataset y es posible que en un análisis online se mejoren los resultados.

Pcbu−u =
Precisioncontext−based−user − Precisionuser−user

Precisionuser−user
× 100 (5.10)

Pcu−u =
Precisioncontext−user − Precisionuser−user

Precisionuser−user
× 100 (5.11)

B) s(η)A) Simple

105%

105%

-52%

62%

-150% -100% -50% 0 50% 100% 150%

Context-User
Pcu-u

Eq: 5.11

Context-Based-User
Pcbu-u

Eq: 5.10

Figura 5.5: Resultados de la prueba de Precisión offline para algoritmos user-user Fuente: creación propia
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Pcbi−i =
Precisioncontext−based−item − Precisionitem−item

Precisionitem−item
× 100 (5.12)

Pci−i =
Precisioncontext−item − Precisionitem−item

Precisionitem−item
× 100 (5.13)

B) s(η)A) Simple

-850%

-850%

5%

-1000% -800% -600% -400% -200% 0 200%

-19%

Context-Item
Pci-i

Eq: 5.13

Context-Based-Item
Pcbi-i

Eq: 5.12

Figura 5.6: Resultados de la prueba de Precisión offline para algoritmos item-item Fuente: creación propia

Estos resultados conllevan a seleccionar la variación B para las pruebas online, es decir, contexto
incluido en la similitud de usuarios e ı́tems. Se espera que en dichas pruebas se obtengan mejores
valores de precisión y RMSE expresados por el usuario.

5.4.2. Resultados de la prueba online

El experimento online se llevó a cabo con 15 usuarios, los cuales pasaron por cada una de las
fases planteadas. Al igual que en el experimento offline se tuvieron en cuenta las métricas RMSE y
precisión. A continuación se presentan los resultados para cada una.

5.4.2.1. Métrica RMSE

La tabla 5.2 muestra los resultados de la prueba RMSE.

Al analizar los resultados obtenidos se encontró que:
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Algoritmo
User-User 1,506

Context-Based-Item 1,483

Context-Based-User 1,213

Context-User 1,422

Item-Item 2,088

RMSEPromedio

Context-Item 3,797

DESVIACIÓNTÍPICA

0,666

0,726

0,562

0,342

0,723

0,871

Tabla 5.2: Resultados de la métrica RMSE en la prueba online Fuente: creación propia

Los algoritmos basados en filtrado colaborativo User-user siempre tienen un mejor resultado en
cuanto al cálculo de las predicciones para este dataset especı́fico, que los algoritmos basados en
un filtrado item-item.

Tanto el algoritmo Context-User como el Context-Based-User presentan mejoras en RMSE in-
dicando que el contexto puede aumentar la precisión de las predicciones cuando se combina con
un enfoque de un filtrado colaborativo user-user.

Particularmente el algoritmo ContextBasedUser presenta el mejor resultado en RMSE.

Los algoritmos item-item para este dataset no parecen tener muy buenos resultados y el incluir
contexto puede resultar impredecible. En algunos casos como en Context-Based-Item pueden
mejorar mucho, pero en otros como Context-Item puede ser contraproducente.

Aunque las conclusiones hasta este punto parecen muy alentadoras, sobre todo en los algoritmos
user-user, es imprescindible realizar un análisis estadı́stico para determinar si efectivamente dichas
mejoras son significativas o son producto de resultados aleatorios. Para realizar dicho análisis
estadı́stico se llevaron a cabo los siguientes pasos:

1. Definición de la hipótesis nula y su negación: se partió de una hipótesis nula H0: “No hay
diferencia significativa en los resultados RMSE antes y después de aplicar context”, por su
parte la hipótesis que permitirı́a negar la hipótesis nula es H1: “Hay diferencia significativa en
los resultados de RMSE antes y después de aplicar contexto”.

2. Definición del nivel alpha (α): El valor de alpha seleccionado es del 5 %; α = 0,05. Si al
realizar la prueba de significancia se tienen valores menores que α, se rechazará la hipótesis
nula y se aceptará H1.

3. Elección de la prueba: Dado a que se trata de unas muestras relacionadas utilizamos un estu-
dio longitudinal donde nuestra variable fija es el utilizar o no el contexto. Finalmente nuestra
variable aleatoria es el promedio de las diferencias entre la predicción y la realidad para cada
usuario. Esta es una variable numérica, lo que indica que nuestro prueba debe ser un prueba
T-Student (muestras relacionadas).
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Parejas de algoritmos comparados p-value 
Par 1 user-user    0,017 

Par 2 user-user   0,625 

Par 3 item-item   0,075 

Par 4 item-item    0,000 

Par 5 user-user   0,061 

context-based-user

context-user 

context-based-item 

context-based-user

item-item 

Tabla 5.3: Resultados de prueba T-Student para valores RMSE Fuente: creación propia

4. Verificación del supuesto de normalidad: la muestra cuenta con menos de 30 individuos, por
este motivo el supuesto de normalidad fue evaluado a partir de una prueba de Chapiro-Wilk
donde se estableció como criterio que al obtener un pvalor >= α se aceptarı́a la hipótesis de
que los datos provienen de una distribución normal. Para dicha prueba se utilizó el software
estadı́stico SPSS[109] y los resultados mostraron que para todos los algoritmos pvalor > α,
concluyendo que los datos provienen de una distribución normal y permitiendo utilizar la prueba
de muestras relacionadas T-Student.

5. Ejecución de la prueba T-Student: Finalmente se llevó a cabo la prueba para determinar
la significancia de los resultados. Utilizando nuevamente el software SPSS se obtuvieron
los valores de significancia consignados en la Tabla 5.3. Estos resultados permiten concluir
que existe evidencia estadı́stica para asegurar que existe una diferencia significativa entre
los resultados de la prueba de RMSE para el algoritmo clásico user-user y el algoritmo
context-based-user, indicando que incluir información contextual en el filtrado user-user mejora
significativamente las predicciones. Por su parte también se encontró diferencia significativa
entre los algoritmos item-item y context-item, lo que permite afirmar que en el caso del filtrado
item-item la información de contexto podrı́a empeorar las predicciones. Para los demás pares de
algoritmos, no se puede determinar con certeza si la diferencia es estadı́sticamente significativa.

Como último paso, dados los buenos resultados del algoritmo context-based-user se decidió
hacer nuevamente la prueba de significancia pero esta vez comparando este algoritmo con las
demás aproximaciones. Los resultados consignados en la tabla 5.4 mostraron que existe una
diferencia significativa entre los resultados de la prueba RMSE de este algoritmo con todas las
demás aproximaciones, excepto con context-user, indicando que esta aproximación junto con
context-based-user podrı́an generar las mejores predicciones.

5.4.2.2. Métrica de Precisión

La tabla 5.5 resume los resultados obtenidos en la prueba de precisión. En ella se puede apreciar
en una primera impresión datos congruentes con el resultado de la prueba de RMSE, se esperaba
que el algoritmo user-user tuviese una mejor precisión que el item-item. Adicionalmente, era de
esperarse que el incluir contexto en el algoritmo user-user mejorara la precisión. En cuanto a los
algoritmos item-item los resultados parecen mostrar una mejora al incluir el contexto. Sin embargo,
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Parejas de algoritmos comparados p-value 
Par 1 context-based-user    0,017 

Par 2 context-based-user   0,224 

Par 3 context-based-user   0,010 

Par 4 context-based-user    0,024 

Par 5 context-based-user   0,000 

user-user

context-user 

item-item 

context-based-item

context-item 

Tabla 5.4: Resultados de prueba T-Student para valores de RMSE de context-based-user Fuente: creación
propia

Algoritmo
User-User 0,41

Context-Based-Item 0,33

Context-Based-User 0,52

Context-User 0,51

Item-Item 0,28

Precisión

Context-Item 0,34

DesviaciónTípica

0,15

0,19

0,20

0,18

0,20

0,22

Tabla 5.5: Resultados de la métrica de Precisión en la prueba online Fuente: creación propia

al igual que en la prueba RMSE es necesario realizar un análisis estadı́stico que permita determinar la
significancia de los resultados.

Para realizar el análisis estadı́stico se siguieron los mismos pasos desarrollados en la sección
5.4.2.1. En este caso la hipótesis nula planteada es H0: “No hay diferencia significativa en la
precisión antes y después de aplicar contexto” y la hipótesis H1: “Hay diferencia significativa en
la precisión antes y después de aplicar contexto” que permite rechazar la hipótesis nula. Se definió
nuevamente un valor α del 5 % y la verificación de normalidad usando Chapiro-Wilk indicó que
todas las muestras provienen de una distribución normal, permitiendo usar la prueba T-Student para
determinar la significancia. Esta vez los resultados de significancia mostraron evidencia estadı́stica
que indica que hay diferencia significativa entre el algoritmo context-user y user-user, también entre
context-based-user y user-user, indicando que un filtrado colaborativo user-user puede mejorar su
precisión en las recomendaciones mediante la inclusión de la información de contexto. En cuanto a
los algoritmos item-item, los resultados no fueron concluyentes, aunque cabe aclarar que se demostró
diferencia significativa en la precisión del algoritmo clásico user-user e item-item. Nuevamente fue
interesante determinar los resultados del algoritmo constext-based-user comparado con los demás.
Los resultados fueron resumidos en la tabla 5.6 y nuevamente se encontró una evidencia para ase-
gurar que este algoritmo posee los mejores resultados en cuanto a la precisión de las recomendaciones.
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Parejas de algoritmos comparados p-value 
Par 1 context-based-user    0,035 

Par 2 context-based-user   0,897 

Par 3 context-based-user   0,001 

Par 4 context-based-user    0,000 

Par 5 context-based-user   0,003 

user-user

context-user 

item-item 

context-based-item

context-item 

Tabla 5.6: Resultados de prueba T-Student para valores de Precisión de context-based-user Fuente: creación
propia

5.5. Conclusiones del capı́tulo

Este capı́tulo estuvo enfocado a la validación de los algoritmos generados en capı́tulo 3. Dicha
validación se realizó en dos etapas: primero se hicieron unas pruebas offline usando métricas
de precisión y RMSE. Estas pruebas permitieron descartar la variación de usar la similitud de
ı́tems o usuarios como parte del contexto, pues desmejoraba el resultado de las predicciones.
Luego estas mismas pruebas mostraron que el incluir el contexto dentro del calculo de similitud
entre usuarios o ı́tems, podrı́a mejorar la precisión del sistema casi en un 100 %, de esta
manera se descartó la variación C para la inclusión de contexto y se realizó la segunda etapa de
experimentación sólo con la variación B (contexto dentro de la similitud de usuarios o ı́tems).
En la segunda etapa se realizaron pruebas online donde 15 usuarios hicieron el proceso de
calificar ı́tems y recibir recomendaciones a partir de los seis algoritmos: user-user e item-item
clásicos, considerando tanto el contexto como la similitud de los usuarios, considerando
solo un contexto en un filtrado user-user (contexto basado en el usuario), considerando tanto
el contexto como la similitud de los ı́tems y considerando solo un contexto en un filtrado
item-item (contexto basado en el ı́tem).

Finalmente, Las pruebas online demostraron que los algoritmos user-user tienen un mejor re-
sultado en cuanto a RMSE y precisión que los algoritmos item-item para este dataset especı́fico,
y además para el filtrado colaborativo user-user, el incluir el contexto genera una mejora signi-
ficativa en la predicción y en las recomendaciones. Los valores de precisión en la prueba online
para los algoritmos context-user y context-based-user estuvieron por encima del 50 % lo que
representa un muy buen valor en términos de medir la calidad del sistema de recomendacio-
nes. Por su parte, la aproximación Context-Based-User presentó los mejores resultados en todas
las pruebas y permite concluir que es la mejor manera, al menos para este dataset, de incluir
información de contexto en un sistema de recomendaciones para publicidad ubicua.
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Conclusiones y trabajo futuro

6.1. Conclusiones del estado actual del conocimiento

El enfoque de vigilancia tecnológica mostró que el tema de Sistemas de recomendaciones
basados en contexto está actualmente en investigación, puesto que aunque se encuentran
algunos trabajos relacionados, aún es necesario realizar esfuerzos para sacar el mayor provecho
de este tema. Adicionalmente, se evidenció que este tipo de sistemas pueden ser implementados
en un sinnúmero de campos.

Los sistemas de recomendaciones para publicidad ubicua son también un tema en constante
investigación. Sin embargo, los sistemas de este tipo y que además incluyan información
contextual han sido muy poco explorados, hasta el punto que son muy escasos los datasets con
caracterı́sticas de contexto usables en un sistema de recomendaciones de este tipo.

El rango de fechas consultadas está entre 1997 y 2016, dado a que muchos conceptos se
remontan a hace ya más de 15 años, pero sus implementaciones siguen solucionando problemas
actuales. Adicionalmente, como se mencionó se trata de un tema en constante investigación por
lo que es entendible que existan proyectos que se están publicando en el presente año.

Se logró estudiar algunos trabajos enfocados en el concepto de publicidad ubicua, muchos
de ellos se quedan en el concepto y no presentan una implementación de la misma. Algunos
aunque si implementan sistemas de publicidad ubicua no se presentan como sistemas de
recomendaciones y tampoco incluyen la información del contexto.

Se estudiaron trabajos que presentan la importancia de utilizar contexto dentro de los sistemas
de recomendaciones. Sin embargo, sólo se enfocan en enseñar el concepto de reducción de
dimensionalidad como un mecanismo para incluir más variables dentro del espacio clásico
R : Usuario× Item agregando una nueva dimensión R : Usuario× Item×Contexto y no
se expresa exactamente las variables de contexto utilizadas.
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Muchos trabajos se enfocan en la validación del mejor momento para incluir el contexto, en un
prefiltro o en un postfiltro. Otros presentan la posibilidad de utilizar similitud entre contextos,
pero no expresan un mecanismo exacto para medir dicha similitud y se limitan a determinar si
el concepto es válido, dejando estáticos los valores de similitud para un conjunto de contextos
predefinidos. Asimismo, Los pocos trabajos que muestran implementaciones de estos sistemas
sólo utilizan una única variable y por tanto no especifican el dominio completo de las mismas.

6.2. Conclusiones de contexto en entornos de publicidad ubicua y su
implantación en Sistemas de recomendaciones

Dado a que existen distintas definiciones para el contexto, se debe hacer un estudio a fondo
de lo que cada definición describe para llegar a una que se adapte completamente a los
requerimientos del sistema. Para este caso particular se basó en la definición dada por Schillit
en la que se establece que el contexto se compone de tres aspectos “dónde estás”, “con quién
estás” y “con qué recursos cuentas”.

Aunque existen algunos modelos de contexto para entornos de publicidad, no han sido pensados
para ser usados en Sistemas de Recomendaciones. En este trabajo se hizo una adaptación del
modelo de Bauer y Spiekerman pensado para un caso especı́fico de publicidad ubicua conocida
como digital signage. Las principales adaptaciones consistieron en eliminar los niveles macro
y micro, pues la publicidad es principalmente situacional; y en la agregación de la variable
“interacción con el sistema”.

El incluir nuevas variables a un sistema de recomendaciones sugiere migrar del espacio
bidimensional U × I a un espacio multidimensional donde cada variable de contexto se
convierte en una nueva dimensión que debe ser tenida en cuenta. Adomavicius ha planteado
una alternativa para la solución de la nueva matriz de factorización, mediante una aproximación
de reducción de dimensionalidad que permite regresar a una matriz bidimensional y aplicar
algoritmos de filtrado colaborativo clásico.

Aunque existen tres posibles opciones para hacer la reducción de dimensionalidad, estudios
previos demostraron que una aproximación basada en modelo puede generar mejores resultados
respecto a la métrica de precisión, en la mayorı́a de los casos. Para este trabajo se realizaron
algunas pruebas usando prefiltrado y postfiltrado, obteniendo con ellas resultados poco
relevantes. Dichas conclusiones combinadas con afirmaciones de otros autores dieron paso a la
selección de una aproximación basada en modelo como mecanismo de inclusión de contexto
dentro del sistema de recomendaciones.

Se logró generar una adaptación de las ecuaciones de filtrado colaborativo clásico user-user
e item-item para agregar en ellas la información contextual. Al hacer estas adaptaciones se
encontró que para un filtrado user-user no es posible incluir información del ambiente del
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proveedor, pues en este caso los ı́tems se dejan constantes mientras se evalúan las similitudes
entre los usuarios. En el caso del filtrado item-item ocurre lo contrario y no es posible incluir
información del ambiente del consumidor. El ambiente fı́sico por su parte, puede ser tenido en
cuenta en ambos filtrados.

Algunos ejercicios demostraron que tener en cuenta el contexto puede cambiar por completo
el nivel de similitud entre los usuarios y que estos resultados pueden hacerse extensibles
a la similitud entre items. Por este motivo se planteó otra manera de incluir contexto en el
modelo afectando directamente la ecuación encargada de medir similitud entre usuarios o items.

Las aproximación basada en modelo para la inclusión de información contextual sugiere la
necesidad de determinar un mecanismo para medir la similitud entre dos contextos. Para ello
se planteó una ecuación de similitud de contextos partiendo de la distancia euclidiana entre
dos objetos. Cabe resaltar que esta ecuación de similitud requiere además de las variables
contextuales, pesos de importancia para cada una de ellas y, por tanto, se requiere que el
dataset permita tener indicios de estos pesos o que se haga un estudio de marketing que permita
definirlos con más rigor.

Una última aproximación a la inclusión de información contextual sugerida es eliminar el
factor de similitud entre usuarios de la ecuación de filtrado y en su lugar poner la similitud
entre contextos, con la modificación de que esta similitud de contextos incluirı́a en su cálculo
la similitud entre usuarios o ı́tems como una distancia más.

El dataset es una de las partes más importantes en el momento de hacer pruebas a un sistema
de recomendaciones. Sin embargo, para el caso especı́fico de publicidad no son muy comunes
los datasets y aún menos que también involucren información contextual. Por este motivo fue
necesario diseñar un aplicativo que permitiese recolectar calificaciones sobre algunos anuncios
obtenidos del dataset de SMARTA e incluir en ellos información del contexto de la calificación.
El aplicativo en cuestión fue desarrollado usando tecnologı́as Web, contó con la participación
de cerca de 100 usuarios y logró conseguir más de 1500 ratings. Dicho dataset se encuentra
disponible para ser utilizado en trabajos relacionados.

Para determinar los pesos de cada una de las variables contextuales se solicitó en el mismo
aplicativo la razón primordial por la cual los usuarios daban su calificación a los anuncios, luego
el peso de la variable es equivalente a la probabilidad de que dicha variable sea seleccionada
como razón principal.

El hacer varias iteraciones del experimento para reunir información contextual permitió depurar
el aplicativo antes de salir a producción. Muchos de los consejos aportados por potenciales
usuarios, permitieron tomar decisiones clave que ayudaron a obtener excelentes resultados en
el dataset final.
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Capı́tulo 6. Conclusiones y trabajo futuro

6.3. Conclusiones de Construcción de un sistema de recomendaciones
soportado en información contextual

Tomando como base la arquitectura de un sistema de recomendaciones simple de Mahout, logró
construirse una arquitectura de referencia para sistemas de recomendaciones que involucran in-
formación contextual utilizando las ecuaciones planteadas en el capı́tulo 3. Dicha arquitectura,
puede superponerse al marco de trabajo Mahout y facilitar su utilización por parte de terceros.
Adicionalmente se construyó un piloto que permite la evaluación del sistema construido, y que
será descrito con detalle en el capı́tulo 5 donde, a partir del plan de pruebas, será más fácil de
comprender.

Dado a que se diseñó una arquitectura basada en interfaces de JAVA, se hace fácilmente
escalable para sistemas de recomendaciones en otros entornos. De hecho, se facilita la
generación algoritmos de recomendaciones utilizando contextos diferentes a los planteados
durante el desarrollo de este proyecto, pues para ello sólo bastarı́a con extender la clase
“ContextRecommender”, demostrando la facilidad de escalabilidad del sistema.

Se construyó la librerı́a “Mahout Context Recommeder” como una contribución a la comunidad
de desarrolladores, usuarios y otros involucrados en el marco de trabajo Mahout. Dicha
librerı́a contiene todas las clases planteadas en el diagrama 4.4 y fue diseñada para utilizarse
como una extensión del framework, de forma que es fácil de utilizar, altamente escalable y
adaptable a diferentes dominios. Esto puede verse evidenciado en el anexo B donde con cinco
sencillos pasos puede construirse un sistema de este tipo completamente habilitado para generar
recomendaciones. En cuanto a la evaluación de los sistemas desarrollados utilizando dicha
librerı́a, vale la pena destacar que guarda una estrecha relación con los módulos básicos de
Mahout y por tanto, es posible utilizar sus algoritmos de evaluación sin mayores modificaciones.

6.4. Conclusiones de experimentación y resultados

Se realizó una validación de los algoritmos presentados en el capı́tulo 3 en dos etapas: primero
se hicieron unas pruebas offline usando métricas de precisión y RMSE. Estas pruebas permi-
tieron descartar la variación de usar la similitud de ı́tems o usuarios como parte del contexto,
pues desmejoraba el resultado de las predicciones. Luego estas mismas pruebas mostraron que
el incluir el contexto dentro del calculo de similitud entre usuarios o ı́tems, podrı́a mejorar
la precisión del sistema casi en un 100 %, de esta manera se descartó la variación C para la
inclusión de contexto y se realizó la segunda etapa de experimentación sólo con la variación B
(contexto dentro de la similitud de usuarios o ı́tems). En la segunda etapa se realizaron pruebas
online donde 15 usuarios hicieron el proceso de calificar ı́tems y recibir recomendaciones a
partir de los seis algoritmos: user-user e item-item clásicos, considerando tanto el contexto
como la similitud de los usuarios, considerando solo un contexto en un filtrado user-user
(contexto basado en el usuario), considerando tanto el contexto como la similitud de los ı́tems
y considerando solo un contexto en un filtrado item-item (contexto basado en el ı́tem).
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6.5. Trabajo Futuro

Las pruebas online demostraron que los algoritmos user-user tienen un mejor resultado en cuan-
to a RMSE y precisión que los algoritmos item-item para este dataset especı́fico, y además para
el filtrado colaborativo user-user, el incluir el contexto genera una mejora significativa en la
predicción y en las recomendaciones. Los valores de precisión en la prueba online para los al-
goritmos context-user y context-based-user estuvieron por encima del 50 % lo que representa
un muy buen valor en términos de medir la calidad del sistema de recomendaciones. Por su par-
te, la aproximación Context-Based-User presentó los mejores resultados en todas las pruebas y
permite concluir que es la mejor manera, al menos para este dataset, de incluir información de
contexto en un sistema de recomendaciones para publicidad ubicua.

6.5. Trabajo Futuro

Es necesario evaluar el sistema utilizando un dataset distinto al construido aquı́ para deter-
minar nuevos hallazgos que puedan presentarse. Dichos datasets deben contener información
contextual que se encuentre ajustada al modelo planteado para que pueda ser procesado por el
sistema, estas mismas limitaciones llevaron a que no fuera posible encontrar distintos datasets
durante la ejecución de este trabajo.

El sistema no fue evaluado considerando métricas de rendimiento, por tanto, con el objetivo de
ponerlo en producción es necesario realizar dichas pruebas.

Este trabajo sólo se enfoca en la utilización del modelo contextual planteado pero no determina
los mecanismos para recolectar dicha información de forma implı́cita. Para este proceso deben
realizar esfuerzos utilizando diferentes tecnologı́as que permitan el descubrimiento de la
información.

Es posible que las ecuaciones planteadas funcionen en distintos dominios de aplicación. Sin em-
bargo, puede darse el caso de que alguna de ellas funcione mejor que las otras en cada dominio,
por tanto, se requieren pruebas adicionales acorde al objetivo del sistema para el cual se utilicen.

Se considera que la arquitectura manejada por la librerı́a y la estructura de clases puede ser
aplicada a diferentes dominios, no sólo al de publicidad. Sin embargo, las medidas de similitud
de contexto son especı́ficas para el modelo de publicidad diseñado y para el dataset utilizado,
por tanto se requiere un trabajo adicional para generar el mecanismo de cálculo de similitud
entre contextos propio del entorno de aplicación.

La librerı́a puede extenderse para soportar diferentes mecanismos de inclusión de contexto.
Para este trabajo se enfocó en medir la similitud entre contextos únicamente con una distancia
euclidiana, y es posible que otras medidas de similitud como la correlación de Pearson o
Spearman puedan utilizarse para realizar esta medida. La librerı́a desarrollada cuenta con todo
lo necesario para facilitar la implementación de estas medidas de similitud de contextos sin
alterar otros módulos, como el recomendador o el modelo de datos.

85





Bibliografı́a

[1] K. Partridge and B. Begole, “Activity-based advertising,” in Pervasive Advertising, pp. 83–101,
Springer, 2011. 3, 11

[2] R. Lohtia, N. Donthu, and M. D. Guillory, “The impact of advertising, trustworthiness, and
valence on the effectiveness of blogs,” International Journal of Electronic Marketing and Re-
tailing, vol. 5, no. 4, pp. 317–339, 2013. 3

[3] R. Uribe, C. Buzeta, and M. Velásquez, “Sidedness, commercial intent and expertise in blog
advertising,” Journal of Business Research, 2016. 3

[4] S. Elliott, “The Media Business: Advertising; A Survey of Consumer At-
titudes Reveals the Depth of the Challenge that the Agencies Faces.”
http://www.nytimes.com/2004/04/14/business/media-businessadvertising-survey-consumer-
attitudes-reveals-depth-challenge.html, Accedido en 02 2016. 3

[5] C. Bauer and S. Spiekermann, “Conceptualizing Context for Pervasive Advertising,” in Perva-
sive Advertising (J. Müller, F. Alt, and D. Michelis, eds.), Human-Computer Interaction Series,
pp. 159–183, Springer London, jan 2011. 3, 9, 12, 19, 20, 21

[6] P. Santos, F. Ribeiro, and J. Metrolho, “Using pervasive computing technologies to deliver
personal and public ads in public spaces,” pp. 1–6, 2012. 3

[7] J. Zhou, E. Gilman, M. Ylianttila, and J. Riekki, “Pervasive service computing: Visions and
challenges,” in Computer and Information Technology (CIT), 2010 IEEE 10th International
Conference on, pp. 1335–1339, IEEE, 2010. 3

[8] J. Müller, F. Alt, and D. Michelis, “Pervasive Advertising,” pp. 1–29, Springer London, 2011.
3, 12

[9] A. Ferscha, W. Swoboda, and C. Wimberger, “En passant Coupon Collection,” 2009. 3

[10] Q. Gao, P.-L. P. Rau, and G. Salvendy, “Measuring perceived interactivity of mobile advertise-
ments,” Behaviour & IT, vol. 29, no. 1, pp. 35–44, 2010. 3

[11] D. Michelis and H. Send, “Engaging Passers-by with Interactive Screens-A Marketing Perspec-
tive.,” in GI Jahrestagung, pp. 3875–3881, 2009. 3
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dicke, “Adaptive User Profiles in Pervasive Advertising Environments,” 2009. 3

[14] S. Soroa-Koury and K. C. C. Yang, “Factors affecting consumers’responses to mobile adver-
tising from a social norm theoretical perspective,” Telematics and Informatics, vol. 27, no. 1,
pp. 103–113, 2010. 3

[15] S. Spiekermann, “Product context in EC websites: how consumer uncertainty and purchase risk
drive navigational needs,” in Proceedings of the 5th ACM conference on Electronic commerce,
pp. 200–207, ACM, 2004. 4

[16] M. A. Domingues, A. M. Jorge, and C. Soares, “Using contextual information as virtual items
on top-n recommender systems,” arXiv preprint arXiv:1111.2948, 2011. 4, 25

[17] D. E. Vengroff, “RecLab: a system for eCommerce recommender research with real data, con-
text and feedback,” in Proceedings of the 2011 Workshop on Context-awareness in Retrieval
and Recommendation, pp. 31–38, ACM, 2011. 4, 9, 12, 17

[18] B. Schilit, N. Adams, and R. Want, “Context-aware computing applications,” in Mobile Com-
puting Systems and Applications, 1994. WMCSA 1994. First Workshop on, pp. 85–90, IEEE,
1994. 4, 18

[19] “Pmbok guide and standards.” http://www.pmi.org/PMBOK-Guide-and-Standards.aspx, Acce-
dido en 05 2016. 5

[20] P. Kruchten, The rational unified process: an introduction. Addison-Wesley Professional, 2004.
5

[21] W. B. Ashton and R. A. Klavans, Keeping Abreast of Science and Technology: Technical Inte-
lligence in Business. Battelle Press, 1997. 10

[22] F. Ricci, L. Rokach, and B. Shapira, “Recommender systems: Introduction and challenges,” in
Recommender Systems Handbook, pp. 1–34, Springer, 2015. 10

[23] K. F. Yeung and Y. Yang, “A proactive personalized mobile news recommendation system,” in
Developments in E-systems Engineering (DESE), 2010, pp. 207–212, IEEE, 2010. 10

[24] A. Lommatzsch and S. Albayrak, “Real-time recommendations for user-item streams,” in Pro-
ceedings of the 30th Annual ACM Symposium on Applied Computing, pp. 1039–1046, ACM,
2015. 10

[25] G. Dror, Y. Koren, Y. Maarek, and I. Szpektor, “I want to answer; who has a question?: Yahoo!
answers recommender system,” in Proceedings of the 17th ACM SIGKDD international confe-
rence on Knowledge discovery and data mining, pp. 1109–1117, ACM, 2011. 10

[26] G. Linden, B. Smith, and J. York, “Amazon. com recommendations: Item-to-item collaborative
filtering,” Internet Computing, IEEE, vol. 7, no. 1, pp. 76–80, 2003. 11
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Nores, “Semantic inference of user’s reputation and expertise to improve collaborative recom-
mendations,” Expert Systems with Applications, vol. 39, pp. 8248–8258, jul 2012. 11

[36] B. Towle and C. Quinn, “Knowledge based recommender systems using explicit user models,”
in Proceedings of the AAAI Workshop on Knowledge-Based Electronic Markets, pp. 74–77,
2000. 11

[37] C. C. Aggarwal, “Knowledge-based recommender systems,” in Recommender Systems,
pp. 167–197, Springer, 2016. 11

[38] A. Felfernig, G. Friedrich, D. Jannach, and M. Zanker, “Constraint-based recommender sys-
tems,” in Recommender Systems Handbook, pp. 161–190, Springer, 2015. 11

[39] A. G. Parameswaran and H. Garcia-Molina, “Recommendations with prerequisites,” in Pro-
ceedings of the third ACM conference on Recommender systems, pp. 353–356, ACM, 2009.
11

[40] A. G. Parameswaran, H. Garcia-Molina, and J. D. Ullman, “Evaluating, combining and gene-
ralizing recommendations with prerequisites,” in Proceedings of the 19th ACM international
conference on Information and knowledge management, pp. 919–928, ACM, 2010. 11
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Anexo A

Descripción de casos de uso de la librerı́a
Mahout-Context-Recommender

Antes de presentar el diagrama de casos de uso, es importante resaltar que dado a que lo que se espera
construir inicialmente es una librerı́a que permita incluir la información de contexto dentro de los
sistemas de recomendaciones en el framework Mahout, los usuarios de la librerı́a serán aquellos pro-
gramadores o desarrolladores de software que pretendan dotar a sus sistemas con esta funcionalidad.
La figura A.1 presenta las funcionalidades que un desarrollador esperarı́a poder realizar con la librerı́a.

Aunque el caso de uso “Obtener recomendaciones usando contexto” se puede considerar como la
funcionalidad principal de la librerı́a, existen también otros casos que son valiosos. Por ejemplo,
el construir un modelo de datos usando la información contextual o el poder calcular la similitud
entre contextos, son funcionalidades que apoyan a la generación de recomendaciones y que también
pueden ser utilizadas de forma aislada con otros objetivos. A continuación se describen cada uno de
los casos de uso del diagrama.

1. CU1: Construir un modelo de datos contextual

Actores: Usuario Programador.

Requisitos: El usuario cuenta con la información necesaria para construir el modelo de
datos. Dicha información puede estar contenida en un archivo de texto plano, base de datos o
generarse por código.

Flujo de eventos:

a) El usuario determina el tipo de almacenamiento de los datos y crea una conexión según el
caso.

b) El usuario inicializa el modelo con la conexión creada.

c) El sistema retorna un modelo de datos con los elementos almacenados.

Flujos alternos: Si el elemento que almacena los datos no cuenta con la información requerida
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Anexo A. Descripción de casos de uso de la librerı́a Mahout-Context-Recommender

Calculate Context
Similarity

<<library>>

Mahout-Context
Recommender

Get Recommendations
Using context

Make a Context
Data model

Get User Similarity
Using context

Get Item Similarity
Using context

Make a Datamodel
from Database

<<Extends>>

<<Include>>

<<Include>>

User
Developer

Figura A.1: Diagrama de casos de uso de la librerı́a Fuente: propia
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se genera una excepción.

Resultado: Modelo de datos con los elementos almacenados.

2. CU2: Construir un modelo de datos a partir de base de datos

Actores: Usuario Programador.

Requisitos: El usuario cuenta con una base de datos con la información necesaria para
construir el modelo. Dicha base de datos cuenta con una tabla que almacena las preferencias y
los identificadores de usuarios, ı́tems y contextos.

Flujo de eventos:

a) El usuario importa los controladores necesarios para la conexión con la base de datos.

b) El usuario crea una conexión con la base de datos indicando la tabla que almacena las
preferencias y los nombres de columnas para el id de usuario, ı́tem y contexto.

c) El sistema retorna un modelo de datos con los elementos almacenados en la base de datos.

Flujos alternos: Si el elemento que almacena los datos no cuenta con la información requerida
se genera una excepción.

Resultado: Modelo de datos con los elementos almacenados en la base de datos.

3. CU3: Calcular similitud entre contextos

Actores: Usuario Programador.

Requisitos:

El usuario ha configurado correctamente los pesos para cada una de las variables contex-
tuales, ası́ como las distancias.

El usuario ha construido el modelo de datos y los contextos que se desean comparar se
encuentran incluidos en dicho modelo.

Flujo de eventos:

a) El usuario instancia un objeto que permita realizar el cálculo de similitud.

b) El usuario invoca el cálculo de similitud entregando como parámetros los ids de cada uno
de los contextos.

c) El sistema retorna un valor de similitud entre los dos contextos comparados.
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Flujos alternos: Si alguno de los contextos o ambos no son encontrados dentro del modelo de
datos se genera una excepción indicando el problema.

Resultado: Valor de similitud entre dos contextos dados.

4. CU4: Calcular similitud entre usuarios usando contexto

Actores: Usuario Programador.

Requisitos: El usuario ha definido un mecanismo de cálculo de similitud entre contex-
tos.

Flujo de eventos:

a) El usuario instancia un objeto que permita realizar el cálculo de similitud entre usuarios
utilizando contexto.

b) El usuario invoca el cálculo de similitud entregando como parámetros los ids de cada uno
de los usuarios.

c) El sistema retorna un valor de similitud entre los dos usuarios comparados.

Flujos alternos: Si alguno de los usuarios o ambos no son encontrados dentro del modelo de
datos se genera una excepción indicando el problema.

Resultado: Valor de similitud entre dos usuarios dados.

5. CU5: Calcular similitud entre ı́tems usando contexto

Actores: Usuario Programador.

Requisitos: El usuario ha definido un mecanismo de cálculo de similitud entre contex-
tos.

Flujo de eventos:

a) El usuario instancia un objeto que permita realizar el cálculo de similitud entre ı́tems
utilizando contexto.

b) El usuario invoca el cálculo de similitud entregando como parámetros los ids de cada uno
de los ı́tems.

c) El sistema retorna un valor de similitud entre los dos ı́tems comparados.

Flujos alternos: Si alguno de los ı́tems o ambos no son encontrados dentro del modelo de
datos se genera una excepción indicando el problema.
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Resultado: Valor de similitud entre dos ı́tems dados.

6. CU6: Generar recomendaciones usando contexto

Actores: Usuario Programador.

Requisitos:

a) El usuario ha construido un modelo de datos que incluye información contextual.

b) El usuario ha definido un mecanismo de cálculo de similitud entre contextos.

c) El usuario ha definido un mecanismo de cálculo de similitud entre usuarios o ı́tems.

d) El usuario ha definido una vecindad en caso de ser necesario.

Flujo de eventos:

a) El usuario instancia un objeto que permita generar las recomendaciones para un usuario
dado.

b) El usuario invoca la generación de recomendaciones entregando como parámetros el id del
usuario para el cual desea recomendar, el número de recomendaciones solicitadas y el id
del contexto para el cuál se recomendará.

c) El sistema retorna un listado de ı́tems recomendados cuya longitud es igual o menor a la
cantidad de ı́tems solicitados por el usuario.

Flujos alternos: Si el modelo de datos no es un modelo de datos contextual se genera una
excepción indicando el problema.

Resultado: Listado de ı́tems recomendados.
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Anexo B

Implementación de un Sistema de
Recomendaciones que involucra
información contextual utilizando la
librerı́a “Mahout Context
Recommender”

En este anexo se describe el paso a paso para la construcción de un Sistema de recomendaciones
que involucra información contextual a partir de la utilización de la librerı́a Mahout-Context-
Recommender. Para ello se utilizará el IDE de desarrollo Eclipse en su versión Kepler, el kit de
desarrollo de JAVA (JDK) versión 7 y la distribución 0.7 de Mahout. En esta sección se presentarán
los pasos necesarios para llevar a cabo la tarea principal que puede realizarse con la librerı́a. Es decir,
la generación de recomendaciones utilizando contexto. Esta funcionalidad se encuentra expuesta en
el diagrama de casos de uso presentado en al figura A.1 y hace uso de las otras funcionalidades de la
librerı́a.

Las siguientes secciones describen los pasos para construir el SR con información contextual.

B.1. Agregar las librerı́as necesarias al proyecto

Las librerı́as que se requieren son básicamente la distribución 0.7 de Mahout que se puede
agregar al proyecto mediante sus archivos .jar y que pueden ser descargados del siguiente link:
https://archive.apache.org/dist/mahout/0.7/mahout-distribution-0.7.tar.gz

Adicionalmente se requieren el driver JDBC para MySQL (para este caso se utilizó la versión 5.1.22)
y la librerı́a generada en este proyecto (MahoutContextRecommender.jar), ambos se encuentran
también en paquetes .jar.
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contextual utilizando la librerı́a “Mahout Context Recommender”

B.2. Instanciar un Modelo de datos que incluye información contextual

Durante el desarrollo de la librerı́a solo se implementaron las clases necesarias para construir un
modelo a partir de una base de datos MySQL. Sin embargo, es posible implementar las clases
necesarias para construir modelos de datos a partir de archivos de texto plano o bases de datos
en motores diferentes a MySQL. Para este caso particular se presentará cómo construir el modelo
utilizando las clases ya implementadas. Para ello se debe contar con una base de datos como la de la
figura 4.5.

La instanciación del modelo de datos se realiza en los siguientes pasos:

Crear un DataSource:
La fuente de datos o DataSource es una clase del Driver JDBC de MySQL que permite hacer
una conexión con la base de datos. Para generarla se requiere inicialmente importar la clase
MysqlDataSource y luego inicializarla con los datos de conexión de la base de datos. El código
de la figura B.1 es un ejemplo para la creación de la fuente de datos.

import com.mysql.jdbc.jdbc2.optional.MysqlDataSource;

public class ContextRecommender {

 MysqlDataSource dataSource = new MysqlDataSource();
 dataSource.setServerName("localhost");
 dataSource.setUser("user_name");
 dataSource.setPassword("password");
 dataSource.setDatabaseName("database_name");

}

Figura B.1: Creación de la fuente de datos Fuente: propia

Crear un “almacén” de conexiones:

Una buena práctica cuando se trabaja con base de datos es utilizar almacenes o en inglés
“pools” de conexiones. Con ello, se mantienen algunas conexiones abiertas y de esta manera
las consultas se hacen mucho más rápido. Mahout permite implementar este pool de cone-
xiones mediante la clase ConnectionPoolDataSource. La figura B.2 contiene el código con la
implementación.

Crear el modelo de datos:
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B.3. Crear un objeto para medir la similitud entre contextos

import com.mysql.jdbc.jdbc2.optional.MysqlDataSource;
import org.apache.mahout.cf.taste.impl.model.jdbc.ConnectionPoolDataSource;

public class ContextRecommender {

 MysqlDataSource dataSource = new MysqlDataSource();
 ...
 ConnectionPoolDataSource poolDataSource 
      = new ConnectionPoolDataSource(dataSource);

}

Figura B.2: Creación de una piscina de conexiones para la base de datos Fuente: propia

Una vez se tiene el almacén de conexiones, es posible generar el modelo de datos. Para ello
simplemente es necesario importar las clases ContextDataModel y MySQLJDBCContextData-
Model e instanciar. La instanciación solicita como parámetros el nombre de la tabla donde se
encuentran los registros de preferencias y los nombres de las columnas: usuario, ı́tem, contexto,
preferencia y timestamp. La figura B.3 presenta el código para la creación del modelo de datos.

B.3. Crear un objeto para medir la similitud entre contextos

Después de creado el modelo de datos es posible generar un objeto encargado de medir la similitud
entre contextos. Para ello es necesario inicialmente importar las clases ContextSimilarity y Eucli-
dianContextSimilarity, siendo esta última una implementación de la primera. La instanciación sólo
requiere el modelo de datos como parámetro de entrada. El código de la figura B.4 presenta los
resultados.

B.4. Crear un objeto para medir similitud entre usuarios o ı́tems inclu-
yendo contexto

Como se presentó en el capı́tulo 3 la similitud de usuarios o ı́tems puede verse afectada al incluir
información contextual. Para que esto se vea reflejado en el SR es necesario implementar la similitud
entre usuarios o ı́tems a partir de la clase PearsonCorrelationSimiliarityWithContext, la cual es una
implementación de las interfaces UserSimilarity e ItemSimilarity. La figura B.5 incluye el código
para realizar las instanciaciones. Cabe rescatar que esta clase solicita como parámetro además del
modelo de datos, un objeto de tipo ContextSimilarity.
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import com.mysql.jdbc.jdbc2.optional.MysqlDataSource;
import org.apache.mahout.cf.taste.impl.model.jdbc.ConnectionPoolDataSource;
import org.unicauca.mahout.cf.taste.impl.recommender.ContextDataModel;
import org.unicauca.mahout.cf.taste.impl.recommender.MySQLJDBCContextDataModel;

public class ContextRecommender {

 MysqlDataSource dataSource = new MysqlDataSource();
 ...
 ConnectionPoolDataSource poolDataSource 
      = new ConnectionPoolDataSource(dataSource);
 ContextDataModel dataModel = new MysqlJDBCContextDataModel(
      poolDataSource,
      "taste_preferences",
      "user_id",
      "item_id",
      "context_id",
      "preference",
      "timestamp",
      );
}

Figura B.3: Creación del modelo de datos con información contextual Fuente: propia

import ...
import org.unicauca.mahout.cf.taste.impl.recommender.ContextSimilarity;
import org.unicauca.mahout.cf.taste.impl.recommender.EuclidianContextSimilarity;

public class ContextRecommender {

 MysqlDataSource dataSource = new MysqlDataSource();
 ...
 ConnectionPoolDataSource poolDataSource 
      = new ConnectionPoolDataSource(dataSource);
 ContextDataModel dataModel = new MysqlJDBCContextDataModel(...);
 ContextSimilarity contextSimilarity = new EuclidianContextSimilarity(dataModel);
}

Figura B.4: Instanciación de un objeto para medir similitud entre contextos Fuente: propia
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B.5. Crear el recomendador utilizando información de contexto

import ...
import org.unicauca.mahout.cf.taste.impl.recommender
           .PearsonCorrelationSimilarityWithContext;

public class ContextRecommender {
 ...
 //Cuando se trata de un SR basado en filtrado user-user
 UserSimilarity userSimilarity 
     = new PearsonCorrelationSimilarityWithContext(dataModel, contextSimilarity);
 
 //Cuando se trata de un SR basado en filtrado item-item
 ItemSimilarity itemSimilarity 
     = new PearsonCorrelationSimilarityWithContext(dataModel, contextSimilarity);
}

Figura B.5: Instanciación de un objeto para medir similitud entre usuarios e items incluyendo contexto
Fuente: propia

B.5. Crear el recomendador utilizando información de contexto

Una vez se han creado todo los objetos necesarios, el último paso para construir un sistema de
recomendaciones utilizando contexto a partir de la librerı́a “Mahout Context Recommeder” es crear
el objeto encargado de hacer las recomendaciones. Para ello, es necesario instanciar un objeto del
tipo UserBasedContextRecommender cuando se desea trabajar con un filtrado user-user o del tipo
ItemBasedContextRecommender cuando se desea un filtrado item-item. Es importante mencionar
que en el caso de user-user se requiere también crear una vecindad y para ello sólo basta con utilizar
un objeto del tipo UserNeighborhood de Mahout. La figura B.6 presenta el código final para la
implementación de un SR user-user incluyendo contexto (La implementación para el SR item-item es
similiar).

Una vez se cuenta con la instancia del recomendador, es posible solicitar recomendaciones al sistema.
Para ello basta con ejecutar el método “recommend”, el cual recibe como parámetros el id del usuario,
el número de recomendaciones esperadas y el id del contexto en el que se dará la recomendación.
También es importante rescatar que dado a que la arquitectura de la librerı́a fue diseñada para que
pudiera convivir correctamente con la arquitectura de Mahout, es posible utilizar las herramientas de
evaluación de sistemas de recomendaciones que Mahout trae por defecto también para sistemas que
incluyen contexto.

Al finalizar este paso se cuenta con la implementación de un sistema de recomendaciones que
involucra información contextual y que ha sido diseñado para el campo especı́fico de la publicidad
ubicua, pues los cálculos de pesos y el formato de los elementos de contexto han sido definidos a partir
del Dataset para publicidad ubicua generado en el capı́tulo 3. Como se mencionó al principio de este
capı́tulo, esta librerı́a podrı́a ser extendida a diferentes ambientes de recomendaciones pero para ello
deben generarse implementaciones del medidor de similitud entre contextos propias para cada entorno.
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import com.mysql.jdbc.jdbc2.optional.MysqlDataSource;
import org.apache.mahout.cf.taste.impl.model.jdbc.ConnectionPoolDataSource;
import org.unicauca.mahout.cf.taste.impl.recommender.ContextDataModel;
import org.unicauca.mahout.cf.taste.impl.recommender.MySQLJDBCContextDataModel;
import org.apache.mahout.cf.taste.similarity.UserSimilarity;
import org.unicauca.mahout.cf.taste.impl.recommender
           .PearsonCorrelationSimilarityWithContext;
import org.apache.mahout.cf.taste.neighborhood.UserNeighborhood;
import org.unicauca.mahout.cf.taste.impl.recommender.ContextRecommender;
import org.unicauca.mahout.cf.taste.impl.recommender.UserBasedContextRecommender;

public class ContextRecommender {

 MysqlDataSource dataSource = new MysqlDataSource();
 dataSource.setServerName("localhost");
 dataSource.setUser("user_name");
 dataSource.setPassword("password");
 dataSource.setDatabaseName("database_name");

 ConnectionPoolDataSource poolDataSource 
      = new ConnectionPoolDataSource(dataSource);
 
 ContextDataModel dataModel = new MysqlJDBCContextDataModel(
      poolDataSource,
      "taste_preferences",
      "user_id",
      "item_id",
      "context_id",
      "preference",
      "timestamp",
      );
 
 ContextSimilarity contextSimilarity = new EuclidianContextSimilarity(dataModel);

 UserSimilarity userSimilarity 
     = new PearsonCorrelationSimilarityWithContext(dataModel, contextSimilarity);
 UserNeighborhood neighborhood 
       = new NearestNUserNeighborhood(50, userSimilarity, dataModel);

 ContextRecommender recommender 
       = new UserBasedContextRecommender(dataModel, 
         neighborhood, 
              userSimilarity, 
              contextSimilarity);
}

Figura B.6: Código para la implementación de un SR user-user incluyendo información contexto Fuente:
propia
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Anexo D

Información del Dataset para publicidad
ubicua con información contextual
generado experimentalmente

En este anexo se describe el dataset para publicidad ubicua que contiene información contextual
generado en una de las fases de experimentación de este trabajo.

D.1. Información contenida en el dataset

La información contenida dentro del dataset puede apreciarse en la figura D.1

1. Usuarios (users): Contiene la información de las personas que utilizan el sistema. Sus atributos
se listan a continuación:

id (int): Identificador único del usuario.

name (string): Nombre del usuario.

sex (string [m,f]): Género del usuario, puede ser masculino (m) o femenino (f).

age (int): Edad del usuario. Para este experimento mayores de 18 años.

email (string): Correo electrónico del usuario, utilizado para mantener contacto con el
mismo e invitarle a futuros experimentos, también para enviar la contraseña en caso de
olvidarla.

login (string): Nombre de usuario utilizado para iniciar sesión en el aplicativo.

password (string): Contraseña utilizada para iniciar sesión en el aplicativo.

2. Anuncios (ads): Contiene la información de los anuncios publicitarios que le son recomendados
a los usuarios. Sus atributos se listan a continuación:

id (int): Identificador único del anuncio.

url (string): Dirección de la imagen que acompaña el anuncio.
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Anexo D. Información del Dataset para publicidad ubicua con información contextual
generado experimentalmente

ads
id bigint(20)

url varchar(255)

title varchar(50)

category varchar(20)

enabled tinyint(1)

taste_preferences
id integer(10)

preference float(10)

reason varchar(50)

other_reason varchar(100)

timestamp timestamp

item_id bigint(20)

user_id bigint(20)

context_id integer(10)

users
id bigint(20)

email varchar(50)

login varchar(50)

password varchar(50)

name varchar(50)

sex varchar(10)

age integer(3)

contexts
id integer(10)

weather varchar(50)

day integer(10)

hour varchar(50)

temperature varchar(50)

mood varchar(50)

Figura D.1: Información del dataset contextual para publicidad ubicua Fuente: creación propia

title (string): Tı́tulo del anuncio.

description (string): Descripción detallada.

category (string): Categorı́a en la cual se encuentra clasificado. Las opciones son: ropa,
deportes, restaurantes, entretenimiento, hogar, tecnologı́a y vehı́culos.

enabled (bool): Para efectos del experimento algunos anuncios podı́an no ser muy útiles,
por este motivo sólo se tenı́an en cuenta aquellos que se encontraran habilitados.

3. Contextos (contexts): Contiene la información del contexto en el momento en que fue dada
una calificación. Sus atributos se listan a continuación:

id (int): Identificador único del contexto (algunos contextos se reutilizan en distintas cali-
ficaciones).

hour (string [day, night]): Momento del dı́a en el que fue expresada la calificación, puede
ser dı́a o noche.

temperature (string [cold, warm]): Temperatura percibida por el usuario en el momento
de dar la calificación, puede ser frı́o o calor.

mood (string [happy, normal, sad, boring]): Estado de ánimo del usuario en el momento
de calificar, puede ser feliz, normal, triste o aburrido.

weather (string [cloudless, cloud, rain]): Clima en el momento de calificar, puede ser
despejado, nublado o lluvia.
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D.2. Dataset resultante

day (int): Dı́a de la semana en el cual se expresa la calificación, puede ser cualquier dı́a
de lunes (0) a domingo (6).

4. Calificaciones (taste-preferences): Contiene el listado de calificaciones que conectan los usua-
rios con los items y en contextos especı́ficos. Sus atributos son:

id (int): Identificador único de la calificación.

item-id (int): identificador del anuncio.

user-id (int): identificador del usuario.

context-id (int): identificador del contexto.

preference (float): Valor de la calificación, para este experimiento se utilizó una escala de
1 (no le gusta para nada) a 5 (le gusta mucho).

reason (string [category, day, hour, mood, weather, sex, age]): Razón que llevó al usua-
rio a expresar la calificación. Puede ser por la categorı́a del anuncio, por la temperatura,
por el dı́a, por el momento, etc.

other-reason (string): Cuando el usuario expresa que la razón por la que dio la califica-
ción no se encuentra enmarcada en ninguna de las variables planteadas, se le solicita que
suministre una descripción de su razón. Con esto se espera identificar si alguna variable
importante no fue tenida en cuenta en el modelo general.

timestamp (timestamp): Fecha y hora en la cual se expresó la calificación.

D.2. Dataset resultante

Una vez llevado a cabo el experimento se consiguió un dataset con las siguientes caracterı́sticas:

Usuarios: 98

Anuncios totales: 170

Anuncios activos: 130

Contextos: 57

Calificaciones: 1794
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