MODELO DE PRONOSTICO DE ESCASEZ Y
SOBREOFERTA DE AGUA EN UNA CUENCA
ALTOANDIDA BASADO EN ANALISIS BIG DATA

CRISTIAN HEIDELBERG VALENCIA PAYAN

Tesis de Maestria en Ingenieria Telematica

Director:
Juan Carlos Corrales
Doctor en Ciencias de la Computacion

Universidad del Cauca
Facultad de Ingenieria en Electronicay Telecomunicaciones
Departamento de Telematica
Linea de Investigacion e-@mbiente
Popayan, septiembre de 2018






CRISTIAN HEIDELBERG VALENCIA PAYAN

MODELO DE PRONOSTICO DE ESCASEZ Y
SOBREOFERTA DE AGUA EN UNA CUENCA
ALTOANDIDA BASADO EN ANALISIS BIG DATA

Tesis presentada a la Facultad de Ingenieria
Electronicay Telecomunicaciones de la
Universidad del Cauca para la obtencién del
Titulo de

Magister en:
Ingenieria Telematica

Director:
PhD. Juan Carlos Corrales

Popayan
2018






Doy las gracias a Dios por permitirme por permitirme finalizar esta etapa de
formacion académica, profesional y personal de la mejor manera posible.

A mis padres, mis hermanos, compaferos y amigos por su apoyo.

A mi tutor, el Doctor Juan Carlos Corrales por su apoyo constante y sus
contribuciones y cada una de las personas que de alguna u otra forma
participaron en este recorrido.

Finalmente, a la Universidad del Cauca, en especial a la Facultad de Ingenieria
Electrénica y Telecomunicaciones por brindar el espacio propicio para este
proceso de formacion.

Muchas gracias a todos.



Resumen Estructurado

Antecedentes: El agua es uno de los recursos naturales mas abundantes a nivel
mundial, ademas es de vital importancia para el desarrollo de la vida. En
Colombia anualmente pueden caer mas 11000 mm de agua mediante
precipitacion dependiendo de la regidn del pais llegando a contar con cerca de
60 L/s por km? a partir de la escorrentia. No obstante, durante las épocas de
sequia este rendimiento hidrico se ve afectado, por esta razon es necesario
contar con modelos que permitan adelantarse a este tipo de eventos. En este
sentido, la prediccion de eventos de sequia y sobreoferta de recurso hidrico
juega un papel importante para todos los sectores socioecondémicos que
depende de este recurso.

Objetivos: Desarrollar un modelo de estimacion de eventos de sequia y
sobreoferta de recurso hidrico en una cuenca, que de soporte a las decisiones
de las autoridades ambientales y/o entidades encargadas de la Gestion
Integrada del Recurso Hidrico (GIRH).

Métodos: Se propone un modelo de estimacion de caudal mediante el uso de
informacion de multiples fuentes a diferente escala espacial y una herramienta
para la conformacion de una base de datos con estas caracteristicas; el enfoque
principal de este modelo se encuentra en el uso de informacién con relacion
directa e indirecta con la precipitacion y el caudal de los afluentes en una cuenca
altoandina. La herramienta desarrollada, realiza de manera semiautomatica los
procesos de mineria de datos necesarios para la conformacién de una base de
datos de calidad. El modelo de estimacion de caudal esta basado en técnicas de
aprendizaje maquina lo que permite tener un buen ajuste entre el valor de caudal
predicho y el valor real.

Resultados: Dos conjuntos de datos para la estimacion de la precipitacion y la
estimacion de caudal en wuna cuenca altoandina, una herramienta
semiautomatica para la conformacion del conjunto de datos multiescala, un
modelo de estimacion de la precipitacion y un modelo de estimacion de caudal
en una cuenca altoandina.

Conclusiones: El modelo basado en la técnica de aprendizaje maquina Random
Forest present6 un mejor desempeiio al momento de estimar la cantidad de agua
precipitada y el caudal respecto a otras técnicas de aprendizaje maquina. Se
requiere de mas informacion para lograr resultados donde se observe una menor
subestimacion de la precipitacion y el caudal.

Palabras Clave: Precipitacion, Caudal, Prediccién, Random Forest, Cuenca
Altoandina.



Structured Abstract

Background: Water is one of the most abundant natural resources worldwide; it
is also of vital importance for the development of life. In Colombia, more than
11,000 mm of water can fall annually through precipitation, depending on the
region of the country, reaching close to 60 | / s per km2 from runoff. However,
during the dry season this water performance is severely affected, for this reason,
it is necessary to have models that allow anticipating this type of event. In this
sense, the prediction of drought events and oversupply of water resources plays
an important role for all socio-economic sectors that depend on this resource.

Goals: Develop a model for estimating drought events and oversupply of water
resources in a basin, which supports the decisions of environmental authorities
and / or entities in charge of Integrated Water Resource Management.

Methods: A flow estimation model is proposed using information from multiple
sources at a different spatial scale and a tool for the conformation of a database
with these characteristics; The focus of this model is on the use of information in
direct and indirect relation with the precipitation and the flow of the tributaries in
a high Andean basin. The developed tool performs in a semi-automatic way the
necessary data mining processes for the creation of a quality database. The flow
estimation model is based on machine learning techniques, which allows a good
adjustment between the predicted flow value and the real value.

Results: Two sets of data for precipitation estimation and flow estimation in a
high-Andean basin, a semiautomatic tool for the conformation of the multiscale
data set, a precipitation estimation model and a flow estimation model in a high
Andean basin.

Conclusions: The model based on the machine learning techniqgue Random
Forest presented a better performance when estimating the amount of
precipitated water and flow compared to other machine learning techniques.
More information is required to achieve results were less underestimation of
precipitation and flow is observed.

Keywords: Precipitation, Flow, Prediction, Random Forest, High Andean Basin.
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Capitulo 1
Introduccion

1.1. Planteamiento del Problema

Uno de los recursos mas importantes para la humanidad a lo largo del tiempo ha
sido el agua. Este recurso, considerado como renovable, ha sido indispensable
para el desarrollo sostenible de las diversas sociedades humanas, ejemplo de
esto es la cercania de la gran mayoria de asentamientos humanos a lo largo de
la historia a puntos estratégicos para el acceso al agua. Sin embargo, en los
afos recientes se ha hecho presente, cada vez mas, que la demanda de este
recurso supera la capacidad de generacion de este de manera natural. En el afio
2010 la Organizacion de las Naciones Unidas (ONU) reconocio el derecho
humano al agua y al saneamiento, comprometiendo asi a estados y a
organizaciones internacionales a proporcionar recursos para ayudar
primordialmente a los paises en via de desarrollo a proporcionar un suministro
de agua potable accesible y asequible para todos (Organizacion de las Naciones
Unidas, 2010). Ademas, la resolucion establece la cantidad de agua requerida
para suplir las necesidades de un individuo entre 50 y 100 litros diarios.

El incremento de la poblacion en los centros urbanos, las actividades agricolas
masivas, su uso en diferentes procesos industriales y otros tipos de actividades,
ha causado que en algunas locaciones se apliquen racionamientos o cortes en
el servicio de acueducto. Esto sumado a eventos relacionados con el cambio
climatico y, la falta de conservacidon de los nacimientos de agua y sus
alrededores ha ocasionado que aumente la cantidad de racionamientos o cortes
en el servicio.

El Estudio Nacional de Aguas — ENA 2014 (IDEAM, 2014) revel6 que mas de
300 cabeceras municipales en Colombia podrian presentar problemas de
escasez durante las temporadas secas, tal como ocurrié a principios de 2016
debido al fendmeno del nifio, donde se vieron afectadas las poblaciones
humanas y animales en diversas regiones del pais. En el lado opuesto estan los
problemas producidos por la sobreoferta del agua, es decir, desbordamientos de
los caudales normales de los afluentes que de igual manera afectan varias
regiones del pais en las épocas mas humedas. A nivel nacional, segun la
Organizacion de las Naciones Unidas para la Alimentacion y la Agricultura —
FAO, en el pais en 2008, se extrajeron mas de 11000 km? de agua y el 54% se
uso en actividades relacionadas con la agricultura, el restante se reparte en la
generacion de energia, el uso domestico, entre otros. (Food and Agricultural
Organisation, 2017). Es decir que la disminucion en la captacion de este recurso
afecta de manera directa la economia del pais y esto se ve reflejado en el
aumento del costo de vida.



En este sentido, la prediccién de los eventos escasez y sobreoferta de agua
desempeiia un papel muy importante en el uso de este recurso en diferentes
procesos de cualquier indole. En afios recientes, el campo de la Inteligencia
Artificial (IA) (Kusumadewi, 2003), ha introducido algoritmos y técnicas que
cuentan con la capacidad de realizar estimaciones de las condiciones futuras
con base en la informacién histérica recolectada. Investigaciones presentadas
por8 (Seo & Kim, 2012), (Jing, Yang, Yue, & Zhao, 2016), (Namitha, Jayapriya,
& Kumar, 2015) y (Hernadndez, Sanchez-Anguix, Julian, Palanca, & Duque,
2016), entre otros, han usados algoritmos de |IA para realizar la prediccion de la
precipitacion a diferentes escalas espaciales.

Con base en lo anterior, es importante destacar los avances y aportes que estas
investigaciones realizan, no obstante, ninguno de ellos considera darle valor a
este prondstico mediante la consideracion de las afectaciones que tiene la
precipitacion sobre la disponibilidad del recurso hidrico en la region de estudio.
Teniendo en cuenta que la gestion del recurso hidrico es de vital importancia en
todos los sectores socioecondmicos y ambientales, poder determinar de manera
anticipada en qué momentos se pueden presentar eventos de escasez 0
sobreoferta, tiene un gran impacto en las consecuencias que se puedan
presentar.

En términos generales, lo anterior permitird a las autoridades ambientales y/o
entidades encargadas de la Gestion Integrada del Recurso Hidrico (GIRH) tener
la posibilidad de tomar medidas preventivas que mitiguen y/o controlen el
impacto de los efectos adversos, que se pueden presentar durante temporadas
de sequia o sobreoferta hidrica, de manera oportuna. Por consiguiente, en el
presente trabajo de investigacion se pretende diseflar un mecanismo de
prediccion de eventos de escasez y sobreoferta de recurso hidrico en una
cuenca altoandina.

Teniendo en cuenta las consideraciones anteriores, en la presente propuesta de
investigacion se formula la pregunta ¢ Como predecir la escasez y sobreoferta
del recurso hidrico en una cuenca altoandina a partir de la estimacion de la
cantidad de agua precipitada?

1.2. Escenario de Motivacion

El agua es uno de los recursos naturales mas abundantes a nivel mundial,
ademas es de vital importancia para el desarrollo de la vida. En Colombia
anualmente se presentan mas de 11000 mm de agua mediante precipitacion
dependiendo de la region del pais (IDEAM. Grupo de climatologia y
agrometereologia, 2013), el promedio nacional se estima en 3240 mm (Food and
Agricultural Organisation, 2017) y cerca del 58 % se convierte en escorrentia,
debido a esto en el pais se puede contar con cerca de 60 L/s por km? (Food and
Agricultural Organisation, 2017) a partir de la escorrentia siendo uno de los
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paises de mayor oferta hidrica en el mundo. No obstante, durante las épocas de
sequia este rendimiento hidrico se ve gravemente afectado, aquejando a todas
las poblaciones que dependen de los afluentes alimentados por esta
precipitacion. De igual manera, durante la época de lluvias suelen presentarse
afectaciones debido a la gran cantidad de agua que fluye en los diferentes
caudales del pais.

En este sentido, la prediccion de los eventos de escasez y sobreoferta en el
recurso hidrico como parte primordial en la toma de decisiones sobre el manejo
del recurso hidrico es un proceso de gran importancia para muchos sectores,
permitiendo identificar posibles acciones que permitan aprovechar los recursos
disponibles durante las épocas de escasez y en épocas de sobreoferta estar
atentos ante cualquier riesgo que pueda presentarse como consecuencia del alto
flujo de agua. Esto en principio otorgaria beneficios sociales, econémicos y
ambientales.

1.3. Objetivos

1.3.1 Objetivo general

Desarrollar un modelo de prondstico de eventos de sequia y sobreoferta de agua
basado en los niveles Descriptivo y Predictivo en el Analisis de Datos.

1.3.2 Objetivos especificos

1. Construir un conjunto de datos climaticos satelitales, terrestres
e informacion relacionada, que facilite la interpretacion y
predicciones futuras usando Analisis de Datos.

2. Desarrollar mediante Aprendizaje Maquina un modelo de fusion
de datos de Multiescala escala que de soporte a la Variedad en
el Analisis de Datos.

3. Desarrollar mediante el uso de Aprendizaje de Maquina un
modelo de prondstico eventos de escasez y sobreoferta de
recurso hidrico.

4. Disefiar y evaluar experimentalmente los modelos desarrollados
mediante métricas de precision.

1.4. Contribuciones
Las principales contribuciones de este trabajo de maestria son las siguientes.

e Dos conjuntos de datos pertenecientes a los siguientes sitios: a) Cuenca
Rio Piedras, b) Cuenca Rio Molino, ambos en el departamento de Cauca,
Colombia. Estos conjuntos de datos contienen informacion de variables
climaticas como temperatura, humedad, precipitacion, tasa de



precipitacion, el indice Oceéanico del Nifio (ONI), variables de suelo como
indices de vegetacion, entre otras.

e Mecanismo de integracién de Informacién

e Modelo de prediccion de precipitacion

e Modelo de prediccion de caudal.

e Atrticulo: A Data Mining Tool for Water Uses Classification Based on
Multiple Classifier Systems publicado en la revista Lecture Notes in
Computer Science — 10710, Machine Learning, Optimization, and Big
Data. MOD 2017

e Articulo: A Multiscale Based Rainfall Amount Prediction Using
Multiple Classifier System publicado en la revista Advances in Intelligent
Systems and Computing - 687, Advances in Information and
Communication Technologies for Adapting Agriculture to Climate
Change -- AACC’17 2017

e Articulo: Predicting Water Quality based on Multiple Classifier
Systems presentado en el evento 21st Century Watershed Technology
Conference and Workshop Improving Water Quality and the
Environment Conference Proceedings

1.5. Contenido de la Monografia

El presente trabajo de grado esta compuesto por seis capitulos los cuales se
describen a continuacion.

e Capitulo 2. Estado Actual Del Conocimiento

Presenta una vision general sobre los trabajos relacionados y los conceptos
necesarios para el entendimiento del problema de investigacion afrontado.

e Capitulo 3. Construccién del Conjunto de Datos

Explica de forma detallada los procesos llevados a cabo para la conformacion de
la base de datos climéatica usada en el presente trabajo; algoritmos, técnicas de
IA que conforman los diferentes componentes desarrollados.

e Capitulo 4. Modelos de Aprendizaje Maquina Seleccionados

Describe los modelos seleccionados para el desarrollo de los modelos de
estimacion la precipitacion y el caudal, asi mismo se presentan las areas de
estudio y las métricas con las que se evaluara cada prototipo desarrollado

e Capitulo 5. Anélisis de Resultados

Se presentan los resultados de los diferentes prototipos desarrollados, en los
diferentes escenarios propuestos. Se evalla cada prototipo y se selecciona el
mejor de ellos. Finalmente se muestran los resultados alcanzados en la estancia
investigativa realizada como parte del proceso de maestria.
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e Capitulo 6. Conclusiones y Trabajos Futuros

Por ultimo, se muestran las conclusiones alcanzadas y se dan pautas para
futuras aproximaciones o desarrollos posteriores con base en el conocimiento
adquirido en el desarrollo de esta propuesta investigativa.



Capitulo 2
Estado Actual del Conocimiento

El presente proyecto cuenta con una amplia referencia documental, que permite
formar la base de conocimientos necesaria para el desarrollo del proyecto y la
orientacion de este en lo que se busca conseguir: Fusién de datos de multiple
escala espacial, Prediccion de la cantidad diaria de agua precipitada y Prediccion
de los eventos de escases y sobreoferta de recurso hidrico en una cuenca
altoandina; estos se encuentran enmarcados dentro de la Inteligencia Atrtificial.
Los conceptos asociados se encuentran en la seccion 2.1, en esta se presentan
uno a uno las técnicas usadas en las tematicas mencionadas anteriormente.
Finalmente, en la seccibn 2.2 se presentan los trabajos relacionados
correspondientes a cada una de las tematicas principales.

2.1. Conceptos Generales

2.1.1 Cuenca Hidrografica Altoandina

Una cuenca hidrogréafica es una depresion en la superficie terrestre (“National
Geographic Society - National Geographic Society,” n.d.). Estas poseen formas
de tazones, en su parte alta son mas grandes que en su parte baja. De manera
similar a la de un sumidero, conducen toda el agua presente en ellas hacia un
punto de salida que puede ser un rio de mayor capacidad, un lago o el océano.
Las cuencas se forman mediante la aplicaciéon de fuerzas sobre la superficie
terrestre como la erosion o por fuerzas subterraneas como los terremotos
(“National Geographic Society - National Geographic Society,” n.d.). Una cuenca
hidrografica se puede dividir en mdltiples subcuencas, tantas como rios
tributarios tenga el afluente principal.

Para el estado colombiano una cuenca hidrogréfica es el area de aguas
superficiales o subterraneas, que vierten a una red natural con uno o varios
cauces, que confluyen, en un curso mayor que puede desembocar en otro
cuerpo de agua (Colombia, 2002). Una cuenca Altoandina, como su nombre lo
indica, es una cuenca hidrografica que contiene una region de las zonas altas de
la cordillera de los Andes, ubicada entre los 2800 y 4200 metros sobre el nivel
del mar, cuenta con precipitaciones que pueden superar los 4000 mm al afio.

2.1.2 Analisis de Datos (DA)

Como primer apartado en el andlisis de datos hablaremos del concepto de Big
Data y el Andlisis de Big Data. El primero es un paradigma usado para describir
conjuntos de datos masivos con una estructura compleja y variada (Sagiroglu &
Sinanc, 2013). Este comprende cinco dimensiones (Jacobson, 2013): el
Volumen de datos generados, la Velocidad con la que son creados, almacenados
y procesados los datos, la Variedad con la que estos datos son producidos y
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almacenados, la Veracidad de los datos y el Valor que es la transformacion de
los datos en conocimiento Uutil.

El analisis de Big Data es el proceso de examinar grandes volimenes de
informacion cuyo fin en encontrar patrones, correlaciones u otro tipo de
informacion util oculta en los datos procesados, que ayuden en la toma de
decisiones (Collins, n.d.). Este ofrece mudltiples beneficios tales como el
mejoramiento de productos, de competencias, la creacion de nuevos servicios
basados en los datos generados (Grover & Kar, 2017). Cada base de datos tiene
sSus propios retos en el procesamiento y en la extraccion de valor debido a la
heterogeneidad presente en las mismas. Se puede clasificar en 3 niveles (Gavin
Blackett, n.d.).

e Descriptivo

Enfocado en la extraccion de patrones ocultos en la base de datos, la
visualizacion significativa, el desarrollo de modelos eficientes en la captura,
almacenamiento y seleccién de los datos. Ademas, se enfoca en los andlisis
necesarios para la preparacion de los datos para su uso en estudios avanzados
0 para su uso diario.

e Predictivo

Enfocado en la estimacion de probabilidades futuras y las tendencias, mediante
el uso de métodos de mineria de datos para lograr una vision profunda de los
datos de manera tal que se puedan realizar prondsticos a partir de estos.

e Prescriptivo

Enfocado en la toma de decisiones y en la eficiencia, en este nivel se busca la
solucion optima para el problema que se trata de solucionar. Adicionalmente, se
intenta ganar visibilidad en sistemas complejos, que permita determinar el
comportamiento del sistema e identificar posibles complicaciones.

Con base en estos niveles este proyecto estara situado en los dos primeros,
siendo el primer nivel donde se aplicardn los conceptos de Big Data,
principalmente en el desarrollo de métodos de seleccion de los datos, lo que se
evidencia en una reduccion de la cantidad de informacién recolectada de modo
tal que al pasar al nivel predictivo la propuesta investigativa pasa del concepto
de Big Data al Andlisis de Datos o Data Analytics (DA).

El Anadlisis de Datos es el proceso de inspeccionar, limpiar, transformar y modelar
un conjunto de datos con el objetivo de encontrar o descubrir informacién que
aporte valor, sugiera conclusiones o de soporte al proceso de toma de
decisiones. Es el proceso de convertir informacion cruda y convertirla en algo util
para el usuario (Judd, C. M., McClelland, G. H., & Ryan, 2009)



2.1.3 Prondstico de Lluvias

El prondstico de Lluvias es la aplicacion de la ciencia y de la tecnologia para la
prediccidon de eventos de lluvias, tales como tormentas o lluvias ligeras, y su
probabilidad de ocurrencia, en una locacion particular, en un tiempo
determinado, con base en las observaciones realizadas de las condiciones
atmosféricas, actuales y pasadas, obtenidas de fuentes meteoroldgicas.

Este prondstico cobra vital importancia en zonas como la Altoandinas debido a
la afectacion que se tiene por fenébmenos climaticos como El Nifio-Oscilacion del
Sur (ENSO) que generan periodos sin lluvias o periodos de lluvias torrenciales
en las regiones andinas y que no son de gran escala. Es decir, en algunas
regiones se pueden presentar periodos de lluvias constantes y en otras regiones
periodos de escasez o precipitacién nula, con todas las afectaciones que estos
extremos producen.

2.2. Trabajos Relacionados

Para este proyecto se establecié el punto de partida alrededor del pronéstico de
la cantidad de precipitacion, componente clave en la generacién del recurso
hidrico. Con esto en mente, se realiz6 un mapeo sistematico basado en la
metodologia propuesta en (Petersen, Feldt, Mujtaba, & Mattsson, 2008), con el
fin de obtener una visidn general del area de investigacion y para localizar
brechas y aportes en las investigaciones localizadas se us6 la metodologia de la
revision sistematica propuesta en (Kitchenham & Charters, 2007). Estas
metodologias estan basadas en un procedimiento que pueden ser resumidos en
cinco pasos: A. Definir la pregunta de investigacion, B. Realizar la busqueda
literaria, C. Seleccionar los estudios relevantes, D. Clasificar los estudios
seleccionados y E. Extraccion y Sintesis de la informacion. A continuacion, se
detalla cada paso aplicado al objetivo de esta investigacion.

2.2.1 Metodologia de la Investigacién

A. Preguntas de Investigaciéon: El objetivo principal de esta propuesta
investigativa es la estimacion de cantidad de recurso hidrico disponible a
partir de la informacién de la precipitacion e informacion relacionada
auxiliar, como lo es la temperatura, la humedad, la elevacion entre otras,
mediante el uso del analisis de Big Data, el uso de algoritmos de
aprendizaje maquina y las técnicas de fusion de datos. Para ello se
requiere un conocimiento mas detallado de cémo se han usado estas
tematicas en el area de interés.

Pregunta 1. ¢ De qué manera se ha hecho uso del analisis de Big
Data en el prondstico de lluvias?



Pregunta 2. ;De qué manera se han usado los algoritmos de
aprendizaje automatico en el pronéstico de lluvias?

Pregunta 3. ¢ De qué manera se han usado las técnicas de fusion
de datos en el pronéstico de lluvias?

B. Fuente de Datos y Estrategia de Busqueda: Dado que la mayor parte
de la informacién sobre estas tematicas se encuentra en inglés, se uso la
terminologia referente al area de investigacion en el mismo idioma. Para
realizar este mapeo se consultaron las siguientes bases de datos de
investigacion cientifica Scopus, IEEE Xplore y ACM Digital Library.
Durante el proceso de consulta se descarté ACM Digital Library, puesto
qgue ofrecia resultados ya contemplados en las otras bases de datos,
adicionalmente entregaba resultados que no tenian relacién con las
tematicas de interés. Entre Scopus e IEEE Xplore se obtuvieron 652
articulos relacionados con los temas de investigacion entre los afios 2000
hasta 2017. Cabe mencionar que este resultado se limit6 mediante el uso
de palabras claves, de ahi que se encuentren tan pocos articulos en una
ventana de tiempo tan grande.

C. Seleccion de Estudios: Los criterios usados para la seleccion de
estudios fueron los siguientes:

Aceptacion: Agquellos estudios que usen los términos “precipitacion”,
“prediccion”, “Aprendizaje de maquina” y/o alguna técnica especifica de
este campo, “Andlisis de Big Data”, “Fusion de datos multi-escala”.

Rechazo: Aquellos estudios que no usen los términos “precipitacion”,
“prediccion”, “Aprendizaje de maquina” y/o alguna técnica especifica de
este campo, “Andlisis de Big Data”, “Fusion de datos multi-escala”.

Con estos criterios de aceptacién y rechazo se procede a realizar la
busqueda en las bases de datos seleccionadas usando las siguientes
cadenas de busqueda.

Cadena 1. Machine Cadena 4. Multiscale
Learning and Rainfall Data and Rainfall

Forecast

Cadena 2. Deep
Learning and Rainfall
Forecast

Cadena 3. Data Fusion
and Rainfall Forecast

Forecast

Cadena 5. Multiscale
Modeling and Rainfall
Forecast

Cadena 6. Multiscale
and Rainfall Forecast



Cadena 7. Big Data Cadena 8. Big Data
and Rainfall Forecast and Weather Forecast

Nétese que solo en el caso de Big Data se usé el termino Weather
Forecast con el fin de ampliar la busqueda en este campo y revisar lo que
se ha hecho con otras variables climatolégicas.

. Clasificacion de Estudios: Como se mencioné con anterioridad con
estas cadenas de basqueda se obtuvieron 652 investigaciones realizando
la limitacion mediante el uso de palabras claves, las cuales fueron
clasificadas en tres grandes tematicas aplicadas el prondstico de lluvias
de la siguiente manera: 92 estudios referentes a la utilizacién del andlisis
de Big Data, 174 en la aplicaciéon de algoritmos de aprendizaje automatico
y 386 concernientes a métodos de fusion de datos multiescala.

Finalmente se desarrollé una revision por resumen y conclusiones, donde
se seleccionaron: 12 trabajos en la utilizacién de analisis de Big Data, 18
en la aplicacion algoritmos de aprendizaje automatico y 21 sobre métodos
de fusién de datos multiescala aplicados al prondstico de lluvias.

Como se menciond anteriormente, el analisis de Big Data se clasifica tres
niveles, de modo que esta propuesta se centrara en los niveles Descriptivo
y Predictivo debido a que se buscaran patrones en los datos que permitan
realizar predicciones, y ser de apoyo en la toma de decisiones por parte
de las GIRH. Ademas, Big Data posee cinco retos o caracteristicas
(Jacobson, 2013), siendo la Variedad y el Valor las que se abordaran en
esta propuesta y donde se localizan las brechas que se mencionan
posteriormente en la seccion 2.2.3.

La seleccion de estas caracteristicas se realizé con base en los diversos
formatos en los que se almacena la informacion climatica, y
adicionalmente se busca que este prondstico de lluvias genere
informacion adicional util para las GIRH. Con esto en mente, en la Tabla
1 se muestra cdmo fueron categorizados estos estudios seleccionados
dentro de cada tematica investigada alrededor del pronéstico de lluvias y
en el nivel de analisis Big Data en cada uno de estos.

Nivel . .
- e Investigaciones Ly
Tematica andlisis : Descripcion
: relacionadas
Big Data
L (Bendre, Thool, & Thool, | Estas investigaciones
Analisis de
Big Data en 2016), (U. Gupta, | se centran en la
g ol Descriptiv | Jitkajornwanich, Elmasri, | optimizacion de los
. 0 & Fegaras, 2016), (Chu, | conjuntos de datos o
Prondstico . .
de Lluvias Zheng, & Ding, 2016; H. | en seleccion de
Lee, Cinquini, Crichton, & | atributos, de manera
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Braverman, 2015; J. Lee
et al., 2012; Mao & Jan,
2015; Olsen & Mckenney,
2013; Y. Zhang et al.,
2014)

tal que se puedan
procesar estas bases
de datos disminuyendo
el uso de recursos
computacionales.

(Ahmed, 2015), (Kashiwao
et al., 2017; J. Lee, Hong,

Este grupo se centra
en realizar la

_ & Lee, 2014; | prediccion de la
Predictivo . N .
Sankaralingam, precipitacion a partir
Sarangapani, & | del uso de grandes
Thangavelu, 2016). bases de datos.
Investigaciones
centradas en la
(Seo & Kim, 2012), (Jing et | SSieccion de atributos
_la.,  2016),  (Meyer, |P3@ la estimacion de
Descriptiv . . la precipitacion y en la
0 Kdhnlein, Appelhans, - & reduccion de la escala
Nauss, 2016; Raje & espacial de las
Mujumdar, 2011). : .
estimaciones de
precipitacion
realizadas por satélite.
(Namitha et al., 2015), | Centradas en el uso de
Algoritmos (Hernandez et al., 2016), | diversos métodos de
de (Ang, Gonzalez, & Castro, | procesamiento de
Aprendizaje 2014; De Freitas, De Avila, | datos para realizar la
Maquina en & Papa, 2008; Geetha & | prediccion de la
el Nasira, 2015; Gope, | precipitacion.
Prondstico Sarkar, Mitra, & Ghosh,
de Lluvias 2016; W. C. Hong, 2008;
Y. Hong, Chiang, Liu, Hsu,
Predictivo | & Sorooshian,  2006;
Kdhnlein, Appelhans,
Thies, & Nauf3, 2014;
Lakkakula,  Naidu, &
Reddy, 2014; Masulli,
Baratta, Cicioni, & Studer,
n.d.; Nong, 2012; Sumi,
Zaman, & Hirose, 2012;
Tripathi & Govindaraju,
2007).
Métodos de Descriptiv (U. Gupta et al.,, 2016), | Estas investigaciones
Fusion de o (Chandrasekar & Cifelli, | se centran en la
Datos 2012; DeMott et al., 2007; | descripcion de
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Multiescala Ebtehaj &  Foufoula- | diferentes métodos y

Georgiou, 2011; Foufoula- | modelos que pueden

Prondstico Georgiou, Ebtehaj, Zhang, | ser usados para la
de Lluvias & Hou, 2014; Hill & |fusion de datos de
Farzan, 2012; Lin & Lee, | precipitacion de

2011; Perica & Foufoula- | diferentes tipos de
Georgiou, 1996; Shuali, | sensores.

Chen, Zheng, Zhang, & Li,
2012; Shukla, Khare, &
Deo, 2016; W.-K. Tao et
al., 2009; W. K. Tao et al.,
2014; Turiel, Grazzini, &
Yahia, 2005; Turlapaty,
Anantharaj, Younan, &
Joseph Turk, 2010; Van
De Vyver & Roulin, 2009;
Weber, Jolivet, Gilet, &
Ghazanfarpour, 2015; Yu,
Dauwels, & Zhang, 2012).

Estas se centran en la
estimacion de la
precipitacion mediante
el uso de métodos de
fusién de datos
multiescala.

(Cuccoli, Facheris, Giuli, &
Predictivo | Meoni, 2004), (Xu et al.,
2013)

Tabla 1. Clasificacion de los trabajos relacionados

A continuacion, se realiza un breve recorrido sobre algunos de los
estudios clasificados en cada temética y los destacados de esta seleccion.

1. Andlisis de Big Data en el Pronostico de Lluvias — Nivel
Descriptivo

Estudios localizados resaltaron la importancia del prondstico climatico
con informacion detallada y las afectaciones que este tiene sobre
aspectos no relacionados de forma directa (Bendre et al., 2016). El
prondéstico de la precipitacion se realiza mediante el uso de Redes
Neuronales Atrtificiales (RNA), usando datos de una ventana temporal
definida entre el 2003 y el 2013. Adicionalmente plantean como se
puede recolectar informacién de mudltiples fuentes para relacionarla
con datos importantes en el campo de la agricultura. En otros se
propone una aproximacion para la estimacion de las propiedades
climaticas usando una gran base de datos de imagenes asociadas a
condiciones climaticas medidas por estaciones meteoroldgicas y
mediante el uso de Arboles de Decision estiman las condiciones
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climéaticas tales como la temperatura, la humedad y el tipo de clima a
partir de las imagenes geo-etiquetadas tomadas por dispositivos
moviles (Chu et al., 2016).

Otros autores presentan el uso del algoritmo de agrupamiento K-
Means para identificar patrones espaciales en tormentas (U. Gupta et
al., 2016), realizando un minado de toda la informacién relacionada
disponible sobre tormentas en la region de estudio, para luego aplicar
el algoritmo K-Means adaptado para el reconocimiento de patrones
espaciales. Por ultimo, se propone el uso de algoritmos genéticos para
la seleccion de caracteristicas en el prondstico de lluvias fuertes,
reduciendo asi el tiempo de entrenamiento y de ejecucion de los
algoritmos usados (J. Lee et al., 2012), en este documento se muestra
que el uso de multiples variables relacionadas con la variable climética
de interés entrega resultados mejores y mas estables cuando se
compara con el uso exclusivo de solo la variable de interés en la
realizacion del prondstico.

2. Andlisis de Big Data en el Prondstico de Lluvias — Nivel
Predictivo

Estudios que proponen el uso de datos meteoroldgicos recolectados
de plataformas disponibles en Internet, incrementando asi la cantidad
de informacidén disponible al momento de realizar la estimacion
meteoroldgica usando RNA para la estimacion (Kashiwao et al., 2017).
Otro autor estudia la capacidad predictiva de los datos meteorologicos
mediante el uso de 4 algoritmos de aprendizaje maquina haciendo
hincapié en la gran cantidad de informacion de alta precision a la cual
se puede acceder en la actualidad (Ahmed, 2015). Entre sus
conclusiones remarca que algunos algoritmos tienen un mejor
comportamiento cuando se usas para la estimacion de clases y otros
cuando son usados para la estimacion de valores numéricos.

Otros presentan un modelo Agrometeorolégico para evaluar vy
pronosticar condiciones climaticas (Sankaralingam et al., 2016). En
este caso se hace uso de las maquinas de vector de soporte, un
algoritmo que ha sido usado en mudltiples aplicaciones desde
clasificacion hasta problemas de regresion, siendo uno de los mas
populares actualmente. El modelo presentado se usa para la
estimacion de las condiciones relacionadas con la temperatura, la
presion, la velocidad del viento, la cantidad de precipitacion y la
cantidad de nieve, obteniendo resultados prometedores en el
prondstico de estas variables.
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3. Algoritmos de Aprendizaje de Maquina en el Prondgstico de
Lluvias — Nivel Descriptivo

En esta categoria se presenta un esfuerzo en la deteccién de eventos
de lluvias fuertes de corta duracién, asociadas generalmente a
precipitaciones locales que pocas veces logran ser registradas en los
sensores de baja y mediana resolucion espacial (Seo & Kim, 2012).
Para ello realizan primero una seleccion de atributos usando
algoritmos genéticos para posteriormente realizar la prediccion de los
eventos de lluvia usando los algoritmos Maquinas de Vector de
Soporte (SVM) y K-Vecinos Cercanos (k-NN). En otros estudio se
realiza la comparacién entre 4 algoritmos de aprendizaje maquina
configurados para la deteccion de areas de lluvias a partir de imagenes
satelitales, logrando porcentajes de deteccidn de estas areas de 81%-
85% dependiendo del algoritmo utilizado (Meyer et al., 2016).

4. Algoritmos de Aprendizaje de Maquina en el Prondstico de
Lluvias — Nivel Predictivo

Estudios en esta categoria presentan el desarrollo de una metodologia
de estimacién de la precipitacion usando datos de multiples satélites,
especificamente imagenes infrarrojas y de radar, usando algoritmos
morfologicos y algoritmos de aprendizaje maquina para detectar nubes
de lluvia y la cantidad de precipitacion esperada (Y. Hong et al., 2006).
Otro estudio presenta tres algoritmos para la estimacion de la
precipitacion dos de ellos basados en RNA y usando SVM, usando el
algoritmo de optimizacion de enjambre de particulas caético (CPSO),
logrando resultados confiables, aunque con algunas sobre vy
subestimaciones (W. C. Hong, 2008).

Finalmente, otro estudio presenta un meétodo de prondstico de
precipitacion diario y mensual basado en aprendizaje maquina para la
ciudad de Fukuoka en Japon. Para ello proponen una metodologia
usando el algoritmo de Media Movil (MA) (Sumi et al., 2012), para
eliminar picos irregulares, Analisis de Componentes Principales (PCA)
para disminuir la dimensionalidad de los datos y finalmente usan 4
modelos de aprendizaje maquina para realizar las estimaciones en la
precipitacion.

5. Métodos de Fusién de Datos Multiescala en el Prondéstico de
Lluvias — Nivel Descriptivo

En esta categoria se presenta los conceptos y principios basicos para
la estimacion de la precipitacién a partir de datos de precipitacion de
multiples sensores, usando fusion de datos (Chandrasekar & Cifelli,
2012) (Chandrasekar & Cifelli, 2012). Otro grupo de autores presentan
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un método de escalamiento de los datos de precipitacion, centrado en
la conservacion de los parametros geométricos y las propiedades
estadisticas de la precipitacion usando datos de radar e infrarrojos
(Foufoula-Georgiou et al., 2014).

Adicionalmente se presenta una metodologia para fusionar
estimativos de precipitacion de multiples sensores basada en
Expectacion-Maximizacion (EM) y en la estimacion recursiva de
escala, sentando las bases para el uso de este modelo independiente
de una estructura de un modelo multiescala previamente especificado
(R. Gupta, Venugopal, & Foufoula-Georgiou, 2006). Otros autores
presentan una metodologia para fusionar datos de multiples conjuntos
de datos de precipitacion (Turlapaty et al., 2010), disponibles de
diferentes técnicas de estimacion. Esta metodologia usa RNA vy la
funcidon de transformacion del vector de espacio, logrando tasas de
exito de 85% en temporada de verano, 68% en otofio, 77% en
primavera y 55% en invierno. Lo que indica que tan problematica es la
estimacion de la precipitacion incluso en temporadas de lluvia, donde
la tasa de precipitacion es mas elevada.

6. Métodos de Fusién de Datos Multiescala en el Prondstico de
Lluvias — Nivel Predictivo

En esta categoria se propone la estimacion de la distribucion espacial
de la tasa de precipitacion en un tiempo determinado usando una red
meteoroldgica compuestas de sensores de radar y pluviometros,
mediante el uso de modelos matematicos ajustados a las necesidades
del area de investigacion (Cuccoli et al., 2004). También se propone
la combinacion del método presentado propuesto para estimar
precipitacion usando estimados de precipitacion obtenidos a partir de
datos satelitales (Yin, Zhang, Liu, Colella, & Chen, 2008) y el método
de co-kriging ordinario para estimar la precipitacion mensual durante
el verano en la zona de estudio usando datos de elevacion,
pluviometros y estimaciones a partir de datos satelitales (Xu et al.,
2013).

Como puede verse en las seis clases definidas se han propuesto diversos
meétodos, técnicas y algoritmos para lograr estimar de forma acertada la
precipitacion, la tasa de precipitacion o parametros relacionados con la
lluvia a lo largo de los afios. No obstante, ninguno de ellos ha propuesto
el uso de informacién multiescala adicional a los datos de precipitacion o
tasa de precipitacion.

Adicionalmente en estos 6 niveles destacan las siguientes
investigaciones:
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. (Hernadndez et al., 2016): Los autores hacen uso de los Auto
Codificadores (1AE), para encontrar la mejor representacion de los datos
de manera tal que se realice una reduccion de la dimensionalidad,
posteriormente usan Redes Neuronales Profundas (2DNN) para la
prediccidon de la cantidad de agua que se espera sea precipitada al dia
siguiente en el area de accion de una estacion meteoroldgica.

. (Ang et al., 2014): Se propone el uso de fuentes de diferentes
escalas espaciales con datos de tasa de precipitacion, para la estimacion
de la tasa de precipitacién en una cuenca hidrografica, usando histéricos
de pluvibmetros ubicados en multiples puntos de la cuenca.

. (Jing et al., 2016): En esta investigacion se propone un método para
aumentar la resolucién espacial de los datos de tasa de precipitacion
obtenidos satelitalmente, mediante el uso de multiples entradas de
informacion satelital, que a consideracidon de los autores estan
relacionadas con las lluvias, y el uso de algoritmos de aprendizaje
automatico.

. (W.-K. Tao et al., 2009): Los autores proponen el uso de un marco
de referencia para modelamiento multiescala basado en el modelo
Conjunto de Cumulos Goddard (GCE) y el Modelo General de Circulacion
(GCM), logrando disminuir la sobre estimacion de las lluvias en la zona de
estudio.

. (W. K. Tao et al., 2014): Se plantean mejoras realizadas al GCE y
su aplicacion en los estudios de los procesos de precipitacion a multiples
escalas.

. (J. Lee et al., 2014): En esta investigacion se propone el uso de
algoritmos genéticos (GA) para la seleccion de atributos relacionados con
la precipitacion y asi disminuir la cantidad de datos que deben ser
procesados para la realizacién del prondstico.

Estas investigaciones destacan por tener cierto grado de afinidad con el
desarrollo llevado a cabo como parte de este proceso.

2.2.2 Resultados y Analisis

Dentro de esta seccién fueron presentados los resultados de los pasos A,
B, C y D correspondientes al mapeo y a la revision sistemética de la
literatura presentados anteriormente. El paso E. de dicho proceso se
presenta a continuacion con el objetivo de resaltar los resultados vy el
analisis de estos.

. Extraccion y Sintesis de la informacidén: como se puede apreciar la
temética de Analisis de Big Data fue la que menos estudios aporté en el
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proceso realizado anteriormente. No obstante, sus aportes son valiosos y
estan proximos en cantidad a los realizados por las técnicas de
aprendizaje maquina. Los métodos de fusion a pesar de ser la tematica
gue mas aporta en este caso se ven limitadas por la poca aplicabilidad
gue poseen dichos modelos en la zona de estudio seleccionada.

2.2.3 Brechas y Aportes

En esta seccidn se presentan las brechas localizadas en la revision de las

investigaciones seleccionadas.

Articulo Brecha

(Hernandez | A pesar de estimar la cantidad de agua que se espera sea
et al., precipitada, su prediccion solo abarca la zona de influencia de
2016) una estacién meteorologica.

Realizan la estimacién de la tasa de precipitacion usando

(Ang et al., | unicamente datos de precipitacion. Precisan de mediciones in-
2014) situ histéricas y actuales que debido a la geografia de la zona

altoandina es compleja de adquirir.
Aunque presenta un método de fusion de datos soportado en

(Jing et al., algoritmos Fle aprendizaje automét.ico, no realizan fusion de
2016) datos de diferentes escalas espaciales y para el modelo de

fusion presentado re-escalan los datos satelitales recolectados
a una misma resolucion espacial.

(W.-K. Tao | Aunque el modelo usado puede generar datos a multiples
et al., escalas espaciales, este requiere de muchos datos, obtenidos
2009) mediante multiples divisiones de la atmosfera.

(W. K. Tao Aunque el mgdelo usado pgede generar datos a mt]lti!oles
ot al escalas espaciales, este requiere de muchos datos, obtenidos

’ mediante multiples divisiones de la atmosfera, hasta 30 capas
2014)
en el caso del GCE.
Aunque los autores proponen dejar a consideracién del GA la

(J. Lee et | seleccién de los atributos Utiles para la prediccion de la

al., 2014) | precipitacion, no consideran el uso de datos de diferentes

escalas espaciales o de diversas fuentes meteorologicas.
Tabla 2. Brechas de las investigaciones destacadas.
. Las investigaciones seleccionadas en la temética Andlisis de Big

Data en el Prondstico de Lluvias se han centrado principalmente en los
problemas del Volumen y la Velocidad de acceso a los datos
almacenados, dejando de lado la Variedad y el Valor.

. Las investigaciones seleccionadas en las teméaticas Algoritmos de
Aprendizaje Maquina en el Prondstico de Lluvias y Métodos de Fusion de
Datos Multiescala en el Pronostico de Lluvias se han centrado
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principalmente en el Volumen de los datos a procesar, nuevamente
dejando de lado la Variedad y el Valor.

. Aunque algunas investigaciones han realizado pronéstico de la
cantidad de agua que se espera sea precipitada, se ha desarrollado a baja
resolucion espacial o en el area de influencia de una estacion
meteoroldgica.

. Aunqgue se ha hecho uso de algoritmos de aprendizaje automatico
en la fusion de datos multiescala, esta se ha realizado teniendo en cuenta
solo la variable directamente relacionada con la precipitacion.

. Durante la construccién del estado del arte no se encontré ninguna
investigacion que realice la estimacion de la probabilidad de ocurrencia
de eventos de escasez o sobreoferta de recursos hidricos.

2.3. Resumen

En este capitulo fueron presentados los conceptos tedricos correspondientes a
tres conceptos principales como lo es el Analisis de Big Data, algunos algoritmos
y técnicas de aprendizaje maquina y los métodos de fusion de datos.

Posteriormente fueron expuestos los trabajos relacionados respecto al problema
de investigacion definido en el Capitulo 1, haciendo uso de una metodologia para
la construccion del mapeo y revision sistemética. Los enfoques de estos trabajos
fueron orientados en los siguientes nichos de investigacion. La aplicaciéon de los
algoritmos y técnicas de aprendizaje maquina al prondstico de la precipitacion,
el uso del Analisis de Big Data en el prondstico de la precipitacion y por ultimo el
uso de los métodos de fusion de datos en el prondstico de la precipitaciébn, como
base para la estimacion de la cantidad del recurso hidrico.
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Capitulo 3
Construccion del Conjunto de Datos

El presente proyecto cuenta con diversas fuentes de datos, usadas durante el
desarrollo de los modelos de estimacion de precipitacion. Cada fuente presenta
particularidades para tener en cuenta y a solucionar de cara a la conformacién
del Conjunto de Datos final. Algunas variables son transversales entre las
fuentes de datos, mientras que otras son exclusivas de una fuente por lo que
debe considerarse que variables usar y que variables descartar. Adicionalmente
se debe tener en cuenta si se existen investigaciones donde se demuestre que
tengan una relacion con la precipitacion. En la seccion 3.1 se describen todas
las fuentes de datos usadas y las peculiaridades encontradas en cada una.
También, se muestran los procesos realizados para convertir esta informacion a
un formato de mayor legibilidad de acuerdo con las capacidades disponibles al
momento de procesar la informacién. Por ultimo, se muestra la relacion que cada
una de estar variables posee con la precipitacion de acuerdo con las
investigaciones que han realizado diversos autores en ese aspecto. Finalmente,
en la seccién 3.2 se presentan los procesos que se realizaron para conformar el
Conjunto de Datos utilizado en los posteriores desarrollos de modelos y las
pruebas de estos.

3.1. Fuentes de Datos

3.1.1 Meteoblue

Es un servicio meteoroldgico creado por la Universidad de Basel de Suiza, la
Administracion Nacional Oceanica y Atmosférica (NOAA) y el Centro Nacional
de Prediccién Ambiental de los Estados Unidos (“Meteoblue,” n.d.). Se fundé
como un spin-off en el afio 2006.

La informacién proporcionada por el modelo de Meteoblue posee una resolucion
espacial de 10 km x 10 km en el area de estudio (la resolucion espacial varia
dependiendo de la regién donde se solicite), este modelo nos entrega las
siguientes variables muestreadas cada hora.

o Temperatura: 0 Humedad Relativa:
Temperatura estimada en grados Porcentaje de vapor de agua
Celsius. presente en el aire.

o Temperatura de Rocio: o0 Nubosidad Baja, Media y Alta:
Temperatura a la cual empieza a Porcentaje del cielo cubierto por
condensarse el vapor de agua nubes bajas, nubes medias y
para cada hora del dia, en grados nubes altas.

Celsius.
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o Radiacion de Onda Corta: o Precipitacion Total:

En la cantidad de radiacion solar Cantidad de Iluvia en mm
en W/m? que llega a superficie precipitada en el tiempo de
terrestre. Esta radiacion esta en muestreo.

el espectro comprendido entre
los 290 y los 3000 nm.

3.1.2 TRMM

La Misién de Medicion de Lluvia Tropical (TRMM) es un esfuerzo conjunto entre
la NASA y la Agencia de Exploracion Aeroespacial de Japon (JAXA), iniciada en
1997 para el estudio de la precipitacion para estudios meteoroldgicos y climaticos
(National Aeronautics and Space Administration, n.d.), con el objetivo de mejorar
el entendimiento de la distribucién y la variabilidad de la precipitacion en los
tropicos. El satélite TRMM cesO su operacion en 2015 luego de 17 afios de
recoleccion de datos. No obstante, los productos TRMM estan disponibles hasta
principios de 2018.

Los datos de precipitacion son producidos por el modelo Analisis Multi-Satélite
de Precipitacion TRMM (TMPA) usando datos de mudltiples fuentes climaticas
incluida la informacién producida por el satélite TRMM. Para esta investigacion
se usoO el producto 3B42 RT 3-Horas (NASA, 2017b) que entrega datos en
periodos de 3 horas diarias de la tasa de precipitacién a una resolucién espacial
de 25 km x 25 km desde 50 grados latitud sur hasta los 50 grados en la latitud
norte.

Estos datos se obtienen en 3 fases (Huffman et al., 2007)

e Se estima la precipitacion obtenida mediante datos de radar,
posteriormente se calibra y se combina.

e Se estima la precipitacion mediante datos infrarrojos con el uso de la
precipitacion calibrada, estimada a partir de datos de radar.

e Se combina la informacién de las dos fuentes.

3.1.3 GOES

El programa Satelital Operacional Ambiental Geoestacionario (GOES) es una
mision conjunta de la NASA y la NOAA (Jenner, 2015), encargada de procesos
de pronostico del clima, rastreo de tormentas severas e investigacion
meteoroldgica. El sistema GOES se compone de una serie de satélites geo
sincronos que han sido constantemente lanzados desde 1974. En la actualidad
se encuentran operacionales los satélites GOES 14, GOES 15y GOES 16, Hasta
finales de 2017 el satélite GOES 13 ocupé la érbita en la que se encuentra
actualmente el satélite GOES 16.

20



Para este estudio se usaron los datos climaticos recolectados por el satélite
GOES 13, este satélite entrega una imagen compuesta por 4 bandas, dos
designadas a la deteccion del infrarrojo, una banda para el espectro visible y una
banda que detecta vapor de agua. Para obtener los datos de precipitacion a partir
de la informacion obtenida se usé el modelo propuesto por (Vicente, Scofield, &
Menzel, 1998). Este modelo llamado auto-estimador promedia la tasa de
precipitacion a partir de las imagenes generadas por el satélite cada media hora
en una resolucion espacial de 4 km x 4 km.

3.1.4 DEM

La mision de Topografica Shuttle Radar (NASA, 2017a) es un esfuerzo
internacional dirigido por la NASA y la Agencia Nacional de Inteligencia-
Geoespacial (NGA) en el afio 2000, para obtener modelos digitales de elevacion
globales, comprendidos entre los 56 grados latitud sur y los 60 grados latitud
norte. El radar Shuttle montado en la plataforma satelital cuenta con dos antenas
gue emiten ondas de radar a la superficie terrestre, los datos recolectados fueron
luego procesados para generar modelos digitales de elevacion con una
resolucion espacial de 90 m x 90 m. Posteriormente en el afio 2014 se inici6 el
proceso de liberacion de la informacion a una resolucion espacial de 30 m x 30
m que en un principio solo estaba disponible para los Estados Unidos.

En esta investigacion se usaron los datos de la version SRTM 3.0 o SRTM+, esta
version cuenta con la resolucién espacial de 30 m x 30 m y adicionalmente se ha
aplicado un proceso de llenado de vacios y correccion de errores en las zonas
de alto relieve presente en versiones anteriores de los datos, en zonas como
montafas, desiertos y cafiones.

3.1.5 MODIS NDVI

El indice de Vegetacion de Diferencia Normalizada (NDVI) producido por el
Espectro-radiémetro de Imagenes de Resolucion Moderada (“MODIS Vegetation
Index Products,” n.d.), es producido cada 16 dias a multiples resoluciones
espaciales. Provee datos que permiten estudiar el comportamiento temporal del
dosel de la vegetacion.

Estos compuestos de 16 dias se obtienen a partir de la recoleccion de
informacion diaria de la reflectancia superficial (“MODIS Vegetation Index
Products,” n.d.). En este estudio se usé el producto MOD13A2 16-Day NDVI que
posee una resolucion espacial de 1 km x 1 km.

3.1.6 ONI

El indice Oceénico del Nifio es una medida de el Nifio — Oscilacion del sur o
ENSO (Center, n.d.), producido por el Centro de Prediccion Climatico (CPC) de
la NOAA. Este indice es un indicador de la presencia del el Nifio (periodos
calidos) o la Nifia (periodos frios) en la temperatura del océano. Los datos estan
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presentes de forma mensual desde 1950, aunque se producen y se actualizan
de forma trimestral.

3.1.7 SoilGrids

Es un sistema para el mapeo automatizado del suelo a nivel mundial, basado en
métodos de prediccion espacial de vanguardia, generando mapas de suelos con
una resolucién espacial de 250 m x 250 m (Hengl et al., 2017), algunos en 7
profundidades distintas (0, 5, 15, 30, 60, 100 y 200 cm). Estos mapas son acceso
gratuito y se pueden descargar mediante la herramienta disponible en
(“SoildGrids,” n.d.). Estos mapas cuentan con 213 variables, considerando las
variables que se subdividen bien sea en las 7 profundidades o en menos
llegamos a contar con 314 variables en total. Esta informacion se considera que
no varia de manera considerables en periodos cortos de tiempos.

3.2. Procesamiento de los Datos

En esta etapa de procesamiento de datos se pueden usar diversas técnicas y
algoritmos para desarrollar las tareas necesarias de manera agil, como lo son
los métodos de fusion de datos. La fusibn de datos esta clasificada de la
siguiente manera.

v' Fusién de Datos: la fusién de datos pretende obtener un dato de
mejor calidad, a partir de mdltiples sensores, eventualmente
heterogéneos, realizando inferencias que pueden no ser posibles a
partir de uno solo. (Hall & McMullen, 2004).

v Fusién de Datos Multiescala: busca integrar la
informacion de diferentes bases de datos de escala
espacial y/o temporal distintas que ayuden a representar
de mejor manera un fenébmeno u objeto definido.

v Modelamiento Multiescala: es un tipo de modelamiento en el que
diferentes modelos a diferentes escalas son usados de manera
simultdnea para describir un sistema. Consiste en el uso de tres
componentes que son: el analisis multiescala, los modelos multiescala
y los algoritmos multiescala. (E & Lu, 2011)

En este proyecto se hace uso de la fusion de datos puesto que el modelamiento
multiescala requiere de grandes cantidades de informacion, y la zona de estudio
no posee dicha informacion ni la especificidad requerida para este tipo de
modelos.

Posterior a esto se revisa la temporalidad de cada fuente de datos para
determinar la ventana temporal adecuada donde se tenga la mayor cantidad de
informacion disponible en la mayoria de las fuentes de datos seleccionadas.
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3.2.1 Seleccion de la ventanatemporal

Como primer paso se selecciona la ventana temporal sobre la que se trabajara
en este estudio, para ello se tuvo en cuenta la ventana temporal ofrecida por los
datos de Meteoblue disponibles a partir del 1 de enero de 2012 y se decide
trabajar con la informacion presente hasta el 31 de diciembre de 2016. Una vez
hecho se seleccionaron todos los datos presentes en esta ventana temporal en
las diferentes fuentes de datos.

3.2.2 Ajustes y Fusion de datos Multiescala

Como segundo paso se procede a realizar los ajustes necesarios en los datos
para que sean de facil visualizacion y procesamiento. Inicialmente los datos
TRMM vy los datos GOES se obtienen en un formato de datos jerarquicos o HDF
y en formato NetCDF, para los procesos realizados estos formatos son poco
convenientes debido a que las fuentes de datos los entregan sin georreferenciar
y, aunque se entregan las pautas necesarias para aplicar la georrefenciacion
correcta usando software SIG (Sistemas de Informacién Geografica), estos no
permiten la adicién de las fuentes de datos tales como Meteoblue, sin tener que
realizar ajustes en los archivos, lo que haria mas complejo el proceso de
preparacion del conjunto de datos.

Por esta razon se desarrolla una herramienta que asigna de manera automatica
la georreferenciacion a cada archivo de las fuentes TRMM y GOES vy los
almacena en formato el Geotiff, este formato permite almacenar la data de
interés y la georreferenciacion en un solo archivo. Este formato es ampliamente
soportado y usado en multiples aplicaciones, asi como en software SIG. La
georreferenciacion utilizada en este proyecto es el Sistema Geodésico Mundial
1984 (WGS-84) (OACI, 2002). Este sistema fue seleccionado debido a que es el
sistema de coordenadas geograficas usado por las fuentes de los productos
MODIS NDVIy DEM.
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. Localizacion de

ImagenGegggMM & > Lectura de los datos —> puntos de
georreferenciacién
I
v
Asignacion del | Exportacién de los |
Sistema de —>  datos en formato

Coordenadas WGS :

o GeoTiff

Figura 1. Proceso de conversion y Georrefenciacion datos TRMM y GOES
(Fuente propia)

La figura 1 muestra el proceso descrito de manera grafica, cada médulo fue
implementado usando las librerias OpenCV (OpenCv, 2014) y GDAL (Gdal,
2009) y el lenguaje de programacion C++ (Cplusplus.com, 2013). La libreria
OpenCV es una libreria de acceso gratuito especializada en el procesamiento de
imagenes y la Libreria GDAL esta especializada en el procesamiento de datos
georreferenciados, principalmente imagenes satelitales. El médulo de lectura se
encarga de leer cada archivo y transformarlo a un formato tipo Matrix. Una vez
hecho esto el modulo localiza los puntos de georreferenciacion entregados por
el proveedor de los datos (ver figura 2), para asignarle las coordenadas
geograficas originales. El siguiente paso es realizar la reproyeccion de los datos
al sistema WGS84 parar finalmente exportar la informacion reproyectada en
formato Geotiff.
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Figura 2. Figura base para la geolocalizacion de las coordenadas de referencia
en imagenes TRMM y GOES (tomado de (Sedgewick, Robert Wayne, 2017)).

Los datos de Modis NDVI, DEM ya poseen el formato Geotiff por lo que no
necesitan esta etapa de procesamiento. Los datos de Meteoblue y ONI vienen
en formato de texto plano y no requieren de procesamiento adicional.

Al finalizar este proceso, se procede a exportar toda la informacion obtenida de
las diferentes bases de datos en un mismo formato, de facil acceso y manejo
para los desarrollos posteriores. Para ello se decide trabajar con archivos en
formato de texto plano debido a todas las ventajas que estos poseen al ser
soportados por la gran mayoria de herramientas de procesamiento de datos.
Especialmente las herramientas software WEKA (of Waikato, 2017) y R (R-Cran,
1993).

Para realizar la exportacion de forma adecuada de la informacion referente a la
zona de estudio, se desarroll6 una herramienta capaz de leer los datos de las
multiples fuentes utilizadas en este proyecto, para luego exportar de acuerdo con
la ubicacién espacial georreferenciada de cada punto de interés, el compilado de
datos en la ventana temporal seleccionada.

Este proceso es descrito en la Figura 3, iniciando con la seleccion de los archivos
de las diversas fuentes de datos a usar en el proyecto. Una vez hecho esto se
procede a leer cada base de datos para luego extraer la informacion de cada una
en la ubicacidbn geogréfica solicitada, en este caso el punto geogréafico
corresponde al punto reportado en la base de datos de Meteoblue. Una vez
extraida la informacion de cada base de datos se procede a organizarla por fecha
y se exporta en formato de texto plano (ARFF y CSV).
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Figura 3. Proceso de extraccion de los datos. (Fuente propia)

Debido a que la informacién obtenida de Meteoblue esta disponible entre los
afos 2012 y 2016, se decide trabajar esta misma ventana de tiempo en todas
las bases de datos seleccionadas. Por tal razon los archivos exportados por esta
herramienta solo poseen informacion de esos afios. Sin embargo, si los datos
ingresados en el campo de Meteoblue poseen informacién en un periodo de
tiempo distinto, este se ajustard de manera automatica y extraerd la informacion
en ese periodo de tiempo.

3.2.3 Imputacion de datos perdidos

Datos

F 3
TRMM >
GOES , >

™

Modis NDVI =
Meteoblue =
ONI -
2012 2013 2014 2015 2016

Ventana Temporal

Figura 4. Presencia de datos en la ventana temporal seleccionada para cada
fuente de datos. (Fuente propia)
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Como se puede ver en la figura 4 entre los afos 2012 y 2014 la fuente de datos
GOES presenta ausencia de informacion, especificamente entre enero de 2012
y julio de 2014. Dado que se cuenta con informacion muy limitada se decide
llenar este vacio de informacion, teniendo como base la informacion climética
disponible en las otras fuentes de datos. Para este proceso se decide trabajar
con 4 métodos de imputacién de datos: Predictive Mean Matching (PMM) (Vink,
Frank, Pannekoek, & van Buuren, 2014); HotDeck (Andridge & Little, 2010),
Expectation Maximization (EM) (Dempster, Laird, & Rubin, 1977) y missForest
(Stekhoven & Buhlmann, 2012), disponibles en la herramienta software R (R-
Cran, 1993).

e PMM

La imputacién de los valores perdidos mediante el uso de PMM se realiza
siguiendo los siguientes pasos (Allison, 2015).

1.

En los casos donde no se cuente con valores perdidos, estime una
regresion lineal entre las variables relacionadas para estimar un
conjunto de coeficientes b.

Se realiza una seleccion aleatoria un conjunto de coeficientes de b.
Usando este valor, generar valores para la variable faltante en todos
los casos, tanto aquellos con valores perdidos como aquellos en los
gue todos los datos estan presentes.

Para cada caso con valores perdidos, identificar un conjunto de casos
sin valores perdidos, donde los valores perdidos predichos sean
cercanos.

De uno de estos casos elegir aleatoriamente el valor con el que sera
imputado el valor perdido.

Repetir los pasos 2 a 5 hasta completar el conjunto de datos.

e HotDeck

La imputacién de los valores perdidos usando el método HotDeck se realiza
reemplazando estos valores con valores de otras instancias con atributos
similares, seleccionada de manera aleatoria. Al atributo seleccionado se le
conoce como donante y a el atributo imputado como recipiente. Existen
diferentes métodos validos para aplicar este modelo (“Hot-Deck Imputation ::
SAS/STAT(R) 14.1 User’s Guide,” n.d.)

e EM

La imputacion con el método EM busca maximizar el valor predicho para la
imputacion, de manera iterativa y alterna entre tres pasos

1.

Se estiman los valores para usar en la imputacién de los valores
perdidos.
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2. Se actualizan los valores de imputacion para encontrar una estimacion
de méxima verosimilitud de los valores perdidos

3. Repetir 1 y 2 hasta que los cambios estimados en los parametros
alcancen el umbral preestablecido

e missForest

Es un método no paramétrico de imputacion de valores perdidos, para ello
hace uso del algoritmo de aprendizaje maquina RF, de manera tal que puede
imputar tanto variables numéricas como categoricas de manera simultanea
evitando asi la perdida de relaciones entre este tipo de variables (Stekhoven
& Buhlmann, 2012).

Para determinar la fuente de datos a usar en el proceso de imputacion se realizo
una seleccion previa, mediante la busqueda de variables altamente
relacionadas. En este caso solo la fuente de datos Meteoblue que posee una
variable que mide la cantidad de precipitacion en mm y la fuente de datos TRMM
posee una variable que mide la tasa de precipitaciébn (de manera similar al
modelo de GOES) fueron seleccionadas como candidatos en el proceso de
imputacion de los datos perdidos.

Luego de realizar una revision a fondo de las fuentes de datos se determind que
el modelo que produce los datos de TRMM, usa como uno de sus datos de
entrada informacion obtenida de la mision GOES (Huffman et al., 2007).
Adicionalmente se realizaron pruebas de correlacion, cuyos resultados
mostraron que a pesar de la gran diferencia en escala espacial entre los datos
de GOES y de TRMM, estos poseen una mayor correlaciéon en comparacion a
los datos de GOES con los datos de Meteoblue.

Con esto en mente se procede a aplicar los métodos de imputacion antes
mencionados usando la variable de tasa de precipitacion de TRMM, con el fin de
realizar la estimacion de los valores perdidos en los datos de tasa de
precipitacion GOES obteniendo los resultados observables en la tabla 3.

Método Estadisticas
Min. 15t Qu. | Mediana | Media |3 Qu. | Max.
PMM 0.000584 | 0.006157 | 0.035935 | 0.458953 | 0.372143 | 10.5148
HotDeck 0.000584 | 0.006229 | 0.036811 | 0.410911 | 0.358121 | 10.5148
EM -3.57588 | 0.00252 | 0.09893 0.43213 | 0.80643 | 62.0859
missForest | 0.000584 | 0.040292 | 0.256726 | 0.433130 | 0.418926 | 10.5148

Tabla 3. estadisticas obtenidas para la tasa de precipitacion GOES imputada.

Como se observa en la tabla 3, los métodos PMM, HotDeck y missForest
obtuvieron resultados muy similares, con algo de variacion entre ellos y
conservando los valores minimos y maximos observados en el conjunto de datos
sin realzar la imputacion. No obstante, la mediana obtenida con el método
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missForest muestra una gran diferencia respecto a los otros métodos de
imputacion seleccionado.

El método EM, diverge bastante de los resultados obtenidos en los otros casos,
llegando a realizar la imputacion de los valores perdidos con valores negativos.
Dado que la variable a imputar hace referencia a la tasa de precipitacion, los
valores negativos no tienen sentido. Por esta razon, se decide obviar los
resultados del método EM y trabajar solamente con los datos obtenidos mediante
los métodos PMM, HotDeck y missForest.

Para determinar cual de estos debian usarse para conformar el dataset final se
decidio6 realizar pruebas de correlacion entre los resultados obtenidos mediante
cada método aplicado. Los resultados se muestran a continuacion

Modelo _d,e PMM/HotDeck | PMM/missForest | HotDeck/missForest
Correlacion
Pearson 0.42 0.67 0.57
Kendall's Tau 0.38 0.5 04
Spearman’s 0.44 0.6 0.48
Rho

Tabla 4. correlacion entre los valores imputados.

Como se observa en la tabla 4, PMM y missForest poseen una correlacion fuerte
(Yeager, n.d.), mientras que con el método HotDeck la correlacién es algo menor,
sin embargo es considerable. Entre los métodos PMM y HotDeck la correlacion
es baja. Adicionalmente se realizaron pruebas como la T-Test cuyos resultados
mostraron que los datos imputados eran distintos entre si. Por esta razon se
decide conformar un conjunto de datos por cada método de imputacion
seleccionado para luego realizar la eleccion del conjunto de datos final, basado
en los resultados obtenidos en los modelos de pronéstico.

3.2.4 Conformacién del Conjunto de Datos

Teniendo los datos completos para le ventana de tiempo seleccionada, se
procede con la seleccion de los atributos finales a usar en la investigacion, para
ello se realiza una investigacion similar a la realizada para la conformacion del
estado del arte de este estudio. Al finalizar este proceso se obtiene la siguiente
tabla con una lista de variables que han sido reportadas por diversos autores
como variables relacionadas con la precipitacion.

Variable Relacion con la Precipitacion

Altura En la investigacion realizada en (Sasaki &
Kurihara, 2008) logran determinar que a
medida que la elevacion aumenta, también se
incrementa la precipitacion.

NDVI En la investigacion realizada en (De La Casa &
Ovando, 2006) se muestra que el valor del NDVI
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depende de la cantidad de precipitacion y la
duracion de esta.

Humedad En el estudio realizado en (Asuquo Umoh, 2013),
muestran que existe una alta correlacién entre la
humedad y la precipitacién.

Temperatura La temperatura y la precipitacion poseen una

correlacion positiva 0 negativa dependiendo de la
ubicacion espacial y otras variables climaticas
(Trenberth & Shea, 2005)

Tabla 5. variables seleccionadas acorde a la literatura.

La variable relacionada con el indice ONI también fue seleccionada debido a que
es una representacion del ENSO que tiene grandes afectaciones en la region de
estudio. Los atributos seleccionados se observan en la Tabla 6, se observa
ademas la unidad correspondiente a cada atributo y la fuente de la que fue

seleccionada

h1)

Variable Unidad Fuente
Afo Numérica (“Meteoblue,” n.d.)
(adimensional)
Mes Numérica (“Meteoblue,” n.d.)
(adimensional)
Dia Numeérica (“Meteoblue,” n.d.)
(adimensional)
MaxTemp Numeérica (°C) (“Meteoblue,” n.d.)
MinTemp Numeérica (°C) (“Meteoblue,” n.d.)
MeanTemp Numeérica (°C) (“Meteoblue,” n.d.)
Relative Humidity Numérica (%) (“Meteoblue,” n.d.)
TRMM Numérica (mm | (Rui, 2003)
h1)
NDVI Numérica (“MODIS Vegetation
(adimensional) Index Products,”
n.d.)
ONI Numérica (NOAA Center for
(adimensional) | Weather and
Climate Prediction,
2013)
AMSL Numérica (m) (NASA, 2017a)
GOES Numérica (mm | (Jenner, 2015)

Actual_Total_Precipitatio
n

Numeérica (mm)

(“Meteoblue,” n.d.)

Tabla 6. Atributos seleccionados para la estimacion de la precipitacion diaria.

Adicionalmente a los atributos observados en la tabla 6, para la estimacion de
caudal se haré uso de los 314 atributos obtenidos a partir de la informacion de
suelos (“SoildGrids,” n.d.). Dado que la composicion del suelo determinara en
cierta forma cuanta agua es absorbida y cuanta agua fluira hacia los rios (Merly
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et al., 2014), lo que afectara el caudal presente en los afluentes de cada cuenca
luego de una precipitacion.

Finalmente teniendo en cuenta la clasificacion de la precipitacibn mostrada en
(Volume, n.d.) se decide realizar una aproximacion a la clasificacion del tipo de
lluvia modificando el conjunto de datos final para incluir esta tarea.

Una vez conformados los conjuntos de datos se procede a realizar la evaluacién
del conjunto de datos para verificar la calidad de este. Para ello se aplica el marco
de referencia propuesto en (Corrales, Ledezma, & Corrales, 2015), este se usa
para describir, explorar y evaluar la calidad de los datos respecto a valores
atipicos, ruido, inconsistencia, incompletitud y linea de tiempo. A continuacion,
hablaremos de cada uno de estos.

e Valores Atipicos

Un valor atipico es una observacion distante del resto de los datos, pueden
indicar variabilidad en la muestra o un error de medicion.

e Ruido

Es una variabilidad inexplicada en la muestra de datos. Estos datos
normalmente son valores que no tienen valides al analizar el atributo
muestreado.

e Inconsistencia

Se suele dar cuando dos o mas variables relacionadas entre si, son
contradictorias.

e Incompletitud

Evalla si todos los atributos del conjunto de datos estan completos en cada
una de las instancias.

e Lineade Tiempo

Se define como el grado en que los datos representan la realidad en la
ventana de tiempo requerida. Mide la capacidad que se tiene para actualizar
los datos, acorde con los cambios que se producen.

En la siguiente tabla se resumen los resultados al evaluar el conjunto de datos.

Problema Descripcion
Valores Atipicos No se encontraron valores atipicos
Ruido No se encontr6 ruido en los datos

Ninguna variable relacionada mostro
valores contradictorios
Incompletitud Todos los atributos estan completos

Inconsistencia
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No se encontraron problemas de este
tipo
Tabla 7. Problemas encontrados en el Conjuntos de Datos.

Linea de Tiempo

Cabe mencionar que, dado que los datos GOES ya habian sido imputados con
anterioridad, al realizar este analisis no influyeron a la hora de determinar la
completitud del conjunto de datos. No obstante, de haber realizado este analisis
con anterioridad, se habria aplicado el mismo proceso para resolver el
inconveniente con los datos GOES.

3.3. Resumen

En este capitulo fueron presentadas las fuentes de datos usadas para la
conformacion del conjunto de datos a usar en este estudio y los procesos a los
cuales son sometidas dos de estas fuentes para adecuarlas y hacer mas facil su
procesamiento.

Posteriormente se presenta como se realiza la fusién de los datos TRMM y
GOES mediante métodos de imputacion para generar datos en el espacio de
tiempo donde no se cuenta con informacion GOES. Por ultimo, se muestra la
base para la seleccion de atributos y los atributos seleccionados para la
conformacion del conjunto de datos multiescala, luego se aplica el marco de
referencia propuesto en (Corrales et al., 2015) al conjunto de datos para
determinar su calidad respecto a los 5 problemas identificados.
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Capitulo 4
Modelos de Aprendizaje Maquina

Seleccionados

En el presente proyecto para la estimacion de la cantidad de precipitacion y el
caudal, se usaron algoritmos y técnicas de aprendizaje maquina. Con el fin de
lograr encontrar relaciones ocultas en los datos, que mediante otro tipo de
técnicas de prondstico son dificiles o imposibles de ver. Cada algoritmo usado
posee particularidades propias que los hacen mas o menos propensos a ruido
en la base de datos de ahi la importancia de los procesos realizados descritos
en el capitulo 3. En la seccién 4.1 se describen de manera general los algoritmos
usados en el desarrollo de este proyecto. En la seccién 4.2 Por ultimo, se
muestran los resultados obtenidos con cada modelo en la zona de estudio.
Finalmente, en la seccion 4.3 se presentan los resultados obtenidos al realizar
este mismo procedimiento en otras cuencas del departamento del Cauca.

41. Aprendizaje Maquina

Teniendo en cuenta que en este proyecto se busca realizar la estimacion de la
cantidad de agua precipitada y el caudal de los afluentes en la zona de estudio,
se realiz0 la seleccion de dos tipos algoritmos de aprendizaje maquina las Redes
Neuronales (RNA'y los Arboles de Decisién (AD), teniendo en cuenta lo expuesto
en (Doan & Kalita, 2015), donde los algoritmos basados en RNA 'y los algoritmos
basados AD son clasificados como los mejores algoritmos para regresion en la
mayoria de los conjuntos de datos probados.

A continuacion, se trataran estas técnicas usadas en el desarrollo de esta
investigacion.

e Redes Neuronales Artificiales (RNA)

Una RNA es un paradigma de procesamiento de informacion basado en el
comportamiento del sistema nervioso bioldgico, dicho de otra manera, tratan de
imitar la forma como el cerebro procesa la informacion (Stergiou & Siganos, n.d.).
Estas al igual que las personas aprenden mediante ejemplos.

Las RNA son configuradas para aplicaciones especificas tales como el
reconocimiento de patrones o la clasificacion mediante procesos de aprendizaje.
Como se menciono el proceso es similar al de los cerebros, por lo que durante
el proceso de entrenamiento de la red se crean las conexiones entre neuronas y
se asignan pesos a cada conexion con el fin de encontrar la configuracién
adecuada, de acuerdo con los requerimientos impuestos a la red neuronal.
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Como su nombre lo indica la RNA estd compuesta por Neuronas Artificiales
(NAs). Las NA imitan el comportamiento de una neurona natural, es decir, actian
al recibir una o multiples sefiales de entrada produciendo una sefial de salida en
respuesta a estas. Cada NA de la red recibe estas sefiales y produce su propia
salida basado en la funcidén de activacion seleccionada para la red y el peso que
cada neurona le da a la sefial de entrada luego del proceso de entrenamiento.
En la siguiente figura se puede ver la estructura de una NA.

Xa

X3

Figura 5. Forma basica de una NA (Tomado de (Buckland, 2002))

Inputs X

X4
Xa
Cuando se habla de una RNA, se habla de multiples NAs conectadas entre si,
en multiples capas. Dependiendo de la configuracion de la red se puede tener
gue cada NA esta total o parcialmente conectada a las NAs de la siguiente capa,

y/o estar conectada a si misma o0 a otra NA de la misma capa. En la figura 6
podemos observar una estructura basica de una RNA.

Output Layer

Hidden layer

Input Layer

Figura 6. Estructura basica de una RNA (Tomado de (Buckland, 2002))

Como se puede ver en la figura 6, una RNA puede tener una o mas salidas
dependiendo del problema para el cual haya sido entrenada. Ahora bien,
dependiendo del tipo de problema a resolver, se tendran diferentes tipos de RNA.
No obstante, los mas comunes en la actualidad son las RNA supervisadas y las
No Supervisadas. Las redes supervisadas son aquellas en las que el usuario
hace parte activa del proceso de entrenamiento mientras que en la no
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supervisadas es la propia la red la encargada de generar todo el conocimiento a
partir de los datos de entrenamiento.

Las RNA han sido usados en mdltiples aplicaciones en diversos campos de las
ciencias naturales, las ciencias de la salud, en el campo de la seguridad e incluso
en el arte.

e Arboles de Decision (AD)

Los arboles de decisién son una herramienta que goza de mucha popularidad y
de capacidad al momento de realizar tareas de clasificacion y de prediccion. Una
de las caracteristicas principales de los AD es que representan reglas, estas son
de facil entendimiento y extrapolables a lenguajes como SQL, para el acceso y
clasificacion de bases de datos (“{DMS} Tutorial - Decision trees,” n.d.).

Un AD es un clasificador o regresor que posee una estructura similar a la de un
arbol, compuesto de dos tipos de nodos, un nodo de decisién y un nodo hoja
conectados entre si. Un ejemplo de esta estructura se puede observar en la

Figura 7.
- decision
node
Q - leaf

K=x
A=red A=blue node

' A

/ Bz81 B=31

B <45 Bz45 ‘
J \ K=x
K=y K=x \
C=true C=false
K=x K=y

Figura 7. Estructura de un arbol de decision (tomado de (“{DMS} Tutorial -
Decision trees,” n.d.))

Los nodos hoja se utilizan para indicar la clase definida por el arbol para los datos
de entrada o del valor a predecir a partir de estos. Los nodos decision son usados
para evaluar atributo por atributo los datos de entrada y determinar la direccién
de flujo a seguir en las ramificaciones del &rbol para continuar con el proceso de
clasificacion o prediccion. Teniendo como base la estructura de la Figura 7,
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nuestro arbol iniciaria evaluando el atributo A, dependiendo del valor del atributo
se sigue una de las dos ramificaciones iniciales, luego se analiza el atributo B,
dependiendo de si cumple las condiciones especificas de cada ramificacion se
asignara la clase x o y al conjunto de datos de entrada o sera necesario evaluar
un tercer atributo antes de que se tome una decision.

Los AD hacen parte de los algoritmos supervisados, puesto que requieren de
una clase o variable objetivo para producir resultados. Existe una gran variedad
de algoritmos usados para la construccién de AD entre ellos CART que puede
generar arboles tanto para tareas de clasificacion como de prediccidén y Cubist
usado para tareas de prediccién entre otros.

o CART

Es un método de aprendizaje maquina para la construccion de modelos
de prediccion a partir de un conjunto de datos de entrada. Estos se
obtienen mediante el particionamiento del espacio de los datos de entrada
y ajustando un modelo de prediccion a cada particion (Loh, 2011). Estas
particiones y sus correspondientes modelos pueden ser representados
como un arbol de decision. CART usa una generalizacion de la varianza
binomial para minimizar las impurezas en cada nodo. CART inicialmente
crea un arbol de grandes proporciones que luego es podado hasta llegar
a uno de menor tamafo, reduciendo los errores de clasificacion o
prediccion.

o Cubist

Es una version extendida del modelo M5, es un modelo de arboles de
regresion basado en reglas (Quinlan, 2017). Este modelo genera una lista
de decisiones para problemas de regresion usando el paradigma de
disefio de algoritmos divide y venceras (Harms, Tadesse, & Wardlow,
2009), este funciona dividiendo en problema en dos o mas sub problemas
iguales o de un tipo relacionado hasta que es lo suficientemente simple
para ser solucionado de forma directa. Este algoritmo combina arboles de
regresion y arboles de clasificacion, particionando el espacio de los datos
de entrada basado en medidas de entropia usando los arboles de
clasificacion, luego ajusta una ecuacion de regresion usando los arboles
de regresion a cada subespacio.

Teniendo en cuenta lo expuesto con anterioridad a continuacion, se exponen a
modo de comparacion las principales caracteristicas de estas técnicas.

0 RNA
= Pueden aprender o modelar relaciones no lineales y
complejas (Tu, 1996).
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» Requieren de un desarrollo estadistico menos formal (Tu,
1996).

= Son como cajas negras, por lo que no se puede saber
completamente como realizan las relaciones entre los datos
de entrada y los datos de salida (Tu, 1996).

»= Tienen un alto costo computacional (Tu, 1996).

» Faciles de interpretar y pueden ser convertidos a un
conjunto de reglas (Alpaydin, 2010).

» Pueden trabajar con datos nominales y numeéricos
(Alpaydin, 2010).

» Pueden trabajar con conjuntos de datos con mdultiples
valores perdidos (Alpaydin, 2010).

= Siexisten muchas interacciones complejas entre atributos el
costo computacional es elevado (Alpaydin, 2010).

= Son muy sensibles al ruido en los datos (Alpaydin, 2010).

En la actualidad se han desarrollado métodos que permiten mejorar los
resultados obtenidos usando cualquiera de los algoritmos de aprendizaje
maquina, superando ciertas las limitaciones que cada uno pueda tener. Para ello
se usan las técnicas de aprendizaje de ensamble.

Aprendizaje de Ensamble (AE)

El aprendizaje de ensamble tiene como objetivo construir un modelo de
prediccidn o clasificacion integrando multiples modelos de aprendizaje maquina
(Rokach, 2010), La idea general del AE es combinar multiples clasificadores con
el fin de obtener un clasificador que supere a cada uno de los clasificadores
combinados. De manera anéloga a como funciona una RNA, los métodos de AE
usan los modelos de aprendizaje maquina a combinar como si fueran NA y
posteriormente combinan la salida de cada uno de ellos.

Se han desarrollado diferentes métodos de AE, entre los mas comunes
encontramos a Bagging, Stacking, Random Forest y Random SubSpace.

A. Bagging

Bootstrap Aggregating o Bagging es una técnica de ensamble que implica
gue cada modelo entrenado en el ensamble tenga el mismo peso a la hora
de dar una respuesta al problema de clasificacion o regresion que se esté
enfrentando. Actualmente es uno de los métodos de ensamble mas
populares, a diferencia de métodos como el Stacking que permiten el uso
de diversos tipos de algoritmos, Bagging usa mudltiples versiones del
mismo algoritmo (Breiman, 1996). Cuando se usa para regresion entrega
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el valor promedio de la prediccion cada version del regresor, mientras que
en el caso de realizar una clasificacion se decide por voto.

B. Stacking

También conocido como stacked generalization, es un esquema para la
minimizacion del error de generalizacion. Trabaja deduciendo los sesgos
de cada predictor (Wolpert, 1992), esto se realiza mediante la
combinacién de multiples algoritmos de prediccion, entrenados usando los
datos de entrada y posteriormente se entrena un algoritmo combinador
con las salidas de cada algoritmo base usado previamente. Este ultimo se
encarga de dar una respuesta global, teniendo en cuenta los resultados
de cada algoritmo de prediccién usado.

C. Random Forest

Es una combinacion de arboles predictores, donde cada arbol depende
de los valores de un vector independiente aleatorio y con la misma
distribucion para cada arbol en el bosque (Breiman, 2001). Cada arbol del
bosque produce un Unico voto como respuesta a una entrada X, entonces
la respuesta con mas votos suele ser la entregada por el bosque.

D. Random SubSpace

Es un método de ensamble que busca reducir la correlaciébn entre
predictores en el ensamble entrenando cada uno con submuestras
aleatorias de las caracteristicas del conjunto de datos (Skurichina & Duin,
2002). Es decir, este no usa todas las caracteristicas disponibles para
entrenar cada predictor, usa submuestras aleatorias para cada uno.

Estos métodos son usados en conjunto con los algoritmos de RNA y AD para el
desarrollo de los prototipos y del modelo final de este proyecto.

4.2. Desarrollo de los Prototipos

Para el desarrollo de los prototipos encargados de la estimacion de la
precipitacion se utilizd en primera instancia la herramienta WEKA (Waikato
Environment for Knowledge Analysis) (of Waikato, 2017) version 3.8.2 Esta
herramienta de distribucion libre esta desarrollada en JAVA y cuenta con
multiples implementaciones de algoritmos de aprendizaje maquina, herramientas
para analisis y tareas de mineria de datos. Su interfaz es simple y de facil uso.

Para el desarrollo de los prototipos en weka se usaron los siguientes algoritmos.

Algoritmo Implementacion en WEKA
Bagging weka.classifiers.meta.Bagging
Stacking weka.classifiers.meta.Stacking

Random Forest weka.classifiers.trees.RandomForest

38



Random SubSpace weka.classifiers.meta.RandomSubSpace

Multilayer Perceptron weka.classifiers.functions.MultilayerPerceptron

Tabla 8. Algoritmos usados en WEKA

Los algoritmos presentados en la Tabla 8 fueron modificados en sus parametros,
a excepcion del algoritmo Random Forest y el algoritmo Multilayer Perceptron en
los cuales se usaron los parametros por defecto. En el caso de Bagging se
cambié el algoritmo meta-vaticinador por el algoritmo Random Forest, en el caso
de Stacking se cambiaron los algoritmos predictores base y el algoritmo meta-
vaticinador, como base se usaron tres instancias de Random Forest y como
meta-vaticinador se us6 el algoritmo Multilayer Perceptron. Por ultimo, en el caso
del algoritmo Random SubSpace se us6 Random Forest como meta-vaticinador.

En cada caso se evallan las respuestas de cada prototipo generado, para
determinar aquel de mejor funcionamiento y que sera usado en la version final.

En segunda instancia se usoé la herramienta R (Team, 2013), esta herramienta
también de acceso libre cuenta con mdultiples modulos para la realizacion de
tareas estadisticas, analisis, visualizacion y mineria de datos, y una amplia gama
de algoritmos de aprendizaje maquina. En este caso especifico, se uso el IDE R
Studio (Rstudio Team, 2016) que proporciona una interfaz amigable y completa
para el uso de la herramienta y la instalacion y actualizacién de los moédulos de
manera sencilla y semiautomatizada.

Para el desarrollo de los prototipos en R se usaron los siguientes algoritmos
incluidos en el paquete Caret (Leek, 2011)

Algoritmo Implementacion en R
CART treebag
Cubist Cubist
Random Forest rf

Tabla 9. Algoritmos usados en R

Los algoritmos presentados en la tabla 9 fueron usados con sus parametros por
defecto. Nuevamente en cada caso se evallan los resultados para la seleccion
del modelo final a usar.

Una de las ventajas que ofrece el uso de la herramienta R y especificamente el
paquete Caret es la posibilidad de realizar el entrenamiento de los modelos
usando procesamiento paralelo, o que permite que cada modelo se entrene en
una cantidad menor de tiempo.

Los algoritmos antes mencionados fueron usados tanto para la Prediccion como
para la Clasificacion en el caso de las Lluvias.
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4.2.1 Areas de Estudio

Para el desarrollo de los prototipos se usaron dos cuencas altoandinas como
area de estudio 1 la cuenca del Rio Molino, ubicada en el departamento del
Cauca. Esta cuenca provee parte del agua usada en la ciudad de Popayan,
Cauca. Esta cuenca esta localizada al sur occidente de Colombia, cuenta con un
area cercana a los 66 km? en la cual conviven alrededor de 53 mil habitantes. La
precipitacion media es de 1977 mm aproximadamente. Su altitud varia entre los
1680 hasta los 2880 msnm lo que la clasifica como una cuanta alta tipica de
montafia o cuenca altoandina.

Meteorologica

Cuenca Hidrografica
Rio Molino
Zona de Estudio 1 )

Figura 8. Area de estudio 1 cuenca hidrogréafica Rio Molino. (Fuente propia)

Adicionalmente se usO la cuenca del Rio Piedras como area de estudio 2,
ubicada en el departamento del Cauca. Estd cuenca también se usa para
abastecer de agua a la ciudad de Popayan, Cauca. Cuenta con un area
aproximada de 43 km? y cuenta con cerca de 3000 habitantes. Su altitud varia
entre los 1980 y los 3820 msnm y una precipitacion media anual de 2000 mm
aproximadamente.
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Estacion Hidroldgica

Cuenca Hidrografica
Rig Piedras
Zona de Estudio 2

iagem £

Figura 9. Area de estudio 2 cuenca Rio Piedras. (Fuente propia)

En las Figura 8 y 9 se puede observar encerrado en azul, el area de estudio que
de acuerdo con la imagen de Google Maps cuenta con multiples tipos de
coberturas vegetales y no vegetales. Adicionalmente en color verde se puede
observar el punto donde se encuentra localizada una de las estaciones
meteoroldgicas usadas para la validacion de los prototipos. Estas zonas se
eligieron al contar con estaciones meteorolégicas de facil acceso para realizar
las validaciones necesarias en los prototipos implementados.

El area de estudio 1 se usO para la generacion y validacion el modelo de
estimacion de la precipitacion diaria y el area 2 se usO para la generacion y
validacion del modelo de estimacion de caudal. Adicionalmente se cuentan con
4 areas de estudio adicionales donde se realizaron pruebas de estimacion de la
precipitacion.

4.3. Selecciéon del Modelo de Prediccion

Para determinar cudal de los algoritmos usados en el desarrollo de este proyecto
ofrece los mejores resultados y por lo tanto serd usado en el modelo de
prediccion final, es necesario compararlos mediante el uso de métricas de
precisién. Las métricas usadas para los modelos son:

e Correlacion de Pearson

El coeficiente de correlacion de Pearson mide la fuerza y la direccion de la
relacion lineal entre dos variables.
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_ cov(x,y)
- Jvar(x) = Jvar(y) (1)

Txy

Donde, y; es el valor predicho y x; el valor real. En el caso en el que r,, sea igual
a +1 se considerara que las dos variables tienen una relacion lineal perfecta
positiva 0 negativa, si el resultado es cero entonces no poseen ningun tipo de
relacion (Yeager, n.d.).

e Error Absoluto Medio (MAE)

El Error Absoluto Medio o Mean Absolut Error permite medir la cercania que hay
entre el vector de valores de la prediccion y el vector de valores reales de un
conjunto de datos (Hyndman & Koehler, 2006), se define de la siguiente manera.

n
1
MAE = - ZD’i — xl (2)
i=1

Donde n el nUumero de datos. En caso de que MAE = 0, se interpreta que la
prediccion es perfecta.

e Error Cuadratico Medio (RMSE)

El Error Cuadratico Medio 0 Root Mean Square Error representa la diferencia entre el
vector de valores predichos y el vector de valores observados, mediante la media
cuadrética (Armstrong & Collopy, 1992), se define de la siguiente manera.

Z?=1(3’i — x;)?
n

RMSE = 3)
Donde n el numero de datos. En caso de que RMSE = 0, se interpreta que la
prediccidn es perfecta.

Adicionalmente para los modelos de clasificacion se tiene en cuenta el
porcentaje de instancias correctamente clasificadas y la Matriz de confusion.

Cada una de estas medidas se obtiene usando Validacion Cruzada (H. Zhang,
2007) y dividiendo el conjunto de datos de manera tal que los datos del afio 2016
se usaron como datos de prueba y los datos de los afios 2012 a 2015 como datos
de entrenamiento.
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44. Resumen

En este capitulo fueron presentados los algoritmos a usar en el desarrollo de la
investigacion, una breve explicacion de cada algoritmo y su funcionamiento y en
gué herramienta se encuentran disponibles.

Posteriormente se presenta la manera en que estos algoritmos se encuentran en
las herramientas y las configuraciones adicionales realizadas a cada uno, cada
vez que fuese necesario. Por Ultimo, se muestra el &rea de estudio seleccionada
y las métricas que se usaran para la evaluacion de cada prototipo desarrollado.
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Capitulo 5
Analisis de resultados

Una vez construido el conjunto de datos y seleccionados los algoritmos a usar
como predictores y clasificadores en el capitulo 4. Se procede a generar los
modelos correspondientes cuyos resultados son mostrados y analizados en este
capitulo. En la seccién 5.1 se encuentran los resultados del proceso de
estimacion de la cantidad de precipitacion diaria en el area de estudio 1 tanto en
la herramienta WEKA como en R. En la seccidn 5.2 se encuentran los resultados
del proceso de estimacién de caudal en el area de estudio 2.

Finalmente, en la seccion de anexos se encuentran los resultados del proceso
de clasificacion de la lluvia en el area de estudio 1 y los resultados obtenidos al
aplicar la primera parte de este proyecto, es decir, la estimacion de la
precipitacion en 5 cuencas adicionales en el departamento del Cauca. Esto como
parte de la estancia investigativa realizada al interior del Proyecto Aquarisc
(“Aquarisc - Home,” n.d.).

Como se menciond en el capitulo 4, cada modelo se entren6 usando Validacion
Cruzada y dividiendo el conjunto de modo tal que los datos de los afios 2012 a
2015 se usaron como datos de entrenamiento y los datos restantes,
correspondientes al afio 2016, se usaron como datos de prueba, esta division se
realzé de manera aleatoria. En todos los casos se usaron los conjuntos de datos
con lainformacion GOES imputada por los métodos MICE HotDeck y missForest.

Los modelos usados en weka de acuerdo con el capitulo 4 son los siguientes:

e Bagging-RF: Bagging usando Random Forest como meta-vaticinador

e MLP: Multilayer Perceptron

e RF: Random Forest

e RSS-RF. Random SubSpace usando Random Forest como meta-
vaticinador

e Stacking-3RF_MLP: Stacking usando 3 instancias de Random Forest
como predictores base y Multilayer Perceptron como meta-vaticinador

Los modelos usados en R son CART y Cubist. En el caso de la herramienta R
también se realizo la experimentacion con Validacién Cruzada y con el conjunto
de datos divididos en las dos sub-ventanas de tiempos definidas en el capitulo 4
y con los tres conjuntos de datos generados usando los métodos de imputacién
seleccionados.

Los resultados que se muestran a continuacion, para la estimacion de la cantidad
de precipitacion, corresponden a el area de estudio 1 (Figura 8) cuenca
hidrografica del Rio Molino
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5.1. Estimacion de la cantidad de precipitacion
diaria

Como se menciono el capitulo 4, las métricas de correlaciéon, MAE y RMSE se

usan para determinar cual de los modelos desarrollados ofrece los mejores

resultados, en este caso el modelo que el valor mas alto de correlacion y los

valores mas bajos en las métricas de error (MAE y RMSE) sera el modelo que
mejor se adapte al conjunto de datos.

5.1.1 Resultados WEKA

A. Validacion Cruzada

e MICE
Modelo Coeficiente de MAE RMSE
Correlacion

Bagging-RF 0.6322 2.8182 5.2931
MLP 0.4151 3.9048 6.3549
RF 0.6305 2.7875 5.3008
RSS-RF 0.6194 2.8938 5.3859

Stacking-
3RF MLP 0.5502 3.361 5.9162

Tabla 10. Resultados usando el conjunto de datos imputado con MICE (VC)

Como se puede observar en la tabla 10, el modelo Bagging-RF posee la
correlacion mas alta, seguido por el modelo RF y el modelo RSS-RF, en todos
ellos por encima de 0.6, es decir que en estos modelos la correlacion entre los
datos de entrenamiento y los datos predichos es alta (Yeager, n.d.), mientras
que en los modelos MLP y Stacking-3RF_MLP la correlacion es moderada
(Yeager, n.d.). Con base en estos resultados se pueden descartar los modelos
MLP y Stacking-3RF_MLP al tener los valores de correlacion mas bajos.

En cuanto a las métricas MAE y RMSE se puede ver que los modelos Bagging-
RF y RF obtienen mejores resultados que el modelo RSS-RF; sus valores
correspondientes son mas cercanos a cero, aunque el modelo RSS-RF ofrece
valores relativamente cercanos. Con base en esto se realizé una comparacion
gréafica entre los valores predichos por los modelos RSS-RF, Bagging-RF y RF.
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Figura 10. Comparacién Precipitacion predicha por el modelo Bagging-RF vs
Precipitacion Real usando MICE (VC). (Fuente propia)
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Figura 11. Comparacion Precipitacion predicha por el modelo RF vs Precipitacion
Real usando MICE (VC). (Fuente propia)
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Figura 12. Comparacion Precipitacion predicha por el modelo RSS-RF vs
Precipitacion Real usando MICE (VC). (Fuente propia)

En las figuras 10-12 se puede observar el comportamiento de los modelos
comparados con los datos de precipitacion real. Eje horizontal de las graficas
representa la precipitacion predicha por el modelo desarrollado y el eje vertical
la precipitacion medida usando el modelo de Meteoblue. Como se puede
observar en los tres casos se presenta una concentracion de la nube de puntos
cercana al origen de los ejes, mas especificamente en los valores de
precipitacion medida en el rango de 0-10 mm y la precipitacion predicha en el
rango de 0-8 mm aproximadamente. Se puede observar que el modelo Bagging-
RF (Figura 10) concentra estas precipitaciones en el rango de 0-5 mm, RF
(Figura 11) lo hace en el rango de 0-6 y RSS-RF lo hace en el rango de 0-8 mm.
No obstante RSS-RF tiene una mayor concentracion de puntos cercana a la
prediccién nula, que hace referencia a que no se presentd precipitacion durante
el dia, mientras que los modelos Bagging-RF y RF tienen la informacién un més
dispersa en este rango. En todos los casos se presenta una subestimacion y
sobreestimacion de la precipitacion.

En cuanto a los puntos mas dispersos, por fuera del rango antes mencionado,
son los puntos en los cuales la precipitacion medida presenta una mayor
diferencia respecto a la precitacion predicha, la diferencia puede ser positiva o
negativa. Esto nos indica los puntos en los cuales los modelos de regresion
usados no fueron capaces de modelar correctamente la precipitacion. Este
comportamiento es bastante similar en los tres casos.
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Como se puede observar en todos los casos hay una subestimacion de la
cantidad de precipitacion diaria a medida que estda aumenta y una sobre
estimacion cuando la precipitacion es Nula. No obstante, el comportamiento
grafico de los modelos es acorde a los valores de correlacion mostrados en la
Tabla 10. Adicionalmente podemos ver como los modelos Bagging-RF y RF
tienen un mejor ajuste a los datos reales en los puntos medios donde la
respuesta es mas cercana a la realidad. Por esta razén en primera instancia,
serian estos los algoritmos a utilizar en las siguientes pruebas.

e HotDeck
Modelo Coeficiente de MAE RMSE
Correlacion
Bagging-RF 0.6205 2.842 5.3555
MLP 0.2961 4.2291 7.0436
RF 0.6105 2.8358 5.4093
RSS-RF 0.5978 2.9247 5.4826
Stacking-
3RE MLP 0.5568 3.3031 5.8377

Tabla 11. Resultados usando el conjunto de datos imputado con HotDeck (VC).

Para el caso del conjunto de datos con los datos de GOES imputados usando el
método HotDeck se puede ver (tabla 11) que el modelo Bagging-RF una vez mas
posee la correlacién mas alta, seguido por el modelo RF, los dos por encima de
0.6 y el modelo RSS-RF que esta vez arroja una correlacion por debajo de 0.6,
en este caso una correlacion moderada. Una vez mas el modelo Stacking-
3RF_MLP nos arroja una correlacién moderada, pero el modelo MLP nos da un
valor de correlacion dentro de los que se considera como correlacion baja
(Yeager, n.d.). Con base en estos resultados nuevamente se descartan los
modelos MLP y Stacking-3RF_MLP al tener los valores de correlacion mas bajos.

En cuanto a las métricas MAE y RMSE se puede ver que los modelos Bagging-
RF y RF obtienen mejores resultados que el modelo RSS-RF; sus valores
correspondientes son mas cercanos a cero, aunque el modelo RSS-RF ofrece
valores nuevamente cercanos a los entregados por los modelos Bagging RF y
RF. No obstante, al comparar que los resultados del modelo RSS-RF con la data
imputada con el método HotDeck, se puede ver que en este caso se da una
correlacion menor a la observada en la Tabla 10 y que los valores de las métricas
de error son mayores. Por esta razén, se decide hacer la comparacion visual
solo entre los modelos Bagging RF y RF.
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Figura 13. Comparacién Precipitacion predicha por el modelo Bagging-RF vs
Precipitacion Real usando HotDeck (VC). (Fuente propia)
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Figura 14. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real usando HotDeck (VC). (Fuente propia)

En las figuras 13 y 14 se puede observar el comportamiento de los modelos
comparados con los datos de precipitacion real. Eje horizontal de las graficas
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representa la precipitacién predicha por el modelo desarrollado y el eje vertical
la precipitacion medida usando el modelo de Meteoblue. Como se puede
observar en los dos casos se presenta una concentracion de la nube de puntos
cercana al origen de los ejes. Se puede observar que el modelo Bagging-RF
(Figura 13) concentra estas precipitaciones en el rango de 0-6 mm, RF (Figura
14) lo hace en el rango de 0-7 aproximadamente. En este caso vemos como el
modelo RF posee una mayor concentracion de puntos donde se ha realizado la
estimacion de la precipitacion como nula, y el modelo Bagging-RF una mayor
cantidad de puntos donde la precipitacion predicha estd mas ajustada a la
precipitacion medida, aunque sigue presentando una gran subestimacion en el
rango descrito, también se hace mas evidente la sobreestimacion de la
precipitacion.

Nuevamente los puntos mas dispersos, por fuera de los rangos antes
mencionado, son los puntos en los cuales la precipitacion medida presenta una
mayor diferencia respecto a la precitacion predicha. Aunque se puede ver una
leve mejora en la subestimacion de los valores de la precipitacion medida mas
alta.

e missForest

Modelo Coeficiente de MAE RMSE
Correlacion

Bagging-RF 0.6293 2.8228 5.3082

MLP 0.3969 3.8634 6.4507

RF 0.6264 2.7993 5.3227

RSS-RF 0.6078 2.9017 5.4391
Stacking-

3RE MLP 0.5492 3.3024 5.8713

Tabla 12. Resultados usando el conjunto de datos imputado con missForest
(VC).

Para el caso del conjunto de datos generado usando como método de imputacion
el modelo missForest, que como se menciond antes estd basado en la
arquitectura de Aprendizaje Maquina RF. Podemos ver en la tabla 12 que el
modelo Bagging-RF una vez mas posee la correlacién mas alta, seguido por el
modelo RF el modelo RSS-RF que esta vez arroja una correlacion de 0.6, que
como se menciond con anterioridad es una correlacion alta. Una vez mas el
modelo Stacking-3RF_MLP nos arroja una correlacion moderada, y vemos que
el modelo MLP nos da un valor de correlacion moderada. Una vez mas se
descartan los modelos MLP y Stacking-3RF_MLP al tener los valores de
correlacion mas bajos obtenidos durante el proceso de entrenamiento.

En cuanto a las métricas MAE y RMSE se puede ver que los modelos Bagging-
RF y RF obtienen mejores resultados que el modelo RSS-RF. Este
comportamiento es similar a lo ocurrido al trabajar con el conjunto de datos
generado usando como método de imputacion HotDeck, se puede ver que en
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este caso se da una correlacion menor a la observada en la Tabla 10 y que los
valores de las métricas de error son mayores. Por esta razon, se decide hacer la
comparacion visual una vez mas solo entre los modelos Bagging RF y RF.

Al ser un modelo de imputacion basado en una arquitectura de aprendizaje
maquina, se esperaba tener mejores resultados con este conjunto de datos que
con los conjuntos de datos imputados con los otros métodos, puesto que en
principio este método podria encontrar otro tipo de relaciones entre los datos
usados para la imputacion. Sin embargo, de momento MICE ha mostrado ser el
método mas adecuado para realizar la imputacion.

A continuacion, se pueden observar los graficos de dispersion para los modelos
Bagging-RF y RF.
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Figura 15. Comparacién Precipitacion predicha por el modelo Bagging-RF vs
Precipitacion Real usando missForest (VC). (Fuente propia)
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Figura 16. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real usando missForest (VC). (Fuente propia)

En las figuras 15 y 16 se puede observar el comportamiento de los modelos
comparados con los datos de precipitacion real. Eje horizontal de las graficas
representa la precipitacion predicha por el modelo desarrollado y el eje vertical
la precipitacion medida usando el modelo de Meteoblue. Como se puede
observar en los dos casos se presenta una concentracion de la nube de puntos
cercana al origen de los ejes. Se puede observar que el modelo Bagging-RF
(Figura 15) y el modelo RF (Figura 16) presentan una mayor concentracion de
puntos en el rango de 0-7mm aproximadamente. De manera similar a lo
observado en las pruebas anteriores el modelo RF tiene una tendencia mayor a
la estimacion de las precipitaciones nulas mientras que el modelo Bagging RF
tiene una tendencia mayor al ajuste con la precipitacion medida, presentando
subestimacion en la mayoria de los casos.

Nuevamente los puntos mas dispersos son los puntos en los cuales la
precipitacion medida presenta una mayor diferencia respecto a la precitacion
predicha. En este caso se presenta también una leve mejora en la subestimacion
de las precipitaciones altas, como se observé en las pruebas realizadas con el
conjunto de datos donde se uso el método de imputacion HotDeck.

Se puede ver que en todos los casos analizados que cuando la cantidad de agua
precipitada es baja, los modelos se ajustan de muy buena manera a los datos
reales. Sin embargo, a medida que la cantidad de precipitacion diaria aumenta,
el modelo es capaz de seguir este comportamiento, pero a cambio disminuye su
capacidad de estimacion. Lo que resulta en la subestimacion de la precipitacion
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cuando esta es fuerte. Cabe mencionar que este caso se considera fuerte una
precipitacion acumulada de mas de 10 mm dado que la respuesta del modelo
posee una resolucion espacial equivalente a la resolucion espacial del modelo
Meteoblue, que para este caso es quien entrega el dato de precipitacion
acumulada diaria.

Teniendo en cuenta estos resultados, en la siguiente etapa se decide solo incluir
los dos algoritmos de mejor comportamiento en cada prueba realizada. Es decir
que los algoritmos MLP, Stacking y RSS no seran considerados en ninguna de
las pruebas siguientes.

B. Validacion con Datos de Prueba

Como se menciond con anterioridad, se decidio realizar una segunda prueba
usando los datos de los afios 2012-2015 como datos de entrenamiento y los
datos correspondientes al afio 2016 como datos de prueba. Los resultados se
muestran a continuacion.

e MICE
Modelo Coeficiente de MAE RMSE
Correlacioén
Bagging-RF 0.4929 2.9314 5.2695
RF 0.478 2.9463 5.3387

Tabla 13. Resultados usando el conjunto de datos imputado con MICE (AR).

En la tabla 13 se presentan los resultados correspondientes a la segunda prueba
realizada usando el conjunto de datos imputado usando el método MICE para
los modelos Bagging-RF y RF. En este caso, el modelo Bagging RF ofrece la
mejor respuesta con el valor de correlacion mas alto y los valores de ME y RMSE
mas bajos. No obstante, el modelo RF logra una respuesta muy cercana a la
alcanzada por el modelo Bagging-RF. Esto concuerda con la teoria de los
métodos de ensamble, aunque la mejora lograda no es muy superior a lo
alcanzado por el modelo RF.

A continuacion, se pueden observar los graficos de dispersiéon para los modelos
Bagging-RF y RF.
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Figura 17. Comparacion Precipitacion predicha por el modelo Bagging-RF vs
Precipitacion Real usando MICE (AR). (Fuente propia)
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Figura 18. Comparacién Precipitacion predicha por el modelo RF vs
Precipitacion Real usando MICE (AR). (Fuente propia)

En las figuras 17 y 18 se puede observar el comportamiento de los modelos
comparados con los datos de precipitacion real. Eje horizontal de las graficas
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representa la precipitacién predicha por el modelo desarrollado y el eje vertical
la precipitacion medida usando el modelo de Meteoblue para el afio 2016. Como
puede observarse aun se presenta el problema de subestimacion y
sobreestimacion de la precipitacion, y se observan algunos puntos en los que no
se mantiene el comportamiento observado en los datos reales al momento de
realizar la estimacion con el modelo. También, se puede ver que el modelo RF
posee una respuesta menos correlacionada con los datos reales, tal como se
habia observado en la tabla 13. También puede verse, que en los dos casos se
observa una alta concentracion de puntos en el rango de 0 a 5 mm del eje
vertical, siendo estos puntos sobreestimaciones de los valores de precipitacion
nula de acuerdo con el modelo de Meteoblue.

De manera similar a lo observado en las pruebas anteriores los puntos mas
dispersos son los puntos en los cuales la precipitacion medida presenta una
mayor diferencia respecto a la precitacion predicha. Manteniéndose asi el
comportamiento observado para las precipitaciones altas.

e HotDeck
Modelo Coeficiente de MAE RMSE
Correlacion
Bagging-RF 0.4889 2.92533 5.2805
RF 0.4935 2.7699 5.2258

Tabla 14. Resultados usando el conjunto de datos imputado con HotDeck (AR).

En la tabla 14 se presentan los resultados correspondientes a la segunda prueba
realizada usando el conjunto de datos imputado usando el método HotDeck para
los modelos Bagging-RF y RF. En este caso, el modelo RF ofrece la mejor
respuesta con la correlacion mas alta y los valores de MAE y RMSE mas bajos,
contrario a lo que pudo observarse en la tabla 13. La diferencia es mas notable
en las métricas de error y no tanto en la correlacion. Se ve que al usar el método
de ensamble Bagging no se logra mejorar los resultados logrados por el método
Random Forest, a pesar de que en el modelo RF se usa la misma configuracion,
se necesitaria realizar otras pruebas cambiando las configuraciones del método
Bagging para localizar la configuracién adecuada para este caso.

A continuacion, se pueden observar los graficos de dispersion para los modelos
Bagging-RF y RF.
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Figura 19. Comparacion Precipitacion predicha por el modelo Bagging-RF vs
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Figura 20. Comparacién Precipitacion predicha por el modelo RF vs

Precipitacion Real usando HotDeck (AR). (Fuente propia)

En las figuras 19 y 20 se puede observar el comportamiento de los modelos
comparados con los datos de precipitacion real. El eje horizontal de las graficas
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representa la precipitacién predicha por el modelo desarrollado y el eje vertical
la precipitacion medida usando el modelo de Meteoblue para el afio 2016. Es
claro que persiste la subestimacion y sobreestimacion de la precipitacion.
También, se puede ver que el modelo RF posee una subestimacion mayor en
comparacion al modelo Bagging-RF. Puede verse, que en los dos casos una alta
concentracion de puntos entre 0 y 5 mm en el eje vertical, siendo la mayoria de
estos puntos sobre estimaciones de las precipitaciones nulas de acuerdo con el
modelo de Meteoblue, el modelo RF realiza sobreestimaciones menores en
comparacion al modelo Bagging-RF, en donde podemos observar (Figura 19)
que la zona de concentracion de los puntos de dispersién es mas alargada que
la que se puede observar con el modelo RF (Figura 20)

Por otra parte, se mantiene el comportamiento observado para las
precipitaciones altas (puntos mas dispersos) en donde se presenta una
subestimacion mayor de la cantidad de precipitacion.

e missForest

Modelo Coeficiente de MAE RMSE
Correlacion
Bagging-RF 0.4422 2.9586 5.4279
RF 0.4521 2.8132 5.3627
Tabla 15. Resultados usando el conjunto de datos imputado con missForest
(AR).

En la tabla 15 se presentan los resultados correspondientes a la segunda prueba
realizada, usando el conjunto de datos imputado con el método HotDeck para
los modelos Bagging-RF y RF, donde una vez mas el modelo RF arroja mejores
resultados cuando se compara con el modelo Bagging-RF, puesto que ofrece un
valor de correlacion mas alto y los valores mas bajos en las métricas de error.
Sin embargo, los valores de correlacién se encuentran por debajo de los valores
observados en las tablas 13 y 14 y lo observado en las pruebas con validacion
cruzada donde los resultados eran muy similares a los obtenidos con el método
MICE. En este caso los dos predictores entregan valores mas bajos de
correlacion, dentro del rango de correlacion moderada, y se incrementan los
valores de las métricas de error, lo que empeora el desempefio del modelo.

Se puede concluir de esta manera que a pesar de que el modelo missForest
hace uso de un algoritmo de inteligencia artificial para la imputacion de los
valores perdidos, en la practica sus resultados no ofrecieron mejoras respecto al
desemperio de los algoritmos usados, en la consecucion de relaciones entre los
atributos disponibles en el conjunto de datos, probablemente este método
requiere de mas informacién para realizar una imputacion que produzca
resultados mejores.

A continuacion, se pueden observar los graficos de dispersion para los modelos
Bagging-RF y RF.
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Figura 21. Comparacion Precipitacion predicha por el modelo Bagging-RF vs
Precipitacion Real usando missForest (AR). (Fuente propia)
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Figura 22. Comparacién Precipitacion predicha por el modelo RF vs
Precipitacion Real usando missForest (AR). (Fuente propia)

En las figuras 21 y 22 se puede observar el comportamiento de los modelos
comparados con los datos de precipitacion real. El eje horizontal de las graficas
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representa la precipitacién predicha por el modelo desarrollado y el eje vertical
la precipitacion medida usando el modelo de Meteoblue para el afio 2016. Se
puede ver que el comportamiento al nivel grafico es muy similar tanto en la
concentracion de los puntos, como en la dispersidon de estos. De manera
contraria a lo ocurrido con HotDeck, la sobreestimacion es mayor en el modelo
RF para las precipitaciones altas y la subestimacion es mayor para las
precipitaciones bajas, con base en la observacion de la zona de concentracion
de los puntos. EI modelo Bagging-RF tiene un comportamiento similar, no
obstante, en los errores de subestimacion en los rangos de precipitacion media
son mas notables.

Luego de analizar los resultados de las pruebas realizadas tanto en validacion
cruzada como en el escenario més realista, se puede determinar que el modelo
Bagging-RF es el que tiene el mejor comportamiento en la mayoria de las
pruebas, siendo superado solamente en validacion con datos de prueba en
donde ocups el segundo lugar con los métodos de imputacion HotDeck y
missForest.

Adicionalmente se puede ver (Figuras10, 13y 15) que el modelo Bagging-RF
obtuvo la subestimacion menor en comparacion con los otros modelos, en la
mayoria de las pruebas realizadas, aunque tiene una tendencia mayor a la
sobreestimacién. Sin embargo, al ser mas problematica la subestimacion de la
precipitacion se considera que este modelo es el mas adecuado para la
estimacion de la cantidad de precipitacion diaria.

La subestimacion es considerada mas problemética dado que la acumulacion de
grandes cantidades de precipitacidon diaria esta relacionada con los sucesos de
inundaciones repentinas y otro tipo de eventos relacionados con la acumulacién
de agua en los suelos o0 en el exceso de agua en los afluentes y todas las
afectaciones que estos fendmenos, bajo ciertas condiciones pueden ocasionar
tanto a la sociedad humana como a la fauna y flora de las cuencas en si.

Por ultimo, es valido mencionar que a pesar de que el método missForest para
imputacién era el que se esperaba obtuviese los mejores resultados, se
demostroé en las pruebas que el algoritmo MICE hizo un mejor trabajo al momento
de generar el mejor conjunto de datos para el desarrollo de los prototipos, a pesar
de la alta correlacién entre la variable imputada con los dos métodos.

Adicionalmente se decide probar otros algoritmos de los cuales no se encontro
una implementacion en WEKA, al momento de realizar este proyecto, y por esta
razon se decide usar la herramienta R, e incluir uno de los algoritmos de
aprendizaje de ensamble probados en WEKA y que después del modelo
Bagging-RF obtuvo uno de los mejores resultados, el algoritmo Random Forest
(RF).
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5.1.2 Resultados R

A. Validacion Cruzada

e MICE
Modelo Coeficiente de MAE RMSE
Correlacion
CART 0.57 2.53 4,53
Cubist 0.72 1.93 3.75
RF 0.89 1.38 2.69

Tabla 16. Resultados usando el conjunto de datos imputado con MICE (R-CV).

En la tabla 16 se pueden observar los resultados obtenidos con los algoritmos
seleccionados en la herramienta R. Podemos ver que los modelos Cubist y RF
superan a los algoritmos seleccionados en WEKA en todas las métricas, con
valores de correlacién superiores a 0.7, a pesar de que a nivel nominal se
considera como una correlacion alta, como sucedioé con algunos algoritmos de
weka. No obstante, cuando observamos las métricas MAE y RMSE para estos
algoritmos podemos ver diferencias notables cuando los comparamos con los
valores de las Tablas 10-12, donde los valores de MAE no eran inferiores a 2.7
y los valores de RMSE no estuvieron en ninguno de los casos por debajo de 5.

Por otra parte, el algoritmo CART da mejores resultados en las métricas de error
en comparacion a los resultados obtenidos en WEKA, pero el coeficiente de
correlacion es menor a lo obtenido por los algoritmos Bagging-RF y RF de
WEKA. Aungue en términos generales al tener menos error su comportamiento
serd mejor, esto se corrobora al observar la figura 24.
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Figura 23. Comparacién Precipitacion predicha por el modelo CART vs
Precipitacion Real usando MICE (R-CV). (Fuente propia)

En la figura 23 podemos ver el comportamiento del modelo CART. El eje
horizontal de las graficas representa la precipitacion predicha por el modelo
desarrollado y el eje vertical la precipitacion medida usando el modelo de
Meteoblue. Podemos ver en la zona inferior izquierda una concentracion de
puntos, estos puntos corresponden a la mayor incidencia de precipitacion
sensada en la zona de estudio, aqui podemos ver que la subestimacion de la
precipitacion sigue presente al observar una concentracion mas marcada al
acercarnos a los ejes. De igual manera se observa una reduccion en la
subestimacion de las precipitaciones altas al observar los puntos mas dispersos.

Se puede apreciar en la figura 24 un comportamiento un poco menos disperso
en comparacion a los resultados gréficos de las pruebas realizadas en WEKA.

61



50 60 70
L

ipitation
o
o
o

Total_Preci
30
|
[+]
%0
oo

© oo:l ¥ oo %% o
oon ° o o o o
S o o ] [+
™~ 0 % of O'm o © o ° o
&P o 4
o % o g o o
o0 o & o o o
e | o 0 4
S o o g
o
o o
ge e

predictedTotal_Precipitation

Figura 24. Comparacién Precipitacion predicha por el modelo Cubist vs
Precipitacion Real usando MICE (R-CV). (Fuente propia)

En la figura 24 se puede ver el comportamiento del modelo Cubist. El eje
horizontal de las graficas representa la precipitacion predicha por el modelo
desarrollado y el eje vertical la precipitacibn medida usando el modelo de
Meteoblue. Como se observo en la tabla 16, este modelo posee mejores métricas
gue el modelo CART, esto se comprueba al observar la zona de concentracion
en donde la subestimacién de la precipitacibn es mucho menor a con
comparacion al modelo CART. Podemos ver que la zona de concentracién tiene
mas hacia el eje horizontal, lo que nos indica una mayor sobre estimacion de las
precipitaciones bajas y valores de precipitacion real y predichos mas cercanos.
Los puntos mas dispersos representan una vez mas precipitacion altas que el
modelo ha estimado con valores no tan altos o bajos. La figura ademas corrobora
los resultados obtenidos en cuanto a la correlacion al observar un
comportamiento mas compacto a lo largo del grafico de dispersion.
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Figura 25. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real usando MICE (R-CV). (Fuente propia)

En la figura 25 se puede ver el comportamiento del modelo RF de R. El eje
horizontal de las graficas representa la precipitacion predicha por el modelo
desarrollado y el eje vertical la precipitacion medida usando el modelo de
Meteoblue. Como se observa en la figura 26, los resultados obtenidos con el
modelo RF muestran una mayor linealidad, lo que se traduce como una mejor
respuesta a los estimulos recibidos por el modelo al momento de realizar la
estimacion de la precipitacion. Vemos como la zona de concentracién en este
caso tiene una tendencia mas central en comparacion a los modelos anteriores
lo que indica una reduccion en la subestimacion y la sobreestimacion en las
precipitaciones bajas, asi mismo se puede observar que la subestimacion en las
precipitaciones altas también ha disminuido.

Es claro llegados a esto que el algoritmo RF implementado en R es superior al
algoritmo RF de WEKA y se ubica como uno de los mejores modelos
desarrollados hasta el momento. Esto puede deberse a las diferencias en la
implementacion del algoritmo en las dos herramientas, dado que en todos los
casos se usaron los parametros por defecto.
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e HotDeck

Modelo Coeficiente de MAE RMSE
Correlacion
CART 0.58 2.54 4.51
Cubist 0.72 1.93 3.71
RF 0.89 1.39 2.71
Tabla 17. Resultados usando el conjunto de datos imputado con HotDeck (R-
CV).

En la tabla 17 podemos ver los resultados para los tres modelos de R usando el
método de imputacion HotDeck. Lo primero que podemos observar es la similitud
con los resultados obtenidos usando MICE (tabla 16), una vez mas RF se ubica
en el primer lugar al tener la correlacion mas alta y las métricas de error MAE y
RMSE mas bajas, seguido por Cubist y en ultimo lugar CART. Los resultados de
los algoritmos RF y Cubist superan lo logrado con los algoritmos de WEKA, con
correlaciones superiores a 0.7 y MAE por muy debajo del puntaje minimo
obtenido en WEKA que es mayor a 2.7 o y RMSE por debajo de 5 algo que no
se alcanzo en ninguno de los modelos desarrollados en WEKA.

Al observar las similaridades entre los resultados de los tres modelos, con los
resultados obtenidos con el método de imputacion MICE (tabla 16), es claro que
la respuesta grafica de los modelos sera similar, por esta razon solo se mostrara
la respuesta grafica del modelo RF al ser el mejor modelo en esta prueba.
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Figura 26. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real usando HotDeck (R-CV). (Fuente propia)
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En la figura 26 se puede ver el comportamiento del modelo RF de R. El eje
horizontal de las graficas representa la precipitacion predicha por el modelo
desarrollado y el eje vertical la precipitacion medida usando el modelo de
Meteoblue. De manera similar a lo observado en la figura 25 se ve que la
subestimacion y sobreestimacion de las precipitaciones en la zona de
acumulacion de puntos es similar, lo que corresponde con el alto valor de
correlacion y las bajas métricas de error mostradas en la tabla 17 para este
modelo. Una vez mas podemos ver como la subestimacion en las precipitaciones
altas es menor, esto corresponde con las zonas donde hay mas dispersion.

e missForest

Modelo Coeficiente de MAE RMSE
Correlacion
CART 0.57 2.54 4.53
Cubist 0.71 1.96 3.77
RF 0.89 1.39 2.70
Tabla 18. Resultados usando el conjunto de datos imputado con missForest (R-

CV).

En la tabla 18 podemos ver los resultados para los tres modelos de R usando el
método de imputacion missForest. Una vez mas se resalta la similitud con los
resultados obtenidos anteriormente (tablas 17 y 16), un claro indicador que, para
estos algoritmos, principalmente RF y Cubist, el método de imputacion es
transparente y logran encontrar relaciones entre variables que les permiten
obtener excelentes resultados en todos los casos.

El modelo RF se ubica en el primer lugar al tener la correlacién mas alta y las
métricas de error MAE y RMSE mas bajas, seguido por Cubist y en ultimo lugar
CART como ocurrié con anterioridad. Nuevamente los modelos RF y Cubist
superan lo logrado con los algoritmos de WEKA, con correlaciones superiores a
0.7 y MAE por muy debajo del puntaje minimo obtenido en WEKA que es mayor
a 2.7 o y RMSE por debajo de 5 algo que no se alcanzé en ninguno de los
modelos desarrollados en WEKA.

Como se menciond antes los resultados son muy similares a los obtenidos con
anterioridad por lo que a nivel grafico se obtendran respuestas casi idénticas, por
esta razon se decide no realizar el despliegue grafico de los resultados de esta
prueba.

En la siguiente seccion se probara el segundo enfoque usado en WEKA, en
donde los datos del afio 2016 se entregan como datos de prueba y los datos de
los afios 2012 a 2015 como datos de entrenamiento.
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B. Validacién con Datos de Prueba

e MICE
Modelo Coeficiente de MAE RMSE
Correlacion
CART 0.19 3.11 551
Cubist 0.23 2.23 5.06
RF 0.26 2.76 5.11

Tabla 19. Resultados usando el conjunto de datos imputado con MICE (R-VP).

De manera similar a lo ocurrido en las pruebas de WEKA durante el segundo
enfoque, podemos ver en la Tabla 19 como los tres algoritmos probados en R
obtienen bajos resultados. Se puede ver como en los tres casos los valores de
correlacion son inferiores a 0.3 lo que clasifica como correlacion deébil (Yeager,
n.d.), no obstante las métricas de error MAE y RMSE son similares a las
encontradas los modelos Bagging-RF y RF de WEKA.

Nuevamente el mejor modelo se obtiene con el algoritmo Cubist a pesar de tener
la segunda correlacion mas alta, las métricas de error son mas bajas que las
mostradas por los otros algoritmos.
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Figura 27. Comparacion Precipitacion predicha por el modelo CART vs
Precipitacion Real usando MICE (R-VP). (Fuente propia)

En la figura 27 se puede ver el comportamiento del modelo RF de R. El eje
horizontal de las graficas representa la precipitacion predicha por el modelo
desarrollado y el eje vertical la precipitacion medida usando el modelo de
Meteoblue para el afio 2016. Podemos ver una clara tendencia a la sobre
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estimacion de las precipitaciones nulas (acumulacién de puntos en el eje
horizontal) y una vez mas vemos que ante las precipitaciones altas se presenta
una clara subestimacion (puntos mas dispersos). De igual manera se puede ver
que las precipitaciones nulas o escasas son marcadas en la prediccién con
valores cercanos a los 15 mm en algunos casos y la presencia de valores de
precipitacion real marcados como precipitacion nula por el modelo.

Algo similar puede ser observado en la Figura 28, que corresponde a la
comparacion entre la precipitacion real y la precipitacion predicha por el modelo
Cubist. En este caso se presentan menos precipitaciones reales predichas como
precipitaciones nulas y se extiende la zona de concentracion en el eje horizontal,
es decir las precipitaciones nulas reales ahora son predichas arropando un
namero mayor de valores de precipitacion.
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Figura 28. Comparacion Precipitacion predicha por el modelo Cubist vs
Precipitacion Real usando MICE (R-VP). (Fuente propia)
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Figura 29. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real usando MICE (R-VP). (Fuente propia)

Podemos observar en la figura 29 que el modelo RF tiene un comportamiento
similar al observado en la figura 28, donde la concentracion ocurre sobre el eje
horizontal, lo que se traduce en una sobre estimacion de las precipitaciones
nulas y/o escasas. Sin embargo, podemos ver gue presenta una subestimacion
menor en las precipitaciones altas (puntos mas dispersos) similar a lo presentado
con el modelo Cubist.

e HotDeck
Modelo Coeficiente de MAE RMSE
Correlacion

CART 0.18 3.11 5.54

Cubist 0.27 1.99 4.92
RF 0.24 2.66 5.15

Tabla 20. Resultados usando el conjunto de datos imputado con HotDeck (R-
VP).

La tabla 20 nos muestra los resultados para los tres algoritmos usando el método
de imputacién HotDeck, podemos ver que en cuanto a las métricas de error el
comportamiento es similar a lo observado en los modelos de WEKA, aunque
presentan una correlacion menor. De manera similar muestran un
comportamiento casi idéntico al mostrado por los tres algoritmos cuando se usé
el conjunto de datos imputado usando el método MICE. En este caso, una vez
mas el mejor modelo es el Cubist que presenta la correlacion mas alta y las
métricas de error mas bajas.
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Debido a que las respuestas de los predictores son tan cercanas, no presentan
una variacion grafica importante que amerite mostrarlas en este documento, en
los tres casos se presenta un comportamiento similar al expuesto en las figuras

27,28 y 29.

e missForest

Modelo Coeficiente de MAE RMSE
Correlacion
CART 0.16 3.13 5.64
Cubist 0.23 2.10 5.08
RF 0.20 2.70 5.26
Tabla 21. Resultados usando el conjunto de datos imputado con missForest (R-

VP).

En la tabla 21 tenemos los resultados para los modelos generados en R usando
el conjunto de datos generado con el método de imputacion missForest. Una vez
mas se observa el mismo comportamiento presente en los modelos generados
con los otros conjuntos de datos. La correlacion es baja y menor a lo observado
en los modelos de WEKA, manteniendo métricas de error en valores similares.
En este caso, una vez mas el mejor modelo es el Cubist que presenta la
correlacion mas alta y las métricas de error mas bajas.

Una vez mas la similitud de las respuestas de los predictores hace que no se
note un comportamiento distinto al evidenciado en las figuras 27, 28 y 29 con el
conjunto de datos imputado usando MICE.

Es claro entonces que los modelos CART, Cubist y RF de R tienen una
implementacion superior a los algoritmos probados en WEKA, puesto que no
hubo una diferencia notable entre los modelos generados con los diferentes
conjuntos de datos, como si ocurrié con los modelos desarrollados en WEKA.

Finalmente, con base en lo observado en los modelos CART, Cubist y RF surge
la duda sobre la forma en la que WEKA reporta la correlacion. Dado que al
comparar graficamente y usando las métricas de error, los modelos generados
por cada herramienta muestran un comportamiento similar a pesar de la marcada
diferencia en los valores de correlacion. Por esta razén se decide realizar
pruebas de correlacion directa entre la variable predicha y la variable real en la
herramienta R. Los resultados pueden ser observados en la tabla 22.

Método de Imputacion Modelo Coef|C|ent.ei de
Correlacion
CART 0.44
MICE Cubist 0.48
RF 0.51
CART 0.43
HotDeck Cubist 0.52
RF 0.49
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CART 0.40
missForest Cubist 0.48
RF 0.45
Tabla 22. Resultados correlacion variable predicha vs variable real.

Como se puede ver en la tabla 22, al realizar la prueba de correlacion
directamente entre las variables y no como parte del resultado del proceso de
entrenamiento del algoritmo, obtenemos porcentajes de correlacion similares o
los obtenidos en la herramienta WEKA para los modelos antes mencionados y
vemos como los resultados del modelo RF y del modelo Cubist son muy
similares, dejando atras al modelo CART. Estos resultados estdn mas acordes
al comportamiento de los modelos, que los resultados de correlacién mostrados
anteriormente.

Como vimos en esta seccion el algoritmo RF de la herramienta R obtuvo los
mejores resultados en general, en todas las pruebas realizadas, en las pruebas
de validacién cruzada fue el mejor sin duda y en las pruebas de aproximacion al
uso real a pesar de tener valores similares a los observado en el modelo Cubist,
RF tuvo una menor subestimacion y sobreestimacion de los valores de
precipitacion. Adicionalmente, mostré total independencia del método de
imputacion usado en el caso de los datos GOES, a diferencia de los algoritmos
probados en WEKA. En cuanto al conjunto de datos se determin6 que se usara
el conjunto con los datos GOES imputados por el método MICE debido a que
tuvo mejor comportamiento en la mayoria de las pruebas realizadas.

Finalmente se decide comparar la salida de los modelos de precipitacion RF,
Bagging RF que tuvieron el mejor comportamiento en cada herramienta, y la
informacion de Meteoblue con los datos de precipitacion de una estacion
meteorolégica ubicada en la zona de estudio 1. En este caso se usa la
informacion de los primeros 103 dias del afio 2016 a los cuales se tuvo acceso
en la estacion meteorologica. Los resultados pueden ser observados en las
siguientes figuras.
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Figura 30. Comparacién Meteoblue vs Estacion. (Fuente propia)

Se puede observar en la figura 30, que los datos de Meteoblue al tener una
resolucién espacial baja no logran correlacionarse muy bien con los datos de la
estacion entregando mediciones de precipitacion nula en punto donde la
estacion registro 10 o mas milimetros de agua. No obstantes ante eventos de
precipitaciones altas en Meteoblue se puede ver una respuesta similar a la
mostrada por la estacion meteorolégica.
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Figura 31. Comparacién RF vs Estacion. (Fuente propia)

En el caso de la comparacion con RF, vemos en la figura 31 como éste logra en
algunos puntos mostrar respuestas que van de la mano, aunque en una cantidad
mucho menor, en algunos casos, con la precipitacion registrada en la estacion.
Es decir que este modelo sera util al momento de realizar mediciones de baja
escala espacial e inferir con cierto grado de validez informacion de precipitacion
a una escala espacial mayor.
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Figura 32. Comparacién Bagging-RF vs Estacion. (Fuente propia)

Finalmente, podemos observar en la figura 32 como el modelo generado por
Bagging-RF en sus predicciones logra estimar valores mas acordes a los valores
mostrados por la estacion en algunos casos. Es decir, que este modelo es capaz
de registrar o inferir informacion de precipitacion valida para la resolucion
espacial del modelo Meteoblue y que ademas tiene una correlacion con los datos
de precipitacidon de una estacidon que posee una resolucion espacial mucho
mayor.

En otras palabras, el uso de datos de multiple resolucion espacial ha otorgado al
modelo RF de R y al modelo Bagging-RF de WEKA la capacidad para detectar
eventos de precipitacidon local o de alta resolucidén espacial.

Adicional a esto, se realizaron pruebas de clasificacion de la intensidad de la
precipitacion, como otra forma de validacién del conjunto de datos desarrollado
y de los algoritmos probados. El prondstico de la precipitacion también fue
probado en otras 5 cuencas altoandinas ubicadas en el departamento del Cauca.
Toda esta informacion puede ser vista en profundidad en los anexos del
documento.

5.2. Estimacion de caudal

Una vez obtenido el modelo de estimacién de la precipitaciébn se procede a
avanzar con el modelo de estimacion del Caudal (m%/s). Como se mencioné en
el Capitulo 3, adicional a los atributos usados en la estimacion de la precipitacion,
exceptuando los atributos TRMM, GOES vy las variables relacionadas con la
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fecha, se cuenta con mas de 300 atributos que describen el suelo de la zona de
estudio, en este caso la zona de estudio 2 o cuenca del rio Piedras. Por esta
razon se decide primero probar dos métodos de seleccion de atributos para
determinar si es necesario usar todos los atributos o solo unos pocos.

Para este caso, se trabajo en la zona de estudio 2 cuenca hidrogréfica del Rio
Piedras, dado que esta cuenta con una estacion de medicion de caudal a la cual
se pudo tener acceso en parte de la ventana de tiempo seleccionada en la etapa
de estimacion de la precipitacion, para este caso entre los afios 2012-2015.
Ademas de contar con multiples puntos de medicién. En total se cuenta con
cerca de 646 atributos por instancia incluyendo el atributo objetivo.

Para realizar la seleccién de atributos se hizo uso de la prueba Chi? al ser uno
de los mas encontrados en las investigaciones revisadas y la Eliminacion
Recursiva de Atributos o RFE que permite usar un modelo de aprendizaje de
maquina en el proceso de seleccion de atributos, en este caso se uso6 el modelo
RF al ser el modelo de mejor comportamiento en las pruebas anteriores.

Como resultado se obtuvo, que a pesar de que algunos autores mencionan que
el caudal de un afluente se ve afectado por el tipo de suelo de la cuenca, los
métodos de seleccién de atributos determinaron que los atributos obtenidos de
SoilGrids no aportaban en la consecucion del objetivo de estimar el caudal.

e Chi?
Atributo Importancia

MaxTemp_ 114 0,3745179
MinTemp_114 0,219104

PromTemp_ 114 0,2640736
Relative Humidity 114 0,2782604
Total Precipitation 114 0,194632

NDVI 114 0,6336088
ONI_114 0,4976226
MaxTemp_133 0,3159769
MinTemp 133 0,2202466
PromTemp_ 133 0,2720368
Relative Humidity 133 0,278655

Total Precipitation 133 0,194632

NDVI_ 133 0,6586827
ONI_133 0,4976226
Nivel 0,9425153

Tabla 23. Resultados seleccidon de atributos Chi?

En la tabla 23 se pueden ver los resultados obtenidos al aplicar el primer método
y la importancia que este le asigna a cada variable usada. Se puede ver que el
atributo Nivel tiene una alta correlacidén con el atributo objetivo que es el caudal.
Por esta razon, se decide eliminar el atributo Nivel del conjunto de datos.
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e RFE

Al aplicar esta técnica de seleccion de atributos se obtuvo en primera instancia
que el atributo ideal para la estimacion del Caudal era el Nivel. Dejando por fuera
los 644 atributos restantes. Esto corrobora lo encontrados con la prueba Chi? en
la cual el atributo de mayor importancia una vez mas fue el Nivel, Por esta razén
se decide eliminar el atributo Nivel y realizar una vez mas la seleccion de
atributos.

En esta ocasion se obtuvo la siguiente lista:

Atributo
PromTemp 114
Relative Humidity 114
Total_Precipitation_114
NDVI_114
ONI_114
PromTemp 133
Relative Humidity 133
Total_Precipitation_133
NDVI_133
ONI_133
Tabla 24. Resultados seleccion de atributos usando RFE

Como se puede ver en la tabla 24 las variables seleccionadas por el algoritmo
RFE son muy similares a las mostradas en la tabla 23, exceptuando las variables
de temperatura maxima y minima. Teniendo en cuenta esto se decide trabajar
con los atributos seleccionadas por la prueba Chi? dejando por fuera el atributo
de nivel. De esta manera pasamos de un conjunto de datos con 646 atributos
aun conjunto de datos con 15 atributos, mucho mas facil de manejar.

Para la estimacion del Caudal se decide utilizar la implementacién de RF de la
herramienta R, dado los buenos resultados mostrados en las pruebas realizadas
anteriormente y el modelo Cubist para comparar su comportamiento.

En la tabla 29 podemos observar los resultados del modelo de estimacion de
caudal en cuanto a las métricas seleccionadas en el capitulo 4.

Modelo Coeficiente de MAE RMSE
Correlacion

Cubist 0.52 0.53 1.79

RF 0.86 0.37 1.05

Tabla 25. Resultados modelos de estimacion de Caudal.

Como se puede ver en la figura 25, el modelo RF se mantiene como el modelo
optimo al momento de realizar la estimacion del Caudal, al igual que en la etapa
de estimacion de la precipitacion. Podemos ver que la correlacion del modelo es
alta y los valores en las métricas de error son bajos. De igual manera el modelo
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Cubist obtiene valores bajos en las métricas de error y una correlacion
significativa.

Es vélido mencionar que el tratamiento de los datos en la zona de estudio 2 fue
similar al tratamiento realizado para la zona de estudio 1.

Caudal
15 25 30 35
| 1 |
o
o
o]
o

10
1
o
o

predictedCaudal

Figura 33. Comparacion Caudal predicho por el modelo Cubist vs Caudal Real.
(Fuente propia)

Como se puede observar en el grafico de dispersion, en la figura 33 tenemos un
comportamiento casi lineal para valores de caudal bajos y a medida que el caudal
aumenta se puede ver como los datos son cada vez mas dispersos o un
comportamiento menos lineal. Se podria considerar que en zonas de bajo caudal
se podria aplicar este modelo y obtener buenos resultados en la estimacion de
este a partir de los datos climéaticos.
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Figura 34. Comparacién Caudal predicho por el modelo RF vs Caudal Real.
(Fuente propia)

En la figura 34, vemos como el modelo RF supera en gran medida al modelo
Cubist al ofrecer un comportamiento muy cercano al lineal a lo largo del conjunto
de datos. Mostrando un mejor comportamiento para caudales altos y bajos. No
obstante, en los dos casos se presenta la subestimaciéon del Caudal
principalmente cuando este se encuentra en valores altos.

En general el modelo RF implementado en la herramienta R ofrece una mejor
respuesta en la estimacién de Caudal, por esta razén se decide trabajar con las
estimaciones realizadas por este modelo en la etapa de la estimacion de eventos
de sequia y sobreoferta de recurso hidrico.

5.3. Estimaciéon de eventos de sequia vy
sobreoferta de recurso hidrico

Una vez realizada la estimacion del caudal promedio diario se procede a generar
el modelo para la estimacion de eventos de sequia y sobreoferta de recurso
hidrico. Cabe aclarar que, debido a la falta de informaciébn que permita
determinar los umbrales sobre los cuales se determina que en una cuenca
altoandina esta en escases 0 exceso de recurso, se presenta una aproximacion
experimental basada en el andlisis de la serie temporal de caudal en la zona de
estudio 2 o cuenca del rio Piedras, utilizada en este proyecto.

Debido a que para determinar sequia y sobreoferta hidrica se debe tener en
cuenta datos de una menor temporalidad, se convirtieron todos los datos diarios
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de caudal a datos mensuales. Esto redujo de manera considerable la cantidad
de instancias presentes en el conjunto de datos a 48 instancias.
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Figura 35. Caudal Promedio Diario Mensual para los 4 afios de datos
recolectados.

En la figura 35, se observa el caudal promedio mensual para cada afio contenido
en la ventana temporal de datos recolectados, se puede ver que de acuerdo con
los datos de la estacién hidrologica los meses de enero, febrero, marzo,
noviembre y diciembre son los que poseen el caudal promedio mas elevado (2.2
- 3.4 m3/s), es decir son los meses de mayor abundancia hidrica en la zona de
estudio, adicionalmente durante estos meses se presentan los valores maximos
de caudal mas altos en los afios seleccionados (20 - 34.76 m3/s). Los meses de
junio, julio, agosto, septiembre y octubre presentan los promedios mas bajos
(0.71 - 1 m%s) y los maximos mas bajos (1.8 - 2.28 m%/s) y los meses de abril y
mayo presentan caudales promedios (1.57 - 1.83 m®/s) y maximos un poco mas
altos (6.45 — 6.75 m®/s), por esta razén seran considerados como caudales
normales.

Con base en lo anterior se decide asignar a los meses de caudal promedio mas
elevado la etiqueta de Sobreoferta, a los meses con los caudales mas bajos la
etiqueta de Sequia y a los caudales presentados en los meses de Abril y Mayo
la etiqueta de rango Normal.

Rango de Caudal

. o Clasificacion
Promedio Diario Mensual

0-1.5m%s Sequia
1.5-2 md/s Normal
> 2 m3/s Sobreoferta

Tabla 26. Clasificacion asignada de acuerdo con el caudal promedio

En la tabla 26 se pueden observar los umbrales tomados para la clasificacion de
los eventos de Sequia y Sobreoferta hidrica, ademas del umbral donde se
considera el caudal como Normal con base en el andlisis realizado a la serie
temporal de datos de caudal promedio diario mensual. Para validar lo encontrado
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se usan los datos del ONI en el mismo periodo de tiempo. En la siguiente figura
se observa el valor mensual en la ventana de 4 afios seleccionada.

25

zZ 2

]

g

= 1

3 05 —2012
z /—

g O e \_ —2013
c -0,5

5 - 2014
o -1

% o o L0 N € © O @ @ & =—2015
ot & & K & S S S RS NS )

5 PO S R R e

C Q (&) N

= g N Q

Mes

Figura 36. indice Oceanico del Nifio (ONI) en la ventana temporal seleccionada
(Fuente Propia)

La figura 36, muestra el valor del ONI para cada mes en la ventana de 4 afios
seleccionada. Puede verse que los valores mas altos ocurren durante el afio
2015, siendo este un afio donde la afectacion climética fue mayormente del tipo
Nifilo. Los demas afios analizados pueden considerarse como afos neutros,
exceptuando los primeros meses de afio 2012 cuya afectacion climatica fue del
tipo Nifia, acorde a lo observado en el comportamiento del caudal promedio
diario mensual observado en la figura 35.

Dada la reduccion en la cantidad de instancias se decide trabajar la informacion
de caudal como una serie de tiempo, debido a que la cantidad de instancias es
muy baja no se cuenta con suficiente informacién para realizar la estimacion
usando los métodos convencionales de aprendizaje maquina. Para hacer la
estimacion del promedio diario mensual usando el paquete nnfor de la
herramienta R propuesto en (Crone & Kourentzes, 2010), este paquete entrena
un modelo basado en RNA usando el algoritmo Multilayer Perceptron.

A continuacion, se presentan los resultados de los mejores resultados obtenidos
con las diferentes configuraciones probadas en el desarrollo del modelo de
estimacion de eventos de sequia y sobreoferta hidrica.

Modelo Configuracién RMSE
MLP-1 | 5 Neuronas ocultas | 0.044
MLP-2 | 10 Neuronas ocultas | 0.047
Tabla 27. Resultados obtenidos con las dos mejores configuraciones del
algoritmo MLP usando el paquete nnfor

Como se observa en la tabla 27, los dos modelos poseen un RMSE cercano al
cero, es decir que los modelos son capaces de reproducir los datos de
entrenamiento de manera adecuada. Estos dos modelos fueron probados
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realizando la estimacion del caudal promedio diario mensual para el afio 2015
en una primera prueba usando los datos de los afios 2012 a 2014 y en una
segunda prueba usando los datos de 2012 a Junio de 2015. Los resultados
pueden observarse a continuacion.

Modelo Coeficiente de MAE RMSE
Correlacion
MLP1 Prueba 1 0,42 1,27 2,77
MLP2 Prueba 1 0,68 0,62 1,44
MLP1 Prueba 2 0,98 0,07 0,27
MLP2 Prueba 2 0,99 0,04 0,14

Tabla 28. Resultados obtenidos en las pruebas realizadas.

Se puede ver en la tabla 28 que la configuracion MLP2, a pesar de tener una
RMSE un poco mas alto en la fase de entrenamiento logra predecir de mejor
manera los valores de la serie temporal tanto en la Prueba 1 como en la Prueba
2, logrado las correlaciones mas altas y los errores mas bajos. Aunque en la
Prueba 2 la diferencia no es tan marcada como lo ocurrido en la Prueba 1, donde
se puede observar que los errores de la configuracion MLP1 duplican a los de la
configuracion MLP2. En cuanto a la correlacion tenemos que en la Prueba 1 la
configuracion MLP1 nos da una correlacion moderada (Yeager, n.d.) mientras
que la configuracibn MLP2 nos da una correlacion alta (Yeager, n.d.). En la
prueba 2 para los dos casos tenemos una correlacion alta.

12

10

Caudal (m”3/s)

)
>

2012 2013 2014 2015

Afo

MLP1 (2015) == MLP2 (2015) e MLP1 (2015-6) s MLP2 (2015-6) Caudal Observado

Figura 37. Caudal promedio diario mensual observado (2012-2015) vs Caudal
promedio diario estimado para el afio 2015 (Fuente Propia)

A nivel grafico podemos observar en la figura 37, en color naranja el caudal
observado, en azul claro el caudal predicho usando la configuracion MLP1 y en
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color morado el caudal predicho usando la configuracion MLP2 en la Prueba 1,
en color rojo la prediccion de MLP1 y en azul oscuro la prediccion realizada por
MLP2 en la Prueba 2. Se puede ver que usando solo los datos hasta 2014 las
dos configuraciones se alejan del comportamiento real presentado durante el
afio 2015 a pesar de que MLP2 habia presentado anteriormente (tabla 28)
resultados con una alta correlacion y errores relativamente bajos. No obstante,
al usar informacion de 2015 se puede ver que tanto MLP1 como MLP2 reflejan
de mejor manera lo ocurrido durante el afio 2015, un afio que por influencia del
fendmeno de El Nifio presentd un verano intenso y redujo los caudales de
muchos afluentes en el departamento del Cauca y en Colombia. Teniendo en
cuenta lo anterior se decide trabajar con la configuracion MLP2.

Finalmente se desarrolla una estructura que permite reentrenar el modelo MLP2
cada vez que se tiene nueva informacion del promedio diario mensual y se
configura para estimar los siguientes 6 meses, con esta estimacion se le asigna
a cada mes predicho la etiqueta de acuerdo con lo expuesto en tabla 26.

A partir de esta informacion y con base en la experiencia de las autoridades
ambientales y/o entidades encargadas de la Gestion Integrada del Recurso
Hidrico se podra determinar en qué momento se podria declarar o emitir una
alerta sobre el exceso o escases del recurso hidrico en la zona de estudio.

54. Resumen

En este capitulo fueron presentados los resultados y andlisis realizados en las
diferentes pruebas realizadas. Inicialmente se presentan las configuraciones de
los algoritmos de aprendizaje maquina usados en cada herramienta. Luego se
presentan los resultados de la estimacion de la precipitacion con cada algoritmo
y se compararon los resultados para seleccionar los mejores algoritmos y validar
estos resultados mediante el uso de datos adicionales y los datos de una
estacion meteorologica.

Posteriormente usando los mejores predictores encontrados en el desarrollo del
modelo de estimacion de la precipitacion se realizd la construccién del modelo
de estimacion de caudal. Para ello se agregaron variables que representan
factores importantes del tipo de suelo de la zona de estudio, luego de esto se
aplicé un proceso de seleccion de caracteristicas para reducir la dimensionalidad
del conjunto de datos desarrollado y hacer mas facil el proceso de generacion
del modelo de estimacion de caudal. Posteriormente, se compararon los
resultados obtenidos con los modelos, con los datos de una estacion hidrologica
localizada en la zona. Finalmente, se desarrolla el modelo de estimaciéon de
caudal promedio diario mensual que es la base para la estimacién de los eventos
de escasez y sobreoferta de recurso hidrico, este ultimo se desarrolla teniendo
en cuenta la informacion temporal de caudal recaudada, para determinar los
umbrales para cada evento.
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Adicionalmente se realizaron pruebas de clasificacién de la intensidad de la
precipitacion donde se evidencia un desbalanceo de clases lo que afecta el
comportamiento del clasificador, esto puede verse en el Anexo A del documento.
Finalmente, se aplicé el proceso de estimacion de la precipitacion en otras 4
zonas de estudio, estos resultados pueden ser encontrados en el Anexo B del
documento.
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Capitulo 6
Conclusiones y Trabajos Futuros

Este capitulo contiene de manera inicial las conclusiones del presente proyecto
de investigacion de maestria, las cuales fueron obtenidas durante su desarrollo,
posteriormente se presentan las recomendaciones, y finalmente se proponen
trabajos a futuro que pueden generarse en aras de mejorar este estudio o
expandirlo a otras areas.

6.1. Conclusiones

A continuacién, se presentan las principales conclusiones obtenidas con el
desarrollo de este modelo.

Se logré desarrollar un modelo de estimacién de la precipitacion usando
informacion de Multiple escala espacial y temporal, teniendo en cuenta
datos directamente relacionados con la precipitacion y datos con relacion
indirecta como los indices de vegetacién, el DEM entre otros. Este
modelo logro responder a eventos de precipitacion local medidos por una
estacion meteoroldgica en tierra, a pesar de no contar con informacion
de precipitacion por debajo de los 4 km x 4 km de resolucion espacial. A
pesar de que el modelo no fue capaz de estimar de manera correcta la
precipitacion, a la escala espacial manejada por la estacion
meteoroldgica, puede considerarse como una aproximacion valida a un
modelo capaz de estimar precipitaciones locales a partir de informacion
de escala espacial inferior.

A pesar del buen comportamiento mostrado por algunos modelos de
aprendizaje maquina, es evidente que se requiere de mas informacion
para mejorar la respuesta de los modelos en los casos de precipitaciones
alta y precipitaciones nulas o escasas, bien sea una mayor cantidad de
instancias o una mayor cantidad de atributos con relacion directa e
indirecta con la precipitacion.

Se encontré que, a pesar de que el tipo de suelo afecta la cantidad de
agua en los afluentes de las cuencas hidrogréaficas, al realizar el proceso
de seleccidn de atributos para el desarrollo del modelo de estimacién de
caudal, ninguno de los atributos relacionados con el tipo de suelo fue
seleccionado. Sin embargo, esto no quiere decir que el tipo de suelo no
sea importante en la regulacion del caudal, se puede considerar que la
informacion de suelo. usada en este proyecto, no era la idonea para
dicho fin. Se debera realizar una consulta mas especializada sobre las

83



variables de suelo a considerar cuando se trate de regulacion de caudal,
por ejemplo, el uso del suelo, la humedad del suelo y similares.

Se encontré mediante la seleccion de atributos realizada que variables
climaticas como la temperatura, la humedad relativa, el ONI y variables
de coberturas como el indice NDVI tienen una relacion con el caudal
presente en el afluente.

El algoritmo RF (Implementado en R) presentdé un comportamiento
aceptable con los datos climaticos, orograficos y de cobertura usados en
este proyecto tanto para precipitacion, como para caudal; teniendo en
cuenta que los datos climéticos suelen ser dificiles de procesar y de
pronosticar debido a las multiples variables que juegan un papel
importante en la generacion de eventos climaticos como la lluvia.

Mediante el andlisis de la serie temporal de Caudal y el ONI se logro
realizar una estimacion de los umbrales para eventos de sequia y
sobreoferta hidrica, permitiendo asi llegar a estimar este tipo de eventos
a pesar de no contar con informacion sobre los caudales caracteristicos
de cada tipo de evento.

6.2. Trabajos Futuros

Este estudio tuvo como principal objetivo desarrollar y evaluar un modelo de
estimacion de eventos de sequia y sobreoferta de recurso hidrico mediante la
prediccién del caudal en un afluente de una cuenca altoandina, haciendo uso de
mineria de datos y el uso de algoritmos de aprendizaje maquina. El principal
enfoque de este modelo es el uso de la precipitacion estimada a partir de datos
de multiple escala espacial y el uso de informacion indirectamente relacionada
con la precipitacion.

Teniendo en cuenta lo anterior, y con el objetivo de mejorar y/o complementar
tanto el modelo de estimacion de la precipitacion como el modelo de estimacion
de caudal, se proponen los siguientes trabajos futuros:

Determinacion automatica con validacion de un experto, de los umbrales
de sequia y sobreoferta del recurso hidrico, esto es, mediante del uso
de datos histéricos previamente clasificados de caudales en ciclos de
sequia o sobreoferta de recurso hidrico en una cuenca altoandina,
implementar un moédulo que determine si los valores predichos por el
modelo de estimacion del caudal son consistentes con uno de estos
eventos.

Mejorar la estimacion de la precipitacion mediante el uso de mas
variables con relacion directa o indirecta con la precipitacion como la
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cobertura nubosa, la cantidad de radiacion incidente, variables
relacionadas con el tipo de coberturas (otros indices de vegetacion,
clasificaciones de coberturas de suelo, mapas de uso de suelos).

Mejorar la estimacion del caudal mediante el uso de otras variables
caracteristicas del tipo de suelo de la regién, el uso de variables
orograficas como la pendiente o inclinacion del terreno, variables
relacionadas con el tipo de coberturas (otros indices de vegetacion,
clasificaciones de coberturas de suelo, mapas de uso de suelos) y otros
gue puedan afectar la cantidad de agua que llega a los afluentes de las
cuencas.
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ANEXOS
A.Clasificacion de la tasa de precipitacion

Dado que en las pruebas realizadas el conjunto de datos generado con el método
de imputacion MICE arrojé los mejores resultados, en esta etapa se decide
trabajar solo con este conjunto de datos.

Para generar las clases se decide usar la clasificacion mostrada en (Volume,
n.d.), en esta se clasifica la tasa de precipitacion de la siguientes manera:

e Ligera: 2 -4 mm/h.

e Moderada: 5 -9 mm/h.

e Pesada: 10 — 40 mm/h.

¢ Violenta: Mas de 50 mm/h.

Teniendo en cuenta esto, y haciendo uso de la tasa de precipitacion TRMM se
deciden generar las clases para probar este enfoque en cuando a la estimacién
de la precipitacion. Para este caso solo se dividio en conjunto de datos en un
grupo para entrenamiento y otro grupo mas reducido para pruebas, debido a que
como se observo los resultados varian mucho entre la validacién cruzada y este
escenario de pruebas que representa de mejor manera la realidad a la que se
espera se enfrente el modelo.

A. Validacion con Datos de Pruebas a

El conjunto de datos de entrenamiento luego de realizar la division por clases
quedo de la siguiente manera. 932 instancias de la clase Nula, 183 instancias de
la clase Ligera, 101 instancias de la clase Pesada, 110 instancias de la clase
Moderada y 3 instancias de la clase Violenta.

El conjunto de datos de prueba quedd conformado por 213 instancias de la clase
Nula, 34 instancias de la clase Ligera, 35 instancias de la clase Pesada, 31
instancias de la clase Moderada y O instancias de la clase Violenta. En este caso
la divisién entre entrenamiento y prueba se realiz6 de manera similar a la
realizada anteriormente; es decir, los datos de los afios 2012 a 2015 se dejaron
como datos de entrenamiento y los datos del afio 2016 como datos de prueba.

e WEKA

En la herramienta WEKA se usaron los algoritmos RF y Bagging-RF cuyos
resultados fueron los mejores en las pruebas de estimacion de la precipitacion.

86



0]

RF

Matriz de Confusion:

Clases Nula Ligera Pesada Moderada Violenta
Nula 210 2 1 0 0
Ligera 32 2 0 0 0
Pesada 30 4 1 0 0
Moderada 21 6 1 3 0
Violenta 0 0 0 0 0

Tabla 29. Matrix de confusién modelo RF

Porcentaje de Instancias correctamente Clasificadas: 69%

Se puede ver que la mayoria de las instancias quedan clasificadas en la clase
de precipitacion NULA y debido a esto el porcentaje de instancias correctamente
clasificadas es alto. Sin embargo, al observar la matriz de confusion (tabla 29)
nos damos cuenta de que los resultados son muy buenos para esta clase, pero
para las otras clases del conjunto de datos los resultados no son adecuados.

o Bagging-RF

Matriz de Confusion:

Clases Nula Ligera Pesada Moderada Violenta
Nula 212 1 0 0 0
Ligera 33 1 0 0 0
Pesada 30 5 0 0 0
Moderada 23 6 1 1 0
Violenta 0 0 0 0 0

Tabla 30. Matrix de confusion modelo Bagging-RF

Porcentaje de Instancias correctamente Clasificadas: 68%

De manera similar a lo ocurrido con el modelo anterior vemos que el modelo
Bagging-RF cuenta con los mismos problemas encontrados en el modelo RF. El
porcentaje de instancias correctamente clasificadas es alto, pero al revisar la
matriz de confusion (tabla 30) nos damos cuenta de que el clasificador es de muy
bajo desempeiio al momento de separar las clases.

e R

En la herramienta R se usaron los algoritmos CART y RF, el algoritmo Cubist
solo se puede usar en regresion.
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o RF

Matriz de Confusion:

Clases Nula Ligera Pesada Moderada Violenta
Nula 204 7 1 1 0
Ligera 29 3 0 2 0
Pesada 26 8 1 0 0
Moderada 24 4 0 3 0
Violenta 0 0 0 0 0

Tabla 31. Matrix de confusién modelo RF

Porcentaje de Instancias correctamente Clasificadas: 67%

Como se observa en la tabla 31 se presentan el mismo problema de
separabilidad de las clases que se obtuvo en la herramienta WEKA. Incluso el
porcentaje de instancias correctamente clasificadas es similar. Una vez mas este
modelo no es sera de utilidad al momento de usarlo en escenarios de pruebas
reales.

o CART

Matriz de Confusion:

Clases Nula Ligera Pesada Moderada Violenta
Nula 200 7 5 1 0
Ligera 26 4 1 3 0
Pesada 25 3 5 2 0
Moderada 18 7 2 4 0
Violenta 0 0 0 0 0

Tabla 32. Matrix de confusiéon modelo CART

Porcentaje de Instancias correctamente Clasificadas: 68%

Finalmente, tenemos los resultados del modelo CART, podemos ver en la tabla
32 que los resultados se repiten una vez mas. Un porcentaje de clasificacion
relativamente alto con una matriz de confusion que muestra problemas con la
separabilidad de las clases.

Es claro que el problema principal es el desbalanceo en las clases, que podria
ser solucionado aplicando alguno de las diversas técnicas de balanceo de clases
existentes. No obstante, dada la naturaleza del fenbmeno objeto de estudio,
aplicar balanceo de clases seria contraproducente, puesto que iria en contra del
comportamiento normal de la precipitacion.

Dada la naturaleza de la precipitacion es normal que la mayoria de las clases
sean de precitacion nula y se reduzcan a medida que se recorren las otras clases
hasta el punto de que se presenten muy pocos casos de eventos de precipitacion
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violenta. Este tipo de precipitaciones pueden tener una ocurrencia de una o dos
veces en un afio con las condiciones adecuadas.

Teniendo esto en cuenta aplicar técnicas de balanceo de clases para obtener
mas datos de las clases mas escasas, iria en contra de la ocurrencia del
fenémeno climatico. Para intentar solventar este problema se necesitarian mas
atributos que ayuden en la descripcion de cada de las clases generadas, y eso
finalmente ayudara en la separabilidad de las clases.
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B.Estimacion de la precipitacion (Pruebas
Adicionales)

Finalmente, se realizaron pruebas de estimacion en 5 cuencas priorizada por el
proyecto Vulnerabilidad y Riesgo en Sistemas de Agua Potable en el Cauca
- AQUARISC como parte del desarrollo de la pasantia investigativa al interior de
este. Las cuencas seleccionadas fueron las pertenecientes a los rios que
abastecen a los municipios de Suarez, Timbio, Santander de Quilichao, Cajibio
y Popayan. Para el municipio de Popayan se cuenta con el estudio de la
precipitacion y la generacion de los modelos de estimacion para la cuenca del
rio Molino (Area de estudio 1). Sin embargo, en esta seccién se incluyen los
resultados para la cuenca del rio Piedras (Area de estudio 2).

o

g Santander de
B Quilichao

e e ey

Figura 38. Ubicacién de las cuencas priorizadas en del departamento del
Cauca (Fuente propia)

En la figura 38 se pueden ver las cuencas priorizadas y los municipios a los
cuales abastecen. Sobre estas regiones se ubicaron estaciones meteorologicas
con informaciébn de precipitacion y se buscO encontrar entre los datos
previamente adquiridos en el desarrollo de este proyecto de investigacion
informacion para conformar el conjunto de datos representativo de cada cuenca.
No obstante, se encontr6 que la informacion disponible en la plataforma
Meteoblue a la cual se tuvo acceso solo para los municipios de Timbio y
Popayan.

En las cuencas restantes se trabaj6é con la informacién adquirida a partir de las
estaciones meteoroldgicas proporcionadas por el IDEAM (MINAMBIENTE, n.d.),
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las cuales proporcionaron informacion de la cantidad de lluvia precipitada
diariamente en la ventana de tiempo que se ha trabajado durante el desarrollo
de este proyecto.

Luego de realizados los procesos de organizacion y limpieza de los datos
obtenidos del IDEAM se procede a generar los conjuntos de datos para cada
cuenca. Para ellos se realizaron modificaciones en las herramientas previamente
desarrolladas para dar soporte a los nuevos datos. Una vez hecho esto se
generaron los conjuntos de datos requeridos, para aplicar luego el modelo de
regresion RF de la herramienta R en la estimacion de la precipitacién en cada
cuenca.

En este caso no se hacen pruebas adicionales dado que el algoritmo esta
validado por los buenos resultados obtenidos en las pruebas anteriores. A
continuacion, se muestran los resultados obtenidos en cada cuenca mediante
gréaficos de dispersion.
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Figura 39. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real en la cuenca abastecedora del municipio de Suarez. (Fuente

propia)
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Figura 40. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real en la cuenca abastecedora del municipio de Santander de
Quilichao. (Fuente propia)
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Figura 41. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real en la cuenca abastecedora del municipio de Cajibio. (Fuente
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Figura 42. Comparaciéon Precipitacion predicha por el modelo RF vs
Precipitacion Real en la cuenca abastecedora del municipio de Timbio. (Fuente
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Figura 43. Comparacion Precipitacion predicha por el modelo RF vs
Precipitacion Real en la cuenca abastecedora del municipio de Popayan (Area
de estudio 2). (Fuente propia)
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Como puede observarse en las figuras 39 a 43, los modelos de las cuencas
abastecedoras de los municipios de Timbio y Popayan (Area de estudio 2)
(figuras 42 y 43) obtienen los mejores resultados al analizar los graficos de
dispersién, en comparacion a los resultados obtenidos en las cuencas restantes
(figuras 39-41) se observa que la zona de concentracion para los dos casos tiene
una tendencia clara hacia la linealidad, es decir que hay una mayor cantidad de
puntos de precipitacion real que coinciden o estdn muy proximos a la
precipitacion estimada. Una vez mas se presenta subestimacion en las
precipitaciones altas, aunque con valores menores a lo observado en las otras
zonas de estudio adicionales.

En las figuras 39 a 41 se puede observar que el comportamiento es menos lineal
y la zona de acumulacion presenta una clara tendencia a la sobre estimacion de
las precipitaciones nulas o escasas, y la subestimacion de las precipitaciones
altas (zonas mas dispersas) mucho mayor a lo observado en las figuras 42 y 43,
especialmente con las cuencas de abastecedoras de los municipios de
Santander y Suarez.

Estos resultados se deben a que para las cuencas de Timbio y Popayan se conto
con mas informacion al tener disponibilidad de informacion en Meteoblue y que
ademas las estaciones meteoroldgicas estaban directamente ubicadas sobre las
cuencas abastecedoras. Para los otros municipios fue necesario realizar
procesos de interpolacion haciendo uso de las condiciones orograficas del
terreno y la informacion climatica de precipitacion disponible.

No obstante, los resultados obtenidos en cada cuenca son aceptables y
mejorables mediante la consecucion de mas informacion, al exhibir un
comportamiento similar al observado anteriormente en las pruebas realizadas en
la cuenca del rio Molino, también abastecedora del municipio de Popayan.
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