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1 INTRODUCCION

1.1 Planteamiento del problema

Cada dia mas personas se acercan al mundo de la tecnologia y las comunicaciones para
encontrar informacién que les permita resolver diversas dudas de la vida diaria y compartir
datos e informacion que creen Utiles para los demas. Es por esto, que en la actualidad se
encuentra en internet una gran cantidad de informacion en documentos o textos digitales,
gue crece exponencialmente dia a dia. Cuando un usuario desea buscar sobre cierto
tema, se encuentra con una gran cantidad de documentos que contienen la informacién
deseada pero dificilmente puede ser leida en su totalidad debido a la sobrecarga de
informacién, gastando asi mucho tiempo y esfuerzo para encontrar lo que realmente
necesita. Debido a esto, surge la necesidad de acceder a la informacién en forma
resumida y contar con resiumenes que preserven la informacién mas importante de los
documentos [1, 2].

El area de investigacion de generacién automatica de resimenes de textos desde el siglo
pasado ha utilizado diferentes técnicas para resolver éste problema [3-18]. Sin embargo,
dada la complejidad de generar un resumen de calidad (similar al generado por un
humano) se sigue en la busqueda de técnicas que mejoren los resultados obtenidos hasta
el momento por los algoritmos que hoy son el estado del arte [2].

Entre los principales métodos de generacion automatica de resumenes extractivos para
un documento se encuentran [4]: métodos estadisticos [6-8], basados en técnicas de
reduccion algebraica [6, 7], basados en técnicas de aprendizaje de maquina [7, 8],
basados en conectividad de textos [6], basados en grafos [6-8] y basados en modelos
evolutivos. Para generar automaticamente resimenes de multiples documentos se
encuentran: basados en técnicas de reduccidon algebraica [6, 7], basados en
agrupamiento [9-11], modelos probabilisticos [12, 13], basados en conectividad de textos
[6], basados en grafos [6-8], modelos evolutivos, combinaciones de métodos o métodos
hibridos [9, 14-18] entre otros. De estos métodos, los basados en grafos, reduccion
algebraica, agrupamiento, modelos probabilisticos y metaheuristicas, son independientes
del lenguaje y no supervisados, es decir que no tienen dependencia del idioma del
documento y no necesitan realizar una etapa de entrenamiento previo.

El Grupo de I+D en Tecnologias de la Informaciéon (GTI) del Departamento de Sistemas
de la Universidad del Cauca, ha experimentado con diversas técnicas para la generacion
de resimenes basadas en grafos, en reduccién algebraica y metaheuristicas, obteniendo
buenos resultados con los algoritmos de LexRank, LSl y MCMR [19-21], pero se observo
gue la calidad de los resimenes podria mejorar si se utilizan esquemas de representacion
de las oraciones que tengan mas en cuenta la semantica de los términos, en este sentido,
se consideré que usar un esquema de representacion basado en una nueva tecnologia
presentada por Google Inc. llamada Word2Vec [22] (véase seccion 2.2) podria brindar
mejores resultados.



Word2Vec ha sido utilizado hasta el momento en traducciones de documentos o en la
busqueda de la similitud entre palabras, ya que organiza las palabras segin su contexto
[22], pero hasta ahora muy poco se ha explorado en el area de investigacion de
generacion automatica de resimenes de textos.

Teniendo en cuenta que la tecnologia de Word2Vec ha sido usada en diversos entornos
para obtener mejores soluciones informaticas [23-25] y que ya existen unos primeros
acercamientos en tareas afines a la generacion automatica de resumenes [26, 27], en
esta investigacion se plante6 la siguiente pregunta de investigacion: ¢Como integrar
Word2Vec como mecanismo de representacion de oraciones, buscando obtener
resimenes extractivos genéricos de multiples documentos que tengan mejor calidad
usando los algoritmos LexRank, LS| y MCMR?

1.2 Justificacion

Uno de los mayores problemas que enfrentan los investigadores en temas de
computacion inteligente es la representacion que deben utilizar en sus algoritmos.
Es por esto que en el presente trabajo se buscé una nueva forma de representar
los documentos a ser resumidos mediante diferentes algoritmos de generacion
automatica de resumenes.

En el &rea de la generacion automatica de resimenes se han realizado diversos
esfuerzos para obtener cada vez mejores resultados (resumenes similares a los
realizados por humanos) ya que para los usuarios es importante obtener la
informacion precisa cuando acceden a un resumen. La propuesta presentada en
este trabajo genera conocimiento tedrico a la comunidad académica y cientifica en
el area, ademas presenta informacion y resultados de experimentos que pueden
ser usados para comparar con los resultados de nuevas propuestas de
investigacion.

Mediante la integracion de Word2Vec como mecanismo de representacion de
documentos para la generacion automatica de resimenes extractivos genéricos
de multiples documentos se expandieron los conocimientos del Grupo de I+D en
Tecnologias de la Informaciéon (GTI) del Departamento de Sistemas de la
Universidad del Cauca. Ademas, se fortalecio el programa de Ingenieria de
Sistemas a través de la retroalimentacion obtenida, para ser aplicada a los
algoritmos en asignaturas electivas y constituir futuros trabajos de grado.

1.3 Objetivos

A continuacion, se presentan el objetivo general y los objetivos especificos del
presente trabajo tal como fueron aprobados en el anteproyecto de grado aprobado
por parte del Consejo de Facultad de la Facultad de Ingenieria Electrénica y
Telecomunicaciones.



1.3.1 Objetivo General

Proponer un mecanismo de representacion de oraciones basado en Word2Vec que
permita a los algoritmos LexRank, LSI y MCMR obtener mejores resimenes extractivos
genéricos de multiples documentos segun las medidas ROUGE.

1.3.2 Objetivos Especificos

1. Adaptar el modelo propuesto en Word2Vec para representar oraciones de mdltiples
documentos que seran resumidas de forma extractiva y genérica.

2. Integrar el modelo propuesto de Word2Vec como modelo de representacion de
oraciones, en tres algoritmos para la generacion automatica de resimenes extractivos
genéricos de maltiples documentos (LexRank, LS| y MCMR).

3. Evaluar la calidad de los resimenes generados por los tres algoritmos que integran el
modelo de representacién Word2Vec, sobre documentos de noticias de la Conferencia
de Entendimiento del Documento (DUC2005, DUC2006 y DUC2007) utilizando las
medidas de ROUGE-1, ROUGE-2 y ROUGE-SU4, y comparar los resultados
obtenidos con los reportados por otros algoritmos del estado del arte.

1.4 Resultados obtenidos

La Tabla 1 lista los resultados obtenidos en el presente trabajo de grado en relacion con
la generacién de nuevo conocimiento y desarrollo tecnolégico.

Tabla 1 Resultados obtenidos.

Producto Indicador

Nueva representacion para
algoriimos de generacion
automética de resumenes | La presente monografia de trabajo de grado.
extractivos  genéricos  de
multiples documentos.

Algoritmos base: LexRank,
LSA y MCMR, para la

eneracion automatica de ’
9 Anexo A de la presente monografia.

resumenes extractivos
genéricos de  mudltiples
documentos.

Articulo con los resultados del
algoriimo  de  generacién
automatica de resumenes
extractivos  genéricos  de
multiples documentos basado
en Word2Vec.

Anexo B de la presente monografia.

Representacion de | Herramienta software en VS.NET que implementa los
documentos basado en | algoritmos con el esquema de representacion basado
Word2Vec e implementado en | en Word2Vec y permite la evaluacion del mismo sobre
tres algoritmos de generacion | colecciones de datos DUC usando medidas ROUGE.

automatica de resimenes.

Manual de instalacion para | Anexo C de la presente monografia.




para la configuracion del
entorno de desarrollo de
Herramienta que implementa
los algoritmos con el esquema
de representacion basado en
Word2Vec.

1.5 Organizacién del resto del documento

A continuacion, se introducen los temas que se tratan en cada uno de los capitulos del
resto del documento.

Capitulo 2: Contexto teorico y estado del arte. En este capitulo se presentan los
conceptos necesarios para la comprension de la generacion automatica de resimenes
extractivos genéricos de multiples documentos y algunos algoritmos sobresalientes. Se
introduce Word2Vec, se describe su funcionamiento y se presentan algunos ejemplos.
Ademaés se presentan medidas y modelos de representacion utilizados para la generacion
automatica de resumenes.

Capitulo 3: Se muestra especificamente como se us6 Word2Vec en la generacion
automatica de resimenes de mdltiples documentos. Este capitulo muestra las diferentes
formas identificadas para la representacion de los documentos basados en Word2Vec y
como se adaptaron los algoritmos LexRank, LSy MCMR a dichas representaciones.

Capitulo 4: Experimentacion. Este capitulo muestra las métricas utilizadas para evaluar la
calidad de los resimenes generados por los algoritmos llamadas medidas ROUGE vy los
resultados obtenidos en la etapa experimental sobre los datasets DUC2005, DUC2006 y
DUC2007. Ademas, un andlisis de dichos resultados y la comparaciébn con otros
algoritmos del estado del arte.

Capitulo 5: Conclusiones, trabajo futuro y recomendaciones. En este capitulo se
presentan las conclusiones obtenidas a partir de los resultados de los experimentos.
Ademads el trabajo futuro en la linea de investigacion y algunas recomendaciones.

Por dltimo, se presentan enumeradas todas las referencias bibliograficas utilizadas en el
desarrollo del presente trabajo de grado.




2 CONTEXTO TEORICO Y ESTADO DEL ARTE

2.1 Generacion Automatica de Resiimenes de Texto

El procesamiento de lenguaje natural (Natural Language Processing, NLP) [28] es la
ciencia computacional encargada de estudiar las diferentes interacciones entre el lenguaje
humano y las computadoras. La generacion automatica de resimenes de textos es un
area del NPL que busca resumir el contenido de uno o multiples documentos sin perder la
informacién mas relevante en un texto relativamente corto o con un tamafo definido de
palabras o letras. Como se define en [28], la generacién automatica de resumenes de
textos es una “breve pero exacta representacion del contenido de un documento”.

La taxonomia de un resumen clasifica el tipo del resumen que va a ser generado. Los
resimenes pueden generarse de acuerdo a varios pardmetros como la forma, el publico
al que va dirigido, la cantidad de documentos a resumir, entre otros [28]. A continuacién
se presentan varios métodos de clasificacion para la generacibn automatica de
resimenes de documentos:

1) Con respecto a la forma como se genera el resumen puede ser extractivo o
abstractivo. Los resimenes extractivos se elaboran a partir del fraccionamiento del
texto original y la seleccion de algunas fracciones (frases o segmentos de texto), esto
hace que los resimenes presenten baja coherencia, sin embargo, se consideran
computacionalmente sencillos. Ademas han presentado resultados satisfactorios
especialmente en generacion de resumenes de multiples documentos [29]. Los
resimenes abstractivos contienen la esencia del texto original pero no
necesariamente utilizando las mismas palabras, generando asi la necesidad de utilizar
herramientas de analisis linglistico para la elaboracion de las oraciones del resumen,
“ademas es mas dificil replicar o extender a otros dominios” [2].

2) De acuerdo al publico al que va dirigido, los resimenes se consideran: genéricos,
basados en consultas, enfocados en el usuario o enfocados en tépicos. En los
resimenes genéricos no se tiene en cuenta un publico especifico sino que estan
destinados al publico en general. Los basados en consultas generan el resumen de
acuerdo a una consulta especifica realizada por el usuario. Los enfocados en el
usuario generan resumenes dependiendo del interés de un usuario en particular y los
resumenes enfocados en topicos enfatizan los resimenes de acuerdo a tematicas
especificas en los documentos [2].

3) “Dependiendo de la cantidad de documentos que son procesados para la generacion
del resumen, puede ser para un documento o multiples documentos” [2].

4) “De acuerdo al idioma del documento, ellos pueden ser monolenguaje o multilenguaje”

[2].



5) “Con respecto al género del texto original, pueden ser de tipo: articulos cientificos,
noticias, blogs, entre otros” [2].

Teniendo en cuenta estas caracteristicas es importante destacar que para la realizaciéon
este trabajo de grado se decidié enfocar los esfuerzos en la generacion de resimenes del
tipo extractivo, genérico, de mdultiples documentos, monolenguaje y enfocados en el
género de noticias.

2.1.1 Proceso general de generacion de resimenes de multiples documentos

2.1.1.1 Pre-procesamiento de los documentos

Los documentos que van a ser resumidos deben primero ser pre-procesados, utilizando
técnicas linglisticas como: eliminacion de caracteres especiales y etiguetas,
segmentacion, transformacion del texto a minusculas, separacion del texto en tokens
(tokenizacion), eliminacion de palabras vacias (stop words), encontrar una raiz léxica a los
tokens (stemming), hallar el lema correspondiente de cada token (lematizacion) y
busqueda de sinénimos.

1) Eliminacién de caracteres especiales y etiquetas (por ejemplo etiquetas HTML) [30].
La lectura de la coleccion de documentos tiene como entrada la lista completa de
documentos, que en el caso especifico del proyecto fueron archivos de noticias que
vienen en formato XML, y como resultado entrega la lista completa de oraciones
contenidas en la coleccién de documentos en un Unico archivo de texto plano separadas
por saltos de linea.

Cada documento (de noticias) primero se debe leer en formato texto y se le remplazan los
caracteres especiales que no son permitidos en archivos con formato XML, luego se
valida que el documento cuente con la estructura adecuada, se lee y se extrae el texto
contenido en la etiqgueta <BODY>, finalmente, se almacena, se adiciona el contenido en
formato texto plano en un unico archivo separando con salto de linea el contenido de cada
archivo. En el caso de que los documentos de entrada traigan otro formato, por ejemplo
.pdf o .docx, este proceso debe adaptarse usando el conversor de texto adecuado.

2) Segmentaciéon, “consiste en fraccionar el texto en unidades significativas
(normalmente oraciones)” [30]. Para realizar la segmentacion de las oraciones, el archivo
gue contiene el texto plano con todo el texto de las multiples noticias se pasa por splitta
(herramienta de cédigo abierto disponible en https://code.google.com/p/splitta) [31], el cual
separa oracion por oracion del archivo y las entrega en un archivo de salida en texto plano
separando las oraciones con saltos de linea. Splitta es un segmentador de oraciones en
inglés que usa un enfoque de aprendizaje supervisado soportado en Maquinas de Soporte
Vectorial (Support Vector Machines, SVM) que reporta una taza de error aproximada del
0.35%, razén por la cual fue seleccionada.

3) Conversion a minusculas [30]. En este proyecto, ésta y las siguientes tareas de pre-
procesamiento se realizaron con una herramienta de cddigo libre que esta bajo la licencia
de Apache Software llamada Lucene versibn 2.9.2.2. Es una tecnologia para la
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recuperacion de informaciéon que realiza procesos de indexacién y blsqueda; esta
implementada en Java, C#, Ruby, PHP, y otros lenguajes de programacion [32].

4) Tokenizacién. Consiste en dividir en partes una secuencia de caracteres (oraciéon o
frase) y a la vez desechar signos de puntuacién. Estas partes son conocidas como tokens
y se puede referir a ellos como términos o palabras. Por ejemplo si se tiene la siguiente
oraciéon: “Friends, Romans,Countrymen, lend me your ears;” [30], el resultado de la
tokenizacion es la siguiente:

Friends | Romans | Countrymen | Lend | me | Your | Ears

5) Eliminacion de palabras vacias, son aquellas palabras con bajo contenido semantico,
como preposiciones, articulos, pronombres, etc [30]. En las oraciones hay palabras
comunes de poco valor en el procesamiento de lenguaje natural y en especifico en el
proceso de generacion automética de resimenes, las cuales se conocen como palabras
vacias (stop words) y debido a su poco aporte al resumen son eliminadas. Al eliminar
estos términos, se evita la inclusién de “ruido” en el proceso de generacién de los
resumenes. En el idioma ingles (idioma utilizado en los datasets véase seccion 2.1.1.3) la
lista de palabras vacias es extensa e incluye palabras como: i, a, are, is , the, of, in [30].

6) Stemming. Por razones gramaticales en los documentos se encuentran diferentes
formas para una palabra, como, organize, organizes y organizing, Ademas hay palabras
derivadas relacionadas con significados similares como democracy, democratic vy
democratization. El objetivo del stemming es reducir las formas flexivas y las formas
derivadas relacionadas de una palabra a la forma base comun [30]. Por ejemplo:

e car, cars, car's => car
e am, are, is => be
e the boy’s cars are different colors => the boy car be differ color

El Stemming es un proceso heuristico que corta el final de las palabras (sufijos) y con
frecuencia incluye la eliminacion de los afijos derivados. El resultado del proceso de
stemming no siempre es una palabra valida en el idioma que se esta trabajando, por
ejemplo, acknowledg para la palabra acknowledge. La herramienta Lucene versién 2.9.2.2
[32] también contiene las funciones de aplicar stemming a los tokens de los documentos.

7) Lematizacién, consiste en determinar variantes morfolégicas de una palabra y
reemplazarla por la palabra raiz. Hace uso correcto del andlisis del vocabulario y la
morfologia de las palabras, normalmente con el objetivo de eliminar las terminaciones
flexivas y devolver la forma base. Teniendo el token del verbo saw, el stemming
devolveria solo s, en cambio la lemantizacion retorna see.

8) Sindénimos. Son palabras o0 expresiones que tienen significados iguales o muy
parecidos, y que pertenecen a la misma categoria gramatical, por lo tanto, se pueden
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substituir o intercambiar en un texto sin que esta sufra modificaciébn en su sentido. Se
utiliza para reducir el tamafio del vocabulario.

e Automobiles => Automobile (aplicacién de lematizacion)
e Automobile => Car (aplicacion de sin6bnimos)

WordNet [33] es una base de datos léxica del Inglés ampliamente usada por la comunidad
de NLP. Nombres, verbos, adjetivos y adverbios se agrupan en conjuntos de sinénimos
cognitivos (synsets). Los synsets estan vinculados entre si por medio de las relaciones
conceptuales semanticas y léxicas. WordNet también es libre y publicamente disponible
para descarga. La estructura de WordNet hace que sea una herramienta (til para la
linglistica computacional y procesamiento del lenguaje natural como lo es la lematizacion
y la busqueda de sin6nimos. Para aprovechar los beneficios de WordNet existe la
herramienta llamada NLTK 3.0 (Natural Language Toolkit) [34]. Es una herramienta de
Python para trabajar con los datos del lenguaje humano. Proporciona interfaces faciles de
usar y recursos léxicos como WordNet, junto con un conjunto de bibliotecas de
procesamiento de texto que permite realizar lematizacion y busqueda de sinébnimos.

Ademas en esta etapa de pre-procesamiento se determina la representacion de los
documentos, que tradicionalmente se basa en el modelo espacio vectorial [2].

2.1.1.2 Métodos de generacion automatica de resimenes extractivos para multiples
documentos

Entre los principales métodos de generacién automatica de resimenes extractivos para
multiples documentos se encuentran los siguientes [4, 8, 14, 35]:

1) Métodos Basados en Conectividad de Textos [6]: En [36] proponen la generacion
de resimenes de multiples documentos mediante el uso de cadenas |éxicas. Este
método consiste en la generaciéon del resumen de cada documento para luego
manejar la redundancia de tal forma que se eliminen oraciones con gran similitud,
generando asi un resumen de los resimenes de cada documento.

2) Métodos Basados en Grafos [6, 8]: Este método utiliza la teoria de grafos para la
extraccion de resumenes donde cada porcion de texto (oraciones extraidas de los
documentos) es representada como un nodo del grafo y la similitud entre las oraciones
representan las aristas, para el caso de multiples documentos, el grafo es formado por
todas las porciones de texto de todos los documentos. Entre los métodos basados en
grafos se encuentra el algoritmo LexRank propuesto por Erkan y Radev en [19],
destacado por sus buenos resultados en la generacion automatica de resumenes [19].

3) Métodos Basados Reduccién Algebraica [6, 7]: El método utiliza una técnica de
generacién automéatica de resimenes basado en LSA (Latent Semantic Analysis), el
cual permite comparar los significados de las palabras incluidas en el texto mediante
un analisis algebraico-estadistico. El primer paso es crear la matriz de términos que
contiene todas las oraciones contenidas en la coleccion de documentos, a cada
oracion se le asigna un puntaje para posteriormente ser seleccionadas las mejores
oraciones. Sin embargo, antes de afiadir una oraciéon al resumen, se realiza un

12



4)

5)

6)

7)

proceso de seleccion de la oracién en caso de redundancia. En [37] se propone un
algoritmo que utiliza LSA, MMR (Maximal Marginal Relevance) y basado en consulta
para que la oracion a ser incluida en el resumen dependa de la consulta del usuario.
Métodos Basados en Agrupamiento [4]: Los métodos actuales de agrupamiento se
suelen representar los documentos como una matriz términos por documento y
aplican los algoritmos de agrupacién en ésta. En 2004 [9, 10], se presenta un
generador de resimenes llamado MEAD, el cual produce resimenes utilizando
centroides de grupo producidos por un sistema de deteccién y seguimiento de tdpicos.
Luego en 2008 [11], se propone un modelo llamado lenguaje de factorizacion que
simultaneamente hace agrupamiento y generacion de resimenes, por medio de la
matriz de términos por documento y la matriz de términos por oracion. Después en
2009 [38], se propone un algoritmo de agrupamiento orientado a consulta, donde la
consulta se involucra en el conjunto de documentos, los grupos se mezclan en un solo
grupo y se utiliza una modificacién de la Relevancia Marginal Maxima (MMR) para
seleccionar las oraciones pertenecientes al resumen. También en este afio [39], se
proponen dos técnicas, la primera consiste en la adicion de la caracteristica de
similitud con la primer oracién en el método MEAD llamada CPSL, y la segunda es
una combinaciéon de CPSL y LEAD (seleccionar primera y Gltima oracidn del péarrafo
seleccionado) llamada LESM.

Métodos Basados Modelos Probabilisticos [7]: En 2009 [12], se presenta un
método orientado a consulta basado en analisis semantico latente probabilistico en el
cual utilizan un mecanismo de representacibn de oraciones y consultas como
distribuciones de probabilidad sobre tépicos latentes. También en este mismo afio
[13], se presenta un modelo probabilistico generativo de topicos bayesiano basado en
oraciones (Bayesian Sentence-based Topic Models), usando la matriz de términos por
documento y la matriz de términos por oracion. Finalmente, en 2011 [40], se presenta
un método probabilistico que agrupa y ordena las oraciones paralelamente,
diferencidndose de otros métodos que lo hacen de forma secuencial.

Modelos Evolutivos [4]: En el 2011 [21], presentan un modelo basado en méaxima
cobertura y minima redundancia (MCMR), abordando la generacién de resimenes
como un problema de programacion lineal entera. Para generar un buen resumen se
deben optimizar tres propiedades: Relevancia, Redundancia y Longitud. También en
este afio, proponen un algoritmo basado en evolucion diferencial cuyos pardmetros
para el cruce y la mutacion son adaptativos, y su funcién objetivo es la division entre
cobertura y redundancia [41]. En 2012 se presenta el modelo orientado a restriccién,
con dos enfoques: orientado cobertura y orientado a la diversidad; el problema se
propone como programacion entera cuadratica y se resuelve con PSO [42]. En este
mismo afio mediante la aplicacion de evolucion diferencial y la utilizacién del problema
de la p-mediana se crea un método para generar resimenes de multiples documentos
gue tiene en cuenta la relevancia, cobertura del contenido, diversidad y longitud del
resumen [43].

Combinaciones de Métodos o Métodos Hibridos: En el afio 2010 [18], presentan
un modelo hibrido compuesto de dos etapas: un modelo generativo para descubrir
patrones y un modelo de regresion para la inferencia, de esta forma evitan la
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8)

A

necesidad de construir un modelo generativo para los nuevos grupos de documentos.
Ademds en este afo, se presenta un método de generacién automatica de resimenes
para multiples documentos que utiliza técnicas de agrupamiento y un algoritmo de
optimizacion de enjambres de particulas discretas (PSO) combinando de esta forma
modelos evolutivos con agrupacion [44].

Otros Métodos: En el 2004 [9], presentan un método basado en la entropia como
factor para ordenar las oraciones de acuerdo a la relevancia, mediante el
conocimiento especifico de determinado tépico. Luego en el 2008 [45], presentan un
método de generacion automatica de resimenes de multiples documentos basado en
el descubrimiento de la caracteristica de la palabra, si la palabra est4 contenida en
varios parrafos de un documento, es una palabra de evento y si esté involucrada en
todos los documentos, es una palabra de tdpico. Después en el 2010 [17], presentan
un método con un enfoque de abajo hacia arriba para ordenar las oraciones de los
documentos. El algoritmo propuesto iterativamente concatena segmentos de texto
hasta que un segmento es ordenado con todas las oraciones. Para poder definir el
orden y la asociacion de dos segmentos de texto definen cuatro criterios: Cronologia,
Cercania de Temas, Precedencia y Sucesidn.

continuacién, en la Figura 1 se presenta un esquema general para la generacion

automatica de resumenes extractivos de mudltiples documentos. Siendo O;; la j-ésima
oracién del documento i. Donde i=1,2,...Myj=1,2,...N (M es el numero de documentos
y N es el nUmero de oraciones que varia para cada documento).

Figura 1. Generacidn de resimenes extractivos para multiples documentos (Adaptada de [2])
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documentos . Resumen extractivo
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2.1.1.3 Evaluacion de la calidad del resumen

En relacién con la evaluacién de la generacion automatica de resumenes, existen dos
tipos de evaluacion importantes [46]:

1)

2)

La evaluacion intrinseca que mide la calidad del resumen mediante un punto de
referencia que puede ser un conjunto de datos existente o un resumen "ideal" creado
por un humano. El problema con ese tipo de evaluacion es la variabilidad que puede
presentar el ser humano.

La evaluacion extrinseca que parte de una tarea donde se puede hacer uso de la
generacion automatica de resimenes y medir el efecto de reemplazar el texto original
por resimenes automaticos. Los problemas que surgen para este tipo de evaluaciéon
son la seleccion de la tarea y los indicadores para la medicion del efecto.
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En el 2004 [47], se presentd una herramienta para la evaluacion intrinseca de los
resimenes generados en forma automética llamada ROUGE (Recall-Oriented Understudy
for Gisting Evaluation). Esta herramienta incluye medidas para determinar
automaticamente la calidad de un resumen generado comparandolo con un resumen
ideal, midiendo la similitud entre resimenes por medio de N-gramas. Entre las principales
medidas estan: ROUGE-1, ROUGE-2 y ROUGE-SU4.

En la Conferencia de Entendimiento del Documento (Document Understanding
Conference, DUC) se han realizado evaluaciones de diferentes métodos de generacion
automatica de resumenes desde el afio 2001. Para hacer esto definen un conjunto de
documentos a resumir junto con los resumenes “ideales” creados por varios humanos
expertos (basicamente se puede definir como una coleccién cerrada de prueba). Para
evaluar la calidad de los resimenes generados utilizan los juicios humanos por medio de
medidas ROUGE. Para los afios 2002 y 2003, los resumenes de un solo documento son
de 100 palabras, para resumenes de un solo documento muy cortos son 10 palabras y
para resimenes de multiples documentos se utilizan diferentes tamafnos (10, 50, 100,
200, 400 palabras). Como resultado encontraron que ROUGE-1, ROUGE-2, ROUGE-
SU4, entre otros, funcionaron razonablemente bien para multiples documentos [47].

La Figura 2 muestra el proceso general de elaboracion y evaluacion de resimenes para
multiples documentos (explicado anteriormente).

Figura 2. Proceso general de generacién de resimenes multi-documento (Adaptada de [2])
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2.2 Word2Vec

En muchos sistemas actuales de Procesamiento Natural del Lenguaje y técnicas de
tratamiento de palabras como unidades atomicas, no existe la nocién de similitud entre
estas, ya que son representadas como indices en un vocabulario. Con el progreso de las
técnicas de aprendizaje automatico en los ultimos afios, se ha hecho posible entrenar
modelos mas complejos basado en un conjunto amplio de datos, y por lo general estos
nuevos modelos superan a los modelos simples. Word2Vec propone técnicas que se
pueden utilizar para el entrenamiento de vectores de palabras de alta calidad a partir de
grandes conjuntos de datos con miles de millones de palabras, y con millones de palabras
en el vocabulario [22].

Word2Vec es un grupo de modelos relacionados que se utlizan para producir
representaciones de palabras en un modelo espacio vectorial. Estos modelos son de poca
profundidad, generalmente usan redes neuronales con una Unica capa oculta que esta
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capacitada para reconstruir los contextos lingliisticos de las palabras. Word2Vec toma
como entrada un gran corpus de texto y produce un modelo de espacio vectorial,
tipicamente de varios cientos de dimensiones, en donde cada palabra Unica en el corpus
gueda relacionada con un vector correspondiente en dicho espacio. Los vectores de
palabras estan colocados en el espacio vectorial de modo que las palabras que
comparten contextos comunes en el corpus se encuentran en estrecha proximidad entre
si en el espacio [22]. Word2Vec utiliza el gradiente descendiente y la propagacién hacia
atrds (backpropagation) y puede utilizar cualquiera de los siguientes dos modelos de
arquitectura para producir una representacioén distribuida de las palabras: Continuous
Bag-of-Words Model o Continuous Skip-gram Model. Esta seccion del documento
contiene una traduccién y adaptacion de los articulos [48] y [49], ademas se agregaron
algunos detalles.

2.2.1 Continuous Bag-of-Words Model (CBOW)

2.2.1.1 Una palabra de contexto (One-word context)

Es la version mas simple del modelo continuo de bolsa de palabras (CBOW) introducido
en [22]. Bajo la suposicién que solo hay una palabra considerada por el contexto, el
modelo permite predecir una palabra objetivo dado un contexto de palabras.

La Figura 3 muestra el modelo de red bajo la definicion del contexto simplificado. Se
considera que el tamafo del vocabulario es V y el tamafio de la capa oculta es N. Las
unidades de las capas adyacentes estan totalmente conectadas. La entrada es un vector
codificado en caliente (one-hot encoded vector, en inglés), lo que significa que, para una
palabra de contexto de entrada dada, s6lo una de las unidades de V, {x4, ..., xy}, sera 1y
todas las demas unidades son 0.

Figura 3 Un modelo CBOW simple con una sola palabra en el contexto (Tomada de [49])
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Las ponderaciones entre la capa de entrada y la capa de salida son representadas por
una matriz W de tamafo V x N. Cada fila de W corresponde a la representacion del vector
N-dimencional vy, de la palabra asociada de la capa de entrada. Formalmente, la fila i de
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W es v]. Dado un contexto (una palabra), asumiendo x;, =1y x,» = 0 para k' # k se

tiene que:

h=WTx =Wk, = u,T (2-1)

Que esencialmente copia la k-ésima fila de W a h. vy,; es la representacion vectorial de la
palabra de entrada w;. Esto implica que la funcidon de enlace (activacion) de las unidades
de la capa oculta es simplemente lineal (es decir, la suma ponderada de las entradas es
pasada directamente a la siguiente capa). A continuacion se presenta la ecuacion (2-1)

con mayor detalle.

Se tiene
Wi1 Wiz o0 Wiy (2-1.1)
W _ W21 Wzt Woy
VxN = | : : :
Wyir Wy 0 Wyy
Y
X1 (2-1.2)
X2
X = :
Xy
Entonces
Wir Wiz 0 Wiy
|W21 Waz2 0 Wapn|
h=xTW=[X1 Xy e Xk xV]I ; : I
|Wk1 Wiz WkNI
I-W;/l W;/z Wi./NJ
= [XxWk1 XxWiz - XkWkN] #paraxy =1yx,r =0parak’ #k
= [Wg1 Wiz - Wkn] #K-ésimafila de W (2-1.5)
Por lo tanto
— T .— T -
= W(k,.) =y, (2-1.6)

(2-1.4)

De la capa oculta a la capa de salida, hay una matriz de peso diferente W' =
tamafo N x V. Usando estos pesos, se puede calcular el valor de u; para cada palabra en

el vocabulario.

(2-1.3)

{Wi’j}, de
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! Th (2-2)

U = Uy

!

Donde vy,; es la j-ésima columna de la matriz W’. Entonces se puede usar softmax
(seccion 2.2.2.1 de este documento), un modelo de clasificacion log-lineal, para obtener la

distribucién posterior de las palabras, que es una distribucion multinomial [49].
exp(uj) (2-3)

Pl = 3= Sy )
j'=1

Donde y; es la salida de la j-ésima unidad en la capa de salida. Sustituyendo (2-1) y (2-2)
en (2-3), obtenemos:

;T (2-4)
€xp (ij vwi)

p(wjlw;) = y; = . T
Zj':l exp (ij' Vi)

Se debe tener en cuenta que v, y v, son dos representaciones de la palabra w. v,, viene
de las filas de W, y es llamado vector de entrada (input vector) de la palabra w, y v, viene
de las columnas de W', y usualmente se le llama vector de salida (output vector) de la
palabra w [49].

Actualizacion de pesos: de la capa oculta a la capa de salida

El objetivo del entrenamiento (para una muestra de entrenamiento) es maximizar la
Ecuacion (2-4), la probabilidad condicional de observar la palabra de salida real w,
(denotar su indice en la capa de salida como j*) dada la palabra de contexto de entrada
w; (Y con respecto a los pesos). Es decir:

max p(wo|w;) = maxy;- (2-5)
= maxlogy;- (2-6)

4 (2-7)
= U — logszZIexp(ujr) i=—E

Donde E = —logp(wy|w;) es la funcion de pérdida (lo que se quiere minimizar), y j* es el
indice de la palabra de salida real (en la capa de salida) [49].

El siguiente paso es derivar la ecuacion de actualizacion de los pesos entre capas ocultas
y de salida. Se toma la derivada de E con respecto a la j-ésima unidad de la capa de
entrada u;, se obtiene:

9 @9)

=YiT 5= g
aU.j
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Donde t; = 1(j =J%), es la funcion indicatriz, es decir, tj sera 1 cuando la j-ésima unidad
es la palabra de salida real, de lo contrario tj = 0. En este caso, esta derivada coincide
con el error de prediccion e; de la capa de salida [49].

El siguiente paso es tomar la derivada en Wi,j para obtener el gradiente en los pesos de la
capa oculta a la de salida que (por la regla de la cadena) es:

OE 0E Oy (2-9)
T = 3 T ej : hi
an] au] aWU
Ya que
OE  0(yr — log X, exp(u;r)) (2-10)
B a(logZ}/,=1 exp(yr))  Ouy (2-11)
exp(u;) (2-12)

B logZ}/,zlexp(ujr) J

Por la ecuacién (2-3) se obtiene

Ahora, usando el descenso de gradiente estocéstico, se obtiene la ecuacion de
actualizacién de peso para los pesos de la capa oculta a la de salida:

r (new) _

12 (Old)

i h; (2-14)

'r] . ej .

/ '(new) ’ '(old)

Vyyj = Vy; —n-¢-h (2-15)

Donde n > 0 es la tasa de aprendizaje (estandar SGD), e; = t; — y; (Ecuacion (2-8)), h;
es la i-ésima unidad en la capa oculta 'y v‘;,j es el vector de salida para la palabra w; [49].

Actualizaciéon de pesos: de la capa de entrada a la capa de oculta

Habiendo obtenido las ecuaciones de actualizacion para W', se puede pasar a W. Se
toma la derivada de E en la salida de la capa oculta, obteniendo
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(2-16)

14 14
JE O0E 0y, 2 , EH
— —_— — e- - W = .
ahl’ 4 auj ahl 4 J Y l

j=1 j=1
Aqui h; es la salida de la i-ésima unidad en la capa oculta, u; se define en la Ecuacion (2-
2) (la entrada de la unidad j-ésima a la capa de salida), y e; = t; — y; es el error de

prediccion de la j-ésima palabra en la capa de salida. EH es un vector N-dimensional, es
la suma de los vectores de salida de todas las palabras del vocabulario, ponderadas por
su prediccion de error e;.

El siguiente trabajo es tomar la derivada de E con respecto a W. Recordando primero que
la capa oculta realiza un célculo lineal sobre los valores de la capa de entrada,
especificamente

v (2-17)

h; = Zxk'wki

k=1
Ahora tomando la derivada de E con respecto a cada elemento de W, se obtiene

OE _ 9B Oh _ (2-18)
dwe, | O  Owg Xk

Esto es equivalente al producto tensorial* de x y EH, es decir,

O _ o EH = xEHT (2-19)
AW =X =X

A partir de la cual se obtiene una matriz V x N. Dado que sé6lo un componente de x es
. ) . OE ,

diferente de cero, soélo una fila de 5w O es cero, y el valor de esa fila es EHT, un vector

N-dimencional. Se logra la ecuacion de actualizacién de W como:

UV(VTIleW) — vv(v(;ld) _ T]EHT (2-20)
Donde v,,; es una fila de W, el "vector de entrada" de la Unica palabra de contexto, y es la

Unica fila de W cuya derivada es distinta de cero. Todas las demés filas de W
permaneceran sin cambios después de esta iteracion, porque sus derivadas son cero [49].

Intuitivamente, dado que el vector EH es la suma de vectores de salida de todas las
palabras en vocabulario ponderadas por su error de prediccion e; = y; — t;, se puede
entender (2-20) como la adicién de una porcién de cada vector del vocabulario de salida
en el vector de entrada de la palabra de contexto. Si en la capa de salida se sobreestima
la probabilidad de que una palabra w; sea la palabra de salida (y; > t;), entonces el vector

1 “Un caso representativo de producto tensorial es el producto de Kronecker de dos matrices, por
ejemplo:” [50] c. d. Wikipedia. (2017, Producto tensorial. Available:
https://es.wikipedia.org/w/index.php?titte=Producto_tensorial&oldid=94254938

al albl alb2 alb3 alb4

[azl ®[b1 b2 b3 b4l =|a2bl a2b2 a2b3 a2b4

a3 a3bl a3b2 a2b3 a2b4
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de entrada de la palabra de contexto w; tendera a alejarse del vector de salida de wy;
inversamente, si la probabilidad de que w; sea la palabra de salida sea subestimada (y; >
tj), entonces el vector de entrada w; tiende a acercarse al vector de salida de wj; Si se
predice con exactitud la probabilidad de wj;, entonces tendra poco efecto sobre el

movimiento del vector de entrada de w;. El movimiento del vector de entrada de w; esta
determinado por el error de prediccion de todos los vectores en el vocabulario [49].

Ahora, para ilustrar de una mejor forma el proceso realizado en la generacién de vectores
de palabras, se presenta un corto ejemplo realizado con CBOW de una palabra de
contexto. Para el ejemplo se tiene en cuenta el siguiente corpus de entrada:

“El perro vio al gato
El perro persiguio al gato
El gato subio al arbol”.

Lo primero que se hace es determinar el vocabulario. En este caso el vocabulario esta
compuesto por ocho palabras. A continuacion, el vocabulario debe ser ordenado
alfabéticamente y asi referenciar cada palabra por su indice, quedando asi: {“al’, “arbol”,
“el”, “gato”, “perro”, “persiguid”, “subid¢”, “vio”’}. Para este ejemplo, la red neuronal tendra
ocho neuronas de entrada y ocho neuronas de salida. Suponiendo que se desean
desarrollar vectores de tres dimensiones para las palabras, se deben utilizar tres
neuronas en la capa oculta. Esto significa que W sera una matriz de 8 x 3 y W' una matriz
3 x 8. Antes empezar con el entrenamiento, se deben inicializar estas matrices con
pequefios valores aleatorios como es habitual en la formacion de redes neuronales. Para

este ejemplo, supongamos W'y W' ser inicializado con los siguientes valores:

(—0.094491 -0.443977 0.313917 7
—0.490796 —0.229903 0.065460
0.072921 0.172246  —0.357751
0.104514 —0.463000 0.079367
—0.226080 —0.154659 —0.038422
0.406115 —0.192794 -0.441992

0.181755 0.088268 0.277574

L—0.055334  0.491792 0.263102 -
0.023074 0.479901 0.432148 0.375480 —0.364732 —0.119840 0.266070 —0.351000
W'=[-0.368008 0.424778 —0.257104 —0.148817 0.033922 0.353874 —0.144942 0.130904
0.422434 0.364503 0.467865 —0.020302 —0.423890 —0.438777 0.268529 —0.446787

Para el ejemplo se desea entrenar la red con la relaciébn entre las palabras "gato" y
"subié”. La palabra "gato" se conoce como la palabra de contexto y la palabra "subi¢" se
conoce como la palabra objetivo. Para ello, la red debe mostrar una probabilidad alta para

"subié" cuando "gato" se introduce en la red.

En este caso, el vector de entradasera X=[0 0 0 1 0 0 0 0]". Solo el cuarto
componente del vector es 1. Esto se debe a que la palabra de entrada "gato", esta en la
cuarta posicion del vocabulario. Teniendo en cuenta que la palabra objetivo es "subid", el
vector objetivoseria[0 0 0 0 0 0 1 o0]”
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Con el vector de entrada que representa a "gato", la de salida a las neuronas de la capa
oculta se puede calcular mediante la ecuacion (2-1) o la ecuacion (2-1.3) asi:

—0.094491 —-0.443977 0.313917 1
—0.490796 —0.229903 0.065460

0.072921 0.172246  —0.357751
0.104514 —0.463000 0.079367

—0.226080 —0.154659 —0.038422
0.406115 —0.192794 —0.441992

0.181755 0.088268 0.277574
1—0.055334  0.491792 0.263102 -

h=[0 0 0 1 0 0 0 0]"

h = [0.104514 —0.463000 0.079367]

Hasta aqui se han realizado los calculos respectivos entre la capa de entrada y la capa
oculta. Ahora para la capa oculta a la de salida se realizan operaciones similares, el
vector de activacién de las neuronas de la capa de salida se puede escribir como se
indica en la ecuacién (2-2):

uj =W'h
= [0.206326 —0.117586 0.201337 0.106533 —0.087468 —0.211193 0.116228 —0.132753]
En este punto se producen las probabilidades de obtener una palabra dada su palabra de

contexto y dichas probabilidades estan en la capa de salida, p(wﬂwwntexw) paraj =

1,..,V, aqui es donde se debe aplicar alguno de los métodos de optimizacién de la
eficiencia computacional (o algoritmos de entrenamiento, véase secciones 2.2.2 y 2.2.4).
Para este ejemplo como es para una palabra de contexto, se utiliza la ecuacion (2-3).

y = [0.150291 0.108707 0.149543 0.136017 0.112031 0.098993 0.137342 0.107071]

La probabilidad en negrita corresponde a la palabra objetivo elegida "subi6é". Dado el
vector objetivo [0 0 0 0 0 0 1 0], el vector de error de la capa de salida se
calcula restando el vector objetivo t con el vector de probabilidad y segun la ecuacion (2-
8).

y] - tj = ej = —0,862657
Dado que:

[0.150291 0.108707 0.149543 0.136017 0.112031 0.098993 0.137342 0.107071]
- [0 0 0 0 0 0 1 0]

=[0.150291 0.108707 0.149543 0.136017 0.112031 0.098993 —0,862657 0.107071]

Una vez que se conoce el error, los pesos en las matrices W y W' se pueden actualizar
mediante propagacidén hacia atrds descrita en las ecuaciones (2-14), (2-15), (2-20). Para
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el ejemplo se tiene en cuenta una tasa se aprendizaje n = 0.025. Por lo tanto la nueva
matriz de pesos de la capa oculta a la capa de salida seria:

wh ™M = wi Y — 1 - eg - hyg = 0,266070 — 0,025 * —0,862657 * 0,104514
= 0,268323994

wi s = wi D e - by = —0,144942 — 0,025 * —0,862657 * —0,463
= —0.15492726

wh M = ws O e - hy = 0.268529 — 0,025 * —0,862657 * 0.079367

=0.270240663

0.023074 0.479901 0.432148 0.375480 —0.364732 —0.119840 0.268323994 —0.351000
W'=1]-0.368008 0.424778 —0.257104 —0.148817 0.033922 0.353874 —0.15492726 0.130904
0.422434 0.364503 0.467865 —0.020302 —0.423890 —0.438777 0.270240663 —0.446787

Teniendo en cuenta que columnas de W', representan los vectores de salida (output
vector), para esta iteracion el vector que representa la palabra "subi¢" seria vec(subi6) =
[0.268323 —0.154927 0.270240]". Asi sucesivamente hasta realizar todas las
iteraciones necesarias para entrenar el corpus de entrada.

2.2.1.2 Varias palabras de contexto (Multi-word context)

La Figura 4 muestra el modelo CBOW con una configuraciéon de contexto de varias
palabras. Cuando se calcula la salida de la capa oculta, en lugar de copiar directamente el
vector de entrada de la palabra de contexto de entrada, el modelo CBOW toma el
promedio de los vectores de las palabras de contexto de entrada y utiliza el producto de la
matriz de pesos entre las capas de entrada y oculta y el vector promedio como la salida.

1
h=EWT(x1+x2 ++Xc) (2_21)

1
= E(le + Uy + o0+ UWC)T (2-22)

Donde C es el numero de palabras en el contexto, wy,w,, ..., we son las palabras en el
contexto, y v, €s el vector de entrada de una palabra w [49]. La funcién de pérdida es:

E = —logp(wol|wy 1, ..., W) (2-23)

|4 2-24

=up + logz exp(u;) (2-24)
j=1

(2-25)

v
= —U,ijT- h + logz_, 1exp(v‘ﬁva- h)
]:
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Que es lo mismo que (2-7), el objetivo del modelo de una palabra de contexto, la
diferencia es como se define en (2-22) en lugar de (2-1).

La ecuacion de actualizacién para los pesos

Figura 4 Modelo continuo de CBOW con varias palabras de contexto. Tomado de [49].
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de la capa de salida a la oculta permanece igual que para el modelo de contexto de una
palabra (2-15). Se copia aqui:

v’ '(new) — '(old)

wj wj —Mm-e -h paraj=12..,V. (2-26)

]
Tiendo en cuenta que se necesita aplicar esto a cada elemento de la matriz de
peso de la capa oculta a la salida para cada instancia de entrenamiento, La
ecuacion de actualizacién para las ponderaciones de la capa de entrada a la
oculta es similar a (2-20), excepto que ahora se necesita aplicar la siguiente
ecuacion para cada palabra w; . en el contexto:

(mew) _ _(old) _ 1 (2-27)

Ve =V, — N EHT parac=12,...,C.

Donde Vw, . €S el vector de entrada de la c-ésima palabra en el contexto de entrada; n es
. . OE . e
la tasa de aprendizaje positiva;y EH = T esta dada por (2-16). La comprension intuitiva
l
de esta ecuacion de actualizacion es la misma que para (2-20) [49].
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2.2.2 Optimizacion de la eficiencia computacional |

2.2.2.1 Softmax Jerarquico (Hierarchical Softmax)

Softmax jerarquico es una forma eficiente de calcular softmax introducido en [51] en 2005.
El modelo utiliza un arbol binario llamado arbol de Huffman para representar todas las
palabras del vocabulario. Las V palabras deben ser unidades de hojas del arbol (nodos) y
existen V - 1 unidades internas. Para cada hoja existe un Unico camino desde la raiz
hasta ella; y esta trayectoria se utiliza para estimar la probabilidad de la palabra
representada por la unidad de la hoja. A continuacién, en la Figura 5 se muestra un arbol
binario como ejemplo de softmax jerarquico. Donde las unidades blancas son palabras en
el vocabulario, y las unidades oscuras son unidades internas. Se resalta una ruta de
ejemplo de la raiz a w, donde la longitud de la trayectoria L(w.) = 4 y n(w; j) es la j-ésima
unidad en el camino desde la raiz a la palabra w.

Figura 5 Ejemplo de arbol de Huffman para softmax jerarquico. Tomado de [49].

n(w,,1)

- O

w, w, W, Wy Wy Wy

En el modelo de softmax jerarquico, no hay representacion vectorial de salida para las
palabras. En su lugar, cada una de las unidades internas V - 1 tiene un vector de salida
vrlz(w,j)' Y la probabilidad de que una palabra sea la palabra de salida se define como:

L(w)—-1 (2-28)
p(w =wo) = l_[ o([nw,j +1) = ch(nw.))] * v,y B

j=1

Donde o(x) = % ; L(w) es el tamafio de la ruta entre la raiz y la palabra; ch(n(w,j)) es

e~x’
!

el hijo izquierdo de la unidad n; vy, ;, €s la representacion vectorial (vector de salida) de
la unidad interior n(w, j); h es el valor de salida de la capa oculta, en el modelo Skip-gram
h = v,;;yen CBOW h = %Zgﬂ Vwe) y [X] es 1 si x es verdadera y -1 en caso contrario
[49, 52].

Se define esta probabilidad como la probabilidad de un camino a partir de la raiz y termina
en la unidad de hoja en cuestion. En cada unidad interna (incluyendo la unidad raiz), se

deben asignar las probabilidades de ir a la izquierda y de ir a la derecha. Se define la
probabilidad de ir a la izquierda en una unidad interna n como:
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p(nleft) = oW,y - h) (2-29)

Que se determina tanto por la representacion vectorial de la unidad interna como por el
valor de salida de la capa oculta (que luego se determina por la representacion vectorial
de la palabra o palabras de entrada). Y la probabilidad de ir a la derecha en la unidad n
es:

p(n,right) =1 — a(vr'l(wlj)T -h) = 0(—v1'l(w_j)T - h) (2-30)

Siguiendo el camino de la raiz a wz en la Figura 5, se calcula la probabilidad de que w2
sea la palabra de salida, asi:

p(WZ = WO) = p(n(W2: 1)! left) : p(n(WZ: 2)' left) : p(n(WZ: 3),Tlght) (2-31)
! T 12 T 1] T
= O-(vn(wz,l) “h) - U(vn(wz,z) “h) - U(_vn(w2,3) “h)

Que es exactamente lo que se define en la ecuacion (2-28). Ademas, se verifica que:

%4
Y b= = 1
i=1

Convirtiendo a softmax jerarquica en una distribucién multinomial bien definida entre todas
las palabras.

(2-32)

Ahora se debe derivar la ecuacion de actualizacion de parametros para las
representaciones vectoriales de las unidades internas. Para simplificar, primero se
presenta para el modelo de contexto de una palabra y luego se facilita extender las
ecuaciones de actualizacion a los modelos CBOW y Skip-gram.

Para simplificar la notacién, primero se definen las siguientes abreviaciones sin introducir
ambigtiedad:

[1=[nw,j+1) = ch(n(w,))] (2-33)

vl i=vh, (2-34)

Para una instancia de entrenamiento, la funcién de error es definida asi:

L(w)-1 T (2-35)
F = —log(p(w = wolw)) == > log(a(IIv; h)
=1

Tomando la derivada de E con respecto de vj’h se obtiene:

a_E = <[[.]]v'.Th> ~ D[]
av}h = J )

(2-36)
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e (”J"Th) -1 ([[1=1 (2-37)
RE (vJ"Th> 1 =-1)
-7 <”}Th> —t (2-38)

Donde t; = 1 si [-] = 1y t; = 0 en caso contrario [49].

A continuacion, se toma la derivada de E con respecto a la representacion vectorial de la
unidad interna n(w, j) y se obtiene:

9E OE 0v;h T (2-39)
—_— = = O'(UJ h>—tj)‘h
av]- avjh 6vj

Que da como resultado la siguiente ecuacion de actualizacion:

! ( -40)
(n /(old T 2
l7]_( ew) — ’j( ) _ n(o- (17]. h) — t]-) -h

[T
Para j =1,2,..L(w) — 1. Se puede entender U(”j h) —t; como el error de prediccion

para la unidad interna n(w,j). La tarea para cada unidad interna es predecir si debe
seguir al hijo izquierdo o al hijo derecho en la caminata aleatoria t; = 1 significa que debe

seguir al hijo izquierdo, t; = 0 significa que debe seguir al hijo derecho.

IT
Ahora, o <vj h) es el resultado de la prediccion. Para una instancia de entrenamiento, si

la prediccion de la unidad interna estd muy cerca de la verdad, entonces su

., . 1} . . ’ 4
representacion vectorial 7.7]- se movera muy poco; De lo contrario Uj S€é movera en uha

direccion apropiada (mas cerca o mas lejos de h) para reducir el error de prediccion para
esta instancia. Esta ecuacion de actualizacion se puede utilizar tanto para CBOW como
para el modelo Skip-gram. Cuando se utiliza para el modelo Skip-gram, se necesita repetir
este procedimiento de actualizacidon para cada una de las palabras C en el contexto de
salida.

Ahora, a(x) en softmax jerarquico estd descrito en la ecuacion (2-28) de la siguiente
forma:

L(w)-1

p(w =wp) = 1_[ o([nw,j + 1) = ch(nw,N)] - vy P

j=1
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El codigo original de Word2Vec realiza el calculo del gradiente a través de esta ecuacion.

T " . .
Se puede denotar (v,’l(w,j) h) como "simi", entonces o(simi) se puede volver a escribir
como:

e(1—codigo)+simi (2-41)

o(simi) = 1T oo

El valor de codigo es dado por el arbol de Huffman para indicar la ruta que se debe tomar

YT .. 1
para llegar a la palabra que se desea entrenar. Cuando el cédigo = 1, a(simi) = s Y

eSlml

cuando el codigo = 1, a(simi) = —
Usualmente se busca la derivada de o(simi) después de darle un registro. Por lo tanto,
Ino (simi) = (1 — c6digo) * simi — In(1 + eS'™) (2-42)

La derivada respecto a "simi" es el gradiente:

esimi _ o _ (2_43)
o = 1 —codigo — f

g = (1 —cddigo) —

Se debe tener en cuenta que el valor de f se encuentra en una tabla exponencial
previamente definida.

Para dar una ilustracidn de lo anterior, a continuacion se presenta un ejemplo del proceso
realizado por Word2Vec para obtener vectores de palabras utilizando la arquitectura
CBOW con varias palabras de contexto y Softmax Jerarquico tal como lo hace el cddigo
fuente de Word2Vec. Para ello se utiliza el mismo corpus de entrada del ejemplo con una
palabra de contexto (véase seccion 2.2.1.1) pero teniendo en cuenta que Word2Vec
necesita la etiqueta “</s>” para delimitar el final de sentencia, el corpus de entrada se
presenta asi:

“El perro vio al gato </s>
El perro persiguio al gato </s>
El gato subi6 al arbol </s>”

El vocabulario se establece con nueve palabras (puesto que se debe agregar la etiqueta
de fin de sentencia aunque no sea entrenada). La Figura 6 Muestra el vocabulario
organizado mediante un arbol de Huffman determinado mediante la frecuencia de cada
palabra en el corpus. La matriz W se inicializa aleatoriamente y W' se inicializa en ceros.
Y se establece una taza de aprendizaje de 0.025.

Para determinar el arbol de Huffman se realizan los siguientes pasos:

1) Primero se crea una lista con el vocabulario ordenado por la frecuencia de cada
palabra (palabra | frecuencia) incluyendo la etiqueta de fin de sentencia que tiene una
frecuencia 3 asi:
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Figura 6 Ejemplo de elaboracién de arbol de Huffman 1.

arbol |1 —» subio|1 —Ppersiguic|1— vio|1 —» perro|2 —P EI|3 —P gato|3 —p al|3 —P </s>]|3

2) Se seleccionan los primeros dos nodos de la lista y se conforma un &rbol con su nodo
raiz con un nodo nulo que registra la suma de las frecuencias que contienen los dos
primeros nodos tal como se indica a continuacion:

Figura 7 Ejemplo de elaboracion de arbol de Huffman 2.

Null | 2

N

arbol | 1 subiod | 1

3) Luego, el nodo nulo se incluye en la lista ordenada de la siguiente forma:

Figura 8 Ejemplo de elaboracion de arbol de Huffman 3.

persiguié | 1—»  vio| 1 —‘—D perro|2 =—p EI|3 —¥ gato|3 —P al|3 —P </s>|3

Se repite el paso 2) (seleccionar los primeros dos nodos y formar el arbol) asi:

Figura 9 Ejemplo de elaboracién de arbol de Huffman 4.

Null | 2

N

persiguio | 1 vio | 1

Se repite el paso 3) asi:

Figura 10 Ejemplo de elaboraciéon de arbol de Huffman 5.

.—.—D perro|2 — EI|3 — gato|3 —» al|3 —P </s>|3
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Se itera el paso 2) de la siguiente forma:

Figura 11 Ejemplo de elaboracion de arbol de Huffman 6.

persiguio | 1 vio | 1 arbol | 1 subid | 1

Se repite en el paso 3) como se muestra a continuacion (teniendo en cuenta que se trata
de una lista ordenada):

Figura 12 Ejemplo de elaboracion de arbol de Huffman 7.

perro|2 — EI|3 —® gato|3 —» al|3 —P </s>|3

Se itera el paso 2) y el paso 3) hasta tener los siguientes arboles:

Figura 13 Ejemplo de elaboracion de arbol de Huffman 8.

perro | 2 Ell3 gato| 3 al|3

</s> |3

Se repite el paso 2) y 3) asi:
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Figura 14 Ejemplo de elaboraciéon de arbol de Huffman 9.

</s>|3

persiguié | 1 vio | 1 arbol | 1 subié | 1

Nuevamente se itera en los pasos 2) y 3) asi:

Figura 15 Ejemplo de elaboracion de arbol de Huffman 10.

perro | 2 Ell3 gato| 3 al|3

Luego se toman los dos ultimos nodos de la lista ordenada y se realiza el paso 2) dando
como resultado la estructura basica del arbol de Huffman, asi:



Figura 16 Ejemplo de elaboracion de arbol de Huffman 11.

</s>|3

perro | 2 al|3

persiguio | 1 vio | 1 arbol | 1 subio | 1

Por ultimo se agregan los caminos desde la raiz a cada hoja asignando el valor de 0 a la
rama izquierda de cada nodo y el valor de 1 a la rama derecha de cada nodo y se
enumeran los nodos nulos desde el nivel inferior hasta el nivel superior (raiz).

Figura 17 Arbol de Huffman. Ejemplo de Word2Vec con CBOW y Softmax jerarquico.

</s> |3

perro | 2 al|3

persiguio | 1 vio | 1 arbol | 1 subio | 1
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Para este ejemplo se va a entrenar la palabra “subioé” con las palabras de contexto “EI”,

”

“gato”, “al” y “arbol’”.

En este punto del entrenamiento se tiene la matriz W y W' definidas de la siguiente forma:

[ 01334229 0,1473134  —0,12767547 </s >
~0,10977  0,04556564  0,1009994 al
0,03143913  0,006683974 —0,1204391 | gato
0,07385782  —0,1456022  0,04212655 El
W = |-0,02523252 —0,03199855 —0,1108595 | perro
—0,06288071  0,08583041  0,1009308 | subio
0,09889694  0,05329777  0,05160285 | 4rbol
—0,126473  —0,1368285  0,1656012 vio
| 0,1266404  0,1024776  —0,01961908.persiguid
£ 0,0007028893  —0,000487299  —0,00022968031
—0,002291337  0,00121236 0,002448936
—0,0002467792  —0,002495237  —0,003611555
0,004801504  —0,004534638  0,00861265
W' =|-0,005522867  0,002791227  0,009414396
0,005335759  —0,0006692969  —0,00157922
0,001916379  —0,004865601  —0,00617595
0,0001589228  0,006733424  —0,003654487
0 0 0

Primero se calcula el vector h promediando los vectores de las palabras de contexto
dando como resultado:

0,07385782 —0,1456022 0,04212655 El
0,03143913 0,006683974 —0,1204391 gato
—0,10977 0,04556564 0,1009994 al
0,09889694 0,05329777 0,05160285 arbol

_|_

= 0,09442389 —0,04005482 0,0742897

(0,09442389 —0,04005482 0,0742897)/4
= 0,02360596 —0,01001371 0,01857242
h =10,02360596 —0,01001371 0,01857242]

El gradiente se calcula de acuerdo a la ecuacion (2-43) teniendo en cuenta que la ruta
para la palabra “subié” en el arbol de Huffmanes [0 1 1 1] (c6digos).

g =1—cbédigo, — f
g=1-0-0,4910008

g = 0,5089992
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El gradiente (multiplicado por la taza de aprendizaje) para el primer codigo es g =

0,01272498 y el error [-1,800106E — 06 8,730412E — 05

—4,95106E — 05], Luego se

actualizan los pesos de la matriz W' (propagacién de la capa interna a la de salida)
tomando el cddigo que corresponde al nodo raiz del arbol de Huffman (se parte de la raiz
hasta el nodo de la palabra objetivo) que para este caso es 7.

wi, " = wi, Y+ - g - by = 0,0001589228 + 0,01272498 * 0,02360596
= 0,0004593081
wi, ") = wi O 4y g - hy = 0,006733424 + 0,01272498 * —0,01001371
= 0.006605999
5, = w0 4 g - hy = —0,003654487 + 0,01272498 * 0.01857242

= —0.003418153

r 0,0007028893
—0,002291337

—0,0002467792
0,004801504

W' =] -0,005522867
0,005335759
0,001916379

0,0004593081

0

—0,000487299
0,00121236
—0,002495237
—0,004534638
0,002791227
—0,0006692969
—0,004865601
0.006605999
0

—0,0002296803 1
0,002448936
—0,003611555
0,00861265
0,009414396
—0,00157922
—0,00617595
—0.003418153
0

Asi sucesivamente hasta hacer la propagacién de la matriz W’ mediante cada cédigo de
la ruta del arbol de Huffman y actualizar el valor del error de propagacién. Por dltimo, se
hace la propagacion de la capa oculta a la de entrada sumando a cada fila el error de
propagacion para actualizar los valores de la matriz W teniendo:

- 0,1334229 0,1473134 —0,1276754 1 </s >
—0,1098066 0,04567696 0,1009836 al
0,03140259 0,006795291 —0,1204548| gato
0,07382128 —0,1454909 0,04211082 El
W = |-0,02523252 —0,03199855 —0,1108595 | perro
—0,06288071  0,08583041 0,1009308 subid
0,0988604 0,05340909 0,05158712| arbol
—0,126473 —0,1368285 0,1656012 vio
| 0,1266404 0,1024776  —0,019619081persiguié

Hay que tener en cuenta que la matriz que contiene las representaciones de palabras es
la matriz W y no la matriz W'. Ademas nétese que solo se actualizan las filas
correspondientes a las palabras de contexto.
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2.2.3 Continuous Skip-gram Model

El modelo continuo Skip-gram es un método eficaz para el aprendizaje de alta calidad de
representaciones vectoriales distribuidas que capturan un gran namero de relaciones
precisas entre la sintaxis y la semantica de las palabras [48]. El modelo Skip-gram [22]
gue se muestra en la Figura 7 es contrario al modelo CBOW, la palabra objetivo se
encuentra ahora en la capa de entrada y las palabras de contexto estan en la capa de
salida [22, 48, 49, 52].

Figura 18 Modelo Skip-gram. Tomado de [49].
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Se sigue utilizando v,,, para denotar el vector de entrada de la Unica palabra en la capa
de entrada, y como resultado se tiene la misma definicién de la salida de la capa oculta h
como en la Ecuacion (2-1) (de nuevo esto significa que h copia una fila de la matriz de
pesos de entrada W asociada con la palabra de entrada w;). Recordar que la definicion de
h fue:

h = ng;’.) 1= v‘?‘; (2-44)

l

Ahora, en la capa de salida, en lugar de emitir una distribucién multinomial, se producen C
distribuciones multinomiales. Cada salida se calcula usando la misma matriz de la capa
oculta a la de salida como se indica a continuacion:
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exp(uc,;) (2-45)

p(Wej = woclw)) = ye = SV exp(ur)
j'=1 7!

Donde w, ; es la j-ésima palabra en el c-esimo panel de la capa de salida; wy . es la c-
ésima palabra real en las palabras de contexto de salida; w; es la Unica palabra de
entrada; y ; es la salida de la j-ésima unidad en el c-ésimo panel de la capa de salida;
Ucj es la entrada de la j-€sima unidad en el c-ésimo panel de la capa de salida [49].
Debido a que los paneles de capa de salida comparten los mismos pesos, por lo tanto:

T -
Uej = U = vv’vj -h parac=1.2,..,C (2-46)
Donde v‘ﬁvj es el vector de salida de la j-ésima palabra en el vocabulario (v‘:vj es de nuevo
una columna de la matriz de peso de la capa de salida a la oculta W') [49].

Teniendo en cuenta todo esto, las ecuaciones de actualizacién de parametros no son tan
diferentes del modelo CBOW de una palabra de contexto. La funcién de pérdida se
cambia a:

E = —logp(wo,1,wo2, ..., Wo,c|Wr) (2-47)
c -
= — logl_[ exp (Uc,j¢) (2-48)
1 ] Z}/rzl exp (u;r)
ZC: z‘/: (2-49)
== ) U +C- log » exp(u’)
c=1 ],=1 g

Donde j: es el indice de la actual c-ésima palabra de contexto de salida en el
vocabulario V [49].

Ahora bien, tomando la derivada de E con respecto a la entrada neta de cada unidad en el
panel de la capa de salida (es decir, u, ;), se obtiene:

0E (2-50)
= Y¢j— tc,j = €

auc,j
Que de nuevo es el error de prediccién en la unidad (igual que en la ecuacién (2-8)).

Ahora, sea El = {El;,EI,, ..., El,} (un vector V-dimensional) definido como la suma de los
errores de prediccion sobre todas las palabras de contexto, es decir:

c
Elj = Z eCJ-
c=1

A continuacion, se toma la derivada de E con respecto a la matriz de la capa de salida a la
oculta llamada W', obteniendo.

(2-51)
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0E  ~o 0E  dug (2-52)

!
ow; i

!
=1 aucj an]
Asi se obtiene la ecuacion de actualizacion para la matriz de la capa de salida a la
oculta w'.

r (new)

i = ' _ n-EL - hy (2-53)

ij

¢ (mew) _ _, (old)
Vyj = Vy;j

—n-El-h (2-54)

2.2.4 Optimizacion de la eficiencia computacional Il

Hasta el momento, se han presentado los modelos CBOW vy skip-gram. Para estos
modelos, existen dos representaciones vectoriales para cada palabra en el vocabulario: el
vector de entrada v, y el vector de salida v,,. Entrenar los vectores de entrada es
computacionalmente barato; Pero el entrenamiento de los vectores de salida es muy
costoso. A partir de las ecuaciones de actualizacion (2-26) y (2-53), se puede actualizar
vy, para cada instancia de entrenamiento, iterando a través de cada palabra w; en el
vocabulario, calcular su entrada neta u;, la probabilidad de prediccion y; (o y. ;, para skip-
gram), su error de prediccion e; (o El; para skip-gram) y utilizar su error de prediccion

para actualizar el vector de salida vj’ .

Hacer estos calculos para todas las palabras y para cada instancia de entrenamiento se
vuelve demasiado costoso, por lo cual es poco practico para vocabularios grandes o
corpus de formacion grandes. Una solucion a este problema, es disminuir el numero de
vectores de salida que deben actualizarse por cada instancia de entrenamiento. Para ello
se puede hacer uso de métodos de optimizacion computacional como: softmax jerarquico
0 muestreo negativo.

2.2.4.1 Muestreo Negativo (Negative Sampling)

La idea de muestreo negativo es mas directa que softmax jerarquico (vea 2.2.2.1), con el
fin de hacer frente a la dificultad de tener demasiados vectores de salida que necesitan
ser actualizados por iteracion, e implica que solo se actualice una muestra de ellos.

La palabra de salida (es decir, la verdadera, o muestra positiva) debe mantenerse en el
grupo de muestra y se necesita muestrear algunas palabras como muestras negativas (de
ahi “muestreo negativo”). Para realizar el proceso de muestreo es necesaria una
distribucién probabilistica que puede elegirse arbitrariamente y se denota como B,(w), se
puede determinar una buena distribucién empiricamente.

En Word2Vec, en lugar de utilizar una forma de muestreo negativo que produce una
distribucién multinomial posterior bien definida, los autores sostienen que el siguiente
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objetivo de entrenamiento simplificado es capaz de producir vectores de palabras de alta
calidad.

E=—log(oyo M)~ ) loglo(-vy"hy) @)

WjEWneg

Donde w, es la palabra de salida (es decir, la muestra positiva) y v,,, es el vector de
salida; h es el valor de salida de la capa oculta (en el modelo Skip-gram h = v,,;; y en

CcBOwW h=§zgzlvwc) Y Wheg = (w;|i = 1,..,K)es el conjunto de palabras que se
muestrean basado en B, (w), y por lo tanto son las muestras negativas [48, 49].

Para determinar las ecuaciones de actualizacion de los vectores de palabras mediante el
muestreo negativo, se calcula la derivada de E con respecto a la entrada neta de la
unidad de salida w; de la siguiente manera:

12 T
0<ij h) =1 si(w;=wp)

;T . (2-56)
o | Vy; h st (Wj € Wneg)

, T
=0 (UW] h) - tj (2'57)

Donde t; es la etiqueta de la palabra w;. Esto es, t = 1 cuando w; es una muestra
positiva; de lo contrario t = 0 . A continuacién, se toma la derivada de E con respecto al
vector de salida de la palabra w;.

0E  0E 0v,; h_( <v, Th) )k
v, . v ,Th v, . 7\ Wi J (2-58)
wj

wj

Que como resultado obtiene la siguiente ecuacion de actualizacion:

» T
v\:vj(neW) _ v‘j,,j(md) — (o (ij h) —t)-h (2-59)

Que solo debe aplicarse a w; € {wp}U W, en lugar de aplicarse a cada palabra en el
vocabulario. Lo cual demuestra que con muestreo negativo se puede ahorrar una cantidad
significativa de esfuerzo computacional por iteraciéon. Esta ecuacion puede ser usada en
cualquiera de los dos modelos, tanto en el CBOW como para el Skip-gram. Para el
modelo Skip-gram, se debe aplicar la ecuacion (2-59) para una palabra contextual a la
vez.
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Ahora, para ilustrar el comportamiento de Word2Vec con el modelo Skip-gram y el
muestreo negativo se presenta un ejemplo del entrenamiento de vectores de palabras tal
como lo hace el cédigo fuente de Word2Vec mediante el corpus del anterior ejemplo
(véase seccion 2.2.2.1).

“El perro vio al gato </s>
El perro persiguit al gato </s>
El gato subi6 al arbol </s>”

El vocabulario se establece con nueve palabras (puesto que se debe agregar la etiqueta
de fin de sentencia, aunque no sea entrenada). La matriz W se inicializa aleatoriamente y
W' se inicializa en ceros. Y se establece una taza de aprendizaje de 0.025.

Para este ejemplo, por ser de muestreo negativo, la muestra positiva es la palabra “perro”
(también llamada palabra de entrada) y la muestra negativa corresponde a las palabras
de contexto “El", “vio” y “al’. Por tratarse de Skip-gram, primero predice el valor que
corresponde a la palabra “EI” dada la palabra “perro” y de acuerdo al error actualiza los
pesos de las matrices, luego predice el valor de la palabra “vio” dada la palabra “perro” y
actualiza los pesos de las matrices de acuerdo al valor del error y por ultimo hace lo
mismo prediciendo el valor de la palabra “al” dada la palabra “perro”. Esto es:

- 0,1334229 01473134  —0,1276754 7 </s >
—0,1092682  0,04555257  0,1007029 al
0,0313619  0,007044474 —0,1201172 | gato
0,07394918  —0,1452128  0,04165141 El

W = |-0,02504476 —0,03190613 —0,1105245 | perro

—0,06273905 0,08597819 0,1008453 subi6
0,09896851  0,05324809  0,05149333 | arbol
—0,1267548 —0,1365255  0,1656545 vio
0,126709 0,1030019  —0,02013143]persigui6

Para la palabra “EI’ dado “perro” se tiene un gradiente g = -0,01235001 y un error
[3,888924E — 06 4,954351E — 06 1,716213E — 05]. Se actualizan los pesos de W:

wo,3 ) = w50 4+ ¢) =0,07394918 + 3,888924E — 06 = 0,07395307
wy (W) =y, SO 4 o = —0,1452128 + 4,954351F — 06 = —0, 1452079
wy ;W) = w, ;O 4 o) =0,04165141 + 1,716213E — 05 = 0,04166857
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- 01334229 0,1473134  —0,127675471 </s>
—0,1092682  0,04555257  0,1007029 al
0,0313619  0,007044474 —0,1201172 | gato
0,07395307 —0,1452079 0,04166857 | [l

W = [-0,02504476 —0,03190613 —0,1105245 | Pperro
~0,06273905  0,08597819  0,1008453 | subid
0,09896851  0,05324809  0,05149333 | @rbol

~0,1267548  —0,1365255  0,1656545 vio

0,126709  0,1030019  —0,02013143]persiguid

Ahora para la palabra “vio” dado “perro” se tiene un gradiente g = -0,01227502 y un error

[2,304397E — 05

—4,525107E — 05 1,297937E — 05]. Se actualizan los pesos de W:

- 0,1334229 0,1473134  —0,12767541 </s >
—0,1092682  0,04555257  0,1007029 al
0,0313619  0,007044474 —0,1201172 | gato
0,07395307  —0,1452079  0,04166857 El
W = |-0,02504476 —0,03190613 —0,1105245 | Pperro
—0,06273905  0,08597819  0,1008453 | subio
0,09896851  0,05324809  0,05149333 | arbol
—-0,1267317 -0,1365707 0,1656675 vio
0,126709 0,1030019  —0,02013143Ipersiguio

Luego para la palabra “al” dado “perro” se tiene un gradiente g = -0,01235001 y un error

[6,673054E — 06

—6,211358E — 05 5,675475E — 05]. Se actualizan los pesos de W:

- 0,1334229 0,1473134  —0,1276754 1 </s >
-0,1092615 0,04549046 0,1007597 al
0,0313619  0,007044474 —0,1201172 | gato
0,07395307 —0,1452079  0,04166857 El

W = |-0,02504476 —0,03190613 —0,1105245 | perro
—0,06273905 0,08597819 0,1008453 subid
0,09896851  0,05324809  0,05149333 arl?ol

-0,1267317 —0,1365707  0,1656675 vio

0,126709 0,1030019  —0,020131431persiguto

De esta forma continua el entrenamiento hasta procesar todas las palabras del corpus y
todas las iteraciones dadas.

Los resultados de Word2Vec han demostrado recientemente que los vectores de palabra
capturan muchas regularidades linguisticas, por ejemplo, en las operaciones vectoriales:
vector (“Paris”) - vector ("Francia") + vector (“Italia”) da como resultado un vector que esta
muy cerca del vector (“Roma”), y el vector (“rey”) - vector ("hombre") + el vector ("mujer")
esta proximo del vector ("reina") [22].

En el area de generacién automatica de resimenes, Word2Vec ha sido poco utilizado
debido a su reciente apariciéon. En el 2014 [27] Word2Vec se utiliz6 para generar dos
representaciones de la matriz de términos: una mediante la distancia euclidiana de los
vectores y otra con la distancia de coseno, e implementando un algoritmo de
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agrupamiento en topicos de opiniones. En el 2015 [26], Word2Vec se usdé sumando los
vectores de las palabras contenidas en las oraciones para obtener asi los vectores de
oraciones y posteriormente aplicar algoritmos de agrupamiento para obtener las oraciones
centrales en los k grupos. En otros estudios en NLP, Word2Vec ha sido utilizado para el
analisis de sentimientos y representaciones de palabras bilingles.

Existen diferentes librerias para implementar Word2Vec, entre ellas:

e Gensim. Libreria gratis para Python que puede ejecutarse en Linux, Windows y Mac
OS X y en cualquier otra plataforma que ejecute Python 2.6+ y NumPy. Requiere la
instalacion de Python, NumPy y SciPy.

e Deeplearning4j. Implementa una forma distribuida de Word2Vec para Java y Scala.
Los requisitos de esta libreria son: Java (versién de desarrollador) 1.7 o superior (solo
soportado en versiones de 64-Bits), Apache Maven, IntelliJ IDEA o Eclipse y Git.

e Para .NET Framework se encuentra una implementacién gratuita en Github de
Word2Vec en C#, que se puede ejecutar en Windows con Visual Studio 2010 o
superior [53].

2.3 Representacion de los documentos
2.3.1 Modelo de Espacio Vectorial

El modelo de espacio vectorial es un grupo de documentos representados mediante
vectores de un espacio vectorial [30]. Cada vector de documento denotado por
d} representa las m caracteristicas del conjunto de documentos que, por lo general,
definen la frecuencia de ciertas palabras o términos en el documento. Cada caracteristica
(o componente) del vector es un escalar.

El conjunto de documentos se representa de la siguiente forma, D = {d4,d, ...,d,}, para
un nimero o de documentos. Cada documento d; (para j = 1, ..., 0) esta compuesto por
un conjunto de oraciones asi, d; = {sl, So, ...,sp}, donde p es el total de oraciones que
componen al documento d;. De la misma forma se puede representar el conjunto de
documentos como el total de oraciones de todos los documentos que lo componen, D =
{s1,s2, ..., s}, donde s; es la j-ésima oracion en D, asimismo n es el total de oraciones en
el conjunto de documentos, s; € D < s; € d; € D. También se puede representar T =
{t1,t,, ..., t,;,} como el conjunto de términos (palabras) que se encuentran en D, y m, es el
numero total de términos [21].

Teniendo en cuenta lo anterior, cada oracion §]- en el espacio vectorial, es representada
por uno o mas términos t;; los términos pueden ponderarse 0 no con un peso w;; de
acuerdo a su relevancia. En la Figura 8 se muestra un espacio tridimensional donde cada
oracién es identificada por tres diferentes términos, éste espacio puede extenderse a m
dimensiones dependiendo del nimero m de términos diferentes en la oracién, en

conclusion, cada oracion E’j es representada por un vector m-dimensional asi 5p,; =
(wlj, Wj, ..o) Wij, ...,wm,-) [54]. Donde cada w;; es el peso del i-€simo término de la j-ésima

oracion.
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Cada término del conjunto de documentos t; representa una dimension independiente en
el espacio vectorial, por lo general los vectores se encuentran en los cuadrantes positivos,
debido a que a los términos les son asignados valores positivos [55].

2.3.2 Técnicas de ponderacion de términos

2.3.2.1 Booleana

Determina mediante unos y ceros la existencia o ausencia respectiva de un término en la
oracion [56], como se muestra en la ecuacion (2-60).

Figura 19 Representacion de oraciones en el espacio vectorial tridimensional. Adaptado de [54].

t1

F 3
S1=(W1, Wz, W)
N
,/
S2=(W'1, W2, W)
h—. e
.y g »t2
ya
ya
/ /
t3
1, si el término i aparece en la oracién j -
W. .=
Y 0, en caso contrario

2.3.2.2 Frecuencia del término

La frecuencia del término (TF), es asignhada acuerdo al nUmero de veces que aparece
cierto término en la oracibn dando mayor o menor relevancia, como se muestra a
continuacion en la ecuacion (2-61).

wij = fij (2-61)
Donde f;; es la frecuencia del i-ésimo término en la oracion ;.

2.3.2.3 Frecuencia Inversa de la Oracién

Como se indica en [56], los problemas que puede tener TF se presentan cuando cierto
término aparece en casi todas las oraciones de la coleccién haciendo que el método no
sea util para determinar las oraciones relevantes. Una alternativa a este problema es la
frecuencia inversa de la oracion (ISF) [19]. La cual utiliza la ecuacion (2-62) para
determinar la importancia de los términos de una oracion s;.

N 2-62
wij = logn—j ( )
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Donde N corresponde al nimero total de oraciones y n; es el nimero de oraciones en las
gue esta el término i.

2.3.2.4 Ponderacion basada en la frecuencia relativa de un término

La frecuencia relativa de un término (TF-ISF) [30], es la combinacion de las definiciones
de TF e ISF para determinar el peso de cada término de la oracion ‘§,-. La frecuencia

relativa de un término atribuye mayor relevancia a los términos menos frecuentes en el
conjunto de oraciones, pero a su vez mas frecuentes en la oracion, como se ve en la
ecuacion (2-63).

N (2-63)
wii = (fij) <1Ogn_j>

Donde w;; es el peso del i-ésimo término de la oracion s;.

2.3.3 Medidas de Similitud

Para los calculos realizados en los algoritmos de generacién automética de resimenes se
hace necesario determinar la similitud entre las diferentes frases representandolas como
vectores en un modelo de espacio vectorial [21].

2.3.3.1 Similitud de Coseno

Siendo 3,-,5’]- dos vectores de oracion m-dimensionales diferentes del vector cero, a los

cuales se calculd los pesos de sus términos mediante TF-ISF (véase ecuacion (2-63)).
Entonces el angulo ¢ o la similitud coseno entre s; y §]- es definida en el intervalo [0, 1]

como se muestra en la ecuacion (2-64):

Yk=1 Wki W (2-64)

m z
2 2
Wi, Wy, :
Z: ki k
k=1 k=1 ]

simcos (5,5, ) =

2.3.4 Representacion de Documentos por Medio de Matrices

Existen diversas formas de realizar una representacién en el espacio multidimensional del
conjunto de vectores de oraciones y la similitud entre estas, las mas conocidas y usadas
en investigaciones previas son la Matriz de Términos por Oraciones y la Matriz de
similitud de Cosenos.

2.3.4.1 Matriz de Términos por Oraciones

La matriz de términos por oracién también llamada matriz TF-ISF es una matriz de mxn
donde cada fila contiene los m términos, cada columna representa las n oraciones y el
elemento ij denotado como w;; corresponde al peso del i-ésimo término en la oracion j,
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calculado mediante a la ecuacién (2-63); la Matriz se representa por la ecuacion (2-65)
[57, 58].

W11 W2 le e Wi (2_65)
Wy Woyy sz e Wop
, [ : : : !
MatrizTF —ISF = | w;;  wy, Wy wi, |
Wmi Wmz ™ Wpj . Wpp

2.3.4.2 Matriz de Similitud de Cosenos

La matriz de similitud de cosenos representada en la ecuacién (2-66) es una matriz
cuadrada de nxn, donde n es el numero total de oraciones, a;; representa la similitud

coseno entre la oracion i y la oracion j (véase ecuacion (2-64)) [58].

111 aAyp .. alj e Qan (2'66)
az, 122 azj N )
. . | ¢ : Do
MatrizDeSimilitud = | i ap vy .

|

I
\anl An2 ™ Qnj . 1nn/
2.3.5 Vector centroide

El Vector Centroide es la representacion del conjunto de oraciones como un solo vector,
en el cual cada componente es el peso promedio del término i. Para calcular el vector
centroide se utiliza la Matriz TF-ISF (ecuacion (2-65)) [30]. El término i es el vector fila i
de la Matriz TF-ISF como se ve en ecuacion (2-67).

término; = (Wig, Wiz, «or s Wij, o) Win) (2-67)

Para obtener el peso promedio w; se suma la fila del término i y se divide por el nimero
- . / — 1 . .

total de términos(m) asi: w; = ~ Yr=1Wik. Por lo tanto, el vector centroide se define en la

ecuacion (2-68):

vectorCentroide = (W, Wy, «.., Wi, o, Wip) (2-68)
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3 WORD2VEC EN LA GENERACION AUTOMATICA DE RESUMENES DE
MULTIPLES DOCUMENTOS

En éste capitulo se describe cémo se utiliza Word2Vec (véase seccion 2.2) como
mecanismo de representacion de los documentos para la generacién automatica de
resimenes genéricos extractivos de multiples documentos con los algoritmos LexRank,
LSA y MCMR (para conocer detalles de estos algoritmos vea el Anexo A).

3.1 Adaptacion del modelo propuesto en Word2Vec para representar
oraciones de multiples documentos.

3.1.1 Entrenamiento de palabras para obtencién de vectores

Primero se identificaron cuatro formas diferentes de obtener vectores de palabras
entrenadas a través de Word2Vec. La primera utilizando el gran compendio de tres
millones de palabras con su respectivo vector de trecientas (300) dimensiones,
proporcionado por Google inc. llamado GoogleNews-vectors-negative300 [59]. Se trata de
un gran corpus de palabras previamente entrenadas con Word2Vec, con su respectivo
vector. La segunda consiste en crear un gran corpus de oraciones para el posterior
entrenamiento que integre todas las frases de los tres grupos de documentos de DUC
(DUC2005 [60], DUCO006 [61] y DUC2007 [62], véase seccion 2.1.1.3) sin aplicar
stemming ni lematizacion ni sinonimos (ver seccion 2.1.1.1) con el fin de entrenar el
vocabulario total. La tercera aplicando lematizacion y busqueda de sin6nimos a las
oraciones de los tres grupos de documentos de DUC (DUC2005, DUC006 y DUC2007)
sin aplicar stemming para luego ser entrenadas. Y la cuarta aplicando stemming a las
oraciones de los tres grupos de documentos de DUC (DUC2005, DUC006 y DUC2007)
sin aplicar lematizacién ni busqueda de sinbnimos para después entrenar las palabras.
Para estas tres ultimas, se generan los vectores de palabras usando Word2Vec de .NET
Framework (véase seccién 2.2).

3.1.1.1 Word2Vec con tres millones de palabras

Al tener un archivo con un tamafio aproximado de 3.6GB (GoogleNews-vectors-
negative300, archivo con los 3 millones de palabras y vectores de 300 dimensiones), se
debe tener en cuenta la optimizacibn computacional. Primero se pensé en representar
dicho archivo en una tabla hash (HashTable) para acceder al vector (valor) dada la
palabra (llave); este mecanismo es rapido que en cuestion de tiempos pero debido a que
las tablas hash son almacenadas en la memoria RAM, se imposibilitd este trabajo por las
limitaciones de memoria con las que se cuenta. Por lo tanto, los vectores de palabras se
almacenaron en una base de datos de Microsoft SQL Server 2014 para acceder a estos
vectores en cualquier momento dada la palabra deseada. A continuacion, en la Figura 9
se muestra el diagrama de la base de datos.

Formar la matriz TF-ISF a partir de Word2Vec conlleva dos dificultades adicionales. La
primera tiene que ver con el contenido de las oraciones en los documentos de los
datasets DUCs. Algunas noticias, al ser transformadas a texto plano, incluyen en las
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oraciones palabras vacias que carecen de significado que luego de ser aplicado el pre-
procesamiento del texto, aun asi, permanecen. Esto se debe a que algunos datos
representados en tablas terminan convirtiéndose en oraciones o simplemente palabras
mal redactadas. Cabe aclarar que cuando se utiliza Word2Vec entrenado con los términos
DUC, el algoritmo no hace uso de ninguna estrategia puesto que aunque sean palabras
vacias, también son entrenadas. Para solucionar este inconveniente se establecieron las
siguientes estrategias:

1) Crear los vectores: para ello se define un procedimiento que crea vectores a aquellas
palabras que no los poseen. Para lograrlo, se busca el término en cuestion en todos
los documentos y con un contexto de uno (una palabra atras y una palabra adelante)
se seleccionan todos los términos que se encuentran en su contexto, se suman todos
los vectores del contexto y se divide entre el total de palabras halladas en el contexto.
Esto tiene las siguientes limitaciones: i) la palabra es Unica en el conjunto de
documentos, ii) la oraciéon solo contiene esta palabra y es Unica en el documento iii) la
palabra solo cuenta con una palabra de contexto. Es en estas situaciones en las que
no se pueden crear los vectores nuevos y se debi6 hacer uso de la siguiente opcién.

2) Ignorar los términos: No se tiene en cuenta el término para ser utilizado en las
operaciones de dicha frase debido a que no tiene un vector en el Word2Vec de 3
millones de palabras. Es decir, la palabra que no tenga representacion en el espacio
vectorial se toma como una palabra vacia y no se agrega a la frase.

Figura 20 Diagrama de base de datos de palabras y vectores de Word2Vec.

Mombre de columna  Tipo comprimide  Acepta valores NULL

% word varchar{30) Ma
vector binany(1200) Mo

El segundo reto consisti6 en aprovechar el valor de las frases ya conformadas en
Word2Vec de 3 millones. En el archivo proporcionado por Google inc. en [59] se
encuentran una considerable cantidad de frases entrenadas como si fueran una palabra
mediante el conector “_”. Por ejemplo: la palabra “los” tiene su contexto definido al igual
que la palabra “angeles”; pero la palabra “los_angeles” comparte un contexto muy
diferente de las palabras por separado. Teniendo en cuenta que las frases contenidas en
Word2Vec de 3 millones estan definidas con un tamafio minimo de dos palabras y
maximo de cuatro palabras (los demas son términos independientes), se definio el
Algoritmo 5 presentado a continuacion.
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Algoritmo 5. Estrategia para aprovechar las frases conformadas en Word2Vec de 3
millones.

Paso1 Inicializar posicidn: se inicializa la posicion en cero para ubicarse en el primer término de
la oracidn.

Paso 2 Inicializar N-grama: Se inicia con valor de cuatro para cubrir la primera opcién que es
tomar la frase mas larga. Si el valor del N-grama mads la posicién supera en tamafio de la
oracién, se disminuye hasta encontrar un N-grama adecuado.

Paso3 Formar frase: dependiendo el tamaiio del N-grama, se conforma la frase concatenando
el caracter “_” entre términos.

Paso4 Buscar la frase: se consulta en la base de datos para saber si estd la frase formada.

Paso5 Determinar sisirve la frase: si la frase esta en la base de datos, ésta se cuenta como un
término para la conformacién de la oracién, en caso contrario se disminuye el tamano
del N-grama y se regresa al Paso 3. En caso que el N-grama sea menor que dos, de toma
como un término independiente y se le dara el manejo correspondiente a los términos.

Paso 6 Actualizar posicidn: si después del Paso 5 resulta un término independiente, la posicion
se incrementa en 1y se regresa al Paso 2 y si resulta una frase, la posicién se incrementa
dependiendo el tamafio del N-grama.

Paso7 Reuvisar el criterio de parada: la oracion termina de formarse cuando la posicidn sea igual
al tamafio de la oracién.

3.1.1.2 Word2Vec texto procesado sin lematizacién, sin sinbnimos y sin stemming

Con el fin de evitar el problema de palabras presentes en los documentos de DUC (véase
seccion 2.1.1.3) y ausentes en GoogleNews-vectors-negative300, se decidi6é entrenar las
palabras contenidas en los documentos de DUC. Para ello, la primera estrategia fue
elaborar un corpus de entrenamiento que conserve las palabras con un minimo
procesamiento como lo son la conversion a mindsculas y eliminacion de palabras vacias
(véase seccion 2.1.1.1). Se decidi6 involucrar en el corpus todas las frases de los
documentos de DUC2005, DUC2006 Y DUC2007 para realizar un mejor entrenamiento de
las palabras. Este procesamiento hace que la siguiente frase:

“‘when mr bramble has testified he is expected to be followed by another dea agent who
worked in panama”.

Se modifique a la siguiente:
“mr bramble testified expected dea agent worked panama”.

Luego de extraer todas las frases y agregarles la etiqueta de fin de sentencia “</s>”" a
cada oracion en los documentos, se entrenaron las palabras con el software de Word2Vec
de .Net Framework [53]. Dando como resultado un archivo que comprende el vocabulario
total y el vector correspondiente a cada palabra del vocabulario. Posteriormente, estos
vectores se almacenaron en una base de datos (diferente a la base de datos de tres
millones de palabras) con el mismo disefio de base de datos de la Figura 9. Para hacer
uso de dichos vectores en el momento de ejecutar los algoritmos de generacion
automatica de resimenes extractivos genéricos de multiples documentos (véase Anexo
A).
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3.1.1.3Word2Vec texto procesado con lematizacién y basqueda de sinénimos

Teniendo en cuenta que al entrenar los vectores con un minimo procesamiento del texto
(texto procesado sin lematizacién, sin sinGnimos y sin stemming, véase seccion 3.1.1.2),
se encontraban palabras que compartian la misma forma flexionada (es decir, en plural,
en femenino, conjugada, etc) y tenian vectores muy diferentes entre si, se decidio aplicar
lematizacion y buUsqueda de sinénimos al texto de entrenamiento para garantizar que
palabras que comparten el mismo significado sean representadas en un mismo vector.
Con este fin, se entrenaron las palabras comprendidas en los documentos de DUC2005,
DUC2006 Y DUC2007 con un procesamiento del texto que involucra la conversion a
minusculas, eliminacidon de palabras vacias, lematizacion y busqueda de sinénimos. Para
el procesamiento de lematizacién y busqueda de sindnimos se hizo uso de la herramienta
NLTK 3.0 [34] (véase seccion 2.1.1.1). Asi frases como la siguiente:

“‘when mr bramble has testified he is expected to be followed by another dea agent who
worked in panama”.

Se modifican de esta manera:
“Mister bramble testify expect Drug_Enforcement_Administration agent work Panama”.

Al igual que en la seccion 3.1.1.2, se agrega la etiqueta “</s>” de fin de sentencia. Y se
procede a entrenar las palabras del vocabulario resultante haciendo uso de la misma
herramienta (Word2Vec de .Net Framework [53]). Luego los vectores son almacenados en
una nueva base de datos con el mismo disefio de la Figura 9 para ser utilizados
posteriormente en la generacién automatica de los resumenes.

3.1.1.4 Word2Vec texto procesado con stemming

Con el mismo fin de la seccion anterior (Seccién 3.1.1.3), se procedié a entrenar las
palabras comprendidas en los documentos de DUC2005, DUC2006 Y DUC2007 con un
procesamiento del texto que involucra la conversibn a mindsculas, eliminacion de
palabras vacias y stemming mediante la herramienta Lucene versién 2.9.2.2 [32]. Como
resultado se obtiene que al procesar la siguiente frase:

“‘when mr bramble has testified he is expected to be followed by another dea agent who
worked in panam@”.

Se obtiene la siguiente:
“mr brambl testifi expect dea agent work panama”.

De igual forma que en la seccion 3.1.1.2, se agrega la etiqueta “</s>” de fin de sentencia
a cada frase. Luego se entrenaron las palabras del vocabulario resultante con la misma
herramienta (Word2Vec de .Net Framework [53]). Luego los vectores se almacenaron en
una nueva base de datos con el mismo disefio de la Figura 9 para posteriormente ser
utilizados en la generacién automatica de los resimenes.
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3.1.1.5 Parametros de entrenamiento

Se realizaron tres entrenamientos presentados anteriormente en las secciones 3.1.1.2,
3.1.1.4 y 3.1.1.5. Estos se realizaron bajo los mismos pardmetros de entrenamiento de
Word2Vec. Se empled la arquitectura CBOW vy el algoritmo Softmax Jerarquico. Para
determinar el nimero de palabras de contexto se establecié una ventana de 5 unidades.
Se realizaron 1000 iteraciones de entrenamiento. Se fij6 una taza de aprendizaje inicial de
0.025, los vectores se crearon con un tamafio de 300 dimensiones y se hizo uso de 4
hilos de ejecucion.

3.1.2 Representacion de frases a partir de vectores

Los vectores de palabras formados con Word2Vec se utilizan para la creacion de la matriz
TF-ISF (véase seccion 2.3.4.1). La matriz TF-ISF original es una matriz de m oraciones
(filas) y n términos (columnas) que se crea dependiendo del calculo del peso que tenga
cada término en cada oracion. Como en Word2Vec las palabras ya poseen un valor
correspondiente a un punto en el espacio definido, fue necesario buscar una alternativa
para sustituir los pesos de la matriz TF-ISF. Ademas, se debia tener en cuenta que las
filas mantuvieran el mismo tamafio para asi garantizar las propiedades de la matriz en la
ejecucioén de los algoritmos. Para esto se determinaron las siguientes formas de hacerlo:

1) Suma: para determinar el vector que representa a la oracion (frase) j, se toman todos
los vectores de palabras que componen dicha oracién y se suma posicién a posicion
(dimensién a dimension) y asi obtener un vector que contiene las mismas dimensiones
de todos los vectores de la oracién. Por ultimo, éste vector de oracién se ubica en la
fila j de la matriz TF-ISF. Ejemplo:

Vector de palabral: (0,1 0,4 0,2 0,3 0,2)
Vector de palabra2: (0,3 0,5 0,2 0,1 0,6)
Vector de frase: (0,4 0,9 0,4 0,4 0,8)

2) Promedio: el vector de la oracion j, se determina de acuerdo al numero de términos
gue contenga, para asi formar un vector que sea el centroide a todos los vectores de
la oracién j y luego este vector promedio es la j-ésima fila de la matriz TF-ISF.
Ejemplo:

Vector de palabral: (0,1 0,4 0,2 0,3 0,2)
Vector de palabra2: (0,3 0,5 0,2 0,1 0,6)

Vector de frase: (0,2 0,45 0,2 0,2 0,4)
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3.2 LexRank con Word2Vec

El algoritmo LexRank con umbral (véase Anexo A) hace uso de la matriz de términos por
oracién (TF-ISF) y de la matriz de similitud de cosenos (véase seccion 2.3.4.2) para
representar los conjuntos de documentos de entrada. En este trabajo, se hace uso de la
nueva matriz TF-ISF como se indicé en la seccién 3.1.2 para calcular los valores de la
nueva matriz de similitudes. Esto es, teniendo los vectores de cada oracion en las filas de
la matriz TF-ISF se evalla la similitud coseno de cada oracién con el resto de oraciones
de los documentos hasta agotar todas las comparaciones. Obteniendo una matriz de n x
n donde su elemento S;; es la similitud coseno entre la oracion i y la oracion j para i =
1,2,..,nyj=12,..,nencasodeiserigual aj, el valor de S;; es 1.

Teniendo conformada la matriz de similitudes, se aplica el algoritmo LexRank con umbral;
sin embargo, para que la informacién de contexto que proporciona Word2Vec no sea
desaprovechada, se hizo un cambio al Algoritmo. Este cambio es presentado en el
Algoritmo 6 a continuacion.

Algoritmo 6. Calculo de puntuacion de LexRank modificado para Word2Vec.

Entrada: Arreglo S de n oraciones, umbral t, valor del factor de amortiguamiento (dampingFactor)
Salida:  Arreglo L con los scores definidos por LexRank para cada oracién

Arreglo CosineMatrix[n][n];

Arreglo L[n];

01 Para i=1 hasta n haga

02 suma=0

03 Para j=1 hasta n haga

04 CosineMatrix[i][j] = idf-modified-cosine(S[i],S[j1);
05 Si CosineMatriz[i][j] > t haga

06 suma = suma + CosineMatrix[i][j];

08 Si No

09 CosineMatriz[il[j] = 0;

10 Fin Si

11 Fin Para

15 Fin Para

16 Para i=1 hasta n haga

17 Para j=1 hasta n haga

18 CosineMatriz[i][j] = CosineMatriz[i][j] / suma;

19 Fin Para

20 Fin Para

21 Para i=1 hasta n haga

22 Para j=1 hasta n haga

23 CosineMatriz[i][j] = (dampingFactor/n) + (1- dampingFactor)* CosineMatriz[i][j];
24 Fin Para

25 Fin Para

26 L = PowerMethod(CosineMatrix, n, £ ); //Algoritmo 1 previamente presentado
27 retorne L;
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Lo cual obliga a cambiar también el método de potencia (powerMethod) presentado en el
Algoritmo 1 del Anexo A y dando como resultado el nuevo Algoritmo 7.

Algoritmo 7. Método de Potencia adaptado para Word2Vec.

Entrada: Una matriz M estocastica, irreducible y aperiédica
Entrada: Tolerancia de error £

Entrada: Lista de frases

Salida:  Vector propio p

01 sumatoria=0

02 Para i=1 hasta tamafio de M haga

03 sumatoria = sumatoria + listaFrases[i].SimilitudCosenoAlDocumento
04 Fin para

05 Para i=1 hasta tamafio de M haga

06 po = listaFrases[i]. SimilitudCosenoAlDocumento/sumatoria
07t=0

08 repita

09 t=t+1

10 pe=M"P_4

11 6=|Ipt —pe-1ll

12 hastaque 6 < £;
13 retorne p;

3.3 Analisis Semantico Latente con Word2Vec

El algoritmo denominado Analisis Semantico Latente o LSA (véase Anexo A) al igual que
LexRank, utiliza la matriz TF-ISF para generar resimenes de mdultiples documentos. A la
matriz TF-ISF se le aplica la descomposicién de valores singulares (Singular Value
Decomposition, SVD) para obtener los vectores latentes de frases. A partir de ahi se
generan las matrices U, X, VT y la matriz de frases latentes que en sus columnas
contiene las frases de los documentos representadas en el espacio latente. A
partir de estas matrices se desarrolla el nuevo algoritmo de LSA con Word2Vec
para la seleccion de las frases que componen el resumen de la siguiente manera:

Primero se calcula un nuevo vector de documento llamado vector de documento
latente (VDL):

VDLixr = VDixmX Vipser X 21:9(11” (3'1)

VDL es la transformacién del vector de documento original (VD) al espacio latente dado
por SVD.

Luego de la matriz de frases latentes se procede a seleccionar las frases que tengan
mayor similitud al vector VDL siempre y cuando las frases que se seleccionan no sean
muy parecidas a las ya seleccionadas. Para esto se introduce un umbral de seleccién de
frases.
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El Algoritmo 8 presenta los cambios realizados al algoritmo LSA para la generacion
automatica de resimenes mediante una representacion basada en Word2Vec.

Algoritmo 8. LSA modificado para Word2Vec.

Entrada: Arreglo S de n oraciones, umbral t
Salida: Resumen de documentos.

01 SVD: se aplica la descomposicion de valores singulares.

02 Calculo del vector VDL: mediante la ecuacién (3-1) y las matrices obtenidas en SVD.

03 Seleccion de frases:

04 De las frases latentes, incluya al resumen la mas similar a VDL (similitud coseno)
05 Repita

06 Incluir al resumen la frase mas parecida y diferente a las que ya se incluyeron
07 dado un umbral.

08 Hasta completar la maxima longitud del resumen.

09 Retornar resumen.

3.4 Maxima Cobertura y Minima Redundancia con Word2Vec

El Algoritmo Maxima Cobertura y Minima Redundancia (MCMR, véase Anexo A) hace uso
de la Matriz de Similitud de Cosenos (Véase seccion 2.3.4.2) para el célculo de la funcién
objetivo. La implementaciéon del algoritmo MCMR se realiz6 cifiéndose a la descripcion
dada por los autores. Sin embargo, estos no especifican como el algoritmo aplica la
restriccion del tamafio maximo del resumen (250 palabras) y si no se restringe, el
algoritmo tiende a involucrar un numero muy grande de frases en el resumen. Por lo cual
se implementd una estrategia de reparacion que consiste en quitar las frases que le dan
menor cobertura al resumen y poner las que aporten mayor cobertura teniendo en cuenta
el criterio de redundancia. Con esto se garantiza que cada particula en el proceso iterativo
tiene el tamafio adecuado. A continuacion, la Figura 10 muestra una descripcion grafica
de la funcién Quitar.

Figura 21 Descripcion de la funcién Quitar de MCMR.

Frases seleccionadas
para el resumen

vV V vV
1 Posicion: | 1 ‘ 0 | 1 ‘ ‘ 0 | 1 | 0 |Longitud: 256 palabras

Similitud de la frase al Vector
Documento
085 0.12 0.53
JooJd L

2  Posicion: |1\ 0] 1\ ..]0] 1| 0 | Longitud: 256 palabras

Nuevo vector posicion
3 Posicion: | 1 ‘ 0 ‘ 0 | | 0 | 1 | 0 | Longitud: 247 palabras
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A continuacion, se presenta se presenta la Figura 11 que describe la funcion poner de la
etapa de reparacion de la posicion del algoritmo MCMR.

Figura 22 Descripcion de la funcion Poner de MCMR.

Frases seleccionadas
ara el resumen
P il

| 1 I Posicion: ‘ 1 ‘ 0 ‘ 0 ‘ ‘ 0 ‘ 1 ‘ 0 ‘ Longitud: 247 palabras
Frases que caben en el resumen
Longitud: 3 Longitud: 2
JU JU

N 7 N 7

2 Posicion: ‘ 1 ‘ 0‘ 0 ‘ ‘ 0 ‘ 1 ‘0 ‘ Longitud; 247 palabras

Frases que caben en el resumen

Frase Cobertura (C) |Redundancia (R)| Total (C-R)
2 0,6 0,12 0,48
25 0,52 0,08 0,44
60 0.15 0,03 0.12
Cobertura = Similitud Coseno al Documento

Redundancia = Promedio de las similitudes entre la frase que cabe en el
resumen con cada frase del resumen

Se pone la frase 2
3 Posicion: ‘ 1 ‘ 1 ‘ 0 ‘ ‘ 0 ‘ 1 ‘ 0 ‘ Longitud: 250 palabras
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4 EXPERIMENTACION

4.1 Conjuntos de documentos de prueba

Los resumenes obtenidos por los algoritmos presentados en el capitulo 3, se generaron a
partir de las colecciones de documentos DUC2005 [60], DUC2006 [61] y DUC2007[62].
Tanto en DUC2005 como en DUC2006 y DUC2007, se plante6 la tarea de generar
resimenes genéricos de multiples documentos de noticias periodisticas en inglés en 250
palabras (longitud méxima del resumen) tomando un conjunto de 45 a 50 grupos o
topicos, donde cada tdpico cuenta con unos 25 a 50 documentos. A continuacion, en la
Tabla 2 se presenta una breve descripcion de los conjuntos de datos.

Tabla 2. Descripcién de los conjuntos de datos de prueba

Descriptor DUC 2005 DUC 2006 DUC 2007
Numero de Grupos 50 50 45
Numero de Documentos 1593 1250 1125
Promedio documentos por 31.86 25 25
grupo
Fuente de documentos TREC: AQUAINT: AQUAINT:
Los Angeles Associated Press, | Associated Press,
Timesy New York Times,y | New York Times,
Financial Times of Xinhua y Xinhua
London newswire newswire
Longitud esperada del resumen 250 palabras 250 palabras 250 palabras

4.2 Métricas de evaluacion

Para la evaluacién automatica de la calidad de los resimenes de este trabajo investigativo
se hizo uso de la herramienta llamada ROUGE 1.5.5 desarollada en Perl por Lin Chin-
Yew [47], la cual hace uso de las métricas mas utilizadas en el estado del arte (ROUGE-1,
ROUGE-2 y ROUGE-SU4) y se describen a continuacion.

4.2.1 ROUGE-N (ROUGE-1y ROUGE-2)

ROUGE-N esta basado en N-gramas de co-ocurrencia para medir la similitud entre un
resumen candidato y un conjunto de resimenes de referencia (resimenes ideales
creados por expertos). Que para el caso de ROUGE-1 se denomina unigrama y para
ROUGE-2 bigrama. ROUGE-N se calcula mediante la ecuacion (4-1):

Yse (ResumenesDeReferencia) ZgramanES Conteo(:oincidencia (graman) (4'1)
ZSE(ResﬁmenesDeReferencia) ZgramanES Conteo (graman)

ROUGE —N =

Donde n determina la longitud del n-grama, grama,, Yy Conteocyincidencia(grama,) es el
maximo numero de n-gramas coincidentes entre un resumen candidato y un conjunto de
resumenes de ideales.
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4.2.2 ROUGE-SU4

ROUGE-S estd basado en estadisticas de co-ocurrencias de bigramas-skip (pares de
palabras) y miden la superposicion de bigramas-skip entre un resumen candidato y un
conjunto de resimenes de referencia.

Dada una oracion X perteneciente al resumen ideal, de longitud m, y una oracion Y del
resumen a evaluar, de longitud n, el calculo de la medida-F basada en bigramas-skip
corresponde al célculo de la métrica ROUGE-S como se muestra en las ecuaciones (4-2),
(4-3)y (4-4):

SKIP2(X,Y)

Rskip2 = TCm2) (4-1)
SKIP2(X,Y)

= Ty (4-2)

o (1 + .BZ)RskipZPskipZ
skapz Rskipz + ﬂzpskipz (4_3)

Donde SKIP2(X,Y) es el numero de coincidencias de bigramas-skip entre X e Y, 8 es el
encargado de verificar la importancia relativa de Pz Y Rskipz, ¥ C €s la funcion de
combinacién que calcula la cantidad de bigramas-skip presentes en una oracion.

La version extendida se llama ROUGE-SU. Se puede obtener ROUGE-SU a partir de
ROUGE-S afiadiendo el conteo de unigramas como unidades y un marcador de comienzo
de oracién al comienzo de las oraciones a evaluar y de referencia.

4.3 Resultados y analisis

La implementacion de los tres algoritmos para la generacién automatica de resumenes
empleados en el presente trabajo de grado (véase seccion 3.2, 3.3 y 3.4) se realiz6 con el
lenguaje de programacién C# de la plataforma .NET.

4.3.1 Comparacion de diferentes métodos de pre-procesamiento de texto

A continuacion, se compara el rendimiento de los algoritmos para la generacion
automatica de resimenes con el método de representacion basado en Word2Vec (véase
secciones 3.2, 3.3 y 3.4) y el rendimiento que obtuvo la antigua forma de representacion
de los documentos basado en TDM.

Cabe recordar primero, que los métodos que utilizan Word2Vec no elaboran la matriz TF-
ISF si no que crean una nueva matriz mediante las estrategias descritas en el capitulo 3.
La comparacion se realiza entre los diferentes métodos de pre-procesamiento del texto
como lo son:
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TDM con stemming: Es el método de representacion de documentos con el cual se
han trabajado anteriormente todos los algoritmos de generacion automatica de
resimenes en el Grupo de I+D en Tecnologias de la Informacién (GTI) del
Departamento de Sistemas de la Universidad del Cauca.

Word2Vec con stemming: se realizé un procesamiento del texto que contiene la
eliminacion de palabras vacias, la conversion a mindsculas y stemming; para la
conformacion de la matriz de representacién a partir de los vectores entrenados con
Word2Vec con la misma técnica de pre-procesamiento.

Word2Vec de 3 millones: se realizé un procesamiento basico del texto de los
documentos que comprende la eliminacion de palabras vacias y la conversion a
mindsculas con el fin de trabajar con los tres millones de vectores previamente
entrenados por Google (véase seccion 3.1.1).

Word2Vec con procesamiento de texto simple: con el texto de los documentos de
DUC se entrenaron los vectores de palabras del vocabulario con Word2Vec luego de
un procesamiento del texto que consisti6 en eliminacion de palabras vacias y la
conversién a minusculas. Por udltimo, se realizdé la generacion automéatica de los
resimenes con el mismo pre-procesamiento para obtener las mismas palabras
entrenadas.

Word2Vec con lematizacion y sindnimos: se hizo un procesamiento del texto que
consiste en eliminacién de palabras vacias, la conversion a mindsculas, lematizacion y
busqueda de sin6bnimos y a partir de ahi se formé la matriz de representacién con los
vectores entrenados con Word2Vec mediante el mismo procesamiento.

TDM con lematizaciéon y sinébnimos: para hacer una justa comparacion también se
formd la matriz TF-ISF y demas componentes de la TDM a partir del texto procesado
mediante la eliminacion de palabras vacias, la conversion a mindsculas, lematizacion
y busqueda de sinbnimos.

La férmula de mejora relativa da una comparacion de resultados de los métodos
evaluados y se presenta en la ecuacion (4-5).

(método propuesto — otro método) (4-5)
x 100

otro método

La informacion de los resultados de la evaluacién se organiza dependiendo de la medida
de ROUGE-2 debido a que se encontr6 como la medida mas estable. También cabe
recalcar que el algoritmo de LSA con TDM con lematizacion y sinbnimos supera el tiempo
de pruebas. Por lo cual, se decidié descartar dichas pruebas. Ademas, como el tiempo de
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ejecucion del algoritmo MCMR es muy grande, se hicieron solamente las pruebas mas
prometedoras; tomando como prometedoras las tres mejores presentadas por LexRank
en cada dataset.

4.3.2 Evaluacion con DUC2005

En la Tabla 3 se muestran los resultados de los mejores experimentos registrados en la
evaluacion de ROUGE-2 por cada algoritmo y método de representacion que se utilizaron
para los documentos de DUC2005. En negrita se presenta el mejor resultado.

Tabla 3 Evaluacion con ROUGE de los métodos propuestos para DUC2005.

Algoritmo Métodos ROUGE- | P | ROUGE- | P ROUGE- P
1 2 Su4
LexRank Word2Vec con lematizacion y 0,37778 4 0,07711 1 0,1338 3
sinénimos
LexRank TDM con stemming 0,3862 1 0,077 2 0,13529 2
LexRank Word2Vec con stemming 0,38523 2 0,0764 3 0,13663 1
LexRank TDM con lematizacién y sinénimos 0,38247 3 0,0743 4 0,1336 4
LexRank Word2Vec con procesamiento de texto | 0,37491 7 0,07363 5 0,13143 5
simple
MCMR TDM con stemming 0,37573 6 | 0,06921 6 0,12781 7
LexRank Word2Vec de 3 millones 0,37694 5 0,0679 7 0,12876 6
MCMR Word2Vec con lematizacion y sinbnimos 0,37036 8 0,06722 8 0,12535 8
MCMR Word2Vec con stemming 0,36880 9 0,06485 9 0,12336 9
LSI Word2Vec con stemming 0,35793 10 | 0,06174 10 0,11844 10
LSl Word2Vec con lematizacion y sinbnimos 0,35623 11 | 0,06085 11 0,11792 11
LSl Word2Vec con procesamiento de texto 0,34079 12 | 0,05683 12 0,1101 13
simple
LSI Word2Vec de 3 millones 0,33807 | 13 | 0,05567 | 13 0,11027 12
LSI TDM con stemming 0,33594 | 14 | 0,04735 | 14 0,10455 14
Tabla 4 Mejora en % del mejor método en DUC2005 (ver Tabla 3).
Algoritmo Métodos Mejora
LexRank | Word2Vec con lematizacién y sinbnimos 0
LexRank TDM con stemming 0,14%
LexRank Word2Vec con stemming 0,92%
LexRank TDM con lematizacion y sinénimos 3,78%
LexRank Word2Vec con procesamiento de texto simple | 4,72%
MCMR TDM con stemming 11,41%
LexRank Word2Vec de 3 millones 13,56%
MCMR Word2Vec con lematizacion y sinGnimos 14,71%
MCMR Word2Vec con stemming 18,9%
LSI Word2Vec con stemming 24,89%
LSl Word2Vec con lematizacién y sinbnimos 26,72%
LSl Word2Vec con procesamiento de texto simple | 35,68%
LSI Word2Vec de 3 millones 38,51%
LSI TDM con stemming 62,85%

Como se observa en la Tabla 4, el algoritmo LexRank y la representacion basada en
Word2Vec con lematizacion y sinbnimos presenta el mejor rendimiento en comparaciéon
con los demas métodos. Ademas, se muestra que cuando Word2Vec es entrenado con
los documentos de DUC (Word2Vec con procesamiento de texto simple, Word2Vec con
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lematizacion y sin6nimos y Word2Vec con stemming) se presentaron resultados
superiores a la representacion basada en Word2Vec de 3 millones a pesar de haber sido

entrenado con un gran volumen de informacion.

4.3.3 Evaluacion con DUC2006

En la Tabla 5 se muestran los resultados de los mejores experimentos registrados en la
evaluacion de ROUGE-2 por cada algoritmo y método de representacion que se utilizaron
para los documentos de DUC2006. La columna P representa la posicion que ocupa

dependiendo de cada evaluacién. En negrita se presenta el mejor resultado.

Tabla 5 Evaluacion con ROUGE de los métodos propuestos para DUC2006.

Algoritmo Métodos ROUGE- | P | ROUGE- | P ROUGE- P
1 2 SuU4
LexRank Word2Vec con procesamiento de texto 0,39552 4 0,08827 1 0,14334 2
simple
LexRank Word2Vec con lematizacion y sinbnimos 0,39698 3 0,08686 2 0,14261 4
LexRank Word2Vec con stemming 0,39481 5 0,08619 3 0,14208 5
LexRank TDM con stemming 0,40311 2 0,0857 4 0,14376 1
LexRank TDM con lematizacién y sinénimos 0,40424 1 0,08529 5 0,14294 3
LexRank Word2Vec de 3 millones 0,39445 6 0,08528 6 0,14135 6
MCMR Word2Vec con procesamiento de texto | 0,38978 8 0,08087 7 0,13704 7
simple
LSI Word2Vec con lematizacion y sinbnimos 0,38588 9 0,07946 8 0,13372 9
MCMR TDM con stemming 0,39233 7 0,07907 9 0,13553 8
LSI Word2Vec con stemming 0,38439 10 0,07736 10 0,13288 10
LSI Word2Vec de 3 millones 0,37707 | 11 | 0,07281 | 11 0,12907 11
LSI Word2Vec con procesamiento de texto | 0,37527 12 0,0725 12 0,12819 12
simple
MCMR Word2Vec con lematizacién y sinbnimos 0,3726 13 | 0,06562 | 13 0,12401 13
LSI TDM con stemming 0,37 14 | 0,06348 | 14 0,12097 14
Tabla 6 Mejora en % del mejor método en DUC2006 (ver Tabla 5).
Algoritmo Métodos Mejora
LexRank Word2Vec con procesamiento de texto simple 0
LexRank Word2Vec con lematizacion y sinénimos 1,62%
LexRank Word2Vec con stemming 2,41%
LexRank TDM con stemming 2,99%
LexRank TDM con lematizacién y sinbnimos 3,49%
LexRank Word2Vec de 3 millones 3,50%
MCMR Word2Vec con procesamiento de texto simple 9,15%
LSl Word2Vec con lematizacion y sinbnimos 11,08%
MCMR TDM con stemming 11,63%
LSI Word2Vec con stemming 14,1%
LSI Word2Vec de 3 millones 21,23%
LSI Word2Vec con procesamiento de texto simple 21,75%
MCMR Word2Vec con lematizacion y sinbnimos 34,51%
LSl TDM con stemming 39,05%

Como se observa en la Tabla 6, el algoritmo LexRank y la representacion basada en
Word2Vec con procesamiento de texto simple muestra el mejor rendimiento en
comparacion con los demas métodos. También se evidencia mejor rendimiento de las
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representaciones basadas en Word2Vec con respecto a las basadas en TDM de acuerdo
a cada algoritmo. Ademas, se muestra que cuando Word2vec es entrenado con los
documentos de DUC (Word2Vec con procesamiento de texto simple, Word2Vec con
lematizacion y sin6nimos y Word2Vec con stemming) se presentaron resultados
superiores a la representacion basada en Word2Vec de 3 millones a pesar de haber sido

entrenado con un gran volumen de informacion.

4.3.4 Evaluacion con DUC2007

En la Tabla 7 se muestran los resultados de los mejores experimentos registrados en la
evaluacion de ROUGE-2 por cada algoritmo y método de representacion que se utilizaron
para los documentos de DUC2007. La columna P representa la posicion que ocupa
dependiendo de cada evaluacién. En negrita se presenta el mejor.

Tabla 7 Evaluacion con ROUGE de los métodos propuestos para DUC2007.

Algoritmo Métodos ROUGE- P | ROUGE- | P ROUGE- P
1 2 SuU4
LexRank Word2Vec con procesamiento de texto 0,41801 2 0,10584 1 0,15809 2
simple
LexRank TDM con stemming 0,41521 5 0,10525 2 0,15538 5
LexRank Word2Vec de 3 millones 0,42335 1 0,10378 3 0,16 1
LexRank Word2Vec con stemming 0,41579 3 0,10374 4 0,15766 3
LexRank Word2Vec con lematizacién y sinénimos 0,41619 4 0,10247 5 0,15656 4
LexRank TDM con lematizacién y sinénimos 0,41154 6 0,09929 6 0,15164 6
MCMR Word2Vec con procesamiento de texto | 0,40694 8 0,09821 7 0,1514 7
simple
MCMR TDM con stemming 0,41002 7 0,09557 8 0,15027 8
MCMR Word2Vec con stemming 0,40656 9 0,09459 9 0,14944 9
LSI Word2Vec con lematizacion y sinénimos 0,40468 | 10 | 0,09254 | 10 0,14581 10
LSl Word2Vec de 3 millones 0,39948 | 11 | 0,08719 | 11 0,14229 11
LSI Word2Vec con procesamiento de texto | 0,39386 | 12 0,0862 12 0,13904 12
simple
LSI Word2Vec con stemming 0,38439 14 | 0,07736 13 0,13288 14
LSI TDM con stemming 0,39027 | 13 | 0,07711 | 14 0,13337 13

Tabla 8 Mejora en % del mejor método en DUC2007 (ver Tabla 7).

Algoritmo Métodos Mejora
LexRank | Word2Vec con procesamiento de texto simple 0

LexRank TDM con stemming 0,56%
LexRank Word2Vec de 3 millones 1,98%
LexRank Word2Vec con stemming 2,02%
LexRank Word2Vec con lematizacion y sinbnimos 3,28%
LexRank TDM con lematizacién y sinénimos 6,59%
MCMR Word2Vec con procesamiento de texto simple 7,76%
MCMR TDM con stemming 10,74%
MCMR Word2Vec con stemming 11,89%
LSI Word2Vec con lematizacion y sinénimos 14,37%
LSI Word2Vec de 3 millones 21,39%
LSI Word2Vec con procesamiento de texto simple 22,78%
LSI Word2Vec con stemming 36,81%
LSl TDM con stemming 37,25%
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Como se observa en la Tabla 8, al igual que en DUC2006, el algoritmo LexRank y la
representacion basada en Word2Vec con procesamiento de texto simple muestra el mejor
rendimiento en comparacion con los demas métodos. Ademas, se observa un mejor
rendimiento de las representaciones basadas en Word2Vec con respecto a las basadas
en TDM de acuerdo a cada algoritmo. La representacion basada en el Word2Vec de 3
millones tuvo un desempefio aceptable pero aun asi se obtienen mejores resultados
cuando los vectores de palabras son entrenados con los propios documentos de DUC. A
su vez la representacion basada en el Word2Vec de 3 millones presentd mejores
calificaciones en ROUGE-1 Y ROUGE-SU4 cuando se aplicaron umbrales altos (mayores
a 0,75).

Notese que tanto en DUC2005, como en DUC2006 y DUC2007; el algoritmo LSI con la
nueva representacién basada en Word2Vec supera en todos los casos a dicho algoritmo
con la representacion tradicional (TDM).

También se evidencia que para DUC2006 y DUC2007; se lograron los mejores resultados
cuando no se redujo el tamafo del vocabulario

4.3.5 Comparacion con otros algoritmos del estado del arte

Para DUC2005 se seleccion6 como mejor algoritmo a LexRank con Word2Vec con
lematizacion y sinbnimos y se establecio en la Tabla 9 un ranking para compararlo con los
algoritmos del estado del arte. Para DUC2006 Y DUC2007 se seleccion6 como mejor
algoritmo a LexRank con Word2Vec con procesamiento de texto simple y se determina su
posicion frente a los mejores algoritmos del estado del arte mediante un ranking descrito
en la Tabla 11 y Tabla 13 respectivamente. Para DUC2005 y DUC2006 se hace la
comparacion de los resultados presentados en este trabajo de grado y los resultados de
los algoritmos descritos en [43]. Y para DUC2007 de acuerdo a los algoritmos expuestos
en [42]. La columna P representa la posicién que ocupa dependiendo de cada evaluacién.
En negrita se presenta el mejor. La Tabla 10, Tabla 12 y Tabla 14 presentan la mejora
relativa del mejor algoritmo del estado del arte para DUC2005, DUC2006 y DUC2007
respectivamente calculada mediante la ecuacién (4-5).

Tabla 9 Comparacidn de resultados de DUC2005 con otros algoritmos del estado del arte. Adaptado de

[43].
Método ROUGE- P ROUGE- P ROUGE- P
1 2 SU4

LexRank + Word2Vec con lematizacion y 0,37778 9 0,07711 7 0,1338 8

sinénimos
MA-MultiSumm 0,4001 1 0,0868 1 0,1434 1
DESAMC+DocSum 0,3937 2 0,0822 2 0,1418 2
PLSA 0,3913 3 0,0811 3 0,1389 5
LFIPP 0,3905 4 0,0804 4 0,1403 3
MCMR 0,3891 5 0,079 6 0,1392 4
iIRANK 0,388 6 0,0802 5 0,1373 6
HybHSum 0,3812 8 0,0749 9 0,1354 7
SVR 0,3849 7 0,0757 8 0,1335 9
TMR 0,3775 10 0,0715 12 0,1304 12
LEX 0,376 11 0,0735 11 0,1316 11
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HierSum 0,3753 12 0,0745 10 0,1324 10
SNMF+SLSS 0,3501 14 0,0604 14 0,1172 14
Centroid 0,3535 13 0,0638 13 0,1198 13
MMR 0,3479 15 0,0601 15 0,1134 15

Tabla 10 Mejora relativa del mejor algoritmo del estado del arte para DUC2005.

Método ROUGE- | ROUGE- ROUGE-
1 2 SU4
MA-MultiSumm 0% 0% 0%
DESAMC+DocSum 1,62% 5,59% 1,12%
PLSA 2,24% 7,02% 3,23%
LFIPP 2,45% 7,96% 2,2%
iRANK 3,11% 8,22% 4,44%
MCMR 2,82% 9,87% 3,01%
LexRank + Word2Vec con lematizacion y sinbnimos 5,9% 12,56% 7,17%
SVR 3,94% 14,66% 7,41%
HybHSum 4,95% 15,88% 5,9%
HierSum 6,6% 16,51% 8,3%
LEX 6,4% 18,09% 8,96%
TMR 5,98% 21,39% 9,96%
Centroid 13,18% 36,05% 19,69%
SNMF+SLSS 14,28% 43,7% 22,35%
MMR 15% 44.42% 26,45%

La Tabla 9 y la Tabla 10 muestran que el mejor algoritmo sigue siendo MA-MultiSumm
para la generacion automética de resumenes de mdultiples documentos extractivos y

genéricos en DUC2005.

Tabla 11 Comparacion de resultados de DUC2006 con otros algoritmos del estado del arte. Adaptado

de [43].
Método ROUGE- P ROUGE- P ROUGE- P
1 2 Su4
LexRank + Word2Vec con procesamiento de | 0,39552 12 0,08827 11 0,14334 11
texto simple
MA-MultiSumm 0,4195 5 0,0986 2 0,1526 4
DESAMC+DocSum 0,43450 1 0,09890 1 0,1569 1
PLSA 0,43280 2 0,09700 3 0,1557 2
LFIPP 0,42090 4 0,09340 4 0,1534 3
MCMR 0,4184 6 0,0928 5 0,1512 5
iRANK 0,40320 8 0,09120 9 0,145 9
HybHSum 0,43000 3 0,09100 10 0,151 6
SVR 0,40180 10 0,09260 6 0,1485 8
TMR 0,40630 7 0,09130 7 0,1504 7
LEX 0,40300 9 0,09130 8 0,1449 10
HierSum 0,40100 11 0,08600 12 0,143 12
SNMF+SLSS 0,39550 13 0,08550 13 0,1429 13
Centroid 0,38070 14 0,07850 14 0,133 14
MMR 0,37160 15 0,07570 15 0,1308 15

Tabla 12 Mejora relativa del mejor algoritmo del estado del

arte para DUC2006.

Método ROUGE- | ROUGE- ROUGE-
1 2 SuU4
DESAMC+DocSum 0% 0% 0%
MA-MultiSumm 3,57% 0,3% 2,81%
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PLSA 0,39% 1,95% 0,77%
LFIPP 3,23% 5,88% 2,28%
MCMR 3,84% 6,57% 3,76%
SVR 8,13% 6,8% 5,65%
TMR 6,94% 8,32% 4,32%
LEX 7,81% 8,32% 8,28%
iIRANK 7,76% 8,44% 8,20%
HybHSum 1,04% 8,68% 3,9%
LexRank + Word2Vec con procesamiento de texto simple 9,85% 12,04% 9,4%
HierSum 8,35% 15% 9,72%
SNMF+SLSS 9,86% 15,67% 9,79%
Centroid 14,13% 25,98% 17,96%
MMR 16,92% 30,64% 19,95%

La Tabla 11 y la Tabla 12 muestran que el mejor algoritmo sigue siendo
DESAMC+DocSum para la generacion automética de resumenes de multiples
documentos extractivos y genéricos en DUC2006.

Tabla 13 Comparacion de resultados de DUC2007 con otros algoritmos del estado del arte. Adaptado

de [42].
Método ROUGE- P ROUGE- P ROUGE- P
1 2 SuU4
LexRank + Word2Vec con procesamiento de | 0,41801 8 0,10584 8 0,15809 8
texto simple

MCMR 0,46850 3 0,12210 3 0,1753 4
MMR 0,37980 11 | 0,06920 11 | 0,1124 11

PPRSum 0,46730 4 0,11950 4 0,171 5

AdaSum 0,46540 5 0,11720 5 0,1692 6

PLSA-JS 0,45400 6 0,11680 6 0,1768 3

SVR 0,44670 7 0,11330 7 0,1652 7

PNR2 0,38670 10 | 0,08950 9 0,1291 9
SVM 0,39050 9 0,08670 10 | 0,1284 10

DDS 0,47190 1 0,12370 1 0,1836 1

CDS 0,47080 2 0,12280 2 0,1814 2

Tabla 14 Mejora relativa del mejor algoritmo del estado del arte para DUC2007.
Método ROUGE- | ROUGE- ROUGE-
1 2 SuU4
DDS 0% 0% 0%

CDS 0,23% 0,73% 1,21%

MCMR 0,72% 1,31% 4,73%

PPRSum 0,98% 3,51% 7,36%

AdaSum 1,39% 5,54% 8,51%

PLSA-JS 3,94% 5,9% 3,84%
SVR 5,64% 9,17% 11,13%
LexRank + Word2Vec con procesamiento de texto simple 12,89% 16,87% 16,13%
PNR2 22,03% 38,21% 42,21%
SVM 20,84% 42,67% 42,99%
MMR 24,24% 78,75% 63,34%

La Tabla 13 y la Tabla 14 muestran que el mejor algoritmo sigue siendo DDS para la
generacion automatica de resimenes de mdltiples documentos extractivos y genéricos en
DUC2007.
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Nétese que la comparacion con algoritmos del estado del arte se realiza también con los
resultados reportados por el algoritmo MCMR. Sin embargo, no se hizo posible replicar los
mismos resultados debido a la falta de informacion por parte de los autores y la no
disponibilidad del codigo fuente del mismo. Lo cual genera incertidumbre en la veracidad
de algunos resultados reportados.
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5 CONCLUSIONES, TRABAJO FUTURO Y RECOMENDACIONES

5.1 Conclusiones

Como conclusién general se obtiene que tanto en DUC2006 como DUC2007 se encontrd
una representacibn basada en Word2Vec que logra obtener mejores resumenes
extractivos genéricos de mdltiples documentos segun las medidas ROUGE para los
algoritmos LexRank, LSI y MCMR. En DUC2005 se encontré una representacion basada
en Word2Vec que obtiene mejores resimenes segun las medidas ROUGE para los
algoritmos LexRank y LSI. Para MCMR fue incierto debido a que no se pudo realizar el
namero total de pruebas.

Pre-procesamientos de texto como stemming, lematizacion y la blsqueda de sin6nimos
permitieron reducir el vocabulario de los documentos de DUC puesto que a palabras con
el mismo significado se les pudo asignar un mismo vector. Esto ayudo a que ciertas frases
con significados similares, pero con vectores distantes pudieran tener una representacion
vectorial cercana. Lo que permiti6 encontrar buenos resultados con DUC2005. Sin
embargo, para DUC2006 y DUC2007 se alcanzaron mejores resultados cuando no se
redujo el vocabulario.

De los tres algoritmos estudiados (LexRank, LSl y MCMR), LexRank presentd las mejores
calificaciones en los resimenes generados, para DUC2005, DUC2006 y DUC2007; tanto
con representaciones basadas en Word2Vec como representaciones basadas en TDM.
Ademas, el algoritmo LSI con la nueva representacion basada en Word2Vec supera en
todos los casos a dicho algoritmo con la representacion tradicional (TDM).

Cuando se ejecutaron representaciones basadas en Word2Vec y se realiz6 el calculo del
vector de cada frase mediante la suma y el promedio de los vectores, no se presentaron
diferencias significativas en la calidad de los resumenes excepto con el algoritmo LSI;
para el cual siempre se obtuvieron mejores resimenes cuando se aplicd promedio a los
vectores de frase.

Al hacer la comparacién entre los mejores resultados obtenidos con los algoritmos
desarrollados y los demas algoritmos del estado del arte, se determindé que para la
generacién automatica de resimenes extractivos genéricos de multiples documentos para
DUC2005 el mejor algoritmo sigue siendo MA-MultiSumm; para DUC2006 el mejor
algoritmo sigue siendo DESAMC+DocSum y para DUC2007 el mejor algoritmo sigue
siendo DDS.

Para el desarrollo de algunos algoritmos del estado del arte se presenta la dificultad de
repetir los experimentos y los resultados previamente publicados; debido a falta de
informacién detallada en los articulos publicados (problemas asociados a la repetibilidad
de los experimentos) y a la no disponibilidad de cddigos fuente. Lo anterior impide
avances mas significativos en el &rea de investigacién, debido a que se realizan esfuerzos
en la obtencion de los mismos resultados en lugar de realizar investigaciones a partir del
trabajo ya desarrollado.
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Para la elaboracion de la matriz de representacion basada en Word2Vec se deben
realizar los diferentes célculos de entrenamiento de los vectores de palabras y la
obtencion de los vectores de frases, lo cual conlleva a un consumo significativo de
recursos computacionales. Por lo tanto, se hace necesario el uso de mecanismos que
ayuden a aumentar el rendimiento computacional para mejorar la eficiencia en tiempo del
proceso de generacién automatica de resimenes.

5.2 Trabajo Futuro

Adaptar la representacion basada en Word2Vec a los otros algoritmos de generacion
automatica de resimenes extractivos y genéricos de multiples documentos del estado del
arte. Para DUC2005 Y DUC2006 los algoritmos descritos en DESAMC+DocSum [43] y
para DUC2007 los algoritmos resefiados en DDS [42] (debido a que a la fecha son los
MAas representativos).

Desarrollar un método formal para la evaluacién de la calidad de los vectores de palabras
entrenados por Word2Vec. Debido a que la calidad de los mismos puede variar
dependiendo del corpus de entrenamiento, el nimero de iteraciones y demas parametros
utilizados en el entrenamiento.

Implementar otros algoritmos metaheuristicos para el problema de la generacion
automatica de resimenes extractivos y genéricos de multiples documentos. De tal modo
que puedan utilizarse diferentes representaciones. Dado que en el Grupo de I+D en
Tecnologias de la Informacién (GTI) del Departamento de Sistemas de la Universidad del
Cauca se han implementado algoritmos para la resolucién de diversos problemas
presentando buenos resultados, se recomienda utilizar estos algoritmos en el area de la
generacién automatica de resiimenes.

5.3 Recomendaciones

Proveer al programa de Ingenieria de Sistemas con equipos de altas prestaciones para
desarrollar proyectos de este tipo.
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