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RESUMEN ESTRUCTURADO 

 

En los últimos años, el reconocimiento de actividades humanas se ha convertido en un área de 

constante exploración en diferentes campos. Este trabajo incluye una revisión de la literatura enfocada 

en diferentes tipos de actividades humanas y dispositivos de adquisición de información para el 

reconocimiento de actividades, y profundiza en la detección de caídas de personas de tercera edad por 

medio de visión computacional, utilizando métodos de extracción de características y técnicas de 

inteligencia artificial, como redes neuronales convolucionales, dando a conocer la importancia del 

reconocimiento de caídas humanas en personas de la tercera edad, además de permitir encontrar 

aquellos factores que dificultan el verdadero avance en el área, como lo son las bases de datos 

disponibles, las cuales contienen elementos excesivamente controlados. 

Por lo anterior, como parte de la presente investigación, los autores crean CAUCAFall, una base de 

datos con 10 participantes, que simulan cinco tipos de caídas y cinco tipos de actividades de la vida 

diaria (AVD). En concreto, los datos incluyen caídas hacia delante, caídas hacia atrás, caídas laterales 

hacia la izquierda, caídas laterales hacia la derecha y caídas producidas al sentarse. Los participantes 

realizaron las siguientes AVD: caminar, saltar, coger un objeto, sentarse y arrodillarse. El conjunto de 

datos considera individuos de diferentes edades, pesos, alturas y piernas dominantes. Los datos se 

adquirieron utilizando una cámara RGB en un entorno doméstico. El entorno es intencionadamente 

realista e incluye características no controladas, como oclusiones, cambios de iluminación (natural, 

artificial y nocturna), ropa diferente de los participantes, movimiento en el fondo, diferentes texturas 

en el suelo y en la habitación, una variedad en los ángulos de caída y diferentes distancias de la cámara 

a la caída. CAUCAFall es la única base de datos que contiene etiquetas para cada imagen. Los 

fotogramas que incluían caídas humanas registradas se etiquetaron como "caída", y las actividades AVD 

se marcaron como "no caída". Este conjunto de datos es útil para desarrollar y evaluar algoritmos 

modernos de reconocimiento de caídas, como los que aplican extracción de características, redes 

neuronales convolucionales con detectores YOLOv3-v4, y la ubicación y resolución de la cámara 

aumentan el rendimiento de algoritmos como OPENPOSE. 

En el presente trabajo se comparan diferentes algoritmos de visión computacional enfocados al 

reconocimiento de caídas humanas, específicamente algoritmos que trabajan con extracción de 

características y redes neuronales convolucionales, evaluando su rendimiento en diferentes bases de 

datos públicas, incluyendo CAUCAFall. 

Llegando a la conclusión que en la propuesta que implementa extracción de características, el 

desempeño es alto en aquellas bases de datos con entornos sumamente controlados; sin cambios de 

iluminación, sin diferentes ángulos de caída, sin oclusiones, sin cambios de escenario, sin movimiento 

en el fondo, sin variedad en la distancia de las caídas ante la cámara e incluso sin cambios en las texturas 

tanto de los entornos como en la ropa de los participantes, además se concluye que estos métodos 

presentan gran sensibilidad al ruido, oclusiones y cambios en el punto de vista. Por otra parte, las 

propuestas que basan su trabajo en Redes Neuronales Convolucionales como base de sus 

investigaciones, tienen un rendimiento mayor en entornos no controlados, en comparación con la 

extracción de características. Sin embargo, su costo computacional es mucho mayor, siendo casi 

imposible utilizarlo en detección de caídas en tiempo real. 

 



 
 

STRUCTURED ABSTRACT 

 

In recent years, the recognition of human activities has become an area of constant exploration in 

different fields. This work includes a literature review focused on the different types of human activities 

and information acquisition devices for the recognition of activities. It also delves into elderly fall 

detection via computer vision using feature extraction methods and artificial intelligence techniques, 

as convolutional neural networks, this study shows the importance of the recognition of human falls in 

elderly people, as well as allowing to find those factors that hinder the real progress in the area, such 

as the available databases, which contain excessively controlled elements. 

Therefore, as part of this research, the authors created CAUCAFall, a database with 10 participants, 

which simulates five types of falls and five types of activities of daily living (ADLs). Specifically, the data 

include forward falls, backward falls, lateral falls left, lateral falls right, and falls arising from sitting. The 

participants performed the following ADLs: walking, hopping, picking up an object, sitting, and kneeling. 

The dataset considers individuals of different ages, weights, heights, and dominant legs. The data were 

acquired using an RGB camera in a home environment. This environment was intentionally realistic and 

included uncontrolled features, such as occlusions, lighting changes (natural, artificial, and night), 

participants different clothing, movement in the background, different textures on the floor and in the 

room, and a variety in fall angles and different distances from the camera to the fall.  CAUCAFall is the 

only database that contains labels for each image.  Frames including human falls recorded were labeled 

as "fall", and ADL activities were marked "nofall”. This dataset is useful for developing and evaluating 

modern fall recognition algorithms, such as those that apply feature extraction, convolutional neural 

networks with YOLOv3-v4 detectors, and camera location and resolution increase the performance of 

algorithms such as OPENPOSE. 

In this paper the authors compare different computer vision algorithms focused on human fall 

recognition, specifically algorithms working with feature extraction and convolutional neural networks, 

evaluating their performance on different public databases, including CAUCAFall. 

The conclusion is that in the proposal that implements feature extraction, the performance is high in 

those databases with highly controlled environments; without lighting changes, without different fall 

angles, without occlusions, without changes of scenery, without movement in the background, without 

variety in the distance of the falls in front of the camera and even without changes in the textures of 

both the environments and the clothing of the participants, concluding that these methods present 

great sensitivity to noise, occlusions and changes in the point of view. On the other hand, the proposals 

that base their work on Convolutional Neural Networks as the basis of their research, have a higher 

performance in uncontrolled environments, compared to feature extraction. However, its 

computational cost is much higher, being almost impossible to use it in real-time fall detection. 
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1 Introducción 

El reconocimiento de la actividad humana (HAR) permite modelar el comportamiento de un usuario 
mediante la identificación automática de sus tareas, por medio de la observación y análisis del 
comportamiento humano [1][2][3], dando como resultado, además del reconocimiento de actividades, 
identidades de personas, personalidades y estados psicológicos [4]. 

El HAR se ha convertido en los últimos años en un área de constante exploración en diferentes campos, 
ya que sus aplicaciones son tema de actualidad y de ayuda en la automatización de procesos y 
actividades, que para el ojo humano pueden pasar desapercibidas o pueden ser labores tediosas. Para 
[5], una pose humana transmite la configuración de las partes del cuerpo, y la información predictiva 
implícita sobre el movimiento subsiguiente de las personas, lo cual permite usar esta información 
dinámica en infinidad de aplicaciones. El HAR presenta una creciente demanda en áreas del 
entretenimiento [6][7][8], sistemas de video vigilancia [9][10][11][12][13][14], rescate de emergencia 
y robótica de emergencia [15], ciudades inteligentes, rendimiento deportivo, aplicaciones militares, 
monitoreo médico para el cuidado de personas de la tercera edad y diversos cuidados de la salud 
[16][17][18][19][20][21][22], entre otras [23][24].  

Esta investigación centra su interés en el reconocimiento de caídas humanas de personas adultas, con 
el fin de contribuir en investigaciones futuras, cuya principal aplicación sea el reconocimiento de caídas 
en adultos mayores o de tercera edad, ya que según la Organización Mundial de la Salud [25] entre 
2000 y 2050, la proporción de los habitantes del planeta mayores de 60 años se duplicará, pasando del 
11% al 22%. En números absolutos, este grupo de edad pasará de 605 millones a 2000 millones en el 
transcurso de medio siglo.  

Una caída se define como aquel incidente imprevisto de caer al suelo o piso causado por un empujón 
o tirón, características ambientales, pérdida del conocimiento o cualquier problema similar relacionado 
con limitaciones o trastornos de salud y que impliquen un cambio involuntario en la postura del 
individuo, resultando con la persona tirada en el suelo [26].  

A nivel mundial, las caídas son la segunda causa más común de muertes accidentales y una de las 
principales causas de lesiones o discapacidades. Únicamente en Estados Unidos cada 11 segundos una 
persona de la tercera edad que se ha caído, es llevada a una sala de emergencias y cada 19 minutos 
una de estas personas muere, obviamente con el crecimiento de la población anciana esta tasa tiende 
a incrementar, se predice que para el 2030 en Estados Unidos cada hora podría morir 7 personas 
adultas a causa de una caída, en el año 2015 en dicho país el costo médico por caídas supero los USD 
$50 mil millones [26] [27]. 

Además, gran porcentaje de las personas de la tercera edad viven o permanecen solas en sus hogares, 
por lo que de sufrir una caída y no recibir la atención necesaria de inmediato puede incurrir en una 
lesión grave o incluso su muerte. Para [28] la detección automática de caídas o movimientos que 
puedan afectar la salud; puede reducir significativamente las consecuencias después del incidente y 
también puede rastrear patrones de comportamiento diarios anormales de adultos con alto riesgo de 
caerse, alertando las anomalías. 

Por lo anterior, en la última década se han incrementado los diferentes estudios y propuestas 
enfocadas en la detección de caídas humanas, utilizando diversos dispositivos y tecnologías. Los 
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sistemas propuestos pueden ser clasificados en diferentes categorías; aquellos que usan dispositivos 
portátiles [29], sensores de ambiente [27], o aquellos que son abordados por visión computacional.  

Es prioridad para esta investigación analizar, trabajar y comparar; técnicas de extracción de 
características de los métodos basados en visión computacional y modernas aplicaciones con redes 
neuronales convolucionales, por lo que se ha realizado una revisión de las principales técnicas utilizadas 
en la literatura para identificar caídas de personas adultas. Sin embargo, encontrar detecciones rápidas, 
precisas y en escenarios poco controlados es un desafío que aún no se ha resuelto. 

1.1 Problema de investigación y pregunta de investigación 

El HAR en adultos mayores con el objeto de vigilar y reconocer sus actividades diarias cobra importancia 
dado que en [28] se afirma que aproximadamente el 58% de las personas de más de 80 años fueron 
reportadas como muertas después de caídas graves, debido a traumatismos físicos, conmoción 
cerebral, caderas fracturadas, entre otras. De acuerdo a los resultados de una encuesta publicada en  
[33] se detecta que: “los ancianos independientes se caen más al caminar, tomar una ducha y subir o 
bajar escaleras; y caen menos al intentar levantarse o sentarse en una silla o una cama, o agacharse y 
que las personas mayores que viven en residencias de ancianos, se caen más al caminar y al intentar 
levantarse de una silla o de una cama y se caen menos al subir o bajar escaleras”, además presenta los 
diferentes tipos de caídas como hacia adelante al caminar provocada por un resbalón, hacia atrás al 
caminar provocada por un resbalón, lateral al caminar provocada por un resbalón, hacia adelante al 
caminar provocada por un tropiezo, hacia adelante al intentar levantarse, entre otras. Cabe mencionar 
que en visión computacional el reconocimiento de una caída se detecta cuando el cuerpo humano se 
encuentra en el suelo, sin importar de qué forma se llevó a cabo la caída, esto sumado a parámetros 
como la velocidad con la que cae el cuerpo al suelo o el área horizontal que delimita la silueta humana, 
para reconocer una caída. 

Las investigaciones relacionadas con el reconocimiento de actividades en personas adultas, se centran 
en la identificación de actividades cortas y básicas específicas, como caminar, vomitar, caer, desmayos, 
sentarse, acostarse, entre otras. Independientemente de la cantidad de actividades que reconocen las 
investigaciones, el factor común entre los autores que trabajan HAR es la serie de problemáticas que 
afectan el reconocimiento de una actividad específica; como problemas de oclusión, costo 
computacional, similitud entre acciones, el clima, la protección de objetos, las condiciones de luz, 
además del hecho de que la misma actividad varía cuando la realizan diferentes personas [34][35]. 

Yu & Yu, et al. [31] destacan que el paso más importante en el reconocimiento de actividades humanas 
es la extracción de las características de un video o imagen, ya que es el punto clave para diferenciar 
actividades como “acostarse en la cama” de "caerse en la cama". Por lo que se han estudiado y 
expuesto diferentes tipos de algoritmos de reconocimiento de actividades humanas obteniendo altos 
porcentajes de reconocimiento. Sin embargo, se detecta que muchos de los escenarios en los que se 
realizan dichas investigaciones son entornos sumamente controlados, en donde se controlan los 
ángulos de tomas de fotografía, no existen cambios de iluminación ni movimientos en el fondo, no se 
involucra diferentes distancias hasta la cámara, e incluso no se han tenido en cuenta caídas en 
escenarios reales [36]. 

Diferentes autores [37][38][39] abordan conceptos como entornos no controlados o sin restricciones 
o poco controlados, haciendo énfasis en aquella información obtenida de escenarios en los que no se 
manipula de manera intencional diferentes parámetros como el movimiento significativo de la cámara, 
desorden en el fondo, oclusiones, escalado y resoluciones de tomas, condiciones de luz, posiciones y 
ángulos, etc. En [40] se destaca la importancia de las condiciones de un entorno al momento de usar 
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un sistema de reconocimiento y detección, lo que obliga a estudiar sistemas robustos a cambios de 
iluminación o ruido, tolerantes a variaciones de posición, tamaño, ángulo, etc., ya que las diferentes 
tomas de la actividad humana en escenarios no controlados pueden tener grandes variaciones y 
oclusiones, autores como [41] aseguran que las redes neuronales convolucionales son una oportuna 
solución a la mayoría de estos requisitos. 

Teniendo en cuenta lo anterior y conociendo los grandes avances investigativos en el campo de la 
extracción de características de imágenes y videos y en el uso de redes neuronales convolucionales en 
el reconocimiento de actividades humanas, así como haciendo uso de bases de datos públicas de caídas 
humanas (URFD [42], Le2i [43], CMDFALL [44], FALL-UP [45], MCF [46], UCF101[47]), para el 
entrenamiento y optimización de los algoritmos, la pregunta de investigación que busca resolver este 
trabajo de grado es:  

¿Qué ventajas y desventajas presentan las redes convolucionales con respecto a algoritmos de 
extracción de características basada en visión computacional en cuanto a eficiencia, precisión y coste 
computacional en el reconocimiento de caídas? 

1.2 Objetivos  

1.2.1  Objetivo General 

Comparar el desempeño de algoritmos para el reconocimiento de caídas, que utilicen extracción de 
características con visión computacional y redes neuronales convolucionales, con el fin de determinar 
aquellos que presenten mejor eficiencia, precisión y bajo coste computacional en entornos poco 
controlados. 

1.2.2 Objetivos Específicos  

• Implementar los algoritmos para la detección de caídas, a partir de la extracción de características y 
el uso de redes neuronales convolucionales, en diferentes entornos de prueba. 

• Establecer el protocolo de experimentación y los índices de desempeño que se utilizarán para la 
comparación de los algoritmos de reconocimiento de caídas. 

• Determinar el desempeño de los algoritmos de reconocimiento de caídas en entornos poco 
controlados. 

1.3 Publicaciones 

Hasta el momento se han aceptado y publicado dos artículos relacionados con la presente 
investigación: 

 

• Eraso Guerrero, J.C., Muñoz España, E. y Muñoz Añasco, M. 2022. Human Activity Recognition 
via Feature Extraction and Artificial Intelligence Techniques: A Review. Tecnura. 26, 74 (sep. 
2022), 213–236. DOI: https://doi.org/10.14483/22487638.17413. 

 

• Eraso Guerrero, J.C., Muñoz España, E., Muñoz Añasco, M. y Pinto Lopera, J. 2022. Dataset for 
human fall recognition in an uncontrolled environment. Data in Brief. Vol 45 (dic. 2022), DOI: 
https://doi.org/10.1016/j.dib.2022.108610. 

https://doi.org/10.1016/j.dib.2022.108610
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1.4 Organización del trabajo 

El presente trabajo se estructuró en los siguientes capítulos. 

Capítulo 1: Presenta y relaciona la necesidad y la delimitación del planteamiento del problema, así 
como los objetivos generales y específicos. 

Capítulo 2: Presenta una completa revisión de la literatura, con la actualidad del reconocimiento de 
caídas humanas y sus diferentes técnicas. Además del contexto de la investigación.  

Capítulo 3: Contiene la metodología de la investigación, que explica el proceso que se llevó a cabo para 
la selección de los algoritmos comparados, presenta las diferentes bases de datos y la arquitectura 
propuesta para el diseño de la base de datos CAUCAFall [49] y sus diferencias respecto a las bases de 
datos existentes, también detalla la implementación de los algoritmos y establece los experimentos 
propuestos, además de especificar los índices de desempeño.  

Capítulo 4: El cuarto capítulo contiene la explicación de los experimentos realizados y los resultados 
obtenidos.  

Capítulo 5: El quinto capítulo contiene la discusión de los resultados obtenidos. 

Finalmente, el último apartado está conformado por las conclusiones y posteriormente se hacen 
recomendaciones para trabajos futuros. Se finaliza con la bibliografía referencial.  
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2 Marco Teórico y revisión de literatura. 

Este capítulo presenta una revisión de la literatura, primero en la clasificación de las actividades 
humanas, segundo en los métodos de adquisición de información para HAR y finalmente en los 
métodos que han sido utilizados para extraer características de videos o imágenes para el 
reconocimiento de actividades en adultos mayores. Por otra parte, también se presenta el marco 
teórico de la presente investigación. 

La revisión de la literatura se elaboró con criterios de la metodología de revisión y análisis documental 
(RAD)[48]; dividiendo el proceso de investigación en heurística o de recolección de fuentes de 
información y hermenéutica o de análisis de las mismas. Por lo que se realizó una revisión y análisis de 
trabajos publicados hasta el año 2022, logrando un panorama actual en el reconocimiento de caídas 
humanas y en actuales algoritmos de reconocimiento. En total se tuvo en cuenta 153 artículos con 
criterios de búsqueda como: Reconocimiento de caídas humanas, reconocimiento de caídas humanas 
por visión computacional, Algoritmos de reconocimiento de caídas humanas, reconocimiento de caídas 
con redes neuronales convolucionales, caídas humanas y extracción de características, y caídas de 
personas de la tercera edad. 

2.1 Clasificación de las Actividades Humanas  

El reconocimiento de la actividad humana es un tema de investigación actual por sus múltiples 
aplicaciones en la industria del entretenimiento, video vigilancia, salud, robótica, ciudades inteligentes, 
rendimiento deportivo, aplicaciones militares y en el objetivo principal de esta revisión, el 
reconocimiento de actividades humanas para el cuidado de personas de la tercera edad. 

Las actividades humanas se clasifican dependiendo de la complejidad y duración de dichas actividades, 
en [50] las acciones son divididas en actividades cortas, actividades simples y complejas ocupacionales, 
las primeras son actividades de corta duración, como la transición de sentarse a estar de pie, las 
segundas son actividades básicas como caminar y leer y las actividades complejas involucra escenarios 
donde se interactúa con varios objetos o personas. Por su parte [4] expone otro mecanismo de 
clasificación de actividades que también toma como referencia la complejidad de las mismas, el 
resumen de esta clasificación se muestra en la Tabla 1. 

 

Tabla 1. Clasificación de acciones humanas 

Clasificación Descripción  

Gestos Movimientos primitivos de las partes del cuerpo de una 
persona, que corresponden a una acción particular. 

Acciones Atómicas Son movimientos de una persona que son parte de 
actividades más complejas. 

Interacción humano-
objeto o humano-
humano 

Actividades humanas que involucran dos o más personas u 
objetos. 

Acciones grupales Actividades realizadas por grupos de personas. 

Comportamientos Acciones físicas asociadas con emociones, personalidad y 
estado psicológico de un individuo. 



6 
 

Clasificación Descripción  

Eventos Son actividades de alto nivel que describen acciones sociales 
entre individuos e indican la intención de los roles sociales 
de una persona. 

  
 Fuente: Tomado de [4] 

Como se mencionó, las investigaciones relacionadas con el reconocimiento de actividades en personas 
de la tercera edad, se centran en la identificación de actividades cortas y básicas específicas. Por 
ejemplo [51] es una investigación que pretende hacer el reconocimiento de seis actividades 
determinadas (caídas de los ancianos hacia adelante, caídas hacia atrás, dolor en el pecho, desmayos, 
vómitos y dolores de cabeza), por su parte [52] intenta hacer el reconocimiento de otras seis 
actividades (caídas de personas, personas flexionadas, sentadas, en cuclillas, caminando o acostadas), 
sin embargo, [30] aumenta el número de acciones a reconocer (persona limpiando una mesa, tomando 
una bebida, soltando o agarrando un objeto, leyendo, sentándose, parándose, escribiendo, usando 
celular, cayéndose) lo que también aumenta la dificultad e imprecisión del sistema, debido a problemas 
de oclusión y la similitud entre acciones [31]. 

2.2 Métodos de Adquisición de Información  

El primer paso para reconocer una determinada actividad humana, es obtener la información para su 
posterior procesamiento, dicho proceso se puede llevar a cabo por diferentes formas; el primer método 
se basa en el uso de sensores de ambiente, como sensor de presión, sensores acústicos, sensores de 
electromiografía y demás sensores que pueden ser integrados y distribuidos alrededor de todo un 
entorno donde se requiera la identificación de diferentes actividades [53]. En [27] se da a conocer 
algunos de sus usos, por ejemplo, los sensores acústicos, son utilizados para medir e identificar los 
sonidos de las caídas, sensores de presión son utilizados para medir los cambios de peso sobre el suelo, 
sensores infrarrojos para mapear el contorno de calor del individuo, entre otros; sin embargo, el autor 
menciona que estas tecnologías suelen ser costosas y poco prácticas ya que son muchos los factores 
que pueden alterar las señales de dichos sensores.   

El segundo método también extrae información por medio de sensores, pero de tipo portables, es el 
caso de los sensores de contacto, giroscopios, acelerómetros, entre otros [54], que son ubicados en 
una parte especifica del cuerpo humano para almacenar información en forma de señales análogas que 
ayudan a identificar la actividad que está realizando el individuo. La complejidad de estos sistemas 
radica en la calibración de los dispositivos y en el hecho de que según [29] y [42], las personas mayores 
pueden olvidar usar los sensores portables y también mencionan que a la gran mayoría de personas de 
la tercer edad no les gusta usar estos sensores, ya que causan sentimientos de frustración por su uso 
en diferentes partes del cuerpo, limitando sus movimientos.  

Esta investigación profundiza el tercer método de obtención de información, el cual incorpora visión 
por ordenador, utilizando: cámaras, sensores de profundidad, técnicas de procesamiento de imágenes 
y visión artificial. Según lo reportado en  [30] y [31] las ventajas de este método, en comparación al 
método de sensores portables, radican en que no son intrusivos y puede extraer un gran volumen de 
información, como velocidad, ángulos, rotaciones, tiempo, distancias de objetos o personas ante la 
cámara,  además, este método no es afectado fácilmente por ruidos en el medio ambiente. Por su parte 
[55] destaca el avance tecnológico para extraer imágenes de video a partir de cámaras RGB (rojo, verde 
y azul) o con el uso de cámaras de profundidad que otorgan imágenes de mapas de profundidad, 
permitiendo conocer diferentes distancias de objetos o personas ante la cámara. Por lo que [53] divide 
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el método basado en visión en tres categorías; métodos usando cámaras comunes RGB, métodos 
basados en 3D que usa múltiples cámaras, y métodos basados en 3D usando cámaras de profundidad. 

Sin embargo, el método basado en visión también tiene sus limitaciones, como la falta de privacidad al 
tener una cámara en el entorno a todo momento, además de otros tipos de dificultades como el costo 
computacional, oclusiones, cambios de iluminación, posiciones de las cámaras, que son factores que 
condicionan directamente el rendimiento de los sistemas de reconocimiento de caídas [32]. 

2.3 Extracción de Características  

A pesar de que HAR ha sido un tema de continua investigación en la última década, aún existen 
diferentes aspectos que dificultan el perfecto reconocimiento de las actividades humanas en personas 
de la tercera edad. Con el método de visión por computador son fundamentales características como 
el clima, la protección de objetos u oclusión, las condiciones de luz, la similitud entre algunas 
actividades, desorden en el fondo de la imagen, problemas de privacidad y demás dificultades 
específicas que originan falsas detecciones, por lo que es fundamental estudiar los diferentes métodos 
para optimizar el reconocimiento de dichas actividades, en especial las caídas. 

Investigaciones como las reportadas en [31] [56] aseguran que el paso más importante para tener un 
reconocimiento exitoso de actividades, es el seleccionar un método de extracción de características de 
una imagen o video, por lo que se han planteado diferentes métodos para diferenciar efectivamente 
las actividades no intencionales, como caídas, de otras actividades diarias. La presente revisión de la 
literatura se realiza con base en la clasificación de métodos de extracción de características expuesta 
en [57] la cual los organiza por enfoques; características locales, características globales, 
representación basada en profundidad y se anexa un actual método basado en redes neuronales 
convolucionales. Para [58], la forma o el borde de los datos relevantes de los objetos se utilizan para 
determinar las características locales; sin embargo, la información global apunta hacia la descripción 
del flujo o movimiento de un video. 

2.3.1 Extracción de Características Globales  

Este método permite extraer descriptores globales de videos e imágenes, lo que según [57] permite 
localizar al sujeto humano y con métodos de sustracción aislarlo del fondo para adquirir su silueta y 
forma. Otros métodos de representación global son los llamados volúmenes espacio-tiempo 3D, que 
realizan seguimiento de la silueta del ser humano durante un tiempo determinado, también se expone 
el método de transformada de Fourier, quien basa su trabajo en el dominio de la frecuencia de las 
siluetas de interés para el reconocimiento de las actividades. 

Existe variedad de investigaciones que utilizan extracción de características globales para el 
reconocimiento de actividades humanas, y en especial el reconocimiento de caídas en personas 
adultas, por lo general dichas investigaciones aprovechan la silueta de los cuerpos humanos para 
alcanzar el objetivo de reconocimiento. [51][31][29][59][60] son trabajos que tienen como objetivo 
principal detectar caídas en adultos mayores y centran su estudio en la extracción de la silueta humana 
para su posterior procesamiento, donde radican las diferencias de las investigaciones. Khan & Sohn 
utilizan la silueta humana en [51], para extraer información de la persona adulta, y utilizan 
transformada R, características invariantes de escala y rotación, y kernel discriminant analysis (KDA) 
para intentar detectar caídas humanas teniendo en cuenta las diferentes distancias de las personas 
ante las cámaras; por su parte [31] y [59]  tienen diferentes factores en común; ambas técnicas detectan 
caídas de personas adultas, extraen la silueta del adulto y calculan el centro de masa de la figura 
humana, sin embargo, Yu & Yu, et al. [31] utilizan el método expuesto en [61] para extraer y delimitar 
las siluetas de las personas con Ellipse Features, y buscan las características de las estructuras de cada 



8 
 

forma de las acciones humanas para ubicar su centroide, como método de detección de caídas. 
Mientras que Yu & Naqui, et al. [59]; además, de calcular el centroide de la silueta humana, identifica 
la orientación a la que se encuentra la persona, para lo cual necesitan al menos dos cámaras 
sincronizadas para minimizar el problema de la oclusión. Finalmente [60] utiliza la silueta del ser 
humano extraída de videos o imágenes, para luego identificar histogramas de la proyección de la silueta 
segmentada y realizar análisis de los cambios temporales de la posición de la cabeza del anciano, para 
identificar una posible caída. 

Los anteriores sistemas fueron implementados en diferentes áreas de trabajo, por lo que tienen 
diferentes rendimientos, sin embargo, los lugares en los que se realizaron las investigaciones son 
entornos controlados, apartamentos pequeños con múltiples cámaras y con pocos cambios de 
iluminación, e incluso con altos costos computacionales, por ejemplo [62] utiliza variedad de cámaras 
para extraer imágenes en 3D, teniendo como objetivo detectar y analizar el volumen en el espacio 
vertical de las siluetas de las personas de tercera edad, con el fin de activar una alarma de caída cuando 
la distribución del volumen esté anormalmente cerca al piso, durante un largo periodo de tiempo, el 
método alcanzó un 99.7% de efectividad de reconocimiento, pero lo logra con el uso de 8 cámaras 
simultaneas, lo que tiene un alto costo computacional en sincronización y desempeño, convirtiéndose 
en un sistema difícil de implementar en la cotidianidad. 

Por otra parte, en [63] se realiza reconocimiento de acciones humanas en interiores y se prueba en 
diferentes entornos, con iluminación natural, existencia de diferentes sombras y diversas actividades 
diarias, lo que causa muchas fallas en el reconocimiento de las acciones, sin embargo, se basa en el uso 
de una única cámara RGB, por lo que es simple de ser implementado e implica bajo costo 
computacional. Las caídas de los adultos mayores son detectadas analizando la orientación de los 
movimientos, magnitud de los movimientos y cambios en la figura humana, además del movimiento 
en el histograma de las imágenes. El autor aconseja que en investigaciones futuras se podrían usar 
técnicas adicionales que incluyen la detección de la cabeza y la zona de inactividad. 

El flujo óptico es una técnica de extracción global que ayuda a extraer y describir siluetas en fondos con 
movimiento o dinámicos, [64] utiliza esta técnica para reconocer las actividades realizadas por 
futbolistas, tenistas y bailarinas de ballet por medio de video transmisiones. El autor propone aplicar 
esta técnica para extraer el fondo dinámico y únicamente enfocarse en las siluetas de los deportistas. 

A pesar de que los sistemas que utilizan extracción de características globales han mostrado buen 
rendimiento en entornos controlados, [57] expone que estos métodos presentan grandes dificultades 
por su sensibilidad al ruido, oclusiones y cambios en el punto de vista. Además, autores como [56] 
manifiestan que los métodos basados en siluetas y figuras carecen de solidez y generalización de la 
aplicación, ya que dependen de una extracción precisa de la silueta humana y de las diferentes 
transformaciones geométricas que pueden verse distorsionadas por la distancia y la posición del sujeto 
ante la cámara. 

2.3.2 Extracción de Características Locales  

En [57] se explica que este método de extracción de características locales se centra en parches locales 
específicos que se determinan mediante detectores de puntos de interés o muestreos densos, lo que 
quiere decir que cubre densamente el contenido de un video o imagen. El primer detector de puntos 
de interés fue el planteado por Harris & Stephens [65] que es conocido por ser un gran detector de 
esquinas, dando origen a posteriores investigaciones como la realizada por Laptev & Lindeberg [66] 
proponiendo puntos de interés de espacio-tiempo 3D (STIP) convirtiéndose en los principales 
detectores de puntos de interés y originando diferentes investigaciones, [67][68][69], que tienen como 
objetivo optimizar estas técnicas. Según [58] STIP son técnicas fundamentales para la extracción de 
puntos de interés robustos de un video o una imagen en el dominio espacio-temporal, como por 
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ejemplo un punto de esquina o un punto aislado donde la intensidad es máxima o mínima, o puntos 
finales de líneas o curvas. 

La investigación presentada en [30] centra su trabajo en la simulación de un ambiente de hogar 
inteligente con el uso de 2 cámaras y un sensor Kinect ubicado entre las cámaras, y adopta extracción 
de características locales con técnicas espacio-temporales para lo cual utilizan el algoritmo Harris3D 
como detector de características y STIP como descriptor de características, las principales dificultades 
del sistema radican en problemas de oclusión y desorden en el fondo, además de que el seguimiento 
del cuerpo humano es una tarea desafiante y propensa a errores, también causa problemas de 
reconocimiento el hecho de que el sensor Kinect puede detectar información esquelética solo para 
objetos en el rango de 1.2 a 3.5 metros. Por su parte [70] utiliza de forma diferente el detector de 
puntos de esquina de Harris y la forma del histograma de las diversas imágenes, para reconocer las 
diferentes actividades realizadas en dos sets con ambientes controlados, los resultados obtienen tasas 
de reconocimiento del 95% y 88% en el set1 y set2 respectivamente. 

Por su parte [71] pretende realizar reconocimiento de actividades humanas en línea, es decir sin 
almacenar ningún video, el sistema aprende inmediatamente las acciones en la escena y las clasifica, 
teniendo en cuenta la forma de las acciones humanas, utiliza técnicas de extracción de puntos de 
interés y a su vez analiza el histograma de la imagen para identificar las acciones realizadas, el método 
tiene una efectividad de reconocimiento de 87% en acciones no complejas. Por su parte [72] también 
obtiene tasas de reconocimiento similar, pero combinando características espacio-temporales locales 
y la construcción de un diccionario visual, proponiendo un sistema llamado supervector híbrido. 

Otra técnica se expone en [73] quien enfoca el reconocimiento de la acción mediante la codificación 
de características de gradiente espacio-temporal 3D locales dentro del marco de codificación disperso. 
Al hacerlo, cada característica espacio-temporal local se transforma en una combinación lineal de unos 
pocos "átomos" en un diccionario entrenado para detectar movimiento local y características de 
apariencia, el método proporciona aumento en la invariancia de escala, logrando reconocer algunas 
actividades básicas. 

Teniendo en cuenta las anteriores investigaciones y lo planteado por [74] la extracción de 
características locales no requiere preprocesamiento, como la segmentación de fondo o la detección 
humana, ofrecen invariancia de escala y rotación, son estables bajo los cambios de iluminación y son 
más resistentes a la oclusión en comparación con las características globales. 

En [57] se resalta el hecho de que, aunque estos detectores logran buenos resultados en HAR, tienen 
una gran deficiencia debido a que en muchas ocasiones el cálculo de los puntos de interés estables no 
es el adecuado; ya que, los puntos de interés "correctos" y "discriminativos" son difíciles de identificar. 
Por otra parte [74] también encuentra dificultades en el presente método de extracción de 
características locales, porque se ven fácilmente afectados por los cambios en la vista de la cámara, el 
movimiento de fondo y el movimiento de la cámara. 

2.3.3 Extracción de Características Basadas en Profundidad  

El desarrollo de sensores de profundidad como el Microsoft Kinect [75], han permitido tener mayor 
acceso a mapas de profundidad y posiciones de articulaciones esqueléticas en tiempo real, lo que ha 
contribuido a las investigaciones en reconocimiento de actividades humanas por medio de visión 
computacional. 

Son diversas las investigaciones, como las reportadas en [52][76][77][42][78][79][80][81], que hacen 
uso del sensor Kinect como instrumento de adquisición de información y que utilizan sus imágenes de 
profundidad para el reconocimiento de actividades humanas, la diferencia radica en las características 
que cada investigación desea extraer, por ejemplo, Ma & Wang, et al. [52] realizan una completa 
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investigación que intenta reconocer seis acciones humanas (caídas, flexiones, personas sentadas, 
personas en cuclillas, caminando y acostadas), combinando técnicas de extracción globales y locales de 
la imágenes de profundidad, analizando los cambios de la forma humana en períodos cortos de tiempo; 
por otra parte, [76] no prioriza el análisis de la forma de la silueta humana, y centra sus recursos en 
extraer de las imágenes de profundidad, la orientación del cuerpo humano y el cálculo de la altura de 
la columna vertebral de la persona monitoreada, dichos cálculos permiten establecer la distancia a la 
cual el sujeto se encuentra del suelo para determinar una posible caída, muy similar a lo planteado por 
[77] quien en vez de calcular la distancia de la columna vertebral hasta el suelo, lo hace con el centro 
de masa de la persona de tercera edad, y anexa el ángulo entre el cuerpo humano y el plano del piso, 
si estos datos son inferiores a unos umbrales específicos, entonces una caída es detectada. 

Por su parte [42] complementa el uso de imágenes de profundidad y el cálculo de la distancia del centro 
de masa humano hasta el suelo, con un sensor acelerómetro, para detectar caídas de personas de la 
tercera edad, si la aceleración supera un valor umbral significa que la persona se encuentra en 
movimiento y en ese momento empieza a trabajar el sensor de profundidad que extrae la información 
del adulto mayor para detectar una caída. [78] es otra investigación que se basa en la velocidad de la 
persona y en la posición del sujeto visualizado por medio del sensor Kinect; ya que, si se detecta una 
alta velocidad en un corto tiempo, se asume que una caída ha ocurrido lo cual se confirma o se descarta 
analizando la posición del cuerpo, el sistema tiene una precisión promedio de 93.94%. 

En otra investigación, [79], los autores detectan la caída de la persona mayor, utilizando el sensor Kinect 
para extraer la imagen 3D del entorno, con el fin de realizar un cuadro delimitador 3D que rodea a la 
persona de tercera edad. Cuando el cuadro delimitador tiene cambios en su ancho, alto o profundidad 
se analiza a qué velocidad ocurrió dicho cambio, si esa velocidad es más alta que un determinado 
umbral se considera como una caída. Por su parte [80] usa imágenes de profundidad para extraer 
información como movimiento del torso humano, las posiciones 3D de la articulación central de la 
cadera y la articulación central del hombro, además de la altura del centroide de la persona; se puede 
identificar una caída cuando las tasas de las anteriores características alcanzan valores umbrales. Este 
método es robusto, pero usar únicamente el sensor Kinect, hace que el sistema sea dependiente de la 
distancia a la que el sensor trabaja. 

A diferencia de las anteriores investigaciones, en [81] no calcula distancias hasta el suelo de ninguna 
parte del cuerpo humano, en su lugar, combina la extracción de algunas características globales con 
datos de profundidad para reconocer continuamente las actividades diarias de los ancianos, se utiliza 
la transformación R para extraer siluetas de profundidad de partes del cuerpo de las personas mayores 
y posteriormente usar modelos ocultos de Markov para entrenar y reconocer las actividades diarias del 
hogar. Los resultados demostraron una tasa de reconocimiento promedio de 96.55%. 

Según [52] una gran ventaja al usar sensores como Kinect es que la iluminación no es un problema a la 
hora de extraer siluetas debido a que el sensor trabaja con luz infrarroja, por lo que también es capaz 
de reconocer siluetas humanas en la oscuridad, otra gran ventaja que tiene el sensor Kinect es que 
también permite extraer la información del esqueleto humano, [82], para reconocer las acciones 
humanas, en la actualidad esta técnica tiene una alta aplicación en diferentes investigaciones 
[83][84][85][86]; sin embargo, su gran dificultad es la oclusión, ya que el reconocimiento se puede ver 
afectado si el cuerpo humano es ocluido por cualquier objeto, afectando el reconocimiento de 
diferentes actividades, por lo que investigaciones como [87][88][89] fusionan características espacio-
temporales con cámaras RGB y datos de profundidad, para intentar reducir el problema de oclusión. 
Por supuesto, la fusión de datos ocasiona el procesamiento de volúmenes de datos más grandes, lo 
que aumenta las dimensiones de las características, por ende, estos factores aumentan la complejidad 
computacional del algoritmo de reconocimiento de acciones. 
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2.4 Redes Neuronales Convolucionales (CNN) 

Las redes neuronales convolucionales (CNN, Convolutional Neural Networks) son un tipo de inteligencia 
artificial que se especializa en el procesamiento de pixeles y la extracción de características y patrones 
a partir de imágenes proporcionadas. La capa de entrada es la que contiene los valores de los pixeles 
de una determinada imagen, por ejemplo, si a la entrada de una CNN, se tiene una imagen de 30 pixeles 
de alto, por 30 pixeles de ancho, equivale a 900 neuronas a la entrada de la red (suponiendo que la 
imagen es a blanco y negro, si la imagen fuese a color, las neuronas de la entrada serian 30x30x3 (RGB)). 

Una de las primeras arquitecturas convolucionales fue LeNet-5 [90], esta red fue utilizada por los 
bancos para identificar números escritos a mano en los cheques. En la actualidad existen nuevas 
estructuras de CNN, las principales diferencias están en el número de capas, funciones de activación y 
se cuenta con mejores hardware para lograr un mayor éxito en el entrenamiento cuando se trabaja con 
redes profundas y con grandes conjuntos de datos. 

Un factor que causó el aumento en el uso de redes neuronales convolucionales fue la competencia 
anual ImageNet [ILSVRC] [91] (Desafío de reconocimiento visual a gran escala de ImageNet), la 
competencia utiliza el conjunto de datos ImageNet [92], las redes neuronales convolucionales han sido 
ganadores constantes de este concurso desde 2012 hasta 2017, las diferencias arquitectónicas entre 
los ganadores son bastante pequeñas, por eso se puede definir una estructura general. La estructura 
típica de una red neuronal convolucional está compuesta por capa de Entrada, capa de Convolución, 
capa de Pooling y capa Fully Conected [93]. 

El presente estado del arte destaca que en los últimos años ha tenido una creciente importancia e 
impacto el uso de redes neuronales convolucionales en el reconocimiento de actividades humanas, su 
clasificación y su optimización, por lo que diferentes autores adoptaron su uso como método de 
reconocimiento. Por ejemplo [94], aplica una red neuronal convolucional de retroalimentación de flujo 
óptico a la transmisión de video, que incorpora histogramas de estadísticas de puntos, el límite del 
objeto de movimiento, y el límite del sujeto para detectar caídas; además, [95] propone un modelo 
novedoso de esqueletos dinámicos llamado Redes Convolucionales de Gráficos Espaciales-Temporales, 
éste aprende automáticamente los patrones espaciales y temporales de los datos, lo que permite 
mayor capacidad de generalización, [96] también basa su investigación en el mapa del esqueleto 
humano para la predicción de caídas humanas, apoyando su investigación en la herramienta OPENPOSE 
para obtener el mapa óseo y convertirlo en conjunto de datos para posteriormente alimentar la red 
CNN. Otras investigaciones se basan en el movimiento de las personas para usar la red neuronal, [97] 
extrae la trayectoria que se presenta en un determinado escenario, tratando de reconocer y clasificar 
diferentes actividades, mientras en [98] utilizan imágenes de flujo óptico como entrada de las redes 
neuronales seguidas de una fase de entrenamiento para detectar caídas, similar a lo planteado por [99] 
quien también incorpora flujo óptico a una red neuronal convolucional, con el objetivo de que esta no 
solo aprenda información estática. Por otra parte, las CNN también han abordado investigaciones que 
incorporan mapas de profundidad extraídos de Kinect para el reconocimiento de caídas [100] [101], 
Adhikari. Et al. [101] concluye que combinar la sustracción de fondo de imágenes RGB e imágenes con 
profundidad con CNN brinda una solución posible para monitorear caídas basadas en video de 
interiores. 

Por otro lado en [102] se implementa una red neuronal convolucional tridimensional (3D CNN), en la 
que se extraen las características espaciales de las imágenes 2D, y se incorpora la información del 
movimiento del video para detectar una caída, ayudando a disminuir los fallos de reconocimiento 
ocurridos por el ruido de la imagen, la variación de la iluminación y la oclusión. Por su parte [103] 
también incorpora 3D CNN, pero además oculta las regiones faciales ópticamente percibibles en la fase 
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de captura de video, contribuyendo a la protección de la privacidad al usar cámaras de vigilancia. Otra 
red neuronal convolucional con características propias es implementada en [104], su autor crea una 
CNN multi-stream que es una CNN con múltiples flujos, es decir construye cuatro redes neuronales 
convolucionales, las cuales son alimentadas con las mismas imágenes, pero extrayéndoles diferentes 
características (color, textura, profundidad, forma, movimiento), al final concatena las cuatro CNN para 
obtener una única clasificación de actividades y poder reconocer caídas. 

Un método diferente de aplicación de redes neuronales convolucionales para el reconocimiento de 
caídas es planteado en [105], en el que se realiza extracción de características a imágenes de caídas de 
personas, y se anexa una CNN que es utilizada únicamente para reconocimiento facial, ya que el autor 
manifiesta que la expresión humana en el momento de una caída es altamente diferenciable con el uso 
de estas redes. 

Un gran inconveniente que se tiene al trabajar con redes neuronales convolucionales es que se necesita 
una gran cantidad de datos para su entrenamiento, de ahí que algunos autores [106][107][108] 
incorporen en sus estructuras de red, diferentes redes con arquitecturas pre-entrenadas o se basen en 
ellas, como es el caso de las arquitecturas AlexNet  [109], VGG16 [109] o ResNet [110]. 

Según [111] a pesar de que las aplicaciones de las CNN en el reconocimiento de actividades son 
exitosas, se encuentran en entornos muy restringidos y manifiesta que ninguna de estas redes es 
flexible para funcionar bien fuera de su dominio. Precisamente [112] y [113] son investigaciones que 
se han preocupado por el funcionamiento de los algoritmos de detección de actividades humanas 
teniendo en cuenta caídas reales, trabajando con extracción de características locales/globales y 
extracción de características por medio de CNN respectivamente. Dando a conocer que la gran mayoría 
de investigaciones que se centran en el reconocimiento de actividades humanas usan breves 
segmentos de datos de video capturados en entornos artificiales, condiciones óptimas y con caídas 
simuladas por actores. Por lo que Debard & Mertens, et al. [112] seleccionó algoritmos que presentan 
buen porcentaje de reconocimiento de actividades cuando han sido utilizados con bases de datos 
realizadas en escenarios controlados y actuados, y los utiliza para implementarlos en entornos reales, 
con caídas reales de personas adultas, concluyendo que no presentan la misma eficiencia, ya que en su 
elaboración no se tuvo en cuenta calidad de la imagen, problemas de sobreexposición, oclusiones y 
cambios en las condiciones de iluminación. Lo que demuestra que aún no se cumplen todas las 
especificaciones para que un sistema sea robusto en situaciones del mundo real. 

2.4.1 You only look once (YOLO) 

YOLO es un algoritmo que detecta objetos en imágenes, otorgando un cuadro delimitador con la 
respectiva predicción del objeto enmarcado (ver Figura 1), replanteando la detección de objetos como 
un único problema de regresión, directamente desde los píxeles de la imagen hasta las coordenadas 
del cuadro delimitador y las probabilidades de clase, siendo su principal característica que solo mira 
una vez (YOLO) una imagen para predecir qué objetos están presentes y dónde están. 
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Figura 1 Cuadro delimitador y predicción otorgado por YOLO. 

Fuente: Tomado de [114] 

 

En su primera versión [114] YOLOV1 implemento una red neuronal convolucional, cuyas capas iniciales 
extraen características de la imagen, mientras que las capas totalmente conectadas predicen las 
probabilidades de salida y las coordenadas. La arquitectura de red consta de 24 capas convolucionales 
seguidas de 2 capas totalmente conectadas., utilizando filtros convolucionales de 3x3 y maxpool de 2x2 
(ver Figura 2). 

 

 

Figura 2. Estructura YOLOV1. 

Fuente: Tomado de [114] 
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Además, utiliza una función de activación lineal rectificada (ReLu) con fugas, la cual se expresa de la 
siguiente forma:  

𝑓(𝑥) =  {
𝑥,     𝑠𝑖 𝑥 > 0

𝑦
0.1 ∗ 𝑥     𝑜𝑡𝑟𝑜 𝑐𝑎𝑠𝑜

                      (1) 

 

YOLO divide la imagen de entrada en una cuadrícula de tamaño S × S, si el centro de un objeto cae en 
una celda de cuadrícula, esa celda de cuadrícula es responsable de detectar ese objeto. Cada celda de 
la cuadrícula predice B cajas delimitadoras y las puntuaciones de confianza de esas cajas, que reflejan 
la confianza que tiene el modelo en que la caja contiene un objeto y también la precisión con la que 
cree que la caja predice, si la caja no contiene objeto la puntuación de confianza debe ser cero, de lo 
contrario la confianza será la intersección sobre la unión (intersection over unión, IOU) entre el cuadro 
predicho y el verdadero, entonces YOLO define confianza como: 

 

𝐶𝑜𝑛𝑓𝑖𝑎𝑛𝑧𝑎 = Pr(𝑂𝑏𝑗𝑒𝑡𝑜) ∗ 𝐼𝑂𝑈𝑝𝑟𝑒𝑑
𝑡𝑟𝑢𝑡ℎ                      (2) 

 

Entonces cada cuadro delimitador consta de 5 predicciones: x, y, w, h y confianza. Donde las 
coordenadas (x,y) representan el centro de la caja en relación con los límites y (w,h) representan ancho 
y alto de la caja respectivamente. Cada celda de la cuadrícula también predice C probabilidades de clase 
con respecto al objeto detectado, Pr(Class|Objeto). Estas probabilidades están condicionadas a que la 
celda de la cuadrícula contenga un objeto.  

Al probar las predicciones del algoritmo, se multiplican las probabilidades de clase y de confianza: 

 

Pr(𝐶𝑙𝑎𝑠𝑠|𝑂𝑏𝑗𝑒𝑡𝑜) ∗ Pr(𝑂𝑏𝑗𝑒𝑡𝑜) ∗ 𝐼𝑂𝑈𝑝𝑟𝑒𝑑
𝑡𝑟𝑢𝑡ℎ               (3) 

 

lo que otorga una puntuación de confianza específica de la clase para cada casilla, codificando tanto la 
probabilidad de predicción de una clase como qué tan bien el cuadro predicho se ajusta al objeto. La 
Figura 3 describe, como YOLO Divide la imagen en una cuadrícula S × S y para cada celda de la cuadrícula 
predice cuadros delimitadores B, confianza para esos cuadros y probabilidades de clase C. Para 
finalmente realizar la predicción de los objetos en la imagen.   
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Figura 3. Proceso detección YOLO. 

Fuente: Tomado de [114] 

Por otra parte, el entrenamiento de YOLO, se realizó con el conjunto de datos ImageNet [92] que 
contiene 1000 clases diferentes, el entrenamiento duró aproximadamente una semana consiguiendo 
una precisión del 88%. Dicho entrenamiento se basa específicamente en regresión, optimizando el 
error de suma cuadrática la salida del modelo. Sin embargo, esta versión posee fuertes restricciones, si 
bien puede identificar rápidamente objetos en imágenes, tiene dificultades para localizar con precisión 
algunos objetos, especialmente los pequeños.  

Por lo cual surgen nuevas versiones, como YOLOV2 o también llamado YOLO9000 [115] ya que es capaz 
de detectar más de 9000 clases y mantener su velocidad en tiempo real, además sus autores utilizaron 
pre-entrenamiento y el set de datos COCO dataset e ImageNet, para detección y clasificación 
respectivamente. El entrenamiento de la red se realizó con diferentes resoluciones (desde 320x320 
pixeles, hasta 608x608 pixeles), por lo que a la entrada puede tener diferentes resoluciones de 
imágenes, contribuyendo, además, a la detección de objetos pequeños (ver Figura 4), concluyendo que 
a menor resolución YOLO v2 trabaja más rápido en comparación con imágenes de alta resolución. 
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Figura 4. Detección YOLO9000. 

Fuente: Tomado de [115] 

Sus capas convolucionales, están basadas en la red pre-entrenada GoogleNet, la cual es una red 
neuronal para clasificación de imágenes, y que en comparación con otras arquitecturas como VGG-16 
trabaja más rápido.  

En el año 2018, Redmon & Farhadi [116] presentaron YOLOV3, considerada la mejor versión por sus 
avances precisión y velocidad, pudiendo ser utilizada en aplicaciones en tiempo real.   

Contiene una de 53 capas de convolución y otras 53 capas adicionales dedicadas a la detección, por lo 
que mejoró la detección de objetos pequeños, la capacidad de detectar imágenes con diferentes 
aspectos, radios y escalas.  

Para el año 2020, se publicó YOLOV4 [117], mostró una notable mejora en su desempeño, tanto en 
velocidad como en precisión, además se anexo “Data Augmentation” o aumento de datos, es la 
interpretación de la misma información desde diferentes puntos de vista, se basa en modificaciones 
pixel por pixel de las imágenes de entrenamiento, cambios de color, textura, parches negros o blancos, 
cortes y demás modificaciones sobre la imagen que ayudan al algoritmo a aumentar su precisión y 
flexibilidad, pero sin afectar su rendimiento en términos de velocidad. Este cambio de entrenamiento 
los autores lo denominan “Bag of freebies”, bolsa de regalos en español, pues implica un aumento en 
el costo de entrenamiento, pero aumentando la precisión sin costos en hardware, de forma que 
obtenemos un mejor desempeño [118]. A partir de la fecha se han publicado (en repositorios) 
diferentes versiones YOLO V5 (2020), YOLOV6(2022), YOLOV7(2022). 
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2.4.1.1 Deep Sort Tracking 

Cuando en una imagen se realiza una detección de un objeto, en el siguiente frame se tiene que hacer 
una siguiente detección, así que en (n) imágenes pueden ser necesarias (n) detecciones. Deep Sort 
Tracking [119] evita este proceso, realiza una detección del objeto y a partir de ahí intenta seguirlo en 
los siguientes frames, por lo que es un método de seguimiento en línea en tiempo real.  Este algoritmo 
agrega información de apariencia de los cuadros delimitadores, para ser robusto ante oclusiones, el 
mismo objetivo puede coincidir con la trayectoria anterior después de una oclusión prolongada o una 
detección perdida, lo que mejora el efecto del seguimiento. 

En la Figura 5 se puede apreciar un ejemplo del algoritmo, en la imagen de la izquierda, se ha detectado 
a los sujetos 180, 129, 159, 165 y 137, un par de frames después, se muestra la imagen de la derecha, 
note que las detecciones tienen los mismos numerales, es decir no se realizó nuevas detecciones, si no, 
por el contrario, se realizó un seguimiento de la detección inicial.  

 

 

Figura 5. Seguimiento con Deep Sort. 

Fuente: Tomado de [119] 

En el método Deep Sort, primero predice la siguiente ubicación de cada trayectoria, y luego la distancia 
entre el nuevo cuadro delimitador y la ubicación predicha, este proceso se calcula mediante:  

 

𝑑(1)(𝑖, 𝑗) = (𝑑𝑗 − 𝑦𝑖)𝑇 𝑆𝑖
−1(𝑑𝑗 − 𝑦𝑖)                      (4) 

 

donde se denota la proyección de la i-ésima distribución de pistas en el espacio de medición por (𝑦𝑖 , 
𝑠𝑖) y la j-ésima detección del cuadro delimitador por 𝑑𝑗 .  𝑦 y 𝑆 representan la matriz de covarianza 𝑆 
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de la media 𝑦 y 𝑑 como el vector variable. Luego se calcula la distancia entre el nuevo cuadro 
delimitador y el predicho (distancia de Mahalanobis), la cual tiene en cuenta la incertidumbre de la 
estimación del estado al medir cuántas desviaciones estándar se encuentra la detección de la ubicación 
media de la pista.  

Después de calcular la distancia de Mahalanobis, se emplea una amplia red residual con dos capas 
convolucionales seguidas de seis bloques para calcular la información de apariencia de cada cuadro 
delimitador. Para hacer que el objeto aún se pueda rastrear después de un largo período de oclusión. 

2.4.1.2 Atención visual guiada LSTM 

Para abordar la tarea de detección de caídas en escenas concurridas, los mecanismos de atención son 
importantes tanto espacial como temporalmente. Por lo tanto, se introduce un LSTM (Long short-term 
memory) guiado por la atención para resolver el problema de predicción de los cuadros delimitadores 
rastreados que utiliza un modelo de atención visual para agrupar dinámicamente las características 
convolucionales capturando las regiones más importantes. Además, LSTM puede preservar la memoria 
temporal e incorporar la atención temporal. 

Por su parte una red neuronal recurrente LSTM tiene como objetivo aprender dependencias a largo 
plazo; es decir, aprender las dependencias de valores futuros de una secuencia en función a los valores 
anteriores, por lo que están diseñadas para recordar información durante largos períodos de tiempo 
[120]. 

Todas las redes neuronales recurrentes tienen la forma de una cadena de módulos repetidos de red 
neuronal. Los LSTM también tienen una estructura similar a una cadena, pero en lugar de tener una 
sola capa de red neuronal, hay cuatro que interactúan constantemente (ver Figura 6).  

 

 

Figura 6. Estructura de una red LSTM. 

Fuente: Tomado de [120] 

 

La red LSTM modifica el estado de la celda al añadir o quitar información del estado de la celda anterior 
𝐶𝑡−1 para producir un nuevo estado 𝐶𝑡+1. El primer paso en una LSTM consiste en decidir qué 
información va a permanecer en el estado de la celda. Este procedimiento se realiza con una capa de 
activación, la cual toma la salida ℎ𝑡−1 y la entrada 𝑋𝑡 , y representa con valores en el intervalo [0,1] la 
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necesidad de información (un valor más cercano a uno es más necesario que uno cercano a cero) para 
cada valor del estado 𝐶𝑡−1. Matemáticamente, este procedimiento se detalla en la ecuación (5), donde 
𝑊𝑓  representa la matriz de pesos y 𝑏𝑓 el bias para el “forget gate” [120]. 

 

𝑓𝑡 =  𝜎(𝑊𝑓 ∗ [𝑋𝑡,ℎ𝑡 − 1] + 𝑏𝑓)                           (5) 

 

El siguiente paso es decidir qué información retener en el estado de la celda. Para esto se utilizan dos 
capas, una sigmoide con la que se decide qué valores se actualizarán y una tangente hiperbólica que 
creará un nuevo vector de valores candidatos a ser añadidos al estado de la celda (ecuaciones (6) y (7)). 
Estos dos valores serán combinados más adelante para la actualización del estado de la celda [120].  

𝑖𝑡 =  𝜎(𝑊𝑖 ∗ [𝑋𝑡,ℎ𝑡 − 1] +  𝑏𝑖)                           (6) 

𝐶�̃� =  𝑡𝑎𝑛ℎ(𝑊𝑐 ∗ [𝑋𝑡,ℎ𝑡 − 1] +  𝑏𝑐)                           (7) 

 

Al terminar estos cálculos, el nuevo estado 𝐶𝑡 se obtiene al multiplicar 𝐶𝑡−1 por 𝑓𝑡, olvidando la 
información innecesaria y añadiendo la nueva información al multiplicar 𝑖𝑡 por la matriz de candidatos 
α (ecuación (8)). Estos candidatos son escalados por 𝑖𝑡 , ya que este representa cuánto se decidió 
actualizar cada valor del estado anterior 

𝐶𝑡 =  𝑓𝑡 ∗ 𝐶𝑡−1 + 𝑖𝑡 ∗ 𝐶�̃�                          (8) 

 

Finalmente, se necesita calcular la salida. Esta se debe basar en el estado actual, pero no toda la 
información es parte de la salida. Para realizar este filtrado, se aplica una capa sigmoidal para decidir 
qué valores del estado actual formarán parte de la salida. Luego, se aplica una tangente hiperbólica 
(para tener valores entre –1 y 1) y se multiplica estos valores por la activación de la capa sigmoidal para 
solo tener como output los valores seleccionados (ecuaciones (9) y (10)) [120]. 

𝑜𝑡 = tanh(𝑊𝑜 ∗ [𝑋𝑡 , ℎ𝑡 − 1] + 𝑏𝑜 )                    (9) 

ℎ𝑡 =  𝑜𝑡 ∗ tanh (ℎ𝑡)                                (10) 

 

2.4.2 OpenPose 

Es un algoritmo que permite obtener una visualización detallada de las personas en imágenes y vídeos: 
estimando la pose humana en 2D (ver Figura 7). La estimación humana se ha centrado en gran medida 
en la búsqueda de partes del cuerpo de los individuos. Inferir la postura de varias personas en imágenes 
presenta un conjunto único de desafíos. En primer lugar, cada imagen puede contener un número 
desconocido de personas que pueden aparecer en cualquier posición o escala. En segundo lugar, las 
interacciones entre las personas inducen interferencias espaciales complejas, debidas al contacto, la 
oclusión o las articulaciones de las extremidades, lo que dificulta la asociación de las partes. En tercer 
lugar, la complejidad del tiempo de ejecución tiende a crecer con el número de personas en la imagen, 
lo que hace que el rendimiento en tiempo real sea un reto [121]. 
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Figura 7. Pose humana con OpenPose. 

Fuente: Tomado de [121] 

OpenPose reconoce diferentes puntos específicos de la silueta humana, que al interconectarse pueden 
describir la pose de un individuo, y también de todos los individuos a su alrededor como muestra la 
Figura 8, siendo el primer algoritmo con la capacidad de detectar conjuntamente un total de 135 puntos 
clave en el cuerpo humano, pies, manos y puntos faciales en imágenes individuales. Teniendo 
diferentes aplicaciones en el área de reconocimiento de actividades, robótica, seguimiento humano, 
aplicaciones médicas, o en la industria de los videojuegos. 

 

 

Figura 8. OpenPose con diversos individuos. 

Fuente: Tomado de [121] 

OpenPose presenta varias dificultades para predecir con éxito la estructura humana ya que cada 
imagen puede contener un número desconocido de personas que pueden aparecer en cualquier 
posición o escala. Además, las interacciones entre las personas inducen una interferencia espacial 
compleja, debido al contacto, la oclusión o las articulaciones de las extremidades, lo que dificulta la 
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asociación de las partes. También hay que tener en cuenta que la complejidad del tiempo de ejecución 
del algoritmo tiende a crecer con el número de personas. 

OpenPose presenta un método eficiente para la estimación de poses utilizando la primera 
representación ascendente de puntajes de asociación a través de campos de afinidad de piezas (Part 
Affinity Fields, PAF), un conjunto de campos vectoriales 2D que codifican la ubicación y orientación de 
las extremidades en el dominio de la imagen. La Figura 9 muestra campos de afinidad de piezas (PAF) 
correspondientes a la extremidad que conecta el codo y la muñeca derecha. El color codifica la 
orientación, un vector 2D en cada píxel de cada PAF codifica la posición y orientación de las 
extremidades. 

 

 

Figura 9. Campos de afinidad de piezas (PAF). 

Fuente: Tomado de [121] 

El sistema toma como entrada una imagen a color de tamaño 𝑤 ∗ ℎ (Figura 10.a), luego se predice un 
conjunto de mapas de confianza (𝑆)  que ubica partes del cuerpo humano (Figura 10.b), además de un 
conjunto de campos vectoriales (𝐿)  llamados PAF, cuya misión es codificar el grado de asociación entre 
las partes del cuerpo (Figura 10.c), produciendo las ubicaciones 2D de puntos anatómicos específicos 
para las personas de la imagen (Figura 10.e). 

 

 

Figura 10. Proceso OpenPose. 

Fuente: Tomado de [121] 

El conjunto 𝑆 = (𝑆1,𝑆2,𝑆3, … … … 𝑆𝐽)  tiene 𝐽 mapas de confianza, uno por cada parte del cuerpo. El 

conjunto 𝐿 = (𝐿1,𝐿2,𝐿3, … … … 𝐿𝐶)  tiene 𝐶 campos de vectores, uno por cada extremidad, entendiendo 

que una extremidad es un par de partes del cuerpo. La Figura 9 es un ejemplo de un vector 𝐿𝐶. 
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Finalmente, los mapas de confianza y los PAF se analizan para generar los puntos clave 2D para todas 
las personas en la imagen. 

Por su parte OpenPose, basa su estructura en una arquitectura de predicción iterativa (ver Figura 11), 
es decir cuenta con múltiples capas de redes neuronales convolucionales, el primer conjunto de etapas 
predice PAFs (𝐿𝑡), mientras que el último conjunto predice mapas de confianza (𝑆𝑡). Las predicciones 
de cada etapa y sus características de imagen correspondientes se concatenan para cada etapa 
posterior. Utilizando convoluciones de kernel de tamaño 3 su extremo. 

 

Figura 11. Estructura OpenPose. 

Fuente: Tomado de [121] 

El total de la estructura se compone de tres redes neuronales, la primera analiza la imagen entrante 
por medio de una red pre-entrenada VGG-19 que genera un conjunto de mapas de características (F), 
que se ingresan a la siguiente CNN (Etapa1), red que produce un conjunto de campos de afinidad parcial 
(PAF), 𝐿1 = 𝜙1(𝐹) donde 𝜙1 se refiere a la inferencia de la primer etapa de CNN, en cada etapa 
subsiguiente, las predicciones de la etapa anterior y las características F de la imagen original se 
concatenan y se utilizan para producir predicciones refinadas: 

 

𝐿𝑡 = 𝜙𝑡(𝐹, 𝐿𝑡−1), ∀2 ≤ 𝑡 ≤ 𝑇𝑃                         (11) 

 

Donde 𝜙𝑡se refiere a las CNN para la inferencia en la etapa t, 𝑇𝑃 es el numero total de etapas PAF. 
Después de terminar con 𝑇𝑃 iteraciones el proceso se repite para la detección de mapas de confianza, 
comenzando en la predicción de PAF más actualizada: 

 

𝑆𝑇𝑃 = 𝜌𝑡(𝐹, 𝐿𝑇𝑃), ∀𝑡 = 𝑇𝑃                           (12) 

𝑆𝑡 = 𝜌𝑡(𝐹, 𝐿𝑇𝑃 , 𝑆𝑡−1), ∀𝑇𝑃 < 𝑡 ≤  𝑇𝑃 + 𝑇𝑐                          (13) 

 

Donde 𝜌𝑡 se refiere a las CNN para la inferencia en la Etapa t, y 𝑇𝑐 al número de etapas del mapa de 
confianza total. 
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Para guiar a la red a predecir iterativamente PAF de partes del cuerpo en la primera rama y mapas de 
confianza en la segunda rama, se aplica una función de pérdida al final de cada etapa. Se calcula una 
pérdida 𝐿2 entre las predicciones estimadas y los mapas y campos de verdad. La función de pérdida de 
la rama PAF en la etapa 𝑡𝑖 y la función de pérdida de la rama del mapa de confianza en la etapa 𝑡𝑘 son: 

 

𝑓𝐿
𝑡𝑖 =  ∑ ∑  𝑊(𝑝) ∗ ||𝐿𝐶

𝑡𝑖(𝑝) − 𝐿𝐶
∗ (𝑝)||2

2
𝑃

𝐶
𝐶=1                 (14) 

𝑓𝑆
𝑡𝑘 =  ∑ ∑  𝑊(𝑝) ∗ ||𝑆𝑗

𝑡𝑘(𝑝) − 𝑆𝑗
∗(𝑝)||2

2
𝑃

𝐽
𝑗=1                (15) 

 

Donde 𝐿𝑐 es la predicción correcta de PAF, 𝑆𝑗 es el mapa de confianza de la predicción correcta y W es 

una máscara binaria con W(p) = 0 cuando falta la anotación en el píxel p. La máscara se utiliza para no 
penalizar los verdaderos pronósticos positivos durante el entrenamiento. Finalmente, la función 
perdida está dada por: 

𝑓 = ∑ 𝑓𝐿
𝑡𝑇𝑃

𝑡=1 + ∑ 𝑓𝑆
𝑡𝑇𝑃+𝑇𝑐

𝑡=𝑇𝑃+1                    (16) 

 

Posteriormente OpenPose genera mapas de confianza 𝑆𝑗,𝑘
∗  individualmente, es decir para cada parte 

del cuerpo (j) en cada persona (k) que aparezca en la imagen, donde 𝑥𝑗,𝑘 es la posición verdadera de la 

parte del cuerpo j para la persona k. El valor en la ubicación (p) en 𝑆𝑗,𝑘
∗ , está dado por: 

 

𝑆𝑗,𝑘
∗ (𝑝) =  𝑒

(−
||𝑝−𝑥𝑗,𝑘||2

2

𝜎2 )
              (17) 

 

Donde 𝞂 controla la propagación de la función exponencial. El mapa de confianza predicho por la red 
es una agregación de los mapas de confianza individuales a través de un operador máximo, 

 

𝑆𝑗
∗(𝑝) = 𝑚𝑎𝑥𝑘 ∗  𝑆𝑗,𝑘

∗ (𝑝)                (18) 

 

Entonces, al considerar la Figura 12 que muestra una sola extremidad, se obtienen los puntos 𝑥𝑗1,𝑘  y 

𝑥𝑗2,𝑘  que pertenecen a un miembro (c) de una persona (k). Si un punto (p) se encuentra en la 

extremidad, el valor en 𝐿𝑐,𝑘
∗ (𝑝) es un vector unitario que apunta de j1 a j2; para todos los demás puntos, 

el vector tiene valor cero. V es el vector unitario en la dirección de la extremidad. De esta forma se une 
puntos que pertenecen a una misma extremidad.  
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Figura 12. Formación de una extremidad con OpenPose. 

Fuente: Tomado de [121] 

El algoritmo ordena todas las conexiones posibles por pares según su puntuación PAF. Si una conexión 
intenta conectar 2 partes del cuerpo que ya han sido asignadas a diferentes personas, el algoritmo 
reconoce que esto contradiría una conexión PAF con mayor confianza, y posteriormente se ignora la 
conexión actual. De esta forma se consigue el mapa estructural de la silueta humana por medio de 
OpenPose.  

2.5 Google Colaboratory  

Google Colaboratory [122], también conocido como "Colab", es un producto de Google que permite 
programar y ejecutar código Python en un navegador por medio de un entorno interactivo denominado 
cuaderno de Colab que permite escribir y ejecutar código y que cuenta con ciertas ventajas, por 
ejemplo, no requiere de compleja instalación, no requiere de configuración, facilita el acceso a GPUs 
de forma gratuita y facilita compartir archivos.   

Colab fue creado especialmente para ciencia de datos y aplicaciones de inteligencia artificial. Con Colab 
se puede importar conjuntos de datos de imágenes, entrenar un clasificador de imágenes y evaluar el 
modelo. Los cuadernos de Colab ejecutan código en los servidores en la nube de Google, lo que permite 
aprovechar la potencia del hardware de Google, incluidas las GPU y TPU, independientemente de la 
potencia del equipo que se esté usando.  

2.6 Bases de Datos  

A partir de los aportes realizados al desarrollo de sistemas de extracción de características desde 
diferentes perspectivas y a la continua evolución que tienen las redes neuronales convolucionales, se 
deja dilucidar la necesidad de comparar y analizar, cuál es su eficiencia en el desarrollo y 
funcionamiento de sistemas de reconocimiento de caídas en entornos poco controlados. Para tal 
objetivo es importante aclarar que se utilizan bases de datos de acceso público (URFD [42], Le2i [43], 
CMDFALL [44], FALL-UP [45], MCF [46], UCF101 [47]) para entrenar y optimizar los algoritmos de 
detección de caídas. Pero se evalúa el desempeño de algoritmos de detección de caídas en entornos 
que presenten cambios en iluminación, movimiento de la cámara, oclusiones y cambios de posición, 
con una base de datos propia (CAUCAFall [49]), que respete los estándares de las bases de datos 
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públicas. En la Tabla2 se especifica las principales características de las bases de datos de las que esta 
investigación hace uso. Lo anterior, como un siguiente paso que permita abordar sistemas de detección 
de caídas con un mejor rendimiento. 

Tabla 2. Bases de datos que contienen caídas humanas. 

Fuente: El autor 

Partiendo del anterior análisis y de la metodología explicada en la próxima sección del documento, la 
presente investigación propone la comparación de tres algoritmos ([123][124][125]) usados para el 

Base de 
datos 

Videos Datos que 
otorga 

Ambiente Población Tipos de caídas 

URFD [42] 70 videos, 30 
caídas y 40 
actividades 
cotidianas. 

Imágenes RGB, 
imágenes de 
Profundidad y 
señales de 
acelerómetro. 

Interiores. Personas 
adultas. 

Caídas de 
personas 
estando de pie y 
sentadas en 
sillas. 

LE2I [43] 191 videos, 
entre caídas 
y actividades 
cotidianas. 

Imágenes RGB. Interiores.  Personas 
adultas. 

Caídas al 
caminar, con 
tropiezos y 
caídas desde 
sillas. 

CMDFALL  
[44] 

600 videos, 
con 20 
acciones 
humanas, 
entre ellas 
caídas. 

Imágenes RGB, 
imágenes de 
Profundidad y 
señales de 
acelerómetro. 

Interiores con 
simulación 
hogareña. 

30 hombres 
y 20 mujeres, 
entre los 21 
y 40 años de 
edad. 

Diferentes 
caídas, hacia 
atrás, hacia 
adelante, hacia 
la izquierda y 
hacia la derecha. 

FALL-UP 
[45] 

361 videos, 
entre caídas 
y actividades 
cotidianas. 

Imágenes RGB, 
señales del 
Acelerómetro y 
de diferentes 
sensores. 

Interiores. 17 personas 
adultas, 
entre los 18 
y 24 años de 
edad. 

Diferentes 
caídas. 

Multiple 
Cameras 
Fall 
Dataset 
[46] 

192 videos, 
entre caídas 
y actividades 
cotidianas. 

Imágenes RGB. Interiores.  Personas 
adultas. 

Caída hacia 
Adelante, hacia 
Atrás, al 
Sentarse y 
caídas por 
pérdida de 
equilibrio. 

UCF101 
[47] 

13.000 clips, 
27 horas de 
datos de 
video con 
101 acciones 
humanas. 

Imágenes RGB. Ambientes 
controlados, 
con movimiento 
en las cámaras y 
desorden en el 
fondo. 

Personas 
adultas. 

Diferentes 
caídas. 
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reconocimiento de caídas humanas y que utilizan como método principal la visión computacional, 
evaluando su rendimiento en bases de datos públicas utilizadas entre la comunidad investigadora de 
caídas humanas y en una base de datos creada por los autores (CAUCAFall [49]), que intencionalmente 
tiene un entorno realista, con diferentes oclusiones, cambios de iluminación (natural, artificial y 
nocturna), diferentes ángulos de caída, diferentes texturas en el suelo y habitación, diferente ropa de 
los individuos, individuos de diferente edad, peso, altura y textura e incluso diferente pierna 
dominante, con la intensión de ver el comportamiento de los algoritmos seleccionados. Para entender 
el funcionamiento de la implementación de los algoritmos propuestos se debe tener en claro los 
conceptos de Máquinas de vectores de soporte (SVM, Support Vector Machines), Redes Neuronales 
Convolucionales, CNN VGG16, CNN Inception ResNet v2, YOLO (You only look once), DeepSort, 
Atención visual guiada LSTM, OpenPose y el entorno de programación Google Colaboratory. 
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3 Metodología de la Investigación 

El objetivo general de esta investigación es el comparar el desempeño de algoritmos para el 
reconocimiento de caídas, que utilicen extracción de características con visión computacional y redes 
neuronales convolucionales, evaluando su rendimiento en diferentes bases de datos. Teniendo en 
cuenta lo anterior se llevó a cabo una metodología que consta de 8 fases. A continuación, se mencionan 
y se explican brevemente cada una de ellas: 

Fase 1. Elaboración del estado del arte: Se realizó una revisión sistemática de la literatura especializada 
relacionada con el reconocimiento de actividades humanas, identificando las principales características 
para determinar caídas humanas.  

Fase 2. Selección de algoritmos: Se realizó una discriminación de algoritmos que implementan 
extracción de características y redes neuronales convolucionales y que permiten reconocer caídas de 
personas adultas por medio de visión computacional. 

Fase 3. Selección de parámetros y recolección de datos: Se seleccionaron los principales parámetros 
que permiten identificar caídas de personas adultas y, teniendo en cuenta los resultados, se 
recolectaron bases de datos que contienen caídas humanas y que hayan sido utilizadas por la 
comunidad científica.  

Fase 4. Creación base de datos propia: Se seleccionó información de las bases de datos obtenidas en la 
fase 3, priorizando aquellas que fueron creadas en escenarios realistas y poco controlados, con el fin 
de diseñar y crear CAUCAFall, base de datos con características únicas, con un entorno hogareño y poco 
controlado, que respeta los parámetros de las bases de datos utilizadas por la comunidad científica. 

Fase 5: Implementación de algoritmos: Se implementaron los algoritmos seleccionados en un entorno 
de programación y se realizaron diferentes experimentos. 

Fase 6. Establecer índices de desempeño: Se seleccionaron los índices que permitan obtener una 
comparación de los diferentes algoritmos de reconocimiento de caídas.  

Fase 7. Evaluación del desempeño de los algoritmos de reconocimiento de caídas: Se evaluó el 
desempeño de los algoritmos en bases de datos usadas por la comunidad científica y en CAUCAFall, 
realizando tablas de resultados de comparación.  

Fase 8. Publicación, divulgación de resultados e informe final. 

a continuación, se describe el proceso detallado de las fases de selección de los algoritmos a comparar, 
las bases de datos seleccionadas, el diseño de CAUCAFall, la implementación de los algoritmos y 
experimentos desarrollados y finalmente los índices de desempeño seleccionados. 

3.1 Selección de Algoritmos a Comparar 

Para el desarrollo del presente trabajo se toma como base la investigación de los autores Gutiérrez, 
Rodríguez y Martin publicada en el año 2021 [126], quienes realizan una revisión exhaustiva de los 
sistemas de detección de caídas basados en visión en bases de datos públicas como ScienceDirect, IEEE 
Explorer y Sensors database, complementando su búsqueda con literatura académica enfocada en 
salud como PubMed y MedLine. Los términos utilizados en la exploración bibliográfica fueron 
“detección de caídas” y “visión”, obteniendo como resultado 929 artículos, de los cuales se descartan 
499 ya que los títulos de dichas investigaciones no coinciden con el contenido requerido. Las 430 
investigaciones restantes son sometidas a un siguiente filtro en donde no se tienen en cuenta aquellas 
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que trabajen con el reconocimiento de actividades humanas diferentes a caídas, o que su temática 
central sea la prevención de caídas. Tampoco son de interés las investigaciones que trabajen con 
tecnologías mixtas; es decir que involucren sensores diferentes a cámaras, por lo que resultan 81 
investigaciones que cumplen con requisitos de detección de caídas por medio de visión computacional.  

Esta investigación anexa un siguiente filtro de búsqueda para las 81 investigaciones, seleccionando 
únicamente a aquellas que utilicen e implementen imágenes RGB, puesto que nuestro trabajo utiliza 
dichas imágenes, resultando 50 investigaciones, las cuales fueron usadas para determinar las bases de 
datos más utilizadas por la comunidad científica para la detección de caídas con imágenes RGB y poder 
compararlas con CAUCAFall, los resultados son mostrados en la Tabla 3. 

 

Tabla 3. Bases de datos más utilizadas por la comunidad científica. 

Base de datos Número de 

investigaciones 

% 

UR Fall Detection [42] 21 42% 

Multicam Fall Dataset [46] 9 18% 

LE2I [43] 8 16% 

Fall Detection Dataset [127] 7 14% 

UPFall [45] 1 2% 

Center For Digital Home [128] 1 2% 

MOT Dataset [129] 1 2% 

COCO Dataset [130] 1 2% 

ntu rgb+d [ 131] 1 2% 

 
Fuente: El autor 

Sin embargo, no todas las bases de datos presentadas en la Tabla 3 son de acceso público. Aplicando 
un filtro para seleccionar artículos de revista que sean resultado de investigaciones que trabajen con 
mínimo una base de datos de acceso público, se obtuvieron 12 investigaciones que son presentadas en 
la Tabla 4, con una breve descripción de la metodología usada y la base de datos que utilizan. 

Bajo criterios de selección, como la cantidad de parámetros de los algoritmos que otorgan los autores 
y las métricas de desempeño utilizadas, se obtuvieron 3 investigaciones ([123][124][125]) para la 
presente comparación. 
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Tabla 4. Investigaciones preseleccionadas para análisis de rendimiento. 

Referencia Algoritmos UR Fall 

Detection 

Multicam 

Fall Dataset 

LE2I UPFALL 

F. Harrou et 

al. [132] 

Background subtraction / depth characterization 
✓ - - - 

Syed F. Ali 

et al. [133] 

Background subtraction (GMM) / global 

Characterization 
✓ ✓ - - 

D. Kumar et 

al. [134] 

Silhouette segmentation / global 

characterization / silhouette center / 

angular velocity determined by long 

short-term memory (LSTM) 

✓ - - - 

F. Harrou et 

al. [135] 

Background subtraction / global characterization 
✓ - - - 

Swe N. Htun  

[123] 

Background subtraction / global characterization - - ✓ - 

Yaxiang Fan 

et al. [136] 

CNN / local characterization - ✓ ✓ - 

W. Min et 

al. [137] 

Object recognition through CNN / local 

characterization 
✓ - - - 

Chao Ma et 

al. [138] 

Feature maps obtained through CNN / local 

characterization 
✓ ✓ - - 

Ricardo 

Espinosa 

et al. [139] 

Global characterization / feature maps obtained 

through CNN / local characterization 
- - - ✓ 

B. Wang et 

al. [140] 

Human keypoints identified by OpenPose / 

DeepSORT / local characterization 
✓ - ✓ - 

Qi Feng et 

al. [124] 

Feature maps obtained through of CNN and 

LSTM / local characterization 
✓ ✓ - - 

Qingzhen Xu 

et al. [125] 

Human keypoints identified by OpenPose and 

CNN / local characterization 
✓ ✓ - - 

Fuente: El autor 

 

3.1.1 Algoritmo que Incorpora Técnicas de Extracción de Características 

El primer algoritmo implementado en esta investigación está basado en el trabajo realizado en [123] 
en donde Htun, Zin y Tin basan su algoritmo en cuatro módulos: (1) Detección del objeto, (2) extracción 
de características, (3) Análisis de los eventos y (4) establecimiento de reglas de toma de decisiones 
utilizando un modelo oculto de Markov (Hidden Markov Model) para diferenciar caídas, de actividades 
normales, tal como muestra la Figura 13.  
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Figura 13. Módulos del Algoritmo de extracción de Características. 

Fuente: Tomado de [123] 

Sin embargo, los mismos autores proponen en [141] el uso de SVM (Support Vector Machine) como 
clasificador, tal como muestra la Figura 14. La presente investigación implementa un algoritmo basado 
en las dos investigaciones de los autores [123] y [141] escogiendo las características con mejores 
resultados como base del algoritmo a utilizar y comparar. 

 

 

Figura 14. Algoritmo con SVM como clasificador. 

Fuente: Tomado de [141] 

Este algoritmo, primero realiza una detección del objeto, cuyo objetivo principal es separar 
correctamente los objetos de primer plano del fondo de la escena, basando su funcionamiento en 
seleccionar una distribución específica de mezcla de gaussianas (MoG), algoritmo que permite modelar 
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el primer plano, que se actualiza fotograma a fotograma. Procediendo a realizar la extracción de 
características de las diferentes imágenes. 

Cuando se detecta un objeto, en este caso la silueta humana, se calcula el centroide (c), área, alto, 
ancho y la relación de aspecto (r), además de un punto de puesta a tierra virtual (Virtual Grounding 
Point, VGP) esencial para determinar una caída. Entonces la posición (p) en el momento (t) del objeto 
de primer plano detectado se define como:  

 

𝑝(𝑡) = (𝑥(𝑡), 𝑦(𝑡))               (19) 

 

Donde el centroide del objeto esta dado por la ecuación 20:  

 

𝐶(𝑡) = (𝑥𝑐(𝑡), 𝑦𝑐(𝑡))               (20) 

 

Específicamente, 𝑥𝑐 y 𝑦𝑐  están dados por: 

 

𝑥𝑐 =  ∑
𝑥𝑖

𝑁
𝑁
𝑖=1 ,    𝑦𝑐 =  ∑

𝑦𝑖

𝑁
𝑁
𝑖=1            (21) 

 

Después se crea, una línea vertical desde la parte superior del objeto hasta la parte inferior, y una línea 
horizontal desde la parte izquierda del objeto hasta la parte derecha, y en la misma línea del centroide, 
pero dibujándola en la parte inferior de la silueta, ese punto es el VGP, tal como lo muestra la Figura 
15. 

 

 

Figura 15. Proceso Calculo VGP. 

Fuente: Tomado de [123] 

Otras características importantes son la distancia desde el centroide del objeto y VGP, además, del área 
de la silueta humana y su relación de aspecto (relación entre el ancho y largo de la silueta), como se 
observa en la Figura16. 



32 
 

 

Figura 16. (a) distancia, (b) área silueta, (c) relación de aspecto. 

Fuente: Tomado de [123] 

 

A continuación, se realiza un análisis de eventos anormales y su clasificación por medio de SVM, para 
predecir una caída, es importante mencionar que las características extraídas tienen puntos umbrales 
a partir de los cuales se considera una acción de caída para las diferentes bases de datos. 

3.1.2 Algoritmo que Incorpora CNN (YOLO) 

El segundo algoritmo de reconocimiento de caídas escogido está basado en la investigación propuesta 
por Feng & Gao et.al. [124]. Sus autores también mencionan el hecho de que son pocas las 
investigaciones sobre detección de caídas en escenarios complejos y proponen su investigación como 
una solución robusta ante escenarios poco controlados. 

[124] utiliza YOLO (You Only Look Once) V3 para detectar a las personas en los videos y es monitoreado 
por un módulo de seguimiento Deep Sort tracking, posteriormente se extraen características de los 
frames por medio de una red neuronal convolucional pre-entrenada VGG-16 (ver Figura 17). 

 

Figura 17. Estructura CNN VGG_16. 

Fuente: Tomado de [124] 
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Finalmente se detecta los eventos de caída por LSTM guiado por atención, la Figura 18 describe el 
proceso mencionado. Para conocer los parámetros específicos de implementación se invita a revisar la 
publicación de los autores [124]. También es importante mencionar que la propuesta de los autores 
detecta a los peatones únicamente cuando existen eventos de caída, en el presente trabajo se detecta 
eventos de caída y eventos de no caída. 

 

 

 

Figura 18. Arquitectura del algoritmo. 

Fuente: Tomado de [124] 

 

3.1.3 Algoritmo que Incorpora OPENPOSE 

Finalmente, como tercer algoritmo de implementación se escoge una novedosa investigación 
presentada en [125], cuya predicción de caídas se basa en la extracción de los mapas de los esqueletos 
humanos de imágenes en 2D usando OPENPOSE. 

Primero, partiendo de los videos de entrada y usando OpenPose, los autores crean un conjunto de 
datos, con los modelos del esqueleto humano para cada cuadro (Ver Figura 19).  
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Figura 19. Conjunto de datos obtenido de OpenPose. 

Fuente: Tomado de [125] 

Posteriormente realizan un pre-procesamiento de datos. Reduciendo todas las imágenes a un tamaño 
de 299×299 y convirtiendo las imágenes en formato TF Record, porque leer datos de TF Record, es 
mucho más rápido que leer datos de imágenes directamente. Los autores utilizan el 80 % de los datos 
como conjunto de entrenamiento y el 20 % como conjunto de prueba. 

El entrenamiento del modelo se hace utilizando transferencia de aprendizaje por medio de una red 
neuronal convolucional pre-entrenada Inception_ResNet_V2 model (ver Figura 20), la cual es la 
encargada de aprender y predecir las posibles caídas humanas, la estructura general del algoritmo se 
muestra en la Figura 21. 

 

Figura 20. Estructura CNN Inception_ResNet_V2. 

Fuente: Tomado de [142] 
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Figura 21. Arquitectura del algoritmo. 

3.2 Bases de datos disponibles para el reconocimiento de caídas humanas  

Las aplicaciones de reconocimiento de caídas mediante visión por ordenador han obtenido resultados 
satisfactorios. Sin embargo, los conjuntos de datos utilizados tienen entornos restringidos y las caídas 
son simuladas, lo que resulta controvertido. Los algoritmos entrenados con bases de datos muy 
controladas no obtienen buenos resultados en la predicción de caídas reales. Por esta razón, se 
propone CAUCAFall [49], este conjunto de datos puede utilizarse para analizar el progreso real del 
reconocimiento de caídas humanas evaluando el comportamiento de los algoritmos de reconocimiento 
de caídas en un entorno no controlado que simula un entorno realista. En esta sección se describe las 
bases de datos utilizadas en esta investigación para la comparación de los diferentes algoritmos, 
basándose en la información obtenida en Tabla 3.  
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3.2.1 UR Fall Detection 

Esta base de datos [42], contiene 70 secuencias de video, entre las cuales 30 son de caídas y 40 de 
diferentes actividades, además de contener señales análogas obtenidas por medio de un sensor 
acelerómetro, los eventos de caídas se registran con 2 cámaras Kinect, es decir las caídas cuentan con 
dos ángulos de visión (ver Figura 22) y las diferentes actividades únicamente fueron registradas con 
una cámara. 

La velocidad de grabación es de 30 fotogramas por segundo y participaron 5 personas, las cuales 
simulan caídas desde una posición de pie y desde estar sentados en una silla, las actividades normales 
que comprende esta base de datos son: caminar, sentarse, agacharse y acostarse. 

Por otra parte, el entorno de grabación es controlado, con iluminación artificial y las caídas ocurren a 
la misma distancia ante la cámara. 

 

 

Figura 22. Base de datos UR Fall Detection. 

Fuente: Tomado de [42] 
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3.2.2 Multicam Fall Detection 

MCF [46], es un conjunto de videos obtenidos con 8 cámaras gadspot gs-4600 a una velocidad de 30 
fps y resolución de 720 x 480 pixeles. En total el dataset contiene 24 acciones grabadas desde 8 ángulos 
diferentes, 22 acciones de caídas y 2 acciones de actividades diarias. Por su parte, los escenarios tienen 
en cuenta la incorporación de objetos típicamente encontrados en las viviendas y entornos hogareños 
como sillas, sofás, mesas, etc, sin embargo, el escenario no contiene cambios en cuanto a textura e 
iluminación, e incluso gran parte de las caídas ocurren sobre una colchoneta que sobresale en la textura 
del suelo (ver Figura 23). 

 

 

 

Figura 23. Base de datos Multicam Fall Dataset. 

Fuente: Tomado de [46] 

 

3.2.3 LE2I 

La presente base de datos [43] hace uso de una única cámara a una velocidad de 25 cuadros por 
segundo en resolución de 320 x 240 pixeles. Los videos fueron grabados en 4 entornos "office", "Caffe 
room", "home" y "lectura room" (ver Figura 24), obteniendo un total de 191 videos con secuencias que 
contienen iluminación variable y dificultades típicas como oclusiones. 



38 
 

 

Figura 24. Base de datos LE2I. 

Fuente: Tomado de [43] 

Los participantes realizaron actividades diarias como: caminar, sentarse, agacharse, recoger un objeto, 
acostarse y simularon caídas como: caer de una silla, caer al caminar, al tener un tropiezo. Sin embargo, 
a la fecha de febrero de 2022 los autores de la base de datos no tenían habilitado el acceso público al 
total de la base de datos. 

3.2.4 UP-Fall 

El conjunto de datos de detección de caídas UP-Fall [45] comprende conjuntos de 17 individuos jóvenes 
sanos sin ningún impedimento que realizaron 5 actividades diarias simples y 5 tipos diferentes de 
caídas, con tres intentos cada uno. La base de datos es multimodal es decir contiene información de 
sensores portátiles, sensores ambientales y dispositivos de visión (ver Figura 25). El conjunto de datos 
consolidado (812 GB), así como el conjunto de datos de características (171 GB) están disponibles 
públicamente. 

El entorno de UP-Fall es sumamente controlado, no contiene cambios de iluminación, no contiene 
cambios de ángulos de caída de los participantes, ni distancia hasta la cámara, he incluso muchos de 
sus participantes usan chalecos que sobresalen en la escena visual.  

 

 

Figura 25. Base de datos UP-Fall. 

Fuente: Tomado de [45] 
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3.3 CAUCAFall 

Los diferentes conjuntos de datos mostrados en esta investigación [42,43,44,45,46,143,144,145,146], 
presentan características que limitan el verdadero avance en el reconocimiento de caídas humanas, ya 
que son entornos sumamente controlados, en donde no existe información precisa de diferentes 
distancias desde la cámara hasta la caída, ni información de la variedad en los ángulos de caída, e 
incluso algunas no tienen cambios de iluminación, ni oclusiones. CAUCAFall se desarrolló con una sola 
cámara en un entorno doméstico, este entorno es intencionadamente realista e incluye características 
de los entornos no controlados, como oclusiones, cambios de iluminación (natural, artificial y 
nocturna), ropa diferente de los participantes, movimiento en el fondo, diferentes texturas en el suelo 
y en la habitación, y una variedad en los ángulos de caída y diferentes distancias de la cámara a la caída 
(ver Figura 26). Además, CAUCAFall es el único conjunto de datos que contiene etiquetas de caída y de 
no caída para ser utilizado en detectores de YOLO como método novedoso de detección y 
reconocimiento, además, es la única base de datos que detalla las distancias de la cámara a la caída 
humana y los ángulos de caída con referencia a la posición de la cámara, y también detalla los lux de 
iluminación de los diferentes entornos. CAUCAFall fue publicada en la revista Data In Brief [49]. La Tabla 
5 compara las bases de datos más populares entre la comunidad científica. 

 

 

 

Figura 26. CAUCAFall, ejemplo de entornos. 

 

3.3.1 Protocolo de recopilación de datos 

El proceso de recogida de datos se realizó en un entorno doméstico no controlado. Un kinesiólogo 
profesional instruyó a los participantes sobre la forma correcta de caerse, y se simularon las caídas más 
comunes en las personas mayores. Los elementos de protección seleccionados son coderas y rodilleras 
con gran capacidad de absorción de impactos y sin restricción de movimientos. Cada participante 
realizó 10 actividades, cinco actividades de la vida diaria (AVD) y cinco simulaciones de caídas. Los 
siguientes pasos detallan las fases esenciales para crear el conjunto de datos:  



40 
 

1. Se realizó una revisión bibliográfica para conocer los conjuntos de datos existentes y sus 
características, lo que permitió a los autores identificar sus deficiencias; 

2. Se creó un entorno realista no controlado, incorporando elementos de distracción, oclusiones, 
condiciones ambientales e iluminación cambiante; 

3. Se eligió una población variada de participantes en términos de edad, género, peso, altura y 
diferentes piernas dominantes para realizar las actividades y la simulación de caída; 

4. Un ingeniero identificó los posibles ángulos de caída de los participantes y determinó diferentes 
distancias de caída frente a la cámara para garantizar un conjunto de datos variado; 

5. Los datos se registraron y almacenaron para su posterior procesamiento. 

3.3.2 Descripción de los datos 

CAUCAFall [49] es un conjunto de datos que se adquirió utilizando una cámara RGB, el conjunto de 
datos contiene cinco tipos de caídas y cinco tipos de actividades de la vida diaria (AVD), en el cual se 
considera individuos de diferentes edades, pesos, alturas y piernas dominantes. Por otra parte, es la 
única base de datos que contiene detalles de la iluminación (lux de los escenarios), las distancias de la 
caída humana hasta la cámara y los ángulos de las diferentes caídas con referencia a la cámara. El 
conjunto de datos es también el único que contiene etiquetas para cada imagen.  Los fotogramas que 
incluían caídas humanas registradas se etiquetaron como "caída", y las actividades AVD se marcaron 
como "no caída", útiles para el entrenamiento y el funcionamiento de los detectores de YOLO, además, 
la resolución (1920 x 1080 píxeles) y el ángulo en el que se grabó CAUCAFall permiten un alto 
rendimiento en los algoritmos modernos que detectan el mapa óseo humano y pueden utilizarse para 
el reconocimiento de caídas humanas, como OpenPose. 

En total participaron diez sujetos (ver Tabla 6) quienes simularon las actividades de la vida diaria (AVD) 
y caídas hacia delante, caídas hacia atrás, caídas laterales hacia la izquierda, caídas laterales hacia la 
derecha y caídas que surgían al sentarse. Las AVD de los participantes eran caminar, saltar, recoger un 
objeto, sentarse y arrodillarse. Los fotogramas que registraron caídas humanas se etiquetaron como 
"caída", y las actividades AVD se etiquetaron como "no caída". Los fotogramas se etiquetaron como 
"caída" sólo cuando el cuerpo humano estaba en el suelo debido a una caída. En la simulación de caída, 
la posición inicial de los participantes es de pie, a excepción de "Caída sentada" cuya posición inicial es 
estar sentado.  
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               Tabla 5. Comparación de conjuntos de datos para el reconocimiento de caídas humanas. 

Base de 

datos 
año Cámara 

Condiciones 

iluminación 
Oclusión 

Variedad 

en 

ángulos  

Diferentes 

distancias 

Formato 

archivos 

Etiquetas 

YOLO 
Lux 

Especifica 

ángulos 

Especifica 

distancias 

Disponible 

(Ago,2022)  

Multiple 

cameras fall 

dataset [46] 

2010 RGB artificial ✓ - - .avi - - - - ✓ 

Le2i [43] 2012 RGB 
natural, 

artificial 
✓ ✓ - .avi - - - - - 

SDUFall 

[143] 
2014 Kinect 

natural, 

artificial 
- - - 

Depth 

videos 

.avi 

- - - - - 

EDF&OCCU 

[144] 
2014 Kinect artificial ✓ - ✓ .txt - - - - - 

UR Fall 

Detection  

[42] 

2014 Kinect artificial - - ✓ 
.avi 

.csv 
- - - - ✓ 

FUKinect-

Fall [145] 
2016 Kinect - - ✓ ✓ 

Depth 

videos 

.csv 

- - - - ✓ 

Fall 

Detection 

Dataset  

[146] 

2017 
RGB 

Kinect 

natural, 

artificial 
- ✓ - 

.png 

.csv 
- - - - ✓ 

UPFall [45] 2019 RGB 
natural, 

artificial 
- ✓ - 

.png 

.csv 
- - - - ✓ 

CAUCAFall 

[49] (Ours) 
2022 RGB 

natural, 

artificial, 

no light 

✓ ✓ ✓ 

.jpeg 

.txt 

.avi 

✓ ✓ ✓ ✓ ✓ 
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Tabla 6. Características de los participantes. 

Sujeto Genero  Edad 
Peso 

(Kg) 

Estatura 

(Metros) 

Condiciones 

de salud 

Pierna 

dominante 
Outfit 

1 Female 27 56 1.65 Healthy Right 

Gray jacket, blue 

pants, black shoes, hair 

tied. 

2 Male 34 70 1.73 Healthy Left 
Red jersey, blue pants, 

white shoes. 

3 Female 31 58 1.60 Healthy Left 

Brown jacket, gray 

pants, blue shoes, 

loose hair. 

4 Male 38 75 1.68 Healthy Right 
Black jacket, blue 

pants, gray shoes, cap. 

5 Male 40 67 1.70 Healthy Right 
Black jacket, brown 

pants, black shoes. 

6 Male 33 77 1.65 Healthy Right 
Black jacket, white 

pants, brown shoes. 

7 Female 23 54 1.59 Healthy Right 

Gray jersey, black 

pants, blue shoes, hair 

tied. 

8 Female 25 59 1.63 Healthy Right 
Blue jersey, gray pants, 

brown shoes, hair tied. 

9 Male 37 79 1.74 Healthy Left 
Yellow jersey, brown 

pants, brown shoes. 

10 Female 28 61 1.62 healthy Right 

Green shirt, purple 

pants, black shoes, 

loose hair. 

Fuente: El autor 

 

Por otra parte, la Figura 27 muestra un mapa con las dimensiones del escenario en el que se simularon 
las caídas humanas. En el escenario hay una ventana por la que entra luz natural. La cámara de 
grabación está situada a una altura de 2,15 m. 

 



43 
 

 

Figura 27. Dimensiones del escenario (en metros). 

Los datos están organizados en 10 directorios principales correspondientes a los sujetos. Cada 
directorio contiene 10 carpetas con las diferentes actividades realizadas. Cada carpeta incluye un vídeo 
de la acción en formato .avi, imágenes de la acción en formato .png, y las etiquetas de segmentación 
de cada fotograma en formato .txt. 

En la Figura 28 se detallan las carpetas de cada sujeto y las diferentes actividades. Se incluye un ejemplo 
para el sujeto 1, para la actividad "Caída hacia atrás". Esta actividad tiene el vídeo de la acción en 
formato .avi y cada una de las imágenes de la actividad en formato .png. Cada imagen tiene el mismo 
nombre base, y para cada imagen, hay una etiqueta respectiva. Por último, el archivo "classes.txt" 
especifica el nombre de las etiquetas utilizadas en las imágenes. 

 

 

Figura 28. Carpetas para sujeto, con las diferentes actividades y archivos. 
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El contenido de los diferentes archivos .txt se muestra en la Figura 29. Los archivos contienen la 
información sobre el cuadro que delimita la silueta humana y el primer dígito (0 o 1) identifica la 
etiqueta de la acción que se realiza. El nombre de la etiqueta se define en el archivo "classes.txt": El 0 
corresponde a "nofall" y el 1 a "fall". 

 

 

 

Figura 29. Contenido de los diferentes archivos .txt. 

Los diferentes investigadores podrían cambiar las etiquetas del archivo "classes.txt" y utilizar los datos 
para realizar el reconocimiento de actividades humanas en lugar del reconocimiento de caídas. 

CAUCAFall [49] también incorpora las diferentes distancias de las caídas humanas desde el centroide 
de la silueta humana hasta la cámara (ver Figura 30) y los ángulos de las caídas con referencia a la 
cámara (ver Figura 31). La Tablas (7,8,9,10,11,12,13,14,15,16) detallan distancias, ángulos, número de 
fotogramas, oclusiones y las condiciones de iluminación de los distintos escenarios, para cada uno de 
los sujetos, respectivamente. 
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Figura 30. Distancia Cámara - Caída. 

 

 

 

Figura 31. Ángulos de caída, referente a la cámara. 
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Tabla 7. Características sujeto1. 

Sujeto1 

El escenario contiene luz natural, aproximadamente 210 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 183 - - - 

Arrodillarse 220 - - - 

Recoger Objeto 118 - - - 

Sentarse 189 - - - 

Caminar 243 - - - 

Caída atrás 126 3.05 21.3º - 

Caída adelante 191 2.69 271.4º - 

Caída izquierda 87 2.85 263.7º - 

Caída derecha 115 3.41 27.3º - 

Caída sentado 183 2.6 7.3º - 

 

Tabla 8. Características sujeto2. 

Sujeto2 

El escenario contiene luz natural, aproximadamente 203 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 172 - - - 

Arrodillarse 131 - - - 

Recoger Objeto 167 - - - 

Sentarse 113 - - - 

Caminar 245 - - - 

Caída atrás 121 3.23 75.7º - 

Caída adelante 107 2.62 291.4º - 

Caída izquierda 110 2.94 13.8º - 

Caída derecha 147 2.97 21.3º - 

Caída sentado 158 2.63 83.8º - 

 

Tabla 9. Características sujeto3. 

Sujeto3 

El escenario contiene luz natural, aproximadamente 218 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 163 - - - 

Arrodillarse 214 - - - 

Recoger Objeto 187 - - - 

Sentarse 262 - - - 
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Caminar 177 - - - 

Caída atrás 167 2.59 5.7º - 

Caída adelante 154 2.39 272.7º - 

Caída izquierda 172 2.42 273.8º - 

Caída derecha 221 2.81 47.2º - 

Caída sentado 203 3.34 63.8º ✓ 

 

Tabla 10. Características sujeto4. 

Sujeto4 

El escenario contiene luz natural, aproximadamente 221 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 145 - - - 

Arrodillarse 223 - - - 

Recoger Objeto 180 - - - 

Sentarse 200 - - - 

Caminar 241 - - - 

Caída atrás 193 2.67 283.5º - 

Caída adelante 169 2.58 275.7º - 

Caída izquierda 163 3.43 47.8º - 

Caída derecha 151 3.23 48.2º - 

Caída sentado 199 3.32 117.5º - 

 

Tabla 11. Características sujeto5. 

Sujeto5 

El escenario contiene luz artificial, aproximadamente 127 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 123 - - - 

Arrodillarse 209 - - - 

Recoger Objeto 272 - - - 

Sentarse 261 - - - 

Caminar 227 - - - 

Caída atrás 215 3.18 25.9º - 

Caída adelante 201 2.3 273.7º - 

Caída izquierda 248 2.96 350.8º - 

Caída derecha 220 3.08 214.2º - 

Caída sentado 230 2.45 346.1º - 
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Tabla 12. Características sujeto6. 

Sujeto6 

El escenario no contiene luz, 0 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 163 - - - 

Arrodillarse 190 - - - 

Recoger Objeto 203 - - - 

Sentarse 190 - - - 

Caminar 267 - - - 

Caída atrás 257 2.75 47.9º - 

Caída adelante 203 2.42 283.7º - 

Caída izquierda 230 2.65 15.5º - 

Caída derecha 230 3.09 213.4º - 

Caída sentado 249 2.43 352.8º - 

 

Tabla 13. Características sujeto7. 

Sujeto7 

El escenario contiene luz artificial, aproximadamente 125 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 199 - - - 

Arrodillarse 203 - - - 

Recoger Objeto 154 - - - 

Sentarse 194 - - - 

Caminar 194 - - - 

Caída atrás 253 2.63 5.9º - 

Caída adelante 163 2.57 277.7º - 

Caída izquierda 213 2.98 5.8º - 

Caída derecha 167 2.53 333.9º ✓ 

Caída sentado 208 3.42 14.4º ✓ 

 

Tabla 14. Características sujeto8. 

Sujeto8 

El escenario no contiene luz, 0 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 167 - - - 

Arrodillarse 257 - - - 

Recoger Objeto 267 - - - 

Sentarse 213 - - - 

Caminar 217 - - - 
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Caída atrás 213 2.84 357.7º - 

Caída adelante 123 2.47 285.3º - 

Caída izquierda 203 2.97 6.9º - 

Caída derecha 230 3.4 163.4º - 

Caída sentado 235 2.85 34.2º - 

 

Tabla 15. Características sujeto9. 

Sujeto9 

El escenario contiene luz artificial, aproximadamente 128 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 213 - - - 

Arrodillarse 217 - - - 

Recoger Objeto 221 - - - 

Sentarse 239 - - - 

Caminar 235 - - - 

Caída atrás 253 2.91 5.3º - 

Caída adelante 149 2.52 279.4º - 

Caída izquierda 208 2.59 325.6º - 

Caída derecha 190 2.72 194.3º - 

Caída sentado 217 2.53 349.5º - 

 

Tabla 16. Características sujeto10. 

Sujeto10 

El escenario contiene luz artificial, aproximadamente 130 lux. 

Actividad Frames 
Distancia Cámara – Caída 

(metros) 

Angulo de 

caída  
Oclusiones 

Saltar 249 - - - 

Arrodillarse 262 - - - 

Recoger Objeto 293 - - - 

Sentarse 235 - - - 

Caminar 226 - - - 

Caída atrás 275 2.82 6.8º - 

Caída adelante 244 2.27 293.5º - 

Caída izquierda 213 3.12 177.7º ✓ 

Caída derecha 203 2.95 347.7º ✓ 

Caída sentado 289 3.34 19.6º ✓ 

     

 

La Tabla 17 resume la cantidad de videos e imágenes que contiene CAUCAFall para las diferentes 
actividades en las diversas condiciones de iluminación (la información está en videos-frames), mientras 
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que la Tabla 18 muestra la cantidad de videos e imágenes de cada una de las diferentes condiciones de 
caída que propone la base de datos.  

 

Tabla 17. Cantidad de información por actividades y condiciones de iluminación, en (videos - frames). 

Actividad Luz Natural Luz Artificial Sin Luz Total 

Saltar 4 - 663 4 - 784 2 - 330 10 – 1.777 

Arrodillarse 4 - 788 4 - 891 2 - 447 10 – 2.126 

Recoger Objeto 4 - 652 4 - 940 2 - 470 10 – 2.062 

Sentarse 4 - 764 4 - 929 2 - 403 10 – 2.096 

Caminar 4 - 906 4 - 882 2 - 484 10 – 2.272 

Caída atrás 4 - 607 4 - 996 2 - 470 10 – 2.073 

Caída adelante 4 - 621 4 - 757 2 - 326 10 – 1.704 

Caída izquierda 4 - 532 4 - 882 2 - 433 10 – 1.847 

Caída derecha 4 - 634 4 - 780 2 - 460 10 – 1.874 

Caída sentado 4 - 743 4 - 944 2 - 484 10 – 2.171 

Total 40 – 6.910 40 – 8.785 20 – 4.307 100 – 20.002 

 

Tabla 18. Cantidad de información por condiciones de caída. 

Condiciones de Caída  Videos Imágenes 

Oclusiones 6 1.283 
Distancia cámara-caída    

2.27 m – 2.66 m 20 3.747 
2.67 m – 3.04 m 16 3.239 
3.05 m – 3.43 m 14 2.683 
Ángulos de Caída   

0º - 90º 23 4.496 
91º - 180º 4 832 

181º - 270º 10 1.736 
271º - 360º 13 2.605 

 

3.3.3 Materiales 

El sistema óptico utilizado para capturar los vídeos de las acciones humanas está compuesto por una 
cámara IR HIKVISION [147], que se fijó en la esquina superior de la pared en los diferentes escenarios. 
Este sistema cubre un amplio campo de visión para monitorizar la actividad del usuario y se conectó a 
un DVR HIKVISION [148] con un disco duro de 1 TB incorporado para el almacenamiento y 
procesamiento de vídeo. 

El DVR dispone de modos continuos, manuales y de detección de movimiento, por lo que la grabación 
comienza cuando el individuo entra en la escena. La cámara captura vídeo a una velocidad de 25 fps y 
una resolución de 1080 × 960 píxeles y admite cambios de iluminación (es decir, luz natural, poca luz o 
sin luz). El sensor de infrarrojos graba en color RGB durante la luz natural, mientras que en la oscuridad 
o sin luz, el sensor de infrarrojos proporciona haces de luz para grabar imágenes binarias. 
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3.3.4 Etiquetas 

En general, los detectores YOLO se entrenan y trabajan con las etiquetas del conjunto de datos COCO 
[130], que contiene 80 clases, pero no incluye las caídas. CAUCAFall incluye etiquetas para que los 
detectores de YOLO también sean capaces de detectar caídas humanas, para lo cual los autores 
etiquetaron manualmente cada fotograma de cada actividad realizada, como "caída" o "no caída". Se 
etiquetaron un total de 20.002 fotogramas: 13.581 actividades AVD y 6.421 caídas. También se verificó 
la dimensionalidad de la imagen y el formato correcto, de modo que las imágenes contenían el tamaño 
y las dimensiones óptimas para enfatizar el análisis en el área de interés. Este paso ayuda 
significativamente a las técnicas de visión por ordenador y a las redes neuronales convolucionales, 
reduciendo el coste computacional. 

 

3.4 Implementación de Algoritmos  

En esta sección se explica la implementación de los diferentes algoritmos seleccionados y explicados 
en secciones anteriores, dando a conocer equipo, lenguaje, entornos y librerías utilizadas para su 
desarrollo. 

Las arquitecturas se implementaron en lenguaje PYTHON, utilizando una computadora portátil ACER 
con CPU AMD Ryzen 5 3500U- 2,10 GHz y 8GB de RAM, que además cuenta con tarjeta gráfica Radeon 
Vega Mobile Gfx. Además, para entrenar los diferentes modelos implementados en esta investigación 
se utilizó la herramienta Google Colaboratory. 

3.4.1 Algoritmo basado en extracción de características.  

Para realizar la implementación del algoritmo que incorpora extracción de características ([123]) se 
utiliza el entorno de programación PyCharm Community Edition para extraer las diferentes 
características. Para lo cual se utilizó librerías como OpenCV, numpy, time, os y csv para el 
almacenamiento de la información.  

Como se explicó anteriormente, uno de los pasos más importantes en la extracción de características 
es la detección de la silueta humana, un primer paso se realiza por medio del algoritmo MoG, seguido 
de la binarización de la imagen y operaciones morfológicas, para obtener la sustracción de fondo. 
Posteriormente se procede a la detección de la silueta humana, para lo cual se debe buscar los 
contornos que se encuentren en la imagen, en este caso el contorno que nos interesa es el de la silueta 
humana. 

De esta forma se procede a realizar la extracción de características, calculando el área y el centroide de 
la silueta humana, además de delimitar su alto y ancho, para finalmente encontrar la distancia del 
centroide al suelo virtual y la relación de aspecto.  

Para el almacenamiento de la información se utiliza un archivo .csv, en el cual se almacenan toda la 
información de los videos y la extracción de características de cada frame. Esta información es utilizada 
para el entrenamiento del modelo por medio de SVM. 

Para la búsqueda de los paremetros SVM y su evaluación se hizo uso del entorno Google Colaboratory 
y de librerías como “matplotlib”, “pandas”, “pylab”, “numpy” y “sklearn”. Los datos se dividieron en 
entrenamiento, validación y prueba, dependiendo del experimento a realizar, y se entrenó el modelo 
usando “sklearn.svm” junto con “GridSearchCV”, para realizar una búsqueda por validación cruzada, 
además se utiliza una función Radial (RF) encontrando los mejores parámetros de gamma (g) y coste 
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(c), variables que permiten la mejor separación de las clases, para cada una de las bases de datos. La 
Figura 32 resume el diagrama de flujo. 

 

 

Figura 32. Diagrama de flujo del Algoritmo [123]. 

 

3.4.2 Algoritmo basado en YOLO/CNN 

Para realizar la implementación del algoritmo que incorpora YOLO y redes neuronales convolucionales 
([124]) se utiliza el entorno de programación Google Colab, utilizando librerías como “google.colab” 
para trabajar con información de las bases de datos en Drive, “tensorflow”, “keras”, “matplotlib”, 
“pandas” y “sklearn”.  
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En la primera fase del algoritmo se requiere el uso del detector YOLO, por lo que se requiere configurar 
parámetros de dicha red neuronal, para lo cual se descargan parámetros (darknet) desde el repositorio 
oficial de YOLO [149], se configuran los parámetros para que utilizando el pre-entrenamiento de YOLO 
permita detectar el objeto deseado, en este caso al individuo. De igual forma también se configuran 
parámetros para que el objeto detectado tenga un seguimiento continuo, activando Deep Sort. 

Con el sujeto detectado y en continuo seguimiento, esta información debe ingresar a una red neuronal 
convolucional pre-entrenada cuyo modelo definido por los autores es la red VGG-16. El procedimiento 
es el siguiente (ver Figura 17):  

• El primer paso es realizar un pre-procesamiento a los datos que ingresan a la CNN, para lo cual 
se utiliza “ImageDataGenerator” y “flow_from_directory”, comandos que permiten normalizar 
los valores de pixeles de las imágenes, asignar el tamaño que requiere la red VGG-16 
(224x224px), además, de realizar un aumento de datos. 

• Después se debe cargar la red CNN pre-entrenada VGG-16, para lo cual utilizamos librerías 
como “tensorflow.keras.applications import vgg16”, se configura la red y se modifican sus 
capas de salida, ya que VGG-16 por defecto puede clasificar 1000 clases, pero en la presente 
investigación solo se va a predecir “caída” y “no caída”, por lo que se modifica su última capa 
densa a dos neuronas con activación softmax.  

• Esta información se envía a LSTM, una red neuronal recurrente, para finalmente realizar la 
clasificación. La Figura 33 resume el proceso llevado a cabo. 

 

 

Figura 33.Diagrama de flujo del Algoritmo [124]. 
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3.4.3 Algoritmo basado en OpenPose 

Para realizar la implementación del algoritmo que incorpora YOLO y redes neuronales convolucionales 
([125]) se utiliza el entorno de programación Google Colab, utilizando librerías como “google.colab”, 
“tensorflow”, “keras”, “matplotlib”, “pandas” y “sklearn”. 

La Figura 19 representa la estructura del algoritmo, los datos de entrada deben ser ingresados a 
OpenPose, para lo cual se deben descargar e instalar configuraciones necesarias desde el sitio oficial 
de OpenPose [150], así mismo debe configurarse el uso de GPU facilitada por el entorno Google Colab, 
además, se realiza la programación necesaria para que en las imágenes de salida se obtenga 
únicamente los mapas óseos de la silueta humana, realizando sustracción de fondo. 

Después, esta información es ingresada a una red neuronal convolucional pre-entrenada, 
específicamente el modelo Inception_ResNet_V2, el procedimiento es el siguiente: 

 

• El primer paso es realizar un preprocesamiento a los datos que ingresan a la CNN, para lo cual 
se utiliza “ImageDataGenerator” y “flow_from_directory”, comandos que permiten normalizar 
los valores de pixeles de las imágenes, asignar el tamaño que requiere la red ResNet_V2 
(299x299px), además, de realizar un aumento de datos. 

• Después se debe cargar la red CNN pre-entrenada ResNet_V2, para lo cual utilizamos librerías 
como “tensorflow.keras.applications import InceptionResNetV2”, se configura la red y se 
modifican sus capas de salida, ya que ResNet_V2 por defecto puede clasificar 1000 clases, pero 
en la presente investigación solo se va a predecir “caída” y “no caída”, por lo que se modifica 
su última capa densa a dos neuronas con activación softmax.  

• Finalmente se realiza la clasificación.  
 

El entrenamiento de la red, se llevó a cabo usando “model.compile” y “model.fit”, asignando 
parámetros de entrenamiento definidos por los autores. La Figura 34 resume el proceso llevado a cabo. 
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Figura 34. Diagrama de flujo del Algoritmo [125]. 

 

3.5 Experimentos Propuestos 

Para comparar el desempeño de los tres algoritmos ([123,124,125]) para la detección de caídas 
humanas, se utilizan las bases de datos públicas más populares en la comunidad científica para la 
detección de caídas (UR Fall Detection [42], Multicam Fall Dataset [46], LE2I [43], UP-Fall [45]) además 
de utilizar CAUCAFall [49], para analizar su rendimiento en un ambiente no controlado. Para lo cual se 
proponen los siguientes experimentos: 

a) Experimento 1: Cada uno de los algoritmos será evaluado con cada una de las bases de datos 
mencionadas, por separado. Tomando el 50% de los datos para entrenamiento, 25% para validación y 
25% para prueba.  

b) Experimento 2: Como se requiere analizar si las investigaciones que utilizan bases de datos de caídas 
humanas en entornos controlados, son capaces de generalizar predicciones de caídas en entornos 
similares a la realidad, en este experimento se realiza el entrenamiento del modelo con cada uno de 
los algoritmos usando las diferentes bases de datos ([42][43][45][46]), y se prueba el modelo en cada 
una de las condiciones que propone CAUCAFall, por separado como muestra la Figura 35. 
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Figura 35. Experimento2. 

c) Experimento 3: El mismo modelo entrenado en el experimento 2, se evalúa en la totalidad de 
CAUCAFall, como muestra la Figura 36. 

 

 

Figura 36. Experimento3. 

d) Experimento 4: Se entrena el modelo con la totalidad de CAUCAFall, y se evalúa su rendimiento con 
las diferentes bases de datos propuestas ([42][43][45][46]), como muestra la Figura 37. 
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Figura 37. Experimento4. 

3.6 Índices de desempeño 

En esta sección se definen las métricas con las cuales se determina el desempeño de los diferentes 
algoritmos a comparar. Como se describió en la anterior sección las pruebas se realizan con los 
diferentes algoritmos usando las mencionadas bases de datos. Por lo que, en general, los índices de 
desempeño de los algoritmos dependen de la cantidad de aciertos y errores de clasificación, en la 
presente investigación se tiene en cuenta el cálculo de los indicadores de matrices de confusión, 
Precision, Recall y F-Score como base para presentar la eficiencia de los algoritmos.  

Entendiendo por eficiencia, al proceso en el cual se abarca una necesidad de un problema determinado 
en función de la cantidad de recursos utilizados (costo computacional) y el desempeño del algoritmo. 
Es decir, un algoritmo es eficiente cuando cumple con una determinada tarea utilizando la menor 
cantidad de recursos posibles, minimizando el uso de memoria, de cálculos, procesos e incluso esfuerzo 
humano. Según Murillo [151] la eficiencia se mide en aspectos como el volumen de los datos utilizados, 
la calidad del código generado por el compilador y la rapidez en la ejecución del algoritmo. 

Los índices de desempeño para evaluar los métodos propuestos usando las diferentes bases de datos 
se basan en los valores de: Verdadero Positivo (TP), Falso Positivo (FP), Verdadero Negativo (TN) y Falso 
Negativo (FN), para el caso de estudio de esta investigación se tiene la definición presentada en la Tabla 
19.   

 

Tabla 19. Variables para calcular índices de desempeño. 

Valor Definición  Significado 

TP Verdadero Positivo 
Número de caídas que se 

clasifican como caídas 

TN Verdadero Negativo 
Número de no caídas que se 

clasifican como no caídas 

FP Falso Positivo 
Número de no caídas que se 

clasifican como caídas 

FN Falso Negativo 
Número de caídas que se 

clasifican como no caídas 
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3.6.1 Matriz de confusión  

La matriz de confusión contiene en sus filas las clases predichas, mientras que en sus columnas 
contienen las clases reales, la matriz se compone de los valores de las variables TP (verdadero positivo), 
FP (falso positivo), FN (falso negativo) y TN (verdadero negativo) (ver Figura 38), convirtiéndose en un 
instrumento para medir y visualizar el desempeño de un clasificador.  

 

 

Figura 38. Matriz de Confusión. 

 

3.6.2 Precisión 

Métrica que está definida por la ecuación 22, en donde se divide el número de caídas correctamente 
clasificadas (TP), entre todas las imágenes clasificadas como caídas (TP+FP).   

Precision =  
TP

TP + FP
                   (22) 

 

3.6.3 Recall 

Métrica también llamada sensibilidad, que está definida por la ecuación 23, en donde se divide el 
número de caídas correctamente clasificadas (TP), entre el total de imágenes de caída (TP+FN). 
Mostrando la capacidad de clasificar caídas como caídas.  

 

Recall =  
TP

TP+FN
                 (23) 

3.6.4 FScore 

Métrica que está definida por la ecuación 24, y que relaciona precisión con sensibilidad. 

 

FScore =  
2∗Precision∗Recall

Precision+Recall
        (24) 
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4 Presentación de Resultados 

Los resultados de los experimentos realizados, son el aporte principal en la síntesis de la presente 
investigación, con el objetivo de encontrar las ventajas y desventajas que presentan las redes 
convolucionales con respecto a algoritmos de extracción de características basada en visión 
computacional en cuanto a precisión, costo computacional y eficiencia en el reconocimiento de caídas.  

En esta sección se presentan los principales resultados de implementación de los diferentes algoritmos 
y su desempeño al ser evaluados en las diferentes bases de datos, principalmente en CAUCAFall.  

La Figura 39, muestra en funcionamiento el algoritmo de extracción de características [123], al 
momento de evaluarlo en las diferentes bases de datos. Mientras que la Figura 40 muestra un ejemplo 
del almacenamiento de las características en un archivo (.csv). 
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Figura 39. (a) caída de CAUCAFall, (b) no caída de CAUCAFall, (c) caída de URFD, (d) no caída de URFD, 
(e) caída de le2i, (f) no caída de le2i, (g) caída de MCF, (h) no caída de MCF. 

 

 

Figura 40. Ejemplo de almacenamiento de características (.csv). 

 

Por su parte la Figura 41, muestra en funcionamiento el algoritmo que incorpora YOLO/CNN [124], al 
momento de evaluarlo en las diferentes bases de datos, en la figura se detectan caídas marcadas de 
color verde y no caídas marcadas de color rosado. 



61 
 

 

Figura 41. (a) caída de CAUCAFall, (b) no caída de CAUCAFall, (c) caída de URFD, (d) no caída de URFD, 
(e) caída de le2i, (f) no caída de le2i, (g) caída de MCF, (h) no caída de MCF. 
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Finalmente, la Figura 42 muestra en funcionamiento el algoritmo que incorpora OpenPose [125], al 
momento de evaluarlo en las diferentes bases de datos. 

 

Figura 42. (a) caída de CAUCAFall, (b) caída de URFD, (c) no caída de le2i, (d) no caída de MCF. 
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Además, la Figura 43 detalla la estructura de red neuronal convolucional pre-entrenada VGG-16 
implementada por los autores en el entorno Google Colab para el entrenamiento de los algoritmos 
CNN. 

 

Figura 43. Implementación VGG-16 en entorno Colab. 
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4.1 Resultados Experimento1 

Como se aprecia en la Figura 39, Figura 41 y Figura 42 los algoritmos fueron implementados en las 
diferentes bases de datos seleccionadas para esta investigación. Los resultados obtenidos se muestran 
en la Tabla 20. 

 

Tabla 20. Resultados experimento 1. 

Algoritmo Database Precision Recall F-Score 

Extracción de 
características 

CAUCAFall 87.02% 86.26% 85.15% 
UR Fall Detection 93.61% 93.70% 93.61% 

Multicam Fall Dataset  96.82% 96.70% 96.61% 
LE2I 97.43% 96.95% 97.07% 

UP-Fall 99.23% 99.23% 99.22% 
 

YOLO/CNN CAUCAFall 91.93% 91.76% 91.78% 
UR Fall Detection 96.20% 96% 96.04% 

Multicam Fall Dataset  92.59% 92.25% 92.20% 
LE2I 96.75% 96.75% 96.74% 

UP-Fall  100% 100% 100% 
 

OpenPose/CNN CAUCAFall  97.25% 97.25% 97.25% 
UR Fall Detection 87.88% 87.75% 85.40% 

Multicam Fall Dataset  90.05% 88.5% 88.46% 
LE2I 96.52% 96.25% 96.25% 

UP-Fall  100% 100% 100% 

 

4.2 Resultados Experimento 2 

La Tabla 21 detalla los resultados del experimento 2, utilizando los diferentes algoritmos (Alg1 [123], 
Alg2 [124], Alg3 [125]). 
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                                                       Tabla 21. Resultados experimento 2 

 

Condiciones 
CAUCAFall 

Precisión Recall F-Score 

Alg 1 Alg 2 Alg 3 Alg 1 Alg 2 Alg 3 Alg 1 Alg 2 Alg 3 

Luz Natural 84.46% 92.41% 90.39% 79.53% 91.75% 90% 76.79% 91.72% 89.97% 

Luz Artificial 91.69% 89.9% 87.95% 90.79% 89.5% 87.75% 89.97% 89.47% 87.73% 

Sin Luz 88.57% 91.68% 94.72% 86.46% 92% 94.5% 84.71% 91.64% 94.49% 

Oclusiones 86.91% 71.12% 74.57% 65.92% 69.5% 73.87% 68.80% 70.35% 74.21% 

Distancia cámara-caída        

2.27 m – 2.66 m 97.70% 86.31% 90.56% 42.38% 85.25% 85.25% 56.92% 85.70% 86.65% 

2.67 m – 3.04 m 96.64% 91% 97.47% 68.91% 92% 97.5% 78.43% 91.53% 97.48% 

3.05 m – 3.43 m 89.43% 83.80% 91.08% 60.19% 79.5% 86.75% 65.71% 81.07% 87.90% 

Ángulos de Caída        

0º - 90º 96.39% 90.52% 96.77% 70.12% 91% 96.75% 79.09% 90.62% 96.75% 

91º - 180º 82.41% 67.94% 85.86% 64.83% 62.25% 80.25% 64.15% 63.60% 80.96% 

181º - 270º 95.78% 82.76% 97.59% 94.73% 83% 97.5% 94.93% 82.82% 97.4% 

271º - 360º 95.84% 85.92% 88.77% 29.83% 84.5% 78.75% 40.64% 85.08% 81.27% 
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4.3 Resultados Experimento 3 

La Tabla 22 detalla los resultados del experimento 3, utilizando los diferentes algoritmos.  

 

Tabla 22. Resultados Experimento 3. 

Algoritmo  Precisión Recall F-Score 

Extracción de Características [123] 88.57% 86.52% 84.96% 

YOLO/CNN [124] 88.03% 87% 87.19% 

OpenPose [125] 87.63% 82.75% 83.14% 

    

4.4 Resultados Experimento 4 

La Tabla 23 detalla los resultados del experimento 4, utilizando los diferentes algoritmos.  

 

Tabla 23. Resultados Experimento 4. 

Algoritmo  Precisión Recall F-Score 

Extracción de Características [123] 90.21% 91.37% 90.83% 

YOLO/CNN [124] 93.58% 92.87% 93.32% 

OpenPose [125] 94.58% 93.5% 94.07% 

 

4.5 Costo Computacional 

Para determinar la eficiencia de los algoritmos, aparte de los índices de desempeño presentados en la 
sección 3.6 se debe analizar el costo computacional, es decir la cantidad de recursos utilizados, el 
volumen de los datos utilizados, procesos realizados y la rapidez en la ejecución del algoritmo.  La Tabla 
24 presenta un análisis comparativo de los principales recursos utilizados por los diferentes algoritmos.  
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Tabla 24. Costo Computacional de los algoritmos. 

Índice de Costo 
Computacional 

Extracción de Características [123] YOLO/CNN [124] OpenPose [125] 

Volumen de datos 
utilizados para el 

entrenamiento de 
los modelos 

[bytes]. 
 
 

Los archivos que contienen la extracción de 
características de las bases de datos y que son 
utilizados para el entrenamiento de los 
modelos tienen los siguientes pesos: 
CAUCAFall.csv (254Kb), URFD.csv (274Kb), 
LE2i.csv (270 Kb), Fall_UP.csv (240 Kb), 
MCF.csv (383Kb). 

Las imágenes que se usan para los 
entrenamientos de YOLO/CNN, son imágenes 
RGB contienen los siguientes pesos: CAUCAFall 
(7.24 Gb), URFD (6.5Gb), LE2i (3.5 Gb), Fall_UP 
(8.3 Gb), MCF (6.7Gb). 
 

Las imágenes que se usan para Ingresar a OpenPose 
son las mismas usadas en el algoritmo [124] 
(CAUCAFall (7.24 Gb), URFD (6.5Gb), LE2i (3.5 Gb), 
Fall_UP (8.3 Gb), MCF (6.7Gb)). Sin embargo, al salir de 
OpenPose las imágenes tienen menos peso (CAUCAFall 
(2.4 Gb), URFD (1.53Gb), LE2i (0.8 Gb), Fall_UP (3.23 
Gb), MCF (1.87Gb)) y son las usadas para entrenar la 
red ResNet_v2. 

Peso de los 
modelos 

Entrenados 
[bytes]. 

Experimento 1.  Modelo con: CAUCAFall 
(174Kb), URFD (179Kb), LE2i (177 Kb), Fall_UP 
(174 Kb), MCF (176Kb). 
Experimento 2 y 3: 190Kb 
Experimento 4: 204 Kb 

Experimento 1.  Modelo con: CAUCAFall 
(213Mb), URFD (213Mb), LE2i (213Mb), Fall_UP 
(213Mb), MCF (213Mb). 
Experimento 2 y 3: 230Mb 
Experimento 4: 285Mb 
También se tiene que tener en cuenta el modelo 
pre-entrenado de YOLO (240Mb). 

Experimento 1.  Modelo con: CAUCAFall (213Mb), 
URFD (213Mb), LE2i (213Mb), Fall_UP (213Mb), MCF 
(213Mb). 
Experimento 2 y 3: 213Mb 
Experimento 4: 213Mb 

Procesos 
realizados 

1. Ingresan datos. 
2. Sustracción de fondo. 
3. Detección de objeto. 
4. Extracción de características. 
5. Clasificador SVM. 
6. Evaluación del algoritmo. 

1. Ingresan datos. 
2. Preprosesamiento de datos. 
3. Detector YOLO. 
4. Procesamiento de datos. 
5. Red VGG-16. 
6. Red LSTM. 
7. Evaluación del algoritmo. 

1 Ingresan datos. 
2 OpenPose. 
3 Procesamiento de datos. 
4 Red ResNet-v2. 
5 Evaluación del algoritmo. 

Ejecución 

En el computador que se llevó a cabo las 
implementaciones de los algoritmos y que se 
describió en la sección 3.3, el algoritmo de 
extracción de características tuvo un buen 
desempeño e incluso se pudo ejecutar en 
tiempo real, obteniendo las predicciones 
mostradas en los resultados. 

Con los recursos del computador utilizado, no se 
pudo ejecutar el algoritmo, ya que YOLO necesita 
de una GPU dedicada, es por eso que se utilizó la 
herramienta Google Colab, en donde si fue 
posible entrenar los modelos y clasificar las 
diferentes imágenes.  

El algoritmo no pudo ser utilizado con los recursos 
propios del computador, por lo que se ejecutó en 
Colab para su entrenamiento y evaluación. Para que 
OpenPose pueda trabajar en tiempo real, se deben 
tener mayores requisitos de hardware. Según su autor 
[125] se necesita la aceleración de cuatro GPU y si se 
usa una computadora portátil normal, cada fotograma 
del video tendrá un retraso de 1 s a 1,5 s y además el 
efecto en tiempo real es deficiente. 

 

Tiempo de 
ejecución 

0.7 segundos por imagen 2.4 segundos por imagen 4.5 segundos por imagen 
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5 Discusión de los resultados 

Como se puede apreciar en la sección de resultados, los tres algoritmos de reconocimiento de 
actividades funcionan correctamente en términos generales. El algoritmo de extracción de 
características extrae el área de la silueta, distancia del centroide al suelo y espectro radial, con lo cual 
utiliza un clasificador SVM para reconocer caídas humanas. Por su parte el algoritmo que implementa 
YOLO, reconoce y encuadra la silueta humana, reconociendo las caídas del sujeto, y finalmente 
OPENPOSE obtiene la imagen del esqueleto en 2D, efecto que para imágenes de alta definición es muy 
bueno, por lo que es necesario que la resolución de la imagen sea óptima. En esta sección se discute 
cuál de los algoritmos tuvo mejores resultados reconociendo caídas humanas en las diferentes bases 
de datos, incluyendo CAUCAFall, encontrando las ventajas y desventajas que presentan las redes 
convolucionales con respecto a algoritmos de extracción de características basados en visión 
computacional en cuanto a eficiencia, precisión y coste computacional en el reconocimiento de caídas. 

5.1 Discusión experimento 1: 

Este experimento se realiza para ver el correcto funcionamiento de los algoritmos, ya que predicen 
caídas humanas en imágenes de las mismas bases de datos con la que se entrenó el modelo. La Tabla 
20 muestra los resultados del experimento 1 utilizando el algoritmo de extracción de características, se 
puede observar que  el algoritmo obtiene mayor precisión con la base de datos  UP-Fall [45], base de 
datos que intencionalmente fue escogida por los autores para evaluar los algoritmos, por ser una base 
de datos con un ambiente sumamente controlado, su enfoque es principalmente la recolección de 
datos de sensores de ambiente, sin embargo también trabaja con 2 cámaras de video, pero no tiene 
cambios de escenario, no tiene oclusiones, no tiene cambios de iluminación, únicamente tiene 2 
ángulos de caída, los cuales se graban a la misma distancia desde la cámara e incluso algunos de los 
participantes que simulan las caídas utilizan un chaleco reflector, lo cual deriva en un alto rendimiento 
en el reconocimiento de las caídas.  

El menor rendimiento se obtuvo con CAUCAFall, base de datos propuesta por los autores, debido a que  
la extracción de características y sustracción de fondo se dificultó en aquellos escenarios donde se 
contaba con oclusiones y existía movimiento en el fondo, además que al existir diferentes distancias de 
las caídas hasta la cámara, causa que la silueta humana de la acción de caída tenga diversidad en 
características como, área, distancia del centroide al suelo y relación de aspecto, lo que dificulta el 
reconocimiento de las caídas, sin embargo el rendimiento es aceptable. 

Cuando se utilizó el algoritmo basado en detectores YOLO y redes neuronales convolucionales, se 
encuentra que el mejor rendimiento se obtiene nuevamente con UP-Fall [45] (ver Tabla 20), por sus 
facilidades de reconocimiento, seguido de LE2I [43], ya que es un escenario con una iluminación 
controlada y sin cambios de entorno, posición, ni distancia de las caídas a la cámara. Por su parte 
CAUCAFall [49], UR Fall Detection [42] y Multicam Fall Dataset [46] poseen un rendimiento similar. Sin 
embargo, el algoritmo evaluado con CAUCAFall [49] sigue teniendo el rendimiento más bajo, La 
diferencia radica en que CAUCAFall tiene en cuenta oclusiones parciales (ver Figura 44), diferentes 
iluminaciones (ver Figura 45), diferentes ángulos de caída (ver Figura 46) y distancias ante la cámara 
(ver Figura 47).  



69 
 

 

Figura 44. Predicción del algoritmo, teniendo en cuenta oclusiones parciales. 

 

Figura 45. (a) Iluminación natural, (b) Iluminación artificial, (c) Sin iluminación. 

 

Figura 46. (a) caída con 47. 8º de ángulo, (b) caída con 182.3º de ángulo, (c) caída con 277.5º de 
ángulo. 
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Figura 47. (a) distancia de caida:2,7m, (b) distancia de caida:3.12m, (c) distancia de caida:3.4m. 

 

Además, la Tabla 20 muestra los resultados de la evaluación de las bases de datos en el algoritmo 

basado en OpenPose, el funcionamiento de este algoritmo depende de la buena calidad de los videos 

y frames, que para tener buenos resultados deben ser de alta definición, además, OpenPose tiene 

dificultades para trabajar con oclusiones como se puede observar en la Figura 48, y también se necesita 

de una buena iluminación o segmentación de la silueta humana, es decir que si la imagen es oscura no 

va a encontrar el mapa óseo del sujeto. CAUCAFall es una base de datos creada con cámara de alta 

resolución, lo que ayuda a que se pueda detectar el esqueleto humano de mejor forma, además, trabaja 

con una cámara que incorpora visión nocturna lo cual ayuda a que siempre cuente con imágenes en las 

que se puede reconocer el cuerpo humano y esto ayudó a realizar reconocimiento de caídas en los 

escenarios de poca o nula iluminación.  

 

Figura 48. OpenPose con oclusiones. 

 

Sin embargo, el mejor resultado se presenta cuando se utiliza UP-Fall [45], ya que también es creada 
con una cámara de alta resolución, además de que únicamente considera dos ángulos de caída, lo cual 
facilita el reconocimiento de la misma. A pesar de que ninguno de los dos ángulos es óptimo para 
OpenPose, ya que se pierden muchos puntos óseos de la silueta humana, se obtiene una excelente 
precisión por que se entrena, evalúa y prueba en las mismas imágenes, como lo muestra la Figura 49. 
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Figura 49. Ejemplo de reconocimiento de caída en UP-Fall. 

 

5.2 Discusión experimento 2: 

El experimento 2, entrena el modelo con las diferentes bases de datos y evalúa el rendimiento en las 
diferentes condiciones de CAUCAFall, ninguna otra investigación tiene resultados de reconocimiento 
de caídas, especificando las condiciones como se presentan a continuación:  

La Tabla 21, detalla los resultados del experimento 2 utilizando extracción de características, al entrenar 
el modelo con las bases de datos en ambientes controlados y evaluar su rendimiento en CAUCAFall, los 
resultados con las diferentes condiciones varían, se tiene un buen reconocimiento de caídas en 
entornos con Luz artificial y un buen resultado sin luz, esto se debe a que la cámara de CAUCAFall tiene 
visión nocturna y se puede hacer una buena extracción de características. Sin embargo, el rendimiento 
es inferior cuando existen oclusiones y cuando las caídas se realizan muy cerca de la cámara o muy 
alejadas de ella. Además, se tiene un rendimiento inferior cuando las caídas tienen ángulos entre los 
rangos de 91º - 180º y 271º - 360º. Esto se debe a que las bases de datos que sirvieron para el 
entrenamiento del modelo, no cuentan con gran cantidad de estas características.  

Al comparar el algoritmo de extracción de características y el algoritmo que utiliza YOLO, redes 
neuronales convolucionales (ver Tabla 21), se puede apreciar que el reconocimiento de caídas, en 
acciones que tienen oclusión bajó su rendimiento, sin embargo, la precisión aumentó en distancias 
lejanas y cercanas a la cámara, al igual que en los diferentes ángulos de caída. En cuanto a condiciones 
de luz, se tiene un rendimiento similar, esto se debe a que la cámara tiene sensores de visión nocturna, 
lo que permite captar imágenes en buena definición sin luz.  

Por otra parte, el rendimiento de OpenPose, evaluado en CAUCAFall aumentó el rendimiento, ya que 
el modelo se encarga de aprender la forma de los esqueletos humanos, sin importar las distracciones 
del entorno, OpenPose solo necesita tener imágenes claras con buena resolución para obtener el mapa 
ósea del sujeto, lo que permite tener un buen rendimiento, a pesar de su alto costo computacional, sin 
embargo, los problemas que causa la oclusión se mantienen.  
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5.3 Discusión experimento 3: 

El tercer experimento utiliza el modelo entrenado por las bases de datos comúnmente usadas y 
evaluado en la totalidad de CAUCAFall. Al comparar los índices de desempeño de la Tabla 22, se observa 
un rendimiento muy similar, sin embargo, el mejor rendimiento se consigue con el algoritmo que 
propone redes neuronales convolucionales con YOLO, seguido de la extracción de características y por 
último el algoritmo basado en OpenPose. Esto se debe a que la mayoría de las imágenes de las bases 
de datos ([42][43][45][46]), no son en alta resolución, lo que impide extraer correctamente el mapa 
óseo de la silueta humana, dificultando el entrenamiento de la red.  

5.4 Discusión experimento 4: 

En el último experimento se entrena y valida los diferentes modelos usando la totalidad de CAUCAFall 
y se evalúa con las bases de datos propuestas ([42][43][45][46]), la Tabla 23 muestra claramente que 
el rendimiento aumentó notablemente, demostrando que CAUCAFall cumple con condiciones que al 
utilizarlas como datos de entrenamiento son capaces de generalizar el reconocimiento de caídas 
humanas. Los tres algoritmos son capaces de extraer las características más importantes de las 
imágenes y aprenderlas, caídas en diferentes ángulos, distancias y condiciones de luz, ayuda a evaluar 
su rendimiento satisfactoriamente.  

En esta ocasión el algoritmo con mejor rendimiento es el que combina OpenPose con CNN, gran 
porcentaje de este éxito se debe a la calidad de las imágenes, además, los mapas óseos extraídos de 
CAUCAFall, al tener variedad de tamaño, ángulos y distancias son buenos para generalizar y predecir 
caídas en las otras bases de datos.  

Finalmente es importante mencionar que para que OPENPOSE y YOLOV3 puedan trabajar en tiempo 

real reconociendo caídas por medio de visión computacional, se deben tener mayores requisitos de 

rendimiento de hardware. Según el autor [125] OpenPose necesita la aceleración de cuatro GPU y si se 

usa una computadora portátil normal, cada fotograma del video tendrá un retraso de 1 s a 1,5 s y 

además el efecto en tiempo real es deficiente. 

La Tabla 25 resume la comparación en cuanto a ventajas y desventajas que presentan las redes 

convolucionales utilizadas en los algoritmos [124] y [125] con respecto al algoritmo de extracción de 

características [123] en cuanto a eficiencia, precisión y coste computacional en el reconocimiento de 

caídas humanas.  
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Tabla 25. Comparación de Eficiencia de Algoritmos. 

 Extracción de Características [123] YOLO/CNN [124] OpenPose [125] 

Ventajas 

• El efecto de sustracción de fondo que es importante 
para la extracción de características, tiene buenos 
resultados en entornos sin oclusión, buena 
iluminación y sin movimiento en el fondo. 

• Su rendimiento es alto en bases de datos que no 
contienen variedad en distancias entre la cámara y 
la caída, ni variedad de ángulos de caída.  

• Alto rendimiento en entornos con luz artificial y con 
cámara nocturna.  

• Su rendimiento en cuando a precisión, es 
sobresaliente en entornos con diferente 
iluminación y en entornos con poca 
saturación de elementos distractorios. 

• No se ve afectado por la diversidad de 
distancias entre la cámara y la caída, ni 
tampoco por la diversidad de ángulos de 
caída. 

• El algoritmo es capaz de realizar 
detecciones precisas ante oclusiones 
parciales.  

• Si se logra una excelente extracción del mapa 
óseo, su rendimiento es sobresaliente. 

• Elimina la saturación del entorno del sujeto, 
concentrándose en el mapa óseo humano, lo 
que ayuda al reconocimiento de caídas.  

• No se ve afectado por la variedad de ángulos de 
caída.  
 

Desventajas 

• Su rendimiento es menor con bases de datos que 
contienen oclusión, mala iluminación y movimientos 
en el fondo. 

• Poco rendimiento cuando las caídas se realizan muy 
cerca de la cámara o muy alejadas de ella. 

• El clasificador SVM usado en el algoritmo presenta 
poco rendimiento en bases de datos que contienen 
caídas a diferentes distancias ante la cámara y a 
diferentes ángulos, ya que esto ocasiona dispersión 
en características como área de la silueta humana, 
distancia del centroide al suelo y relación de 
aspecto. 

• El algoritmo presenta dificultades ante 
oclusiones totales. 

• Necesita gran cantidad de datos para su 
entrenamiento.  

• Su rendimiento depende de que los videos e 
imágenes tengan alta definición.  

• Si el ángulo de la cámara no enfoca la totalidad 
del cuerpo del sujeto, se pierden puntos clave 
del mapa óseo humano.   

• Para realizar una extracción de la totalidad del 
cuerpo humano, depende de que los 
movimientos del sujeto sean comunes, es decir 
que no sean antinaturales.  

• El efecto de OpenPose es nulo ante imágenes 
con iluminación nula.  

• El algoritmo presenta dificultades ante 
oclusiones totales. 

Costo 
computacional 

El volumen de datos utilizado es el inferior de los tres 
algoritmos, al igual que el tiempo de entrenamiento y peso de 
los modelos, he incluso el tiempo de ejecución del algoritmo 
por imagen es de 0.7 segundos.   

El volumen de datos utilizado es el mayor de los tres 
algoritmos, al igual que el tiempo de entrenamiento 
y peso de los modelos, sin embargo, YOLO y el 
algoritmo se pudieron ejecutar con los recursos del 
computador en un tiempo de respuesta de 2.4 
segundos.    

El volumen de datos utilizado es menor en comparación 
con el algoritmo YOLO, al igual que el tiempo de 
entrenamiento y peso de los modelos, sin embargo, fue 
imposible ejecutar el algoritmo en tiempo real. Al ejecutar 
el algoritmo con imágenes pregrabadas el algoritmo tiene 
un tiempo de respuesta de 4.5 segundos.   

Eficiencia  

La eficiencia del algoritmo es sobresaliente, destacando su bajo 
costo computacional y su ejecución en tiempo real, sin 
embargo, su rendimiento se ve opacado por factores de 
iluminación, variedad en distancias y ángulos, lo que afecta 
directamente al reconocimiento de caídas humanas en 
entornos no controlados.  

A pesar de que el entrenamiento del modelo y los 
datos utilizados son los de mayor peso, su 
rendimiento en cuanto a precisión es el mejor de los 
algoritmos planteados, además de que es posible su 
ejecución en tiempo real, por lo que se considera 
que el algoritmo es el de mayor eficiencia.  

A pesar de que el algoritmo tiene buenos resultados de 
reconocimiento, depende estrictamente de la resolución 
de las imágenes, además su alto costo computacional no le 
permite ejecutar en tiempo real, en una computadora de 
características comunes, por lo que el algoritmo no el de 
menor eficiencia.  
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6 Conclusiones y recomendaciones 

En el presente trabajo se realizó una revisión sobre la actualidad de las caídas de personas de tercera 
edad y los avances en su reconocimiento, dando prioridad a aquellas investigaciones que trabajan con 
visión computacional, para poder evaluar y evidenciar el rendimiento de algunas propuestas novedosas 
de reconocimiento de caídas en una base de datos con entornos realistas y poco controlados. 

Para lo cual se diseñó y realizo CAUCAFall, base de datos que agrupa las cualidades de las diferentes 
bases de datos públicas más populares en la comunidad científica, con la intención de crear dichos 
entornos realistas y con características no existentes. El conjunto de datos considera individuos de 
diferentes edades, pesos, alturas y piernas dominantes. Los datos se adquirieron utilizando una cámara 
RGB en un entorno doméstico. Este entorno era intencionadamente realista e incluía características no 
controladas, como oclusiones, cambios de iluminación (natural, artificial y nocturna), ropa diferente de 
los participantes, movimiento en el fondo, diferentes texturas en el suelo y en la habitación, y una 
variedad en los ángulos de caída y diferentes distancias de la cámara a la caída. CAUCAFall es la única 
base de datos que contiene detalles de la iluminación lux de los escenarios, las distancias de la caída 
humana a la cámara y los ángulos de las diferentes caídas con referencia a la cámara. El conjunto de 
datos es también el único que contiene etiquetas para cada imagen.  Los fotogramas que incluían caídas 
humanas registradas se etiquetaron como "caída", y las actividades AVD se marcaron como "no caída", 
siendo útil para algoritmos que incorporan detectores YOLO. Además, su alta resolución permite que 
novedosos algoritmos como OpenPose puedan extraer más información de las imágenes.  

Usando diferentes bases de datos, se evaluó el desempeño de tres propuestas de reconocimiento de 
caídas, que basan su funcionamiento en extracción de características, YOLOV3 en unión con redes 
neuronales convolucionales y OpenPose con redes neuronales convolucionales, llegando a la 
conclusión de que en la propuesta que implementa extracción de características, el desempeño es alto 
en aquellas bases de datos con entornos sumamente controlados; sin cambios de iluminación, sin 
diferentes ángulos de caída, sin oclusiones, sin cambios de escenario, sin movimiento en el fondo,  sin 
variedad en la distancia de las caídas ante la cámara e incluso sin cambios en las texturas tanto de los 
entornos como en la ropa de los participantes, concluyendo que estos métodos presentan gran 
sensibilidad al ruido, oclusiones y cambios en el punto de vista. Por otra parte, las propuestas que basan 
su trabajo en Redes Neuronales Convolucionales como base de sus investigaciones, tienen un 
rendimiento mayor en entornos no controlados, en comparación con la extracción de características. 
Sin embargo, su costo computacional es mucho mayor, siendo casi imposible utilizarlo en detección de 
caídas en tiempo real, además de que se necesitan grandes cantidades de conjuntos de datos, con 
diferentes posturas, distancias, ángulos, oclusiones con diferentes objetos, diferentes entornos e 
iluminaciones para que los modelos puedan tener un buen rendimiento. 

Con la ventaja de que CAUCAFall fue creada con cámara de alta resolución se pudo utilizar modernos 
algoritmos para el reconocimiento del mapa óseo humano a partir de imágenes en 2D, lo cual es una 
gran ventaja en comparación con el resto de bases de datos que contienen caídas humanas.  

Además, al proponer una base de datos que contenga eventos de caída en escenas complejas y 
cercanas a la realidad, y al evaluar su rendimiento con 3 métodos de reconocimiento de caídas, se 
demuestra que aún hay mucho trabajo y aspectos por mejorar e investigar en el área de 
reconocimiento de caídas, puesto que aún no existe un algoritmo que reconozca caídas humanas con 
tan alta precisión y rapidez.    



75 
 

Finalmente se ha mostrado la importancia de un eficiente reconocimiento de caídas y el gran potencial 
a futuro de la investigación en esta área, ya que si bien es cierto se obtienen buenos resultados con las 
diferentes técnicas planteadas por los autores en este artículo, los entornos de CAUCAFall aún pueden 
ser mejorados, es decir, no se cuenta con una base de datos que contenga caídas reales, lo cual no 
contribuye al verdadero avance de las investigaciones. Sin embargo, se considera sería de gran impacto, 
que la comunidad científica presente resultados de estas investigaciones en entornos semejantes a la 
realidad o a CAUCAFall. Además, es primordial investigaciones que centren su trabajo en la elaboración 
de bases de datos con caídas reales de personas adultas y en entornos no controlados. Como trabajo 
futuro, planeamos evaluar los métodos propuestos utilizando al menos dos cámaras, agregando 
técnicas como el reconocimiento de objetos en los escenarios y el análisis de velocidad de las diferentes 
siluetas humanas, además de evaluar novedosos métodos de detección como YOLOV4 y YOLOV5 en 
CAUCAFall.   

Por otra parte, también es primordial avanzar en la investigación de algoritmos que puedan realizar las 
mismas o similares tareas, que OpenPose y YOLO, pero con un costo computacional menor, de tal forma 
que algoritmos como estos, puedan ser utilizados en tiempo real, para aplicaciones de la vida diaria.  

También seria de gran avance para la investigación, agregar técnicas multimodales e incorporar 
cámaras de profundidad y sensores portables no invasivos como por ejemplo relojes smartwatch, para 
el reconocimiento de caídas humanas. 
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